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Teknolojinin son yillardaki hizli gelisimi ile birlikte insanlar sosyal medya
platformlarin1 sosyallesme aract olarak kullanmaya baglamigtir. Sosyal medya
platformlarinda insanlar hem bilgi iireten hemde bilgi tiiketen konumdadir. Bu bilgiler
alian {iriin, hizmet, veya giindem hakkinda olabilmektedir. Bireysel kullanicilarin yan
sira ticari platformlar sosyal medyay1 hedef kitlelerine ulasmak ve marka algilarini
yonetmek i¢in kullanabilmektedir. Sosyal medya analitigi bu noktada devreye girer ve
sosyal medyadaki yapilandirilmamis verilerin icerisindeki kaliplarin analiz edilerek
ticari ve bireysel fayda olusturulmasini saglar. Sosyal medya analitiginin arka planinda
ise metin madenciligi islemleri yer almaktadir. Sosyal medya verisi konugma dili
tabanli olmasi dolayisiyla kisatlamalar ve emojiler gibi yapilar barindirir ve metin
madenciligine gore daha hassas bir silire¢ gerektirir. Bu caligmada sosyal medya
analizlerinde siklikla kullanilan Twitter platformu tizerinden, veri toplama, 6n isleme
ve analiz siirecinin yoOnlendirmeler ile yapilmasini saglayan bir arayiizli lizerinde
calisilmistir. Bu arayliz araciligiyla bahsedilen sosyal medya analitigi siireci Twitter
verisi lizerinden adim adim gergeklestirilebilmektedir. Burada arastirmacilar istedikleri
herhangi bir konu, iiriin veya hizmet i¢in atilan Tweet’leri istedikleri tarih araliginda,
dilde ve sayida c¢ekerek analiz siirecini baslatabilmektedir. Arastirmaci elde edilmek
istenilen verinin boyutu hakkinda veri ¢ekme isleminden Once bilgilendirilerek
yonlendirilir. Veri 6n isleme adiminda verinin birimlestirilmesi, standartlastirilmasi ve
filtrelenmesi cesitli yonlendirmeler ile gerceklestirilebilir. Ornegin standartlasgtirma
asamasinda arastirmaciya verisinde bulunan Ozel karakterlerin sayisal dagilimi
verilmektedir. Arastirmaci temizlemek istenilen karakterleri bu sekilde temizleyebilir
yada emoji ve kisaltmalar gibi konusma dilinde bulunan kaliplar1 doniistiirebilir. Analiz
asamasinda ise duygu analizi ve topik modelleme se¢enekleri bulunmaktadir. Duygu
analiz sureci i¢in Turkish-BERT modeli kullanilmistir. Topik modellemede ise etiketli
kategori verisi lizerinde makine Ogrenmesi islemleri gerceklestirilerek en basarili
model segilerek bu modelle siniflandirma islemi gergeklestirilmektedir. Tim analiz
stirecinde gerceklestirilen islemler, analiz sonuglar1 ve veri detay bilgileri kaydedilerek
gelecek caligmalarda program arayiiziiniin makine 6grenmesi destekli hale getirilmesi
hedeflenmektedir.

Anahtar Kelimeler: Sosyal Medya Analitigi, Metin Madenciligi, Dogal Dil Isleme,
Topik Modelleme, Duygu Analizi
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With the rapid development of technology in recent years, people have started to use
social media platforms as a means of socialization. In social media platforms, people
are both in the position of producing and consuming information. This information may
be about the product, service, or agenda received. In addition to individual users,
commercial platforms can use social media to reach their target audiences and manage
their brand perceptions. Social media analytics comes into play at this point and enables
the creation of commercial and individual benefits by analyzing the patterns in the
unstructured data in social media. In the background of social media analytics, there
are text mining processes. Since social media data is speech-based, it contains
structures such as abbreviations and emojis and requires a more sensitive process than
text mining. In this study, a program interface was studied on the Twitter platform,
which is frequently used in social media analysis, that enables data collection,
preprocessing and analysis processes to be carried out with instructions. Through this
interface, the mentioned social media analytics process can be carried out step by step
over Twitter data. Here, researchers can start the analysis process by shooting Tweets
for any topic, product or service they want, in the date range, language and number
they want. The researcher is guided by being informed about the size of the data desired
to be obtained before the data extraction process. In the data preprocessing step, data
unitization, standardization and filtering can be performed with various orientations.
For example, in the standardization phase, the numerical distribution of the special
characters in the data is given to the researcher. In this way, the researcher can clean
the desired characters or transform phrases in the spoken language such as emoji and
abbreviations. In the analysis phase, there are sentiment analysis and topical modeling
options. The Turkish-BERT model was used for the sentiment analysis process. In topic
modeling, machine learning processes are performed on the labeled category data, and
the most successful model is selected and classification is carried out with this model.
It is aimed to make the program interface supported by machine learning in future
studies by recording the operations performed during the entire analysis process,
analysis results and data detail information.

Keywords: Social Media Analytics, Text Mining, Natural Language Processing,
Topic Modelling, Sentiment Analysis
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GIRiS

Teknolojinin son yillardaki hizli gelisimi sonucunda internete erisebilen cihazlar herkes
tarafindan kullanilarak giinliik hayatin bir parcasi haline gelmistir. Sosyal bir varlik olan
insan diger insanlarla iletisim kurmak ve sosyallesmek igin bu cihazlar1 bir ara¢ olarak
kullanmaktadir. Bu durum sosyal medya kavraminin giinliik yasamin merkezine yerlesmesi
sonucunu dogurmustur. Sosyallesmenin yani sira insanlar sosyal medyayi {iriin, hizmet ve
giindem hakkinda goriis bildirmek i¢in siklikla kullanmaktadir. Sosyal medyanin sagladigi
anonim kalarak goriis paylasma imkani bir ¢ok insanin goriisiinii herhangi bir kaygi
tagimadan paylasmasini saglamaktadir. Ayrica iiriin ve hizmet hakkinda yapilan paylasimlar
isletmelerce ticari fayda saglamak amaciyla kullanilabilmektedir. Ek olarak sosyal medya
isletmeler ve ilgili markalara {irin ve hizmet hakkinda miisteri farkindaligini arttirmak igin

kullanilabilecek yeni ve diisiik maliyetli bir pazarlama kanali saglamaktadir.

Cevrimig¢i sosyal medyada taraflar arasi ortaklasa olusturulan igerik giliniimiizde hizla
buyimeye devam etmektedir. Sosyal medya analitigi bahsedilen igerigin toplanmasini,
analizini ve yorumlanmasini igerir. Analiz ve yorumlama stirecinde bilingli ve anlamli karar
vermeyi saglamak i¢in yar1 yapilandirilmis ve yapilandiriimamis sosyal medya verilerindeki
kaliplar1 analiz ederek kuruluslara rekabet avantaji saglamaktadir (Bekmamedova ve Shanks,
2014). Kuruluslar bu sayede zamaninda ve hedefli kampanyalar, duyarli miisteri hizmetleri
veya ilgili topluluklar olusturarak miisterilerle baglanti kurabilir ve onlarin marka algilarini
sekillendirebilir. Kuruluglarin sagladigi faydanin yani sira akademik caligmalar iginde
toplumun bir konu veya durum hakkinda verdigi tepkileri Twitter gibi platformlar lizerinden

analiz etmek miimkiin hale gelmistir.

Sosyal medya analitigi hem bilgi tireticileri hemde tiiketicileri i¢in nitelikli firsat anlamina
gelmekle birlikte zorluklarda barmmdirmaktadir. Ticari degeri sebebiyle sosyal medya
platformlar1 araciligryla sinirli olarak paylasilan veri kaynaklar1 analiz edilecek 6rneklemin
tamamint yansitmama riski tagimaktadir. Gerekli veri elde edildigi varsayilirsa
yapilandirilmamis olan metin verisinin temizlenme asamasi oldukc¢a karmasik ve uzun
olabilmektedir. Veri c¢esitliliginin arttig1 gilinimiizde sosyal medya verisini farkli

kaynaklardaki veri ile de birlestirme siireci zahmetli olabilmektedir. Tiim bu analiz siirecleri



tamamlandiktan sonra anlamsal olarak veri detayina inildiginde analiz edilen dile bagl
olarak kullanilan argo kelimeler, kisaltmalar, devrik ctimleler, farkli dillerin bir arada
kullanilmas1 gibi detaylar veri igerisindeki anlamin ortaya ¢ikarilmasini zorlastirmaktadir.
Analiz sonucunda elde edilen biiyiik miktarda verinin gorsellestirilmesi veri kaynaginin
yapilandirilmamis olmasi sebebiyle zorluklardan biridir. Siirekli biiylimeye devam eden veri
kaynaklar1, verinin gorsellestirilerek 6zet halde sunulmasini gerektirdigi icin gorsellestirme

araclan gelismeye devam etmektedir.

Sosyal medyanin hizli geligimi ile veri isleme asamasinda da yenilik¢i ve verimli teknikler
gerektiren araclara ihtiyag ortaya ¢ikmistir. Mevcuttaki araglar incelendiginde her birinin
belirli bir alana yoneldigi goriilmektedir. Arastirmacilarin istedikleri alanda sosyal medya
analitigi islemlerini yapabilmesi i¢in birden fazla ara¢ kullanmas1 gerekmektedir. Manuel ve
otomatik analiz sureci yonetim secenekleri bulunan bu araglar ¢cogunlukla ek kodlama bilgisi
gerektirmedir. Kodlama bilgisi olmadan yapilan islemlerde smirlama ile karsilasmak

mUmkuindr.

Sosyal medya analitigi olarak bahsedilen siire¢, temelinde sosyal medya igerikleri {izerine
yapilan metin madenciligi islemleridir. Sosyal medya verisi genel kapsami giinliik konugma
dilinden olusur dolayisiyla kisaltmalar, emojiler, devrik cilimleler gibi yapilar
barindirmaktadir. Bu da sosyal medya verisinin analizinde metin verisine gore daha ozel
yontemlerde ilerlenmesi gerektigini gostermektedir. Ayrica sosyal medya analitigi kavrami
ile sosyal ag analizi de siklikla karigtirllmaktadir. Sosyal ag analizi kisilerin, olaylarin ve
durumlarin arasindaki iliskinin tespit edilme siirecinde kullanilmaktadir ve web verisi gibi
daha yapisal veriler iizerinde ¢aligmaktadir. Sosyal medya analitigi ise sosyal medya verileri

Uzerinde bir konu, iiriin veya hizmet hakkinda bilgi elde etme slrecini ifade eder.

Metin madenciligi siireci kelime ve anlamsal odakli olarak iki tiirde ilerletilebilmektedir.
Kelime tiirinde bakildiginda ilgili metinde gegen kelimelerin frekansi temel alinir. Daha
basit analiz tiirlerinde dokumanlar1 gruplamak igin kullanilabilmektedir. Metin anlamsal
olarak analiz edilmek istendiginde ise dogal dil isleme siirecleri devreye girmektedir. Dogal
dil isleme siirecinde kelimelerin climle igerisindeki konumu, anlami ve ciimle igerisindeki

gorevi incelenerek anlamsal bir yaklagimla analiz yapilmaya calisilmaktadir.Dogal dil isleme



stireci sayesinde biiylik miktardaki verinin kolayca Ozetlenmesi, makinelerin dogal dili

algilayarak otomatik cevap olusturmasi ve ¢eviri yapmasi gibi islemler gerceklestirilebilir.

Dogal dil isleme siireci veri kaynaginin olusum siireci ve diller aras1 farkliliklar sebebiyle
bir¢ok zorluk barindirmaktadir. Bu zorluklar; ciimle i¢erisinde kullanilan kelimelerin anlam
belirsizligi tasimasi, ciimlelerin sozdizimi belirsizligi, paragraf veya ciimle igerisinde
tekrarlardan kurtulmak igin birbirleri yerine kullanilan kelimeler, devrik ciimle yapilari,
kisaltmalar ve farkli dillerde bulunan dile 6zgii ciimle yapilar1 olarak 6zetlenebilir. Her ne
kadar yillar igerisinde farkli bakis agilar1 gelistirilse de dogal dil isleme konusunda hala

onemli engellerin asilmasi noktasinda ¢aligmalara ihtiyag duyulmaktadir.

Tiirkge metin madenciligi siirecinde, genel metin madenciligi siireci zorluklar1 disinda dilin
yapisina bagli olarak bazi zorluklar bulunmaktadir. Bu zorluklardan en temeli Tikge nin
sondan eklemeli bir dil olmas1 sebebiyle kelimenin kdkiine ulasilmasinin zor olmasidir. Bu
noktada Tiirk¢e kok analizi i¢in biiyiik bir egitim kiilliyat1 veya genis kapsamli bir sézliik
gerekmektedir. Kelimenin kokiine inilmesi igleminin yami sira deyimler ve atasOzleri,
metaforlar ve ironiler agisindan ¢ok zengin bir dil olan Tiirk¢e’nin Dogal Dil isleme (NLP)
ile analiz edilebilmesi i¢in bahsedilen egitim verisi ve sozliiglin gelistirilmesi gerekmektedir.
Ayrica Tirkee i¢in duygu analizi yada konu modelleme gibi alanlarda yapilan ¢alismalarda
kullanilan egitim veri setleri belirli alanlarla sinirli kalmaktadir. Bu alanlar i¢inde biiyiik ve

acik kaynak bir egitim kiilliyati olusturularak daha saglikli analizler yapilabilir.

Tiirkge’de NLP ¢alismalarinda bahsedilen kisitlamalar1 asmak i¢in kullanilan yontemlerden
biri belgelerin Ingilizce’ye gevirilerek analizlerin gergeklestirilmesidir. Son yillarda gelisen
ceviri teknolojileri ve her gecen giin daha yiiksek performansla ¢alisan Ingilizce NLP
yontemleri arastirmacilar bu stirece yonlendirmektedir. Tiirkce iizerinde ise dogrudan analiz
yapabilmek adina python yazilim diline son yillarda eklenerek dnemli agama kaydedilmesini
saglayan ve Google tarafindan gelistirilen, derin 6grenme tabanli BERT algoritmasinin

Turkge versiyonu olan Turkish-BERT kullanilabilir.



Calismanin Onemi

Sosyal bilimler i¢in en 6nemli veri kaynaklarindan biri metinlerdir. Metinlerin iglenerek
sahip olduklar1 anlamlarin ortaya ¢ikarilmasi siireci olduk¢a zahmetli olabilmektedir. Metin
madenciligi olarak isimlendirilen bu siire¢ giinlimiizde ¢ok 6nemli hale gelmistir. Bu siirecin
onemli hale gelmesinde metin verilerinin diger veri tiirlerine gore daha erisilebilir olmasi ve
ornegin yorumlar gibi kisilerin direk duygularini bildiren anlamlar tagimasi etkili olmustur.
Bu alanda yapilan ¢alismalar incelendiginde bahsedilen metin madenciligi siirecinin her bir
adimi icin farkli programlar yada kodlama bilgisi ile ilerlendigi goriilmektedir. Ayrica
kullanilan programlar kural tabanli ilerlenmesini saglayarak kullanicilara siire¢ hakkinda
onerilerde bulunmamaktadir. Bu calismada hazirlanan program araciligiyla metin verilerinin;
on isleme ve analiz adimlarinin yonlendirmeler yardimiyla, programlama bilmeyen kisiler
tarafindan da kolayca yapilmasi saglanacaktir. Sanal asistan tasarimi yardimu ile kulllanicilar
stire¢ hakkinda yonlendirmeler alarak analizlerini ilerletirken ayn1 zamanda analiz siirecini

O0grenme imkani bulacaklardir.

Calismanin Amaci

Bu tezin amaci sanal asistan tasarimi yardimi ile sosyal medya kaynaklarindan ¢ekilen metin
verilerinin Oneri sistemi araciligiyla bu alanda yetkin olmayan kisiler tarafindan da analizinin
yapilmasint miimkiin kilmaktir. Metin verilerinin c¢ekilmesi, temizlenmesi, islenmesi ve
analiz edilmesi sureci olduk¢a uzun olabilmektedir. Bu siirecin yeterince yetkin olmayan
kigiler tarafindan kolayca yapilabilmesi ve siire¢ igerisinde cesitli Onerilerle surece dahil
edilmesi temel hedeflerdendir. Ek olarak 6n isleme ve analiz adimlarinda kullaniciya
gosterilen bilgilendirme ekranlari ile kullanicinin siireci 6grenmesi saglanacaktir. Ayrica
kullanicilarin yaptiklari analiz sonuclar1 kaydedilerek benzer ¢alismalara kaynak olusturacak

sekilde modellenmesi amaglanmaktadir.



Calismanmin Yontemi

Sosyal bilimciler geleneksel yontemler ile yaptiklar: analiz siirecinde anket, odak grup vb.
yontemler ile metin verisi elde edebilmektedir. Giiniimiizde ise dogrudan kullanicilarin
paylastiklar1 veriye erisim miimkiin hale gelmistir. Veri toplama yonteminin degismesi ile
birlikte ilgili veriye erismek i¢in 6zel teknikler kullanilmasi gerekebilmektedir. Bu calismada
veri kaynagi olarak Twitter verisi kullanilmistir. Verinin ¢ekilmesi adiminda acik kaynak
kodlu programlama dilinden yararlanilmistir. Bu dilde bulunan kitiphaneler sayesinde
Twitter lizerinden API’den bagimsiz veri ¢cekme islemi gergeklestirildigi icin istenilen sayida
veri elde edilebilmektedir. Sanal asistan tasarimi bir arayiiz oldugu icin kullanici istedigi
konu hakkinda, istedigi tarih araliginda, istedigi dilde ve istedigi sayida veri elde
edebilmektedir. Veri elde etme asamasindan sonra kullanicilar sanal asistan tasarimi yardimi
ile veri on isleme adimlarini gergeklestirebilirler. Burada asistan temizlenmesi gereken
noktalar1 kullaniciya bilgilendirme notu olarak iletmektedir. Kullanici istedigi temizleme
adimlarin1 kullanarak analizi gerceklestirebilir. Bu adimlar verinin analize hazir hale
getirilmesine yardimci olmaktadir. Analiz asamasinda ise duygu analizi ve topik modelleme
yontemleri kullanilmigtir. Kullanici yaptig1 analizin igerigine gore on isleme adimlarindan
gecirdigl veriyi, duygu durumuna ve kategori dagilimima gore simiflandirabilmektedir.
Kategori dagilimimin elde edilebilmesi i¢in etiketlenmis olarak hazir bulunan veri iizerinden
makine 6grenmesi modelleri egitilmistir. En basarili model tizerinden kullanicinin ¢ektigi
veri lizerinde tahmin yapilmaktadir. Bahsedilen analiz siireglerinin tamami asistan yardimi
ile tamamlandiktan sonra yapilan analiz siireclerinde kullanicinin yaptigi secimler excel
olarak kaydedilmektedir. Burada kaydedilen analiz verisi temizleme islemlerini, duygu
analizi ve topik modelleme sonuglarini icermektedir. Bu veri sanal asistan siireglerinin ve
Onerilerinin iyilestirilmesi icin ileriki ¢alismalarda makine Ogrenmesi veri seti olarak

kullanilacaktir.



Cahsmanin Organizasyonu

Metin madenciliginin siireclerinin detayli olarak anlatildigi; sosyal medya analitiginin
Ozellikle sosyal bilimler agisindan incelendigi bu calismada sanal asistan yardimi ve
yonlendirmesi ile kullanicilar sosyal medya verisi kullanarak istedikleri konuda analiz yapma
imkani bulmaktadir. Bahsedilen siiregler bu ¢alisma igerisinde 6 boliim basliginda organize

edilmistir.

e Qiris boliimiinde sosyal medya analitigi stireci kullanim alanlarindan, zorluklarindan
ve verinin igslenmesi ve analizi i¢in kullanilan metin madenciligi stireclerinden genel
olarak bahsedilmistir.

e BOlim 1°de metin madenciligi siirecinin 4 temel adimindan, siiregte karsilagilabilecek
zorluklardan ve bu alandaki uygulama yontemlerinden bahsedilmistir.

e BOlim 2’te sosyal medya analitiginin 6neminden ve literatiirde nasil ele alindigindan
bahsedilmistir. Ayrica sosyal medya analitigi siirecindeki arastirma ve analiz
streclerindeki zorluklara deginilmistir. Son olarak ise sosyal medya analiz araglari
Ozetlenmistir.

e BOlum 3’te sosyal medya analitiginin literatiirdeki c¢alismalart ve kapsami
incelenerek siirecteki zorluklar irdelenmistir.

e BOlUm 4’te sanal asistan tasarim siirecinde kullanilan metodolojilerden bahsedilerek
tasarim ekranlarmma ve silireg akis semasma yer verilmistir. Ayrica tasarimin
literatiirdeki ¢aligmalarda bahsedilen bosluklar1 nasil doldurdugu {izerinde
durulmustur.

e BOlUm 5°da sanal asistan kullanim stireci 6rnek bir veri ¢ekilmesi ile baslayarak veri
On isleme ve analiz adimlar1 da dahil adim adim aktarilmistir.

e Calismanin son boliimiinde ise sanal asistan siireci ile elde edilen kazanimlardan
bahsedilmis, bu alanda calisma yapmak isteyen aragtirmacilara ve bundan sonra
yapilacak caligmalara faydali olacagi diisiiniilen Oneriler ve rastlanilan zorluklardan

bahsedilmistir.



BOLUM 1: METIN MADENCILIGI

Metin verisi yapilandirilmamis verilerin en temel orneklerinden biridir. Aliskin olunan
iliskisel veri yapisi diizeninden farkli olarak depolanmasi ve islenmesi i¢in farkli siirecler
gerektirmektedir. Metin madenciligi yapilandirilmamig bilgileri isler, metinden anlamli
sayisal indeksler ¢ikarir ve metinde bulunan bilgileri ¢esitli veri madenciligi (istatistiksel ve
makine 6grenimi) algoritmalar i¢in erisilebilir hale getirir (Agrawal ve Batra, 2013). Metin
madenciligi ile veri madenciligi arasindaki fark incelendiginde; metin madenciliginde
kaliplar dogal dil metninden ¢ikartilirken, veri madenciliginde kaliplar veritabanlarindan
cikartilir. Ayrica web madenciliginde analiz edilen web kaynaklar1 yapilandirilmis oldugu

icin metin madenciliginden bu noktada ayrismaktadir.

Yapilandirilmamis veri kaynagi olan metinler 1990’1n sonlarinda arastirmacilar tarafindan
veri kaynagi olarak kullanilmaya baslanmistir (Dexter, 2017). insanlarin metinleri
inceleyerek onlar1 karar alma amaglh kullanmasi teknolojininde gelisimi ile birlikte
2000’lerde daha yogun goriilmeye baglamistir. Metin madenciligi giintimiizde de ¢ok farkli
alanlarda ticari ve toplumsal fayda olusturabilmek amaciyla kullanilmaya devam etmektedir.

Asagida bu alanlardan bazilar1 6zetlenmistir (Sumathy ve Chidambaram, 2013).

e Telekomiinikasyon, enerji ve diger hizmet endiistrileri

e Bilgi Teknolojileri sektérii ve Internet

e Yaymcilik ve medya

e Bankalar, sigorta ve finans piyasalar

e Siyasi kurumlar, siyasi analiz, kamu yonetim ve yasal belgeler
e Ilag ve arastirma sirketleri ve saglik hizmetleri

e Biyo-Bilisim, Is Zekas1 ve ulusal giivenlik

Metin verisinin en temel yapr tasi kelimelerdir. Kelimeler ciimleleri, ciimleler paragraflari,
paragraflar ise birleserek dokiimanlari olusturur. Bu yapinin dogru sekilde anlagilmasi ve
analiz edilmesi dil bilimi, istatistik, makine 6grenmesi, veri madenciligi gibi bir c¢ok

disiplinin bir arada ¢alismasini1 gerektirir.

Metin madenciligi, kelime frekans1 odakli ve anlamsal odakli olmak iizere iki kapsamda

degerlendirilebilir. Asagida bu yaklagimlar 6zetlenmektedir.
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Kelime odakli yaklasim: Kelime torbasi olarak ifade edilen bu yaklasimda kelimenin
metinde gecme frekansi dikkate alinmaktadir. Kelime torbasi yaklagimi metin madenciligi
siirecinde onemli faydalar saglamaktadir ancak bu yaklasimda kelimenin climle igindeki
konumunun ve kelimeler arasi iliskilerin goz ardi edildiginin bilinmesi gerekir. Buda ciimle
baglamimin ve dolayisiyla belgedeki sozciiklerin anlaminin yok sayilmasi demektir.
Anlamsal kaygi tasimayan dokiiman siniflandirilmasi gibi islemlerde basari ile kullanilabilir.

Asagida dokumanlar iizerinden kelime torbasi yontemine ornek paylasilmistir.

Tablo 1: Kelime Torbas1 Ornegi

Dokiman ekonomik kriz tim sektoru etkiledi Ulke etkisinde
Ekonomik kriz tiim 1 1 1 1 1 0 0
sektori etkiledi.

etkisinde.
Ekonomik belirsizlik 1 0 0 0 1 0 0
fiyatlarida etkiledi.

Dogal Dil Isleme: Bu yéntemde kelimelerin ciimleler igerisindeki konumu, anlami ve ciimle

icerisindeki gorevi gibi bircok unsur incelenerek madencilik yapilmaktadir. NLP ¢alismalar1
1950’ler de baglamis ve bilgisayarlarin insanlar1 anlamasina odaklanmigtir (Dexter, 2017).
Teknolojinin de gelisimi ile birlikte glinlimiizde makine Ogrenmesi ve derin 0grenme
modelleriyle kullanilmaktadir. Dogal dil isleme bilgisayarlarin konusulan dili anlamasi,
islemesi ve yorumlamasi olarak Ozetlenebilir. Insan dili anlasilmasi zor belirsizliklerle
doludur. Es anlamli sozciikler, essesli sozclikler, deyimler, metaforlar, dilbilgisi ve kullanim
istisnalari, climle yapisindaki farkliliklar bu belirsizliklere 6rnek olarak verilebilir. NLP
dogal dilde bulunan bu belirsizlikleri belirli 6l¢iilerde asarak sagladigi kolayliklar sayesinde

birgok alanda kullanilabilmektedir. Asagida bu alanlar 6zetlenmektedir.

e Metin Ozetleme

e Makine cevirisi (Orn: Google Translate)
e Sohbet robotlar1 — (Orn: Alexa, Siri)

o Bilgileri cimlelere gevirme

e Konusma Tanimlama

e Metni konugsmaya doniistiirme



e Konu kesfi ve modelleme

e Icerik smiflandirmasi

Yukarida bahsedilen alanlar hem is hem tiiketici ¢evrelerinde birgok gerg¢ek diinya
uygulamasinda kullanilmaktadir. Bu alanlarda genel amag, dogal dil verisini alarak metni
daha fazla deger saglayacak sekle doniistirmek veya zenginlestirmek icin dilbilimini ve

algoritmalar1 kullanmaktir.

1.1. Metin Madenciligi Siireci

Metin madenciligi siireci temelde 4 adimdan olusur. Verinin (pdf, word, html, doc, css)
toplanmasi, verinin 6n islenmesi, boyut azaltma ve 6zellik ¢ikarim1 ve son olarakta metinden

anlamli veri ¢ikarilmasini saglayan bilgi ¢ikarimi agamasidir.

4 h Q9 A

Verinin Toplanmasi Verinin On islenmesi Boyut Azaltma ve Bilgi Cikarimi

Ozellik Cikarimi

Sosyal medya verileri Birimlestirme Siniflandirma
Haberler Standartlastirma Temfel Bilesen Analizi Kimeleme
Musteri Yorumlari Filtreleme Ozellik Segme Birliktelik

Dilsel On isleme

Sekil 1: Metin Madenciligi Siireci

Kaynak:  Tyagi, N. (2021). Top 7 Text Mining Techniques. Analytics  Steps:
https://www.analyticssteps.com/blogs/top-7-text-mining-techniques adresinden alindi

Sosyal medya, haber sitesi vb. platformlardan toplanan verinin temizlenmesi ve analize
katki saglamayacak boyutlarin azaltilmasi ile devam eden stireg, bilgi ¢ikarim siireci ile

sonuclanmaktadir.

1.1.1. Veri Toplama

Bilgisayar ortaminda bulunan bilgilerin, programlar tarafindan islenebilmesini saglamak
amaci ile derlenmis ve formiile edilmis sekline veri denir (Agiler, 2020). Metin madenciligi

siirecleri verinin elde edilmesi ile baglar. Burada c¢ok farkli veri kaynaklari olabilir.



Miisterilerin e-ticaret sitesi yorumlari, sosyal medya sitesi paylagimlari, haber siteleri, kisisel

bloglar, raporlar, email, akademik yayinlar vb. Bir¢ok kaynaga erisim saglanabilir.

Veri kaynaklarinin gesitliligi, veri toplama asamasinda da farkliliklara yol agmaktadir.
Ornegin Twitter gibi bir sosyal medya platformu iizerinden sitenin kendi API’si yada
python’da bulunan cesitli kiitiiphaneler yardimiyla veri ¢ekilebilir. Bir haber sitesi iginse

Web Kazima islemlerinin gergeklestirilmesi gerekir.

1.1.2 Veri On isleme

Metin madenciliginin en 6nemli adimi olan veri 6n isleme adiminda cesitli kaynaklardan
toplanan verinin temizlenerek analize hazir hale getirilmesi hedeflenir. Veri kaynaklarinin
iceriklerinin ¢esitliligi ve yapilan analizin iceriine gore veri on isleme adimlart oldukga
farklilagabilir. Ornegin; duygu durumu degerlendirmesi 6nemli olmayan bir metnin
analizinde emojilerin dogrudan temizlenmesi gerekirken tam aksine duygu durumuna

odaklanilmis bir metinde emojilerin analize dahil edilmesi gerekir.

Veri 6n isleme adimlar1 genel olarak veri igerisindeki istenmeyen kelime ve ifadelerin
temizlenerek, bilgi ¢ikariminin arttirilmasina odaklanir. Ciinkii 6n isleme adimindan sonra,
metin ¢esitli yontemler ile sayisallastirilarak igerisinde sakli olan bilginin ortaya ¢ikarilmasi
hedeflenir. Yanlis kurgulanmis bir 6n isleme adimi sonrasinda gerceklestirilecek tiim
adimlarin ve c¢ikarilan bilginin yanlis olmasina veya sakli kalmasina yol acacaktir. Ayrica
veri temizleme isleminin ilk adim olarak yapilmasi sonraki adimlarda ele alinacak veri
boyutunu kiigiilterek kaynak agisindan daha optimal sonuglara ulasilmasini saglayacaktir.
Sonug olarak veri 6n isleme asamasinin amacinin, metni tek tek kelimelere ayirarak metni
bir nitelik vektoéri olarak sunmak ve elde edilen nitelikler ile metin arasinda iliski kurmak

oldugu anlasilmaktadir (Aksoy, Celik ve Gulsegen, 2020).

Veri 6n isleme adimlari, Twitter gibi oldukea fazla sozciik ¢esitliligi igeren veri kiimelerinde
sektor ve akademi verilerine gore daha uzun surecektir. Sektor verilerinde sozciik gesitliligi
ve gramer dis1 ciimle sayist oldukg¢a azdir. Twitter verileri ise ¢ok fazla kisaltma, biiyiik
kiiciik harf kullanimi1 ve devrik ciimle barindirir. Bu noktada analiz edilecek verinin kalitesi
onem tagimaktadir. Verinin kalitesinin anlasilmasin1 saglayan bazi kriterler asagida

Ozetlenmistir.
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a. Format: Dokumanlarin analize uygun benzer formatta olmasi gerekir.
Standart: Metin igerisindeki tiim ciimlelerin benzer standartta olmasi, devrik ciimle
kullaniminin diizenlenmesi

C. Tutarlilik: Veri seti igerisindeki belgelerin benzer climle yapisi, dilbilgisi kullanilimi
ve yazim diline sahip olmasi

d. Tam: Metin verilerinin eksiksiz ve tam bir sekilde alinmas1 gerekmektedir.

e. Kesinlik: Analize kabul edilen her metnin hatasiz olarak alinmis olmasi gerekir. Aksi
takdirde ¢caligma sonucunun kesinligi tartismaya agik olacaktir.

f. Tekrarli: Analiz edilecek metinin tekrarli veri igermesi sonuglarin dogrulugunu
etkileyecektir. Ornegin; Twitter verisi analiz edilirken retweet’lerin ¢oklamaya neden

olmamak i¢in temizlenmesi gerekir.

Metin verilerinin 6n islemesi asamasinda veri kalitesinin yukaridaki metriklere bagli olarak
degiseceginden bahsedildi. Bu noktada kalitenin arttirilmasi i¢in asagidaki adimlar izlenerek

daha dogru analiz sonuglarinin elde edilmesi saglanabilir.

Test ve
Kesif Tanimlama Diizeltme Zenginlestirme Degerlendir
me

Sekil 2: Metin Verisi Kalite Arttirma Adimlar:

Kaynak: Kise, A. (2016). Veri Kalitesinin (Data Quality) Onemi ve Yo6netimi. abdullahkise:
http://www.abdullahkise.com/2016/07/veri-kalitesinin-data-quality-onemi-ve_19.html adresinden
alind1

Veri kalitesini arttirma siirecinde yukaridaki islem adimlarin1 uygularken yapilacak analizin
gerekliliklerine uygun olarak, isletme kurallarina hakim olmak, verinin elde edildigi
kaynaklardan haberdar olmak, veri temizleme teknolojilerine ve yaklasimlarina asina olmak,
gelistirme siiresini kontrol altinda tutabilmek ve her asamada veri giivenligini saglamak

gerekir.

Veri 6n isleme adimlar temelde 4 siiregten olusur. Birimlestirme (Metnin kelime boyutuna
indirilmesi), Standartlagtirma (Karakter ve bi¢im farkliliklarinin diizeltilmesi), Filtreleme
(Durdurma kelimelerinin temizlenmesi) ve Dilsel Onisleme (Dilbilgisi 6geleri detayina
inilmesi)
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1.1.2.1. Birimlestirme

Metnin bosluk veya 6zel karakterler gibi istenen 6zelliklere gore parcalara ayrilmasi islemine
birimlestirme (tokenization), ayrilan kelime parcalarina ise token adi verilir. Temelde
dokumanlarin, ciimlelerin en kii¢iik birimlerine; kelime ve kelime gruplarina ayrilmasi
islemidir. Bu asamada dokumanda bulunan kelimeler veya kelime gruplari bir liste halinde
analize hazir hale getirilir. Ayristirma islemi ise kullandigimiz birimlestirme yontemine gore

degismektedir (Noyan, 2019).

a. Kelime Bolimleme: Ciimleyi kelimelerine ayirma islemi ve noktalama isaretlerinin
ayiklanmasi

b. Cumle Bolumleme: Paragrafi climlere ayirma islemi

C. Agag¢ Yontemi ile Kelime Béliimleme: Ciimlelerdeki kelimelerin bosluklara ve
noktalama isaretlerine gore ayrilmasi

d. Noktalama Isaretleri ile Boliimleme: Ciimledeki noktalama isaretlerinin

ayiklanmasi

Asagida kelime bolimleme ve ciimle bélimleme igin drnekler gorilmektedir.

Bitcoin'e biyik kapi acildi

Sekil 3: Kelime Bélimleme Ornegi

Bitcoin’e biyik kapi ag||d|.|2'|ra kripto paralan kontrol altina almak imka"n5|z.|

Kanada hilkimeti koronavirlse karsi protesto eyleminde bulunanlanin banka hesaplanni mahkeme karar olmadan dondurmustu. |
Ama insanlar sinir Gtesine bu hesaplanin kripto parayla kacird), Ukrayna'da da ayni yantem kullanldi.
Hilkimetler istemeden de olsa kripto paralarin ddeme sistemi olarak kullanilmasina izin veriyor.
Odemelerini gergeklestiremedigi icin temerride dismek Gzere olan Rusya, Bitcoin'le petrol igin ddeme kabul edecegini agiklad I

Sekil 4: Cumle Bélimleme Ornegi

Birimlestirme asamasinda yapilan bir diger adim n-gram’dir. N-gram modelleri, ardisik bir
dizinin sonraki elemanim1 Markov zincirinden faydalanarak bulmakta kullamilir (Akinci,
2020). Bu adimda 2’li ve 3’lii kelime gruplariin anlamliligina bakilarak gerektiginde grup
haline bu kelime gruplar1 da analiz dahil edilir. Burada dikkat edilmesi gereken nokta, 3’ten

fazla kelime grubunun alinmasi veri setinin boyutunu arttirabilir. N-gram’a 6rnek olarak
12



telefonda mesaj yazarkan kullanilan sonraki kelime tahmini ve otomatik diizeltme verilebilir.

Unigram: by, , , On, isleme, ,sanal, asistan, yardimi, ile, yapiimaktadir
Bigrams: bu calismada, , Onisleme, ,sanal asistan,
Trigrams: , ,0nisleme adimlari,

Sekil 5: N-Gram Calisma Yontemi

N-gram yontemi goriildiigii gibi secilen n parametresine gore degismektedir. Kelime olarak
birimlestirilen ciimleler gerektiginde anlamliliga bagh olarak kelime gruplari olarak analiz

edilebilir.

1.1.2.2. Standartlastirma

Veri 0n isleme siirecinin ikinci adiminda birimlestirilen veri iizerinde standartlastirma
islemleri gergeklestirilir. Standartlastirma islemi veri kaynagina ve analiz ihtiyacina gore
degismekle birlikte genel olarak ayni siireclerden olusmaktadir. Biiyiik kii¢iik harf, sayisal
ifadeler, noktalama isaretleri, 6zel ifadeler, veri kaynagina 6zgii ¢ikarilmasi gereken kelime
gruplart (Twitter igin rt, http vb.) metnin analize hazir hale getirilebilmesi ig¢in
standartlastirilmalidir. Asagida standartlastirma siireci Ornek bir ciimle {izerinden

gosterilmektedir.
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IMF, Tiirkiye ekonomisiicin bliylime tahminiyiizde 3.3'ten ylizde
2.7've gekti. #ekonomi#Enflasyon

Birimlestirme

IMF ,

- ekonomisi

icin blylime imf -
tahminini| yizde > ekonomisi| igin

3 . blyime | tahminini
' ten ten ye

2 7 cekti ekonomi
ye cekti _

# ekonomi

Sekil 6: Standartlastirma Siireci Ornegi

Ornekte goriildiigii iizere, biiyiik harflerin tamamu kiiciik harfe déniistiiriilmiis ve noktalama
isareti, sayisal ifadeler, 6zel karakterlerin hepsi i¢in temizleme islemi gergeklestirilmistir.
Burada dikkat edilmesi gereken nokta Ornegin emojilerin noktalama isaretleri
temizlendiginde kaybedilecegidir. Analiz igerigi ve siireci emojilerin ifade ettigi anlamlari

da gerektiriyor ise standartlagtirma agamasinda farkli bir siire¢ izlenmesi gerekir.

1.1.2.3. Filtreleme

Birimlestirme asamasinda kelime kelime ayrilan veri, standartlagtirma asamasinda igerdigi
0zel karakterlerden temizlendi. Ayrica biiytik kiiciik harf doniisiimii yapilarak harf hassasiyet
durumunun oniine gecildi. Filtreleme asamasina standart halde iletilen veri icerisinde bu
asamada kelime detayinda inceleme yapilarak analize herhangi bir katkis1 olmayan
kelimelerin temizlenmesi gerekir. Bu asama hem analiz ¢iktilarinin dogrulugu hemde analiz

stirecinin performansi i¢in olduk¢a 6nemlidir.
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benzer benzer

bir bir benzer

I%en_zer bir yontem yontem Dur.durma. yontem yontem
Turkiye'de enflasyon —= |\ Kelimeleri —

icin uygulanabilir, torkiye tarkiye turkiye

de de enflasyon

h
enflasyon ‘1 enflasyon uygulanabilir
icin icin
uyzulanabilir uygulanabilir

'acaba’, 'ama’, 'aslinda’, 'az', 'baz!', 'belki’, 'biri", 'birkag', 'birsey’, 'biz', 'bu’, "cok’, 'cinkd’, 'da’, 'daha’, 'de’,
'defa’, 'diye’, "eger’, 'en’, 'gibi', 'hem', 'hep', 'hepsi', "her', 'hic’, 'icin', 'ile', 'ise', 'kez", 'ki', 'kim', 'mi", 'mu’,...

Sekil 7: Filtreleme Siireci Ornegi

Filtreleme isleminde kullanilan durdurma kelimeleri python’da NLTK kiitiiphanesinde
bir¢ok dil i¢cin bulunmaktadir. Ayrica farkli kaynaklarda farkli analiz tiirlerine hizmet eden
listeleri de bulmak mimkindur. Burada durdurma kelimeleri digsinda analizin igerigine gore
az gecen kelimelerde (sparsity) performans sebebiyle temizlenebilir. Ayrica Ornegin;
ekonomi hakkinda bir analiz yapiliyor ise analiz sonucunda Twitter verisinde yapilann
etiketlemelerden dolay1 en fazla gegen kelime ekonomi olarak belirlenecektir. Bu beklenen
bir durum oldugu icin veri igerisindeki daha derin anlamlara ulagsmak amaciyla bu tarz

kelimelerde filtrelenebilir.

1.1.2.4. Dilsel On isleme

Veri 6n isleme adimlarinda yapilan ilk {ic adim bi¢imsel degisikliklere odaklanmaktaydi.
Dilsel 6n isleme adimi ise; verinin dilbilgisi kurallarina gore analiz edilmesi anlamina
gelmektedir. Bu islem NLP calismalari i¢in yapilmasi gereken 6nemli adimlardan biridir.
Dilsel 6n islemenin ilk adimi ciimlelerin dilbilgisi kurallarina gére pargalanmasi siirecini

igeren konusma boliimii etiketleme (part of speech tagging) islemidir.
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Bu yilin yakacaklari alindi

bu yilin yakacaklarn alind
Sifat isim isim Fiil

Sekil 8: Konusma Boliimii Etiketleme Islemi

Konusma boliimii etiketleme islemi ingilizcede NLTK (Dogal Dil Isleme Arag¢ Takimi)
kiitliphanesinde bulunan pos_tag fonksiyonu yardimiyla kolayca yapilabilir. Tiirk¢e’de ise
NLTK kiitiiphanesi igerisinde bir fonksiyon bulunmamaktadir. Bu alanda egitilen ¢esitli pre-
train modeller kullanilarak etiketleme yapilabilir. Ancak Tiirkge’de konusma bolimii
etiketleme i¢in bazi zorluklar bulunmaktadir. Ana kisitlama yeterince biiylik bir egitim
kiilliyatinin olmamasidir. Egitim kiilliyat1 basar1 iizerinde dogrudan etkilidir ve Tiirkge igin
diger diller ile kiyaslama yapildiginda egitim kiilliyati oldukca yetersiz kalmaktadir.
Tiirkge’nin 6zelliklerinden kaynaklanan ikinci kisitlama ise Ingilizce veride ‘go’ ve ‘goes’
kelimelerini bulmak yeterli iken; Tiirk¢e’de etiketlemenin saglikli olmasi igin ‘gitmek’,
‘gittin’, ‘gitti’, ‘gittiniz’, ‘gittiler’ kelimelerin hepsinin etiketlenmesi gerekir (Altunyurt ve
Orhan, 2006).

Dilsel 6n isleme adiminda climle yapisinin dilbilgisi kurallarina gore ayristiriimasi
saglandiktan sonra, ciimledeki kelimelerin koklerine inilerek analize devam edilir. Burada
climlelerin kokiine inmek igin iki farkli yaklasim mevcuttur: Govdeleme (Stemming) ve

anlamsal kdke inme (Lemmatizing).

Govdeleme algoritmalari, bir kelimede bulunan ortak 6n eklerin ve son eklerin bir listesini
dikkate alarak kelimenin baslangicin1 ve sonunu kesmeye calisir (Ozbek, 2019). Ayrim
gbzetmeksizin yaptig1 bu kesim bazi1 durumlarda basarili olabilir ancak kok ile kelime anlami
arasindaki iliskiyi gz oniline almamasi dezavantajidir. Bu sebeple eksik sikilama ve asiri
sikilama adi1 verilen 2 farkli sorun ortaya ¢ikabilir. Asir1 sikilama bir kelime cok fazla

kirpildig1 zaman ortaya cikarken, eksik sikilama ise tam tersidir. Asagida 3 farkli stemming
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algoritmasi listelenmektedir. Bu algoritmalarin tigline de python’un NLTK kiitiiphanesi

tizerinden erisilebilir.

a. Porter Stemmer: Buldugu kelimelerin ortak sonlarini ¢ikararak ortak kok elde
etmeye calisir.

b. Snowball Stemmer: Porter Stemmer’in iyilestirilmis hali, daha hizli ¢aligir.

c. Lancaster stemmer: En agresif stemmer algoritmasi olarak bilinir. Baz1 6rneklerinde

gercek bir anlama gelmeyen kokler buldugu belirlenmistir.

Anlamsal koke inme ise kelimeleri morfolojik olarak inceler. Bu silrecte kelimenin
cekimlenmemis ilk haline kok (lemma) denir (Gidiyorlar fiili igin gitmek). Anlamsal koke
inme algoritmalar1 ¢alismak igin sozliige ihtiyag duyar. NLTK kiitiiphanesi igerisinde
WordNetLemmatizer’la kelimelerin kdkleri bulunabilir (Noyan, 2019).

Kelimelerin koklerine inilerek ortak kokteki kelimelerin yakalanmasini saglayan bu adimdan
sonra tiim dokuman ve terimlerin bir arada bulundugu Terim Ddkiiman Matrisi (TDM)

olusturulur. Asagida TDM igin 6rnek verilmistir.

Tablo 2: Terim Dokuman Matrisi

Tweet-1 Tweet-2 Tweet-N

0 0 0
1 1
| .. B 0

0 0

0
0 0
1 1
1 0

Matris igerisinde kelimelerin frekanslar1 ya da yukarida gosterildigi gibi varlik/yokluk (0,1)
durumlar1 bulunur. Ornegin Tweet-1 icerisinde Terim-1 gecmemektedir. Bu sebeple degeri

0 olarak atanmustir.

1.1.3. Boyut Azaltma ve Ozellik Cikarimi

Veri kaynaklarinin ¢esitliligi ve gelisen teknoloji sayesinde erisilebilen veri miktar: gitgide
artmaktadir. Bunun sonucu olarak 6n isleme adimlari ile analize hazir hale getirilen verinin
boyutu ¢ok yiiksek, yonetilemez boyutlara ulasabilmektedir. Bu sebeple bilgi ¢ikarimi
asamasina ge¢ilmeden dnce veriyi en iyi sekilde temsil edecek daha diisiik boyutta bir veri

elde edilmeye calisilir. Ozellik ¢ikarma islemi, 6grenme algoritmasinin dogrulugunu
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iyistirebilir ve ¢ok daha hizli ¢alismasini saglar. Veriyi daha kii¢liik boyutlara indirebilmek
icin gerceklestirilen islem 6zellik ¢ikarimi olarak adlandirilir. Ozellik ¢ikarimi yontemleri

asagida 6zetlenmistir (Liang, Sun, Sun ve Gao, 2017).

a. Filtreleme Metodu: Ortak bilgi kazanci, Bilgi kazanci

b. Fiizyon Metodu (Agwrliklandirma): Agirlikli KNN (K En Yakin Komsu Yontemi),
Merkez vektor agirlikli yontem

c. Haritalama Metodu: Sakli anlamsal analiz (LSA), En kii¢iik kareler esleme yontemi

d. Kimeleme Metodu: CHI (chi-square) kiimeleme, Konsept indeksleme, Derin

o0grenme yaklasimi

Ozellik ¢ikarimi asamasinda goriildiigii gibi bircok yontem bulunmaktadir. Asagida en sik

kullanilan 6zellik ¢ikarimi yontemleri hakkinda detayli bilgi verilmistir.

Filtreleme metodu altinda bulunan TF-IDF (Terim Siklig1 — Ters Dokiiman Siklig1) en yaygin
kullanilan 6zellik ¢ikarimi siireglerinden biridir. TF-IDF sozciigiin bulundugu dokiimani ne
kadar temsil ettigini gosteren bir istatistiksel degerdir (Durmus, 2021). Buradaki TF ilgili
kelimenin dokiimandaki frekansini, DF dokuman frekansin1 ve IDF ise DF degerinin
logaritmasi alinarak hesaplanir. TF-IDF ile metinde frekansi ¢ok yliksek olan ve sik tekrar
eden kelimelerin 6nemi distiriilebilir, frekans1 cok diisiik olan kelimelerin ise Gnemi

attirilabilir. Bu sayede boyut azaltma islemi gergeklestirilmis olur.

Sakli anlamsal analiz (LSA), metin kiimesini analiz etmek igin istatistiksel hesaplama
yontemi (SVD) kullanir. Boylece kelimeler arasindaki gizli semantic yapiy: ¢ikarir ve bu
gizli yapiy1 kelimeler ve metinleri temsil etmek i¢in kullanir. Bunun sonucu olarakta
kelimeler arasindaki korelasyonu ortadan kaldirir ve metin vektorlerini basitlestirerek boyutu
azaltir. Tiim veri igsleme adimlar1 sonrasinda analize hazir sayisallastirilmis olan veri lizerinde

analiz stirecine uygun olarak segilen makine 6grenmesi yontemleri kullanilabilir.

1.1.4. Bilgi Cikarim

Metin madenciliginin son adimi olan bilgi ¢ikariminda sayisallastirilmis olan metin verisi
tizerinde smiflandirma, kiimeleme ve birliktelik analizi gibi analizler uygulanabilir. Bu
analizlerin amac1 metin verisi igerisindeki sakli bilgiyi ¢ikartarak yorumlamak ve karar

destegi i¢in kullanmaktir.
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1.1.4.1. Siniflandirma Algoritmalar:

Siniflandirma isleminde belirli dilsel kaliplar ile 6nceden belirlenmis etiketler arasindaki
iliski arastirilir. Siniflandirma sistemleri dilsel kurallara dayanmaktadir. Bu sebeple 6nceki

adimlarda yapilan temizleme islemlerinin dogrulugu oldukga kritiktir.

o) |

Maki
Ozellik Cikarimi —»....-.4, @ér:nlr:zsi
Ozellikler Algoritmasi

l

Siniflandirma
Modeli

Sekil 9: Denetimli Ogrenme Siireci
Denetimli 6grenme kategorisi altinda olan siiflandirma algoritmalarina 6rnek olarak, K-En
Yakin Komsu (KNN), Lojistik Resgresyon, Karar Agaglari, Rastgele Orman, Gradyan
Arttirma, XgBoost, Naive Bayes ve Destek Vektor Makineleri verilebilir. Bu algoritmalar
birgok farkli alanda smiflandirma igin kullanilmaktadir. Ornegin; istenmeyen mesajlarin
filtrelenmesi, Netflix gibi oneri sistemleri, teknoloji, politika veya sporla ilgili haber

makalelerini siniflandirma, yiiz tanima yazilimlar vb.

K-En Yakin Komsu: Gozetimli bir makine Ogrenmesi algoritmasi olan KNN, hem
simiflandirma hem de regresyon problemlerinin ¢oziimiinde kullanilabilir. Veri setine
katilacak olan yeni verinin, mevcut verilere uzakligi hesaplanip k sayida yakin komsusuna
bakilir. Burada uzaklik hesabi i¢in farkli 6l¢lim tiirleri mevcuttur. Bunlar; Euclidean,
Manhattan ve Minkowski uzakliklaridir. KNN giirtiltiili verilere karsi direngli olmasi
sebebiyle popular siniflandirma algoritmalarindandir (Ulgen E. , 2017). KNN modelinin
basarisini 6l¢mek icin, jaccard index (1’e yakin olmasi beklenir), F1 Score ve Logloss (0’a

yakin olmasi beklenir) gibi metrikler kullanilir.

Lojistik Regresyon: Siniflandirma da bagimli degisken ikili yani yalnizca 1 (dogru) veya 0
(yanlig) olarak kodlanan wverileri igerir. Lojistik regresyon, smiflandirma yapmak

icin Sigmoid fonksiyonunu kullanir. Sigmoid fonksiyonu degerleri 0 ve 1 arasina sikistirir.
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Varsayilan olarak sikistirilan degerlen 0,5’ten kiigiikse 0 (yanlis), biiyiikse 1 (dogru) olarak
etiketlenir.

Karar Agaglart: Smiflandirmay1 agag yapisi formunda gergeklestiren bir algoritma tiirtidiir.
Karar agaci veri setini entropi ve bilgi kazanc1 metrikleri sayesinde alt parcalara ayirir.
Burada kritik nokta bilgi kazancinin yiiksek entropinin ise diigiik oldugu noktadan agacinin
boliinmesidir. Boliinmeler sonucu olusan en son kirilimda ilgili karar sonucuna
ulasilmaktadir. Smiflandirmanin yani sira sayisal verilerin kategorize edilmesi ile regresyon

problemleri i¢in de kullanilabilir.

Rastgele Orman: Karar agaclar1 gibi hem regresyon hem de siniflandirma problemlerinde
kullanilabilir. Temelde birden fazla bagimsiz karar agaci kullanarak model dogrulugunu
arttirmay1 amaglamaktadir. Karar agacindan farki birden fazla karar agaci olusturulmasinin
yan1 sira rastgele orman i¢in kok diiglimiin bulunmasi ve diiglimlerin bdliinmesi isleminin

rastgele yapilmasidir.

Gradyan Arttirma: Rastgele orman algoritmasinda egitilen bagimsiz agaclardan sonra ortaya
atilan bir yontemdir. Her bir aga¢ bir onceki egitilen agacin hatalari iizerine kurulur. Bu

sekilde zayif 6greniciler giiclii 6grenicilere doniistiiriilmeye ¢aligilir.

XgBoost: Gradyan arttirma algoritmasinin ¢esitli diizenlemeler ile performans agisindan
optimize edilmis halidir. Basar1 oran1 diger algoritmalara gore olduk¢a Yyuksek

olabilmektedir.

Naive Bayes: Siiflandirma algoritmalari igerisinde en eski yontemlerden biridir. Temelinde
bir eleman i¢in her durumun olasiligint hesaplar ve olasilik degeri en yiiksek olan sinifa
atama yapilir. Dengesiz veri kiimelerinde de calisabilir ancak egitim kiimesinde
gozlemlenmeyen bir degisken oldugunda onun i¢in tahmin yapamaz. (Sifir frekans)

(Hatipoglu, 2018)

Destek Vektor Makineleri (SVM): Siniflandirma ve regresyon problemleri igin
kullanilabilir. Koordinati belirli olan her bir veri noktasini siniflandirabilmek i¢in en iy1

ayrimi yapan hiper-diizlemi bulmaya calisir.
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1.1.4.2. Kiimeleme Algoritmalari

Kiimeleme ise denetimsiz algoritmalar grubundadir. Siniflandirma da oldugu gibi modelleme
oncesinde herhangi bir etiket verilmez. Modelin veri igerisindeki oruntileri kendisinin
kesfetmesi beklenir. Olusan kiimelerin kendileri icerisinde yiiksek benzerlige sahip olmasi,
kiimeler arasinda ise diisiik benzerlige sahip olmasi beklenir. 4 tiir kiimeleme algoritmasi
bulunmaktadir. Centroid Tabanli Kiimeleme, Yogunluga dayali kiimeleme, dagitim tabanli

kiimeleme, Hiyerarsik kiimeleme.

Makine
Ozellik Gikarimi —»....-.4' Sgrenmesi
Ozellikler Algoritmasi
Kimeleme

Modeli

Sekil 10: Denetimsiz Ogrenme Siireci
Kiimeleme algoritmalar1 metinlerin igerisinde daha Once kesfedilmemis oOriintiilerin
bulunmasini saglar. Bu oriintiiler sayesinde metnin ayrildig: kiimelerin icerikleri incelenerek
her kiimeye isim verilebilir. Ayrica kiimeleme algoritmalari; sahte haberleri belirleme, spam
algilama ve filtreleme, kitaplar1 veya filmleri tiirline gére gruplandirma gibi alanlarda da
kullanilmaktadir. Kiimeleme algoritmalar1 temelde ikiye ayrilir; Hiyerarsik ve hiyerarsik

olmayan (Orn: K-Means, K-Medoids).

K-Means: Veri etiketine ihtiyag duymadan veriyi kiimelerine ayirabilen gozetimsiz
algoritma tirdar. Orneklemin k adet kiimeye boltinmesi ile; kiimelerin kendi icinde yiiksek
benzerlik, kiimeler aras ise diisiik benzerlik icermesi amaglanir. Buradaki benzerlik uzakliga
gore belirlenmektedir. K parametresi veri igerigine gore dirsek yontemi yardimi ile
belirlebilir. Temelde uzaklik hesaplamasina dayanmasi sebebiyle giiriiltiiye duyarlt bir

algoritmadir.

K-Medoids: K-Means’in giiriiltii duyarliligi dezavantajin1 gidermek icin gelistirilmistir. K-
Medoids algoritmas1 kiimenin merkez noktasindaki elemani yeni kiime merkezi olarak

belirlemektedir (Ulgen K. , 2018).
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Hiyerarsik Kiimeleme: Bu yontemde iki adet yaklasim bulunmaktadir: Agglomerative,
Divisive. Agglomerative yonteminde her veri kendine ait kiime olusturur ve ardindan
birbirine yakin iki kiime birleserek yeni kiimeyi olusturur. Bu islem tek bir biiyiik kiime
olusana kadar devam etmektedir. Divisive’de ise baslangicta tek bir veri kiimesi vardir ve bu

veri kiimesi her bir veri noktasi kiime olana dek boliinmeye devam eder (Harman, 2020).

1.1.4.3. iliskilendirme Algoritmalar

Metinlerin bir veri kiimesinde bir arada olma olasiligini kesfetmek icin kullanilan denetimsiz
algoritmalardandir. En sik kullanilan iliskilendirme algoritmasi1 Apriori’dir. Apriori, veri
kiimesinde ortak 6ge kiimelerini arayarak ¢alisir ve daha sonra bunlar iizerinde iligki kurar.
Ornegin bir eticaret sitesinde en sik satan iiriin olan ayakkabiy1 tespit etmemizi saglayan
apriori algoritmasi sonraki adimda ayakkabi alanlarin hangi olasilikla tigortte alacaginin
bulunmasini saglar. Apriori’de tiim bu sonuclara ulagilmasin1 saglayan metrikler; destek,

giiven ve lift degerleridir.

Denetimli (siniflandirma) ve denetimsiz (kiimeleme) 6grenme algoritmalar1 ayri ayri
incelendiginde her ikisinin de avantajlar1 ve dezavantajlar1 bulunmaktadir. Denetimli
o0grenme i¢in hizli analiz siireci gerektiren durumlarda etiketlenmis veri seti olusturulmasi
zaman alacaktir. Denetimsiz 6grenme siirecinde ise hizli sonu¢ almak miimkiindiir ancak ¢ok
daginik ve anlamsiz kiimeleme sonuclar1 elde edilebilir. Bu durumda kiimelerin
isimlendirmesinin zor olmasina sebep olur. Denetimli 6grenme de bunun aksine 6nceden

belirlenen gruplarin siniflandirilmasini sagladigi i¢in daha net sonuclar elde edilecektir.

1.2. Metin Madenciligi Siirecindeki Zorluklar

Veri kaynaginin kolay erisilebilirligi, analiz edilmek istenen alanda Gzellikle sosyal medya
analizlerinde ilgili kisilerin goriislerini yansitmasi sebebiyle metin madenciligi islemleri
siklikla tercih edilmektedir. Ancak metin madenciligi siireci ¢esitli  zorluklar
barmdirmaktadir ve bu zorluklar analiz sonucunda karar verme verimliligini etkilemektedir.

Bahsedilen zorluklar analiz edilecek dilin yapisina gore degismektedir.

Dogal dilin kendisine has karmagsikligi ve kaliplart bulunmaktadir. Farkli dillerde ayni
kelimeler farkli anlamlarda kullanilabilmektedir. Bunun yan1 sira anlamsal olarak ayni dilde

ayni kelimelerin birden fazla anlami olabilmektedir. Bu kelimelerin denetimli veya
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denetimsiz algoritmalar ile anlamlarinin tespit edilmesi oldukca maliyetli olabilmektedir. Bu
asamada kelimelerden daha genel kapsama gidilerek kelimelerin farkli anlamlarda kullandigi
kelime gruplarinin etiketlenmesi ya da kiimelenmesi gereklidir. Buda analiz siiresini ve
dogrulugunu oldukca etkilemektedir. Ornegin; Tirkce gibi sondan eklemeli dilllerde
kelimenin kokiine ulagilmasit mevcut araglarla zor oldugu gibi ayn1 zamanda ulasilan kokiin

anlamsal karsiligini belirlemekte zor bir siirectir.

Metin madenciligi slirecindeki zorluklar metnin elde edilmesi asamasinda baglamaktadir.
Verinin degerinin oldukc¢a arttigi gilinlimiizde veri kaynaklarina erisim veri sahipleri
tarafindan belirlenen 6lgiide gergeklestirilebilmektedir. Ornegin; Facebook, Instagram gibi
sosyal medya platformalarinda programlarin kendi API’leri araciligtyla belirli sayida veri
elde edilebilmektedir. Bazi veri kaynaklari ise ticretli olarak aragtirmacilara agilmaktadir. Bu
engeller asilarak alinan veri kaynaginin depolanmasi da arastirmaci acgisindan kapasite ve
giivenlik sebebiyle sorun teskil etmektedir. Bunun yani sira yapisal olmayan metin verisi
farkli site kaynaklarinda farkli formatlarda olabilmektedir. Bu sitelerden dogrudan veri
alinmas1 miimkiin olsa dahi veri formati sebebiyle verinin toplanma asamasi cok uzun

surebilmektedir.

Veri elde edildikten sonra 0n isleme adiminda metni standartlagtirarak verimli hale getirmek
i¢in cesitli islemler uygulanir. Ornegin; Twitter verisinde bulunan 6zel karakterlerin (http, #,
@ vb.) temizlenmesi veriyi analize hazir hale getirmenin ilk adimlarindan biridir. Veride
bulunan analiz siirecine katki saglamayacak kelimelerin temizlenmesi de 6nemli bir adimdir.
Burada hem 06zel karakterlerin hemde ¢ikarilacak kelimelerin belirlenme siireci analizin

igerigine gore degistigi i¢in zaman alan bir asamadir.

Tiirkce gibi sondan eklemeleri dillerin analizinde bir diger karsilagilan zorluk dilsel 6n isleme
asamasidir. Bu agamada kelimeler koklerine indirgenerek anlamlarinin ortaya cikarilmasi
amaglanir. Ancak farkli anlamlara gelen kelimeler koklerine indirgendiklerinde ayn1 anlama
ulagabilir. Buda analiz siirecinin dogrulugunu etkiler. Asagida metin madenciligi siirecinde

karsilagilan zorluklar 6zetlenmistir.

e Veriye ulasgimda veri sahiplerinin kisitlamalari
e Dogal dilin karmasiklig1

e Bir kelime veya cumlenin birden fazla anlam ifade etmesi
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e Anlamsal analiz yontemlerinin pahalilig
e Metin madenciligi aracina alan bilgisinin entegre edilmesi

e Mevcut metin madenciligi araglarinin uzmanlar i¢in tasarlanmis olmasi

Metin madenciligi siirecleri bahsedildigi gibi veriden anlamli bilginin ¢ikartilmasi siirecinde
kullanilmaktadir. Yukarida bahsedilen zorluklar belirli dlciilerde asilarak gesitli ¢calismalar
gerceklestirilebilmektedir. Ek olarak derin 6grenme gibi yontemlerin gelisimi ve makine disk
kapasitelerindeki artigla birlikte dil bazinda 6zgiinlesen bu problemlerin biiyiik 6grenme

setleri ile asilmas1 beklenebilir.

1.3. Metin Madenciligi Uygulamalar

Metin madenciligi akademik, ticari ya da bireysel manada olduk¢a genis kullanim alanina
sahiptir. Son yillarda sosyal medya kullamimmin da artisi ile metin madenciligi
yaklagimlarinin 6nemide artmistir. Bu boliimde 3 temel metin madenciligi uygulama alani

hakkinda bilgi verilecektir.

1.3.1. Duygu Analizi

Akademik ve ticari ¢caligmalar i¢in kaynak olusturan insanlarin goriislerinin incelenmesi,
artan veri kaynaklariin etkisiyle onem kazanmistir. Sosyal medya, kisisel siteler, bloglar vb.
platformlar kisilerin herhangi bir konuda goriislerini kolayca paylagsmasini saglamaktadir.
Duygu analizi ve fikir madenciligi insanlarin {iriinler, hizmetler, organizasyonlar, olaylar gibi
farkli konular hakkinda goriislerini ifade ettikleri metinler i¢inde sakli olan duygu, fikir ve
diislinceleri ortaya g¢ikaran g¢aligmalara denilmektedir (Ozyurt, Akcayol, 2017). Duygu
analizi ¢caligmalar1 sayesinde kisilerin ilgili olaya verdikleri olumlu, olumsuz, nétr tepkilerin
Ol¢iilmesi saglanir. Bu sayede biiylik miktarda veri kaynaginin siniflandirilmasi saglanarak

ticari fayda elde etmenin yani sira akademik agidan da kitlesel egilim izlenebilir.
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Duygu analizinin temelinde bulunan duygu ifadesinin dort bilesenden olusmasi beklenir. Bu

bilesenler asagidaki sekilde gortilebilir.

Varhk Ozellik = Polarite Ozne

Sekil 11: Duygunun Dort Temel Bileseni

Duygu analizi ¢aligmalar1 yapilacak analiz hedefine ve kapsamina gore cesitli seviyelerden

olusur. Bu seviyeler agsagida 6zetlenmistir (Ozyurt ve Akcayol, 2017).

a. Dokuman Seviyesinde Duygu Analizi: Analiz edilecek metni bir butlin olarak ele
alma sirecidir. Burada metin olarak kastedilen veri sosyal medya verisi, haber
metinleri, eticaret site yorumlar1 vb olabilir. Metin igerisinde birden fazla konu
hakkinda yorum yapilmasi analiz sonug¢larinin dogrulugunu etkileyecektir.

b. Cumle Duzeyinde Duygu Analizi: Dokuman seviyesinde bir dezavantaj olarak
bahsedilen metin igerisindeki konu kirilimlari, climle bazinda boliinerek ayristirilir.
Ciimlenin duygu durumunun incelenmesine olanak saglayan analiz tiiriidiir.

C. Ogzellik Tabanh Diizeyde Duygu Analizi: Duygu siniflandirmasmi dokuman diizeyde
yapmak duygularin dagilimini belirsizlestirdigi gibi climle seviyesinde yapmakta bazi
sakl1 anlamlarin ortaya ¢ikmasini engellemektedir. Ornegin; e-ticaret sitesinde yorum
yapan bir kullanici ayakkabinin 3 06zelliginden olumlu, 1 6zelliginden olumsuz
bahsettiginde dokuman genel olarak olumlu goziikecektir. Burada olumsuz 6zelligin

ayirt edilebilmesi icin 6zellik seviyesinde duygu analizi yapilmasi gerekir.

1.3.1.1. Duygu Analizi Yontemleri

Duygu analizi bir metin madenciligi siirecidir. Metin olarak elde edilen ve temizlenen veri
sayisallagtirilarak duygu analizine hazir hale getirilir. Temelde duygu analizi islemleri
makine 6grenmesi ve indeks tabanli yontem araciligiyla yapilabilir (Medhat, Hassan ve
Korashy, 2014). Makine 6grenmesinde daha dnceki boliimde bahsedildigi gibi denetimli ve
denetimsiz 6grenme algoritmalar1 bulunur. Sayisallastirilmis metin verisi i¢in amaca uygun

bir etiketleme mevcutsa denetimli 6grenme algoritmalar1 (Naive Bayes, SVM, Karar Agaci,
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KNN vb.), veri i¢erisindeki oriintiiler ve kiimeler algoritma araciligiyla bulunmak isteniyorsa

denetimsiz 6grenme algoritmalar1 (K-Means, hiyerarsik kiimeleme vb.) kullanilabilir.

Indeks tabanli duygu analizi yontemi duygularin etiketli olarak bulundugu kelime sdzlukleri
araciligiyla gerceklestirilir. Analiz siirecine uygun her bir kelimenin duygu karsiliginin yer
aldig1 bir sozliik kullanilmas1 gerekir. Ayrica dolayli olarak ifade edilen duygulari tespit etme
noktasinda makine 6grenmesi yontemine gore basarisiz olmaktadir. Ek olarak bu yontemde
ingilizce i¢in kapsamli sozliikler bulunabilmektedir ancak Tiirk¢e i¢in yapilacak analiz
tiiriine gore baslangicta duygu sozliigii olusturulmas: gerekebilir. Asagida duygu analizi

sozligline oOrnek bir calismaya yer verilmistir (Saglam, Geng ve Sever, 2019).

adalet;®,172454336;1

adalet sarayi;-0,58918;-1
adalet yapmak;®,161517439;1
adaletli:®,198981161;1
adaletsiz;-@,2468971817;-1
adaletsizce;®,28651743%;1
adaletsizlik;-8,078895558;-1
adalir;®,225813952;1
adali;e,354477439;1
adsli;e,284771606;1
adalmis;®,232092524;1
adam;@,13603@182:1

adam cuma;@®,411517439;1

adam dismsk;@,41151743%;1
adam eti yemek;-8,28442685;-1
adam etmek;8,088196743%9;1

Sekil 12: Duygu Analizi Sozliik Ornegi
Duygu analizinde literatiirde yapilan ¢alismalar yontem detayinda incelendiginde, makine
Ogrenmesine dayali yontemlerin daha basarili sonuglar verdigi gézlemlenmistir (Ozyurt ve
Akcayol, 2017). Bu sebeple makine 6grenmesi algoritmalart duygu analizi siireci igin tercih
edilebilir ancak indeks tabanli yontemde oldugu gibi yuksek boyutta veri seti ile algoritmanin
beslenmesi gerekir. Bu da analiz siirecini uzatmaktadir. Ayrica teknik yontem kisitlarin yani

sira analiz slirecini etkileyen bazi zorluklar bulunmaktadir. Bu zorluklar asagida 6zetlenmeye

caligilmistir (Seker, 2016).

e Bazi ciimlelerde ima yolu ile kapali olarak goriis bildirilmesi,
e Ayni kelimelerin farkli anlamlara gelme durumu,
e Derlemin biiyiik kisminda olumlu bahsedilen konunun sonug¢ ciimlesinde olumsuza

doénmesi,
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o Kiiltiirler 6zelinde kullanilan ciimle kaliplarinin farklilagsmast,

e Duygu ifadesinin climledeki nesne disinda 6zneyle iliskili olmasi,

e Bir ciimlede birden fazla varliktan bahsedildiginde duygu durumu ayristirma zorlugu,
e Kelimenin olumsuz ek almasina ragmen olumsuz olmadigi durumlar olarak

Ozetlenebilir.

Duygu analizi bahsedildigi gibi metinde sakli halde bulunan duygunun ortaya cikarilma
siirecidir ve bir¢cok alanda kullanimi mevcuttur. Giiniimiizde en temelde sosyal medya
verilerinin analiz edilerek ilgili aragtirma konusu hakkinda duygu dagiliminin ortaya
¢ikarilmasinda kullanilmaktadir. Bunun yaninda e-ticaret siteleri sagladiklar iiriin veya
hizmet hakkinda miisterilerin yorumlarinin duygu dagilimi takibini yapabilmektedir. Bu
sayede ayni iirlinli satan farkli saticilar icerisinden; olumsuz yorum alan saticilarin sayfa
siralamast degistirilebilir. Olumlu yorum alan saticilar ise arama sonuglarinda iist siralara

c¢ikarilarak yorumlar lizerinden miisteri memnuniyeti arttirilabilir.

1.3.2. Konu Modelleme

Gilinlimiizde elde edilebilen veri miktarinin artmasi ile metin verilerinin duygu dagiliminin
yani sira igerdigi konu dagilimlariin belirlenmesi de 6nem kazanmistir. Konu modelleme,
akademik, ticari yada bireysel yapilan tiim ¢alismalar i¢in yapilandirilmamis verinin icerdigi
konu ve tema dagiliminm tespitinde kullanilabilir. Siniflandirma ve kiimeleme olarak iki

makine 6grenmesi yontemi ile gergeklestirilebilir.

METIN —+ Topik modelleme —

Kiimeleme i v 1 igle=g
- —*} i HE ;
Maodeli W oTopkd 4 N Tople2 N

Sekil 13: Topik Modelleme Yontemi
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Gizli Dirichlet Ayrimi (LDA), metinleri bir konu koleksiyonu olarak kabul edilerek,
belgedeki her kelimenin konulardan birine karsilik geldigi bir topik modelleme 6rnegidir
(Gokmen, 2020). Temel mantiginda kiimeleme siireci bulunmaktadir. LDA verilen metni
temel alarak her konu grubunu icerdigi kelimelere gore kiimeler. Sonraki adimda ise elde

edilen veri kiimelerinin incelenerek analiz igerigine gore isimlendirilmesi gerekir.

Siniflandirma algoritmalar1 kullanilarak yapilan topik modelleme de ise farkli yontemler
bulunmaktadir. Buradaki yontemler etiketli veri iizerinden Ogrenme gergeklestiren
algoritmalarin sonuglarinin kullanilma durumu ve sirasi ile iliskilidir. Asagida bu yontemler

Ozetlenmeye caligilmstir.

Basarili algoritma se¢imi: Etiketli veri lizerinde 6grenme gergeklestiren algoritmalardan en

basarili sonucu veren algoritmanin segilerek konu etiketlemesinde kullanilmasi siirecidir.

Lojistik Regresyon, Karar Agaci, En Yakin Komsu,
Naive Bayes, Destek Vektor Makineleri,
Random Forest, Gradient Boosting, XgBoost

\ Karar Naive Random | XgBoost
Agaci Bayes Forest
m— . Dokumanl %89 %71 %66 %87 %90

Dokuman2 %66 %64 %65 %61 %58
Dokuman3 %82 %91 %86 %87 %88

Sekil 14: Konu Modellemede Basarihi Algoritma Se¢cimi
Algoritmalarin swrall kullanilmasi:  En basarili 68renme gergeklestiren algoritmanin
simiflandirma olasiliginin diisiik oldugu metinlerin diger algoritmalar yardimi ile tekrar
siniflandirilmasidir. Ornegin asagidaki tabloda Dokuman? igin en iyi smiflandirmay1 yapan
Karar Agaci algoritmasinin basar1 oran1 %66’dir. Bu algoritmanin metnin %34’{inii dogru
tahminlemedigi goriilmektedir. Basarisiz simiflandirilan  %34°lik  kisim  i¢in  diger

algoritmalar tekrar ¢alistirilarak genel basar1 orani arttirilabilir.
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Lojistik Regresyon, Karar Agaci, En Yakin Komsu,
Naive Bayes, Destek Vektér Makineleri,
Random Forest, Gradient Boosting, XgBoost

\ Karar Naive Random | XgBoost
Agaci Bayes Forest

. Dokumanl %89 %71 %66 %87 %90
Dokuman2 | %66 %64 %65 %61 %58
Dokuman3 E %82 %91 %86 %87 %88

e ——— b
i
1
v
XgBoost Naive EL
Bayes Forest
Dokumanl %11 %18

Sekil 15: Topik Modellemede Algoritmalarin Siralh Kullanimi
Topluluk ogrenmesi yontemi: Metin verisi lizerinde uygulanan algoritmalarin sonuglarinin
oylama yontemi ile konu etiketine karar vermesinin saglanmasidir. Bu yonteme makine
o0grenmesinde topluluk 6grenimi (ensemble learning) adi verilmektedir. Genel performansin
iyilestirilmesi i¢in birden fazla algoritmanin verdigi karar sonuglar1 birlestirilir. Ornegin
dokumanl i¢in caligtirilan algoritmalarin ¢ogunlugu, dokiiman 1’in konul’e ait oldugu

sonucuna ulagmustir.

Lojistik Regresyon, Karar Agaci, En Yakin Komsu,
Naive Bayes, Destek Vektor Makineleri,
Random Forest, Gradient Boosting, XgBoost

\ Dokumanl | Karar Naive Random | XgBoost
Agam Bayes Forest

METIN » ~ Konul
Konu2 0 1 0 0 0
Konu3 0 0 0 0 1

Sekil 16: Topik Modellemede Toplu Ogrenme Yontemi
Siniflandirma da kullanilan yontemler temelde egitim verisinin tahmin oraninin dogruluguna
baglhdir. Tahmin dogrulugu arttirilmak istenen algoritmalar bahsedilen yontemler ile sirali

olarak ya da birlestirilerek kullanilabilir.
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1.3.3. Ozetleme

Teknoloijk gelisimin sonucu olarak giiniimiizde yapisal ve yapisal olmayan veri
kaynaklarinda 6nemli bir artis olmustur. Yapisal olmayan metin verileri de bu artigin biiyiik
bir kismini olusturmaktadir. Dijital alanda dolasan biyik miktar verinin igindeki uzun
metinleri otomatik olarak kisaltarak 6zetler halinde sunabilen yontemlere ihtiya¢ olmustur.
Bu yontemlerde temel amag metindeki konularin ana hatlarini tutarli bir sekilde 6zetlemektir.

(J.Garbade, 2018) Asagida 6zetleme icin NLP’ye dayal1 iki yontem paylasilmaktadir.

Cikarima Dayali Ozetleme: Bu yontemde kaynak belgede bulunan anahtar sozciikler
alinarak bu sozciikler dzet icin birlestirilir. Ozetleme metinlerde bir degisiklik yapilmadan
gercgeklestirilir bu sebeple bazen dilbilgisi agisindan anlamsiz 6zetler ortaya Gikabilmektedir.

Asagida ¢ikarim tabanli 6zetlemeye 6rnek verilmistir.

Bankanin para politikas1 sikilastirma hizi ve
enflasyonun seyri konusundaki
yonlendirmelerine iliskin soru isaretlerinin Banka, para, enflasyon seyri, yatirimel arayist,
artmast, yatirimeilarin gtivenli liman 7 dolar, giiglii, kalmak

arayiginin siirmesine ve dolara olan talebin
giiclii kalmasina neden oldu.

Sekil 17: Cikarima Dayalh Ozetleme Yéntemi

Soyutlamaya Dayali Ozetleme: Soyutlama teknigi, kaynak belge boliimlerinin baska
sozciiklerle ifade edilerek degistirilmesi ve kisaltilmasini gerektirir. Cikarma ydnteminde
bahsedilen dilbilgisi tutarsizliklarinin iistesinden gelebilir ancak tipki insanlarin yaptig: gibi
orjinal metinden en faydali bilgileri aktaran yeni ifadeler ve ciimleler olusturdugu igin
soyutlamaya dayali metin 6zetleme algoritmalarinin gelistirilmesi zordur. Asagida soyutlaya

Ozetlemeye Ornek verilmistir.
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Bankanin para politikasi sikilagtirma hizi ve
enflasyonun seyri konusundaki
yonlendirmelerine iliskin soru isaretlerinin
artmast, yatirimeilarin giivenli liman
arayiginin siirmesine ve dolara olan talebin
giiclii kalmasina neden oldu.

Bankanin para politikasindaki belirsizlikler
» sebebiyle yatirimcilar giivenli liman olarak
gordiikleri dolara yonelmeye devam etmektedir.

Sekil 18: Soyutlamaya Dayah Ozetleme Ornegi

Metin 6zetleme sireci yukaridaki teknikler yardimi ile arastirma siirecini kisaltarak bilgi
edinme siirecini hizlandirmaktadir. Bu siirecte genel olarak denetimli makine 6grenmesi
algoritmalar1 kullanilmaktadir. Denetimli makine 6grenmesi yardimu ile ikili siniflandirma
(6zetlemeye uygun / 6zetlemeye uygun degil) modeli kurularak 6zetleme gerceklestirilebilir.
Ikili siniflandirma modeli kurulurken metnin uzunlugu, metin igindeki kelimelerin siklig,
metin i¢inde en ¢ok tekrarlanan kelimeler gibi 6zniteliklerin kullanilmasi onerilir. Asagida

ikili siniflandiricr siireci gosterilmektedir.

"

Ozet Metin

> — kili Simiflandins — ... ——*

‘ | '

Sekil 19: ikili Smiflandirma Siireci
Metin 6zetleme siirecinde denetimli 6grenme siireci kullanilabildigi gibi denetimsiz 6grenme
siireci de kullanilabilmektedir. Kiimeleme yapilarakta (Ornegin; LDA) metnin icerisindeki

Ozet bilgiye ulasmak miimkiindiir.
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BOLUM 2: SOSYAL MEDYA ANALITIGI

Sosyal medya, teknolojinin gelismesi ile birlikte insanlara yeni bir sosyallesme ortami olarak
ortaya ¢cikmistir. Sosyal medya, kullanic1 tarafindan olusturulan igerigi paylasmak, birlikte
olusturmak, tartismak ve degistirmek i¢in yiiksek diizeyde etkilesimli platformlar veya
bireyler ve topluluklar olusturmak i¢in mobil ve diger Web tabanli teknolojilere bagldir
(Sharda, Delen, Turban, Aronson ve Liang, 2014). Sosyal medya kullaniminin oldukga arttig1
gunumuzde, sosyal medya kaynaklari da her gegen giin artmaktadir. Bu kaynaklara d6rnek
olarak; Wikipedia, eksisozliik gibi bilgi paylasim plaftormlari, gérsel medya kaynagi olarak
youtube, dailymotion gibi video paylasim siteleri ve temelde sosyal ag olarak kullanilan

Facebook, Linkedin, Twitter gibi platformlar verilebilir.

2.1. Sosyal Medya Analitigi Nedir?

Sosyallesme insan hayatinin 6nemli pargalarindan biri olarak degerlendirilebilir. Sosyal bir
varlik olan insan sosyallesme ihtiyacin1 giiniimiiziin teknolojik kosullarinin da etkisiyle
internet Uzerinden karsilayabilmektedir. Sosyal medya kavrami bu noktada devreye girer.
Insanlarin hem haberlesmek hemde yakin gevresi ile iletisim kurmak i¢in kullandig1 sanal ag
ortami sosyal medya olarak adlandirilir. Ancak tanim bununla sinirli degildir. Sosyal medya,
kullanicisinin aldigi herhangi bir hizmet yada {iriin hakkinda veya ililke glindemindeki
herhangi bir konu hakkinda goriislerini anonim bir sekilde paylasmasint miimkiin kilar. Bu
sayede insanlar herhangi bir kaygi tasimadan goriislerini paylasabilmektedir. Ozellikle
giindem hakkinda yogunlukla paylasim yapilan sosyal medya platformu Twitter en dnemli
veri kaynaklarindan birini olusturmaktadir. Yalnizca giindem degil bahsedildigi gibi iiriin ve
hizmet i¢in buradan paylasilan goriislerde marka yoneticileri tarafindan ticari fayda saglamak

i¢in kullanilabilir.

Bahsedildigi gibi sosyal medya igerikleri insanlarin ve topluluklarin bireysel goriislerini
icermesi sebebiyle Onemli bir inceleme alani olusturmustur. Siyasi, toplumsal ya da
ekonomik bir olaya verilen tepkilerin dogrudan biiyiik bir veri iizerinden incelenebilmesi
gliniimiiz teknoloji gelisiminin bir sonucudur. Ayrica bu teknoloji ile dogru orantili olarak

veriye erigim i¢in kullanilacak aracglar ve sistem kapasitelerinde de dnemli bir artig olmustur.
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Bu sayede milyonlarca kisinin goriisii gerekli teknik donanimlar ve sosyal medya analitigi

kullanilarak analiz edilebilir.

Literatiirde siklikla kullanilan sosyal medya analigi caligmalarinin arka planinda metin
madenciligi islemleri yer almaktadir. Bunun sebebi ulagiminin, depolanmasinin ve analizinin
daha kolay siire¢lerden olusmasidir. Metin verisi disinda resim, video ve ses verileri sosyal
medya araglari sayesinde gitgide artmaktadir. Konusma boliimii etiketleme (Speech to text)
denilen siireg ile birlikte ses kayitlar1 ve video verileri lizerinden elde edilen metin verisi de
metin madenciligi asamalarindan gecirilerek analiz edilebilir. Bunun yani sira ¢esitli goriintl
isleme teknolojileri de gorsel verinin yaziya dokiilerek kullanilmasini miimkiin kilmaktadir.
Dolayistyla tiim bu siireglerin altinda temelde yer alan ve sosyal medya analitiginin temelini
olusturan metin madenciligi siirecleridir. Metin madenciligi ve sosyal medya analitiginin
farkl iki kavram olarak degerlendirilmesinin altinda yatan neden ise sosyal medya verisinin
yapisal degisikliginden kaynaklanmaktadir. Kastedilen yapisal degisiklik; sosyal medya
verilerinin igerdigi 6zel jargonlar, emojiler, gramer bagimsiz yazim dilleri, icerdigi devrik
climleler gibi yiiksek giiriiltii iceren bir veri seti olmasidir. Bu da sosyal medya verisinin
analizinde daha hassas ve 6zel yontemlerle ilerlenmesi gerektigini gostermektedir. Sosyal

medya analitigi siiregleri asagida genel olarak 6zetlenmistir (Fan ve Gordon, 2014).

Cesitli kaynaklardan verinin alinmasi
Veri Toplama (Facebook, Instagram, Twitter vb.)

Verinin 6n isleme adimlarinin gergeklestirilmesi

Giriiltiilii verilerin kaldirilmast
Geligmis analitik modellemelerin yapilmas1
(Topik modelleme, duygu analizi, trend analizi)

Sonuglarin 6zetlenmesi ve degerlendirilmesi

Sekil 20: Sosyal Medya Analitigi Adimlar:

Sosyal ag analizi ile sosyal medya analitigi birbirlerine ¢ok yakin iki kavram olmalari
sebebiyle siklikla karigtirilmaktadir. Sosyal medya analitigi yapilandirilmamis sosyal medya
verilerine (Twitter, Facebook, Instagram vb.) uygulanan raporlama, gérsellestirme, arama ve

metin madenciligi islemlerinin tamami kapsamaktadir. Sosyal ag analizi ise bireyler ve
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gruplar arasindaki baglantilar, iligkileri ve etkiyi belirlemeye odaklanan gelismis ag
analitigine verilen isimdir. Bu noktada farklilastiklar1 nokta sosyal ag analizi kavraminin
yapisal veri yapisi ile ¢alismasi ve analiz strecinde insanlar ve olaylar arasindaki iliskiyi
arastirmasidir. Asagida sosyal medya analiginin tim siirecinin akarildigi akis semasi

paylasilmaktadir.

izleme Metodu
APl'ler

RSS ve HTML Ayristirma

/

i

/

izleme Yaklasimi

Anahtar Kelime Tabanli

Aktor Tabanl

%

k

ﬁ

Topik / Trend ) icerik Analizi /
iliskili AN Metin Madenciligi
N\
‘{ Trend Analizi
Fikir / Duygu Fikir madenciligi /
iligkili Duygu Analizi

~

Yontemlerin
Kombinasyonu

Sonuglarin
Ozetlenmesi

Rastgele . N
\_ URL-Tabanli P, Yapisal Sosyal Ag Analizi

Sonug

Sosyal
Medya

Onisleme

Veri Toplama / izleme Veri Analizi

Sekil 21: Sosyal Medya Analitigi Siireci
Kaynak: Stieglitz, S., Dang-Xuan, L., Bruns, A., ve Neuberger, C. (2014). Social Media Analytics. Business
and Information Systems Engineering, 89-96.
Sosyal medya kaynagindan konu etiketi, kisi ve url tabanli veri elde edilebilmektedir.
Yapilandirilmamig formatta elde edilen bu veri iizerinde konu modelleme, duygu analizi
gibi iglemler uygulanabilir. Aragtirmaci analiz sonucu elde ettigi anlami ortaya ¢ikararak

sunmak i¢in ise son adimda gdsterge panolar1 ve raporlardan yararlanir.

2.2. Sosyal Medya Analitigi Zorluklar

Sosyal medya bireylerin ve toplumlarin anlagilmasini saglayan zengin bir veri kaynagi igerir.
Bu veri kaynag yapilandirilmamis veri olarak siniflandirilmaktadir. Gelisen teknoloji ile
birlikte yapilandirilmamis verinin analizinde oldukga ilerleme saglanmistir. Ancak sosyal
medya verisinin elde edilmesinde ve analizinde hala bazi zorluklar bulunmaktadir. Bu

zorluklar asagida iki baglik altinda 6zetlenmistir.
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2.2.1. Arastirma Zorluklari

Sosyal medya akademik ve ticari acidan oldukca zengin bir kaynak saglamaktadir. Ancak

gerceklestirilen analiz siirecinde gesitli zorluklar bulunur. Asagida bahsedilen zorluklar

Ozetlenmektedir (Batrinca ve Treleaven, 2015).

a.

Veri Kazima: Sosyal medya verileri erisilebilir durumda olmasina ragmen ticari
degerleri dolayisiyla ham verilere erisim giderek zorlasmaktadir. Cok az sayida veri
saglayici veri kaynagma uygun fiyath yada iicretsiz erisim sunmaktadir. Ornegin;
Twitter kendi API’si araciligiyla herkese acik olarak paylasilan Tweet’lere erisimi
belirli sinirlar dahilinde miimkiin kilmaktadir.

Veri Temizligi: Yapilandirilmamis verilerin temizlenme asamast oldukga fazla
zaman alabilmektedir. Ozellikle ger¢ek zamanli erisilebilen veri kaynaklarinin
barindirdig1 temizleme dolayisiyla analiz zorluklar1 devam etmektedir. Giinlimiizde
ozellikle bazi sektorler de ger¢cek zamanli verinin analizi olduk¢a 6nem tagimaktadir.
Bu sebeple sosyal medya verilerinde gercek zamanli veri temizleme ve analiz siireci
kritiktir.

Biitiinsel Veri Kaynaklari: Veri kaynaklarinin ¢esitliliginin artmasi ile birlikte farkli
kaynaklardaki verilerin bir araya getirilerek analiz edilmesi ihtiyaci dogmustur. Bu
da farkli kaynaklarin bir araya getirilme zorlugunu ortaya cikarmaktadir. Ornegin;
Bir e-ticaret firmasina sosyal medya da yapilan yorumlardaki duygu durumu dagilimi
ile satiglar ve mevsimsellik arasindaki korelasyon incelenmek istendiginde, yapisal
olan ve yapisal olmayan veri kaynaklarinin bir araya getirilmesi gerekmektedir.
Elde Edilen Verinin Korunmasi: Cesitli kaynaklardan alinan verilerin tek bir kaynak
altinda birlestirilmesi asamasindan sonra verilerin glivence altina alinarak saklanmasi
gerekir. Saklanan veri kaynaginda kullanicilara farkli yetkilendirme seviyeleri
verilmez ise veri farkl kisiler tarafindan elde edilebilir.

Veri Analitigi: Sosyal medyadan elde edilen veri igerisinde bulunan yabanci
kelimeler, argo kullanimlar, yazim hatalar1 vb. igerikler veri analitigi siirecini
zorlastirmaktadir.

Analitik Gésterge Panolari: Sosyal medya platformlari kullanicilarin veri kaynagina

erismesi icin c¢esitli API’ler yazmasini gerektirir. Buda kullanicilarin bilgisayar
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bilimlerinde yetkin olmalarin1 gerektirir. Arastirmacilar i¢in programlama
gerektirmeyen arayiizler gereklidir. Ornegin; Verinin cekilmesi, on isleme
adimlarinin  gerceklestirilmesi ve verinin modellenmesi asamasinda kullaniciy1
yonlendiren bir sanal asistan arayuiz(.

g. Verinin Gorsellestirilmesi: Elde edilen buyiuk miktarda verinin gorsellestirilerek
icerisindeki anlamlarin ortaya ¢ikartilmasi veri kaynaginin yapilandirilmamis olmasi
sebebiyle zorluklardan biridir. Giliniimiizde siirekli olarak biiyiiyen veri kaynaklari

diisiintildiiglinde gorsellestirme yontemlerinin 6nemi gitgide artmaktadir.

Sosyal medya analitigi ilk asamasindan son asamasina kadar tiim siiregte zorluklar
barindirmaktadir. Teknolojik gelisim ve veri kaynaklarinin artan 6nemi nedeniyle bu

zorluklarin gitgide daha kolay asilacagi sylenebilir.

2.2.2. Analiz Siireci Zorluklar:

Sosyal medya verilerinin analizi siirecinde verinin temel yapist ve toplanma sekli sebebiyle
bazi zorluklar bulunmaktadir. Bu zorluklar asagida kisaca 6zetlenmeye calisilmistir. (Lee,

2017)

e Sosyal medya platformlar1 yalnizca belirli bir miisteri grubuna erisebilmektedir. Bu
nedenle sosyal medya verileri genel kitlenin tahmin edilmesini engelleyen, temsili
olmayan bir Orneklemi baz alabilir. Ayrica verilerini paylasan kullanicilar
diisiindiikleri ve yaptiklarinin yalnizca bir kismini paylasmis olabilirler buda verinin
eksiksiz ve dogru olarak kabul edilmesini zorlastirir.

e Sosyal medya analitiginin yeni bir disiplin olmasi sebebiyle, veriyi degerlendirirken
1yi sosyal medya metriklerini se¢gmek ve analizi dogru sekilde ilerletmek uzmanlik ve
deneyim eksikligi nedeniyle zordur.

e Sosyal medya verilerinde spam, sahte incelemeler, yanlis hesaplar ve yinelenen icerik
dahil olmak {izere birgok giiriiltii kaynag1 vardir. Verileri filtreleme ve temizleme,
sosyal medya analizlerinin kalitesi i¢in Onemlidir. Buna ragmen,mevcut sosyal
medya analizleri, sinirh otomatik filtreleme ve temizleme yetenekleri sunar.

e E-posta, haber makaleleri, kisisel bloglar, resimler, ses ve videolar dahil olmak {izere

bircok sosyal medya icerigi yapilandirilmamistir. Yapilandirilmamis verilerin analiz
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edilmesi bireysel faydanin yani sira ticari olarakta biiyiik kazanglar saglayacaktir

ancak islenmesi olduk¢a zordur.

2.3. Sosyal Medya Analiz Araclar

Sosyal medya verilerinin 6zetlenmesi ve amaca uygun olarak gerekli bilgilerin elde edilmesi
stirecinde gesitli otomatik araglardan destek alinabilir. Asagida bu araglar 6zetlenmektedir
(Stieglitz ve Dang-Xuan, 2012). Burada dikkat edilmesi gereken nokta sosyal medya
verilerinin igeriginin ve kaynaklarinin farkliligi nedeniyle standart bir analiz siirecinin
bulunmamasidir. Programlama bilen kisiler analiz i¢in kendi 6zel siireclerini kodlama ile

asagidaki programlara entegre edebilirler.

2.3.1. WordStat

Metin madenciligi siirecinin ortak adimlarinin bazi paket programlar araciligiyla yurtilmesi
mimkunddr. Bu paket programlara dérnek olarak; WordStat, LIWC, General Inquirer, vb
verilebilir. Wordstat temel ve ileri diizeyde metin madenciligi uygulamalarin1 6zellikle
sosyal bilimciler basta olmak iizere kamu ve 6zel kurumlarin kullanabilecegi diizeyde bir

paket program olarak sunmaktadir (Akbryik, 2019).

2 WordStat 8.0.26 - Election 2008 - Copy.ppj - (] X
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Sekil 22: Wordstat Program ArayzU
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Wordstat kural tabanli bir analiz siireci saglar. Kullanict metin madenciligi siireglerini

oromatik olarak gerceklestirebilir ancak yonlendirme yapilmamaktadir.

2.3.2. Atlas.ti

Sosyal medya analiz siirecinde veri kaynagmin 0zgiinliigii sebebi ile otomatik analiz
yapilmasint saglayan programlar yetersiz kalabilmektedir. Siirecin manuel olarak
yiiriitiilebilecegi bazi programlar bulunmaktadir. Bu programlara 6rnek olarak ATLAS.i,
QDAMuiner, The Ethnograph, vb. verilebilir. Manuel analiz siirecinin avantaji veriye 0zgii

¢oziimler sunmasidir ancak kodlama bilgisi gerektirir.
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Sekil 23: Atlas.ti Program Arayuzi

Atlas.ti icerik analizi programi metin, ses, grafik, video verilerinin analizi i¢in bir arayiiz
sunmaktadir. Igerik analizleri sonucunda veriler arasi iliskilerin yorumlanip rapor haline

getirilmesi i¢in bilgisayar destegi sunmaktadir.

2.3.3. SentiStrength

Sosyal medya analitiginde temiz veri lizerinde ¢esitli analizler uygulanabilir. Bu analizlerden
biride duygu analizidir. Duygu analizi / fikir madenciligi siireglerinin otomatik olarak

gerceklestirilmesini saglayan araglara ornek olarak; SentiStrength, PolArt, SentiWordNet
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verilebilir. SentiWordNet fikir madenciligi i¢in sozliikk yapisinda bir kaynaktir. Kelimelerin

pozitif, negatif ve n6tr olarak siniflandirilmasini saglar (Esuli, 2021).

SentiStrength v2.2 - D X

File Sentiment Strength Anslysis  Sertiment Anabysis Options  Reporting Options  Converttet Dt Mining  Help

SentiStrength v2.3

Sentiment strength detecton for short informal text

Individual texts can be classified by selecting Analyse One Text
from the Sentiment Strength Analysss menu

To classify more than one text, put the texts into a plain text file with one text
per line. Sedect Analyse Al Texts in File from the Sentiment Strength Analyss
menu and sedect the text file. The cutput will be a copy of the file with positive
and negatve classilications added at the end of each Ine, preceded by tabs

The terma used in the English senment dichcnary are party detived from LIWC
Quick Test

Sekil 24: SentiStrength Program Arayuiziu

SentiStrength akademik arastirmalar igin ticretsiz olarak kullanilabilen duygu analizi
arayiiziidiir. Bir veya daha fazla metni siniflandirmasini saglamak i¢in her satirda bir metin
olacak sekilde metinlerin programa yiiklenmesi gerekir. Ciktida her metnin yanina pozitif ve
negatif sonug etiketleri eklenir. Negatif etiket -1 ile -5 arasinda, pozitif etiket ise 1 ile 5

arasinda verilmektedir.

2.3.4. Gephi

Sosyal aglardaki katilimcilar arasindaki etkilesimlerin analiz edilmesi sayesinde ticari ve
akademik olarak cok cesitli ve yararh bilgi ¢cikarimlari elde etmek miimkiindiir. Bir agdaki
en etkili kisi, kisiler arasi roller, bilginin yayilma sekli vb konular sosyal ag analizi ile
incelenebilmektedir (Biber, 2020). Sosyal ag analizinde kullanilan programlara 6rnek olarak
Gephi, UCINET, Pajek verilebilir. Asagida acik kaynakli sosyal ag analizi programi olan

Gephi’nin gorsellestirme siirecine drnek resim paylasilmigtir.
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Sekil 25: Gephi Program Arayuizu

Yukaridaki tiim Ozellikler iizerinden degerlendirme yapildiginda sosyal medya verilerinin
analizinin her asamasinda 6zel yaklasimlar gerekmektedir. Bu baglamda toplanan veri
iizerinde analize uygun metin madenciligi islemlerinin gergeklestirilmesi ve sonrasinda veri
iceriginin degerlendirilmesini ve smiflandirilmasimi saglayan duygu analizi ve topic

modelleme gibi bagliklar 6n plana ¢ikmaktadir.
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BOLUM 3: CALISMANIN KAPSAMI VE LITERATUR INCELEMESI

Sosyal medya topluluklar arasinda konusma, paylasilabilen igerik olusturma ve yayma
islemlerini ifade etmektedir. Sosyal medya, geleneksel ve endiistriyel medyadan farkli olarak
yazarlik ve okurluk arasindaki sinirlar1 yikmis, temelde bilgi tiiketim ve yayma siirecinin
bilgi liretme ve paylagma siireci ile i¢ ice gegmesini saglamistir (Zeng, Chen, Lusch ve Li,
2010). Geleneksel siire¢ incelendiginde firmalar tiiketicilerin markalarini nasil algiladiklarin
daha iyi anlamak i¢in goriigmeler, odak gruplar1 ve anketler gibi maliyetli ve zaman alic1
pazar arastirmasi yontemleri kullanmak zorundaydi (Moe, Netzer ve Schweidel, 2017). Suan
ise tuketiciler gonulli olarak sosyal medyaya yonelerek fikirlerini hem miisteriler hem de
marka yoneticilerinin erisimine sunarak halka agik olarak paylagsmaktadir. Bu da firmalara
pazar arastirmasi i¢in Onemli bir kaynak olusturmaktadir. Ek olarak kamu yonetimi, endiistri,
finans, turizm, egitim ve saglik gibi alanlarda da sosyal medya platformalarinda paylasilan
kullanict goriisleri, siireclerin iyilestirilmesi ve karar destegi icin kullanilabilmektedir
(Rathore, Kar ve llavarasan, 2017). Sosyal medya analitigi ¢esitli sektorler i¢in bahsedilen
faydalariin yaninda dogasi geregi belirli zorluklar barindirmaktadir. Verilerin elde edilmesi
adimindan baglayan bu zorluklar sonuglarin yorumlanmasi asamasina kadar devam

edebilmektedir.

Sosyal medya verileri igeriklerinde yapilandirilmis ve yapilandirilmamis veri yapisi
bulundururlar. Yapilandirilmig veriler kullanici profil 6zellikleri, mekan ve zaman vb.
bilgilerdir. Yapilandirilmamais veriler ise kullanici tarafindan olusturulan metin, ses, video
olarak diistiniilebilir. Sosyal medya platformlar1 her iki yapida da ¢ok buyuk miktarda veri
uretilirler ve oldukga dinamik ve karmasik bir yapiya sahiptirler. Bu sebeple geleneksel
veritabani yonetim araglari, veri isleme uygulamalar1 ve gorsellestirme paketleri kullanilarak

kolayca islenemezler. (Stieglitz, Dang-Xuan, Bruns ve Neuberger, 2014)

Sosyal medya platformlarinda bulunan veri, ilgili konu hakkinda bir ¢ok insanin goriisiinii
barindirmaktadir. Bu agidan onemli bir veri kaynagi olsa da verilerin dogrulugu ve
tarafsizig1 tartisma konusudur. Internet kaynaklarindan gelen biiyiik veri kiimeleri, 6zellikle
birden fazla veri kiimesi birlikte kullanildiginda potansiyel eksiklikleri ve tutarsizliklar
nedeniyle genellikle givenilmezdir (Boyd ve Crawford, 2012). Ayrica igerikler belirli bir

alanda genel goriisten ziyade icerik olusturan kullanicilarin 6znel goriisiinii yansitacak
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sekildedir ve paylasim ag eksenli olmasi sebebiyle sosyal iligkilere baglidir. Sosyal medya
icerikleri tutarli olsa dahi ilgili zamanda trend olan alanlar ile alakali oldugu i¢in etkileri cogu

zaman gecicidir (Zafarani, Abbasi ve Liu, 2014).

Sosyal medya platformlarinda bulunan karakter sinirlamalar1 sebebiyle sosyal medya verileri
diger metin verilerine gore daha kisadir. Genellikle giinlik konusma dilinden olusmasi
sebebiyle devrik ciimle kullanimi ve kisaltmalar1 da yaygin olarak igermektedir. Ginlik
konusma dilinde kullanilan argo, alay ve ironi bildiren ifadeler de kelimelerin birincil
manasina ¢ok daha farkli anlamlar yiikleyebildigi i¢in analiz sonucunu dogrudan
etkilemektedir (Pradhan, Vala ve Balani, 2016). Ek olarak farkli dillerin beraber kullanilmasi

sebebiyle diiz metinlere gore daha fazla giiriiltii barindirirlar.

Sosyal medya verileri emojiler, linkler, resimler, gramer kurallarina uymayarak yazilmis
ifadeler, tekrarl ifadeler ve karakterler gibi sorunlardan dolay1 yiiksek giiriiltiilii veri olarak
degerlendirilebilirler. Bu sekilde giiriiltiilii verilerin, analiz dncesinde temizleme ve diizeltme
islemlerinin dogru sekilde gergeklestirilmesi sonuglarin dogrulugu agisindan Kritik énem
tagimaktadir. Bahsedildigi gibi dogas1 geregi bir ¢ok zorluk barindiran sosyal medya verisi
temizleme agamasi, teknik olmayan arastirmacilar icin daha zor olmaktadir. Bu zorluklar
asmak i¢in manuel olarak temizleme igslemi gerceklestiren arastirmacilar zaman ve maliyet

acisindan olduke¢a zorlanmaktadir. (Susenoa, Laurell ve Sick, 2018)

Sosyal medya analitigi bahsedilen tim zorluklarin yani sira Tiirk¢e icin ek zorluklar
barindirmaktadir. Ozellikle Tiirk¢e dilinin sondan eklemeli ve zengin bigimsel yapist
analizlerin basari durumunu etkilemektedir (Cetin ve Eryigit, 2018). Analiz sirecinde
gergeklestirilen ciimle ve kelime boliimleme islemleri, Tiirk¢e metinlerde yer alan 6gelerin
climle igerisindeki dizilimlerinin farkli olmasi sebebiyle analiz siirecini zorlagtirmaktadir. Bu
zorluk zaten bigimsel olarak problemli ve oldukga giiriiltiilii olan sosyal medya mesajlarinda
daha da 6n plana ¢ikmaktadir. TUm zorluklar degerlendirildiginde sosyal medya analitiginin
her asamasinda 0zel yaklasimlar gerektigi goriilmektedir. Bahsedilen 6zel yaklagimlar
aragtirmacilart her adimda farkli programlar kullanmaya itmektedir. Asagidaki tabloda
literatiirde analiz siiregleri farkli programlar araciligiyla gergeklestirilen ¢aligmalara yer

verilmistir.
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Tablo 3: Sosyal Medya Analitigi Literatiir incelemesi

Yazar (Yil) Alan Ac¢iklama Yodntem Dokiiman
Kaynag
Wang, Ye Toplum Dogal afetlerin Topik Twitter, Flickr,
(2017) yonetilmesi igin sosyal | Modelleme, Facebook,
medya analizi Duygu Weibo
Analizi
Stieglitz, Siyaset Siyasal iletisimde Topik Twitter,
Dang-Xuan sosyal medya Modelleme, Facebook
(2012) analitiginin Duygu
kullanilmasi Analizi
Thelwall Youtube video Duygu Youtube
(2017) yorumlari tizerinden Analizi
sosyal medya analitigi
stratejisinin tanitilmasi
Suseno, Storytel kullanict Topik Storytel
Laurell, Sick etkilesimleri tizerinden | Modelleme,
(2018) sosyal medya analigi Duygu
ile deger yaratma Analizi
suireci incelemesi
He, Tian, Turizm Otel yorumlari Duygu Tripadvisor.com
Tao, Zhang, Uzerinde sosyal medya Analizi
Yan, Akula analigi uygulamasi
(2017)
He, Shen, Perakende Walmart ve Costco Duygu Twitter
Tian, Li, perakende zincirleri Analizi,
Akula, Yan, tizerinden sosyal Topik
Tao (2015) medya analitigi ile Modelleme
rekabetin incelenmesi
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Literatiirde incelenen sosyal medya analitigi ¢alismalarinin her birinin farkli analiz programi
bagimliliklar1 bulunmaktadir. Dogal afetlerin yonetilmesi i¢in yapilan ¢alisma igerisinde
Twitter’dan ¢ekilen veri bir program arayiizii araciligiyla elde edilmistir. Siyasal iletisimde
sosyal medya analitiginin kullanildig1 ¢alismada, Twitter ve Facebook tzerinden veri elde
etmek i¢in programlarin kendi APT’leri kullanilmistir. Bu durumda sinirli sayida veriye
erisim sagladig1 icin analizi smirlandirmaktadir. Ayrica bu calismada veri 6n isleme
adiminda yalnizca durdurma kelimelerinin temizlenmesi ve lemmatization islemleri
gerceklestirilmistir. Twitter gibi kullanicilarin  kisaltma,emoji, noktalama isaretleri ve
sayilarin metin igerisinde kullanildigi platformlarda daha detayli 6n isleme adimlar
gerceklestirilmelidir. Ek olarak kelime bulutu olusturmak i¢in Wordle.net adi verilen
yazilim, sosyal ag analizi iginse Gephi yazilimi kullanilarak gorsellestirme yapilmistir. Tek
bir analiz siirecinin her adiminin farkli programlar iizerinden ilerletilmesi arastirmacilar i¢in

temel zorluklardan biridir.

Youtube yorumlari {izerinden yapilan duygu analizi ¢alismasinda otomatik duygu analizi
islemleri gerceklestiren SentiStrength programi kullanilmistir. Benzer bir ¢alisma olan
storytel kullanici etkilesimleri caligmasinda ise analizin en temel adimlarindan olan veri 6n
isleme adiminda manuel ilerlenerek istenmeyen veriler kaldirilmistir. Otel yorumlari
lizerinde yapilan sosyal medya analitigi ¢alismasinda ise veri on isleme adimlari i¢in Nvivo
yazilimi ve R programlama dili ile ilerlenmistir. Duygu analizi igin ise Google Prediction
API kullanilmigtir. Perakende alaninda yapilan bir diger ¢alismada Walmart ve Costco ile
ilgili Tweet’ler API iizerinden cekilerek rekabet acgisindan analiz edilmistir. Veri
kiimesindeki her bir tweet’in duygularinin tespiti i¢in Lexalytics adli duygu analiz araci
kullanilmistir. Ayrica iirlin bazinda miisteri dagiliminin analiz edilmesi ve ilgili tweet’lerin

c¢ikartilmasi i¢in Leximancer adinda metin madenciligi arac1 kullanilmistir.

Sosyal medya analitigi iizerine goriildiigi gibi farkli alanlarda yapilan bir¢ok calisma
bulunmaktadir. Bu ¢alismalarin genel gercevesi analiz ihtiyacina uygun olarak verinin elde
edilmesi ile baslayarak, verinin temizlenmesi ve analizi ile devam etmektedir. Ornek
caligmalarda goriildiigii gibi genel olarak veri toplama asamasinda ilgili programin API’sinin
sinirlarina bagimli kalinmaktadir. Bu da istenilen sayida ve igerikte veriye erigimi

sinirlamaktadir. Veri temizleme asamasinda ise hazir programlar yada agik kaynak
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programlama dilleri kullanilmaktadir. Hazir program arayiizleri yiiksek maliyetin yani sira
Ozellestirilmis analiz adimlar i¢in ek kodlama bilgisi gerektirir. Ek olarak programlarda
kural tabanli ilerlenmektedir. Analizi yapan kullanici analiz hakkinda yoénlendirme almaz,
analiz siirecini bildigi varsayilarak standart adimlarla analizi tamamlamasi saglanir. TUm bu
zorluklar disiiniildiigiinde aragtirmacilara analiz asamalarinin her birinde ihtiya¢ duydugu
yonlendirmelerin saglanmasi ve tum analiz surecinin tek bir program arayiizi Gzerinden

gergeklestirilebilmesi 6nem kazanmaktadir.
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BOLUM 4: YONTEM

Veri kaynaklar1 sosyal medya kullanimina ve cesitliligine bagli olarak her gegen giin
artmaktadir. Kullanicilarin ve topluluklarin goriislerini yansitan bu kaynaklarin artmasi ve
metin verilerinin sayisallastirilarak analizinin miimkiin hale gelmesi sosyal bilimler analiz
stirecgleri iginde 6nemli kaynak olusturmaktadir. Literatiir taramasi boliimiinde bahsedildigi
gibi metin verisinin analiz siirecinde bir ¢ok hazir program bulunmaktadir. Ancak bu
programlar standart bir diizende olmalar1 sebebiyle kodlama bilmeyen kisiler tarafindan
esnek sekilde kullanilamamaktadir. Ayn1 zamanda veri toplama, 6n isleme, analiz ve
gorsellestirme adimlarinin hepsinin bir arada yapilarak analizin ugtan uca tamamlandigi bir
program yapist bulunmamaktadir. Her bir analiz araci bir islem adimini gerceklestirerek
diger adimlar icin farkli programlar kullanmay1 zorunlu kilmaktadir. Ek olarak uzun ve
karmagik metin madenciligi 6n isleme adiminda arastirmacinin daha 6nce benzer alanda
analiz yapmis kullanicilarin  tercihlerinden haberdar edilmesi analiz ~ sirecini
kolaylastiracaktir. Bu ¢alismada tasarlanan metin madenciligi sanal asistant verinin
toplanmasindan analiz siirecine kadar olan tiim siirecte aragtirmaciy1 yonlendirerek analiz
stirecini kolaylastirmaktadir. Tiim analiz slirecinin bir arada yapilabilmesi, arastirmaciya
onceki kullanicilardan elde edilen bilgilerin sunulmasi ve analiz siirecinin &gretilerek

ilerlenmesi sanal asistan tasariminin 6zgiin yonlerindendir.

Sanal asistan siireci tasarlanirken ¢evik yazilim gelistirme metodolojisinden yararlanilmistir.
Cevik yontemin kullanilmasinin sebebi siirekli gelisen ve yeni kaynaklar eklenen sosyal
medyanin siirecin temelini olusturmasidir. Cevik yontem esneklik, siirekli iyilestirme ve hiza
odaklanir. Kisa planlama dongiileri ile, siire¢ sirasinda herhangi bir degisiklik yapmak ve
kabul etmek kolaydir. Bu yontemin kullanilmasi sayesinde sanal asistan tasarimina herhangi
bir gilincelleme ya da yenilik kolay sekilde adapta edilecektir. Ayrica ¢evik siirecler projelerin
tim yasam dongiisii boyunca kullanicilardan siirekli geri bildirim almay1 destekler. Bu
sayede sanal asistan1 arastirmacilarin bildirimleriyle siirekli olarak beslemek miimkiin hale

gelecektir. Asagidaki sekilde cevik yontem dongiisii gosterilmektedir.
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[zleme ve ~ Gereksinim

Takip Etme Analizi
Canliya
Alinmast Planlama
Cevik Gelisim Dongiisii
Test Tasarim

~ Gelistirme ,

Sekil 26: Cevik Gelistirme Dongiisii

Kaynak: Yoldash, R. (2018, 04 17). Medium. Agile (Cevik) Yazilim Gelistirme nedir ve nasil uygulanir?:
https://medium.com/@ryoldash/agile-%C3%A7evik-yaz%C4%B11%C4%B1m-geli%C5%9Ftirme-
nedir-ve-nas%C4%B1I-uygulan%C4%B1r-93e85ffc866 adresinden alindi

Bahsedildigi gibi ¢evik yontemlerde programi kullanicak olan arastirmacilarin siire¢
gelisimine katilimi oldukga yiiksektir. Bu sekilde gereksinimlerin dogru olarak belirlenmesi
ve siirece adapte edilmesi kolaylastirilmig olur. Ayrica ortaya ¢ikan son {iriiniin kabul
gormesi ihtimalini arttirir. Sanal asistan tasarimi i¢in ¢evik proje yaklasimi ile yiiriitiilen

siire¢ asagidaki sekilde 6zetlenmistir.
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Gereksinim Analizi | | Planlama | | Tasarim | |Ge|i;tirn?| izleme&Takip

Ihtiyag Gzerinden Canliya alma ve

i i Arastirmacilar
inclizlreerr':;:irve Ehnolonkialiyon: e:r;onglgarmm Rod| e il§e siire: 2
kullamc esiiiee Figma yardimi ile analiznRahon doérulamail & glincellik
L . detaylarimin ile yapilmas takibinin
gorismeleri ) N tasarlanmas Test
belirlenmesi yapilmas

= \eri Toplama

= Veri On isleme

+  Qzellik Cikarimi
Bilgi Cikarirm

Sekil 27: Sanal Asistan Tasarimi Cevik Gelistirme Siireci
Cevik yontemler, sanal asistan tasarim siirecinde de goriildiigii gibi gereksinim belirleme ve
planlama adimlarini atlamaz. Yalnizca bu adimlari siireg igerisine yayarak her adimda

gereksinimlerin belirlenmesini ve bu dogrultuda stirecin beslenmesini miimkiin kilar.

Gereksinim Analizi: Sosyal medya analitigi lizerine yapilan ¢alismalar incelendiginde tim
analiz siirecinin bir arada ilerletildigi ve yonlendirmeler igceren bir program arayiizii
bulunmamaktadir. Bu noktada ilk ihtiyac sosyal bilimciler i¢in ydnlendirmeler ile tim
stirecin y0ratildiigl bir arayiliz olusturmaktir. Ayrica yapilan g¢alismalar incelendiginde
bliyiik bir ¢cogunlugunda Twitter API’sine bagimli kalindig1 goriilmiistiir. Kodlama bilgisi
gerektiren ve Twitter’dan smirsiz veri ¢ekilmesini saglayan araglarin bi arayliz iizerinden

dogrudan kullanilabilmesi sosyal bilimciler i¢in gereksinimlerden biridir.

Planlama: Sanal asistan olarak diigiiniilen sosyal medya analitigi arayiizii i¢in veri toplama,
On isleme ve analiz adimlarinda gerekli teknoloji ve alt yapinin belirlendigi asamadir.
Oncelikli olarak tiim siirecin temelinde bulunan veri kaynaginin secgilmesi gerekmektedir.
Glinilimiizde yaygin olarak kullanilan Twitter kisilerin goriislerine erisimi miimkiin kildig1
icin literatiirde sosyal medya analizlerinde siklikla tercih edilmektedir. Veri igerigi ve erisim
kolaylig1 acisindan sanal asistan tasarimi i¢inde Twitter veri kaynagi kullanilmasi
planlanmustir. Tleride yapilacak gelistirmelerde ise Facebook ve Instagram gibi sosyal medya

uygulamalarida dahil edilebilir.
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Twitter Gzerinden veri toplanmasi i¢in en uygun yontemin acik kaynakli programlama dili
kullanilarak Twitter API’sinden bagimsiz veri ¢ekilmesi oldugu belirlenmistir. Ayrica

kullaniciya belirli formatta metin verisi yiikleme segenegide sunulacaktir.

Veri toplama asamasindan sonra veri On isleme adimlar1 Python programlama dili
kullanilarak gerceklestirilecektir. Temizlenen veri lizerinde duygu analizi islemleri ve topik
modelleme yapilmasi planlanmaktadir. Duygu analizi i¢in oldukca genis bir veri seti ile
egitilmis Turkish-BERT modeli kullanilmasi planlanmistir. Topik modelleme siireci i¢inse 7
farkli kategori barindiran etiketli veri seti iizerinden makine Ogrenmesi modellerinin

egitilmesi sonucu en basarili model kullanilacaktir.

Tasarim: Sanal asistan On yiizli planlanan adimlara bagli olarak gerceklestirilmistir. Burada
On yliz tasarlanirken figma tasarim programindan yararlanilmistir. Arastirmaciy: karsilayan

sanal asistan giris ekran1 agagida goriilmektedir.

Ana Sayfa  Hakkimizda

Turkce Sosyal

Medya Analizi A'\
| Ne 4 ’\

Sanal Asistani

Sanal asistan sayvesinde metin verilerinin on igkerneBanaliz
adimlan aneriler yardirmi ile prograrmilama bilmeyen kigiler
tarafindan da kalayca yagpilabili

Hemen baglayalim!

Sekil 28: Sanal Asistan Giris Ekran1 Tasarimi
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'97

Arastirmact “Hemen baslayalim!” butonuna tikladiktan sonra veri ¢ekme seceneklerini
iceren ekran ile karsilasmaktadir. Burada Twitter’dan veri ¢ekme ekrani ile yada uygun

formatta veri yikleyerek analize devam edebilir.

arasats  Hakhomida

Twitterdan Veri Cek Veri Yikle

@‘f

- -

Sekil 29: Sanal Asistan Veri Cekme ve Yiikleme Ekran Tasarimi

“Twitter’dan Veri Cek” butonu araciligiyla ilerlendiginde veri ¢ekme ekrani asagidaki
sekilde tasarlanmigtir. Arastirmaci hangi dilde, hangi tarihler arasinda, hangi anahtar
kelimeleri ve kac adet gekmek istedigi girisini yaparak veriyi elde edebilir. Burada ¢ekilmek
istenen veri etiketine gore bir gunlik veri sayisi iizerinden kullanicinin yonlendirilmesi
hedeflenmektedir. Ilgili etiketin ¢ok sayida veri igermesi durumunda arastirmacinin daha az

veri cekmeye yonlendirilmesi gerekebilir.
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| Geri | Ana Sayfa  Hakkimizda

Twitter'dan Veri Cek

Hangi dilde tweet cekmek istiyorsunuz?

Kar adet veri gekmek istivorsunuz?

Hanagi tarihler aras veri gekmek istersiniz? @ @

fen qekme islemini zaman tabakal) istedwjiniz tarih arabfjinda ve veri sansinds
yﬁpmak ctermisiniz? her gunden belicli maktarda verl almanizi saglar

Cekmelk istediginiz anahtar kelimeler
aralanna virgll kayarak giriniz.

Sekil 30: Twitter'dan Veri Cekme Ekran Tasarim

Veri ¢ekme isleminin ardindan verinin standartlastirilmast adimi gelmektedir. Bu adimda
arastirmact Twitter verisinde bulunan http, @, #, rt gibi kaliplari, noktalama isaretleri ve
sayisal ifadeleri analiz siirecinin gerekliliklerine uygun olarak secgerek temizleyebilir. Ek
olarak arastirmaciya verisinde oransal olarak kag adet sayi, noktalama isareti ve diger 6zel
karakterlerden oldugu analiz esnasinda bu ekranda gosterilmektedir. Arastirmaci bu sayede

temizleme sonucunda veri boyutunun nasil etkilenecegi konusunda bilgi edinebilmektedir.
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Ana Sayfa  Hakkmizda

Standartlagtirma Islemleri

Metinlerin Kiigiik Harfe Cevrilmesi D

(@ igaretinin Temizlenmesi ) .
Kisaltmalann Temizlenmesi D

RT Etiketlerinin Temizlenmesi C] Emaojilerin Temizlenmesi D Déniistiir
http Etiketlerinin Temizlenmesi O -
_ .

Uygula!

Sekil 31: Standartlastirma Ekrami1 Ekran Tasarim

Filtreleme ekraninda ise veride bulunan durdurma kelimeleri ve arastirmaci tarafindan
temizlenmek istenen kelimelerin ¢ikartilmasi islemi gerceklestirilir. Bu ekrandan hemen
once bir veri Ornegi iizerinden kullaniciya durdurma kelimelerinin bir listesi sunularak
filtreleme hakkinda bilgi verilmektedir. Ayrica arastirmaci veride az gegen kelimeleri oransal
olarak ya da sayisal olarak temizleyebilmektedir. Ornegin; Veride gecen kelimelerin
%]10’unu silinmesi veya veride az gecen son 100 kelimenin silinmesi. Bu asamada
arastirmactya silmek istedigi %10 ’unun sayisal olarak ka¢ kelimeyi ifade ettigi yada silmek
istedigi en az gecen son 100 kelimenin toplam verinin ylizde kagina denk geldigi bilgisi

verilmektedir. Kullanic1 bu dogrultuda karar alarak filtreleme islemini gerceklestirebilir.
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| Gei | Ana Sayfa  Hakkimizda

Filtreleme Sayfasi

StopWords'leri Cikar D

Ek clarak gikarmak istediginiz kelimeleri aga@idaki kutucuga aralanna virgiil koyarak girebilirsiniz.

Veride az gecen kelimelerin yiizde kagini cikarmak istersiniz?

Uygula!

Sekil 32: Filtreleme Sayfas1 Ekran Tasarimi

Son tasarim sayfasi olan veri analizi adimi arastirmacinin yapacagi analiz segeneklerini
barmdirmaktadir. Burada kullanici analizlerin herhangi birinin {izerine tikladiginda 6ncelikle
o analiz hakkinda detayl bilgi verilerek analiz siireci 6gretilmektedir. Kendi topic modelini
olustur secenegine tikladiginda aragtirmacidan etiketlenmis egitim verisini yiliklemesi istenir.
Yiikleme ekranindan sonra ise arka planda asistan yardimi ile egittigi model {izerinden

istedigi veri izerinde siiflandirma islemini gergeklestirebilmektedir. Diger segeneklerde ise

dogrudan tahminleme islemi gergektestirilmektedir.
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Ana Sayfa  Hakkimizda

Veri Analiz Sayfas

Turkish-BERT ile Duygu Analizi Yap Pre-Train Model ile Topic Analizi Yap

Kendi Topic Modelini Olugtur

Uygula!

Sekil 33: Veri Analiz Sayfas1 Ekran Tasarimi

Gelistirme: Tasarim asamasinda olusturulan ekranlarin kodlanma siirecidir. Bu ¢alismada
kodlama i¢in agik kaynak kodlu programlama dili olan Python tercih edilmistir. Python
programlama dili yazilim gelistirme, altyapt yonetimi ve veri analizinde
kullanilabilmektedir. Caligma siireci yazilim gelistirme ve veri analizi adimlarmi bir arada

icermektedir. Asagida veri cekme asamasinda kullanilan Python kodu goriilmektedir.
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for i, tweet in enumerate (sntwitter.TwitterSearchScraper ((anahtar kelime 1i
st[0] or

anahtar kelime list[1l]) +
'lang: {0} since: {1} until: {2}

—-filter:1links -
filter:replies'.format (language,since ,until )).get items()):

ifi>data row:
break
user =user + [tweet.username]
date =date + [tweet.date]
content = content + [tweet.content]

veri seti = pd.DataFrame ({"user":user, "date":date, "content":content})

Veri ¢ekme agamasinda Python kiitiiphanesinde bulunan snscrape kiitiiphanesi kullanilmistir.
Bu kittphane icerisinde bulunan TwitterSearchScraper fonksiyonu sayesinde istenilen tarih
araligi, istenilen anahtar kelimeler ve istenilen sayida veri elde edilebilir. Veri ¢ekme
asamasindan sonra veri 6n isleme adimlar1 gelmektedir. Asagida 6n isleme adimlari i¢in kod

ornegi paylasilmistir.

temiz vl['content'] = veri seti['content'].apply(lambda x: "
".join(x.lower () for x in x.split()))

temiz v2['content'] = temiz vl1['content'].str.replace(r'#\s+', ''")
temiz v3['content'] = temiz v2['content'].str.replace(r'@\S+', ''")

temiz v5['content' 'content'].str.replace(r' [*\w\s]', '")
'content'’ .str.replace(r'\d', '")

[ ] [ ] (
[ ] [ ] (
temiz v4['content'] = temiz v3['content'].str.replace(r'http\s+', '")
[ ] = temiz v4[ ] (
[ ] [ ] (

temiz vo6 = temiz v5

Python’da bulunan replace fonksiyonu metinler icerisinde degisiklik yapmak i¢in
kullanilmaktadir. Metinde bulunan temizlenmek istenilen ifadeler (@, http, #) yukarida

goriildigi gibi temizlenmektedir.

Veri analiz segeneklerinden biri olan Turkish-BERT modelinin ¢alismaya dahil edilebilmesi
icin Python’da bulunan transformers kiitliiphanesinin yiiklenmesi gerekmektedir. Asagida bu

kiitiiphanenin yiiklenme siireci ve model siirecinin olusturulmasi gortilmektedir.
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fromtransformers import AutoModelForSequenceClassification, AutoTokenizer

4
pipeline

model = AutoModelForSequenceClassification.from pretrained("savasy/bert-
base-turkish-sentiment-cased")

tokenizer =AutoTokenizer.from pretrained("savasy/bert-base-turkish-
sentiment-cased")

Veri 6n isleme ve model sonuglarinin gorsellestirilmesi i¢cin Python’in seaborn ve matplotlib
kiitiiphaneleri kullanilmigtir. Ayrica figma ile tasarlanan arayiizler canliya alinirken
Python’da bulunan tkinter kiitiiphanesi kullanilmistir. Bu kiitiiphane python veri analiz

sonuclarinin basit sekilde kullanici arayiiziine doniistiiriilmesini saglamaktadir.

Test: Test asamasi ortaya ¢ikarilan {irliniin miisteri ihtiyaclari ile kesisiminin ve farklarinin
incelendigi asamadir. Sosyal bilimcilerden destek alinarak program arayiiziiniin farkli veri
setleri ile test edilmesi saglanmistir. Bu asamada cevik yontemin esnekliginden
faydalanilarak kullanicilarin yonlendirilmesi dogrultusunda siirecin bagina doniilerek
gereksinim analizi, tasarim ve gelistirme siirecleri tekrarlanarak siire¢ iyilestirilmesi
gerceklestirilmistir. Ornegin; aragtirmacilar veride az gegen kelimeleri sayisal olarak
cikartirken bu saymnin toplam verideki oranint merak ettiklerini belirtmislerdir. Bu

dogrultuda ilgili ekranlara bilgilendirme ekranlar1 eklenmesi saglanmustir.

Canliya Alma ve Takip: Proje siirecinin son adimlarindan olan canliya alma asamasinda
hazirlanan iirlin miisterilere teslim edilmektedir. Ancak miisteriye teslim siirecin
sonlanmasini ifade etmemektedir. Miisteri kullanmaya basladiginda tekrar ele alinmasi
gereken detaylar ortaya ¢ikabilir. Takip asamasinda ise kullanicilardan geri bildirim
toplamanin yani sira, Turkish-BERT modeli ve dnceden egitilmis olarak kullanilan topik
modellemenin zaman igerisinde basar1 oram1 diisebilir. Bu modellerin izlenerek

giincellenmesi ve gerektiginde farkli modellerle degistirilmesi saglanacaktir.
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BOLUM 5: UYGULAMA

Metin madenciligi siirecleri veri kaynaginin igerigi ve yapilmak istenen analiz tiiriine gore
oldukca uzun ve zahmetli olabilmektedir. Bahsedildigi gibi en temelde ve erisilmesi kolay
olan Twitter verisi i¢in 6n isleme adimlar1 genel olarak ayni siiregleri igermektedir. Bu
bolimde sanal asistan yardimi ile Twitter’dan kullanicinin  belirledigi  6zellikler
dogrultusunda veri ¢ekme islemi, analiz ihtiyacina gore sec¢ilen on isleme adimlart ve
sonucunda temizlenen veri lizerinden yapilabilecek analiz siiregleri (duygu analizi, topik

modelleme) bulunmaktadir. Asagida sanal asistan tasariminin giris ekran1 goriilmektedir.

Ana Sayfa Hakkimizda iletigim

Turkce Sosyal

Medya Analizi |
Sanal Asistani .

Sanal asistan sayesinde metin verilerinin én
islerme&analiz adwnlan oneriler vardini ile
programiama bilmeyen kisiler taratindan da
kolayca yapilkabili

Hemen baslayalim!

Sekil 34: Sanal Asistan Giris Ekrani

5.1. Verinin Elde Edilmesi

Sosyal medya kaynaklarinin artmasi ile birlikte ¢ok farkli kaynaklardan metin verisine

ulagarak analiz yapmak miimkiin hale gelmistir. Facebook, Instagram, Twitter gibi sosyal

medya platformlarin1 yani sira haber, blog ve eticaret siteleri 0rnek olarak verilebilir. Bu

caligma Twitter verisi lizerinden gergeklestirilmistir. Verinin elde edilmesi agsamasinda agik

kaynak kodlu programlama dili olan Python kullanilmistir. Python ile Twitter Gzerinden veri
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¢ekme islemi sirasinda snscrape kiitliphanesi kullanilmistir. Bu kiitiiphane sosyal aglardan
kullanic1 profilleri, hashtag’ler gibi bilgilerin toplanmasim1 saglar. Burada yalnizca
Twitter’dan veri almak i¢in kullanilmistir ancak Facebook iizerinden; kullanici profilleri,
gruplar ve topluluklar (ziyaretci gonderileri), Instagram iizerinden; kullanici profilleri,

hashtag’ler ve konumlar vb. bilgilerin alinmasi i¢in kullanilabilir.

Verinin elde edilmesi asamasinda sanal asistan aracilifiyla kullanict Twitter’dan veri
cekebilecegi gibi elinde hazir bulunan metni programa yukleyerekte kullanabilmektedir.

Asagida On yiizde bu se¢imin yapildig: ekran goriilmektedir.

«‘ Ana Sayfa Hakkimizda b

@'f

- 2 -

Sekil 35: Sanal Asistan Veri Cekme ve Yiikleme Ekrani
Disaridan yapilan veri yliklemelerinde yiiklenen belge csv formatinda olmalidir. Arayiiz

ekraninda kullanici format hakkinda bilgilendirilerek yonlendirilmektedir.
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> | Ana Sayfa Hakkimizda [=

Metin Verisi Yiikle

Cekmek istediginiz veriyl secin -

Metin verisi csv formatinda olmal ve tek bir sutundan olusmalidir. Agadida formata drnek veri gdrilmektedir

A
1 Metin
2 Ekonoml,Hukuk vs ogrenmek Istiyorum kitap onerlsl yapar misiniz 2
3 Serpme kahwalti selfilerl atilir yine yaz geliyor ya
4 "bir semtin hayvanlan sizden kagmiyorsa orada yasayin cinkh komsulanniz ghzel insanlardir

g

Sekil 36: Sanal Asistan Dis Kaynak Veri Yiikleme Ekrani
Kullanic1 Twitter ile veri ¢ekme adimindan devam ederse, veri ¢gekme islemi sirasinda ilk

adim arka planda gerekli kiitiiphanelerin kurulumunun yapilmasidir.

import pandas as pd

import snscrape.modules.twitter as sntwitter

Gerekli kiitiiphaneler import edildikten sonra kullanicidan ¢ekmek istedigi verinin detaylari

istenir. Bu detaylar agagida maddelenmistir.

e Dil detay1 (tr/en)
e (Cekilmek istenen veri miktari
e Analiz tarih araliklar1

e Analiz edilecek anahtar kelimeler
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Yukaridaki maddeler 6n yiizde kullaniciya asagidaki sekilde sorulmaktadir. Bu calisma
icerisinde siirecin anlatiminda 10.000 satirlik “ekonomi” etiketi altinda olan Tiirkge

Tweet’ler kullanilmistir.

‘ Ana Sayfa Hakkimizda "

Twitter'dan Veri Cek

Hangi dilde tweet gekmek istivorsunuz?

| Tarkge |

Kag adet veri gekmek istivorsunuz?

Hangi tarihler aras) veri gekmek istersiniz? - ==
“eri gekme islemini zaman tabakal yapmak istermisiniz? Istedifini tarih aralifinda ve veri sayeanda her glnden
Baditi mikisrea wer abmam2i aagiar

Cekmek istedidiniz anahtar kelimeleri aralanna virgdl
koyarak giriniz.

|

Sekil 37: Twitter'dan Veri Cekme Ekrani

Kullanici “Baglat” butonuna tikladiktan sonra arka planda istenilen kelimeler ve tarih aralig1
icin giinliikk bazda veri ¢ekilerek giinliik ortalama veri sayis1 hesaplanir. Kullanici istedigi
veri sayisindan az ya da fazla veriye ulasma durumunu bu yonlendirme sayesinde
gorebilmektedir. Istedigi veriden daha az veriye erisimi olan kullanicilar veri gekme ekranina
donerek daha fazla veya farkli anahtar kelime ile aramayi tekrarlayabilir. Fazla veri elde

edilebilen kullanicilar ise veri sayisin1 giincelleyerek analiz kapsamini genisletebilir.
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‘ Ana Sayfa Haklimizda h

Veri Sayisi Bilgilendirme Sayfasi

TR Dilinde, ekonomi ve enflasyon kelimeleri igin 2021-01-01/2022-01-01 tarihleri arasinda 10.000
satir veri gekilecektir.

Bu tarihler arasi ortalama gunluk veri sayisi incelendiginde
istediginiz kelimeler igin giinliik ortalama 2000 satir veri

bulunmaktadir,

Cekmek istediginiz veri sayisini giincellemek ister
) misiniz?

Sekil 38: Cekilen Veri Sayis1i Hakkinda Bilgilendirme Ekrani

Kullanicidan gerekli bilgiler alindiktan sonra bir dongii yardimi ile Twitter’dan veri ¢ekme
islemi gergeklestirilir. Bu islem sirasinda snscrape kituphanesindeki TwitterSearchScraper
fonksiyonu kullanilmaktadir. Burada verinin gelme siiresi ¢ekilmek istenen veri sayisi ve
girilen tarih araligina gore degiskenlik gosterir. Programa giris yapan her kullanicinin ¢ektigi
etiket ve veri sayisina gore veri ¢gekme siiresi arka planda kaydedilmektedir. Bu veri egitim
seti i¢in yeterli boyuta geldiginde etiket ve veri miktarina gore veri ¢ekme siiresi tahmin
edilerek kullaniciya makine 6grenmesi destekli yonlendirme saglanacaktir. Asagida verinin

cekilmesi sirasinda kullanilan Python kod pargas1 gosterilmektedir.
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fori,tweet in enumerate (sntwitter.TwitterSearchScraper ( (
anahtar kelime 1list[0] or anahtar kelime list[1l]) +
'lang: {0} since: {1} until: {2}

—-filter:1links -
filter:replies'.format (language,since ,until )).get items()):

ifi>data row:
break
user =user + [tweet.username]
date =date + [tweet.date]
content = content + [tweet.content]

veri seti = pd.DataFrame ({"user":user, "date":date, "content":content})

Veri ¢ekme islemi basarili olarak tamamlandiktan sonra verinin iizerinde herhangi bir
temizlik islemi yapilmadan kullaniciya veri hakkinda 6zet bilgi saglanir. Bu 6zet bilgi

kullaniciya veri temizleme adiminda rehberlik etmesi i¢in hazirlanmistir.
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‘ Ana Sayfa Hakkimizda ..

Veri ile ilgili Ozet Bilgi

T vty Baninchs Teesl Saym Dadphe Sead Bansde Teee! Sapm Defshrs

N r_"ljjl.llll.. IR R E AR S

Veride Sik Gegen Kelimeler Veride Az Gegen Kelimeler

soinesirde '8 BiboZzuk 1uk

]
e

1]
kﬁt[_] buyik mi © k0| n u $ u rr-al it
kadal" g""'ark;;. g diye E:"" ge.f“.:']TklyD Fmus

Sekil 39: Veri Hakkinda Ozet Bilgilendirme Ekrami
Kelime bulutunun olusturulmasi i¢in asagidaki kod parcasinda goriildiigii gibi gerekli
kiitliphanelerin import edilmesi gerekir. Ayica yillik ve aylik bazda tweet sayisinin dagilimi
icin Python’un gorsellestirme kiitiiphaneleri olan seaborn ve matplotlib kullanilmstir.

Asagida gerekli kod parcasi goriilmektedir.

import seaborn as sns

import matplotlib.pyplot asplt

fromwordcloud import WordCloud

wordcloud =WordCloud (background color="white") .generate (text)
plt.imshow (wordcloud, interpolation="bilinear")

plt.axis ("off")

plt.tight layout (pad=0)

plt.show ()
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En sik ve en az gegen kelime dagilimlarini kelime bulutu iizerinde goren kullanict sonraki

adimlarda analizin igerigine 6zel kelime temizleme islemleri gerceklestirebilir.

5.2. Verinin Hazirlanmasi

Veri Ozet bilgilerini géren kullanici sonraki adimda metin verilerinin standartlastirilmasi
adimina yonlendirilir. Standartlagtirma adiminda kullanic1 agsagida madde halinde verilen

islemleri gerceklestirebilir.

e Metinlerin kicuk harfe ¢cevrilmesi

o # @, rt, http gibi etiketlerin temizlenmesi

e Noktalama isaretlerinin temizlenmesi

e Sayilarin temizlenmesi

e Kisaltmalarin temizlenmesi ve doniistiiriilmesi

e Emojilerin temizlenmesi ve doniistiiriilmesi

Onisleme siireglerinde Python’m programlama dilinde bulunan “replace” ve “lambda”

fonksiyonlar1 kullanilmistir.

temiz vl['content'] = veri seti['content'].apply(lambda x: "
".join(x.lower () for x in x.split()))

temiz v2['content'] = temiz vl['content'].str.replace r'#\s+', '")
temiz v3['content'] = temiz v2['content'].str.replace(r'@\s+', '")

\}

[ (
[ ] (
= temiz v3['content'].str.replace(r'http\s+', '')
= temiz v4['content'].str.replace(r'["\w\s]', ''")
[ ] (

[
[
temiz v4['content'
[
[ = temiz v5[' .str.replace(r'\d', ''")

]
]
temiz v5['content']
]

temiz vo6['content

\} \}

content

Kullanic1 asagidaki sekilde oOnyiiz aracilifiyla se¢im yaparak istedigi standartlagtirma
islemlerini gercektestirebilir. Bazi durumlarda kullanicinin analiz siirecine bagli olarak
temizlemek istemedigi 6zel isaretler olabilir. Bu durumlarda se¢im yapmadan ilerlenmesi
gerekir. Temizleme siirecinde kullanici gektigi veya yiikledigi veriye 6zgii 6zel karakterlerin
sayisal dagilimi konusunda bilgilendirilir. Ornegin; ekonomi i¢in ¢ekilen veri igeriginde 850
adet noktalama isareti bulunmaktadir. Oldukg¢a fazla olan bu oran kullanici tarafindan
silinebilir. Ayrica kullanic1 verisinde sayisal olarak fazla olan kisaltma ve emojileri metne

doniistiirerek kullanabilmektedir.
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-‘ Ana Sayfa Hakkimizda ’

Standartlastirma iglemleri

Metinlerin Kiigiik Harfe Gevrilmesi Noktalama Igaretlerini Temizle

‘eride 850 adet noktalama bulunmaktadir

Hastag'lerin Temizlenmesi Sayilarin Temizlenmesi

Weride 86 adet hashtag bulunmaktadir, Weride 200 adet sayi bulunmaktadir.

Kisaltmalarin Temizlenmesi m

Veride 25 adet @ bulunrmaktadir Weride 150 adet kisaltma bulunmaktadir.

Emaojilerin Temizlenmesi

Weride 110 adet rt etiketi bulunmaktadir, Veride 80 adet ermoji bulunmaktadir

@ igaretinin Temizlenmesi

RT Etiketlerinin Temizlenmesi

http Etiketlerinin Temizlenmesi

Veride 300 adet hitp etiketi bulunmaktadir.

Uygula!

Sekil 40: Veri Standartlastirma Ekrani
Se¢imler sonrasinda arka planda metinlerin kiigik harfe donustiiriilmesi, 6zel ifadelerin,
noktalama isaretlerinin ve sayisal ifadelerin temizlenmesi c¢ekilen veri Grnegi Uzerinden

gosterilmektedir.
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"bir semtin hayvanlari sizden kacmiyorsa orada yasayin
cunki komsulariniz gtizel insanlardir" \nGoethe \nBu s6zin
dogru oldugunu Turkiye 6zelinde cok defa aci bicimde test
ettim, o mahallenin egitim/ekonomi iliskisi ve birincisi cikan
partisi %90 oraninda kendini belli ediyordu.

l Kiguk Harfe Donustlrilmesi

"bir semtin hayvanlarn sizden kagcmiyorsa orada yasayin
cunku komsulariniz guzel insanlardir” goethe bu sézin
dogru oldugunu tarkiye 6zelinde cok defa aci bicimde test
ettim, o mahallenin egitim/ekonomi iligkisi ve birincisi cikan
partisi %90 oraninda kendini belli ediyordu.

Noktalama Isaretlerinin Temizlenmesi

bir semtin hayvanlari sizden kacmiyorsa orada yasayin
cunku komsulariniz guzel insanlardir goethe bu s6zun dogru
oldugunu turkiye 6zelinde cok defa aci bicimde test ettim o
mahallenin egitimekonomi iliskisi ve birincisi cikan pa 90
oraninda kendini belli ediyordu

Sayilarin Temizlenmesi

bir semtin hayvanlar sizden kacmiyorsa orada yasayin
cunku komsulariniz guzel insanlardir goethe bu s6zun dogru
oldugunu turkiye 6zelinde cok defa aci bicimde test ettim o
mahallenin egitimekonomi iliskisi ve birincisi cikan pa
oraninda kendini belli ediyordu

Sekil 41: Veri Standartlagtirma Siireci Ornegi
Standartlastirma isleminden sonra veri On islemenin baska bir adimi olan filtreleme adimi
gelmektedir. Burada Tweet’ler igerisinde gegcen durdurma kelimeleri python igerisinde
bulunan NLTK kiitiphanesindeki genis listeden standart olarak temizlenebilir. Ayrica
kullanicinin analiz siirecine gore belirledigi kendi 6zel durdurma kelimelerini ¢ikarabilmesi
de bu ekran Gzerinden mimkunddr. Kullanici filtreleme ekranina yonlendirilmeden 6nce

durdurma kelimeleri hakkinda bilgi almasi i¢in bilgilendirme ekranina yonlendirilmektedir.
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‘ Ana Sayfa Hakkimizda '

Durdurma Kelimeleri Nedir?

Durdurma kelimeleri metin igerisinde herhangi bir anlam ifade etmeyen,
analiz sonucunu etkilemeyecek kelimelerdir. Asadida Tlrkge igin durdurma
kelimelerinin bir kismini inceleyebilirsiniz. Hafizadan tasarruf etmek ve metindeki
sakl anlama daha etkili bigimde ulagabilmek igin temizlenmeleri tavsiye edilir.

acaba', 'ama', 'aslinda', 'az', 'bazi', 'belki', 'biri', 'birkac',’

|

E :b?r$ey', ibiz', 'bu', '?CB', 'gunkt',l’da‘, 'dahq', 'de', 'defa',
1 'diye', 'eger', 'en', 'gibi', 'hem', 'hep', 'hepsi', 'her', 'hig',
\'igcin', 'ile', 'ise', 'kez', 'ki', 'kim', 'mi', 'mu', 'mii', 'nasil’,
, 'ne', 'neden', 'nerde', 'nerede', 'nereye', 'nig¢in', 'niye', 'o',

: '‘sanki', ‘sey', ‘siz', 'su', 'tim', ‘'ve', ‘veya', 'ya', 'yani'

Sekil 42: Durdurma Kelimeleri Bilgilendirme Ekram
Kullanici “Devam Et” butonu ile ilerlediginde filtreleme ekranina ulasacaktir. Asagida arka
planda durdurma kelimelerinin ¢ikartilmasi i¢in gereken python kod pargast goriilmektedir.
NLTK Kkiitiiphanesi araciligiyla indirilerek sw adli degiskenin icerisine alinan durdurma

kelimeleri listesi lambda fonksiyonu araciligiyla silinmistir.

import nltk

nltk.download ("stopwords")
fromnltk.corpus import stopwords
sw = stopwords.words ("turkish")

temiz v7['content'] = temiz v6['content'].apply(lambda x: " ".join(x
for x in x.split() if x not in sw))

Kullanici arayiiz tizerinden asagidaki sekilde se¢im yaparak durdurma kelimeleri temizleme

islemini gergeklestirebilmektedir. Ayrica bu ekran araciligiyla yalnizca standart belirlenen
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kelimeler degil, analiz siirecine uygun cikartilmak istenen kelimeler de aralarinda virgiil
olacak sekilde yazlarak cikartilabilir. Ornegin; ekonomi iizerine yapilan metin madenciligi
stirecinde, sik gecen kelimeler lizerinden hazirlanan kelime bulutunun “ekonomi” kelimesini
biiylik sekilde gorsellestirilmesi beklenen bir durumdur. Bu kelime kaldirilarak sakli olan
diger anlamlar kelimeler araciligiyla ortaya ¢ikarilabilir. Ek olarak veride az gegen kelimeler
sonuca etki etmedikleri halde boyutsal olarak yer kaplamaktadir. Kullanici yiizdesel olarak

giris yaparak az gecen kelimelerin istedigi miktarda silinmesini saglayabilir.

‘ Ana Sayfa Hakkimizda ’r

Filtreleme Sayfasi

Durdurma Kelimelerini Temizle!

Ek olarak gikarmak istediginiz kelimeleri agagidaki kutucuda aralarina virgiil koyarak girebilirsiniz.

ekonomi, finans, enflasyon

Veride az gecen kelimelerin yiizde kagini gikarmak istersiniz? % 10

Cikarmak istediginiz %10 105 kelimeye denk gelmektedir.

Az gegen kelimeler sonuca etki etmeyecek olmalanna ragmen
hafizada yer kaplamaktadir. Uygun buldugunuz araligs silmeniz
tavaiye edilir.

‘ ) Uygula!

Sekil 43: Veri Filtreleme Ekrani
Asagida ornek olarak g¢ekilen veri iizerinden durdurma kelimelerinin ¢ikarilmasi islemi

gosterilmektedir.
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bir semtin hayvanlar sizden kacmiyorsa orada yasayin cunku
komsulariniz giizel insanlardir goethel bui s6zln dlliF oldugunu

0g
turkiye 6zelinde cok defa aci bicimde test etti n ahallenin
egitimekonomi ilis |51lﬂ birincisi ¢cikan pa oraninda kKendini belli
ediyordu

Durdurma Kelimelerinin Temizlenmesi

bir semtin hayvanlari sizden kacmiyorsa orada yasayin
komsulariniz guzel insanlardir goethe s6zun dogru
oldugunu turkiye 6zelinde aci bicimde test ettim mahallenin
egitimekonomi iliskisi birincisi cikan pa oraninda kendini
belli ediyordu

Sekil 44: Filtreleme Siireci Ornegi

Durdurma kelimeleri igerisinde bulunan “cok™, “bu”, “ve”, “o0” gibi anlamsal olarak analiz

sonucuna etkisi olmayan kelimelerin filtreleme adiminda cikarilmasi saglanmistir.

5.3. Bilgi Cikarimi

Birimlestirme, standartlastirma ve filtreleme veri 6n isleme adimlarindan sonra temizlenen
veri analize hazir hale getirildi. Bu asama da temiz veri lizerinde tekrar en sik gecen
kelimelerin dagilimini kelime bulutu yardimiyla incelemek faydali olacaktir. Istenmeyen
kelime ve kelime gruplari i¢in standartlagtirma ve filtreleme adimina doniilebilir. Sanal

Asistan Onyiiziinde asagidaki ekran lizerinden istenilen analiz tiirii se¢ilerek devam edilebilir.
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‘ Ana Sayfa Hakkimizda h

Veri Analiz Sayfasi

Turkish-BERT ile Duygu Analizi Yap Pre-Train Model ile Topic Analizi Yap

Sozliik Yontemi ile Duygu Analizi Yap

Kendi Topic Modelini Olustur

Sekil 45: Veri Analiz Ekram
Kullanici bu analizlerden herhangi biri ile devam etmek istendiginde ilgili analiz hakkinda
detayl1 bilgi almasi i¢in bilgilendirme ekrani agilmaktadir. Asagida bu ekranlardan Turkish-
BERT o6rnegi paylasiimaktadir.
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‘ Ana Sayfa Hakkimizda ’

Turkish - BERT

Genig bir editim seti kullanilarak editilmis duygu analizi modelidir.
Sonucunda analiz ettiginiz Tweet'ler i¢in olumlu [ clumsuz etiketi ve ilgili etiketin olasihdini
déndirmektedir.

Cekilen Tweatlernin Duygu Daddim

[[{'label’: "positive’, 'score': @.986}],
[{'label’': ‘negative’, "score’: @.730}]]

tweet_sayisi

megatne st
label

Sekil 46: Veri Analiz - Turkish-BERT Bilgilendirme Ekram
Kullanic1 analiz ihtiyacina gore analizlerin bilgilendirmelerini inceleyerek se¢im

yapabilmektedir.

5.3.1. Turkish-BERT ile Duygu Analizi

Veri analiz siirecinin ilk adimi olarak, Google tarafindan yonetilen BERT (Bidirectional
Encoder Representations from Transformers) adli calismanin Tirkge versiyonu
TurkishBERT ile duygu analizi islemleri gergeklestirilecektir. BERT algoritmasi temelde
climleleri sagdan sola ve solda saga dogru tarayarak kelimeler aras1 iliskiyi iki yonlii aramay1
amaclar. Tarama islemi sirasinda iligkiyi sentezlemek i¢in ise transformer denilen temelinde
Ileri Beslemeli Sinir Aglar1 (Feed Forward Neural Networks) olan bir fonksiyon kullanr.
TurkishBert modelinin mevcut siiriimii, Tiirk OSCAR kiilliyatinin filtrelenmis ve climle
boliinmiis bir versiyonu, yakin tarihli bir wikipedia dokiimii, ¢esitli OPUS kiilliyatlar1 ve

Kemal Oflazer tarafindan saglanan 6zel bir kiilliyat lizerinde egitilmistir. Temel 6grenme
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veri setinin de genisligi sayesinde (yaklasik 35gb Tiirkge metin) TurkishBERT yiiksek

basarim elde edebilmektedir.

Turkish-BERT modelinin hazirlanan temiz veri {izerinde uygulanabilmesi i¢in oncelikle
gerekli kiitiiphanelerin ¢alismaya dahil edilmesi gerekir. Python’da bulunan transformers

kiitiiphanesi kullanilarak model pipeline siireci asagidaki sekilde olusturulmustur.

fromtransformers import AutoModelForSequenceClassification, AutoTokenizer,
pipeline

model = AutoModelForSequenceClassification.from pretrained("savasy/bert-
base-turkish-sentiment-cased")

tokenizer =AutoTokenizer.from pretrained("savasy/bert-base-turkish-
sentiment-cased")

sa=pipeline ("sentiment-analysis", tokenizer = tokenizer, model =model)

Olusturulan model pipeline’1 (sa) yardimiyla asagidaki goriildiigii gibi duygu sonuglari elde
edilebilir. Burada dikkat edilmesi gereken nokta analiz i¢in hazirlanan temiz verinin string

veri tiiriinde olmasi gerektigidir. Asagida bu doniisiim gosterilmektedir.

data["content"] =data["content"].apply(lambdar: str(r))
sentiment list =[]
foriindata["content"]:

sentiment list.append(sa(i))

Turkish-BERT model sonucunda asagidaki sekilde ¢ikt1 tiretmektedir. Ciktida goriildiigii gibi
metinlerin pozitif, negative etiketlemesinin yani sira duygu skor olasiliklar1 bulunmaktadir.
Bu olasiliklar yardimi ile n6tr duygu dagilimina sahip ciimlelerde belirlenebilir. Bu ¢ikti

python igerisinde veri ¢ercevesine doniistiiriilerek gorsellestirmeler de kullanilabilir.

[[{'label': 'positive’, 'score’: 0.9860413670539856}],

[{'label": 'negative’, 'score": 0.7391416430473328}],

[{'label": 'positive’, 'score’: 0.5551885366439819}],

'label’; 'negative’, 'score': 0.9220163226127625
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[{'label": 'negative’, 'score": 0.997983455657959}],

[{'label": 'positive’, 'score’: 0.9592059254646301}]]

Ekonomi etiketi baz alinarak ¢ekilen Twitter verisinin duygu skor dagilimi seaborn
kiitiiphanesi araciligyle gorsellestirilmistir. Python kodu ve duygu dagilim grafigi asagida

gorulmektedir.

sns.catplot (x = "label", y = "tweet sayisi", kind = "bar", data =
duygu_sonuc) .set (title="'Cekilen Tweetlerin Duygu Dagilimi')

Cekilen Tweetlerin Duygu Dadilimi
T000 1
GO0 1

5000 1

E

tweet sayisi

3000 -

2000 1

1000 4

negative positive
label

Sekil 47: Turkish-BERT Duygu Analizi Sonuglar:
Gorildigi gibi “ekonomi” etiketi ile ¢ekilen 10.000 satirlik verinin duygu dagiliminin
yaklagik %70’1 negatif olarak etiketlenmistir. Kalan %30’luk kisim ise pozitif olarak
goriilmektedir. Tweet paylasiminda bulunan kullanicilarin genel olarak olumsuz yorumlarda
bulundugu goriilse de bu duygu dagiliminin ilgili konu basliklar1 altinda nasil dagildigini

gérmek yorumlama da bulunmak icin kritiktir.
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5.3.2. Pre-Train Model ile Konu Analizi

Arastirmacilar konu modellemesi igin internette hazir bulunan etiketlenmis veri setlerini
kullanabilecekleri gibi kendi ihtiyaglarma uygun olarak veri seti etiketlemelerini

gerceklestirebilirler. Asagida metin belgeleri tizerinde konu etiketleme 6rnegi paylasilmistir.

Tablo 4: Topik Modelleme - Etiketli Veri Ornegi

Yorum Kategori Etiketi

Uriin gok guizel herkese tavsiye ederim ancak kargo elime ¢ok geg Kargo
ulasti

Uriinii severek kullaniyorum site arayiiziinden zor siparis Fiyat, Site aray(izi
versemde en uygun fiyatli buradaydi

Uriin kullanisli fakat hala ayni iiriin i¢in kampanya mesajlar1 Kampanya
almaya devam etmekteyim biktim gergekten

Kargo elime ¢ok geg ulasti Kargo

Etiketlenmis veri kullanmanin disinda gozetimsiz 6grenme algoritmalar1 yardimi ile
aragtirmacinin veri setini kiimelere ayirmasi ve kiime igeriklerine gore kategorize etmesi

miimkiindiir. Asagida metin verisi kiimeleme 6rnegi gosterilmektedir.

-—
7 - ~
adet \
/
kargo ulasim l fiyat taksit \
5 ulasti i ucuz Pperformans
ahali
paketleme iz, A /
adres . ~ ’
teslimat ~ o —
kargocu -
” ~ N

/7
[ misteri hizmetleri

lgbr[jgme zZor sonugsuz

vetersiz”ﬁisim
destek

« alarm 7/
-

~.'-—m—

Sekil 48: Topik Modelleme - Kiimeleme Ornegi
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Bu calismada bahsedilen yontemler icerisinden analiz icerigine gore yeterlilik saglayan, hazir
veri seti ile model egitim siireci gerceklestirilecektir. Sanal asistan igerisinden kullanicilarin
kendi etiketlemelerini yaptiklar1 veri setini yiikleyerek egitmesi ve bunun sonucunda yeni
gelen verileri kategorize etmesi mumkundur. Asagida internetten hazir olarak alinan veri seti

iceriginin kategori dagilimi goriilmektedir.

Kaitar ; 700

Sekil 49: Egitim Verisi Kategori Dagilim
Veri seti 7 kategori icin toplamda 4900 satir veriden olusmaktadir. Her bir kategori i¢in
grafikte goriildiigii gibi 700 adet veri bulunmaktadir. Konu modellemesi i¢in bu veri setinin
egitim ve test veri setine boliinerek cesitli algoritmalar iizerinden en basarili modelin

secilmesi gerekmektedir.

Modelleme asamasina ge¢ilmeden Once veri etiketlerinin ve yorum verisinin sayisal hale
getirilmesi gerekmektedir. Veri etiketleri i¢in Python’da bulunan factorize fonksiyonu
kullanilmistir. Verilen etiketler: Siyaset:0, Diinya: 1, Ekonomi: 2, Kiiltiir: 3, Saglik: 4, Spor:
5, Teknoloji: 6

Yorum verilerinin sayisallagtirilmasi iginse, python’in makine 6grenmesi kiitiiphanesi
sklearn icerisindeki (TfidfTransformer, TfidfVectorizer) belirli fonksiyonlar kullanilarak
TF-IDF doniisiimii ile sayisallastirma islemi gergeklestirilmistir. Asagida sayisallastirma

sonucu gosterilmektedir.
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(0,32751)  0.0716785418867453

(0, 40510)  0.0254416775637408
0.1183630916579576

(0, 10348) 0.1162063265539641

(0, 56957) 0.0721996111311338
(0, 21838) 0.0449074766303545
0.1385974006164784

(0, 3126) 0.0545436076990602

(0, 90019) 0.1208528942465008
(0, 40822) 0.0359772823901719

0.0612038920597334

0.1208528942465008

Sayisallastirma islemlerinin ardindan bahsedilen veri kaynag egitim (%80) ve test (%20)
olmak iizere iki parcaya ayrilmistir. Bunun sebebi elde hazir olarak bulunan etiketlenmis
verinin modelin basarisini test etmek i¢cinde kullanilabilmesidir. Bu basar1 oranina gore
uygulanan algoritmalar arasindan en iyi sonucu veren model baslangicta temizlenen veriye

uygulanacaktir.

from sklearn.model selection import train test split

X train, X test, y train, y test = train test split (model df["text"],
model df["labels"], test size = 0.2, random state = 4)

Egitim ve test olmak iizere ikiye ayrilan veri seti lizerinde bagimli degisken olarak etiketlenen
metin ve bagimsiz degisken olarak ise etiketler (kategoriler) kullanilmistir. Asagida egitim

ve test olarak ayrilan veri seti lizerinde uygulanan algoritmalar listelenmistir.

o Naive Bayes
e Lojistik Regresyon
e Karar Agaci
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e Rasgtele Orman
e Gradyan Arttirma
e XgBoost

Algoritmalarin uygulanmasi asamasinda Python’un sklearn kiitiiphanesi kullanilmistir. Tiim
modellerin nesnelerinin olusturulmasi ile baglayan siire¢, verinin modele uydurulmasi (fit
edilmesi) ve sonucunda tahminlemenin yapilmasi ile devam etmektedir. Modelin 6§grenme
sonucunda tahmin ettigi kategori dagilimi ile gercek kategori degerleri arasindaki
farkliliklarin incelenmesini saglayan karisiklik matrisi (confusion matrix) yardimiyla model
basarist degerlendirilebilir. Asagida model kurma siirecine 6rnek olarak Lojistik Regresyon
Python kodu gosterilmektedir.

LogicReg = LogisticRegression ()
LogicReg.fit (train vectors, y train)
prediction = LogicReg.predict (test vectors)

print ("Logistic Regression ::\n", confusion matrix(y test,
prediction), "\n")

print (accuracy score(y test, prediction))

Uygulanan tiim algoritmalarin basarisinin degerlendirilmesinde en temelde asagidaki
confusion matrix ¢iktisindan yararlanilabilir. Bu matris sayesinde ilgili kategori bazinda
tahmin edilen degerlerin dogruluk orani belirlenebilir. Ornegin; 0 etiketine sahip olan Siyaset
kategorisi i¢in test veri setinde yaklagik 140 adet gézlem bulunmaktadir. (Test veri setinde
4900’tin %20’s1 980 adet kayit bulunmaktadir. 7 kategori i¢in 980/7 lizerinden yaklasik
140’ar adet kayit bulunmasi beklenir.) Bu gozlemlerin 121 tanesi gercekte Siyaset iken
siyaset olarak dogru tahmin edilmistir. 6 tanesi ise gergekte Siyaset iken 1 etiketine sahip

dunya kategorisi olarak yanlig tahmin edilmistir.
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Tahmin Edilen Degerler

— 0 1 2 B3 4 5 &
0[ 1216 4 2 1 0 1 ]
108 1232 3 2 0 5 ]
204 4 1213 3 0 5 ]
Gercek | 3714 1 2 1350 0 1 ]
Degerler | 41 1 1 4 3 1080 0 ]
52 2 2 4 1 1550 ]
6/ 0 1 6 5 5 0 119]

Sekil 50: Karisikhk Matris Sonucu
Confusion matris {izerinden hesaplanan dogruluk degeri toplamda dogru olarak
siniflandirilanlarin tiim siniflandirilan kategorilere orani olarak hesaplanir. En temel basari
metrigi olarak kullanilmaktadir. Veri lizerinde uygulanan tiim algoritmalarin basar1 oranm

asagidaki grafikte goriilmektedir.

e _

90.00%
Logistic Regression

67.63%

85.99%

Random Forest

Uygulanan Algoritmalar

85.10%
Gradient Boosting

o _

0o 02 04 06 08
Basan

Sekil 51: Topik Modelleme Algoritma Basar1 Dagilimi
Grafikte goriildiigii gibi en basarili algoritma Lojistik Regresyon olarak belirlenmistir.
Burada dengeli bir veri seti kullanildig1 i¢in accuracy degeri ilizerinden algoritma segimi
gerceklestirilebilir. Ancak dengesiz dagilan veri setlerinde Ornegin; 100 adet islem
icerisinden %1 oraninda yapilan aykiri (fraud) islemi bulabilmek i¢in dogruluk oranina
bakilmasi yetersiz kalacaktir. Ciinkii veri seti aykir1 olmayan islem sayisi daha fazla oldugu
icin bu sinifi dogru olarak %99 oraninda tespit edebilecektir oysaki analizin temel amaci
%1’lik kismi tespit edebilmektir. Bu durumda farkli basar1 metrikleri ile degerlendirme

yapilmasi gerekir. Bu metrikler; kesinlik (precision), duyarlilik (recall) ve f1 skoru olarak
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Ozetlenebilir. Duyarlilik aykir1 islem iizerinden agiklanacak olursa; gercekte sahtekarlik
yapan islemlerin ka¢ tanesinin aykir1 olarak etiketlendiginin sayisinin hesaplanmasinda
kullanilir. Kesinlik ise aykiri olarak tahmin edilen degiskenlerin ka¢inin gergekte dogru
tahmin edildigi sayisinin hesaplanmasinda kullanilir. Son olarak f1 skoru ise kesinlik ve
duyarlilik metriklerinin harmonik ortalamasinin alinmasi ile hesaplanir. Genel degerlendirme

icin bu metrigin kullanilmasi tavsiye edilmektedir.

Asagida “ekonomi” etiketi i¢in ¢ekilen 10.000 satirlik veri i¢in yapilan kategori dagilim

siiflandirmasinin sonuglar1 gorilmektedir.

Cekilen Tweetlerin Kategori Dagihmi

3000 4

2500 1

Pt

]

=]

[=]
i

tweet_sayisi
&
=]
(=]

1000 1

500 1

Dinya Ekonomi Koltdr Saghk Siyaset Spor TEknoloji
tahmin_category_logistic

Sekil 52: Ekonomi Verisi Kategori Dagilimi
Verinin kategori dagilimi incelendiginde biiyiik boliimiiniin Dlnya olarak etiketlendigi
goriilmektedir. Ikinci sirada ise Teknoloji ve spor kategorisi gelmektedir. Ekonomi terimi
giinliik yasamda her alan1 genel olarak etkiledigi i¢in bu analiz dogrultusunda beklenen bir
sonucla karsilasildigi yorumu yapilabilir. Sanal asistan1 kullanan kisiler yapacaklar1 analiz
dogrultusunda farkli anahtar kelimeler secerek analizlerine 6zgii kategori dagilimlarin
inceleyebilirler. Ornegin asagida “korona” kelimesi i¢in olusturulan kategori dagilimi

gosterilmektedir.
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Cekilen Tweetlerin Kategori Dagilimi

3500

3000 4

:

tweet_sayisi
=1
(=]
=

&
s

1000 4

500 4

ﬂ-
Diinya Ekonomi KOltdr Saghk Siyaset Spor TEknoloji
tmhmin_category_logistic

Sekil 53: Korona Kelimesi Kategori Dagilimi
Ekonomi etiketi ig¢in gergeklestirilen analizin kategori bazinda duygu dagilimi asagida

goriilmektedir. Her kategoride agirlikli olarak negative duygularin yer aldigi sdylenebilir.

2000 4
1500
n
)
m
o label
E mm negative
2 1000 mm positive

500 A

Dinya Ekonomi KOltir Saghk Siyaset Spor Eknoloji
category

Sekil 54: Topik Modelleme ve Duygu Analizi Sonu¢ Dagilin
Kullanicilar i¢in 6zetlenen 6rnek siire¢ “ekonomi” anahtar kelimesi lizerinden gosterilmistir.

Kategori ve duygu dagilimi ¢ekilen veriye 6zgii olarak degisecektir.
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5.3.3. Analiz Sonug¢larimin Kaydedilmesi

Sanal asistan verinin toplanmasi, 6n islemesi ve analiz asamalar1 sonrasinda kisilerin
yaptiklar1 analizlerin bir kaydin1 tutmaktadir. Tiim analiz siirecinde ¢ekilen etiketler, veri
sayis1, veri lizerinde yapilan islemler ve analiz adimlarinin sonucu (duygu, kategori) sonraki
caligmalarda yapilacak makine 6grenmesi analizlerine egitim verisi olarak verilebilecektir.
Bu sayede benzer etikette veri ¢ceken kisilere yapacagi temizleme adimlarinda nelere dikkat
etmesi gerektigi ve bunun sonucunda duygu ve kategori olarak nasil sonuclar alacagi heniiz
analizi tamamlamadan gosterilebilecektir. Ek olarak bu kayitlarin metinlerin ilgili etikette
hangi duygu ve kategori dagiliminda oldugunu igermesi farklt modellemelere de kaynak

olabilir. Asagida bahsedilen kayda 6rnek paylasiimistir.

Tablo 5: Analiz Sonuc¢lar1 Kayit Tablosu

Dil Satir Baslangic Bitis Tarihi ~ Anahtar Anahtar Kelime Alinan Satir Sayisi
Sayisi Tarihi Kelime Listesi
Sayisi

TR 1000 2022-01-01  2022-04-01 2 [‘ekonomi’, ‘para’] 1000
http httpo  Noktalama  Noktalama Say1  Sayilarin Std Durdurma Ozel Durdurma
var Say1 var mi? Sayisi var Sayisi Kelimeleri Kelime Listesi
mi? st mi1? Temizlendi mi?

0 15 1 712 1 487 1 [‘para’, ‘piyasa’]

Kategori  Kategori  Kategori  Kategori Kategori Kategori Kategori Duygu  Duygu
diinya ekonomi siyaset saglk kulttr teknoloji spor pozitif  negatif

24 482 356 78 29 24 8 190 810

Gortildigl gibi tablo igerisinde Twitter’dan ¢ekilen veri detaylarmin yani sira temizleme
islemleri hakkinda detaylar bulunmaktadir. Ornegin; siitunlarda ilgili temizleme kullanic
tarafindan yapildi ise 1, yapilmadi ise 0 olarak etiketlenmektedir. Kategori ve duygu durumu

dagilimi iginse ornek olarak burada 1000 satir verinin duygu durumu bazinda dagilimi

gorilmektedir. (190: Pozitif, 810: Negatif)
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Kullanicilar program araciligiyla elde ettikleri, temizledikleri ve analiz ettikleri verileri de
yine program aracilifiyla indirebilirler. Asagida indirme islemini yapilabilen 6nyiiz ekrani

paylasiimistir.

-‘ Ana Sayfa Hakkimizda ’

Veri indirme Sayfasi

- &

Sekil 55: Analiz Sonuclar1 indirme Ekram

Excel veya csv formatinda indirilen temiz veri lizerinden arastirmacilar calismalarini
stirdiirebilmektedir. Ayrica baslangicta elde edilen ham veriye arka planda atilan index

sayesinde eski ve yeni veri karsilastirmasi ve eslestirilmesi kolaylikla yapilabilmektedir.
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SONUC

Sosyal medya analitigi, giinlimiizde artan sosyal medya platformlarinin da etkisi ile gitgide
onem kazanmaktadir. Cevrimici kaynaklardan elde edilebilen biyik miktardaki
yapilandirilmamis verinin karar siire¢lerine dahil edilebilmesi olduk¢a 6nemlidir. Bu verinin
islenmesi ve igerisinden anlamli sonuglarin ¢gikarilmasi ise daha karmasik analiz siire¢lerine
gereksinimi ortaya ¢ikarmaktadir. Metin madenciligi bu gereksinim tizerinden ortaya ¢ikarak
yart yapisal ve yapisal olmayan formdaki metinlerin iclerindeki Ortiilii bilgiyi ortaya
cikarmay1 hedefleyen bilisim destekli bir siirectir. Sosyal medya analitigi ise arka planda
metin madenciligi siire¢lerini igerir ve glinlilk konusma dili agirlikli olmasi sebebiyle daha

hassas yaklagimlar gerektirir.

Bu caligmada en yaygin kullanilan sosyal medya platformlarindan biri olan Twitter
tizerinden, veri toplama, veri 6n isleme ve analiz adimlarinda arastirmaciya analiz siirecinin
Ogretilmesini ve yonlendirmeler ile desteklenmesini saglayan bir sanal asistan aray(iz
tasarimi gerceklestirilmigtir. Bu tasarim ile arastirmaci veri toplama agamasindan baglayarak
analiz siirecinin tamaminda desteklenmektedir. Tiirk¢e i¢in ek zorluklar barindiran sosyal
medya analitigi siirecini sosyal bilimciler i¢in kolaylastirmak ¢alismanin temel

motivasyonlarindandir.

Metin madenciligi siirecinin yonlendirmeler ile yapilmasini saglayan arayiiz tasarimi, veri
toplama asamasinda arastirmaciya elde etmek istedigi verinin boyutu hakkinda bilgi
vermektedir. Bu sayede aragtirmaci ¢ekmek istedigi veri boyutuna ilgili anahtar kelimeler ile
ulasamazsa aradig1 anahtar kelime sayisini arttirabilir. Ayrica analiz edecegi anahtar kelime
tizerinden ¢ekilen veri boyutu ¢ok yiiksek ise performans sorunlar1 yasgamamak adina daha
kisa tarih aralikli veri ¢ekebilir. Ek olarak kullanilan ag¢ik kaynak kodlu programlama dilinde
bulunan kiitliphane aracilifiyla ilgili sosyal medya platformunun API’sine bagimli
kalinmadan veri elde edilmektedir. Bu da arastirmaciya veri boyut ve igerigi konusunda

esneklik saglamaktadir.

Stiregte ikinci adim olan veri 6n isleme asamasi yapilandirilmamis metin verileri i¢in oldukca
karmagik olabilmektedir. Bu asamada kullaniciya standartlastirmast gereken &zel

karakterlerin sayis1 hakkinda da destek verilmektedir. Kisaltmalar ve emojiler gibi veri
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icerisinde bulunan ve donistiirtildiigiinde anlamsal olarak degerli olabilecek 6zel ifadelerin
ise aragtirmacinin istegine bagl olarak doniistiiriilmesi saglanir. Bu sayede yapilacak duygu
analizi vb. islemlerde emojilerin ve kisaltmalarin barindirdigi anlamlarin kaybedilmemesi
saglanir. Bu tarz doniistiirme islemlerinin her biri arka planda farkli bir program ya da kod
pargast kullanmayi gerektirir. Bu calismada gerceklestirilen tasarim sayesinde teknik

olmayan arastirmacilarin analiz siireci kolaylastirilmaktadir.

Filtreleme asamasi da metin madenciliginde verinin boyutunun yonetilmesi icin 6énemli
adimlardan biridir. Analiz ¢iktisina etki etmeyecek durdurma kelimelerinin temizlenmesi i¢in
oncesinde kullaniciya bu kelimeler hakkinda bilgi verilir sonrasinda ise temizlemesi
saglanmaktadir. Ek olarak kullanict kendi analizi dogrultusunda ¢ikarmak istedigi kelimeleri
bu ekran Uzerinden filtreleyebilmektedir. Bunun yani sira arastirmacinin performans
sorunlart yasamamasi ic¢in veride az gecen kelimelerin ¢ikarilmasi bu adimda

gerceklestirilebilir.

Son asamada sosyal medya igeriklerinde sakli, temel unsur olan duygular igin arastirmaciya
duygu analiz modeli olan Turkish-BERT hakkinda bilgi verilmektedir. Analiz asamasinda
ayrica topik modelleme yapilarak ilgili metnin kategorilere ayrilma islemi
gerceklestirilebilmektedir. Ek olarak kullanici sozlik yontemi ile duygu analizi
gergeklestirebilir ve kendi topik modelini olusturabilir. Ozetle arastirmaci, tasarlanan arayiiz
araciligiyla belirledigi kriterlere uygun olarak verinin toplanmasini, temizleme islemlerini ve

analizini tek bir program iizerinden yonlendirmeler araciliiyla gerceklestirebilmektedir.
Gelecek ¢alismalar icin yapilabilecekler asagida maddeler halinde listelenmistir.

e Veri toplama asamasma farkli sosyal medya platformlar1 entegre edilerek veri
cesitliligi arttirilabilir. Farkli veri kaynaklar1 veri 6n isleme ve analiz adimlarinin da
cesitlendirmesini gerektirir.

e Veri toplama asamasindan hemen sonra cekilen veri Tiirkge’den Ingilizce’ye
cevirilerek ingilizce i¢in hali hazirda bulunan kapsamli analiz firsatlarindan
yararlanilmasi saglanabilir.

e Veri toplama asamasina dahil edilecek makine 6grenmesi stireci ile kullaniciya
cektigi anahtar kelimelere baglh olarak iligkili oldugu kelimeler Onerilerek analiz

kapsamini genisletmesi saglanabilir.
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Kullanicilarin filtreleme asamasinda ©zel olarak ¢ikarmak istedigi kelimeler
kaydedilerek, benzer anahtar kelime analizi yapmak isteyen arastirmacilara bu
kelimeleri filtrelemesi Onerilebilir.

Tiim analiz siirecinin yapilan iglemler, temizleme detaylar1 ve analiz sonuglari bu
calisma sonucunda kaydedilmektedir. Yapilan analiz sayisi arttikca burada kayda
deger bir metin madenciligi egitim seti olusacaktir. Gelecek ¢alismalarda bu veri
lizerinden egitilen makine Ogrenmesi modeli tiim siirecin yonlendirmelerini

besleyebilir.

Calismanin kisitlar1 agagida maddeler halinde listelenmistir.

Veri kaynaklarinin ticari degeri sebebiyle bir¢cok sosyal medya platformu veriyi sinirli
yada ticretli olarak paylasmaktadir. Bu sebeple ¢aligmada veri kaynagi olarak sinirsiz
erisim imkani1 saglayan Twitter kullanilmistir.

Metin verilerinin yapilandirilmamis olmalar1 sebebiyle temizleme adimlar1 oldukca
karmagik olabilmektedir. Veri kaynagimna gore farklilik gosteren temizleme
islemlerini bir standart altinda toplayarak tek bir siire¢ haline getirmek temel
zorluklardandir.

Turkce gibi sondan eklemeli dillerde kelimenin kokiine inilerek anlaminin ortaya
cikarilmast i¢in kapsamli egitim setlerine veya sozliiklere ihtiya¢ duyulmaktadir.
Tiirk¢e’de bu sekilde kapsamli bir ¢calismanin olmamasi kisitlamalardan biridir.
Caligmadaki topik modelleme analizinin 7 kategori barindiran hazir bir egitim seti
tizerinden gergeklestirilmesi calisma kapsamini sinirlandirmaktadir. Farkli konu
dagilimlar1 iceren metin verileri i¢in bu veri setinin genisletilerek egitilmesi

gerekmektedir.
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