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OZET

Anahtar kelimeler: ARIMA, zaman serileri, istatistiksel analiz, XGBoost, Elektrik
talep tahmini

Elektrik enerjisi toplumun her alanda ihtiya¢ duydugu ikincil enerji gruplarinda
bulunan bir enerji tiiriidiir. Elektrik enerjisi, teknolojik gelismeler dogrultusunda farkl
alanlarda daha yaygin bir sekilde kullanilabilir hale gelmektedir. Elektrik enerjisinin
artan ihtiyaclar1 karsilayabilecek sekilde iiretilip, dogru zamanda dogru sekilde
kullanicilara aktarilmasi, olduk¢a 6nemli bir problemdir. Bu ¢alismada ge¢mis elektrik
verileri kullanilarak kisa vadeli elektrik talep tahmini yapilmistir. Tahminlemede
ARIMA ve XGBoost modelleri kullanilmistir. Avustralya’nin Victoria eyaletinin 2000
yilindan 2019 yilina kadar alinmis yarim saatlik elektrik talep verileri kullanilmistir.
Sadece ocak aymnin ilk haftasinin tahminlenmesi amaglanmigtir. Bu amacla bu
verilerin sadece yilin ilk haftas1 kullanilmis, bu sekilde tiim modellerin kisa vadeli
tahminleme performansi karsilagtirllmigtir. ARIMA modelinin parametreleri ACF ve
PACF grafiklerinden faydalanilarak olusturulmustur. XGBoost modelinin
parametreleri ise karsilagtirilarak se¢ilmistir. XGBoost modelinin egitimi i¢in zaman
bilgisi ayrilarak bir parametre seti olusturulmus ve sonrasinda bu calismaya 6zgii
iiretilmis parametreler eklenmis ve tiim modellerin karsilagtirilmasi yapilmistir. Sonug
olarak goriilmiistiir ki, ARIMA ve XGBoost modelleri ilk kiyaslandiginda benzer
sonuglar vermektedir. Ancak ekledigimiz parametrelerin XGBoost modelinin
dogrulunu kayda deger sekilde arttirdig1 ve istatistiksel yaklasimdan daha iyi sonuglar
elde ettigi goriilmektedir. MAPE degeri 0.10’dan 0.05’e diisiiriilmiis ve hata
azaltilmistir. Bu yaklasimla yapay zeka modellerine, verinin durumu gozetilerek,
eklenecek parametreler ile dogrulugunun arttirilabilecegi anlasilmaktadir. Gelecek
caligmalar i¢in zaman serisinden elde edilen parametreler disinda, sicaklik, niifus gibi
dis etmenlerinde eklenip ayni etmenlerle yapay zeka ve istatistiksel modellerin
karsilagtirilmasi yapilabilir.
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ELECTRICAL DEMAND FORECAST WITH ARIMA AND
XGBOOST MODELS

SUMMARY

Keywords: ARIMA, time series, statistical analysis, XGBoost, Electricity demand

forecasting

Electric energy is a type of energy found in secondary energy groups that society needs
in every field. Electrical energy is becoming more widely available in different fields
in line with technological developments. Generating electrical energy in a way to meet
the increasing needs and transferring it to the users in the right way at the right time is
a very important problem. In case of excessive generation of electrical energy, storage
is very inefficient in terms of cost and feasibility. Likewise, if electrical energy cannot
meet the need, many problems may arise in terms of industry and social life. Due to
the nature of electrical energy, it must be supplied as needed and delivered to industry
and society. In this respect, countries or other organizations need to plan their energy
policies, investments and operations sufficiently before in order to provide safe and
efficient electricity. It may take years to implement a technical or strategic decision
made in this area. To realize these processes, a country, organization, companies, etc.
It needs to forecast future electricity demand and then plan every detail about it. In this
study, a short term electricity demand forecast has been made. ARIMA and XGBoost
models were used in the estimation. Australia's state of Victoria demanded nuclear
water without question from 2000 to the 2019 market. It is intended to predict only the
first week of January. This route is only in the first week of summer, these all models
are analyzed for short term forecasting. While applying the ARIMA model, ACF and
PACEF graphics were used and the ARIMA model was created. The XGBoost model
was chosen by comparison. For the training of the XGBoost model, a parameter set
was created as time information and then these end parameters were added and all
models were compared. As a result, it is seen that ARIMA and XGBoost models give
similar results when first compared. It is seen that the XGBoost model increases its
value and the parameters it learns give better results. The MAPE value was reduced
from 0.10 to 0.05, the error was reduced. It is understood that with this massage,
artificial intelligence models can be increased with the parameter to be added, taking
into account the data. For future research, it can be made to compare real intelligence
and similar models with the same factors in external factors such as parameters,
temperature, population, obtained from time series.
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BOLUM 1. GIRiS

Elektrik enerjisi toplumun her alanda ihtiya¢ duydugu ikincil enerji gruplarinda
bulunan bir enerji tiiriidiir. Elektrik enerjisi, teknolojik gelismeler dogrultusunda farkl
alanlarda daha yaygin bir sekilde kullanilabilir hale gelmektedir. Elektrik enerjisinin
artan ihtiyaclar1 karsilayabilecek sekilde iiretilip, dogru zamanda dogru sekilde
kullanicilara aktarilmasi, olduk¢a 6nemli bir problemdir. Elektrik enerjisinin fazla
iiretilmesi durumunda depolanmasi1 maliyet ve fizibilite agisindan oldukc¢a verimsizdir.
Ayni sekilde elektrik enerjisinin ihtiyact karsilayamamasi durumunda sanayi ve
toplum yasami acisindan bir¢ok problem ortaya ¢ikabilmektedir. Elektrik enerjisinin
dogasi geregi ihtiyac kadar arz edilip, sanayi ve topluma iletilmesi gerekmektedir. Bu
acidan giivenli ve verimli elektrik saglamak i¢in iilkelerin veya diger kuruluslarin
enerji politikalarini, yatirnmlarini ve operasyonlarini daha 6nce yeterince planlamalari
gerekmektedir. Bu alanda alinmig teknik veya stratejik bir kararin uygulanmasi yillar
alabilir. Bu siiregleri gergeklestirmek icin bir iilkenin, kurulusun, sirketlerin vb.
gelecekteki elektrik talebini tahmin etmesi ve daha sonra bununla ilgili her ayrintiy1
planlamas1 gerekmektedir. Gelecekteki elektrik yiikiinii ihtiyaclara gore farkli zaman
araliklarinda tahminlemek igin farkli yontemler kullanilir. Bu tahminler genellikle

zaman araligia gore 3 farkli boliimde kategorize edilir:

1. Kisa Vadeli Tahminleme (KVT-STLF) : Birka¢ dakikadan 24 saat araligina
kadar yapilan tahminlemeler.

2. Orta Vadeli Tahminleme (OVT-MTLF) : Birkag¢ giin den birka¢ aya kadar
degisebilen zaman araliginda tahminleme yapilir.

3. Uzun Vadeli tahminleme (UVT-LTLF) : En az bir y1l ve daha fazlasi olabilen

tahminleme araligidir.



Yenilenebilir enerji kaynaklarinin dogasi, iireticilerin iiretimi tam olarak kontrol
etmesine izin vermediginden, en azindan {iretimi tahmin etmek 6nemlidir. Glivenilir
bir kisa vadeli tahminleme, tesislerin ve enerji saglayicilarin, yenilenebilir enerjilerin
daha ¢ok kullanilmas1 ve gelecekteki akilli sebekelerin daha karmasik fiyatlandirma

stratejilerinin olmasinin getirdigi zorluklarla basa ¢ikmasina yardimci olur.

Bu calisma da oncelikle Boliim 2.’de konuyla ilgili calismalar irdelenmis ve
literatiirdeki benzer ¢aligmalar ve metotlar ortaya konmustur. Calismanin Boliim 3.
kismi1 bu ¢alismada kullanilmis olan yontemlerle ilgili teorik bilgileri icermekte olup,
ayrica ¢aligmada kullanilan veri ile ilgili 6n bilgileri icermektedir. B6liim 4.’de ise
caligma gerceklestirilme adimlart agiklanmistir. Boliim 5. ise uygulanan yontem ile
elde edilen sonuglarin degerlendirilmesini igermektedir. Caligmamiz; denetimli
o0grenme metodu olan XGBoost yontemi ile, denetimsiz 6§renme metodu olan
SARIMA metodunu, zaman serisi analizinde karsilagtirmaktadir. Bu karsilagtirma
XGBoost modelinin hata oranini yar1 yariya azaltacak 6zellikler formiile edilip, model

optimize edilerek zenginlestirilmistir.



BOLUM 2. LITERATUR TARAMASI

Kisa vadeli tahminleme yaklagimlar1 arasinda ARIMA en temel modeldir. ARIMA
temelli modeller normal sartlar altinda verimli ¢aligsa bile, 6zel giinler, mevsimsel
sicaklik degisimleri gibi belirli degiskenlere bagli olusan durumlar1 karsilamayabilir.
Ilgili calismada [1] ARIMA tabanli bir model farkli mevsimler igin farkli modelleri
baz alarak saatlik ylik tahminleri yapmaktadir. Bu sekildle ARIMA modelinin bu
zayiflig1, model sayisi arttirilarak telafi edilmistir [1]. Kisa vadeli tahminleme i¢in
kullanilabilen diger bir yontemde tahmin denklemini diizey, trend ve sezonsallik
olarak iic béliime ayiran Holt-Winters yaklasimdir. Ilgili ¢alismada [2] ARIMA
modeli ve Holt-Winter yontemlerini kisa vadeli tahminleme yaklagimi olarak ele alip
karsilastirmistir. ilgili calismada on farkli Avrupa iilkesinden yiik verileri kullanarak
ilgili verinin mevsimselligi Holt-Winters yontemiyle diizeltilmesinin ARIMA
modelinin dogrulugunu arttirdigi gozlemlenmistir. Tahminlemede sicaklik, nem,
mevsim, 0zel giin gibi farkli parametreler kullanilarak gelistirilen, en kii¢lik kareler
bazli regresyon teknikleri kisa vadeli tahminleme yaklagimlari arasinda oldukca
poptilerdir. Calisma [3]’de farkli ¢oklu lineer regresyon temelli farkli yaklagimlar
incelenmistir. Calismada yaz ve kis mevsimi i¢in farkli modeller kullanilmistir ve
kosullara bagli, farkli tekniklerin sonuglari incelenmistir. Bir teknik ile segmeden 6nce

verilerin kapsamli analizinin yapilmasi gerektigi sonucuna vartlmigtir.

Son zamanlarda yapilan ¢aligmalarda ise yapay zeka temelli algoritmalar siklikla
kullanilmaktadir [4], [5], [6]. Yapay sinir aglar1 temelli algoritmalar istatistiksel
islemler gerektirmeden tahminleme yapabilen bir teknik olarak kendini kanitlamistir.
Herhangi bir modeli kabul edip, o modele ait parametreleri tahmin etmeye ihtiyag¢
duyulmadig i¢in, veriye dayali bir yontemdir. Yapay sinir aglar1 stirekli ve dogrusal
olmayan herhangi bir veri i¢in tahminleme yapabilir. Kisa vadeli tahminleme i¢in bazi

yapay zekd yontemleri uygulanmistir. Bunlar Bulanik mantik, adaptif yapay sinir



aglari, Bayesian yapay sinir aglar1 ve geri beslemeli yapay sinir aglaridir. Dogrulugu
arttirmak icin yapay sinir aglar ile farkli yontemler beraber kullanilmistir, 6rnegin
gradient metodu [7], bulanik uzman sistem [8], wavelet doniisiimii [9][17], bulanik
mantik [10], genetik algoritma [11], destek vektér makinesi [12], optimizasyon modeli
[5], tavlama benzetimi [13] ve diger farkli metotlarda enerji tahminlemesine
uygulanmigtir [14], [15], [16]. Yapay zekd modelleri kullanilarak yapilmis olan
caligmalarda, modeli iyilestirmek ekstra ¢cevresel bir degisken ya da bilinen istatistiksel
parametrelerin, egitim verisine yeni bir 6zellik eklenmesi ile yapilmaktadir. Bizim
calisgmamiz ise, veri setine 6zel olarak ayarlanip, modelin eksik kaldigi yonlerde
gelismesini saglayan, Ozel, sadece zaman bagli yeni istatistiksel parametreler

Onermektedir.



BOLUM 3. YONTEM

Kisa vadeli talep tahmini i¢in literatiirde farkli yontemler kullanilmaktadir. Elektrik
enerji talep verisi, zaman serisi olmasindan dolay1r zaman serisi metotlariyla analiz
edilebilmektedir. Elektrik talep ytkii farkli faktorlerden etkilenebilir. Regresyon
metodu bagimli ve bagimsiz degiskenler arasinda bir iliski kurar, bu sebeple elektrik
enerji talep verileri i¢in kullanmaya olduk¢a uygundur. Bunun yaninda benzer sekilde

bagimli ve bagimsiz degiskenler arasinda iliski kuran diger metotlarda kullanilabilir.

3.1. Zaman Serileri

Elektrik talep verileri, zaman serisi tipinde veri oldugu i¢in, zaman serisi analiz
metotlartyla incelenebilir. Literatiirde en c¢ok kabul gérmiis yontemler arasinda,
ARIMA, iistel diizgilinlestirme yontemi sayilabilir. Zaman serileri, dogas1 geregi farkl
bilesenleri icerisinde barndirir. Bu bilesenler matematiksel yontemlerle ayristirilip,
tahminleme i¢in kullanilacak olan verinin daha temiz olmasini ve tahminlemenin daha
iyi olmasmi saglar. Zaman serilerini etkileyen bu bilesenler asagidaki gibi

listelenebilir:;

- Trend Etkisi(T) : Trend etkisi serinin uzun donem davranisini etkileyen
bilesendir. Serinin yoniinde belirli bir degisikligin gdzlemlendigi durumlarda
trend etkisinin varligindan s6z edilebilir.

- Dogrusal trend egilimi; T= a + bt + e ifade edilir. ifade de a sabit
katsay1, b egim, e ger¢eklesme ile tahmin arasinda kalan kalintilardir.

- Konjonktiir Etkisi (C): Tekrarlayan ancak belli bir periyodu olmayan
bilesenlerdir.

- Konjonktiir etkisi hareketli ortalamalarin trende boliinmesiyle bulunur.



- Sezonsallik Etkisi (S) : Zaman serisinin, donemsel faktorlerden etkilendigi
durumlarda varligindan soz edilebilir. Belirli veya bilinen bir zaman araliginda
tekrarlayan bir etki gosterir.

- Sezonsallik; gergek serinin, hareketli ortalamalar serisine bdliimiiyle
bulunmaktadir.

- Diizensiz Hareketler (I): Rastgele ve diizensiz etkiler olarak agiklanir. Tim

diger etkiler arindirildiktan sonra kalan ve diizensiz, rastgele olan etkidir.

Bu etkiler; T trend, C konjonktiir, S sezonsallik, I diizensiz hareketler olmak iizere, iki

farkli modelle ifade edilebilir:

Toplamsal model: Y=T+C+S+I
Carpimsal model : Y=TxCxSxI

Tablo 3.1. Zaman serisi bilesenleri [16]

ANVANA

Sekil 3.1. Trend etkisi Sekil 3.2. Konjonktiir etkisi Sekil 3.3. Trend + konjonktiir

etkisi

M |
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W

Sekil 3.4. Trend + diizensiz etkiler | Sekil 3.5. Konjonktiir + diizensiz Sekil 3.6. Trend + konjonktiir +

etkiler diizensiz etkiler

Tablo 3.1.’de zaman serilerini olusturan bilesenler verilmistir. Bu bilesenler zaman

serisinin duraganliginiz ve lineerligini bozmakta olup, tiim tahminleme yontemlerinin



temel amact seriyi bu bilesenlerden ayirip daha lineer ve tahminlenebilir bir hale

getirmektir.

Trendin varyasyonlari, zaman serisinin seviyesine gore degismediginde toplamsal
model kullanilirken trend, zaman serisinin seviyesiyle orantiltysa ¢arpimsal model

daha uygun olmaktadir [17].

3.1.1. Birlesik otoregresif hareketli ortalama yontemi (ARIMA)

Otoregresif hareketli ortalama (ARMA) modelleri olarak adlandirilan genel ve
kullanigh bir zaman serisi modelleri olusturmak icin otoregresif (AR) modelleri
hareketli ortalama (MA) modelleri ile etkili bir sekilde birlestirilebilir. Ancak, yalnizca
veriler duraganken kullanilabilirler. Bu model sinifi, veri serilerinin farklilagmasina
izin verilerek duragan olmayan serilere genisletilebilir. Bunlara otoregresif entegre
hareketli ortalama (ARIMA) modelleri denir. Box ve Jenkins (1970) ARIMA

modellerini popiilerlestirmistir.

Cok cesitli ARIMA modelleri vardir. Genel mevsimsel olmayan model ARIMA (p, d,
q) olarak bilinir:

AR: p = otoregresif par¢anin sirasi
I: d = ilk farkin derecesi

MA: q = hareketli ortalama parcanin sirasi.

3.1.1.1. AR modeli

AR modelleri, gegcmis donem verilerini igerir ve icerdikleri gecmis donem verisi
sayisina gore isimlendirilir. igerdigi gegmis dénem sayisi p ile gosterilir ve AR
modelinin derecesi olarak ifade edilir [18]. Genel AR(p) modelinin ifadesi, x gdzlem

degerleri, ¢ modelin parametreleri olmak iizere su sekildedir:

Xe = P1Xe 1+ P1Xpp + o+ G p +ay 3.1



Ornek olarak birinci dereceden AR(1) asagidaki gibi ifade edilebilir:

Xe = P1Xe—1 + ay (3.2)
3.1.1.2. MA modeli
MA modelleri, uzunlugu verilen donemlerin ortalamasindan tahmin ¢ikaran bir
yontemdir. i¢erdigi ge¢mis donem sayisi q ile gosterilir ve MA modelinin derecesi
olarak ifade edilir. Genel MA(q) modelinin ifadesi, x gézlem degerleri, 6 modelin
parametreleri olmak iizere su sekildedir:

xt == goat + Hlat_l + -+ ant_q (3.3)
Ornek olarak birinci dereceden MA(1) asagidaki gibi ifade edilebilir (8o=1):

xt == at - Hlat_l (3.4)
3.1.1.3. ARMA modeli
ARMA; AR ve MA modellerinin bir kombinasyonudur. p terimli AR(p) ve q terimli
MA(q) modelinden olugan bir ARMA modelinde p+q adet terim vardir ve ARMA(p,q)
seklinde gosterilir. Genel ARMA(p,q) modelinin ifadesi Denklem 3.5.”te verilmistir.

Xe = (Pp1xpq1 + Pr1xep + -+ ¢1xt—p)_(90at + 60,4+ + 050, g) (3.5)

Ornek olarak birinci dereceden ARMA(1,1) asagidaki gibi ifade edilebilir (8o=1):

X = P1xe—q +ap +610,-4) (3.6)



3.1.1.4. ARIMA modeli

AR, MA ve ARMA modelleri duragan serilere uygulanabilen modellerdir. Duragan
olmayan seriler i¢in ise ARIMA modeli I(d) parametresi ile serinin duraganlastirma
islemini yapip, modellerin seriye uygulanabilmesini saglamaktadir. Bir zaman serisi
ortalama degeri etrafinda duragan degilse serinin uygun derecede farklar1 alinarak
duraganlik saglanir bu deger modelin derecesi d olur. Genel ARIMA(p,q,d) modelinin

ifadesi:

We = (p1Wi_q + PwWep + -+ ¢1Wt—p)_(90at + -+ eqat—q) (3.7)

Denklem 3.7.’yi w, = V%a, seklinde ifade edecek olursak, V; fark alma operatorii, d;
fark alma derecesi, wy; farki alinmis seri, B; backshift operatorii olmak iizere, d=1 i¢in

fark operatorii:

VXt == Wt == xt - xt—_l (3.8)

Dolayistyla ARIMA(1,1,1) modelinin esitligi de asagidaki gibi ifade edilebilir:

VXt - VXt—l == at - Glat_l (3.9)
veya,
(1= ¢,B)Vx, = (1 — 6,B)a, (3.10)

seklinde ifade edilebilir.

3.2. Regresyon

Farkli tahminleme yoOntemleriyle karsilastirildiginda, regresyon modellerinin

gelistirilmesi, kullanim1 ve yorumlanmas basittir, bu nedenle diger daha karmagsik

tekniklere kiyasla, ylik tahmini i¢in yaygm olarak kullanilmaktadir [19]-[22].
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Regresyon modelleri, enerji tiikketimini, elde bulunan iliskili diger parametrelerle
(6rnegin dis hava ve i¢ bina parametreleri) iliskilendirmektedir. Bu modeller ger¢cek
geemis yiik verileri [23], [24] veya benzetilmis yiik verileri [25]-[27] kullanilarak
gelistirilebilir. Ayrica, regresyon modelleri uygulama alanlari, yaygin olarak
kullanilan girdi parametreleri, model performansini artirma yontemleri ve diger

modellerle karsilagtirma gibi farkli kategoriler altinda siniflandirilmaktadir.

3.2.1. Lineer regresyon

Bu modelde bir bagimli ve bir bagimsiz degisken arasindaki lineer baginti, farkl
matematiksel yoOntemler kullanilarak ifade edilerek, tahminleme modeli
olusturulmaktadir. Ornegin;

i=1,234..,n icin (X;,Y;) (3.11)

Bagimli ve bagimsiz degiskenlerin birbiriyle olan iligkisi Denklem 3.12.°deki
bagmtidaki gibi verilebilir.

Y=a+bX+e (3.12)

Denklemdeki, a degeri kesim noktasi, b degeri egimi, e degeri de hata paymi temsil

etmektedir. Bu degerlerin hesaplanmasi i¢in farkli yontemler vardir.

3.2.1.1. En kii¢iik kareler yontemi

Y tahmin degeri olmak iizere, Denklem 3.13.deki a ve b degerlerini hesaplayip en az

hata ile denklem olusturulur.

Y=a+bX+e (3.13)

Sekil 3.7.’de gosterilen A ve B dogrular1 Denklem 3.13.’deki herhangi a ve b degerleri

icin olusan tahminlemeleri gostermektedir. Bu tahminleme hatalarit minimize edilerek
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en dogru tahminleme bulunmasi hedeflenmektedir. Denklem 3.14.’de tahminleme

hatas1 verilmistir.

e, =Y, — ¥, (3.14)

Sekil 3.7. Ornek veriler ve 6rnek tahminleme

Sekil 3.8. Ornek tahminleme B igin hata gosterimleri
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Denklem 3.14.’de formiilii verilen hata degeri minimize edilmelidir. Tahminlemenin
tiim datamiz i¢in dogrulugunu arttirip, hata degerlerini azaltmak i¢in bu hata degerini
her bir veri noktamiz i¢in hesaplamaliyiz. Hatalarin negatif ve pozitif degerlerinin
birbirini sifirlamamasi i¢in karelerini almak zorundayiz. Hesaplamalarimizi tim

verileri isleme katarak yapmaliy1z.

n
Hata Kareleri Toplami = e? + eZ +e3 + -+ eZ = Z e?
i=1

(3.15)

Olusturacagimiz tahminlemenin amact Denklem 3.15.’deki degeri minimize etmek

olacaktir. Bunun i¢in, hata degerini Denklem 3.13. ve 3.14.”den ¢ekip yerine yazarsak;
n n n
D et =) Wi )= ) (ima— bX)? 6.16)
=1 =1 =1

Son olarak elde ettigimiz denklemden a ve b degerlerini ¢ektigimiz zaman

denklemimizi olusturmus olacagiz.

p = 2= (X = YOIERD) (3.17)
- PN
?:1(Xi - Xi)

a=7-bR (3.18)

Ifadesi ile denklemimiz elde edilmis olur. Bu denklem dogrultusunda yapilan

minimizasyon siireci Sekil 3.7. ve Sekil 3.8. ile ifade edilebilir.

3.2.2. Aga¢ bazh regresyon yontemleri

3.2.2.1. Karar agaclan

Karar agaclari, hedef degeri tahmin etmek i¢in veri kiimesini daha kiigiik alt kiimelere

nasil bolmesi gerektigini 6grenir. Kosul veya test “yaprak” (diigiim) ve olast sonuglar
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“dallar” (kenarlar) olarak temsil edilir. Bu ayirma islemi, baska kazang saglanamayana
veya Odnceden ayarlanmis bir kural karsilanincaya kadar devam eder. Bu yontemi ifade

eden karar agaci yapis1 bir Sekil 3.9.’da gosterilmistir.

Sekil 3.9. Karar agaci yapist

M

9= Flx) = z ¢ 1{x € R} (3.19)

m=1

Her 6rnek bir yaprak diigiime denk gelir. I{x € R,,}, X, R, alt kiimesindeyse 1, aksi
takdirde 0 dondiiren 6zdeslik fonksiyonudur. Bir 6rnek, yaprak diigiim R;'e diiserse,
tahmin edilen sonu¢ y = ¢; olur, burada c;, yaprak diigiim R;'deki tiim egitim

orneklerinin ortalamasidir.
3.2.2.2. Ekstrem gradyan yiikseltme (XGBoost)

XGBoost, 2016 yilinda Chen tarafindan 6nerilmistir [28]. Siiflandirma ve Regresyon
Agacina (CART) dayanir, bolim oOzniteliklerini yeniden tanimlar ve bdlim
Ozniteliklerini belirlemek i¢in kayip iglevinin en aza indirilmesini kullanir. Bu yontem,
elektrik yiikiinli tahmin etmek [29], petrol fiyatin1 tahmin etmek [30], kazay1 tahmin
etmek [31] i¢in basarili bir bicimde kullanilmistir. Dogrulugu diger modellere gore
daha yiiksek ve egitim maliyeti de diger modellerden daha azdir. XGBoost, kayip
islevini en aza indirgemek i¢in en uygun 6zelligi belirleyin, kaybi en aza indirir,

Denklem 3.20. ile tanimlanir:



14

0bj(6) = Z Ly 9) + Z () (3.20)

L(y;, y;)i-inci numunenin egitim hatast anlamina gelir, T yaprak diigtimlerin say1st, w

yaprak diiglimlerin puani ve y, A katsayidir.

K'inci aga¢ eklendiginde, onceki agac egitilmistir. Egitim hatas1 ve onceki agacin

normal sliresi sabit hale gelir. Kayip islevi asagidaki gibi yazilir:

n

T
1
N o (t-1) - E 2
0bj(8) = E L(yi,yi +ft(xi))+)/T+2 /1. wi +C (3.21)

i=1 j=1

Kay1p fonksiyonunun Ortalama Kare Hata fonksiyonu oldugunu ve Denklem 3.20.’nin
ikinci dereceden Taylor acilimi oldugunu varsayarsak sonug, Denklem 3.22. ile ifade

edilebilir.

n T

1 1
0bj*(0) = ) [gify () + 5 hefu )] + 9T +5 2 ) wh (3.22)
. Z

=1

Degerleri yerine koyarsak, g; = 051, h; = ; 6;@_1) L(yi,ﬁi(t_l))

. 1
0bjt () = Z[(Z gl-) W+ > (Z hy + Dw?] +yT (3.23)

j=1 \iel i€l

w;, bu yaprak diigiimiiniin j-inci puanidir. Denklem 3.23. igin w; ile ilgili kismi tiirevi
hesaplanarak, en uygun yaprak diigiim skorunu w; ve minimum kayip degeri Obj *

J
elde edilebilir.



BOLUM 4. UYGULAMA

Elimizde Avustralya’nin Victoria eyaletine ait 2000-2019 yillarina ait yarim saatlik
elektrik talep verileri bulunmaktadir. Bu c¢alismada ocak aymnin ilk haftasi
tahminlemesi hedeflenmekte oldugu i¢in, her y1lin sadece ocak ayinin ilk haftasit model
olusturulurken kullanilmistir. Her iki modelde de 2019 yilina kadar olan veriler egitim

verisi, kalan veri ise test verisi olarak kullanilmistir.

DEMAND

9000 « TESTSET
TRAINING SET

8000 $

7000

4000

3000

20000101 0030  2002-01-07 2030  2005-01.07 16:30  2008-01.0712:30 20110107 08:30  2014-01.0704:30  2017-01.07 00:30
SETTLEMENTDATE

Sekil 4.1. Egitim ve test verileri

4.1. ARIMA Modeli

4.1.1. Diferansiyel katsayis1 (d) hesabi

Seriye diferansiyel islem yapilmasinin sebebi seriyi duraganlastirmaktir. Serimizin
ortalamasi, varyansi ve kovaryansi zaman boyunca sabit kaliyorsa, duragan oldugu
sOylenebilir. Ancak diferansiyel katsayis1 diger model parametrelerini de
etkileyebilecegi icin dikkatli se¢ilmelidir. Dogru secilmis bir diferansiyel katsayisi
olduk¢a kiiciik olup, ortalama deger etrafinda deger alir ve oto korelasyon
fonksiyonunu olabildigince sifir etrafinda tutmalidir. Dolayisiyla ilk olarak,

statmodels paketinden Augmented Dickey Fuller testi (adfuller ()) kullanarak serinin
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duragan olup olmadig1 kontrol edilecektir. Ciinkii, sadece seri duragan degilse
diferansiyele ihtiyaciniz vardir. Aksi takdirde, diferansiyel gerekmez, yani d = 0 olur.
ADF testinin p degeri, zaman serilerinin duragan olup olmadiginin tespitinde
kullanilir. Testin p degeri dnem seviyesinden (0.05) diisiikse, sifir hipotezini
reddedersiniz ve zaman serisinin ger¢ekten duragan oldugunu ¢ikarirsiniz. Yani, bizim
durumumuzda, P Degeri> 0.05 oldugunda diferansiyel katsayisin1 bulmamiz gerekir.

Bunun i¢in verimiz 6rneklenip, adfuller fonksiyonu uygulanmistir:

Kod :

from statsmodels.tsa.stattools import adfuller
import pandas as pd

from numpy import log

from google.colab import files

from google.colab import drive

drive.mount ('/content/gdrive')

data = pd.read csv('/content/gdrive/My
Drive/demand/AllData.csv',index col=0)
data.index = pd.to datetime (data.index)
result=adfuller (data['TOTALDEMAND'] .dropna () .resample ('MS"') .mean (
)))

print ("ADF Statistic: $f' % result[0])

print ("p-value: $f' % result[l])

Cikti:
ADF Statistic: 0.804343
p-value: 0.991706

P-degeri onem seviyesinden daha biiylik oldugundan, diziyi diferansiyel almaya
devam edilir ve otokorelasyon grafigi elde edilir. Asagidaki kod blogunda serimizin

diferansiyellerini ve otokorelasyon grafiklerini ¢izdiriyoruz.

import numpy as np, pandas as pd

from statsmodels.graphics.tsaplots import plot acf, plot pacft
import matplotlib.pyplot as plt

plt.rcParams.update ({'figure.figsize':(9,7), 'figure.dpi':120})
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df = data['TOTALDEMAND'] .dropna () .resample ('MS"') .mean ()
df.index =

pd.to datetime (data.dropna() .resample('MS') .mean () .index)
fig, axes = plt.subplots (3, 2)

plot acf (df,ax=axes[0,1])

axes[0, 0].plot(df); axes[0, O0].set title('Orjinal Veri')
plot acf(df.diff() .dropna(),ax=axes[1l,1])

axes[1l, 0].plot(df.diff().dropna()); axes[l, 0].set title('l.
dereceden diferansiyel')

plot acf(df.diff().diff() .dropna(),ax=axes[2,1])

axes[2, 0].plot(df.diff().diff().dropna()); axes[2,

0] .set _title('2. dereceden diferansiyel')

fig.tight layout()

plt.show ()
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Sekil 4.2. Farklandirilmis seriye ait grafikler

Serimiz Sekil 4.2.’de goriildiigii gibi 2.dereceden diferansiyeli alininca duraganlasti

ancak, oto-korelasyon grafiginde, pes pese olan noktalarin, aniden sifira inmesi serinin
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asirt farklandirilmis oldugunu gostermektedir. Bu sebeple serinin 1. dereceden

farklandirilmis modeli tercih edilir.

4.1.2. Gecikme derecesi (p) hesabi

Modelimize kaginci dereceden bir gecikme eklememiz gerektigini bulmak icin, pargali
oto korelasyon yontemini kullanmamiz gerekmektedir [32]. Parcali oto korelasyon,
zaman serisi ve zaman serisinin gecikme eklenmis hali arasindaki korelasyon olarak
ifade edilebilir. Bu sonuca bakarak p kat sayismin modele olacak olan katkisi

gbzlemlenebilir.

df = data['TOTALDEMAND'] .dropna () .resample ('MS"') .mean ()
df.index=

pd.to datetime (data.dropna() .resample('MS') .mean () .index)
plt.rcParams.update ({'figure.figsize':(9,7), 'figure.dpi':120})
fig, axes = plt.subplots (2, 2)

axes[0, 0].plot(df); axes[0, O0].set title('Orjinal Veri')

axes [0, 1].set(ylim=(0,5))

plot pacf (df.dropna(), ax=axes[0, 1])

axes[1l, 0].plot(df.diff()); axes[l, O].set title('l. dereceden
diferansiyel')

axes[l, 1].set(ylim=(0,5))

plot pacf(df.diff().dropna(), ax=axes[l, 1])

plt.show ()
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Orjinal Veri Partial Autocorrelation
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Sekil 4.3. AR parametresi (p) grafigi

Sekil 4.3.’den anlasilacagi iizere, mavi bolge yani giiven araligindaki degisim goz

ontine alinirsa, birinci dereceden almak yeterli bir diizeltme sagliyor.

4.1.3. Haraketli ortalama derecesi (q) hesabi

AR(p) teriminin derecesi i¢cin PACF grafigine baktigimiz gibi, MA(q) terimlerinin
derecesi icin ACF grafigine bakabiliriz[32]. MA(q) terimi teknik olarak gecikmeli
tahminin hatasidir. ACF, duraganlastirilmis serilerdeki herhangi bir otokorelasyonu
kaldirmak i¢in kaginci dereceden MA(q) terimine ihtiyag oldugunu soyler.

Farkl1 serilerin otokorelasyon grafigini gorelim, bunu i¢in verinin érneklem araligini

belirleyip, diferansiyelini aldik:

import pandas as pd

from statsmodels.graphics.tsaplots import plot acf, plot pacft
import matplotlib.pyplot as plt

plt.rcParams.update ({'figure.figsize':(9,12), 'figure.dpi':120})
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df = data['TOTALDEMAND'] .dropna() .resample ('MS"') .mean ()
df.index =

pd.to datetime (data.dropna() .resample('MS') .mean () .index)

fig, axes = plt.subplots (3, 2)

axes[0,0] .plot (df); axes[0,0].set title('Orjinal Veri')
axes[0,1].set(ylim=(0,1.2))
plot acf(df.dropna(), ax=axes[0,1])

axes[1,0].plot(df.diff()); axes[1l,0].set title('l. dereceden
diferansiyel')

axes[1l,1].set(ylim=(0,1.2))

plot acf(df.diff () .dropna(), ax=axes[1l,1])

axes[2,0] .plot (df.diff () .diff()); axes[2,0].set title('2.
dereceden diferansiyel')

axes[2,1].set(ylim=(0,1.2))

plot acf(df.diff () .diff() .dropna(), ax=axes[2,1])

plt.show ()
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Sekil 4.4. MA (q) derecesi hesaplanmasi grafigi

Sekil 4.4.’te goriildiigii lizere, 2. Dereceden oto korelasyon grafiginin giiven

araligindaki degerleri daha fazla oldugu icin 2. Derece MA(q) tercih edilebilir.
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4.1.4. ARIMA modelinin olusturulmasi

Artik p, d ve q degerlerini belirledigimize gére, ARIMA modelini olusturabiliriz.
Modelimizi olustumak icin Statisticsmodels paketinde ARIMA() uygulamasini

kullanacagiz.

# p=1,d=1,g=2 ARIMA Model
model = ARIMA (data train, order=(1,1,2))
model fit = model.fit ()

print (model fit.summary())

Cikti:
ARIMA Model Results
Dep. Variable: D.TOTALDEMAND No. Observations: 6383
Model: ARIMA(2, 1, 1) Log Likelihood -39740.105
Method: css-mle S.D. of innovations 122.360
Date: Sun, 04 Apr 2021 AIC 79490.211
Time: 20:25:23 BIC 79524.017
Sample: 1 HQIC 79501.914
coef std err z P>|z| [0.025 0.975]
const -0.0546 4,167 -0.013 0.990 -8.221 8.112
ar.L1.D.TOTALDEMAND 1.0665 0.027 38.932 0.000 1.013 1.120
ar.L2.D.TOTALDEMAND -0.1859 0.019 -9.984 0.000 -0.222 -0.149
ma.L1.D.TOTALDEMAND -0.6752 0.024 -28.690 0.000 -0.721 -0.629
Roots
Real Imaginary Modulus Frequency
AR.1 1.1804 +0.0000j 1.1804 0.0000
AR.?2 4.5580 +0.0000] 4.5580 0.0000
MA.1 1.4811 +0.0000j 1.4811 0.0000

Modelimizin AIC ve Log Likelihood degerleri modelimizin dogrulugu hakkinda bilg
vermektedir. AIC degerinin yiiksek olmasi ve Log Likelihood degerinin diisiik olmasi

istenmektedir.

model fit.plot predict (dynamic=False)
plt.show ()
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Sekil 4.5. Model ve gergek veri karsilagtirmasi

Olusturmus oldugumuz model 2019 yilina kadarki verilerle egitilmistir. Sonrasinda ise

sezonsallik parametreleri de eklenerek tahminleme yapilmaistir.

from statsmodels.tsa.statespace.sarimax import SARIMAX
mod = SARIMAX([int (m) for m in data train],
order=(1, 1, 2),
seasonal order=(1, 1, 2, 48),
enforce stationarity=False,
enforce invertibility=False)
results = mod.fit (disp=False)

sarima = results.forecast (steps=len(data test), alpha=0.05)
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~—— forecast
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5000 A
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Sekil 4.6. ARIMA gelecek tahminleri ve gergek degerler

Sekil 4.6.’da egitilmis olan ve sezonsallikta eklenmis olan ARIMA modelimizin 2019

ve 2020 yillarna ait ocak ayinin ilk haftasini tahminlenmesi grafigi verilmistir.



4.2. XGBoost Modeli
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XGBoost yontemi, gozetimli 6grenme metodudur, verimizin gézetimli modellerde

kullanilabilir olmasin1 saglamak icin veriye, sonug¢ verisi disinda, sonug¢ verisi ile

iliskili parametreler eklenmesi gerekmektedir. Bizim verimiz zaman serisi oldugu i¢in

verimize ekleyecegimiz parametreleri tarih bilgisinden alabiliriz [33]. Tarih

parametreleri eklendikten sonra, veri kiimemiz Tablo 4.1.’deki hali almaktadir.

Tablo 4.1. XGBoost verileri

DATE DEMAD hour min dayof quarter month year dayof dayof week
week year month ofyear

2000-

01-01 4419,037 0 30 5 1 1 2000 1 1 52
2000-

01-01 3718,437 14 0 5 1 1 2000 1 1 52
2000-

01-01 3694,442 14 30 5 1 1 2000 1 1 52
2000-

01-01 3707,042 15 0 5 1 1 2000 1 1 52
2000-

01-01 3734.,84 15 30 5 1 1 2000 1 1 52
2000-

01-01 3823,265 16 0 5 1 1 2000 1 1 52
2000-

01-01 3857,703 16 30 5 1 1 2000 1 1 52
2000-

01-01 395737 17 0 5 1 1 2000 1 1 52
2000-

01-01 3938,97 17 30 5 1 1 2000 1 1 52
2000-

01-01 3939,78 18 0 5 1 1 2000 1 1 52
2000-

01-01 3724,937 13 30 5 1 1 2000 1 1 52
2000-

01-01 3931,095 18 30 5 1 1 2000 1 1 52
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Kod:

reg = xgb.XGBRegressor (n_estimators=1000)

reg.fit (X train, y train,
eval set=[(X train, y train), (X test, y test)],
early stopping rounds=50,

verbose=False)

Feature importance

year 249

hour

(%]
Y dayofweek 120
>
-
weekofyear l14
minute I9
0 50 100 150 200 250

F score

Sekil 4.7. Secilen parametrelerin 6nem dereceleri

Sekil 4.7. modelde kullanilan parametrelerin model sonucunda ne kadar etkili

oldugunu gostermektedir.

wes  TOTALDEMAND

9000
=== MW_Prediction

8000

7000

5000

4000

3000

2000-01-01 2002-01-07 2005-01-07 2008-01-07 2011-01-07 2014-01-07 2017-01-07
SETTLEMENTDATE

Sekil 4.8. XGBoost tahmin sonuglari
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Sekil 4.8.’de goriilecegi gibi XGBoost modeli pik noktalar1 bulmakta oldukg¢a zayif

kalmistir. Modeli bu alanda gii¢lendirmek i¢in modele yeni parametreler eklenmistir.

Bu parametreler min, max, peak, step olarak isimlendirilmis olup formiil haline

getirilmesi agagidaki gibidir:

Ismin parametresi hesabi:

(u—x)>(p—min)/2 - 1 (4.1)

Ismax parametresi hesabi:

(xt —u) >(u —min)/20 - 1 (4.2)

Isstep parametresi hesabi:

(¢ — X41) >((u — min) + (max —p))/2 - 1 (4.3)

Ispeak parametresi hesabi:

() >u=x15-> 1 (4.4)

Bu hesaplamalar her bir deger icin yapilmis olup verimize, asagidaki Tablo 4.2.’te

eklenmistir.
Tablo 4.2. Ozel parametreler tablosu
SETTLEMENTDATE ispeak ismin isstep ismax
1.01.2000 00:30 0 0 0 0

1.01.2000 01:00
1.01.2000 01:30
1.01.2000 02:00
1.01.2000 02:30

S| O o ©
S| O o ©
S| O o ©
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Feature importance

year

hour
dayofweek
dayofyear
minute

isstep

Features

weekofyear
ispeak
ismin

ismax

0 500 1000 1500 2000 2500
F score

Sekil 4.9. Ozel parametrelerin Snem tablosu

Sekil 4.9.’de eklemis oldugumuz ve diger 6zelliklerin 6nem araliklar1 verilmistir. Bu

parametreler eklendikten sonra modelimiz tekrar olusturulup, tekrar tahminleme

yapilmistir.

2000 — TOTALDEMAND
New_XGB

2000-01-01 00:30 2002-01-07 20:30 2005-01-07 16:30 2008-01-07 12:30 2011-01-07 08:30 2014-01-07 04:30 2017-01-07 00:30

SETTLEMENTDATE

Sekil 4.10. Ozel parametreler eklendikten sonra yapilan tahminleme

Sekil 4.10.°da ise XGBoost modelimizin gelistirmis oldugumuz parametreler
eklendikten sonraki tahminleme grafigi verilmistir. Tahminleme performansinda gozle

gorliir bir gelisme mevcuttur.
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4.3. Tutarhhk Analizi

—— TOTALDEMAND

7000

2019-01-01 00:30 2019-01-03 02:30 2019-01-05 04:30 2019-01-07 06:30 2020-01-02 08:30
SETTLEMENTDATE

Sekil 4.11. Tiim modellerin karsilagtirilmasi

Sekil 4.11.”de ayn1 dataset kullanilarak yapilan tahminleme sonuglar1 gosterilmektedir.

Tablo 4.3. Yontemlerin tutarliliklar:

Method New XGB XGB ARIMA
mape 0.055055 0.103977 0.113040
me -16.193.963 -59.667.597 -33.931.905
mae 261.903.310 489.718.882 511.977.434
mpe -0.001189 0.006968 0.011368
rmse 385.687.234 751.521.645 740.843.444
corr 0.902601 0.537140 0.560828

Tablo 4.3.’de gorildiigli tizere XGBoost ve ARIMA modellerinin mape degerleri

yaklasik olarak aynidir. Belirledigimiz parametreler eklendikten sonra ise XGBoost

modelinin mape orani yar1 yartya azalmaktadir.



BOLUM 5. TARTISMA VE SONUC

Bu calismanin amaci istatistiksel bir yontem olan ARIMA ile bir yapay zeka
algoritmas1 olan karar agacinin gelismis bir versiyonu diyebilecegimiz XGBoost

modelinin bir elektrik tiiketim veri kiimesi iizerindeki basarimini karsilagtirmaktir.

Bu caligmada kisa vadeli elektrik talep tahmini yapmak i¢in Avustralya’nin Victoria
eyaletinin 2000 yilindan 2019 yilina kadar alinmis yarim saatlik elektrik talep verileri
kullanilmistir. Sadece ocak ayinin ilk haftasinin tahminlenmesi i¢in bu verilerin sadece
yilin ilk haftast kullanilmis, bu sekilde tiim modellerin kisa vadeli tahminleme
performansi karsilagtirllmigtir. ARIMA modelinin parametreleri belirlenirken ACF ve
PACF grafiklerinden faydalanilmis ve ARIMA modeli olusturulmustur. XGBoost
modelinin parametreleri ise karsilastirilarak secilmistir. XGBoost modelinin egitimi
icin zaman bilgisi ayrilarak bir parametre seti olusturulmus ve sonrasinda bu ¢calismaya
Ozgl tretilmis parametreler eklenmis ve tiim modellerin karsilastirilmasi yapilmastir.
Sonug olarak goriilmiistiir ki, ARIMA ve XGBoost modelleri ilk kiyaslandiginda
benzer sonuglar vermektedir. Ancak ekledigimiz parametrelerin XGBoost modelinin
dogrulunu kayda deger sekilde arttirdig1 ve istatistiksel yaklasimdan daha iyi sonuglar
aldig1 gortilmektedir. MAPE degeri 0.10°dan 0.05’e diisiiriilmiis hata azaltilmistir. Bu
yaklasimla yapay zekd modellerine, verinin durumu gozetilerek, eklenecek
parametreler ile dogrulugunun arttirilabilecegi anlasilmaktadir. Gelecek caligmalar
icin zaman serisinden elde edilen parametreler disinda, sicaklik, niifus gibi dis
etmenlerinde eklenip aynm1 etmenlerle yapay zeka ve istatistiksel modellerin

karsilagtirilmasi yapilabilir.
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