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ÖZET 

 
 
Anahtar kelimeler: Derin Öğrenme, Protein İkincil Yapı, CNN, RNN 
 
Protein yapısı tahmini, biyoinformatik alanındaki çalışmaların merkezi bir odak 
noktası olmuştur. Son yıllarda, proteinin yapısal bilgisini tahmin etmek için karmaşık 
makine öğrenmesi ve ardından derin öğrenme yöntemleri gibi birçok istatistiksel 
yöntem kullanılmıştır. Protein, canlı organizmaların önemli bir parçası olduğundan, 
protein yapısını ve işlevini anlamak ve değerlendirmek çok önemli hale gelmektedir. 
Proteinler, amino asit adı verilen yapı taşlarından oluşmaktadır. Protein yapısı büyük 
ölçüde birincil yapı olarak bilinen amino asit dizileri tarafından belirlenmesine 
rağmen, protein yapısını tek başına bu dizilerden tahmin etmek zordur. Dolayısıyla, 
sekanslardan protein ikincil yapı tahmini, proteinin üç boyutlu yapısının tahmini için 
önemli bir adımdır. Protein ikincil yapı tahmin çalışmalarında birçok yaklaşım 
kullanılmıştır. Bununla birlikte, günümüze kadar, literatürdeki tekniklerin hiçbiri tam 
olarak doğru bir sonuç verememiştir, bu da çalışmayı daha zorlu kılmaktadır. Bu tezde, 
CB513 veri setini kullanarak, derin öğrenme yaklaşımlarından, CNN, RNN, LSTM ve 
GRU kullanımına ilişkin karşılaştırmalı bir çalışma sağlanmaya çalışılmıştır. 
Çalışmada ayrıca her bir yaklaşımın performansı analiz edilmiş ve literatürdeki benzer 
çalışmalarla karşılaştırılmıştır. Bu çalışmada protein ikincil yapının tahmini için 
geliştirilen CNN, RNN, LSTM ve GRU modelleri sırasıyla %82,54, %81,06, %81,10, 
%81,48 başarı oranı elde etmiştir. 
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PROTEIN SECONDARY STRUCTURE PREDICTION USING 
DEEP LEARNING METHOD 

 

SUMMARY 
 
 
Keywords: Deep Learning, Protein Secondary Structure, CNN, RNN 
 
Protein structure prediction has been a central focus of study in Bioinformatics. In the 
past few decades, many statistical methods, such as complex machine learning, 
followed by deep learning methods have been applied to estimate structural 
information of protein. Since protein is a significant part of living-organisms, 
understanding and assessing protein and its functions becomes crucial. Proteins are 
made by building block, called amino acid. Although protein structure is largely 
determined by amino acid sequences, known as primary structure, it is difficult to 
predict protein structure from those sequences alone. Thus, protein secondary structure 
prediction from the sequences is an important step for the estimation of protein three- 
dimensional structure. Many approaches have been employed onto protein secondary 
structure prediction studies. However, up to present days, none of the available 
techniques in literature is able to provide a fully accurate result, which makes the study 
more challenging. By using CB513 dataset, this thesis attempts to provide a 
comparative study of the use of deep learning approaches, CNN, RNN, LSTM and 
GRU. In the study, the performance of each approach was analyzed and compared with 
the similar studies in literature. The models, CNN, RNN, LSTM and GRU, developed 
for protein secondary structure prediction in this study achieved %82,54, %81,06, 
%81,10, %81,48 accuracy.    



 
 

 

 

 

BÖLÜM 1. GİRİŞ 
 

 

Proteinler, canlı organizmaların hemen her biyolojik sürecinde önemli rol alırlar. 

Proteinlerin fonksiyonlarını ve üç boyutlu yapılarını kendilerine özgü aminoasit 

dizilimleri belirler [1]. Farklı aminoasit dizilimine sahip proteinlerin fonksiyonları 

farklıdır [2]. Bu sebeple, proteinlerin amino asit sıralanışının bilinmesi biyolojik 

aktivitesinin açıklanmasında önemli bir aşamadır.  

 

Proteinler yapılarına göre dört seviyeye ayrılırlar; birincil, ikincil, üçüncül ve 

dördüncül yapı. Aminoasitlerin peptid bağları bir araya gelerek oluşturduğu polipeptid 

zinciri birincil yapı olarak tanımlanmaktadır. Bu polipeptid zincirindeki herhangi bir 

değişiklik proteinin üç boyutlu yapısını ve dolayısıyla aktivitesini etkiler. İkincil yapı, 

polipeptid zincirinde görülen bölgesel katlanmalar sonucu oluşur, bu katlanmalar 

amino asitlerin karboksil ve amino grupları arasında kurulan hidrojen bağları ile 

meydana gelmektedir. Üçüncül yapı, proteinlerin üç boyutlu yapısını kazandığı, ikincil 

yapıda bulunan aminoasitlerin R grupları arasındaki etkileşimlerle oluşan yapıdır. 

Birden fazla polipeptid zincirinden oluşan proteinlerin bulunduğu yapı ise dördüncül 

yapı olarak tanımlanmaktadır. 

 

Protein üç boyutlu yapısının bilinmesi, proteinin işlevini anlamanın yanı sıra genlerin 

işlevini anlama, protein katlanmalarındaki hatalardan kaynaklanan hastalıkların tespiti 

ve ilaç tasarımı için de oldukça önemlidir [1,3]. Proteinlerin üç boyutlu yapılarını 

belirlemek için X-ışını kırınımı, nükleer manyetik rezonans (NMR) ve elektron 

kristalografisi gibi deneysel teknikler kullanılmaktadır. Ancak laboratuvar çalışmaları 

ile bu yapıları belirlemek oldukça maliyetli ve zorlu olması yanı sıra her protein için 

bu teknikleri kullanmak mümkün değildir [3]. Proteinlerin üç boyutlu yapılarının, 

temelde onu oluşturan birincil yapıdan tahmini ise zor bir problem olarak 
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görülmektedir [4]. Bu sebeple, amino asit diziliminden (birincil yapı) ikincil yapı 

tahmini, protein yapısının ve dolayısıyla işlevinin anlaşılmasında önemli bir aşamadır.  

 

Yıllar boyunca, protein ikincil yapısını tahmin etmek için çeşitli yöntemler 

kullanılmıştır. Protein veri bankasında (PDB) bulunan protein veri bilgisinin giderek 

artmasıyla beraber bilgisayarlı hesaplama teknikleri bu problemin çözümünde yaygın 

olarak kullanılmıştır.  Yapay sinir ağları, destek vektör makineleri, genetik 

algoritmalar gibi makine öğrenmesi yaklaşımları bu araştırma alanında kullanılan 

yöntemler arasındadır. Son yıllarda yapılan çalışmalar, derin öğrenme modellerinin 

birçok farklı karmaşık problemde olduğu gibi protein ikincil yapı tahmin başarısını 

arttırdığı ortaya koymuştur. 

 

Bu tez çalışmasında, protein ikincil yapısının tahmini için CNN, RNN, LSTM VE 

GRU derin öğrenme modelleri ile çalışılmış ve performansları karşılaştırılmıştır. 

Eğitim ve test aşamalarında CB513 veri seti kullanılmıştır.  

 

Bu tez çalışmasının ikinci bölümünde proteinlerin yapıları hakkında bilgi verilmiş ve 

protein ikincil yapı tahmin çalışmalarının tanıtıldığı kaynak araştırmasına yer 

verilmiştir. Üçüncü bölümde, çalışmada kullanılan derin öğrenme yöntemleri ile ilgili 

teknik bilgiler paylaşılmıştır. Dördüncü bölümde, bu çalışmada kullanılan çalışma 

ortamı, geliştirilen derin öğrenme yöntemleri ve çalışma adımları tanıtılmıştır. Beşinci 

bölümde, çalışmada kullanılan dört yöntemin eğitim ve test bulgularına yer verilmiştir. 

Altıncı bölümde, çalışmanın sonuçları paylaşılmıştır. 

 

 



 
 

 

 

 

BÖLÜM 2. PROTEİNLER VE KAYNAK ARAŞTIRMASI 
 

 
2.1.  Proteinler 

 

Proteinler, temelde amino asitlerin peptid bağı ile bir araya gelmesi ile oluşurlar. 

Amino asit dizilimindeki katlanmalar sonucunda ise proteinlerin üç boyutlu yapısı 

meydana gelir. Doğada proteinleri oluşturan 20 farklı amino asit türü mevcuttur. 

Amino asitler, merkez karbon atomuna (Cα) bağlı hidrojen atomu (H), amino grubu 

(-NH2), karboksil grubu (-COOH) ve bir değişken yan zincirden (R) meydana gelirler. 

Şekil 2.1.’de amino asitlerin genel yapıları gösterilmektedir. 

 

 
Şekil 2.1. Amino asitlerin genel gösterimi 

 

Peptid zincirleri, bir amino asidin karboksil grubundaki hidroksil ile diğer amino 

asidin amino grubundaki hidrojen arasında peptid bağı kurulması ile oluşur ve amino 

asit sayısına göre isimlendirilirler; iki amino asit içeren zincir dipeptid, üç amino asit 

içeren zincir tripeptid, üçten fazla amino asidin birleşimi ile oluşan zincir ise polipeptid 

olarak adlandırılır. Zinciri oluşurken, solda kalan amino asidin bağ oluşmayan 

tarafında amino grubu bulunduğu için bu uç amino ucu ya da N-ucu olarak 

adlandırılırken, sağ uçtaki amino asidin karboksil grubu bağ oluşturmadığından bu uç 



4 
 

 
 

karboksil ucu ya da C-ucu olarak adlandırılır. Polipeptid zincirleri okunurken N-

ucundan C-ucuna yani soldan sağa doğru okunurlar.  

 

Proteinler, bir veya daha fazla polipeptid zincirinden oluşabilirler. Polipeptid 

zincirinde bulunan amino asitlere kalıntı (residue) adı verilir. Bunun sebebi, protein 

yapısına katılan amino asitleri, serbest haldeki amino asitlerden ayırabilmektir [5]. 

 

Amino asitler, üç harfli ve tek harfli kısaltmaları bulunmaktadır ancak protein yapısı 

gösterilirken genellikle tek harfli kısalmaları kullanılmaktadır. Proteinlerin yapısında 

bulunan amino asitlerin üç harfli ve tek harfli kısalmaları Şekil 2.2.’de gösterilmiştir. 

 

 
Şekil 2.2. Amino asitlerin kısaltmaları [6] 

 

2.1.1.  Protein yapısı 

 

Proteinlerin yapısında dört seviye bulunmaktadır; birincil, ikincil, üçüncül ve 

dördüncül yapı. Her yapı, proteini oluşturan amino asit dizisinde kurulan bağ 

yapılarına bağlı olarak meydana gelir. Birincil yapıda meydana gelen katlanmalar 

ikincil yapıyı, ikincil yapıda bulunan zincirdeki etkileşimler üçüncül yapıyı ve üçüncül 

yapı da dördüncül yapıyı oluşturmaktadır. 

 

2.1.1.1.  Birincil yapı 

 

Amino asitler arasında kurulan peptid bağları ile oluşan amino asit dizisi bir proteinin 

birincil yapısını oluşturur. Polipeptid zincirlerindeki merkezi amino asitlerin 

değişmeyen grupları arasında kurulan peptid bağları sebebiyle her zincirde aynı 
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olmasına rağmen farklılığı sağlayan amino asit kalıntılarının değişken R gruplarıdır. 

Birincil yapıyı oluşturan polipeptid zincirindeki amino asit türü, sayısı ve sırasındaki 

herhangi bir değişiklik farklı katlanmalara ve dolayısıyla farklı protein yapılarının 

oluşmasına neden olur. Birincil yapı proteinin üç boyutlu yapısını etkilediğinden 

dolaylı olarak proteinin fonksiyonunu da etkilemektedir [2]. 

 

2.1.1.2.  İkincil yapı 

 

Polipeptid zincirindeki amino asit kalıntılarının arasında kurulan hidrojen bağları, 

zincirde bazı düzenli ve düzensiz bölgesel katlanmalar meydana getirir. Proteinin 

ikincil yapısını oluşturan bu katlanmalar, iki temel motif oluşturur. Bu motifler, a-

sarmal (a-helix) ve b-tabaka (b-sheet) olarak isimlendirilir. İki temel ikincil yapı 

dışındaki düzensiz katlanmalar ise rastgele döngü yapılarıdır (b-turn, loop). Bu 

motifler bölgesel olduklarından, bir proteinde birden fazla ikincil yapı bulunabilir. 

 

a-sarmal: Birbirine dört amino asit kalıntısı uzaklıktaki kalıntılardan ilkinin -NH 

grubu ile diğer kalıntının -CO grubu arasında kurulan hidrojen bağı ile meydana gelen 

düzenli bükülmeler sonucu spiral şeklini alan polipeptid zinciri sarmal yapı olarak 

tanımlanır. Amino asit kalıntılarının R grupları, bu sarmal yapının dış tarafında kalır. 

a-sarmal en yaygın görülen protein ikincil yapıdır. 

 

b-tabaka: Polipeptid zincirindeki amino asit kalıntıları arasında iki veya üç hidrojen 

bağının yan yana gelerek oluşturduğu tabakalardan meydana gelen akordeon 

şeklindeki yapıdır. Kırmalı tabaka olarak da adlandırılan b-tabaka, a-sarmal yapıdan 

sonra en sık rastlanan ikincil yapıdır. 

 

Döngü: Sarmal ve tabaka gibi düzenli bir tekrarı bulunmayan yapılardır ve genellikle 

sarmal ve tabaka yapıları arasında bulunarak bu yapıları birbirine bağlarlar.  
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2.1.1.3.  Üçüncül yapı 

 

Tek polipeptid zincirinden oluşan proteinlerde, ikincil yapı düzeyinde bulunan amino 

asit dizisinde yer alan kalıntıların R grupları arasında gerçekleşen etkileşimler 

sonucunda kazanılan üç boyutlu yapı proteinin üçüncül yapısını oluşturur.  Hidrofobik 

yan zincire sahip amino asit kalıntıları proteinin iç bölgelerinde toplanırken, hidrofilik 

yan zincire sahip amino asit kalıntıları ise proteinin dış bölgelerinde yer alırlar. Van 

der Waals etkileşimler, disülfid bağları, iyonik bağlar üçüncül yapının oluşumunda 

etkili olan temel bağları oluşturmaktadır. 

 

2.1.1.4.  Dördüncül yapı 

 

Bazı proteinler üçüncül yapıda bulunan birden fazla polipeptid zinciri içermektedir. 

Alt ünite olarak adlandırılan bu birimler arasında oluşan etkileşimler ve bağlar 

proteinin dördüncül yapısını oluşturur. Her protein üçüncül yapıda bulunan çok sayıda 

polipeptid zinciri içermediğinden dördüncül yapısı bulunmayabilir. Hemoglobin 

dördüncül yapıda bulunan proteinler arasında yer alır.  

 

 
Şekil 2.3. Protein yapılarının illüstrasyonu [7] 

 

Şekil 2.3.’te protein seviyelerinin illüstrasyonu yer almaktadır. Amino asitlerin 

oluşturdukları zincir birincil yapıyı, bu zincirdeki katlanmalar sonucu meydana gelen 

iki temel motif olan alfa helix ve beta tabaka ikincil yapıyı, ikincil yapı figürlerinin bir 

araya gelmesi üçüncül yapıyı ve son olarak birden fazla üçüncül yapının bir arada 

bulunduğu proteinlerin bulunduğu yapı ise dördüncül yapı olarak gösterilmektedir. 
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2.2.  Protein Yapı Tahmini 

 

Proteinlerin üç boyutlu yapıları deneysel yöntemlerle analiz edilebiliyor olmalarına 

rağmen bu yöntemler oldukça maliyetli oldukları gibi her protein için başarılı sonuç 

vermediklerinden, deneysel yöntemlerle çözümlenmiş protein yapılarından yola 

çıkarak yapısı belirlenmemiş proteinler için model geliştirmek protein yapı tahmini 

olarak tanımlanmaktadır. Ancak proteinin üç boyutlu yapısının tahmini zor bir 

problem olarak tanımlandığından, proteinlerin üç boyutlu yapısının tahmininde 

kullanılmak üzere ikincil yapı tahmini, çözücü erişilirlik sıklıkla çalışılan konular 

arasında yer almaktadır. 

 

2.2.1.  Protein İkincil Yapı Tahmini 

 

Protein ikincil yapısının tahmini, proteinin birincil yapısından yani amino asit 

dizisinden her amino aside karşılık gelen ikincil yapı (a-sarmal, b-tabaka gibi) 

sınıfının tahmin çalışılmalarından oluşmaktadır. Kabsch ve Sander tarafından 

oluşturulan DSSP (Dictionary of Secondary Structure) adı verilen veri tabanı, PDB’de 

yer alan her protein için protein ikincil yapı sınıflarını hidrojen bağlanmalarına göre 

sekiz standart sınıfla temsil eder [8]. Protein ikincil yapı tahmininde bu sekiz sınıf 

kullanılabildiği gibi, genellikle sekiz sınıflı yapı üç ana sınıfa indirgenerek üç sınıflı 

yapı tahmini yapılmaktadır. Tablo 2.1.’de her bir ikincil yapı sınıfının harf karşılığı ve 

sekiz sınıfın üç sınıfa indirgemesinde kullanılan yöntem gösterilmektedir. 

 
Tablo 2.1. Sekiz sınıflı ve üç sınıflı ikincil yapı gösterimi 

DSSP Sek5z sınıflı 5k5nc5l yapı                                    Üç sınıflı 5k5nc5l yapı 

H a-sarmal 

H Sarmal (Hel5x) G 310-sarmal (310 hel5x) 

I 5-sarmal (π-hel5x) 

E extended strand, part5c5pates 5n β ladder 
E Beta İpl5k (b-Strand) 

B res5due 5n 5solated β-br5dge 

T h5drojen bağı dönüş 
L Döngü (Loop) S bend 

‘ ’ veya - co5l 
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2.3.  Kaynak Araştırması 

 

Protein yapısındaki aminoasit dizilimlerinde meydana gelen hidrojen bağlarının 

temelde sarmal ve tabaka adı verilen iki motif oluşturduğu, bu motiflerin ise coil veya 

turn olarak adlandırılan düzensiz motiflerle bağlandığı Pauling ve Corey tarafından 

yapılan çalışmalarda tahmin edilmiştir [9]–[12]. Bu çalışmaları ile Pauling 1954 

yılında Nobel Kimya ödülünü almaya hak kazanmıştır. 

 

1950’li yılların sonlarında Perutz ve doktora öğrencisi Kendrew, globular protein olan 

hemoglobin ve miyoglobinin üç boyutlu moleküler yapılarını X-ışını kırınımı yöntemi 

ile tanımlayarak bir proteinin yapısının ilk kez atomik seyide anlaşılmasını 

sağlamışlardır [13], [14]. 1962 yılında, Perutz MRC Moleküler Biyoloji 

Laboratuvarını kurmuştur. Aynı yıl, çalışmalarıyla yakaladıkları başarı sebebi ile 

Nobel Kimya ödülü almışlardır. 

 

Rost ve Sander, protein ikincil yapı tahmini yöntemlerini üç nesil olarak incelenmiştir 

[15]. 60’lı ve 70’li yıllarda, amino asit kalıntıları ile protein ikincil yapısında bulunan 

motifler (a-sarmalı, b-tabaka) arasındaki ilişkinin istatiksel metotlarla analiz edildiği 

yöntemler birinci nesil olarak tanımlanmıştır. Bu yöntemle yapılan çalışmalardaki 

tahmin başarı oranı, o dönemde deneysel olarak gözlemlenebilen protein sayısına bağlı 

olarak, %50-60 arasında seyretmiştir. 

 

Chou-Fasman tarafından deneysel olarak analiz edilmiş, bilinen proteinler kullanılarak 

her bir amino asit için yapısal elementlerde bulunma sıklığı hesaplanmış ve sonuçlara 

bakılarak herhangi bir amino asit dizisi için ikincil yapı tahmini geliştirilmiştir [16], 

[17]. Birinci nesil yöntemlerden olan bu metot literatürde, Chou-Fasman algoritması 

olarak yer almaktadır. 

 

Garnier ve arkadaşları tarafından geliştirilen GOR, Chou-Fasman algoritmasında 

olduğu gibi olasılıklara dayanan ancak yalnızca tek amino asit için ikincil yapı 

oluşturma olasılığını incelemek yerine 20 aminoasit içerisinde 17 boyutlu pencerelerle 
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komşu amino asit kalıntılarının bulunduğu ikincil yapı durumunu da hesaplayan 

koşullu olasılık kullanılan bir metottur [18]. 

 

İkinci nesil yöntemler, birinci nesle kıyasla daha büyük veri setleriyle çalışılan, merkez 

aminoasit için mevcut ikincil yapıyı temel alan kayan pencere yönteminin ağırlıklı 

olarak kullanıldığı, 1990’lı yılların başına kadar çalışılan yöntemlerden oluşmaktadır 

[15]. En sık uygulanan ikincil nesil yöntemler arasında en yakın komşu algoritmaları 

[19], yapay sinir ağları [20] ve istatiksel bilgiye [21] dayanan çalışmalar yer 

almaktadır. 

 

Gibrat ve arkadaşları tarafından GOR algoritmasından geliştirilen, istatiksel bilgi 

kullanılan GOR3 ikinci nesil yaklaşımların başında gelen çalışmalardan olmuştur. Bu 

çalışmada araştırmacılar, 68 proteinde ikincil yapı durumlarını tahmin ettiklerini ve 

daha önceki versiyonuna göre %7 başarı artışı sağlayarak %63 doğru tahmin başarısına 

ulaştığını belirtmişlerdir [21]. 

 

Ptitsyn ve Finkelstein stereokimyasal tahmin kurallarını kullanarak geliştirdikleri 

algoritma ile helix için %74 doğru tahmin sağlarken, b-strand için %58 doğruluk 

oranına ulaşabilmiştir [22].  

 

Rost ve Sander, birinci nesilden Chou-Fasman, Lim ve GOR1 ile ikinci nesilden olan 

ALB ve Scheider algoritmalarını aynı veri setini kullanarak karşılaştırmış ve ikinci 

nesil algoritmaların %10 daha başarılı olduğunu belirtmişlerdir [15]. Ancak yine de 

ikinci nesil yöntemlerin başarı oranı %70’leri aşamamıştır. Başarı oranlarının istenilen 

seviyeye ulaşamaması ve beta tabaka durumunun sarmal yapıya göre daha düşük 

tahmin seviyesinin olması gibi birçok sebep araştırmacıları üçüncü nesil yöntemlere 

yönlendirmiştir. 

 

90’lı yıllardan günümüze kadar olan süreçte, online veri tabanlarındaki çözümlenmiş 

protein verilerinin artması ve teknolojik gelişmelerle birlikte ikincil yapı tahmin 

çalışmalarında makine öğrenmesi teknikleri üzerine yoğunlaşan üçüncü nesil 

yöntemler kullanılmıştır. Protein ikincil yapı tahmininde en sık kullanılan makine 



10 
 

 
 

öğrenmesi tekniklerini yapay sinir ağları [23]–[25], saklı Markov modeli [26]–[28], 

destek vektör makineleri [29]–[31] oluşturmaktadır. Üçüncü nesil çalışmalar ile 

beraber ikincil yapı tahmin başarısı %70’leri aşmıştır. 

 

Biyoinformatik alanında iki veya daha fazla dizinin benzer bölgelerini belirlemek için 

çoklu dizi hizalama yöntemleri kullanılmaktadır. Protein ikincil yapı tahmininde, bazı 

çalışmalarda çoklu dizi hizalama yöntemleri kullanıldığı gibi, son zamanlarda tüm 

protein dizisini eğitim girdisi olarak kullanan çalışmalar da bulunmaktadır. En sık 

kullanılan çoklu dizi hizalama algoritmaları arasında PSI-BLAST [32] ve HHblits yer 

almaktadır [33].  

 

Makine öğrenmesi teknikleri dışında, protein ikincil yapı tahmininde başarı oranını 

arttırmak için birden fazla başarılı metodun bir arada kullanıldığı hibrid yöntemler 

geliştirilmiştir [34], [35]. 

 

Karmaşık problemleri çözmedeki başarısı ve büyük veri setleriyle çalışma imkânı ile 

derin öğrenme yöntemleri pek çok alanda olduğu gibi biyoinformatik alanında yapılan 

çalışmalarda da sıklıkla tercih edilmiştir [36], [37]. Bu alandaki çalışmalarla birlikte 

derin öğrenme algoritmalarından Evrişimli Sinir Ağları ve Özyinelemeli Sinir Ağları 

protein ikincil yapı tahmininde kullanılan önemli metotlar arasında yer almıştır. 

 

90’lı yılların sonlarında Baldi ve arkadaşları tarafından protein ikincil yapılarının 

tahmininde PSI-BLAST hizalaması ve çift yönlü (bidirectional)  özyinelemeli sinir ağı 

kullanılarak geliştirilen SSPro, üç sınıflı tahminlemede %76 başarı elde etmiştir [38]. 

Pollastri ve McLysaght SSPro’yu geliştirilerek Q3 başarı oranı %79 olan Porter adını 

verdikleri bir web sunucusu oluşturmuşlardır [39]. Sonraki yıllarda Porter’ın çeşitli 

versiyonları da geliştirilmiştir. Porter 4.0 adı verilen çalışmada Q3 başarı oranı %82,2 

olarak belirtilmiştir [40]. 

 

Heffarnan ve arkadaşları, SPIDER3 adını verdikleri yöntemde, çift yönlü özyinelemeli 

sinir ağı ve LSTM hücreleri kullanılarak %84,48 Q3 başarı elde etmişlerdir [41]. 
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Wang ve arkadaşları Şartlı Rastgele Alanlar (Conditional Random Fields-CRF) ve 

sinir ağları kullanarak geliştirdikleri DeepCNF yöntemi ile üç sınıflı ve sekiz sınıflı 

tahminleme çalışmaları yapmışlardır [42]. Bu çalışmada, beş farklı test seti ile yapılan 

değerlendirme sonuçlarına göre Q3 başarılarının %82,3 ile %85,4 arasında yer aldığı 

belirtilmiştir. 

 

Wang ve arkadaşları, SSREDNs (Secondary Structure Recurrent Encoder–Decoder 

Networks) adını verdikleri yöntem ile eğittikleri ağda, CB513 ve CullPDB veri 

setlerini test ederek Q3  için %82,9 ve %84,2, Q8  için 68.20% ve 73.1% başarıya 

ulaşmışlardır [43]. 

 

Son yıllarda, CNN ve RNN gibi derin öğrenme yöntemleri ile başarılı tahmin sonuçları 

elde edilmesi ile birlikte bu yöntemlerin bir arada kullanıldığı çalışmalarda tahmin 

başarısının arttırılması hedeflenmiştir [44].  

 

Li ve Yu, DCRNN (Deep convolutional recurrent neural network) adını verdikleri çok 

ölçekli (multiscale) CNN ve çift yönlü geçitli tekrarlayan birim katmanları 

kullandıkları çalışmada farklı veri setlerinde yaptıkları testlerde CB513 veri seti için 

%69,7, CASP10 veri seti için %76,9 ve CASP11 veri seti için %73,1 Q8 başarısı elde 

etmişlerdir [45]. Ayrıca bu çalışmanın, literatürde PİYT için GRU kullanıldığı bilinen 

ilk çalışma olduğunu belirtmişlerdir. 

 

Guo ve arkadaşları tarafından yapılan çalışmada, çift yönlü uzun-kısa süreli bellek ve 

asimetrik CNN kullanılarak sekiz sınıflı protein ikincil yapı tahmin çalışması 

yapılmıştır [46]. Çalışma sonuçlarına göre, DeepACLSTM adı verilen bu algoritma ile 

CASP10 veri setinde %75, CASP11 veri setinde %73 Q8 başarısına ulaşmışlardır. 

 

Wang ve arkadaşları, 13 pencere boyutlu PSSM matrisini eğitim girdisi olarak 

kullanarak CNN ve LSTM katmanlarından oluşan ağ ile eğitmişler ve %80,18 Q3 

başarısı elde etmişlerdir [47]. 

 



 
 

 

 

 

BÖLÜM 3. DERİN ÖĞRENME 
 

 

Yapay zekâ, zeki canlılar tarafından kolaylıkla gerçekleştirilebilen süreçlerin, 

makineler veya bilgisayarlar tarafından bu canlılara benzer şekilde gerçekleştirilme 

yeteneği olarak tanımlanmaktadır. Genellikle insan zekasını taklit eden sistemler 

olarak düşünülse de sadece bununla sınırlandırılmamaktadır. 1950’li yıllardan itibaren 

literatürde karşılaşılan bu yöntemler, ilk zamanlarda çoğunlukla, makinelerin problem 

çözme ve tahmin etme süreçlerinin insanlar tarafından matematiksel ve mantıksal 

olarak programlanmasına dayanmaktaydı.  

 

Yapay zekânın alt kümesi olan ve 1980’lerde yükselişe geçen makine öğrenmesi 

kavramı ise, Arthur Samuel tarafından makinelerin özellikle programlanmadığı 

sonuçları öğrenebilme yeteneği olarak tanımlanmıştır [48]. Bilgisayar sistemlerinin, 

donanımsal gelişimi ile birlikte bu yöntemlerin gerçekleştirilebilmesi daha mümkün 

hale gelmiştir. Makine öğrenmesi yöntemlerinin başında, yapay sinir ağları (YSA), 

destek vektör makineleri (SVM- Support Vector Machine) ve genetik algoritmalar 

gelmektedir.  

 

Yapay sinir ağları, insanların öğrenmesi esnasında beyinde gerçekleşen süreçlerde 

sinir hücrelerinin ve aralarındaki iletişimin modellendiği bir yapıya sahiptir. YSA’da 

nöronlar arasındaki bağlantı ağırlıklarla hesaplanır. Makinenin öğrenmesi istenen girdi 

ve çıktılar arasındaki bu bağlantı ileri veya geri beslemeli olarak hesaplanabilir. 

 

Örneklerden öğrenen makine öğrenmesi modellerinde, verinin yani örnek miktarının 

artması öğrenmeyi olumlu yönde etkilemektedir. Ancak zaman içerisinde tek katmanlı 

bir öğrenme sistemi sağlayan YSA gibi yöntemlerin çok miktarda veriyi öğrenmesi 

için güçlü sistemler ve zaman gerekmiştir. Bu sebeple, çok katmanla çalışan derin 

öğrenme yaklaşımı günümüzde sıklıkla tercih edilmeye başlanmıştır. Derin öğrenme, 

yapay sinir ağlarına dayanan bir makine öğrenmesi yaklaşımıdır.  
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Tezin bu bölümünde, bu çalışmada kullanılan derin öğrenme yöntemleri ile ilgili 

teknik bilgilere yer verilecektir.  

 

3.1.  Evrişimli Sinir Ağları 

 

Evrişimli sinir ağları (CNN), çok boyutlu dizi şeklindeki verilerden öğrenim yapmak 

için kullanılan bir derin öğrenme modelidir. Genellikle resim gibi iki boyutlu verilerde 

yer alan bilginin, resimdeki figürler veya cisimler gibi, öğrenilmesinde sıklıkla CNN 

yapıları kullanılır. Bu yapıda, örnekler girdi olarak ağa iletildikten sonra, gizli 

katmanlarda çıktının diğer bir deyişle istenen bilginin öğrenimi gerçekleşir. Verinin 

boyutuyla ilişkili olarak genellikle, dizi ve sekans verilerinin öğreniminde tek boyut, 

resim ve ses dalgalarında iki boyut, video için üç boyutlu evrişimli sinir ağları 

kullanılır. Evrişimli sinir ağlarında kullanılan katmanlar temel olarak, evrişim, 

örnekleme (pooling) ve tam bağlı katmanlar olarak karşımıza çıkmaktadır. 

 

3.1.1.  Evrişim katmanı 

 

Bu katman, konvolüsyon olarak da adlandırılan evrişim işlemiyle özellik çıkarımının 

yapıldığı CNN modellerinin temeli sayılan ilk katmandır ve arka arkaya birden fazla 

eklenerek tekrarlayabilir. İşlenmemiş veriler gibi önceki katmanın çıktısı olan özellik 

haritaları da bu katmanın girdisi olabilir. Konvolüsyon işleminde, kernel olarak 

adlandırılan bir filtre aracılığıyla girdide öne çıkan özelliklerin çıkarımı yapılır. NxN 

boyutlu bu filtre ile girdi matrisinde soldan sağa ve yukarıdan aşağı doğru adım adım 

girdi verisi ile filtredeki veri arasında çarpma işlemi gerçekleştirilip tüm değerler 

toplanarak bir değer elde edilir. Girdi verisi filtre ile bu şekilde gezildikten sonra 

özelliklerin belirlenmiş olduğu bir çıktı matrisi oluşturulmuş olur. Özellik haritası 

olarak da adlandırılan bu matris, bir sonraki katmanda girdi olarak kullanılır. Şekil 

3.1.’de konvolüsyon işleminin uygulanışı gösterilmektedir.  
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Şekil 3.1. Konvolüsyon işleminin uygulanışı [49] 

 

3.1.2.  Örnekleme 

 

Evrişimli sinir ağlarında sıklıkla yer alan diğer bir katman olan pooling katmanı, 

genellikle iki evrişim katmanı arasında bulunur. Hesaplanan parametreleri azalmak 

amacıyla bir önceki katmandan gelen özellik haritasında nxn boyutlu bir filtre ile işlem 

yapılarak önemli özelliklerin belirlenmesi sağlanır. Genellikle maximum pooling ve 

ortalama pooling olarak adlandırılan iki türü kullanılmaktadır. Maksimum pooling ile 

filtreye karşılık gelen özellik haritası parçasındaki en büyük değer alınırken, ortalama 

ile ortalama değer hesaplanır. Bu işlem sonucunda, matris boyutu küçülürken önemli 

özellikler öne çıkmış olur.  

 

Şekil 3.2.’de girdi matrisi üzerinde 2x2 boyutlu filtrenin 2 adım aralığı ile gezilerek 

öznitelik matrislerinin çıkarılması işlemi iki farklı örnekleme türü kullanılarak 

gösterilmektedir. İlk adımda, maksimum örnekleme ile filtreye karşılık gelen matris 

bölümündeki en büyük değer olan 100 öznitelik olarak seçilirken, ortalama 

örneklemede 31,15, 0 ve 100 değerlerinin ortalaması alınmaktadır.  
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Şekil 3.2. Maksimum ve ortalama örnekleme işleminin uygulanışı [50] 

 

3.1.3.  Düzleştirme 

 

Önceki başlıklarda belirtilen katmanlarda yapılan işlemler sonucu elde edilen özellik 

matrisi, düzleştirme işlemi ile tek boyutlu bir dizi haline getirilerek, sınıflandırma 

işlemini gerçekleştirecek son katmanlar için hazırlanır. Düzleştirme işlemi tam bağlı 

katmanlarından önce yer alır. 

 

3.1.4.  Tam bağlı katman 

 

Tam bağlı katman (Fully Connected Layer), CNN mimarilerinde yer alan son 

katmanları temsil eder. Bu katmanlarda, klasik yapay sinir ağlarında olduğu gibi tüm 

nöronlar arasında bağlantı vardır ve çıkış katmanından önceki optimizasyon işlemleri 

gerçekleştirilir. Tam bağlı katmanda, girdi olarak bir vektör gönderilmesi 

gerektiğinden bu katmandan önce düzleştirme işlemine gereksinim duyulur.  Şekil 

3.3.’te düzleştirme işlemi ve tam bağlı katmanların temsili gösterimi yer almaktadır. 
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Şekil 3.3. Düzleştirme ve tam bağlı katmanlar [51] 

 

3.2.  Tekrarlayan Sinir Ağları 

 

Tekrarlayan sinir ağları (RNN), geçici bir hafızaya sahip ileri beslemeli sinir ağlarıdır. 

Yapay sinir ağları her bilgiyi ayrı ayrı değerlendirirken, RNN’ler önceki bilgiyi 

saklayabildiklerinden yeni bilgiyi işlerken önceki bilgilerden faydalanabilirler.  Sıralı 

dizilerin öğrenilmesinde kullanılan RNN, bellek olarak düşünülebilecek gizli 

durumlara (hidden states) sahiptir. Bir sonraki zaman adımındaki diziyi tahmin etmek 

için, mevcut bir zaman adımındaki bir giriş ve çıkış dizisini eşleyebilen geri yayılım 

kullanarak dizi öğrenimini gerçekleştirirler. Yapılarında bulunan döngüler ile sıralı 

veriler arasında ilişki kurma ve anlamlandırma yapabilirler. Böylelikle, eski ve yeni 

girdi arasında bilgi akışı sağlanmış olur.           

 

 
Şekil 3.4. Tekrarlayan sinir ağları [52] 
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Şekilde gösterilen RNN yapısında t zamanındaki durum için, 𝑥! girdiyi, ℎ! çıktıyı ve 

A ağın bir kısmını temsil ederken; döngü, öğrenilen bilginin farklı bir t zamanında 

kullanılmasına olanak verir.  (Şekil 3.4.)  

 

 
Şekil 3.5. RNN ağ yapısı [52] 

 

Şekil 3.5.’te döngünün A ile temsil edilen ağ yapısı gösterilmektedir. RNN’lerde 

aktivasyon fonksiyonu olarak genellikle tanh fonksiyonu kullanılır.  

 

3.3.  Uzun-Kısa Süreli Bellek Ağları 

 

Yapay sinir ağlarında sıklıkla kullanılan geri yayılım hesaplamaları, RNN yapısında 

eski bilgilerin aşırı birikmesi ve t zamanının artması veya dizinin uzaması ile zamanla 

kaybolması durumunu ortaya çıkarabilmektedir. Uzun-Kısa Süreli Bellek Ağları 

(LSTM), kaybolan gradyan (vanishing gradient) olarak adlandırılan bu problemin 

çözümü olarak önerilen bir RNN türüdür. İlk olarak 1997 yılında Hochreiter & 

Schmidhuber tarafından tanıtılan LSTM, kısa süreli öğrenimleri hafıza bloklarında 

tutarak uzun süreli kullanımını sağlamaktadır [53]. 

 

LSTM’ler, girdi, çıktı ve gizli katmanlardan oluşmaktadır ancak RNN’lerden farklı 

olarak bellekte üç kapı bulunur.  Giriş, çıkış ve unutma kapısı olarak adlandırılan bu 

kapılar, bellekten bilgiyi okuma, yazma ve güncelleme işlemlerini yürütmektedirler.  
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3.4.  Geçitli Yinelenen Birim 

 

Geçitli Yinelenen Birim (GRU), Cho ve arkadaşları tarafından kaybolan gradyan 

problemine çözüm sağlamak amacıyla 2014 yılında önerilen bir RNN türüdür [54]. 

LSTM yapısında üç kapı bulunurken, GRU’da iki kapı yer almaktadır. Sıfırlama ve 

güncelleme olarak adlandırılan kapılar ile, tahmin edilmek istenen çıktılar için gerekli 

bilgilerin uzun süre bellekte tutulması, gereksiz bilgilerin ise sıfırlanması işlemleri 

gerçekleştirilir.  

 

𝑧! = 𝜎$𝑊(#)𝑥!	 + 𝑈(#)ℎ!&'*                                                                                  (3.1) 

 

Denklemde, t zamanındaki güncelleme adımının formülü gösterilmektedir. t 

zamanındaki 𝑥!	girdisi kendi ağırlığı olan 𝑊(#) ile çarpılır. İşlemin yapıldığı zamandan 

önceki t-1 zamanında elde edilen bilgi aynı şekilde kendi ağırlığı ile çarpılarak, elde 

edilen değerlere toplama işlemi uygulanır. Bu sonucun, sigmoid aktivasyon 

fonksiyonu uygulanarak 0-1 aralığına dönüştürülmesi ile 𝑧! değeri elde edilir. 

 

𝑟! = 𝜎$𝑊(()𝑥!	 + 𝑈(()ℎ!&'*                                                                                        (3.2) 

 

Yukarıdaki denklem, GRU’larda yer alan unutma işleminin formülü gösterilmektedir. 

Unutma kapısında, önceki girdilerden öğrenilen bilgilerin ne kadarının unutulacağı 

belirlenmiş olur. 

 

3.5.  Aktivasyon Fonksiyonları 

 

Transfer fonksiyonu olarak da adlandırılan aktivasyon fonksiyonları, yapay sinir ağları 

ve derin öğrenme modellerinde karmaşık verilerin öğrenilmesini sağlayan 

fonksiyonlardır. Girdi verilerinden üretilecek çıktının hesaplanması bu fonksiyonlar 

ile gerçekleştirilir. Aktivasyon fonksiyonları, verilerin belirli değer aralığına 

dönüştürülmesi işlemini yürütür. Derin öğrenme çalışmalarında sıklıkla kullanılan 

aktivasyon fonksiyonları; ReLu, tanh, sigmoid olarak sıralanabilir.  
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Tablo 3.1.’de, bu çalışmada yer alan aktivasyon fonksiyonlarının grafikleri ve 

denklemleri gösterilmektedir.  

 
Tablo 3.1. Aktivasyon fonksiyonları 

FonksPyon Adı GrafPk Denklem 

SPgmoPd 

 

𝜎(x) =
1

1	 +	𝑒&) 

HPperbolPk Tanjant  

(tanh) 
 

tanh(x) =
𝑒) 	− 	 	𝑒&)

𝑒) 	+ 	𝑒&)  

RektPfPye Doğrusal BPrPmP 

(ReLu) 
 

70							x ≤ 0	için
	x							x > 0	için 

 

RNN, LSTM ve GRU modellerinde en çok kullanılan aktivasyon fonksiyonu 

hiperbolik tanjant (tanh) fonksiyonudur. Bu fonksiyon, [-1,1] arasında değer üretir ve 

doğrusal değildir. Uç değerler için fonksiyonun türevi sıfıra yakınsar.  

 

Özellikle evrişimli katmanlarda sıklıkla tercih edilen Rektifiye Doğrusal Birimi 

(ReLu-Rectified Lineer Unit),), negatif değerler için 0, pozitif değerler içinse aynı 

değeri üreten doğrusal olmayan bir aktivasyon fonksiyondur. [0, +∞) arasında değer 

üretilir. Diğer aktivasyon fonksiyonları ile karşılaştırıldığında, negatif değerlerin 

sıfırlanması daha hızlı çalışmasını sağlamaktadır. 

 

Sınıflandırma algoritmalarında, girdinin belirlenen sınıfa ait olma olasılığını 

hesaplamayı sağlayan softmax aktivasyon fonksiyonu genellikle çıktı katmanında 

tercih edilir. Softmax kullanılırken, çıktı katmanında problemde yer alan sınıf kadar 

nöron sayısı olması gerekmektedir. 
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Aşağıdaki denklemde 𝑖 = 1,… , 𝐾		𝑖ç𝑖𝑛 softmax fonksiyonu gösterilmektedir. 

 

σ(z)j=
ezj

∑ ezkK
k=1

																																																																																																																				(3.3) 

 

3.6.  Başarım İyileştirme Yöntemleri 

 

Derin öğrenme modellerinde sıklıkla karşılaşılan veri setini aşırı öğrenme veya 

ezberleme (overfitting) durumlarını engellemek ve model başarısını arttırmak için 

çeşitli regülasyon yöntemleri tercih edilmektedir. Bunlardan en sık kullanılan iki 

yöntem seyreltme (dropout) ve L2 regülasyonudur. 

 

3.6.1.  Seyreltme  

 

Eğitim sırasında, düğümler arasındaki bağlantıların belirlenen eşik değeri 

doğrultusunda veya rastgele koparılması seyreltme (dropout) işlemi olarak 

tanımlanmaktadır. Srivastava ve arkadaşları tarafından 2014 yılında önerilmiştir ve 

aşırı öğrenme problemlerine çözüm olarak kullanılabildiği gibi, model başarısını 

arttırmak için de kullanılabileceği belirtilmiştir [55]. 

 

3.6.2.  L2 düzenleme 

 

L2, cezalandırma yöntemi uygulayarak ağırlıkları çok yüksek olmamasını sağlayan bir 

düzenleme yöntemidir. Model ağırlıklarını düzenleyerek aşırı ezberleme durumunun 

engellenmesine ve model başarısını arttırılmasına yardımcı olur.  

 

3.7.  ADAM Optimizasyonu 

 

Derin öğrenme ve YSA modellerinde ağırlık değerlerinin güncellenmesi ve hatanın en 

aza indirgenmesi için çeşitli optimizasyon algoritmaları kullanılmaktadır. 2014 yılında 

Kingma ve arkadaşları tarafından önerilen Adam, birinci dereceden gradyan tabanlı 

bir eniyileme algoritmasıdır [56].  



 
 

 

 

 

BÖLÜM 4. MATERYAL VE YÖNTEM 
 

 

4.1.  Veri Seti 

 

Bu tez çalışmasında, Cuff ve Barton [57] tarafından oluşturulan, 513 protein ve 84.119 

amino asit içeren açık bir veri seti olan CB513 kullanılmıştır. PSI-BLAST ve HHBlits 

hizalama yöntemleri kullanarak elde edilen PSSM öznitelik vektörleri ve DSPRED 

yöntemi ile elde edilen yapısal profil matrislerini kullanarak düzenlenen CB513 veri 

seti, Aydın ve arkadaşlarının[58] çalışmasından elde edilmiştir.  

 

Veri setinde, her bir amino asit 539 öznitelikle temsil edilmektedir. Bu öznitelikler, 

CB513 veri setinde yer alan her bir proteinin amino asit diziliminin belirtilen 

yöntemlerle hizalanması sonucunda 20xN boyutlarında iki adet PSSM matrisi ve 

proteinin ikincil yapısını temsil eden 3xN boyutunda üç adet yapısal profil matrisi ile 

elde edilen 49 özniteliğin, hedef amino asitlerin çevresindeki amino asitlerle 

etkileşimini ölçmek amacıyla 11 birim uzunluğundaki pencerelerin kullanılmasıyla 

elde edildiği belirtilmiştir [59].  Doğada bilinen 20 çeşit amino asit bulunduğundan 

proteinler, 20xN olarak temsil edilir. Proteinlerin içerdikleri amino asit sayıları farklı 

olabildiğinden, N hedef proteinde yer alan amino asit sayısını belirtir. Benzer olarak, 

üç sınıflı protein ikincil yapı tahmini çalışmalarında proteinlerin ikincil yapısı, 3xN 

boyutundaki matrislerle temsil edilmektedir.  

 

Kullanılan veri seti, 513 proteinin, her bir katın daha sonra test için kullanıldığı yedi 

çapraz doğrulama setinden oluşmaktadır. K-katlamalı çapraz doğrulama, modelin 

başarımını test etmek için kullanılmaktadır. Bu, her modelin 7 kez farklı veri kümesi 

kullanılarak eğitileceği ve test edileceği anlamına gelmektedir. 
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4.2.  Geliştirme Ortamı 

 

4.2.1.  Google Colaboratory 

 

Google Colaboratory, özellikle makine öğrenmesi, veri analizi, derin öğrenme gibi 

güçlü donanımsal ekipman gerektiren uygulamalar için ücretsiz GPU erişimi sunan, 

bu uygulamaların Python dili ile bir internet tarayıcısı üzerinden geliştirilmesine 

olanak tanıyan bulut tabanlı bir platformdur [60]. Bu tez çalışmasında gerçekleştirilen 

uygulamaların tümü bu platform üzerinden GPU kullanılarak yürütülmüştür. GPU 

üzerinde yürütme işlemleri için Colaboratory kullanıcılara 12 saat aralıksız kullanım 

hakkı tanımlamaktadır, bu sürenin sonunda geçici kısıtlama uygulanmakta ve 

kısıtlama sonunda tekrar GPU kullanımına izin vermektedir. Ancak GPU kullanımı, 

çalışma süresini epey hızlandırdığından bahsedilen süre çalışmaların yürütülmesi için 

yeterli olmuştur. 

 

4.2.2.  Kullanılan kütüphaneler 

 

Bu tez çalışmasında, üç sınıflı protein ikincil yapı tahmini yapmak için beş farklı derin 

öğrenme ağı Python programlama dili kullanılarak Colaboratory platformu üzerinde 

geliştirilmiştir. Verilerin aktarılması, önişleme, derin öğrenme ağının tasarlanması, 

eğitim, test ve tüm değerlendirme aşamaları için çeşitli kütüphaneler kullanılmıştır. 

Uygulamaların gerçekleştirilmesi sırasında başlıca; NumPy, Pandas, Scikit-Learn, 

Seaborn, Matplotlib ve Keras kütüphaneleri kullanılmıştır.  

 

NumPy, dizi ve matrisler ile matematiksel işlemler yapılmasına imkân veren açık 

kaynak kodlu bir kütüphanedir. Pandas, verilerin farklı dosya türlerinden okunması, 

bu verilerin analiz edilmesi ve tekrar dosyaya yazılması gibi birçok işlemin kolaylıkla 

gerçekleştirilebildiği bir veri analizi aracıdır. Çalışmada kullanılacak verilerin 

yüklenme ve düzenlenme işlemleri için NumPy ve Pandas kütüphaneleri 

kullanılmıştır. 
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 Scikit-Learn, farklı kütüphanelerle entegre çalışabilen bir makine öğrenmesi 

kütüphanesidir. Bu çalışmada, model başarılarının ölçülmesi için gereken 

hesaplamalar bu kütüphane kullanılarak elde edilmiştir. Seaborn ve Matplotlib 

kütüphanelerine, veri görselleştirme ve grafik oluşturmak için başvurulmuştur. 

 

Keras, Tensorflow veya Theano kütüphaneleri üzerinden çalışabilen, Python 

programlama dili ile yazılmış açık kaynak kodlu bir derin öğrenme kitaplığıdır. Bu tez 

çalışmasında bahsedilen tüm derin öğrenme ağları, Keras kütüphanesi kullanılarak 

oluşturulmuştur. 

 

4.3.  Geliştirilen Derin Öğrenme Modelleri 

 

Bu tez çalışmasında, ikinci bölümde bahsedilen proteinin birincil yapısından ikincil 

yapının tahmini için CNN, RNN, LSTM ve GRU olmak üzere dört farklı derin 

öğrenme ağı oluşturulmuştur. Modellerin oluşturulması ve ağ yapıları bu başlık altında 

paylaşılmıştır. 

 

Modellerin eğitiminde kullanmak için öncelikle verilerin bulunduğu Google Drive ile 

Colaboratory arasında bağlantı kurulmuş ve veriler programa aktarılmıştır. Kullanılan 

veri seti için 7 katlı çapraz doğrulama uygulandığından, eğitim için kullanılacak 

veriler, her çapraz doğrulama seti için, 11 pencere boyutunu ve her amino asit için 

belirlenen 49 özniteliği temsil etmek için N veri setinin satır sayısı olmak üzere 

Nx49x11 olarak yeniden boyutlandırılmıştır. Her kat için ayrılan eğitim verisinin 

%10’u, eğitim esnasında kullanılmak üzere doğrulama seti olarak ayırılmıştır. 

 

Veriler eğitim için hazırlandıktan sonra, ağ katmanları ve parametreleri tanımlanmış 

ve model eğitilmiştir. Modelin eğitiminden sonra eğitim ve doğrulama testlerinin 

başarısı ve kayıp fonksiyonları incelenmiştir. Test verisinin çıktıları, eğitilen ağ ile 

tahmin edilip, olması gereken ikincil yapı sınıfları ile tahmin edilenler sınıfları 

karşılaştırmak için değerlendirme metrikleri hesaplanmış ve grafikler hazırlanmıştır.  

Tüm modeller için gerçekleştirilen eğitim süreci aynı işlemleri gerektirmektedir. 

Modellerin ağ eğitimini gösteren akış şeması Şekil 4.1.’de gösterilmiştir.  
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Şekil 4.1. Ağ eğitim akış şeması 
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4.3.1.  CNN modeli 

 

Protein ikincil yapı tahmini çalışması yapmak üzere geliştirilen Evrişimli Sinir Ağları 

modeli, üç evrişim katmanı arasında seyrelme katmanları ve ardından düzleştirme 

katmanı ile tam bağlı katmanlardan oluşmaktadır. Ağ katmanları Şekil 4.2.’de yer 

almaktadır. 

 

 
Şekil 4.2. Geliştirilen CNN modelinin ağ katmanları 

 

 Bu çalışmada kullanılan CNN ağının evrişimli katmanlarında sırasıyla, 128, 64, 32 

filtre ile 5, 3, 3 kernel ve ReLu aktivasyon fonksiyonu kullanılmıştır. Evrişim 

katmanlarında kernel regülasyonu olarak 0,001 değerinde L2 regülasyonu eklenmiştir. 

Evrişimli katmanlar arasında yer alan seyretme katmanları için 0,20 değeri 

belirlenmiştir. Proteinin ikincil yapısını temsil eden üç sınıfın son katmanda tahmin 

edilmesi için çıkış boyutu üç olarak belirlenmiş ve softmax fonksiyonu kullanılmıştır.  

 
Tablo 4.1. Geliştirilen CNN modelinin ağ yapısı ve parametreleri 

Katman Türü Çıktı Boyutu Parametre Aktivasyon 

Evrişim Katmanı (Conv1D)               (None, 45, 128) 7168 relu 

Seyreltme (Dropout)         (None, 45, 128)            0  

Evrişim Katmanı (Conv1D)               (None, 43, 64) 24640 relu 

Seyreltme (Dropout)     (None, 43, 64)            0  

Evrişim Katmanı (Conv1D)               (None, 41, 32) 6176 relu 

Seyreltme (Dropout)            (None, 41, 32)            0  

Düzleştirme (Flatten) (None, 1312) 0  

Dense (None,64) 84032 relu 

Dense (None,32) 2080 relu 

Dense (None,3) 99 softmax 

Toplam parametre sayısı      : 124195 

Eğitebilir parametre sayısı.  : 124195 

Eğitilemez parametre sayısı : 0 
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Tablo 4.1.’de belirtilen ağ yapısı ve parametreleri belirlendikten sonra, toplamda 

124195 parametre eğitilmiş ve modelin eğitimi 20 eğitim turu (epoch) sonunda 

tamamlanmıştır. Eğitimde kullanılan öğrenme katsayısı 0,0001, optimizasyon 

algoritması Adam ve yığın boyutu 64 olarak belirlenmiştir.  

 

4.3.2.  RNN modeli 

 

İkincil yapı sınıflarının tahmini için oluşturulan ikinci model, tekrarlayan sinir ağlarını 

kullanılarak geliştirilmiştir. Girdi katmanı, iki RNN katmanı ve sonda yer alan çıkış 

katmanı olmak üzere iki yoğun katmandan oluşmaktadır. Ağ katmanlarının temsili 

gösterimi Şekil 4.3.’te gösterilmiştir. 

 

 

Şekil 4.3. Geliştirilen RNN modelinin ağ katmanları 

 

Ağ yapısında bulunan, iki adet RNN katmanı 64 nöron ile yoğun katman 32 nöron 

içermekte ve relu aktivasyon fonksiyonu kullanmaktadır. CNN modelinde belirtildiği 

gibi, çıkış katmanın boyutu üç ve aktivasyon fonksiyonu softmax olarak belirlenmiştir.  

 

RNN katmanlarında, sekansı geri döndürme özelliği bulunmaktadır. Bu katmana 

iletilen girdi verisinin, sonraki katmana iletilmesi anlamına gelmektedir. Sekans 

döndürme özelliği ilk katmanda kullanılmıştır. İkinci katmandan sonra yoğun katman 

bulunduğundan ve girdi boyutu sekans boyutuyla uyuşmadığından bu katmanda 

sekans döndürme kullanılmamıştır. RNN modelinin ağ yapısı Tablo 4.2.’de 

gösterilmektedir.  
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Tablo 4.2. Geliştirilen RNN modelinin ağ yapısı ve parametreleri 

Katman Türü Çıktı Boyutu Parametre Aktivasyon Sekansı Döndür 

SimpleRNN               (None, 49, 64)  4864 relu Açık 

SimpleRNN               (None, 49, 64)  8256 relu Kapalı 

Dense (None,32) 2080 relu  

Dense (None,3) 99 softmax  

Toplam parametre sayısı      : 12495 

Eğitebilir parametre sayısı   : 12495 

Eğitilemez parametre sayısı : 0 

 

Ağ katmanları belirlendikten sonra, eğitim parametreleri belirlenmiştir; öğrenme 

katsayısı 0,0001, optimizasyon algoritması Adam ve yığın boyutu 64. Toplamda 

15299 parametre eğitilmiş ve modelin eğitimi 15 eğitim turu sonunda tamamlanmıştır. 

 

4.3.3.  LSTM modeli 

 

Üçüncül yapı sınıflandırma çalışması yapmak için geliştirilen diğer model, iki LSTM 

katmanı, bir yoğun katman ve çıktı katmanından oluşmaktadır. Ağ katmanları Şekil 

4.4.’te gösterilmektedir. 

 

 
Şekil 4.4. Geliştirilen LSTM modelinin ağ katmanları 

 

RNN modeline benzer olarak, bu modelde iki LSTM katmanı yer alırken, ilk katmanda 

sekans döndürme özelliği kullanılmıştır. İlk katmanda 128, ikinci katmanda 64 nöron 

tanımlanmıştır. LSTM modelinin ağ katmanlarında kullanılan parametreler ve 

aktivasyon fonksiyonları. Tablo 4.3.’te yer almaktadır.  Tabloda belirtildiği gibi, 

LSTM katmanlarındaki aktivasyon fonksiyonu tanh, tam bağlı dense katmanında relu 

ve çıktı katmanında softmax olarak belirlenmiştir.  
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Tablo 4.3. Geliştirilen LSTM modelinin ağ yapısı ve parametreleri 

Katman Türü Çıktı Boyutu Parametre Aktivasyon Sekansı Döndür 

LSTM              (None, 49, 128)  71680 tanh Açık 

LSTM             (None, 64)  49408 tanh Kapalı 

Dense (None,32) 2080 relu  

Dense (None,3) 99 softmax  

Toplam parametre sayısı      : 123267 

Eğitebilir parametre sayısı.  : 123267 

Eğitilemez parametre sayısı : 0 

 

Modelde yer alan 123267 parametre, 20 adımda Adam optimizasyon algoritması, 

0,0001 öğrenme katsayısı ve 64 yığın boyutu kullanılarak eğitilmiştir.  

 

4.3.4.  GRU modeli 

 

Geliştirilen dördüncü model, Geçitli Yinelemeli Birim modelidir. Bu modelde, Girdi 

katmanı, iki GRU katmanı ardından seyreltme katmanı ve yoğun katmanlar 

kullanılmıştır. Şekil 4.5.’te GRU modelinin ağ katmanları gösterilmektedir. 

 

 
Şekil 4.5. Geliştirilen GRU modelinin ağ katmanları 

 

GRU modeli, ilk iki katmanda sırasıyla 100 ve 50 nörondan oluşan GRU katmanlarını 

içermektedir. GRU katmanlarından sonra 0,20 oranında seyreltme uygulayan Dropout 

katmanı yer almaktadır. Son olarak, 50 nörondan oluşan bir yoğun katman ve üç çıkışlı 

son katman bulunmaktadır. Bu modelde, katmanlarda aktivasyon fonksiyonu olarak 

tanh kullanılmıştır. Bunun sebebi, GRU katmanlarının varsayılan fonksiyonunun tanh 

olmasıdır. Aktivasyon fonksiyonu değiştirildiğinde model CPU üzerinde çalışmak 

zorunda kalır ve eğitim süresi oldukça yavaşlar. Tablo 4.4.’te model katmanları ve 

parametreleri belirtilmiştir. 
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Tablo 4.4. Geliştirilen GRU modelinin ağ yapısı ve parametreleri 

Katman Türü Çıktı Boyutu Parametre Aktivasyon Sekansı Döndür 

GRU              (None, 49, 100)  33900 tanh Açık 

GRU             (None, 50)  22800 tanh Kapalı 

Seyreltme (Dropout)        (None,50)            0    

Dense (None,50) 2550 tanh  

Dense (None,3) 153 softmax  

Toplam parametre sayısı      : 59403 

Eğitebilir parametre sayısı   : 59403 

Eğitilemez parametre sayısı : 0 

 

Model, 75153 eğitilebilir parametre içermekte ve eğitim 20 adımda 

gerçekleştirilmektedir. Adam optimizasyon algoritması ve 0,0001 öğrenme katsayısı 

kullanılarak eğitilmiştir. Yığın boyutu 64 olarak belirlenmiştir. 

 

4.4.  Değerlendirme Metrikleri 

 

Modellerin eğitimleri gerçekleştirildikten sonra, test aşamasına geçilmiştir. Test 

sonuçlarını etkili biçimde karşılaştırabilmek için sınıflandırma problemlerinde 

kullanılan metrikler hesaplanmıştır. Metriklerin detayları, bu başlık altında 

paylaşılmıştır. 

 

Sınıflandırma problemleri değerlendirilirken, modelin tahmin sonucunda ürettiği 

değerler dört durumda incelenir. Bunlar; doğru tahmin edilen olumlu sınıflar için 

doğru pozitif (True Positive, TP), yanlış tahmin edilen olumlu sınıflar için yanlış 

pozitif (False Positive, FP), doğru tahmin edilen olumsuz sınıflar için doğru negatif 

(True Negative, TN) ve yanlış tahmin edilen olumsuz sınıflar yanlış negatif (False 

Negative, FN) olarak isimlendirilir. Bu durumlar kullanılarak hesaplanan model 

değerlendirme ölçütlerinden doğruluk, duyarlılık ve kesinlik bu çalışmada modelleri 

karşılaştırmak için tercih edilmiştir. 
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4.4.1.  Başarı oranı 

 

Başarı oranı (Accuracy), modelin doğru tahmin ettiği örnek sayısının tüm örnek 

sayısına oranı ile belirlenen ve sınıflandırma modellerinin genel başarısını 

değerlendirmek için kullanılan en yaygın ölçüttür.  

 

𝐵𝑎ş𝑎𝑟𝚤	𝑂𝑟𝑎𝑛𝚤	 = 	
𝑇𝑃	 + 	𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝑇𝑁 + 𝐹𝑁																																																																						(4.1) 

 

4.4.2.  Duyarlılık 

 

Duyarlılık (Recall), doğru tahmin edilen pozitif sınıfların (TP), pozitif tahmin edilmesi 

gereken tüm durumlara (TP+FN) oranını temsil eder.  

 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘	 = 	
𝑇𝑃

𝑇𝑃 + 𝐹𝑁																																																																																																		(4.2) 

 

4.4.3.  Kesinlik 

 

Doğru tahmin edilen olumlu sınıfların (TP), olumlu yani pozitif olarak tahmin edilen 

tüm durumlara (TP+FP) oranı ile hesaplanan ölçüt kesinlik (precision) olarak 

tanımlanmaktadır. 

 

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘	 = 	
𝑇𝑃

𝑇𝑃 + 𝐹𝑃																																																																																																							(4.3) 

 

4.4.4.  F1 skoru 

 

F1 Skoru, duyarlılık ve kesinlik değerlerinin harmonik ortalamasının hesaplanmasıyla 

elde edilen değerlendirme ölçütüdür. Özellikle sınıflar arası veri dağılımının eşit 

olmadığı setlerde sıklıkla tercih edilir. 

 

𝐹1	𝑆𝑘𝑜𝑟𝑢 = 	2 ∗
𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘	 ∗ 	𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘
𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 + 𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 																																																																				(4.4) 
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Bahsedilen performans değerlendirme metrikleri, kesinlik, duyarlılık ve F1 skoru, çok 

sınıflı tahmin çalışmalarında her sınıf için ayrı ayrı hesaplanmaktadır. 

 



 
 

 

 

 

BÖLÜM 5. ARAŞTIRMA BULGULARI 
 

 

Bu tez çalışmasında, proteinlerin üç sınıflı ikincil yapı tahmini için dört faklı derin 

öğrenme modeli oluşturulmuş ve modeller aralarında karşılaştırılmıştır. Bölüm 4’te 

bahsedildiği gibi, modellerin eğitilmesi ve test edilmesi için CB513 veri seti 

kullanılmıştır. Her model için kesinlik, duyarlılık, F skor ve başarı oranı değerleri 

hesaplanarak sonuçları değerlendirilmiştir. Modeller, Google Colaboratory hizmeti 

kullanılarak GPU üzerinde eğitilmiş ve eğitim süreleri karşılaştırılmıştır. 

 

Bu çalışmada oluşturulan dört modelin başarı oranlarının ve değerlendirme 

metriklerinin ortalamaları hesaplanırken veri setinde uygulanmış olan 7 katlı çapraz 

doğrulama kümelerinin her biri ile elde edilen sonuçların ağırlıklı ortalaması 

alınmıştır. 

 

Önceki bölümlerde bahsedildiği gibi, bu çalışmada geliştirilen dört farklı derin 

öğrenme modeli aynı veri seti kullanılarak eğitilmiştir. Eğitimin tamamlanmasının 

ardından, eğitim başarı oranının ve kayıp fonksiyonunun belirlenen eğitim adımı 

süresince gelişimini gösteren grafikler incelenmiş ve eğitimin uyumu kontrol 

edilmiştir. Her çapraz doğrulama kümesi için CNN, RNN, LSTM ve GRU 

modellerinin eğitim süresince değişen başarı oranları ve kayıp fonksiyonlarına ait 

grafikler Tablo 5.1.,5.2.,5.3. ve 5.4.’te yer almaktadır. 

 

 

 

 

 



33 
 

 
 

Tablo 5.1.   Her bir doğrulama seti için CNN modelinin eğitimi boyunca değişen başarı oranı ve kayıp fonksiyonu 
değeri grafikleri  

 Başarı Oranı Kayıp DeğerP 

1 

  

2 

  

3 

  

4 

  

5 
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Tablo 5.1. (Devamı) 

 Başarı Oranı Kayıp DeğerP 

6 

  

7 

  
 
 

Tablo 5.2.   Her bir doğrulama seti için RNN modelinin eğitimi boyunca değişen başarı oranı ve kayıp fonksiyonu 
değeri grafikleri  

 Başarı Oranı Kayıp DeğerP 

1 

  

2 
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Tablo 5.2. (Devamı) 

 Başarı Oranı Kayıp DeğerP 

3 

  

4 

  

5 

  

6 

  

7 
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Tablo 5.3.   Her bir doğrulama seti için LSTM modelinin eğitimi boyunca değişen başarı oranı ve kayıp fonksiyonu 
değeri grafikleri 

 Başarı Oranı Kayıp DeğerP 

1 

  

2 

  

3 

  

4 

  

5 
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Tablo 5.3. (Devamı) 

 Başarı Oranı Kayıp DeğerP 

6 

  

7 

  
 
 

Tablo 5.4.  Her bir doğrulama seti için GRU modelinin eğitimi boyunca değişen başarı oranı ve kayıp fonksiyonu 
değeri grafikleri 

 Başarı Oranı Kayıp DeğerP 

1 

  

2 
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Tablo 5.4. (Devamı) 

 Başarı Oranı Kayıp DeğerP 

3 

  

4 

  

5 

  

6 

  

7 
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Tablo 5.5.’te, CNN modelinin test sonuçları yer almaktadır. H, E ve L sınıfları için 

ortalama F skoru değerleri sırasıyla 0,86, 0,79 ve 0,81 olarak hesaplanmıştır. Sonuçlar 

incelendiğinde, ‘H’ olarak temsil edilen helix sınıfının diğer sınıflara göre daha başarılı 

tahmin edildiği görülmektedir. Modelin ortalama başarı oranı, 0,8254 olarak 

hesaplanmıştır. 

 
Tablo 5.5. CNN modeli değerlendirme sonuçları 

 KesPnlPk Duyarlılık F skor Başarı 

Oranı ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ 

1 0,88 0,84 0,77 0,87 0,73 0,84 0,87 0,78 0,80 0,8201 

2 0,84 0,86 0,78 0,86 0,73 0,84 0,85 0,79 0,81 0,8164 

3 0,89 0,83 0,77 0,84 0,76 0,85 0,86 0,79 0,81 0,8244 

4 0,87 0,81 0,80 0,86 0,77 0,83 0,86 0,79 0,82 0,8261 

5 0,87 0,82 0,79 0,85 0,74 0,84 0,86 0,78 0,81 0,8206 

6 0,85 0,77 0,82 0,87 0,80 0,79 0,86 0,78 0,81 0,8206 

7 0,91 0,84 0,79 0,87 0,78 0,86 0,89 0,81 0,82 0,8467 

Ortalama 0,87 0,82 0,79 0,86 0,76 0,84 0,86 0,79 0,81 0,8254 

 

Şekil 5.1.’de, CNN modelinin birinci çapraz doğrulama ile seti eğitim ve test 

edilmesinin sonucunda hesaplanan karmaşıklık matrisi gösterilmektedir. Matris 

incelendiğinde, test setinde bulunan 3553 adet ‘H’ sınıfı verisinin 3079’inin, 2672 adet 

‘E’ sınıfı verisinin 1939’unun ve 4272 adet ‘L’ sınıfı verisinin 3591’inin doğru tahmin 

edildiği görülmektedir.  
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Şekil 5.1. CNN modeli birinci çapraz doğrulama seti karmaşıklık matrisi 

 

Tablo 5.6.’da RNN modelinin her çapraz doğrulama kümesi için gerçekleştirilen test 

sonuçlarına göre hesaplanan değerlendirme metrikleri yer almaktadır. H, E ve L 

sınıfları için ortalama F skoru değerleri sırasıyla 0,86, 0,78 ve 0,81 olarak 

hesaplanmıştır.  Tablo incelendiğinde, en iyi tahmin edilen sınıf ‘H’ ve modelin 

ortalama başarı oranı 0,8206 olduğu görülmektedir. 

 
Tablo 5.6. RNN modeli değerlendirme sonuçları 

 KesPnlPk Duyarlılık F skor Başarı 

Oranı ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ 

1 0,88 0,85 0,75 0,86 0,69 0,85 0,87 0,76 0,80 0,8131 

2 0,84 0,81 0,80 0,86 0,79 0,80 0,85 0,80 0,80 0,8163 

3 0,88 0,83 0,78 0,85 0,76 0,84 0,86 0,79 0,81 0,8227 

4 0,89 0,84 0,77 0,83 0,72 0,87 0,86 0,77 0,82 0,8214 

5 0,88 0,77 0,78 0,83 0,77 0,82 0,86 0,77 0,80 0,8129 

6 0,88 0,78 0,80 0,85 0,76 0,82 0,86 0,77 0,81 0,8187 

7 0,91 0,83 0,78 0,86 0,76 0,85 0,88 0,79 0,81 0,8365 

Ortalama 0,88 0,82 0,78 0,85 0,75 0,84 0,86 0,78 0,81 0,8206 
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Şekil 5.2.’de, RNN modelinin birinci çapraz doğrulama seti ile eğitim ve test 

edilmesinin sonucunda hesaplanan karmaşıklık matrisi gösterilmektedir. Matris 

incelendiğinde, test setinde bulunan 3553 adet ‘H’ sınıfı verisinin 3050’sinin, 2672 

adet ‘E’ sınıfı verisinin 1833’ünün ve 4272 adet ‘L’ sınıfı verisinin 3652’sinin doğru 

tahmin edildiği görülmektedir. Diğer çapraz doğrulama setleri ile yapılan testler 

sonucu hesaplanan karmaşıklık matrislerine Ekler bölümünde yer verilmiştir. 

 

 
Şekil 5.2. RNN modeli birinci çapraz doğrulama seti karmaşıklık matrisi 

 

LSTM modelinde ortalama başarı oranı 0,8110 olarak hesaplanırken geliştirilen 

modeller arasında en düşük performans gösteren model olmuştur. H, E ve L sınıfları 

için ortalama F skoru değerleri sırasıyla 0,86, 0,76 ve 0,80 olarak hesaplanmıştır. Diğer 

modellerde olduğu gibi, ‘H’ sınıfının tahmin oranı diğer sınıflara göre daha yüksek 

olduğu görülmektedir. (Tablo 5.7.) 
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Tablo 5.7. LSTM modeli değerlendirme sonuçları 

 KesPnlPk Duyarlılık F skor Başarı 

Oranı  ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ 

1 0,91 0,82 0,72 0,81 0,69 0,87 0,86 0,75 0,79 0,8014 

2 0,88 0,78 0,77 0,81 0,77 0,82 0,84 0,77 0,79 0,8022 

3 0,89 0,81 0,75 0,82 0,73 0,84 0,85 0,77 0,80 0,8102 

4 0,86 0,79 0,79 0,85 0,75 0,82 0,86 0,77 0,80 0,8130 

5 0,86 0,76 0,79 0,84 0,77 0,80 0,85 0,76 0,79 0,8057 

6 0,87 0,79 0,79 0,85 0,73 0,83 0,86 0,76 0,81 0,8150 

7 0,90 0,84 0,76 0,86 0,71 0,85 0,88 0,77 0,80 0,8265 

Ortalama 0,88 0,80 0,77 0,83 0,74 0,83 0,86 0,76 0,80 0,8110 

 

Şekil 5.3.’te, LSTM modelinin üçüncü çapraz doğrulama seti ile eğitim ve test 

edilmesinin sonucunda hesaplanan karmaşıklık matrisi gösterilmektedir. Matris 

incelendiğinde, test setinde bulunan 3553 adet ‘H’ sınıfı verisinin 2873’ünün, 2672 

adet ‘E’ sınıfı verisinin 1840’ının ve 4272 adet ‘L’ sınıfı verisinin 3699’unun doğru 

tahmin edildiği görülmektedir. 

 
Şekil 5.3. LSTM modeli birinci çapraz doğrulama seti karmaşıklık matrisi 

 

GRU modelinin ortalama başarı oranı, 0,8148 olarak hesaplanmıştır. H, E ve L sınıfları 

için ortalama kesinlik değerleri sırasıyla 0,86, 0,77 ve 0,80 olarak hesaplanmıştır. H 
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sınıfının başarılı tahmin edilme oranı diğer sınıflara göre daha yüksek olduğu 

görülmektedir. (Tablo 5.8.) 

 
Tablo 5.8. GRU modeli değerlendirme sonuçları 

 Kesinlik Duyarlılık F skor Başarı 

Oranı ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ 

1 0,89 0,83 0,74 0,85 0,69 0,85 0,87 0,75 0,79 0,8088 

2 0,87 0,80 0,77 0,83 0,74 0,83 0,85 0,77 0,80 0,8066 

3 0,89 0,82 0,76 0,83 0,74 0,85 0,86 0,78 0,80 0,8167 

4 0,87 0,80 0,78 0,84 0,74 0,83 0,86 0,77 0,80 0,8138 

5 0,89 0,76 0,78 0,82 0,78 0,82 0,86 0,77 0,80 0,8125 

6 0,87 0,77 0,79 0,85 0,73 0,82 0,86 0,75 0,80 0,8101 

7 0,90 0,80 0,78 0,86 0,77 0,84 0,88 0,78 0,81 0,8327 

Ortalama 0,88 0,80 0,77 0,84 0,74 0,83 0,86 0,77 0,80 0,8148 

 

Şekil 5.4.’te, GRU modelinin birinci çapraz doğrulama seti ile eğitim ve test 

edilmesinin sonucunda hesaplanan karmaşıklık matrisi gösterilmektedir. Matris 

incelendiğinde, test setinde bulunan 3553 adet ‘H’ sınıfı verisinin 3010’unun, 2672 

adet ‘E’ sınıfı verisinin 1840’ının ve 4272 adet ‘L’ sınıfı verisinin 3640’ının doğru 

tahmin edildiği görülmektedir. 

 
Şekil 5.4. GRU modeli birinci çapraz doğrulama seti karmaşıklık matrisi 
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Tablo 5.9.’da modellerin toplam eğitim süreleri, ortalama F skoru ve ortalama başarı 

oranı ile başarı oranlarının standart sapma değerleri gösterilmektedir. Her çapraz 

doğrulama seti için eğitim süresi, CNN modelinde yaklaşık 1 dk. 57 sn., LSTM 

modelinde yaklaşık 2 dk. 48 sn., GRU modelinde yaklaşık 2 dk. 18 sn. sürmektedir. 

RNN modelinde eğitimin GPU ile gerçekleştirilmesi, CPU ile gerçekleştirilmesinden 

uzun sürdüğünden eğitim CPU kullanarak gerçekleştirilmiş ve bir çapraz doğrulama 

seti için yaklaşık 7 dk. 16 sn. sürmüştür. 

 
Tablo 5.9. Modellerin performanslarının karşılaştırılması 

 EğPtPm SüresP  F skor Başarı oranı Standart Sapma 

CNN 13 dk. 39 sn. 0,82 0,8254 0,0100 

 

RNN 50 dk. 52 sn. 0,82 0,8206 0,0081 

 

LSTM 19 dk. 36 sn. 0,81 0,8110 0,0087 

 

GRU 16 dk. 18 sn. 0,81 0,8148 0,0087 

 
  

 

 

 

 

 

 

 



 
 

 

 

 

BÖLÜM 6. SONUÇLAR VE ÖNERİLER 
 

 

Bu tez çalışmasında, canlı organizmaların önemli bir parçası olan proteinlerin ikincil 

yapı tahmini için derin öğrenme yöntemleri kullanılmıştır. Protein yapısı, birincil 

yapıdan belirlenebilmesine rağmen yapının tamamını yalnızca birincil yapıdan tahmin 

etmek zordur. Bu sebeple, ikincil yapı tahmini proteinin üç boyutlu yapısını tahmin 

etmede önemli ve zor bir adımdır. 

 

Bu çalışmada, proteinin birincil yapısından ikincil yapısının tahmini için derin 

öğrenme modellerinden CNN, RNN, LSTM ve GRU modelleri kullanılmıştır. 

Çalışma, Google Colaboratory ortamında belirtilen ağ modelleri ile CB513 veri seti 

kullanılarak gerçekleştirilmiştir. Test sonuçları başarı oranı üzerinden 

karşılaştırıldığında, CNN modeli %82,54 ile en başarılı derin öğrenme modeli olurken, 

%81,1 değeri ile LSTM en az başarılı derin öğrenme modeli olmuştur. F skorları 

üzerinden karşılaştırıldığında, CNN ve RNN modelleri %82 ile diğer iki modele göre 

%1 daha başarılı sonuç elde etmişlerdir. 

 

GPU üzerinde gerçekleştirilen modeller arasında toplam eğitim süreleri 

incelendiğinde, 13 dk. 39 sn. ile CNN, en hızlı çalışan ağ olmuştur. LSTM ise 19 dk. 

36 sn. ile en yavaş çalışan model olmuştur. RNN modeli ise yapılan test sonucunda, 

GPU üzerinde, CPU üzerinde çalıştığından daha yavaş çalıştığından CPU ile 

gerçekleştirilmiş ve toplam eğitim süresi 50 dk. 52 sn. de sonuç vermiştir.  

 

Sonuç olarak, kullanılan modellerin başarı oranlarına bakıldığında birbirlerine yakın 

başarı oranları elde edilmiştir. Derin öğrenme yöntemleri ile protein ikincil yapı 

tahmini yapılırken bu çalışmada kullanılan dört modelin de kullanılabileceği 

görülmüştür.  Bu alanda yapılan diğer çalışmalarda kullanılan geliştirme ortamına ve 

yöntemine bağlı olarak eğitim süreleri arasında büyük fark olduğu görülmüştür. Diğer 
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çalışmalarda eğitim günler sürerken yapılan çalışmada dakikalar bazında süre elde 

edilmiştir. Bu sebeple, hızlı sonuç almanın önemli olduğu protein ikincil yapı tahmini 

çalışmalarında, bu çalışmada gerçekleştirilen modellerin ve çalışma ortamının 

kullanılabileceği görülmektedir. 

 

Derin öğrenme çalışmalarında, veri miktarının öğrenmeye etkisinin önemli olduğu 

bilinmektedir. Çalışmada önerilen modellerin başarısı veri miktarının arttırılması ile 

test edilebilir. 
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