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OZET

Anahtar kelimeler: Derin Ogrenme, Protein Tkincil Yapi, CNN, RNN

Protein yapisi tahmini, biyoinformatik alanindaki c¢aligmalarin merkezi bir odak
noktasi olmustur. Son yillarda, proteinin yapisal bilgisini tahmin etmek i¢in karmagik
makine 0grenmesi ve ardindan derin 6grenme yontemleri gibi bircok istatistiksel
yontem kullanilmistir. Protein, canli organizmalarin énemli bir pargasi oldugundan,
protein yapisini ve islevini anlamak ve degerlendirmek ¢ok dnemli hale gelmektedir.
Proteinler, amino asit ad1 verilen yap1 taslarindan olusmaktadir. Protein yapis1 biiyiik
olgiide birincil yapr olarak bilinen amino asit dizileri tarafindan belirlenmesine
ragmen, protein yapisini tek basma bu dizilerden tahmin etmek zordur. Dolayisiyla,
sekanslardan protein ikincil yap1 tahmini, proteinin {i¢ boyutlu yapisinin tahmini igin
onemli bir adimdir. Protein ikincil yapr tahmin c¢alismalarinda bir¢cok yaklagim
kullanilmistir. Bununla birlikte, gliniimiize kadar, literatiirdeki tekniklerin hi¢biri tam
olarak dogru bir sonug verememistir, bu da ¢alismay1 daha zorlu kilmaktadir. Bu tezde,
CB513 veri setini kullanarak, derin 6grenme yaklagimlarindan, CNN, RNN, LSTM ve
GRU kullannmma iligkin karsilagtirmali bir calisma saglanmaya calisilmistir.
Calismada ayrica her bir yaklagimin performansi analiz edilmis ve literatiirdeki benzer
caligmalarla karsilastirilmistir. Bu calismada protein ikincil yapinin tahmini igin
gelistirilen CNN, RNN, LSTM ve GRU modelleri sirasiyla %82,54, %81,06, %81,10,
%81,48 basar1 orani elde etmistir.
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PROTEIN SECONDARY STRUCTURE PREDICTION USING
DEEP LEARNING METHOD

SUMMARY

Keywords: Deep Learning, Protein Secondary Structure, CNN, RNN

Protein structure prediction has been a central focus of study in Bioinformatics. In the
past few decades, many statistical methods, such as complex machine learning,
followed by deep learning methods have been applied to estimate structural
information of protein. Since protein is a significant part of living-organisms,
understanding and assessing protein and its functions becomes crucial. Proteins are
made by building block, called amino acid. Although protein structure is largely
determined by amino acid sequences, known as primary structure, it is difficult to
predict protein structure from those sequences alone. Thus, protein secondary structure
prediction from the sequences is an important step for the estimation of protein three-
dimensional structure. Many approaches have been employed onto protein secondary
structure prediction studies. However, up to present days, none of the available
techniques in literature is able to provide a fully accurate result, which makes the study
more challenging. By using CB513 dataset, this thesis attempts to provide a
comparative study of the use of deep learning approaches, CNN, RNN, LSTM and
GRU. In the study, the performance of each approach was analyzed and compared with
the similar studies in literature. The models, CNN, RNN, LSTM and GRU, developed
for protein secondary structure prediction in this study achieved %82,54, %81,06,
%381,10, %81,48 accuracy.
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BOLUM 1. GIRiS

Proteinler, canli organizmalarin hemen her biyolojik siirecinde 6nemli rol alirlar.
Proteinlerin fonksiyonlarint ve {i¢ boyutlu yapilarin1 kendilerine 6zgli aminoasit
dizilimleri belirler [1]. Farkli aminoasit dizilimine sahip proteinlerin fonksiyonlari
farklidir [2]. Bu sebeple, proteinlerin amino asit siralaniginin bilinmesi biyolojik

aktivitesinin agiklanmasinda 6nemli bir agamadir.

Proteinler yapilarma gore dort seviyeye ayrilirlar; birincil, ikincil, igiinciil ve
dordiinciil yap1. Aminoasitlerin peptid baglar1 bir araya gelerek olusturdugu polipeptid
zinciri birincil yapi1 olarak tanimlanmaktadir. Bu polipeptid zincirindeki herhangi bir
degisiklik proteinin ii¢ boyutlu yapisini ve dolayisiyla aktivitesini etkiler. ikincil yapi,
polipeptid zincirinde goriilen bolgesel katlanmalar sonucu olusur, bu katlanmalar
amino asitlerin karboksil ve amino gruplar1 arasinda kurulan hidrojen baglar ile
meydana gelmektedir. Uciinciil yapi, proteinlerin {i¢ boyutlu yapisini kazandigy, ikincil
yapida bulunan aminoasitlerin R gruplar1 arasindaki etkilesimlerle olusan yapidir.
Birden fazla polipeptid zincirinden olusan proteinlerin bulundugu yapr ise dordiinciil

yap1 olarak tanimlanmaktadir.

Protein ii¢ boyutlu yapisinin bilinmesi, proteinin islevini anlamanin yani sira genlerin
islevini anlama, protein katlanmalarindaki hatalardan kaynaklanan hastaliklarin tespiti
ve ila¢ tasarimi icin de olduk¢a dnemlidir [1,3]. Proteinlerin ii¢ boyutlu yapilarin
belirlemek icin X-1s1n1 kirinimi, niikleer manyetik rezonans (NMR) ve elektron
kristalografisi gibi deneysel teknikler kullanilmaktadir. Ancak laboratuvar ¢alismalari
ile bu yapilar1 belirlemek olduk¢a maliyetli ve zorlu olmasi yani sira her protein igin
bu teknikleri kullanmak miimkiin degildir [3]. Proteinlerin ii¢ boyutlu yapilarinin,

temelde onu olusturan birincil yapidan tahmini ise zor bir problem olarak



goriilmektedir [4]. Bu sebeple, amino asit diziliminden (birincil yap1) ikincil yap1

tahmini, protein yapisinin ve dolayisiyla iglevinin anlagilmasinda énemli bir agamadir.

Yillar boyunca, protein ikincil yapisim1 tahmin etmek i¢in ¢esitli yOntemler
kullanilmistir. Protein veri bankasinda (PDB) bulunan protein veri bilgisinin giderek
artmastyla beraber bilgisayarli hesaplama teknikleri bu problemin ¢éziimiinde yaygin
olarak kullanilmistir. ~ Yapay sinir aglari, destek vektor makineleri, genetik
algoritmalar gibi makine 0grenmesi yaklagimlari bu arastirma alaninda kullanilan
yontemler arasindadir. Son yillarda yapilan caligmalar, derin 6grenme modellerinin
birgok farkli karmasik problemde oldugu gibi protein ikincil yap1 tahmin basarisini
arttirdig1 ortaya koymustur.

Bu tez caligmasinda, protein ikincil yapisinin tahmini icin CNN, RNN, LSTM VE
GRU derin 6grenme modelleri ile ¢alisilmis ve performanslart karsilagtirilmigtir.

Egitim ve test agamalarinda CB513 veri seti kullanilmigtir.

Bu tez ¢aligmasinin ikinci boliimiinde proteinlerin yapilar: hakkinda bilgi verilmis ve
protein ikincil yapr tahmin calismalarinin tamitildigi kaynak arastirmasina yer
verilmistir. Ugiincii boliimde, ¢calismada kullanilan derin grenme yontemleri ile ilgili
teknik bilgiler paylagilmistir. Dordiincii boliimde, bu ¢alismada kullanilan ¢alisma
ortami, gelistirilen derin 6grenme yontemleri ve ¢aligma adimlari tanitilmistir. Besinci
boliimde, ¢alismada kullanilan dort yontemin egitim ve test bulgularina yer verilmistir.

Altinct boliimde, ¢alismanin sonuglart paylasilmistir.



BOLUM 2. PROTEINLER VE KAYNAK ARASTIRMASI

2.1. Proteinler

Proteinler, temelde amino asitlerin peptid bag: ile bir araya gelmesi ile olusurlar.
Amino asit dizilimindeki katlanmalar sonucunda ise proteinlerin {i¢ boyutlu yapisi
meydana gelir. Dogada proteinleri olusturan 20 farkli amino asit tiirii mevcuttur.
Amino asitler, merkez karbon atomuna (C,) bagli hidrojen atomu (H), amino grubu
(-NH,), karboksil grubu (-COOH) ve bir degisken yan zincirden (R) meydana gelirler.

Sekil 2.1.’de amino asitlerin genel yapilar1 gosterilmektedir.

H
H l / 0]
Amino \N — c—|c 7 Karboksil
grubu / \ grubu
H | oH
R
Degisken grup

Sekil 2.1. Amino asitlerin genel gosterimi

Peptid zincirleri, bir amino asidin karboksil grubundaki hidroksil ile diger amino
asidin amino grubundaki hidrojen arasinda peptid bagi kurulmasi ile olusur ve amino
asit sayisina gore isimlendirilirler; iki amino asit i¢ceren zincir dipeptid, li¢ amino asit
iceren zincir tripeptid, ligten fazla amino asidin birlesimi ile olusan zincir ise polipeptid
olarak adlandirilir. Zinciri olusurken, solda kalan amino asidin bag olugmayan
tarafinda amino grubu bulundugu icin bu u¢ amino ucu ya da N-ucu olarak

adlandirilirken, sag uctaki amino asidin karboksil grubu bag olusturmadigindan bu ug



karboksil ucu ya da C-ucu olarak adlandirilir. Polipeptid zincirleri okunurken N-

ucundan C-ucuna yani soldan saga dogru okunurlar.

Proteinler, bir veya daha fazla polipeptid zincirinden olusabilirler. Polipeptid
zincirinde bulunan amino asitlere kalint1 (residue) adi verilir. Bunun sebebi, protein

yapisina katilan amino asitleri, serbest haldeki amino asitlerden ayirabilmektir [5].

Amino asitler, ti¢ harfli ve tek harfli kisaltmalar1 bulunmaktadir ancak protein yapisi
gosterilirken genellikle tek harfli kisalmalar1 kullanilmaktadir. Proteinlerin yapisinda

bulunan amino asitlerin {i¢ harfli ve tek harfli kisalmalar1 Sekil 2.2.’de gdsterilmistir.

Amino asit Kisaltma Amino asit Kisaltma

Glisin Gly G ‘Ireonin Thr T
Alanin Ala A Sistein Cys C
Valin Val V Metivonin Net M
Lésin Leu L Asparajin Asn N
Izoldsin Ic i Glutamin Gln Q
Prolin Pro P Aspartat Asp D
Fenilalanin Phe F Glutamat Glu E
Tirozin Tvr Y Lizin Lvs K
Triptofan Tmp W Arjinin Arg R
Serin Ser S [Histidin IHis I

Sekil 2.2. Amino asitlerin kisaltmalar1 [6]

2.1.1. Protein yapisi

Proteinlerin yapisinda dort seviye bulunmaktadir; birincil, ikincil, tglincil ve
dordiinciil yapi. Her yapi, proteini olusturan amino asit dizisinde kurulan bag
yapilarina bagl olarak meydana gelir. Birincil yapida meydana gelen katlanmalar
ikincil yapiy1, ikincil yapida bulunan zincirdeki etkilesimler ti¢iinciil yapiy1 ve tigiinciil

yap1 da dordiinciil yapiy1 olusturmaktadir.
2.1.1.1. Birincil yap1
Amino asitler arasinda kurulan peptid baglar1 ile olusan amino asit dizisi bir proteinin

birincil yapisin1 olusturur. Polipeptid zincirlerindeki merkezi amino asitlerin

degismeyen gruplart arasinda kurulan peptid baglar1 sebebiyle her zincirde aym



olmasina ragmen farklilig1 saglayan amino asit kalintilarinin degisken R gruplaridir.
Birincil yapiy1 olusturan polipeptid zincirindeki amino asit tiirii, sayist ve sirasindaki
herhangi bir degisiklik farkli katlanmalara ve dolayistyla farkli protein yapilarinin
olusmasina neden olur. Birincil yap1 proteinin ii¢ boyutlu yapisimi etkilediginden

dolayl1 olarak proteinin fonksiyonunu da etkilemektedir [2].

2.1.1.2. ikincil yap:

Polipeptid zincirindeki amino asit kalintilarinin arasinda kurulan hidrojen baglari,
zincirde bazi diizenli ve diizensiz bolgesel katlanmalar meydana getirir. Proteinin
ikincil yapisint olusturan bu katlanmalar, iki temel motif olusturur. Bu motifler, o-
sarmal (a-helix) ve B-tabaka (B-sheet) olarak isimlendirilir. Iki temel ikincil yap:
disindaki diizensiz katlanmalar ise rastgele dongli yapilaridir (B-turn, loop). Bu

motifler bolgesel olduklarindan, bir proteinde birden fazla ikincil yap1 bulunabilir.

o-sarmal: Birbirine dort amino asit kalintis1 uzakliktaki kalintilardan ilkinin -NH
grubu ile diger kalintinin -CO grubu arasinda kurulan hidrojen bagi ile meydana gelen
diizenli biikiilmeler sonucu spiral seklini alan polipeptid zinciri sarmal yap1 olarak
tanimlanir. Amino asit kalintilarinin R gruplari, bu sarmal yapinin dis tarafinda kalir.

a-sarmal en yaygin goriilen protein ikincil yapidir.

B-tabaka: Polipeptid zincirindeki amino asit kalintilar1 arasinda iki veya {i¢ hidrojen
bagmin yan yana gelerek olusturdugu tabakalardan meydana gelen akordeon
seklindeki yapidir. Kirmali tabaka olarak da adlandirilan B-tabaka, a-sarmal yapidan

sonra en sik rastlanan ikincil yapidir.

Dongii: Sarmal ve tabaka gibi diizenli bir tekrar1 bulunmayan yapilardir ve genellikle

sarmal ve tabaka yapilar1 arasinda bulunarak bu yapilar1 birbirine baglarlar.



2.1.1.3. Ugiinciil yap1

Tek polipeptid zincirinden olusan proteinlerde, ikincil yap1 diizeyinde bulunan amino
asit dizisinde yer alan kalintilarin R gruplar arasinda gergeklesen etkilesimler
sonucunda kazanilan {i¢ boyutlu yap1 proteinin ii¢iinciil yapisini olusturur. Hidrofobik
yan zincire sahip amino asit kalintilar1 proteinin i¢ bolgelerinde toplanirken, hidrofilik
yan zincire sahip amino asit kalintilar1 ise proteinin dis bolgelerinde yer alirlar. Van
der Waals etkilesimler, disiilfid baglari, iyonik baglar ii¢linciil yapinin olusumunda

etkili olan temel baglar1 olusturmaktadir.
2.1.1.4. Dordiinciil yap1

Bazi proteinler iiciinciil yapida bulunan birden fazla polipeptid zinciri icermektedir.
Alt iinite olarak adlandirilan bu birimler arasinda olusan etkilesimler ve baglar
proteinin dordiinciil yapisini olusturur. Her protein ii¢iinciil yapida bulunan ¢ok sayida
polipeptid zinciri igermediginden dordiinciil yapist bulunmayabilir. Hemoglobin

dordiinciil yapida bulunan proteinler arasinda yer alir.

Birincil Yap Ikincil Yap Ugiinciil Yapt Dérdincil Yapr

IQUIN»

alfa helix
< >‘ o

NN

amino asitler beta tabaka beta tabaka

alfa helix

F

Sekil 2.3. Protein yapilarinin illiistrasyonu [ 7]

Sekil 2.3.’te protein seviyelerinin illlistrasyonu yer almaktadir. Amino asitlerin
olusturduklar1 zincir birincil yapiy1, bu zincirdeki katlanmalar sonucu meydana gelen
iki temel motif olan alfa helix ve beta tabaka ikincil yap1y1, ikincil yapi figiirlerinin bir
araya gelmesi U¢linciil yapry1 ve son olarak birden fazla iigiinciil yapinin bir arada

bulundugu proteinlerin bulundugu yap1 ise dordiinciil yap1 olarak gosterilmektedir.



2.2. Protein Yap1 Tahmini

Proteinlerin ii¢ boyutlu yapilar1 deneysel yontemlerle analiz edilebiliyor olmalarina
ragmen bu yontemler oldukca maliyetli olduklar1 gibi her protein i¢in basarili sonug
vermediklerinden, deneysel yoOntemlerle ¢dziimlenmis protein yapilarindan yola
cikarak yapisi belirlenmemis proteinler i¢in model gelistirmek protein yapi tahmini
olarak tanimlanmaktadir. Ancak proteinin ii¢ boyutlu yapisinin tahmini zor bir
problem olarak tanimlandigindan, proteinlerin {i¢ boyutlu yapisinin tahmininde
kullanilmak {iizere ikincil yap1 tahmini, ¢oziicii erisilirlik siklikla calisilan konular

arasinda yer almaktadir.

2.2.1. Protein ikincil Yap1 Tahmini

Protein ikincil yapisinin tahmini, proteinin birincil yapisindan yani amino asit
dizisinden her amino aside karsilik gelen ikincil yap1 (o-sarmal, B-tabaka gibi)
sinifinin  tahmin ¢alisilmalarindan olugmaktadir. Kabsch ve Sander tarafindan
olusturulan DSSP (Dictionary of Secondary Structure) ad1 verilen veri tabani, PDB’de
yer alan her protein i¢in protein ikincil yap1 siniflarini hidrojen baglanmalarina goére
sekiz standart smifla temsil eder [8]. Protein ikincil yap: tahmininde bu sekiz smif
kullanilabildigi gibi, genellikle sekiz sinifli yapi ii¢ ana sinifa indirgenerek ti¢ sinifli
yap1 tahmini yapilmaktadir. Tablo 2.1.”de her bir ikincil yapi1 sinifinin harf karsiligi ve

sekiz siifin ii¢ sinifa indirgemesinde kullanilan yontem gosterilmektedir.

Tablo 2.1. Sekiz sinifl1 ve i¢ sinifl1 ikincil yap1 gosterimi

DSSP Sekiz sinifli ikincil yap1 Ug simfli ikincil yap:
o-sarmal
310-sarmal (310 helix) H Sarmal (Helix)

—

5-sarmal (m-helix)

E extended strand, participates in B ladder .
E Beta Iplik (B-Strand)
B residue in isolated B-bridge
T hidrojen bag1 doniis
S bend L Déngii (Loop)

veya - coil




2.3. Kaynak Arastirmasi

Protein yapisindaki aminoasit dizilimlerinde meydana gelen hidrojen baglarinin
temelde sarmal ve tabaka adi verilen iki motif olusturdugu, bu motiflerin ise coil veya
turn olarak adlandirilan diizensiz motiflerle baglandigi Pauling ve Corey tarafindan
yapilan c¢aligmalarda tahmin edilmistir [9]-[12]. Bu calismalar ile Pauling 1954

yilinda Nobel Kimya &diiliinii almaya hak kazanmistir.

1950°1i yillarin sonlarinda Perutz ve doktora 6grencisi Kendrew, globular protein olan
hemoglobin ve miyoglobinin {i¢ boyutlu molekiiler yapilarinit X-1g1n1 kirinimi yontemi
ile tanimlayarak bir proteinin yapismin ilk kez atomik seyide anlagilmasim
saglamiglardir [13], [14]. 1962 yilinda, Perutz MRC Molekiiler Biyoloji
Laboratuvarini kurmustur. Ayni yil, ¢calismalariyla yakaladiklar1 basar1 sebebi ile

Nobel Kimya 6diilii almiglardir.

Rost ve Sander, protein ikincil yap1 tahmini yontemlerini {i¢ nesil olarak incelenmistir
[15]. 60’11 ve 70’li y1llarda, amino asit kalintilar1 ile protein ikincil yapisinda bulunan
motifler (a-sarmali, B-tabaka) arasindaki iligkinin istatiksel metotlarla analiz edildigi
yontemler birinci nesil olarak tanimlanmistir. Bu yontemle yapilan c¢alismalardaki
tahmin basar1 orani, o donemde deneysel olarak gozlemlenebilen protein sayisina baglh

olarak, %50-60 arasinda seyretmistir.

Chou-Fasman tarafindan deneysel olarak analiz edilmis, bilinen proteinler kullanilarak
her bir amino asit i¢in yapisal elementlerde bulunma siklig1 hesaplanmis ve sonuglara
bakilarak herhangi bir amino asit dizisi i¢in ikincil yap1 tahmini gelistirilmistir [16],
[17]. Birinci nesil yontemlerden olan bu metot literatiirde, Chou-Fasman algoritmasi

olarak yer almaktadir.

Garnier ve arkadaglar1 tarafindan gelistirilen GOR, Chou-Fasman algoritmasinda
oldugu gibi olasiliklara dayanan ancak yalnizca tek amino asit i¢in ikincil yap1

olusturma olasiligini incelemek yerine 20 aminoasit icerisinde 17 boyutlu pencerelerle



komsu amino asit kalintilarinin bulundugu ikincil yapt durumunu da hesaplayan

kosullu olasilik kullanilan bir metottur [18].

Ikinci nesil yontemler, birinci nesle kiyasla daha biiyiik veri setleriyle galisilan, merkez
aminoasit i¢gin mevcut ikincil yapiy1 temel alan kayan pencere yonteminin agirlikli
olarak kullanildigi, 1990’11 yillarin basina kadar ¢alisilan yontemlerden olusmaktadir
[15]. En sik uygulanan ikincil nesil yontemler arasinda en yakin komsu algoritmalari
[19], yapay sinir aglart [20] ve istatiksel bilgiye [21] dayanan c¢alismalar yer

almaktadir.

Gibrat ve arkadaslar1 tarafindan GOR algoritmasindan gelistirilen, istatiksel bilgi
kullanilan GOR3 ikinci nesil yaklagimlarin baginda gelen ¢alismalardan olmustur. Bu
caligmada arastirmacilar, 68 proteinde ikincil yap1 durumlarini tahmin ettiklerini ve
daha 6nceki versiyonuna gore %7 basari artigi saglayarak %63 dogru tahmin basarisina

ulastigini belirtmislerdir [21].

Ptitsyn ve Finkelstein stereokimyasal tahmin kurallarin1 kullanarak gelistirdikleri
algoritma ile helix i¢in %74 dogru tahmin saglarken, B-strand i¢in %58 dogruluk

oranina ulasabilmistir [22].

Rost ve Sander, birinci nesilden Chou-Fasman, Lim ve GOR1 ile ikinci nesilden olan
ALB ve Scheider algoritmalarin1 ayn1 veri setini kullanarak karsilastirmis ve ikinci
nesil algoritmalarin %10 daha basarili oldugunu belirtmislerdir [15]. Ancak yine de
ikinci nesil yontemlerin bagari oran1 %70’leri asamamuistir. Bagar1 oranlarinin istenilen
seviyeye ulagamamasi ve beta tabaka durumunun sarmal yapiya gore daha diisiik
tahmin seviyesinin olmasi1 gibi bir¢ok sebep arastirmacilar tiglincii nesil yontemlere

yonlendirmistir.

90’11 yillardan giiniimiize kadar olan siirecte, online veri tabanlarindaki ¢éziimlenmis
protein verilerinin artmasi ve teknolojik gelismelerle birlikte ikincil yapr tahmin
caligmalarinda makine oOgrenmesi teknikleri iizerine yogunlasan iiciincii nesil

yontemler kullanilmistir. Protein ikincil yap1 tahmininde en sik kullanilan makine
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ogrenmesi tekniklerini yapay sinir aglar1 [23]-[25], sakli Markov modeli [26]-[28],
destek vektdr makineleri [29]-[31] olusturmaktadir. Uciincii nesil calismalar ile

beraber ikincil yap1 tahmin basaris1 %70’leri agsmustir.

Biyoinformatik alaninda iki veya daha fazla dizinin benzer bolgelerini belirlemek igin
coklu dizi hizalama yontemleri kullanilmaktadir. Protein ikincil yap1 tahmininde, baz1
caligmalarda ¢oklu dizi hizalama yontemleri kullanildig1 gibi, son zamanlarda tim
protein dizisini egitim girdisi olarak kullanan c¢alismalar da bulunmaktadir. En sik
kullanilan ¢oklu dizi hizalama algoritmalar1 arasinda PSI-BLAST [32] ve HHblits yer
almaktadir [33].

Makine 6grenmesi teknikleri disinda, protein ikincil yap1 tahmininde bagar1 oranini
arttirmak icin birden fazla basarili metodun bir arada kullanildig1 hibrid yontemler

gelistirilmistir [34], [35].

Karmagik problemleri ¢6zmedeki basarisi ve biiylik veri setleriyle ¢alisma imkani ile
derin 6grenme yontemleri pek ¢ok alanda oldugu gibi biyoinformatik alaninda yapilan
caligmalarda da siklikla tercih edilmistir [36], [37]. Bu alandaki ¢aligmalarla birlikte
derin 6grenme algoritmalarindan Evrisimli Sinir Aglar1 ve Ozyinelemeli Sinir Aglar:

protein ikincil yap1 tahmininde kullanilan 6nemli metotlar arasinda yer almustir.

90’Ih yillarin sonlarinda Baldi ve arkadaslar tarafindan protein ikincil yapilarinin
tahmininde PSI-BLAST hizalamas1 ve ¢ift yonlii (bidirectional) 6zyinelemeli sinir ag1
kullanilarak gelistirilen SSPro, ii¢ sinifli tahminlemede %76 basar1 elde etmistir [38].
Pollastri ve McLysaght SSPro’yu gelistirilerek Q, basar1 orani %79 olan Porter adini
verdikleri bir web sunucusu olusturmuslardir [39]. Sonraki yillarda Porter’in gesitli
versiyonlari da gelistirilmistir. Porter 4.0 adi verilen ¢aligmada Q, basari oran1 %82,2

olarak belirtilmistir [40].

Heffarnan ve arkadaslari, SPIDER3 adin1 verdikleri yontemde, ¢ift yonlii 6zyinelemeli

sinir ag1 ve LSTM hiicreleri kullanilarak %84,48 Q, basari elde etmislerdir [41].



11

Wang ve arkadaslar1 Sartli Rastgele Alanlar (Conditional Random Fields-CRF) ve
sinir aglar1 kullanarak gelistirdikleri DeepCNF yontemi ile ti¢ sinifli ve sekiz sinifl
tahminleme caligmalar1 yapmislardir [42]. Bu ¢alismada, bes farkli test seti ile yapilan
degerlendirme sonuglarina gore Q, basarilarinin %82,3 ile %85,4 arasinda yer aldig

belirtilmistir.

Wang ve arkadaglari, SSREDNs (Secondary Structure Recurrent Encoder—Decoder
Networks) adin1 verdikleri yontem ile egittikleri agda, CB513 ve CullPDB veri
setlerini test ederek Q, icin %82,9 ve %84,2, Q, i¢in 68.20% ve 73.1% basariya

ulagmiglardir [43].

Son yillarda, CNN ve RNN gibi derin 6grenme yontemleri ile basarili tahmin sonuglari
elde edilmesi ile birlikte bu yontemlerin bir arada kullanildig1 ¢alismalarda tahmin

basarisinin arttirilmasi hedeflenmistir [44].

Li ve Yu, DCRNN (Deep convolutional recurrent neural network) adin1 verdikleri cok
Olgekli (multiscale) CNN ve cift yonlii gecitli tekrarlayan birim katmanlar
kullandiklar1 ¢alismada farkli veri setlerinde yaptiklar: testlerde CB513 veri seti igin
%69,7, CASP10 veri seti i¢in %76,9 ve CASP11 veri seti i¢in %73,1 Qg basarisi elde
etmislerdir [45]. Ayrica bu calismanin, literatiirde PIYT icin GRU kullanildig: bilinen

ilk ¢alisma oldugunu belirtmislerdir.

Guo ve arkadaglar1 tarafindan yapilan ¢alismada, ¢ift yonlii uzun-kisa stireli bellek ve
asimetrik CNN kullanilarak sekiz sinifli protein ikincil yapi tahmin caligmasi
yapilmistir [46]. Calisma sonuglarina gore, DeepACLSTM adi verilen bu algoritma ile
CASP10 veri setinde %75, CASP11 veri setinde %73 Qg basarisina ulagmiglardir.

Wang ve arkadaglari, 13 pencere boyutlu PSSM matrisini egitim girdisi olarak
kullanarak CNN ve LSTM katmanlarindan olusan ag ile egitmisler ve %80,18 Q,
basarisi elde etmislerdir [47].



BOLUM 3. DERIN OGRENME

Yapay zeka, zeki canlilar tarafindan kolaylikla gergeklestirilebilen siireglerin,
makineler veya bilgisayarlar tarafindan bu canlilara benzer sekilde gergeklestirilme
yetenegi olarak tanimlanmaktadir. Genellikle insan zekasini taklit eden sistemler
olarak diisiiniilse de sadece bununla sinirlandirilmamaktadir. 1950°1i yillardan itibaren
literatiirde karsilasilan bu yontemler, ilk zamanlarda ¢ogunlukla, makinelerin problem
¢ozme ve tahmin etme siire¢lerinin insanlar tarafindan matematiksel ve mantiksal

olarak programlanmasina dayanmaktaydi.

Yapay zekanin alt kiimesi olan ve 1980’lerde yiikselise gegen makine dgrenmesi
kavrami ise, Arthur Samuel tarafindan makinelerin 6zellikle programlanmadigi
sonuglar1 6grenebilme yetenegi olarak tanimlanmigtir [48]. Bilgisayar sistemlerinin,
donanimsal gelisimi ile birlikte bu yontemlerin gerceklestirilebilmesi daha miimkiin
hale gelmistir. Makine 6grenmesi yontemlerinin basinda, yapay sinir aglar1 (YSA),
destek vektdr makineleri (SVM- Support Vector Machine) ve genetik algoritmalar
gelmektedir.

Yapay sinir aglari, insanlarin 6grenmesi esnasinda beyinde gerceklesen siireglerde
sinir hiicrelerinin ve aralarindaki iletisimin modellendigi bir yapiya sahiptir. YSA’da
ndronlar arasindaki baglanti agirliklarla hesaplanir. Makinenin 6grenmesi istenen girdi

ve ¢iktilar arasindaki bu baglanti ileri veya geri beslemeli olarak hesaplanabilir.

Orneklerden 6grenen makine dgrenmesi modellerinde, verinin yani érnek miktarinimn
artmasi1 6grenmeyi olumlu yonde etkilemektedir. Ancak zaman igerisinde tek katmanl
bir 6grenme sistemi saglayan YSA gibi yontemlerin ¢ok miktarda veriyi 6grenmesi
icin giiclii sistemler ve zaman gerekmistir. Bu sebeple, ¢ok katmanla ¢alisan derin
ogrenme yaklasimi giiniimiizde siklikla tercih edilmeye baslanmistir. Derin 6grenme,

yapay sinir aglarina dayanan bir makine 6grenmesi yaklagimidir.
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Tezin bu boliimiinde, bu c¢alismada kullanilan derin 6grenme yontemleri ile ilgili

teknik bilgilere yer verilecektir.

3.1. Evrisimli Sinir Aglar

Evrigimli sinir aglar1 (CNN), ¢cok boyutlu dizi seklindeki verilerden 6grenim yapmak
icin kullanilan bir derin 6grenme modelidir. Genellikle resim gibi iki boyutlu verilerde
yer alan bilginin, resimdeki figiirler veya cisimler gibi, 6grenilmesinde siklikla CNN
yapilar1 kullanilir. Bu yapida, ornekler girdi olarak aga iletildikten sonra, gizli
katmanlarda ¢iktinin diger bir deyisle istenen bilginin 6grenimi gergeklesir. Verinin
boyutuyla iligkili olarak genellikle, dizi ve sekans verilerinin 6greniminde tek boyut,
resim ve ses dalgalarinda iki boyut, video i¢in ii¢c boyutlu evrisimli sinir aglari
kullanilir. Evrisimli sinir aglarinda kullanilan katmanlar temel olarak, evrisim,

ornekleme (pooling) ve tam bagli katmanlar olarak karsimiza ¢ikmaktadir.

3.1.1. Evrisim katmani

Bu katman, konvoliisyon olarak da adlandirilan evrisim islemiyle 6zellik ¢ikariminin
yapildigi CNN modellerinin temeli sayilan ilk katmandir ve arka arkaya birden fazla
eklenerek tekrarlayabilir. islenmemis veriler gibi 6nceki katmanin ¢iktis1 olan 6zellik
haritalar1 da bu katmanimn girdisi olabilir. Konvoliisyon isleminde, kernel olarak
adlandirilan bir filtre araciligiyla girdide 6ne ¢ikan 6zelliklerin ¢ikarimi yapilir. NxN
boyutlu bu filtre ile girdi matrisinde soldan saga ve yukaridan asagi dogru adim adim
girdi verisi ile filtredeki veri arasinda carpma islemi gerceklestirilip tiim degerler
toplanarak bir deger elde edilir. Girdi verisi filtre ile bu sekilde gezildikten sonra
ozelliklerin belirlenmis oldugu bir ¢ikti matrisi olusturulmus olur. Ozellik haritas
olarak da adlandirilan bu matris, bir sonraki katmanda girdi olarak kullanilir. Sekil

3.1.’de konvoliisyon isleminin uygulanisi gosterilmektedir.
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Sekil 3.1. Konvoliisyon isleminin uygulanisi [49]

3.1.2. Ornekleme

Evrigimli sinir aglarinda siklikla yer alan diger bir katman olan pooling katmant,
genellikle iki evrisim katmani arasinda bulunur. Hesaplanan parametreleri azalmak
amaciyla bir 6nceki katmandan gelen 6zellik haritasinda nxn boyutlu bir filtre ile islem
yapilarak 6nemli 6zelliklerin belirlenmesi saglanir. Genellikle maximum pooling ve
ortalama pooling olarak adlandirilan iki tiiri kullanilmaktadir. Maksimum pooling ile
filtreye karsilik gelen 6zellik haritas1 par¢asindaki en biiyiik deger alinirken, ortalama
ile ortalama deger hesaplanir. Bu islem sonucunda, matris boyutu kii¢tiliirken 6nemli

ozellikler 6ne ¢ikmis olur.

Sekil 3.2.°de girdi matrisi iizerinde 2x2 boyutlu filtrenin 2 adim aralig: ile gezilerek
Oznitelik matrislerinin ¢ikarilmasi islemi iki farkli 6rnekleme tiirii kullanilarak
gosterilmektedir. 11k adimda, maksimum 6rnekleme ile filtreye karsilik gelen matris
boliimiindeki en biiylik deger olan 100 Oznitelik olarak segilirken, ortalama

orneklemede 31,15, 0 ve 100 degerlerinin ortalamasi alinmaktadir.
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Max Pooling Average Pooling
29 | 15 | 28 | 184 31 | 15 | 28 | 184
0 (100 | 70 | 38 0 100 | 70 | 38
12 | 12 7/ 2 12 | 12 i 2
12 | 12 | 45 6 12 | 12 | 45 6
2x2 2x2
pool size pool size
v Y
100 | 184 36 | 80
12 | 45 12 | 15

Sekil 3.2. Maksimum ve ortalama 6rnekleme isleminin uygulanisi [50]

3.1.3. Diizlestirme

Onceki basliklarda belirtilen katmanlarda yapilan islemler sonucu elde edilen 6zellik
matrisi, diizlestirme islemi ile tek boyutlu bir dizi haline getirilerek, siniflandirma
islemini gergeklestirecek son katmanlar i¢in hazirlanir. Diizlestirme islemi tam bagh

katmanlarindan 6nce yer alir.

3.1.4. Tam bagh katman

Tam bagli katman (Fully Connected Layer), CNN mimarilerinde yer alan son
katmanlar temsil eder. Bu katmanlarda, klasik yapay sinir aglarinda oldugu gibi tiim
ndronlar arasinda baglanti vardir ve ¢ikis katmanindan 6nceki optimizasyon islemleri
gerceklestirilir. Tam bagli katmanda, girdi olarak bir vektér gonderilmesi
gerektiginden bu katmandan once diizlestirme islemine gereksinim duyulur. Sekil

3.3.’te diizlestirme islemi ve tam bagli katmanlarin temsili gosterimi yer almaktadir.
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-

Diizlestirme

Tam Bagli Katmanlar

Sekil 3.3. Diizlestirme ve tam bagh katmanlar [51]

3.2. Tekrarlayan Sinir Aglar:

Tekrarlayan sinir aglar1 (RNN), gecici bir hafizaya sahip ileri beslemeli sinir aglaridir.
Yapay sinir aglar1 her bilgiyi ayr1 ayri1 degerlendirirken, RNN’ler onceki bilgiyi
saklayabildiklerinden yeni bilgiyi islerken onceki bilgilerden faydalanabilirler. Sirali
dizilerin Ogrenilmesinde kullanilan RNN, bellek olarak diisiintilebilecek gizli
durumlara (hidden states) sahiptir. Bir sonraki zaman adimindaki diziyi tahmin etmek
icin, mevcut bir zaman adimindaki bir giris ve ¢ikis dizisini esleyebilen geri yayilim
kullanarak dizi 6grenimini gerceklestirirler. Yapilarinda bulunan dongiiler ile siral
veriler arasinda iliski kurma ve anlamlandirma yapabilirler. Boylelikle, eski ve yeni

girdi arasinda bilgi akis1 saglanmis olur.

v
[-v_Aj = A

SR

Sekil 3.4. Tekrarlayan sinir aglari [52
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Sekilde gosterilen RNN yapisinda ¢ zamanindaki durum igin, x, girdiyi, h; ¢iktiy1 ve
A agin bir kismim temsil ederken; dongii, 6grenilen bilginin farkli bir # zamaninda

kullanilmasina olanak verir. (Sekil 3.4.)

A A

Sekil 3.5. RNN ag yapisi [52]

Sekil 3.5.’te dongiiniin A ile temsil edilen ag yapis1 gosterilmektedir. RNN’lerde
aktivasyon fonksiyonu olarak genellikle tanh fonksiyonu kullanilir.

3.3. Uzun-Kisa Siireli Bellek Aglar:

Yapay sinir aglarinda siklikla kullanilan geri yayilim hesaplamalari, RNN yapisinda
eski bilgilerin asir1 birikmesi ve t zamaninin artmasi veya dizinin uzamasi ile zamanla
kaybolmasi durumunu ortaya ¢ikarabilmektedir. Uzun-Kisa Siireli Bellek Aglar
(LSTM), kaybolan gradyan (vanishing gradient) olarak adlandirilan bu problemin
¢oziimii olarak &nerilen bir RNN tiiriidiir. Ik olarak 1997 yilinda Hochreiter &
Schmidhuber tarafindan tanitilan LSTM, kisa siireli 6grenimleri hafiza bloklarinda

tutarak uzun siireli kullanimini saglamaktadir [53].

LSTM’ler, girdi, ¢ikt1 ve gizli katmanlardan olusmaktadir ancak RNN’lerden farkli
olarak bellekte ii¢c kapt bulunur. Giris, ¢ikis ve unutma kapisi olarak adlandirilan bu

kapilar, bellekten bilgiyi okuma, yazma ve giincelleme islemlerini yiiriitmektedirler.
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3.4. Gegitli Yinelenen Birim

Gegitli Yinelenen Birim (GRU), Cho ve arkadaslari tarafindan kaybolan gradyan
problemine ¢ézliim saglamak amaciyla 2014 yilinda onerilen bir RNN tiiriidiir [54].
LSTM yapisinda ti¢ kap1 bulunurken, GRU’da iki kap1 yer almaktadir. Sifirlama ve
giincelleme olarak adlandirilan kapilar ile, tahmin edilmek istenen ¢iktilar i¢in gerekli
bilgilerin uzun siire bellekte tutulmasi, gereksiz bilgilerin ise sifirlanmasi islemleri

gerceklestirilir.
7z =o(W@x, + UDh,_,) (3.1

Denklemde, ¢ zamanindaki giincelleme adiminin formiili gosterilmektedir. ¢
zamanindaki x, girdisi kendi agirligi olan W ® ile garpilir. islemin yapildigi zamandan
onceki #-/ zamaninda elde edilen bilgi ayni sekilde kendi agirligi ile carpilarak, elde
edilen degerlere toplama islemi uygulanir. Bu sonucun, sigmoid aktivasyon

fonksiyonu uygulanarak 0-1 araligina doniistiiriilmesi ile z, degeri elde edilir.
ro=c(WDx, + Uh,_,) (3.2)

Yukaridaki denklem, GRU’larda yer alan unutma isleminin formiilii gosterilmektedir.
Unutma kapisinda, onceki girdilerden 6grenilen bilgilerin ne kadarinin unutulacagi

belirlenmis olur.
3.5. Aktivasyon Fonksiyonlari

Transfer fonksiyonu olarak da adlandirilan aktivasyon fonksiyonlari, yapay sinir aglari
ve derin oOgrenme modellerinde karmagsik verilerin Ogrenilmesini saglayan
fonksiyonlardir. Girdi verilerinden {iretilecek ¢iktinin hesaplanmasi bu fonksiyonlar
ile gergeklestirilir. Aktivasyon fonksiyonlari, verilerin belirli deger araligina
doniistiiriilmesi islemini yiriitiir. Derin 6grenme ¢alismalarinda siklikla kullanilan

aktivasyon fonksiyonlari; ReLu, tanh, sigmoid olarak siralanabilir.
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Tablo 3.1.°de, bu caligmada yer alan aktivasyon fonksiyonlarinin grafikleri ve

denklemleri gosterilmektedir.

Tablo 3.1. Aktivasyon fonksiyonlar:

(ReLu)

Fonksiyon Adi Grafik Denklem
Sigmoid x) = !
8 ‘ 7= + e X
Hiperbolik Tanjant eX — e X
| tanh(x) = ——
(tanh) | ex + e
|
\
Rektifiye Dogrusal Birimi } 0 x<0icin
} {x x > 0 icin
\

RNN, LSTM ve GRU modellerinde en ¢ok kullanilan aktivasyon fonksiyonu
hiperbolik tanjant (tanh) fonksiyonudur. Bu fonksiyon, [-1,1] arasinda deger {iretir ve

dogrusal degildir. Ug degerler i¢in fonksiyonun tiirevi sifira yakinsar.

Ozellikle evrisimli katmanlarda siklikla tercih edilen Rektifiye Dogrusal Birimi
(ReLu-Rectified Lineer Unit),), negatif degerler igin 0, pozitif degerler i¢inse ayn
degeri lireten dogrusal olmayan bir aktivasyon fonksiyondur. [0, +o0) arasinda deger
iretilir. Diger aktivasyon fonksiyonlari ile karsilagtirildiginda, negatif degerlerin

sifirlanmasi daha hizli ¢galigmasini saglamaktadir.

Siniflandirma algoritmalarinda, girdinin belirlenen smifa ait olma olasiligini
hesaplamay1 saglayan softmax aktivasyon fonksiyonu genellikle ¢ikti katmaninda
tercih edilir. Softmax kullanilirken, ¢ikt1 katmaninda problemde yer alan sinif kadar

ndron sayist olmasi gerekmektedir.
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Asagidaki denklemde i = 1, ..., K icin softmax fonksiyonu gosterilmektedir.

Zj

Yo %

o(7)= (3.3)

3.6. Basarim Iyilestirme Yontemleri

Derin 6grenme modellerinde siklikla karsilagilan veri setini asir1 6grenme veya
ezberleme (overfitting) durumlarini engellemek ve model basarisini arttirmak igin
cesitli regililasyon yontemleri tercih edilmektedir. Bunlardan en sik kullanilan iki

yontem seyreltme (dropout) ve L2 regiilasyonudur.
3.6.1. Seyreltme

Egitim sirasinda, diigiimler arasindaki baglantilarin  belirlenen esik degeri
dogrultusunda veya rastgele koparilmast seyreltme (dropout) islemi olarak
tanimlanmaktadir. Srivastava ve arkadaslar1 tarafindan 2014 yilinda 6nerilmistir ve
asir1 0grenme problemlerine ¢6ziim olarak kullanilabildigi gibi, model basarisin

arttirmak i¢in de kullanilabilecegi belirtilmistir [55].
3.6.2. L2 diizenleme

L2, cezalandirma yontemi uygulayarak agirliklari cok yiiksek olmamasini saglayan bir
diizenleme yontemidir. Model agirliklarin1 diizenleyerek asir1 ezberleme durumunun

engellenmesine ve model basarisini arttirilmasina yardimer olur.
3.7. ADAM Optimizasyonu

Derin 6grenme ve YSA modellerinde agirlik degerlerinin giincellenmesi ve hatanin en
aza indirgenmesi i¢in ¢esitli optimizasyon algoritmalar1 kullanilmaktadir. 2014 yilinda
Kingma ve arkadaslan tarafindan 6nerilen Adam, birinci dereceden gradyan tabanl

bir eniyileme algoritmasidir [56].



BOLUM 4. MATERYAL VE YONTEM

4.1. Veri Seti

Bu tez ¢alismasinda, Cuff ve Barton [57] tarafindan olusturulan, 513 protein ve 84.119
amino asit igeren acik bir veri seti olan CB513 kullanilmigtir. PSI-BLAST ve HHBlIits
hizalama yontemleri kullanarak elde edilen PSSM 06znitelik vektorleri ve DSPRED
yontemi ile elde edilen yapisal profil matrislerini kullanarak diizenlenen CB513 veri

seti, Aydin ve arkadaglarinin[58] calismasindan elde edilmistir.

Veri setinde, her bir amino asit 539 Oznitelikle temsil edilmektedir. Bu 6znitelikler,
CB513 veri setinde yer alan her bir proteinin amino asit diziliminin belirtilen
yontemlerle hizalanmasi sonucunda 20xN boyutlarinda iki adet PSSM matrisi ve
proteinin ikincil yapisini temsil eden 3xN boyutunda ii¢ adet yapisal profil matrisi ile
elde edilen 49 Ozniteligin, hedef amino asitlerin ¢evresindeki amino asitlerle
etkilesimini 6lgmek amactyla 11 birim uzunlugundaki pencerelerin kullanilmasiyla
elde edildigi belirtilmistir [59]. Dogada bilinen 20 ¢esit amino asit bulundugundan
proteinler, 20xN olarak temsil edilir. Proteinlerin igerdikleri amino asit sayilari farkl
olabildiginden, N hedef proteinde yer alan amino asit sayisin1 belirtir. Benzer olarak,
ic sinifli protein ikincil yap1 tahmini ¢aligmalarinda proteinlerin ikincil yapisi, 3xN

boyutundaki matrislerle temsil edilmektedir.

Kullanilan veri seti, 513 proteinin, her bir katin daha sonra test i¢in kullanildig1 yedi
capraz dogrulama setinden olugsmaktadir. K-katlamali ¢apraz dogrulama, modelin
basarimini test etmek i¢in kullanilmaktadir. Bu, her modelin 7 kez farkli veri kiimesi

kullanilarak egitilecegi ve test edilecegi anlamina gelmektedir.
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4.2. Gelistirme Ortam

4.2.1. Google Colaboratory

Google Colaboratory, 6zellikle makine dgrenmesi, veri analizi, derin 6grenme gibi
giiclii donanimsal ekipman gerektiren uygulamalar i¢in iicretsiz GPU erisimi sunan,
bu uygulamalarin Python dili ile bir internet tarayicist iizerinden gelistirilmesine
olanak taniyan bulut tabanli bir platformdur [60]. Bu tez ¢calismasinda gergeklestirilen
uygulamalarin tiimii bu platform iizerinden GPU kullanilarak yiiriitiilmiistiir. GPU
iizerinde yiirlitme islemleri i¢in Colaboratory kullanicilara 12 saat araliksiz kullanim
hakki tanimlamaktadir, bu siirenin sonunda gegici kisitlama uygulanmakta ve
kisitlama sonunda tekrar GPU kullanimina izin vermektedir. Ancak GPU kullanima,
caligma siiresini epey hizlandirdigindan bahsedilen siire ¢alismalarin yiiriitiilmesi ig¢in

yeterli olmustur.

4.2.2. Kullanilan kiitiiphaneler

Bu tez ¢alismasinda, ti¢ sinifli protein ikincil yap1 tahmini yapmak i¢in bes farkli derin
ogrenme ag1 Python programlama dili kullanilarak Colaboratory platformu {izerinde
gelistirilmistir. Verilerin aktarilmasi, 6nisleme, derin 6grenme aginin tasarlanmasi,
egitim, test ve tim degerlendirme asamalari icin ¢esitli kiitliphaneler kullanilmistir.
Uygulamalarin gergeklestirilmesi sirasinda baslica; NumPy, Pandas, Scikit-Learn,

Seaborn, Matplotlib ve Keras kiitiiphaneleri kullanilmistir.

NumPy, dizi ve matrisler ile matematiksel islemler yapilmasina imkan veren agik
kaynak kodlu bir kiitiiphanedir. Pandas, verilerin farkli dosya tiirlerinden okunmasi,
bu verilerin analiz edilmesi ve tekrar dosyaya yazilmasi gibi bir¢ok islemin kolaylikla
gerceklestirilebildigi bir veri analizi aracidir. Calismada kullanilacak verilerin
yiklenme ve dilizenlenme islemleri i¢cin NumPy ve Pandas kiitiiphaneleri

kullanilmistir.
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Scikit-Learn, farkli kiitiiphanelerle entegre calisabilen bir makine Ogrenmesi
kiitiiphanesidir. Bu c¢alismada, model basarilarinin 6l¢iilmesi icin  gereken
hesaplamalar bu kiitliphane kullanilarak elde edilmistir. Seaborn ve Matplotlib

kiitiiphanelerine, veri gorsellestirme ve grafik olusturmak i¢in bagvurulmustur.

Keras, Tensorflow veya Theano kiitiiphaneleri {izerinden ¢aligabilen, Python
programlama dili ile yazilmis agik kaynak kodlu bir derin 6grenme kitapligidir. Bu tez
caligmasinda bahsedilen tiim derin 6grenme aglari, Keras kiitiiphanesi kullanilarak

olusturulmustur.

4.3. Gelistirilen Derin Ogrenme Modelleri

Bu tez calismasinda, ikinci boliimde bahsedilen proteinin birincil yapisindan ikincil
yapmin tahmini icin CNN, RNN, LSTM ve GRU olmak {izere dort farkli derin
ogrenme ag1 olusturulmustur. Modellerin olusturulmasi ve ag yapilari bu baslik altinda

paylasilmigtir.

Modellerin egitiminde kullanmak i¢in 6ncelikle verilerin bulundugu Google Drive ile
Colaboratory arasinda baglanti kurulmus ve veriler programa aktarilmigtir. Kullanilan
veri seti i¢in 7 katli ¢apraz dogrulama uygulandigindan, egitim icin kullanilacak
veriler, her capraz dogrulama seti i¢in, 11 pencere boyutunu ve her amino asit i¢in
belirlenen 49 6zniteligi temsil etmek i¢in N veri setinin satir sayist olmak tizere
Nx49x11 olarak yeniden boyutlandirilmistir. Her kat i¢in ayrilan egitim verisinin

%10’u, egitim esnasinda kullanilmak {izere dogrulama seti olarak ayirilmistir.

Veriler egitim icin hazirlandiktan sonra, ag katmanlar1 ve parametreleri tanimlanmis
ve model egitilmistir. Modelin egitiminden sonra egitim ve dogrulama testlerinin
basarist ve kayip fonksiyonlar1 incelenmistir. Test verisinin ¢iktilari, egitilen ag ile
tahmin edilip, olmas1 gereken ikincil yap1 siniflart ile tahmin edilenler smiflar
karsilastirmak icin degerlendirme metrikleri hesaplanmis ve grafikler hazirlanmistir.
Tim modeller i¢in gergeklestirilen egitim siireci ayni islemleri gerektirmektedir.

Modellerin ag egitimini gosteren akis semasi Sekil 4.1.”de gosterilmistir.
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Ag Egitim Akis Semasi
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4.3.1. CNN modeli

Protein ikincil yap1 tahmini ¢aligmas1 yapmak {izere gelistirilen Evrisimli Sinir Aglar
modeli, ii¢ evrisim katmani arasinda seyrelme katmanlar1 ve ardindan diizlestirme

katmani ile tam bagli katmanlardan olugsmaktadir. Ag katmanlar1 Sekil 4.2.’de yer

almaktadir.
a A - n - A -
7 = 3 o 3 = 3 g b b ¥
> o > a, > o, £ =1 =] =1
g [=] ) a ) =] o) ] [ [ [
= 18 L&) 8] |&] |8 [&] [E] L&) 8] ¢
=}

Sekil 4.2. Gelistirilen CNN modelinin ag katmanlar1

Bu calismada kullanilan CNN aginin evrigimli katmanlarinda sirasiyla, 128, 64, 32
filtre ile 5, 3, 3 kernel ve ReLu aktivasyon fonksiyonu kullanilmistir. Evrigsim
katmanlarinda kernel regiilasyonu olarak 0,001 degerinde L2 regiilasyonu eklenmistir.
Evrisimli katmanlar arasinda yer alan seyretme katmanlar1 icin 0,20 degeri
belirlenmistir. Proteinin ikincil yapisini temsil eden ii¢ sinifin son katmanda tahmin

edilmesi i¢in ¢ikig boyutu {i¢ olarak belirlenmis ve softmax fonksiyonu kullanilmstir.

Tablo 4.1. Gelistirilen CNN modelinin ag yapis1 ve parametreleri

Katman Tiirii Cikt1 Boyutu Parametre Aktivasyon
Evrisim Katmam (Conv1D) (None, 45, 128) 7168 relu
Seyreltme (Dropout) (None, 45, 128) 0

Evrigim Katmani (Conv1D) (None, 43, 64) 24640 relu
Seyreltme (Dropout) (None, 43, 64) 0

Evrigim Katmani (Conv1D) (None, 41, 32) 6176 relu
Seyreltme (Dropout) (None, 41, 32) 0

Diizlestirme (Flatten) (None, 1312) 0

Dense (None,64) 84032 relu
Dense (None,32) 2080 relu
Dense (None,3) 99 softmax

Toplam parametre sayist  : 124195
Egitebilir parametre sayis1. : 124195

Egitilemez parametre sayist : 0
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Tablo 4.1.’de belirtilen ag yapis1 ve parametreleri belirlendikten sonra, toplamda
124195 parametre egitilmis ve modelin egitimi 20 egitim turu (epoch) sonunda
tamamlanmigtir. Egitimde kullanilan 6grenme katsayist 0,0001, optimizasyon

algoritmas1 Adam ve y1gin boyutu 64 olarak belirlenmistir.

4.3.2. RNN modeli

Ikincil yap1 siniflarinin tahmini i¢in olusturulan ikinci model, tekrarlayan sinir aglarmi
kullanilarak gelistirilmistir. Girdi katmani, iki RNN katmani ve sonda yer alan ¢ikis
katman1 olmak tizere iki yogun katmandan olugsmaktadir. Ag katmanlariin temsili

gosterimi Sekil 4.3.’te gosterilmistir.

InputLayer
l
SimpleRNN
l
SimpleRNN
l
Dense
l
Dense

Sekil 4.3. Gelistirilen RNN modelinin ag katmanlar1

Ag yapisinda bulunan, iki adet RNN katmani 64 ndron ile yogun katman 32 néron
icermekte ve relu aktivasyon fonksiyonu kullanmaktadir. CNN modelinde belirtildigi

gibi, ¢ikis katmanin boyutu ti¢ ve aktivasyon fonksiyonu softmax olarak belirlenmistir.

RNN katmanlarinda, sekanst geri dondiirme 6zelligi bulunmaktadir. Bu katmana
iletilen girdi verisinin, sonraki katmana iletilmesi anlamina gelmektedir. Sekans
dondiirme 6zelligi ilk katmanda kullamlmistir. Ikinci katmandan sonra yogun katman
bulundugundan ve girdi boyutu sekans boyutuyla uyusmadigindan bu katmanda
sekans dondiirme kullanilmamistir. RNN modelinin ag yapist Tablo 4.2.°de

gosterilmektedir.
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Tablo 4.2. Gelistirilen RNN modelinin ag yapisi ve parametreleri

Katman Tiirti Cikt1 Boyutu Parametre Aktivasyon Sekans1 Dondiir
SimpleRNN (None, 49, 64) 4864 relu Agik
SimpleRNN (None, 49, 64) 8256 relu Kapali

Dense (None,32) 2080 relu

Dense (None,3) 99 softmax

Toplam parametre sayis1  : 12495
Egitebilir parametre sayis1 : 12495

Egitilemez parametre sayist : 0

Ag katmanlar1 belirlendikten sonra, egitim parametreleri belirlenmistir; 6grenme
katsayis1 0,0001, optimizasyon algoritmast Adam ve yigin boyutu 64. Toplamda

15299 parametre egitilmis ve modelin egitimi 15 egitim turu sonunda tamamlanmastir.
4.3.3. LSTM modeli
Ucgiinciil yap: siniflandirma ¢alismasi yapmak icin gelistirilen diger model, iki LSTM

katmani, bir yogun katman ve ¢ikti katmanindan olusmaktadir. Ag katmanlar1 Sekil

4.4.’te gosterilmektedir.

InputLayer
'
LSTM
'
LSTM
'
Dense
'
Dense

Sekil 4.4. Gelistirilen LSTM modelinin ag katmanlari

RNN modeline benzer olarak, bu modelde iki LSTM katmani yer alirken, ilk katmanda
sekans dondiirme 6zelligi kullanilmistir. Ik katmanda 128, ikinci katmanda 64 ndron
tanimlanmistir. LSTM modelinin ag katmanlarinda kullanilan parametreler ve
aktivasyon fonksiyonlari. Tablo 4.3.’te yer almaktadir. Tabloda belirtildigi gibi,
LSTM katmanlarindaki aktivasyon fonksiyonu tanh, tam bagli dense katmaninda relu

ve ¢ikt1 katmaninda softmax olarak belirlenmistir.
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Tablo 4.3. Gelistirilen LSTM modelinin ag yapis1 ve parametreleri

Katman Tiirti Cikt1 Boyutu Parametre Aktivasyon Sekans1 Dondiir
LST™M (None, 49, 128) 71680 tanh Acik

LST™M (None, 64) 49408 tanh Kapali

Dense (None,32) 2080 relu

Dense (None,3) 99 softmax

Toplam parametre sayis1  : 123267
Egitebilir parametre sayis1. : 123267

Egitilemez parametre sayist : 0

Modelde yer alan 123267 parametre, 20 adimda Adam optimizasyon algoritmasi,
0,0001 6grenme katsayisi ve 64 y1gin boyutu kullanilarak egitilmistir.

4.3.4. GRU modeli

Gelistirilen dordiincii model, Gegitli Yinelemeli Birim modelidir. Bu modelde, Girdi

katmani, iki GRU katmani ardindan seyreltme katmani ve yogun katmanlar

kullanilmistir. Sekil 4.5.’te GRU modelinin ag katmanlar1 gosterilmektedir.

InputLayer
l
GRU
'
GRU
'
Dropout
'
Dense
'
Dense

Sekil 4.5. Gelistirilen GRU modelinin ag katmanlari

GRU modeli, ilk iki katmanda sirastyla 100 ve 50 ndrondan olusan GRU katmanlarinm
icermektedir. GRU katmanlarindan sonra 0,20 oraninda seyreltme uygulayan Dropout
katmani yer almaktadir. Son olarak, 50 ndrondan olusan bir yogun katman ve {i¢ ¢ikish
son katman bulunmaktadir. Bu modelde, katmanlarda aktivasyon fonksiyonu olarak
tanh kullanilmigtir. Bunun sebebi, GRU katmanlarinin varsayilan fonksiyonunun tanh
olmasidir. Aktivasyon fonksiyonu degistirildiginde model CPU iizerinde ¢alismak
zorunda kalir ve egitim siiresi olduk¢a yavaslar. Tablo 4.4.’te model katmanlar1 ve

parametreleri belirtilmistir.
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Tablo 4.4. Gelistirilen GRU modelinin ag yapisi ve parametreleri

Katman Tiirti Cikt1 Boyutu Parametre Aktivasyon Sekans1 Dondiir
GRU (None, 49, 100) 33900 tanh Agik

GRU (None, 50) 22800 tanh Kapali
Seyreltme (Dropout)  (None,50) 0

Dense (None,50) 2550 tanh

Dense (None,3) 153 softmax

Toplam parametre sayist  : 59403
Egitebilir parametre sayis1 : 59403

Egitilemez parametre sayist : 0

Model, 75153 egitilebilir parametre icermekte ve egitim 20 adimda
gerceklestirilmektedir. Adam optimizasyon algoritmast ve 0,0001 6grenme katsayisi

kullanilarak egitilmistir. Y1gin boyutu 64 olarak belirlenmistir.

4.4. Degerlendirme Metrikleri

Modellerin egitimleri gerceklestirildikten sonra, test asamasina gegilmistir. Test
sonuclarint etkili bigimde karsilagtirabilmek i¢in siniflandirma problemlerinde
kullanilan metrikler hesaplanmigtir. Metriklerin detaylari, bu bashk altinda

paylasilmigtir.

Siniflandirma problemleri degerlendirilirken, modelin tahmin sonucunda iirettigi
degerler dort durumda incelenir. Bunlar; dogru tahmin edilen olumlu siniflar igin
dogru pozitif (True Positive, TP), yanlis tahmin edilen olumlu siniflar i¢in yanlis
pozitif (False Positive, FP), dogru tahmin edilen olumsuz siniflar i¢in dogru negatif
(True Negative, TN) ve yanlis tahmin edilen olumsuz siniflar yanlis negatif (False
Negative, FN) olarak isimlendirilir. Bu durumlar kullanilarak hesaplanan model
degerlendirme Olgiitlerinden dogruluk, duyarlilik ve kesinlik bu ¢alismada modelleri

karsilastirmak i¢in tercih edilmistir.
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4.4.1. Basari orani

Basar1 oran1 (Accuracy), modelin dogru tahmin ettigi 6rnek sayisinin tiim o6rnek
sayisina orani ile belirlenen ve siniflandirma modellerinin genel basarisin

degerlendirmek i¢in kullanilan en yaygin 6l¢iittiir.

TP + TN
TP+ FP+TN+FN

Basart Orani = (4.1)

4.4.2. Duyarhhk

Duyarlilik (Recall), dogru tahmin edilen pozitif siniflarin (7P), pozitif tahmin edilmesi

gereken tiim durumlara (TP+FN) oranini temsil eder.

TP

Duyarlilik = ————
Warttits = mp L FN

(4.2)

4.4.3. Kesinlik

Dogru tahmin edilen olumlu siniflarin (TP), olumlu yani pozitif olarak tahmin edilen

tim durumlara (TP+FP) orami ile hesaplanan oOlgiit kesinlik (precision) olarak

tanimlanmaktadir.
Kesinlik = e 4.3
esinli = TP T FP (4.3)

4.4.4. F1 skoru

F1 Skoru, duyarlilik ve kesinlik degerlerinin harmonik ortalamasinin hesaplanmasiyla
elde edilen degerlendirme olgiitiidiir. Ozellikle siniflar aras1 veri dagilimimin esit

olmadigi setlerde siklikla tercih edilir.

F1 Sk ) Duyarlilik * Kesinlik w
= *
oru Duyarlilik + Kesinlik (44
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Bahsedilen performans degerlendirme metrikleri, kesinlik, duyarlilik ve F1 skoru, ¢cok

siifli tahmin ¢aligmalarinda her sinif i¢in ayr1 ayr1 hesaplanmaktadir.



BOLUM 5. ARASTIRMA BULGULARI

Bu tez caligmasinda, proteinlerin ii¢ sinifli ikincil yapi tahmini i¢in dort fakli derin
o0grenme modeli olusturulmus ve modeller aralarinda karsilastirilmistir. Boliim 4°te
bahsedildigi gibi, modellerin egitilmesi ve test edilmesi icin CB513 veri seti
kullanilmistir. Her model i¢in kesinlik, duyarlilik, F skor ve basar1 orani degerleri
hesaplanarak sonuglar1 degerlendirilmistir. Modeller, Google Colaboratory hizmeti

kullanilarak GPU {izerinde egitilmis ve egitim siireleri karsilastirilmistir.

Bu calismada olusturulan dort modelin basari oranlarinin ve degerlendirme
metriklerinin ortalamalar1 hesaplanirken veri setinde uygulanmis olan 7 kathi ¢apraz
dogrulama kiimelerinin her biri ile elde edilen sonuglarin agirlikli ortalamasi

alinmistir.

Onceki boliimlerde bahsedildigi gibi, bu calismada gelistirilen doért farkli derin
ogrenme modeli ayni veri seti kullanilarak egitilmistir. Egitimin tamamlanmasinin
ardindan, egitim basar1 oraninin ve kayip fonksiyonunun belirlenen egitim adin
stiresince gelisimini gosteren grafikler incelenmis ve egitimin uyumu kontrol
edilmigtir. Her c¢apraz dogrulama kiimesi i¢cin CNN, RNN, LSTM ve GRU
modellerinin egitim siiresince degisen basar1 oranlar1 ve kayip fonksiyonlarina ait

grafikler Tablo 5.1.,5.2.,5.3. ve 5.4.’te yer almaktadir.
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Tablo 5.1. Her bir dogrulama seti i¢gin CNN modelinin egitimi boyunca degisen basar1 orani ve kayip fonksiyonu

degeri grafikleri
Basar1 Oran Kayip Deger1
model accuracy model loss
0.84 —— editim S~ 070 egitim
dogrulama 0.65 dogrulama
3oAaz 0.60
5 2
1 3 0.80 ©0.55 \
o
© 0.50
0.78
0.45 \\n
T~————
0.76 0.40
30 0 5 10 15 20 25 30
epoch epoch
model accuracy model loss
0.84 —— egitim ~——" 070 __ egitim
dogrulama 0.65 — dogrulama
0.82
o 0.60
g 3
2 3 0.80 8055
Q
® 078 0.50
0.45 ——
0.76
30 0 5 10 15 20 25 30
epoch epoch
model accuracy model loss
—— egitim Y 0.70  —— egitim
0.84 dogrulama 0.65 dogrulama
3082 0.60
g 7]
3 g 0.80 £0.55
© 0.50
0.78
0.45 \\1\
0.76 0.40 B s
30 0 5 10 15 20 25 30
9P0Ch epoch
model accuracy model loss
000 Ii== egitim e A BN 0.70  — egitim
: dogrulama 065 dogrulama
3 0.82 0.60
E w
4 2 0.80 8055
5o
© 0.50
0.78
0.45
0.76
30 0 5 10 15 20 25 30
epoch epoch
model accuracy model loss
= gitime ———~ 0.70  __ ogitim
0.84 =
dogrulama 0.65 dogrulama
20.82 0.60
5 2
5 3 0.80 2055
© 0.50
0.78
0.45 B ==
0.76 e

epoch epoch
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Basar1 Orani

Kayip Degeri

model accuracy

o
©
b

—— egitim
dogrulama

o
©
N

accuracy
=]
@
o

0.78
0.76
0 5 10 15 20 25 30
epoch
model accuracy
— egitim B
0.82 dogrulama J/—/\/\//

accuracy
o
®
o

o
S
©

model loss

— egitim
dogrulama

0.70
0.65
» 0.60
w
2055
0.50
0.45

0 5 10 15 20 25 30
epoch

model loss
0.70 — egitim
dogrulama

epoch

Tablo 5.2. Her bir dogrulama seti icin RNN modelinin egitimi boyunca degisen basar1 orani ve kayip fonksiyonu

degeri grafikleri

Basar1 Orani

Kayip Degeri

model accuracy

— egitim
083 dogrulama
0821 /
Z o081
1 g
3 080
079
078
] 2 4 3 8 10 12 1
epoch
model accuracy
084
— egitim —
dogrulama
082 -
Z 080
]
2 5
3
£
078
076
0 2 4 6 8 10 12 1

epoch

model loss

— egitim

056 dogrulama

054
052
050

loss

048

046

044

model loss

— egitim
0575 dogrulama

0550

0525

loss

0500

0475

0450

0425 ———




Tablo 5.2. (Devami)

35

Basar1 Orani

Kayip Degeri
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Tablo 5.3. Her bir dogrulama seti i¢in LSTM modelinin egitimi boyunca degisen basar1 orani ve kayip fonksiyonu

degeri grafikleri
Basar1 Oran Kayip Deger1
model accuracy model loss
080 —— egiim < —————— 08 —— egitim
dogrulama dogrulama
§0-75 / 0.7
— (%]
S wn
1 g o.70 S46
©
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0.80 —— egitim [T—— —— egitim
: = 0.8 =
dogrulama dogrulama
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@ 007
2 3 0.70 8
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0.5
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epoch epoch
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00 — editim T 0g —— editim
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> /
0075 / 0.7
S 3
3
3 g oo 9,56
0.65 0.5
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080 —— egitm T ——— 08 —— egitim
- dogrulama dogrulama
20.75 0.7
£ 2
4 S 0.70 206
©
0.65 0.5
0 5 10 15 0 5 10 15
epoch epoch
model accuracy model loss
—— egitim R B— —— egitim
0.80 o — 0.8 9it
dogrulama dogrulama
2075 /
v
© P 0.7
3
o
5 ‘L,é 0.70 =06
0.65
0.5
0 5 10 15 0 5 10 15
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Tablo 5.3. (Devami)

Basar1 Orani Kayip Degeri
6 model accuracy model loss
080 —— egitim [ E——— 08 I egitim
dogrulama ' dogrulama
>
5075 0.7
— (%]
3 3
§ 0.70 =06
0.65 0.5
epoch epoch
7 model accuracy model loss
080 —— egitim r 0.8 —— egitim
dogrulama dogrulama
§0475 0.7
5 8
5 0.70 <06
©
0.65 05
0 5 10 15 0 5 10 15
epoch epoch

Tablo 5.4. Her bir dogrulama seti i¢in GRU modelinin egitimi boyunca degisen basar1 orani ve kayip fonksiyonu

degeri grafikleri
Basar1 Orani Kayip Deger1
model accuracy model loss
— egitim 0.7 —— egitim
- ’_// -
0.80 dogrulama dogrulama
o
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1 3075 kS
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Basar1 Orani Kayip Degeri
model accuracy model loss
— egitim 1 0.7 —— editim
0.80 —— dogrulama — dogrulama
>
o)
© a 0.6
3075 8
(v}
©
0.5
0.70 \7—77¥A77
I
5 10 15 0 5 10 15
epoch epoch
model accuracy model loss
—— egitim — 07 — egitim
0.80 dogrulama ———— ’ dogrulama
>
@
50.75 206 \R
O o
[}
©
0.70 0.5 \\\¥
> 10 B 0 5 10 15
epoch epoch
model accuracy model loss
— egitim T 0.7 —— egitim
080 dogrulama ____ — —— dogrulama
()
I » 0.6
3 3
9075 .
© 05
\\k\\\\,\¥ﬂ4\¥
0.70 T
5 10 15 0 5 10 15
epoch epoch
model accuracy model loss
0.825 s s —
—— egitim = 7 > 0.7 —— egitim
0.800 dogrulama —— —— dogrulama
50775
= 0 0.6
§ 0.750 8
©0.725
0.700 0.5 \\\7‘
5 10 15 — -
epoch 0 5 ep;gh 15
model accuracy model loss
— egitm @ — 07 —— egitim
080 —— dogrulama —— —— dogrulama
>
@
o 0 0.6
w
3075 o !
|e)
©
0.5 \/
0.70 D S
0

epoch




39

Tablo 5.5.’te, CNN modelinin test sonuglar1 yer almaktadir. H, E ve L siniflar1 i¢in
ortalama F skoru degerleri sirasiyla 0,86, 0,79 ve 0,81 olarak hesaplanmistir. Sonuglar
incelendiginde, ‘H’ olarak temsil edilen helix sinifinin diger siniflara gore daha basarili

tahmin edildigi goriilmektedir. Modelin ortalama basar1 orani, 0,8254 olarak

hesaplanmustir.
Tablo 5.5. CNN modeli degerlendirme sonuglari
Kesinlik Duyarlilik F skor Basari
‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ Oranl
1 0,88 0,84 0,77 0,87 0,73 0,84 0,87 0,78 0,80 0,8201

2 0,84 0,86 0,78 0,86 0,73 0,84 0,85 0,79 0,81 0,8164
3 0,89 0,83 0,77 0,84 0,76 0,85 0,86 0,79 0,81 0,8244
4 0,87 0,81 0,80 0,86 0,77 0,83 0,86 0,79 0,82 0,8261
5 0,87 0,82 0,79 0,85 0,74 0,84 0,86 0,78 0,81 0,8206
6 0,85 0,77 0,82 0,87 0,80 0,79 0,86 0,78 0,81 0,8206
7 091 0,84 0,79 0,87 0,78 0,86 0,89 0,81 0,82 0,8467
Ortalama 0,87 0,82 0,79 0,86 0,76 0,84 0,86 0,79 0,81 0,8254

Sekil 5.1.’de, CNN modelinin birinci ¢apraz dogrulama ile seti egitim ve test
edilmesinin sonucunda hesaplanan karmagsiklik matrisi gosterilmektedir. Matris
incelendiginde, test setinde bulunan 3553 adet ‘H’ sinifi verisinin 3079’inin, 2672 adet
‘E’ sinif1 verisinin 1939’unun ve 4272 adet ‘L’ sinifi verisinin 3591 inin dogru tahmin

edildigi goriilmektedir.



Gergek Smif

3079 18 456
88 1939 645

325 356 3591
H E L

Tahmin Edilen Sinif

Sekil 5.1. CNN modeli birinci ¢apraz dogrulama seti karmasiklik matrisi
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Tablo 5.6.’da RNN modelinin her ¢apraz dogrulama kiimesi i¢in gergeklestirilen test

sonuglarina gore hesaplanan degerlendirme metrikleri yer almaktadir. H, E ve L

siiflar1 i¢cin ortalama F skoru degerleri sirasiyla 0,86, 0,78 ve 0,81 olarak

hesaplanmustir.

ortalama basar1 oran1 0,8206 oldugu goriilmektedir.

Tablo 5.6. RNN modeli degerlendirme sonuglari

Tablo incelendiginde, en iyi tahmin edilen sinif ‘H’ ve modelin

Kesinlik

‘H’

‘E’

Duyarlilik

‘L’ ‘H’

‘E’

F skor

‘L’ ‘H’

‘E’

Basari

Orant

1

2
3
4
5
6
7

0,88
0,84
0,88
0,89
0,88
0,88
0,91

Ortalama 0,88

0,85
0,81
0,83
0,84
0,77
0,78
0,83
0,82

0,75 0,86
0,80 0,86
0,78 0,85
0,77 0,83
0,78 0,83
0,80 0,85
0,78 0,86
0,78 0,85

0,69
0,79
0,76
0,72
0,77
0,76
0,76
0,75

0,85 0,87
0,80 0,85
0,84 0,86
0,87 0,86
0,82 0,86
0,82 0,86
0,85 0,88
0,84 0,86

0,76
0,80
0,79
0,77
0,77
0,77
0,79
0,78

0,80
0,80
0,81
0,82
0,80
0,81
0,81
0,81

0,8131
0,8163
0,8227
0,8214
0,8129
0,8187
0,8365
0,8206
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Sekil 5.2.°de, RNN modelinin birinci ¢apraz dogrulama seti ile egitim ve test
edilmesinin sonucunda hesaplanan karmagsiklik matrisi gosterilmektedir. Matris
incelendiginde, test setinde bulunan 3553 adet ‘H’ sinifi verisinin 3050’sinin, 2672
adet ‘E’ smifi verisinin 1833’iinilin ve 4272 adet ‘L’ siifi verisinin 3652’sinin dogru
tahmin edildigi goriilmektedir. Diger capraz dogrulama setleri ile yapilan testler

sonucu hesaplanan karmasiklik matrislerine Ekler boliimiinde yer verilmistir.

- | 3050 1 492

89 1833 750

Gergek Stmf
E

- 319 301 3652

H E L
Tahmin Edilen Simif

Sekil 5.2. RNN modeli birinci ¢apraz dogrulama seti karmasiklik matrisi

LSTM modelinde ortalama basart oram1 0,8110 olarak hesaplanirken gelistirilen
modeller arasinda en diisiik performans gosteren model olmustur. H, E ve L siniflari
icin ortalama F skoru degerleri sirasiyla 0,86, 0,76 ve 0,80 olarak hesaplanmistir. Diger
modellerde oldugu gibi, ‘H’ sinifinin tahmin oran1 diger siiflara gore daha yiiksek

oldugu goriilmektedir. (Tablo 5.7.)
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Tablo 5.7. LSTM modeli degerlendirme sonuglari

Kesinlik Duyarlilik F skor Basari
‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ ‘H’ ‘E’ ‘L’ Oranl
1 091 0,82 0,72 0,81 0,69 087 0,86 0,75 0,79 0,8014

2 0,88 0,78 0,77 0,81 0,77 082 0,84 0,77 0,79 0,8022
3 0,89 0,81 0,75 0,82 0,73 0,84 0,85 0,77 0,80 0,8102
4 0,86 0,79 0,79 085 0,775 0,82 0,86 0,77 0,80 0,8130
5 0,86 0,76 0,79 0,84 0,77 0,80 0,85 0,76 0,79 0,8057
6 0,87 0,79 0,79 0,85 0,73 083 0,86 0,76 0,81 0,8150
7 0,90 0,84 0,76 0,86 0,71 0,85 0,88 0,77 0,80 0,8265
Ortalama 0,88 0,80 0,77 0,83 0,74 0,83 0,86 0,76 0,80 0,8110

Sekil 5.3.te, LSTM modelinin {i¢iincii capraz dogrulama seti ile egitim ve test
edilmesinin sonucunda hesaplanan karmagsiklik matrisi gosterilmektedir. Matris
incelendiginde, test setinde bulunan 3553 adet ‘H’ sinifi verisinin 2873’{iniin, 2672
adet ‘E’ smifi verisinin 1840’ min ve 4272 adet ‘L’ sinif1 verisinin 3699’unun dogru

tahmin edildigi goriilmektedir.

T 2873 53 627
Gy
&
N
% m 51 1840 781
o
)
)
2 223 350 3699
H E L
Tahmin Edilen Sinif

Sekil 5.3. LSTM modeli birinci ¢apraz dogrulama seti karmasiklik matrisi

GRU modelinin ortalama basar1 orant, 0,8148 olarak hesaplanmistir. H, E ve L siniflari

icin ortalama kesinlik degerleri sirasiyla 0,86, 0,77 ve 0,80 olarak hesaplanmistir. H
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sinifinin bagarili tahmin edilme orani diger siniflara goére daha yiiksek oldugu

goriilmektedir. (Tablo 5.8.)

Tablo 5.8. GRU modeli degerlendirme sonuglari

Kesinlik Duyarlilik F skor Basari
‘H ‘€ ‘r ‘v ‘B ‘L ‘H ‘E° ‘L’ Oram

0,89 0,83 0,74 0,85 0,69 0085 0,87 0,75 0,79 0,8088
0,87 0,80 0,77 0,83 0,74 0,83 0,85 0,77 0,80 0,8066
0,89 0,82 0,76 0,83 0,74 0,85 0,86 0,78 0,80 0,8167
0,87 0,80 0,78 0,84 0,74 0,83 0,86 0,77 0,80 0,8138
0,89 0,76 0,78 0,82 0,78 0,82 0,86 0,77 0,80 0,8125
0,87 0,77 0,79 0,85 0,73 0,82 0,86 0,75 0,80 0,8101
0,90 0,80 0,78 0,86 0,77 0,84 0,88 0,78 0,81 0,8327
Ortalama 0,88 0,80 0,77 0,84 0,74 0,83 0,86 0,77 0,80 0,8148

~N N kA WD -

Sekil 5.4.te, GRU modelinin birinci ¢apraz dogrulama seti ile eitim ve test
edilmesinin sonucunda hesaplanan karmagsiklik matrisi gosterilmektedir. Matris
incelendiginde, test setinde bulunan 3553 adet ‘H’ sinifi verisinin 3010 unun, 2672
adet ‘E’ sinift verisinin 1840’min ve 4272 adet ‘L’ smifi verisinin 3640’ mnin dogru

tahmin edildigi goriilmektedir.

as! 3010 28 515

Gergek Smif
E

84 1840 748
2 291 341 3640
H E L
Tahmin Edilen Sinmif

Sekil 5.4. GRU modeli birinci ¢apraz dogrulama seti karmasiklik matrisi
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Tablo 5.9.’da modellerin toplam egitim siireleri, ortalama F skoru ve ortalama basari
orani ile basar1 oranlarinin standart sapma degerleri gosterilmektedir. Her capraz
dogrulama seti i¢in egitim siiresi, CNN modelinde yaklasik 1 dk. 57 sn., LSTM
modelinde yaklasik 2 dk. 48 sn., GRU modelinde yaklasik 2 dk. 18 sn. siirmektedir.
RNN modelinde egitimin GPU ile gergeklestirilmesi, CPU ile gergeklestirilmesinden
uzun siirdiiglinden egitim CPU kullanarak gerceklestirilmis ve bir ¢capraz dogrulama

seti i¢in yaklasik 7 dk. 16 sn. slirmiistir.

Tablo 5.9. Modellerin performanslarinin karsilagtiriimast

Egitim Siiresi F skor Basar1 orani Standart Sapma
CNN 13 dk. 39 sn. 0,82 0,8254 0,0100
RNN 50 dk. 52 sn. 0,82 0,8206 0,0081
LSTM 19 dk. 36 sn. 0,81 0,8110 0,0087

GRU 16 dk. 18 sn. 0,81 0,8148 0,0087




BOLUM 6. SONUCLAR VE ONERILER

Bu tez ¢aligmasinda, canli organizmalarin dnemli bir parcasi olan proteinlerin ikincil
yapt tahmini i¢in derin 6grenme yoOntemleri kullanilmistir. Protein yapisi, birincil
yapidan belirlenebilmesine ragmen yapinin tamamini yalnizca birincil yapidan tahmin
etmek zordur. Bu sebeple, ikincil yap1 tahmini proteinin ii¢ boyutlu yapisini tahmin

etmede dnemli ve zor bir adimdir.

Bu calismada, proteinin birincil yapisindan ikincil yapisinin tahmini i¢in derin
ogrenme modellerinden CNN, RNN, LSTM ve GRU modelleri kullanilmistir.
Calisma, Google Colaboratory ortaminda belirtilen ag modelleri ile CB513 veri seti
kullanilarak  gergeklestirilmistir.  Test sonuglart1  basar1 oram1  {izerinden
karsilastirildiginda, CNN modeli %82,54 ile en basarili derin 6grenme modeli olurken,
%81,1 degeri ile LSTM en az basarili derin 6grenme modeli olmustur. F skorlar
tizerinden karsilagtirildiginda, CNN ve RNN modelleri %82 ile diger iki modele gore

%1 daha basarili sonug elde etmislerdir.

GPU iizerinde gergeklestirilen modeller arasinda toplam egitim siireleri
incelendiginde, 13 dk. 39 sn. ile CNN, en hizli ¢alisan ag olmustur. LSTM ise 19 dk.
36 sn. ile en yavas ¢alisan model olmustur. RNN modeli ise yapilan test sonucunda,
GPU iizerinde, CPU iizerinde calistigindan daha yavas calistigindan CPU ile

gerceklestirilmis ve toplam egitim siiresi 50 dk. 52 sn. de sonu¢ vermistir.

Sonug olarak, kullanilan modellerin basar1 oranlarina bakildiginda birbirlerine yakin
basar1 oranlar1 elde edilmistir. Derin 6grenme yontemleri ile protein ikincil yap1
tahmini yapilirken bu c¢alismada kullanilan dort modelin de kullanilabilecegi
goriilmiistiir. Bu alanda yapilan diger calismalarda kullanilan gelistirme ortamina ve

yontemine bagli olarak egitim siireleri arasinda biiyiik fark oldugu goriilmiistiir. Diger
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caligmalarda egitim giinler siirerken yapilan calismada dakikalar bazinda siire elde
edilmistir. Bu sebeple, hizli sonug almanin 6nemli oldugu protein ikincil yap1 tahmini
caligmalarinda, bu calismada gerceklestirilen modellerin ve ¢alisma ortaminin

kullanilabilecegi goriilmektedir.

Derin 6grenme caligmalarinda, veri miktarinin 6grenmeye etkisinin énemli oldugu
bilinmektedir. Calismada 6nerilen modellerin basarisi veri miktarinin arttirilmasi ile

test edilebilir.
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