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OZET

Anabhtar kelimeler: Duygu analizi, Terrorist, Makine 6grenimi, Konu modelleme.

Duygu analizi, insanlarin konustuklar1 veya yazdiklan seyler hakkindaki duygularini
ortaya ¢ikarmak i¢in kullanilmistir. Duygu analizi, Climleyi olusturan pozitif ve
negatif duygu terimlerinin frekanslar hesaplanarak yapilan bir metin madenciligi
yontemidir. Bu aragtirmada, metin birimlerinin olumsuz ve olumlu degerlerinin
sikliginin, bir terér saldirisindan sonra tepki duygusunu kesfetme alani gibi bazi
alanlarda igerikleri hakkinda yeterli oldugunu séylemiyoruz.

Bu tezde, duygu analizi, konu modelleme ve bulanik mantik sistemi arasinda bir
melez olan bir model 6nerdik. Bu model, 2017 yilinda Londra ve Barselona'da
meydana gelen neredeyse ayni iki terdrist saldirinin tepkileri iizerine degerlendirildi.
Reaksiyon veri setleri Twitter'dan toplandi.

Ilk olarak, tweet igeriginin anlambiliminin saldirinin her biri ile nasil iliskili
oldugunu anlamak i¢in tweet iceriginin 6n analizi yapildi. daha sonra reaksiyonlarin
ana konular1 insan karartyla LDA konu modelleme algoritmas: kullanilarak
cikarilmigtir.  Fikir kelimelerini puanlamak igin kullanilan sézliikk yaklasimi,
tweetlerdeki tiim goriis kelimelerinin, goriis sozliiglindeki kelimelerle eslestirilerek
tanimlandig1 tweetlerden olugsmaktadir. Daha sonra polariteyi belirlemek ve tweet'i
duygusal smiflandirma i¢in etiketlemek igin bir bulanik mantik sistemi kullanildi.
POS ve N-gram olarak 6zellikler ¢ikarilmistir. Son olarak, tweet'lerin duygusalligini
siiflandirmak icin farkli makine 6grenme yontemleri kullanilmaktadir.

Arastirmada elde edilen sonuglara gore, insanlarin tepkileriyle ilgili konularin

konuyla ilgili oldugu ve metindeki gergek duygulari 6nemli dl¢iide tahmin etmeye
yardimeci1 olabilecegi sonucuna varilmistir.

viii



OPINION MINING AND SENTIMENT ANALYSIS FOR
TERRORIST REVIEWS ON SOCIAL MEDIA

SUMMARY

Keywords: Sentiment analysis, Terrorist, Machine learning, Topic modeling.

Sentiment analysis has been used to bring out the emotions of people on the things
they talk or write about. It is a text mining method, which is made by calculating the
frequencies of positive and negative sentiment terms that make up the sentence. In
this research, we argue that the frequency of negative and positive values of text
units do not say enough about their content in some domains, for example exploring
the sentiment of reactions after a terrorist attack.

In this thesis, we proposed a model which is a hybrid between Sentiment Analysis,
Topic modeling and Fuzzy logic system. This model has been evaluated on reactions
about two almost identical terrorist attacks that occurred in London and Barcelona in
2017. A dataset of reactions to these events was collected from Twitter.

First, a preliminary analysis of the tweet content was performed to understand how
the semantics of tweet content relates to each of the attacks. Then the main topics of
the reactions were extracted using the LDA topic modeling algorithm with human
judgment. The lexicon approach was used to score the opinion words in the tweets.
All opinion words from the tweets were identified by matching them with the words
in the opinion lexicon. Then, a fuzzy logic system was used to determine polarity and
label the tweet for sentimental classification. Features such as POS and N-grams
were extracted. Finally, different machine learning methods were used to classify the
sentiment of the tweets.

According to the results obtained in this research, it was concluded that the topics
from people's reactions are relevant and it can help to significantly predict the real
emotions in the text.



BOLUM 1. GIRIS

Gilinlimiizde, sosyal medya (Twitter, facebook gibi) insanlarin iletisim ve fikirlerini
paylagmalan icin vazgecilmez bir kanal haline gelmistir. Bu fikirler ve duygular,
iirin ve hizmetlerin degerlendirilmesinde giderek 6nem kazanmaktadir. sosyal
medyay1 izlemek ve kullanicilarin duygularini analiz etmek ve miisterilerine halkin
igleri, tirlinleri veya ilgilendikleri konular hakkinda neler hissettigi hakkinda bilgi

vermek i¢in ¢alisan bir¢ok uzmanlasmis sirket vardir.

Duygu analizi, Dogal Dil Isleme (NLP), hesaplamali dilbilim ve metin madenciligi
problemlerinin uygulanmasini ifade eder (Pang ve ark., 2012). duygu analizinin

temel amaci, belirli bir kiginin bir konuya iligkin tutumunu belirlemektir.

Duygu analizi, son yillarda en hizli biiylime gdsteren arastirma alanlarindan biridir.
sadece isletmelerin miisterilerinin {iriin hakkindaki diistincelerini veya duygularini
degerlendirmelerine yardimci olmak degil. Aksine, kamu kurumlarinin kamuoyu

aragtirmasi ve vatandaslarin tutumlarin1 6grenmesi 6nemli hale gelmistir.

Terdrizm olgusu hala uluslararas1 giindemde yer alan konulardan biridir ve sosyal
medyada insanlar arasinda nedenleri ve bunlarin 6nlenmesi ile ilgili tartisma ve
sorular1 giindeme getirmektedir. Sosyal medya kullanicilarmin terér olaylarina
tepkileri, giivenlik duygusu kaybetme, giicsiiz hissetme, 6fkeli ve korkulu hissetme

ile baz1 etnik veya dini gruplara kars1 hosgoriisiizliik arasinda degismektedir.

Bu nedenle, bu tepkileri incelemek ve izlemek, yetkililerin bu sorunlarla baga ¢ikmak
icin belirli yardim programlarmin tanimlamasina ve sunuimasina yardimci olabilir
(Cohen-Louck ve Ben-David, 2017). Terdr olaylarindan sonra sosyal medya

kullanim1 ve tepkiler iizerine ¢esitli ¢aligmalar vardir. Mesela (Garg ve ark., 2017)



son retweet, retweet sayisi, sik kullanilan sayis1 gibi faktorleri dlgcerek Twitter'da
terdrist operasyonlara verilen yanitlarin seviyesini incelemistir. (Simon ve ark. 2014)
ise sosyal medyanin kriz yonetimine nasil katkida bulundugunu degerlendirmek igin
Kenya'daki bir terdr saldirisindan sonraki 4 giinlik kusatma ile ilgili tweet'leri
incelemistir. Kenya hiikiimeti, durumu ger¢cek zamanli olarak daha iyi anlamak,
halkla iletisim kurmak, giivenliklerini artirmak ve sdylentilerle miicadele etmek igin
teror saldiris1 sirasinda sosyal medyay1 yaygin olarak benimseyip ve kullanmistir.
Calisma, acil durumlarda sosyal medya izlemenin kullanilmasinin, gorgii
taniklarindan durumlar1 anlamada ve ayrica dogru durumlar halka agiklamada ¢ok
degerli bilgiler elde etmeye yardimci oldugunu belirlemistir. (Jones ve ark. 2016)
ayrica Twitter'n kitlesel siddet olaylarinin topluluklar {izerindeki duygusal etkisini

incelemek i¢in uygun bir veri kaynagi olabilecegini bulmustur.

Tweetin terér olaylariyla ilgili bilgi akis1 modelindeki duygularin etkisi de
arastirllmistir (Burnap ve ark., 2014) 2013 yilinda Londra'da bir terdr saldirisi
iizerinde calistilar. Twitter verilerini kullanarak, kapsami tahmin etmek igin
istatistiksel modeller gelistirdiler ve olayla ilgili bilgi akisinin kaliciligi. Retweet
miktarinin kamuoyunun ilgisini ve bilginin onaylandigin1 gosterdigini belirttiler.
Tweet'in duygularinin, bilgi akislarinin kapsamini ve kaliciligimi 6nemli 6lgiide
yordadigin1 buldular. Sonuglarina gore, olumlu duygularla ifade edilen igerigin,
olumsuz igerige kiyasla onaylanmasi ve daha uzun siire dayanmasi daha olasidir.
Tersine, (Garg ve ark. 2017) Uri terér saldirilart konusunu tartisan, olumsuz
tweetlerin  olumlu tweetlerden daha fazla kalma egiliminde oldugunu buldu.
Insanlara ¢ok fazla olumsuz bilgi hakim olursa, drnegin insanlar bir toplulugu hedef
almaya baglayabilir ve bu da sivil huzursuzluga yol agabilir. (Mirani ve ark. 2016),
ISIS ile ilgili tweetler {izerinde duygu analizi sunar. Fikir sozliigii kullanilarak
etiketlenmis bir veri kiimesi lizerinde bes farkli algoritma egittiler. Tweetlerin

duygularinin neredeyse olumsuz oldugunu gordiiler.

Miskili kisiler arasindaki duygularin benzerliklerinin sosyolojik gdzlemi tarafindan
yapilmistir (Chong, 2016). ¢aligsma, #prayforparis i¢cin Twitter duygularin anlamlarini

analiz ederek ve konulari ¢ikararak arastirtyor. Diger calismalar, terérizme karsi



duyarlilig1 kutupluluk agisindan da aragtirdi. Farkli tilkelerden bir duyarlilik sozliigii
ve cografi etiketli ISID ile ilgili tweetler kullanmak.

(Mansour, 2018) aragtirmalar, bat1 iilkelerinden ve dogu iilkelerinden insanlarin
ISID'e nasil baktiklarina dair bir fark olup olmadigini incelemek icin terdrizme karst

duyarlilig1 aragtirdi.

Her iki taraftaki insanlarin ISID hakkinda tweet atarken neredeyse aymi kelimeleri
kullandiklarim1 kesfetti. Farkli taraftaki insanlarin, hangi iilkeden olursa olsun,
insanlarin bir terdrist grubu olarak bu o6rgiit hakkinda nasil diisiindiiklerini yansitan
ayn1 olumlu ve olumsuz kelimeleri paylastigin1 buldu. Ayrica, cogu kullanici ISID'i

nereden gelirse gelsin bir tehdit ve korku kaynagi olarak goriiyor.

Terérizme sosyal medya tepkileriyle ilgili benzer bir ¢alismada (Becker ve ark.,
2019), Twitter kullanicilarinin Birlesik Krallik'ta meydana gelen iki terdr olayi
hakkindaki duygusal tepkilerini inceledi. Calisma, bir duygu siniflandiricist
gelistirmek i¢in iki derin 6grenme mimarisini test ediyor ve terdrist saldirt nedeniyle
duygusal bir degisim olup olmadigimi ve duygusal tepkilerin olaya bagli olup
olmadigint anlamak igin terdrist olaylarla ilgili tweetler {izerinde bir analiz

gelistiriyor ve kullanicilarin demografik 6zelliklerini agikliyor.

Duygu smiflandirmasi, bir metnin duygu kutuplarmin (pozitif, negatif, vb.)
degerlendirilmesi ve Ongoriilmesine odaklanir. Bu kutuplar, bazi konulardaki
duygular1 tanimlamak igin yeterli degildir. Terdér olaylarina tepkiler hakkindaki
duygu ifadelerinin olumludan daha olumsuz olmasi muhtemeldir, ¢iinkii kelimeler
icerdigi i¢in olumsuz duygular vardir. Bu konuda normal duygu analizi yonteminin

kullanilmasi, duygularin dogru bir degerlendirmesini vermemektedir.

Bu nedenle, metnin i¢inde temel konularin aranmasi, kullanicinin goriisiinii daha iyi
tanimak i¢in gercekten yararlidir. Bir incelemede sunulan konular, bu incelemenin

tematik yapisimi gosterir ve kullanicinin farkli yonler hakkindaki goriisiinii anlamada



onemli bir rol oynar. Bu nedenle, konu modelleme ve duygu analizini birlestirmek,

iyi sonuglar elde etmek i¢in umut verici bir fikirdir.

Konu modelleme, bir metin toplulugundaki baskin konular1 ve terimleri kesfetmek
icin belirli bir algoritma kullanan bilgisayar tabanli bir metin madenciligi yontemidir.
Sosyal bilimsel arastirmalarda giderek daha popiiler hale gelen bir tekniktir.
Metindeki gizli konular1 ortaya ¢ikarir ve her konu i¢in 6nemli terimleri listeler.

Daha sonra arastirmaci konular1 niteliksel olarak tanimlayabilir.
Bu tezde, terorist saldirlarla ilgili tepkilerin gozden gegirilmesi konusundaki
diisiinceyi analiz etmek icin kutup modelinin belirlenmesi i¢in insan mantig1 ile
duygu analizi ve bulamik mantik ile duygu analizinin harmanlanmasin
onerilmektedir. Bu model i¢cin Twitter kullanicilarinin iki farkli tilkede meydana
gelen neredeyse Ozdes terorist saldirlarin tepkilerinin bir koleksiyon veri seti
kullanilmistir.
Bu aragtirma asagidaki arastirma sorularini cevaplamay1 amaglamaktadir:

- S1: Benzer terorist saldirilar ayni duygusal yanit1 tetikler mi?

- S2: Terdrist saldirilara verilen tepkilerdeki genel konu tiirleri nelerdir?

- S3: Konu modelleme ve duygu analizinin birlestirilmesi terdrist olaylara

verilen tepkilerin dogasini anlamak i¢in daha uygun mudur?

- S4: Farkli makine Ogrenimi algoritmalar1 kullanan n-gram ve POS gibi

ozellik setlerinin performansi nedir?

1.1. Anstirma Katksi

Bu tezde, terdr olaylarina verilen tepkilerin dogasimi kavramak i¢in duygu analizi ile

konu modelleme Onerilmistir. Bu tezin katkilar1 asagidaki agilardan 6zetlenebilir.



- Teror olaylarindan etkilenen toplumlarin ve bunlarin afet sonrasi aninda

tepkilerinin incelenmesi.

- Derin bilgi elde etmek i¢in Twitter'dan toplanan giiriiltiilii veriler iizerinde

bazi 6n analizlerin nasil kullanilacagini agiklayin.

- Sosyal medyadaki tepkileri, duygusal bulagsma sosyal teorisinin (Duygusal
bulagma, baska bir duygusal olarak kendiliginden anlamina gelir) insanlarin
sosyal medyadaki terér olaylarna tepkilerinde dogru olup olmadigim
dogrulamak i¢in, neredeyse aymi iki terdrist saldirtyla ilgili olarak

incelenmistir.

- Teror olaylarina verilen tepkileri siniflandirmak i¢in duyarlilik analizi ile
konu modellemesinin kullanimin1 agiklaymn ve konuya bagli duyarlilik
analizinin ¢cok daha iyi performans gosterdigini ve duygu ve konu kelimeleri

arasindaki yiiksek etkilesimi gosterdigini gosterin.

- Tweetlerin kutuplarini belirlemede bulanik mantik iizerine konu modelleme

ve sozliik yaklagimi ¢iktilarinin kullanilmas.

- Hangisinin daha iyi sonuglar verdigini belirlemek icin farkli siniflandirma

algoritmalariyla farkli 6zellik tiirlerini test edin.

- Popiiler bir denetimli siniflandiricinin  performansini  konu bagimlilig

baglaminda incelenmistir.

Hangisinin daha iyi sonuglar verdigini belirlemek ig¢in farkli smiflandirma

algoritmalart ile farkli 6zellik tiirlerini test edin.

1.2. Anistirma Kapsam

Calismanin kapsami asagidaki gibidir:



- Veri kaynag1 yalmizca Ingilizce dilinde yazilmis tweetlerle sinirlidir.

- Uygulamaya iligkin analizler metin verisi ile sinirlidir.

1.3. Tez Organizasyonu

Tezin geri kalan1 asagidaki gibi diizenlenmistir:

Boliim 2: Literatiir Taramasi: Bu bolim, terdrizm ve sosyal medya ile ilgili temel
fikirlerle basliyor ve duygu analizinde son teknoloji yaklasimlar1 degerlendirimistir.
Ayrica smiflandirma algoritmalarmi gézden gecirirmis ve degerlendirme Slgiimleri

de kapsama alinmustir.

Boliim 3: Veri Toplama ve On Analiz: Bu béliimde, veri kiimesinin twitterdan nasil
toplandig1 hakkinda genel bir bakis ve metnin veri kiimeleri ve 6n iglemesi i¢in 6n

analiz verilmistir.

Boliim 4: Konuya bagli duygu analizi: Bu béliimde, ana konulari ayiklamak igin
LDA konu modelleme algoritmasini kullaniyoruz ve verileri siniflandirmak ig¢in
makine 6grenme algoritmalarinda kullandigimiz etiketli bir veri kiimesi olusturmak

icin bunlan s6zciiksel yaklagimda kullanilmistir.

Bolim 5: Tartisma ve Sonug: Son boliimde farkli 6zellik tiirlerini kullanarak
siniflandiricilarin performansmi sunuyoruz. Ayrica bu c¢alismanin sonuglarini da

sunulmustur. Bu bdliim ayrica gelecekteki calismalar i¢in 6neriler getirecektir.



BOLUM 2. LITERATUR TARAMASI

Terdr olgusu bu yeni yiizyilin ayirt edici bir 6zelligi haline gelmistir. Bu yiizyilin
baginda, 11 Eyliil 2001'de Amerika Birlesik Devletleri'nde meydana gelen terdrist
saldirilardan sonra. terérizm ve onunla miicadele konusu, diinyanin bir¢ok iilkesinin
politikalarinda en 6nemli konulardan biri haline gelmistir. 2018'de, tiim diinyada,
7.290 fail ve 15.690 kurban da dahil olmak {izere 22.980'den fazla insan1 dldiiren
9.600'den fazla terdrist saldirn gerceklesmistir. Bu eylemler her yil milyarlarca
dolarlik ekonomik zarara yol agiyor. 2019 Kiiresel Terdrizm Endeksi'ne gore.
Terdriin kiiresel ekonomi iizerindeki etkisi, ISID grubunun saldirilarmin zirveye
ulastig1 2014 yilinda 111 milyar dolara ulasmistir. Terdrist operasyonlarin azalmasi
nedeniyle zararlar 2017'de 54 milyar dolara geriledi (Institute for Economics &.

Peace, 2019).

Terérizmin tanimi konusunda bir anlasma olmamasina ragmen, bu fenomenle
miicadele etmek hiikiimetleri birgok strateji benimsemeye itmistir. Bu stratejilerden
biri, hiikiimetlerin terérist gruplarin faaliyetleriyle miicadele etmek igin yeni
teknoloji kullanmasidir. Bu, aragtirmaya yonelik bilgilerin islenmesine yardime1

olmak i¢in biiyiik 6l¢ekli veri toplama ve veri madenciligini igerir.

Istatistiksel sosyal bilim, insanlarmn internet davramsindan elde edilen verileri
kullanan insanlarin sosyal davranislarini incelemek i¢in yeni bir alandir (Cioffi-
Revilla, 2010). Bu alan, insan davranis kaliplar1 elde etmek i¢in dnemli bir alan
haline gelmistir ve insan beyninin sosyal medyada nasil c¢alistigini arastiran

arastirmacilarin derinlemesine bir analizini sunmaktadir.

“Sosyal medya, topluluk temelli girdi, etkilesim, igerik paylasimi ve isbirligine

adanmig ¢evrimigi iletisim kanallarinin toplanmasidir” (Wise ve Shorter, 2014).



Sanal iletisim ve aglarda insanlarin kendi aralarinda igerik olusturmasina,
paylasmasina, paylasmasina ve yorumlamasima olanak tanir. Ornegin, Twitter ve
Facebook artik insanlar tarafindan diisiincelerini ve fikirlerini paylasmak ve diger
insanlarla etkilesim kurmak i¢in giderek daha fazla kullanilmaktadir. Bir tiir ger¢ek

diinya yansimasi olarak kabul edilir (Yakushev ve Mityagin, 2014).

Terdr orgiitleri sosyal medya platformlarin1 giderek daha fazla bilgi aligverisinde
bulunmak ve yeni iiyeler ile destekgileri ise almak ve mesajlarin1 yaymak igin
kullamyorlar, ¢iinkii ucuz, erisilebilir, mesajlarin hizli ve genis bir sekilde
yayilmasini kolaylastiriyor ve ana akim haber kaynaklar1 (Calvin Dark, 2011). Hayfa
Universitesi Gabriel Weimann tarafindan yapilan arastirmaya gore, internette drgiitlii
terorizmin yaklasik% 90'min sosyal medya aracilifiyla gerceklestigini buldu (CBC
News, 2016). Sosyal medya izleyicisi olan Recorded Future, ISID'in terdrist grubu
tartisan toplam 700.000 hesapla hype yaratmayi1 basardigini buldu. Bunun igin
Twitter, terdrist baglantilardan siiphelenilen binlerce hesabi askiya alarak ISiD'e
kars1 koymaya ¢alist1 (Telegraph Reporters, 2014). Bu baglamda, hiikiimetler giderek
terOrist unsurlar1 tespit etmek ve terdrist arasindaki iliskiyi tanimlamak ig¢in
bilgisayar teknolojilerini kullanma arayigindadir. Internette terdristlerin tespit
edilmesinin daha fazla terorist saldirtyr Onleyebilecegine inanilmaktadir (Kelley,

2001). Veri madenciligi bu teknolojilerden biridir.

Veri madenciligi, biiylik veri toplamalarindan bilgi elde etmek i¢in uygulanan bir
teknolojidir, kullanicilarin bir¢cok farkli boyut ve agidan verileri analiz etmelerine,
kategorize etmelerine ve belirlenen iliskileri 6zetlemelerine olanak tanir (Russell,
2011). Veri madenciligi tarafindan saglanan bu avantaj hiikiimetleri terdrizmle
miicadelede kullanmaya tesvik etti. son yillarda bu kullanicilarin ilgi alanlarini
anlamak icin sosyal medyada terérist davranislarin madenciliginde 6nemli aragtirma
cabalar olmustur. cilinkii sosyal medyadaki kullanic1 etkinlikleri, biiyiik, genis ve
kullanic1 tercihleri, ilgi alanlar1, goriisler ve iliskilerin gostergesi olan davranigsal
veriler iretmistir (Akcora ve ark.., 2014). Bu faaliyetler ¢esitli alanlarda 6nem
kazanmaktadir. Incelemelerimizden, terdrizm ve sosyal medya ile ilgili

makalelerimizden, bu aragtirmalari alt1 alanda sonuglandirabilir.



- Grup Tespiti, birbirine benzeyen unsurlari belirleyerek terdrist gruplari tespit

etmek icin kullanilir (Planti¢ ve Crampes, 2013).

- Upyelerin kendilerinden ziyade terdrist iiyeler arasindaki baglantilara
odaklanan Link Tahmini, anormal iletisimleri tanimlamak i¢in de kullanilir

(Rai, 2017).

- Yaniltici, tutarsiz, celiskili veya yanls bilgileri kesfetmenin bir yontemi olan
Aldatmacayr Tahmin Etme. Terdrist gruplar, kendilerini korumak ve tespit
edilmekten kacinmak i¢in ¢ogunlukla sosyal medyada kullanirlar (Alowibdi

ve ark., 2014).

- Anahtar Oyuncular, i¢gorii kazanmak icin yapisal 6zelliklerine odaklanarak
ve merkezi mevkileri isgal eden tiyeleri (lider) belirleyerek terdrist ag1 analiz

ederlerdi (Memon ve Larsen, 2006).

- Davranig Analizi, terrist davranislarin kesfi ve sosyal medyada etkilesime
odaklanmaktadir (Zafarani ve Liu, 2014) Bu, belirli bir baglantiya veya
sayfaya tiklamak, profil taramasi, dostluk tepkisi vb. (Elovici ve ark., 2004).

- Terorist grubun goriislerini sosyal medyada yayimlanan bilgilere dayanarak

degerlendirmek ve anlamak i¢in kullanilan Duygu Analizi.

2.1. Duygu Analizi

Duygu analizi, metinde ifade edilen goriisler, tutumlar ve duygular gibi 6znel
bilgileri saptamak icin otomatik araglar kullanmay1 amaclar ve son yillarda dogal dil
islemeye olan ilginin hizla artmasini saglamistir. Cesitli aragtirma alanlarini igerir:
NLP, hesaplamali dilbilim ve metin analizi. Genellikle metin bi¢iminde ham
verilerden O6znel bilgilerin ¢ikarilmasimni ifade eder (De Groot, 2012). Genis bir

problem alanini temsil eder. Ayrica, duygu analizi, fikir madenciligi, fikir ¢ikarma,
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duygu madenciligi, 6znellik analizi, etki analizi, inceleme madenciligi vb gibi bircok
isim ve biraz farkli gérevler de vardir. Bununla birlikte, simdi hepsi duygu analizi

veya fikir madenciligi semsiyesi altindadir (Liu, 2012a).

Bu iki ifade duygu analizi ve fikir madenciligi birbiriyle degistirilebilir. Karsilikl1 bir
anlam ifade ederler. Bununla birlikte, baz1 aragtirmacilar, fikir madenciligi ve duygu
analizinin biraz farkli kavramlara sahip oldugunu belirtmistir (Tsytsarau ve Palpanas,
2012). Bu nedenle, duygu analizinin amaci, fikir bulmak, ifade ettikleri duygular
tanimlamak ve daha sonra kutuplarini siniflandirmaktir. Bunlar degistirilebilir.
Karsilikli bir anlam ifade ederler. endiistride, duygu analizi terimi daha yaygin olarak
kullanilirken, akademide hem duygu analizi hem de fikir madenciligi siklikla

kullanilmaktadir.

(Liu, 2012b) asagidaki (Denklem 2.1) 'de goriisiin agik bir sekilde ifade edilebilmesi

icin bu bes parametrenin gerekli oldugunu belirtmektedir:

fikir = (o,f,s, h,t) 2.1

Burada o goriisii ifade edilen kavrami, f ise bu kavrama ait bir ozelligi
nitelemektedir. s hedef (o,f) i¢in diisliniilen duygu degerini, h goriisii ifade eden

bireyi ve t ise ifadenin edildigi zamani belirtmektedir.

Duygu Analizi, bir simiflandirma siireci olarak diisiiniilebilir. Onun ¢aligmalar1 bir

metnin polaritesini i¢in ii¢ farkli seviyelerde siniflandirmaktir:

- Dokiiman diizeyi: Dokiiman tamamini1 olumlu veya olumsuz bir goriis veya
duyguyu ifade eden bir goriis olarak simiflandirmayir amaglamaktadir. Yan
dokiimanin tamamini, bir konu hakkinda konustugu anlamina gelen temel bir
bilgi birimi olarak gérmektedir (Pang ve ark., 2002). Dokiiman diizeyinde
smiflandirma en iyi sekilde belge tek bir kisi tarafindan yazildiginda ve tek

bir varlik hakkinda bir goriis / diislince ifade ettiginde ise yarar.
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- Cimle diizeyi: Ciimlenin olumlu veya olumsuz goriislerini ifade edip
etmedigini belirlemek i¢in climlenin 6znelligine veya nesnelligine bagl
olarak her climle icinde ifade edilen duyguyu simiflandirmayi

amaglamaktadir. (Wilson ve ark., 200).

- Ogzellik tabanli diizeyi: Duyguyu varliklarin belirli yonlerine gore
siniflandirmay1 amaglamaktadir. Her varlik daha sonra olumlu ya da olumsuz
duygularin ya da fikirlerin varligini belirlemek icin analiz edilir (Hu ve Liu,
2004). Fikir sahipleri aym isletmenin farkli yonleri icin farkli goriisler
verebilir. Ornegin, ciimle “Bu telefonun ses kalitesi iyi degil, ancak pil émrii
uzun”, telefonun iki yoniinii, arama kalitesini ve pil omriinii degerlendirir.
Telefonun arama kalitesindeki duygu negatif, ancak batarya omriiyle ilgili
duygu olumlu. Telefonun arama kalitesi ve pil émrii fikir hedefleridir. Bu
analiz diizeyine dayanarak, yapilandirilmamis metni yapilandirilmis verilere
doniistiiren ve her tiirli kalitatif ve kantitatif analiz i¢in kullanilabilen,
kurumlar ve bunlarin yonleri hakkinda goriislerin yapilandirilmig bir 6zeti

uretilebilir.

Duygu smiflandirmasinda ana endise temsil ve ozelliklerdir. Belgeleri modellemek
icin farkli metin gdsterimleri kullanilmigtir. Bir sonraki boliimde, bu tezde kullanilan

bu ozellikler ele alinmatadir.

2.2. Duygu Smiflandirma Ozellikleri

Duygu Analizinde 6nemli bir 6zellik, herhangi bir veri 6rneginden cikarilabilen
bilgilere karsilik gelir. Bagka bir 6zellik, verilerin sahip oldugu 6zellikleri benzersiz
bir sekilde tanimlar. Duygu analizinde kullanilan veriler, yiiksek boyutlu bir 6zellik
alanina yansitilan 6zelliklerden olusur. Bu yiiksek boyutlu 6zellikler, veriler
hakkindaki bilgileri miimkiin oldugunca koruyan az sayida diisiik boyutlu degiskenle

eslestirilmelidir.
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Ozellik se¢im ydntemleri, veri kiimelerinin ilgili dzelliklerini veya siniflandirmasini
yakalamak igin belirli bir 6zellik kiimesinden kiiciik bir 6zellik kiimesi secen
tekniklerdir (Nicholls ve Song, 2010). Bu ozellikler, orijinal verileri olabildigince
aciklamak i¢in ayrimei olmalidir. Bu, farkli hedeflere ulasmak igindir: hesaplama
maliyetini azaltmak, fazla takmaktan kagimmak ve model icin smiflandirma

dogrulugunu arttirmak (Yousefpour ve ark., 2017).

Bu tezde, Konusma Parcas1 etiketleme (POS etiketleme) ve N-gram't bir 6zellik

olarak uygulayacaktir.
2.2.1. POS etiketleme

POS etiketleme, sozdizimsel ve morfolojik davraniglarina dayanarak belgedeki her
terime dil kategorisi (genellikle POS etiketi olarak adlandirilir) atanmasini ifade eder
(Das ve ark., 2015). POS etiketlemesinin basit anlagilmasi, bir climlede sifat, zarf,
fiil, isim, bagla¢ vb. Gibi sézdizimsel anlamimi ayirt etmek icin bazi1 6zel etiketler
kullanmaktir. POS etiketleme, bircok duygu analizi sisteminin énemli bir 6zelligidir

(Agarwal ve ark., 2011).

Duygu Analizinde bu 6zellikleri se¢menin arkasindaki fikir, bir ciimledeki sadece
simirli  bir kelime kiimesinin, duygu-kelime olarak adlandirilan duyguyu
gostermesidir. Ingilizcede sdzciik kategorilerine drnekler isim, fiil, zarf ve sifattir. Bu
sozciik kategorilerinden bazilarn1 sifatlar, fiiller ve zarflar gibi daha sik duygu
kelimeleri igerir. POS etiketleyicisinin bir sorunu, birden fazla sozliikk kategorisinde
goriinebilen bir kelime olabilir, ancak yalnizca bir sozlik kategorisindeki bir

duyguyu ifade eder (Silva ve ark., 2014).

Sozciik kategorileri tiim diller i¢in aymi degildir, her dilin kendi POS etiketleyicisini
kullanmas: gerekir. Ingilizce POS etiketlerinin listesi Tablo 2.1.’de gdsterilmistir.

Birkac makalede uygulanmis olan POS etiketleme teknigi siklikla kullanilir.



Table 2.1. ingilizce POS etiketleri
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Etiket Agiklama Etiket Aciklama

CC Coordinating conjunction PRP$ Possessive pronoun

CD Cardinal number RB Adverb

DT Determiner RBR  Adverb, comparative

EX Existential there RBS  Adverb, superlative

FW Foreign word RP Particle

IN Preposition or subordinating conjunction SYM  Symbol

1 Adjective TO to

JIR Adjective, comparative UH Interjection

AN Adjective, superlative VB Verb, base form

LS List item marker VBD  Verb, past tense

MD Modal VBG  Verb, gerund or present participle
NN Noun, singular or mass VBN  Verb, past participle

NNS  Noun, plural VBP  Verb, non-3rd person singular present
NNP  Proper noun, singular VBZ  Verb, 3rd person singular present
NNPS  Proper noun, plural WDT  Wh-determiner

PDT Predeterminer WP Wh-pronoun

POS Possessive ending WP$  Possessive wh-pronoun

PRP Personal pronoun WRB  Wh-adverb

2.2.2. N-gram

N-gram tabanli teknikler modern NLP ve uygulamalarinda baskindir. N kelimelerini

gozlemledikten sonra bir sonraki kelimeyi tahmin etmek icin olasiliksal yontemler

kullanan bir kelime tahmin algoritmasidir. Bu nedenle, bir sonraki kelimenin

olasiligim1 hesaplamak, bir kelime dizisinin olasiligim1 hesaplamakla yakindan

ilgilidir. Bu yaklasimin arkasindaki ana motivasyon, benzer kelimelerin yiiksek

oranda ortak N gramina sahip olacagidir. N i¢in tipik degerler 1, 2 veya 3; bunlar

strasiyla unigram, bigram veya trigram kullanimina karsilik gelir.

Unigramlarda (n = 1), her metin (tweet) bir belgedir ve kelimelere boliiniir. Tim

belgelerdeki tiim kelimelerin sikligini saymak, bir sozcikk sikligi tablosuyla

sonuclanir. Yiiksek sik kullanilan kelimelerin metinlerde goriinme olasiligi daha

yiiksektir, bu nedenle bu kelimeler veri kiimesini daha iyi tanimlar.
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Tim belgeler arasindaki sikligr 6lgmenin iki yolu vardir: toplanan terim siklig1 ve
belge sikligi. Bu iki frekans ol¢limii sirasiyla frekans terimine ve mevcudiyet
terimine dayanmaktadir. Toplam terim siklig1 (stf) (Denklem 2.2) belirli bir terimin

t tiim terim frekanslarin1 D hesaplanmig olarak tiim belgelerde toplar:

stf(t,D) = Xaep tf(t,d) (2.2)

df(t,D) = |{d € D:w € d}|

dokiiman frekansinin df (wt, D) verilen terimin t , tiim belgeler arasinda D

Ancak, sik kullanilan kelimeler siniflandirma i¢in mutlaka iyi 6zellikler degildir. Cok
sik kullanilan bir kelimenin dagilimi siniflar arasinda esit olarak dagitilirsa, ayrimeci

giicti digiiktiir.

Daha yiiksek sirali n-gramlara kadar uzanan metinler, tek uzunluktaki 6geler olarak
degil, n uzunluktaki 6geler olarak ayrilir. N = 2 (bigram) durumunda, maddeler
birbirini takip eden iki kelimeden olusur. Set, orijinal metinde birbirini takip eden iki
kelimenin tiim kombinasyonlarini igerir. Ayni sey n = 3 (trigram) ve daha yiiksek n
degerleri ve ayrica harf tabanli n-gram i¢in de gecerlidir. Sezgisel olarak, bu yiiksek
dereceli n-gramlar ardisik kelimelerin iliskisini daha iyi yakalar gibi goriiniir, Or.

olumsuzluk i¢inde.

2.2.3.TF-IDF

TF-IDF 6l¢iisii, bir kelimenin bir dizi belge i¢indeki 6nemini yansitan bir istatistiktir.
Metin smiflandirma gorevlerinde kullanilan ortak bir metriktir, ancak duygu
analizinde kullanimi daha az yaygindir ve sasirtici bir sekilde unigram 6zellik agirlig

olarak kullanilmis gibi gériinmemektedir. (Sebastiani, 2002).

TF-IDF, Terim Frekansi ve Ters Dokiiman Frekansi olmak iizere iki frekansdan
olusur. Terim Frekansi, belirli bir dokiimanda belirli bir terimin gerceklesme sayisini

sayarak bulunur ve Ters Dokiiman Frekansi, toplam dokiiman sayisinin TF-IDF'de



15

belirli bir kelimenin goriindiigii belge sayisina boliinmesiyle bulunur. (Denklem 2.3)

olarak hesaplanir:
tfidf(t,d,D) = tf(t,d).idf(t,D) (2.3)

f(t,d) terim frekansidir, ve idf (t, D) ters dokiiman frekansidir. Hem tf hem de
idf'in gesitli varyantlan vardir, ancak en basit bi¢imlerinde tf, bir dokiimanda bir
t teriminin kag kez gectigini ve idf'in (Denklem 2.4) oldugunu belirtir.

idf (t,D) = logm , {deD:ited} #0 (2.4)

Burada D, tiim dokiimanlarin biitiiniidiir ve N, korpustaki toplam dokiiman
sayisidir. Bir terimin belirdigi dokiiman sayis1 arttik¢a, logaritma igindeki oran 1'e

diisecek, bu da idf yaklasimini 0 yapacaktir.

Bu degerler birlikte ¢arpildiginda, birka¢ dokiimanda frekans goériinen kelimeler igin
en yiiksek, her dokiimanda frekansa goriinen terimler i¢in diisiik (ve her dokiimanda
seyrek goriinen terimler i¢in en diisiik) bir puan aliriz. bir dokiimanda 6nemli olan

terimler.

(Agarwal ve Mittal, 2012)'de Ingilizce inceleme analizi igin &ne ¢ikan ozellik
¢ikarimi iizerinde gesitli deneysel karsilastirmalar yapilmistir. Unsurlar unigram, bi-
gram, iki-etiketli 6zellik ve bagimlilik ayristirma agaci tabanli 6zellikler kullanilarak
cikarilmistir. Ayrica, 6zellik vektdriinden giiriiltiili ve alakasiz 6zellikleri ortadan
kaldirmak i¢in bilgi kazanci ve minimum yedeklilik maksimum alaka diizeyi 6zellik
secim yontemleri kullanilmustir. Inceleme belgesini pozitif veya negatif bir simifta
siniflandirmak i¢in SVM ve c¢ok terimli NB siniflandiricilar kullanildi. Sonug,
multinom NB'min ikili duygu siniflandirmasi i¢in dogruluk ve yiiriitme siiresi

acisindan SVM'den daha iyi performans gosterdigini gostermistir.

(Pang ve ark., 2002) {i¢ siniflandirict NB, Maximum Entropy ve SVM'nin Dokiiman

smiflandirmasinda sadece unigramlar, bigramlar, her ikisinin kombinasyonu,
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unigramlar1 ve POS'lar birlestirmek, sadece sifatlar almak ve unigramlar1 ve konum
bilgilerini birlestirir. Sonug, 6zellik varliginin 6zellik sikligindan daha 6nemli
oldugunu ve ozellik kiimesi kiigiik oldugunda NB, SVM'den daha iyi performans
gosterdigini  gostermistir. Ancak 0Ozellik alani artirildiginda SVM'ler daha iyi
performans gosterir. Ozellik alam arttiginda, Maksimum Entropi, Naive Bayes'ten

daha iyi performans gdsterebilir, ancak agirt uyumdan da muzdarip olabilir.

(Zheng ve ark., 2018) 6zellik se¢iminin Cin ¢evrimici incelemelerinde duygu analizi
iizerindeki etkilerini arastirdi. N-char-gram ve N-POS-gram potansiyel duygusal
ozellikleri segmek icin kullanilir. Ozellik alt kiimeleri, iyilestirilmis bir belge siklig1
yontemi kullanilarak secilir ve 6zellik agirliklart Boole agirliklandirma yontemi
kullanilarak hesaplanir. Deneysel sonuglarin 6nemini test etmek icin ki-kare testi
yapilir. Sonug, N-char-gramlart 6zellik olarak alirken, diisiik dereceli N-char-
gramlarin daha yiiksek dereceli N-char-gramlardan daha iyi bir performans elde

edebilecegini gostermektedir.

(Zhang ve ark., 2005) metin siniflandirmasi igin gelistirilmis bir TF-IDF yaklasimi
onermistir. Geleneksel TF-IDF yaklasimi belgedeki her kelimeyi ne kadar farkli
olduguna gore 6l¢mek igin kullanilir. Aksi takdirde, TF-IDF yontemi kelimeler,
metin belgeleri ve belirli kategoriler arasindaki alaka diizeyini yakalar. Sistem, metin
siniflandirmasinin  hatirlanmasini ve kesinligini artirmak igin giliven, destek ve
karakteristik kelimeler kullanir. Giiven, belirli bir 6zellik sézciigii ile belirli bir
sinifin olusturulmast i¢in kesinlik Olgiistiidiir. Belirli bir 6zellik sozciigiiniin
potansiyel yararliligi destek ile gosterilir. Bir kelime listesi tarafindan tanimlanan
esanlamlilar, bu gelismis TF-IDF yaklagiminda islenir. Sonuglar, gelistirilmis TF-
IDF yaklasiminin, geleneksel TF-IDF yaklasimina kiyasla metin siniflandirmasinin

dogrulugunu gelistirdigini gostermektedir.

2.3. Duygu Simmiflandirma Yaklasimlari

Duygu smiflandirmasi, iki veya daha fazla sinifta verilen metnin duyarliliginin

yoniiniin  belirlenmesidir. Duygu smiflandirmasi, siniflandirma ile yakindan
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iligkilidir, ancak standart metin smiflandirmasindan biraz farklidir. Duygusal
ozellikleri bakis agilari, tercihler ve tutumlar gibi metinde smiflandirmaya calisir,

oysa metin siniflandirmasi temalara odaklanir (Ding ve ark., 2008).

Temel olarak iki tiir Duyarga smiflandirma yaklagimi vardir ve bunlar Makine
Ogrenme Yaklasimi ve Sozciik tabanli yaklasimi icerir. Hibrit Yaklasim her iki
yaklagimi da birlestirir ve c¢ok yaygindir (Medhat ve ark.,, 2014). Duygu

siniflandirmasinin ¢esitli yaklagimlar Sekil 2.1.'de gdsterilmektedir.

‘ Duygu Analizi \

A

v v ¥

Makine Ogrenmesi Sozcik Tabanh
Yaklasim Yaklasim

Hibrit Yaklasim

)\
y v ¥

_ Denetimli _ Yari-Denetimli _ Denetimsiz Sozlilk Tabanh | |Corpus Tabanh
Ogrenme Yontemi| |Ogrenme Yontemi | | O§renme Yontemi Yaklasim Yaklasim

Sekil 2.1. Duygu siniflandirma teknikleri.

2.3.1.Makine 6@enmesi yaklasimlar:

"Makine Ogrenmesi" terimi, bilgisayarlarmn ileride karsilasabilecegi diger veriler
hakkinda bir tahmin yapilmasina izin veren bir dizi veri vererek 6grenmesine izin
vermekle ilgilidir. Makine 6grenimi, {inlii makine 6grenme algoritmalarini uygular
ve dil oOzelliklerini kullanir. Makine Ogrenimi yaklasimmi kullanan metin
siiflandirma yontemleri kabaca denetimli, denetimsiz ve yari-denetimli 6grenme

yontemlerine ayrilabilir (Chandrakala ve Sindhu, 2012).
2.3.1.1. Denetimli 6¢renme yontemi

Etiketli egitim belgelerinin / ifadelerinin varligina baglhidir. Duygu analizinde,
denetimli makine Ogrenimi, bilgisayara bir dizi ifadeler (6zellikler) ve kutuplar
saglayarak bilgisayara goriinmeyen metnin polaritesini tahmin etme yetenegi vererek

gerceklestirilir (Medhat ve ark., 2014). Olasiliksal, dogrusal, kural tabanli ve karar
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agaci siniflandiricilar olan birkag tiir denetimli siniflandirici vardir (Yusof ve ark.,

2015).

Olasiliksal siniflandiricilar siniflandirma igin karisim modelleri kullanir. Karigim
modeli, her sinifin karigimin bir bileseni oldugunu varsayar. Her karisim bileseni, s6z
konusu bilesen icin belirli bir terimi 6rnekleme olasiligini saglayan iiretken bir
modeldir. Dogrusal bir siniflandirici, siniflandirmasini bir dizi agirhik ile 6zellik

vektoriini birlestiren dogrusal bir tahmin iglevine gore yapar.

Kural tabanli simiflandiricilarda, veri alani bir dizi kuralla modellenir. Sol taraf,
ozellik setinde ayrik normal formda ifade edilen bir kosulu temsil ederken, sag taraf
simf etiketidir. Karar agaci siiflandiricilari, egitim veri alaninin hiyerarsik bir

ayrismasini saglarken, verileri bolmek icin 6zellik degerinde bir kosul kullanilir.

Bu tezde, denetimli siniflandiricilar i¢cin dort tiir algoritma kullanacak ve bu

algoritmalar1 duyarli siniflandirma algoritmalari boliimiinde tartigacaktir.
2.3.1.2. Denetimsiz 6grenme yontemi

Ote yandan, biiyilk miktarlarda serbestce kullanilabilir veriler biiyiidiikce ve
denetimli bir yaklasim kullanmak icin yeterli veriyi etiketlemek artik miimkiin
degildir. Bu, ham verilerdeki kaliplarin bilinip bilinmedigini veya beklenen ¢iktinin
ne oldugunu gostermek i¢cin makinenin istenen c¢ikt1 iretip tiretmedigini
degerlendirmeyi zorlastirir. Gozetimsiz yaklasim, bir insan igin saf giiriiltii gibi

goriinen Oriintiileri bulmak i¢in kullanilir.

Gozetimsiz 6grenme yontemlerinde, yalnizca kendileri igin girdi degeri belirtilen ve
cikti hakkinda dogru bilgi bulunmayan bir dizi egitim Ornegi dikkate alinir.
Kiimelenmeye dayali yaklasimlar, herhangi bir insan katilimi, dilbilim bilgisi veya
egitim siiresi olmadan orta derecede dogru analiz sonuglar firetebilir (Li ve Liu,

2014).
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Kiimeleme, heniiz toplanmamis ve onceden tanimlanmig siniflarin bulunmadigi veri
toplamalarinda bir yapi1 bulmayi amaglayan denetimsiz bir yontem olarak kabul
edilir. Diger bir deyisle, kiimelenme, her gruptaki tiyelerin belirli bir bakis agisindan
birbirine benzedigi farkli gruplara veri koymaktir. k-means, bilinen kiimeleme
sorununu ¢dzen en basit denetimsiz makine 6grenme algoritmalarindan biridir. Bu
algoritmanin amaci, K degiskeninin temsil ettigi grup sayisi ile verilerdeki gruplari
bulmaktir. Algoritma, saglanan 6zelliklere gore her bir veri noktasim1 K gruplarindan
birine atamak i¢in yinelemeli olarak ¢alisir. Veri noktalar1 6zellik benzerligine gore

kiimelenir.

(Claypo ve Jaiyen, 2015) K-means gelen kiimelenme ve MRF 6zellik se¢im teknigini
kullanarak Tay restoran incelemesinde ilgili ozellikleri segmek igin bir goriis
onermektedir. Bu teknik 6zellik sayisini ve hesaplama siirelerini azaltti. Daha sonra
K-means, Tayland restoranlar1 incelemesini iki olumlu ve olumsuz gruba kiimelemek
icin uyarlandi. Calisma, K-means kiimelemenin MRF o6zellik se¢imi ile uyumlu

oldugu ve kiimelemede en iyi performansi saglayabilecegi sonucuna vardi.

2.3.1.3. Yari-denetimli 6@renimi yontemi

Yari-denetimli makine 6grenimi, yukaridaki iki se¢enegin en iyi kisimlarini uygular.
Egitim seanslar1 sirasinda, bir denetim otoritesi tarafindan daha az miktarda veri
etiketlenir ve egitim verilerinin geri kalam etiketlenmez. Makine, Onceden
etiketlenmis verilerin yardimiyla verileri uygun bir sekilde kiimelendirmelidir. Yari-
denetimli 6grenme yaklasimlar1 daha az insan cabasi gerektirir ve daha yiiksek

dogruluk saglar, bu nedenle goriis madenciligi alaninda biiyiik ilgi goriir (Zhu, 2008).

Duygu analizi i¢in yari-denetimli yonetimler son zamanlarda biiyiik ilgi gordii.
Mliskili bir model kullanarak Twitter verilerindeki farkl1 tiplerde duygusal sinyalleri
degerlendirmek icin yari-denetimli bir yaklasim (Tang ve ark., 2015) tarafindan
Onerilmistir. Model, etiketli ve etiketsiz veriler lizerinde ¢aligan kontrollii doniistimlii

yayilma ve yerlestirme siireglerine dayali ikili 6grenme sunar.
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(Silva ve ark., 2016) Twitter'daki goriisleri analiz etmek icin yar1 denetimli bir
gergeve Onermistir. Dahasi, daha iyi bir tweet siiflandirmasi i¢in kendi kendine
egitim yontemini kullanmistir. Gergek veri kiimesindeki deney sonuglari, dnerilen
gergevenin  Twitter gorlis analizinde dogruluk artistna  neden  oldugunu

gostermektedir.
2.3.2.Sozciik tabanh yaklasim

Bir sozciik, duygu kutuplar1 ve gii¢ degerleri ile birlikte duygu kelimelerinin bir
kelimesidir. sdzciik tabanli siniflandirici yalnizca kelimeler ve anlamsal yonelimleri
iceren bir polarite belgesine ihtiya¢ duyar ve kullanimdan 6nce egitilmesi veya baska
bir sekilde islenmesi gerekmez (Mudinas ve ark.,2012). Bu yaklasimda iki yontem

vardir: Sozliik Tabanli Yoneten ve Korpus Tabanli Y 6neten.
2.3.2.1. Sézliik tabanh yaklasim

Sozliige dayali yaklagim stratejisi, fikir ¢ekirdegi sozciiklerini bulmaya baglidir ve
daha sonra WordNet gibi sozliikkleri es anlamlilart ve zitliklar1 aramaya baslar

(Machova ve Marhetka, 2013).

(Sharma ve ark., 2014) Cimlelerden 6zelligi ve goriisleri alan ve verilen climlenin
her 6zellik i¢in pozitif, negatif veya notr olup olmadigini belirleyen Unsur tabanli bir
fikir madenciligi sistemi Onerdi. Cilimlelerin semantik yonelimini belirlemek igin
denetimsiz yaklagimin sozliikk tabanli teknigi benimsenmistir. Fikir kelimeleri ve es
anlamlilarim ve zit anlamhilarini belirlemek icin WordNet sozlitkk gibi kullanilir.
Deney, Amazon Hindistan'dan cep telefonlarinin miisteri incelemeleri kullanilarak
gerceklestirildi. Incelemelerin yapildig: iiriiniin tiim 6zellikleri tanimlanacak ve her
ozellik i¢in ciimlenin yonii belirlenecektir. Verilen climlenin polaritesi, goriis
kelimelerinin ¢ogunlugu temelinde belirlenir. Sonugta sistem, kullanicilarin {riinii
satin alip almayacaklarina karar vermeleri i¢in daha kolay okuyacak, analiz edecek
ve onlara yardime1 olacak olumlu, olumsuz ve tarafsiz climlelerin akillica bir 6zetini

olusturacaktir.
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2.3.2.2. Korpus tabanh yaklasim

Korpus tabanli yaklasim, sozdizimsel kaliplara veya biiylik bir korpustaki diger fikir
kelimelerini bulmak i¢in bir tohum fikir kelimesi listesi ile birlikte ortaya ¢ikan
kaliplara baghdir. Bir dizi goriis kelimesi ile baslar ve daha sonra igerige Ozgii
yonelimleri olan goriis kelimelerini bulmaya yardimci olmak igin biiyiik bir grupta
bagka goriis kelimeleri bulur. Bu, tohum goriis kelimelerini bulmak igin istatistiksel
yontemler kullanilarak veya dogrudan duyarlilik degerleri vermek igin semantik
yontemler kullanilarak ve kelimeler arasindaki benzerligi hesaplamak icin farkli
prensiplere dayanarak yapilabilir (Medhat ve ark., 2014). Korpus tabanli yaklagim,

baglama 6zgii yonelimlerle fikir kelimeleri bulma sorununu ¢6zmeye yardimei olur.

(Hu ve ark., 2012) Cevrimigi inceleme manipiilasyonunu tespit etmek ve tiiketicilerin
manipiile edilmis incelemelere sahip tirlinlere nasil tepki verdigini degerlendirmek
icin basit bir istatistiksel yOntem Onerir. Hakemlerin yazim tarzini,
derecelendirmeler, manipiilasyonlar yoluyla manipiilasyonun etkinligi ve
okunabilirligi arastirdilar. Amazon.com'dan kitap incelemeleri iizerinde ¢alistilar ve
irtinlerin yaklasik %10,3'lniin ¢evrimi¢i inceleme manipiilasyonuna tabi oldugunu

kesfettiler.

Semantik yaklagim bir¢ok uygulamada, duygu analizinde kullanilacak fiillerin,
isimlerin ve sifatlarin tanimlanmasi igin bir sézlitkk modeli olusturmak igin kullanilir
(Maks ve Vossen, 2011) Modelleri aktorler arasindaki ayrintili 6znellik iliskilerini
tanimladi her aktor igin ayr tutumlar ifade eden bir climlede. Bu 6znellik iliskileri
hem tutum sahibinin kimligi hem de tutumun yo6nelimi (pozitif - negatif) ile ilgili
bilgilerle etiketlenmistir. Onlarin modeli, duygu analizi ile ilgili anlamsal kategoriler
halinde bir smiflandirma igeriyordu. Tutum sahibinin belirlenmesi, tutumun
polaritesi ve metinde yer alan farkli aktorlerin duygu ve duygularinin tanimlanmasi
icin araclar saglamistir. Calismalarinda Hollandali WordNet'i kullandilar. Sonuglar
konugmacmin 6znelliginin ve bazen aktdriin 6znelliginin giivenilir bir sekilde

tanimlanabilecegini gosterdi.
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2.3.3. Hibrit yaklasimi

Duygu analizine yonelik melez yaklasim, hem makine 6grenimini hem de sézciik
tabanli yaklagimlari, her iki yaklasimin da giiclii yanlarindan faydalanacak, ancak

bazi1 zay1f yonlerinden kaginacak sekilde birlestirir.

Duygu analizi tekniginde Makine Ogrenimi ile sozciik tabanli yaklagimlarin
kombinasyonu ¢ok yaygindir. (Mukwazvure ve Supreethi, 2015), Guardian web
sitesinin Teknoloji, Politika ve Is boliimleri hakkindaki haber yorumlarindan fikir
kazanmak i¢in sozliikk tabanli tabanli yontem ve makine 6grenme algoritmalarini
kullanan hibrit bir yaklasim onerdi. lexicon kutuplar1 tespit etmek i¢in, sonra lexicon
sonucu SVM ve KNN 6grenme algoritmalarimi egitmek ic¢in kullanilir. Deneysel
sonuglar SVM'nin KNN'den daha iyi performans gosterdigini gostermektedir.
KNN'nin K arttikca {i¢iincii sinifi tanimlamamasi, daha az sayida notr esyaya

baglanabilir.

Bulanik mantigin duygu analizi yaklasimlariyla hibridizasyonu da literatiirde
bulunmustur. Ornegin (Appel ve ark, 2016), duygular1 analiz etmek i¢in duyarlilik
sozIliglinli semantik kurallar, bulanik kiimeler ve denetimsiz makine Ogrenme
yontemleri ile birlestirir. Hibrit standart siniflandirma 6nce yapilir ve daha sonra film
incelemesi veri kiimesinde dilsel siniflandirmay1 iceren gelismis bir yaklagima

dontistiriliir. Hibrit yaklagimin sonuglari NB ve maksimum entropiden daha iyidir.

2.4. Duygu Siniflandirma Algoritmalari

Bu béliimde deneylerimizde kullandigimiz siniflandirma algoritmalarini tanitacagiz.
2.4.1.Naive Bayes (NB)

NB en basit, giiclii ve yaygin olarak kullanilan bir makine 6grenme siniflandirict
modelidir. Bir 6rnegin her 6zelliginin, bu drnegin baska herhangi bir 6zelligi ile ilgili
olmadig1 varsayimina dayanir. Ornek kategorisine ¢ ait olma olasilig1 i, (Denklem

2.5) ile ifade edilebilir (Duda ve Hart, 1974). Verilen belgeye ¢ sinifi atanir.
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~

C = argmaxp(c|d) (2.5
cec

Temel olasilik modeli “bagimsiz 6zellik modeli” olarak tanimlanabilir. NB

smiflandiricist Bayes kurali (Denklem 2.6) kullanir.

_ p()p(d|c)
pleld) ="=7 == (2.6)

Burada, p(d) se¢iminde higbir rol oynamaz C* p(d|c), Terimini tahmin etmek
icin, NB, denklem (2.7) 'de oldugu gibi d'nin sinifi géz oniine alindiginda, f;'lerin

sartli olarak bagimsiz oldugunu varsayarak onu ayristirir,

i 0rneginin ¢ kategorisine ait olma olasilig1 (Denklem 2.7) ile ifade edilebilir.

M2, p(filc)™i@
Pys(cld) == 2 ;‘z;) ") (2.7)

Burada, m 6zellik sayis1 ve f; Ozellik vektortdiir. p(c) ve p (f; |c) bagil frekans

tahmininden olusan bir egitim yontemi olarak diisiiniilebilir.

(Bilal ve ark, 2016) bir blogda Urduca ve Ingilizce gériislerini siniflandirmak icin ii¢
teknik, yani Naive-Bayes, karar agact ve en yakin komsunun etkinliklerini
karsilastirdi. Onlarin sonuclari, NB'm diger iki teknikten daha iyi bir performansa
sahip oldugunu gostermektedir. Cesitli goriis madenciligi yontemleri olasiliksiz bir

siniflandirici olarak NB kullanilmigtir.
2.4.2.Destek Vektor Makineleri (SVM)

SVM, en iyi metin siniflandirma algoritmalarindan biri olarak kabul edilmektedir ve
problem dogrusal olarak ayri oldugunda saglamdir. SVM'nin ana konsepti, farkli
smif tyelikleri olan bir dizi nesne arasindaki dogrusal ayiricilar1 belirlemektir

(Moraes ve ark., 2013). (Sekil 2.2.)'de oldugu gibi, iki sinifa (kareler ve daireler)
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sahibiz ve bu siniflar arasinda birbirinden ayrilan en iyi hiperdiizlem h 'yi (dogrusal
kernel) tanimlariz. Marj m, en yakin veri noktasi ve hiperdiizlem arasindaki

maksimum mesafedir.

Sekil 2.2. Bir SVM dogrusal olarak iki sinift ayirtyor.

Smiflar i¢in sadece ikili siniflandirici oldugunu varsayalim: y = -1; 1 ve dogrusal

olarak ayrilabilir egitim seti {(x;, ¥;)}, boylece sartlar (Denklem 2.8) karsilandi.

wx;+b=>1 ifyi=1 (2.8)
wx,+b< -1 ify;= -1

(Denklem 2.9), sartlar1 (Denklem 2.8) bir takim esitsizliklerle birlestirir.
Vii(Wo.x+by)+b=>1 V; (2.9

SVM, her iki smifi da maksimum kenar boslugu ile ayiran optimal hiper diizlemi

(Denklem 2.10) arar.
Wo.x+ bo :0 (2.10)

Formiil (Denklem 2.11), siniflar arasindaki mesafeyi w ile verilen yonde dlger.

. xX.w xX.w
d(w,b) = J5131’1=r11 o xg/l3§1 o (2.11)
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(2.12) denkleminde ifade edilen optimal hiperdiizlem, d mesafesini maksimuma
cikarir d(w, b) Bu nedenle, wy ve byparametreleri |wy|. degerini maksimize ederek
bulunabilir. Daha iyi anlamak i¢in, Sekil 2.2'deki optimal ve optimal hiperplanlari

gorlimelidir.

2
Siniflandirma, nesnenin hiperdiizlemin hangi tarafinda olduguna dair basit bir

karardir.

SVM siniflandiricilart, pek ¢ok makalede kullanildi , (Akaichi, 2013) Yararh bilgiler
elde etmek icin SVM ve NB'ye dayali bir yontem oOnerdi ve kullanicilarin “Arap
Bahar1” doneminde “Facebook™ mesajlarinda Tunus kullanicilarinin durumlarinin
duygularimt  ve davranmiglarimi  simiflandirdilar.  Ayrica, ¢ikarilan  durum
giincellemelerinden gelen ifadeler, eklemeler ve kisaltmalar temelinde bir duyarlilik
s0zliigii olusturun. Dahasi, iki sinif 6grenme algoritmast SVM ve NB arasinda duygu

siniflandirmasi i¢in bir egitim modeli ile karsilagtirmali deneyler yapti.
2.4.3. Lojistik Regresyon (LR)

Maksimum Entropi olarak da bilinen LR, verileri ayrik sonuclara siniflandirmak igin
olasilikl1 bir istatistiksel yontemdir. 'Lojistik Regresyon' olarak adlandirilir, ¢linkii
altinda yatan teknik Dogrusal Regresyon ile tamamen aynidir. Ancak en biiyiik fark,
ne i¢in kullanildiklarinda yatiyor. Bu model sadece regresyon icin degil,
siniflandirma gorevi i¢cin de kullamlir (Feng ve ark., 2014). Diisiik varyans ve
milkemmel verimlilik saglayan makine 6grenme algoritmalarindan biridir. lojistik

regresyon formiilii su sekilde tanimlanabilir (Denklem 2.13):

1
1+e~%

y=f)= (2.13)

Burada, y bagimli degiskendir, x Ozelligidir ve z, Fayda Fonksiyonu olarak

tanimlanmakta ve asagidaki sekilde gosterilmektedir.
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y=PBo+ B1x1+ Boxz + -+ Bpxn & (2.14)

Bu formiile gore S, sabiti, f1x1 + Box; + -+ [,x;’ler ise tahmin degerleriyle
carpilan regresyon katsayilarini temsil etmektedir. n sayisi veri kiimesi igerisindeki

bagimsiz degiskenlerin sayisini, € ise hata terimini ifade eder.

(Gonzélez-Ibanez ve ark., 2011) 'in calismasi, Twitter verilerini kullanarak, yani
olumlu veya olumsuz goriisleri dogrudan ileten alayci tweet'leri ve alayci olmayan
tweetleri ayirt etmek i¢in sorunu duygu analizi baglaminda inceledi. SVM ve lojistik
regresyon kullanilarak denetimli dgrenme yaklasimi benimsenmistir. Ozellikler
olarak, unigram ve bazi sozliik tabanl bilgiler kullandilar. Ug¢ yollu siniflandirma
icin deneysel sonuclar, sorunun ¢ok zor oldugunu gosterdi. elde edilen en iyi

dogruluk sadece %57 idi.
2.4.4.Karar agaci

Bu smiflandirici, climle yapisini bir aga¢ bigiminde tarif eder; Her aga¢ bir kok
diigiimii, dallar ve yaprak diigiimleri icerir. Her bir i¢ diigiim bir niteligi temsil eder,
her bir dal bir testin sonucunu gosterir ve her bir yaprak diigiimii bir sinif etiketine
sahiptir. Cok degiskenli analiz i¢in ¢ok basit ve giiclii bir tekniktir. (Rokach ve
Maimon, 2015) Karar agaci, iki yinelemeli adimda problemi ¢ozer, ilk olarak veri
setindeki safsizlig1 temizleyen Entropi'yi asagidaki formiil Denk (2.15) kullanarak

hesaplar.

E(X) = Y, —P:.log, P; (2.15)

P;'nin smif i 'in olasiliklar1 oldugu ve kiimedeki sinif i orani olarak hesaplandigi

yer.

Ikinci adimda, ozellik vektorlerinin belirli bir 6zelliklerinin ne kadar &nemli

oldugunu bize gosteren bilgi kazanci hesaplanir. (Denklem 2.16).
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Gain(T,X) = Entropy(T) — Entropy(T, X) (2.16)

T 'nin ana kokiin toplam entropisi oldugu ve X 'in ¢ocuk (yaprak) diigiimiiniin
entropisi oldugu durumda. Yukaridaki iki adim, veri kiimesindeki anormallikler
kaldirilincaya kadar siirekli olarak tekrarlanir. Bu siniflandirict saglamdir ve kisa
zamanda biiylik verilerle iyi performans gosterir. Bu teknigin dezavantaji, agacta
birbiriyle iligkili cok fazla diiglim varsa, karmasikligin cok yiikselmesi ve bu acgozlii

yap1 nedeniyle metni belirli bir kategoriye siniflandirmanin ¢ok zor olmasidir.

(Wakade ve ark., 2012) Twitter'dan toplanan tweet'lerin duygularini siniflandirmak
icin yararl bilgileri ayiklamak i¢in Weka veri madenciligi araglarimin kullanimini
sunar. Tweet madenciliginin sonuglari, yeni tweet'lerin duygularini degerlendirmek
icin kullanilabilecek karar agaglar olarak temsil edilmektedir. Karar agaci 6grenme
siireglerinde tweet iceren tweetlerin etkisini degerlendirerek karar agaci 6grenimi igin
t-islemek icin yeni bir yontem gelistirdi. Yontem, iPhone ve Microsoft ile ilgili
tweetlerden duygu analizi yapmak i¢in uygulanir. Deneysel sonuglar, karar agaci
smiflandiricilarinin =~ (J48)  algoritmasini  NB’in daha  yiiksek  performans

gostermektedir.
2.4.5.Cogunluk oylama

Onceden anlatilan dort siiflandiricinin tahminlerini birlestirmek igin bir topluluk
teknigi kullandik. Belirli bir siniflandirma problemi i¢in n farkli siniflandirma
algoritmas1 verildigini varsayalim, bu algoritmalar1 tek tek algoritmalardan daha

iistiin bir siniflandirici iiretecek sekilde birlestiriyoruz.

Her sinif i¢in en olasi1 olasilig1 se¢gme olasilig1 arasinda oylama yapilacaktir. Oylama

asagidaki formiile gore yapilir. (Denklem 2.17).

X=3iy" x 2.17)
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X'in tim algoritmalarda sinifin olasiliginin toplamimi temsil ettigi durumlarda, x;
belirtilen algoritmada sinifin olasihigidir, n algoritma sayisidir, X aday gosterilen

adaylar arasindan secilen siniftir ve m simif sayisidir.

2.5. Degerlendirme Metrikleri

Bir metin smiflandiricilarinin  performansint  degerlendirmek igin birkag farkli

yontem vardir. Bu boliimde, bu tezde kullanilan puanlama metrikleri sunulmaktadir.

Bir karigiklik matrisi, siiflandiricinin gergek degerlerinin bilindigi bir dizi test
verisindeki performansini tanimlamak icin siklikla kullanilan bir tablodur (Tablo
2.2.). Gergek Pozitif (TP), pozitif sinifa ait olarak dogru siniflandirilan pozitif
duygularin sayisidir. Yanlis Pozitif (FP), pozitif smifa ait olarak simiflandirilan
negatif duygulardir. Ger¢ek Negatif (TN), negatif smifa ait olarak dogru
siniflandirilan negatif duygularin sayisidir. Yanlis Negatif (FN) pozitif duygu,

negatif sinifa ait olarak yanlis siniflandirilmistir.

Table. 2.2. Karigiklik matrisi.

Gergek
Pozitif Negatif
Tahmin Pozitif TP FP
Negatif FN N

2.5.1.Dogruluk

Dogruluk, denklem kullanilarak hesaplandigi sekliyle uygun simiflandirilmig

sonuclarin tiim popiilasyona oranidir. (Denklem 2.18)

TP+TN

dogruluk = ———N__
TP+FP+TN+FN

(2.18)

2.5.2. Duyarhhk

Duyarlilik, sinifin 6ngoériilen biiyiikliigline gore dogru tahmin edilen uygun orandir.

(Denklem 2.19) Duyarlilik asagidaki gibi tanimlanir.
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TP
Duyarhlik = e (2.19)
2.5.3. Hassasiyet

Hassasiyet, bir siiflandirici tarafindan dogru bir sekilde tanimlanmis toplam pozitif

orneklerin oranim 6lcer. (Denklem 2.20) Hassasiyet asagidaki gibi tanimlanir.

TP
TP+FN

Hassasiyet = (2.20)

2.5.4.F1-skor

F1-Skor, tek bir dnlem almak icin hassasiyeti ve duyarliligi birlestirmenin bir

yoludur. (Denklem 2.21) F1-Skor asagidaki gibi tanimlanir.

2* Duyarlilik* Hassasiyet
F1 —score = 4 4 (2.21)

Duyarhilik+Hassasiyet



BOLUM 3. VERI TOPLAMA VE iLK ANALIZ

Bu bdliimde, verilerin twitterdan nasil toplandigmma dair bir genel bakis ve
hashtaglere, sozlere, retweetlere, favorilere, kelime sikligina, ilgili terimlere ve metin

On iglemlerine gore tweet'lerin genel bir tanim1 verilmektedir.

3.1. Twitter’dan Veri Toplama

Twitter, kullanicilarin genellikle tweet olarak adlandirilan 140 karaktere kadar metin
girisi yazmalarma izin veren popiiler bir mikro blog sitesidir. Kullanicilar giinliik
yasamlariyla ilgili ¢esitli konular hakkinda goriis bildirmek igin tweet yazarlar.
2019'un ilk ceyregi itibartyla Twitter'da aylik 330 milyondan fazla aktif kullanict ve
giinde yaklasik 500 milyon tweet bulunuyor (Statista, 2018). Bu bilgi miktari,
Twitter'r biiylik bir potansiyel sunan ideal bir platform haline getirir ve herhangi bir

konuya kars1 duyarlilik egilimi kazanmak i¢in kullanilabilir.

Twitter tarafindan olusturulan veriler Twitter’m API's1t araciligiyla kullanilabilir ve
degerlendirilen verilerin gercek zamanli bilgi akisini temsil eder. Akis API's1, anahtar
kelime, kullanici, cografi alan veya rastgele bir 6rnege gore filtrelenen belirli bir veri
tiirli i¢in istekte bulunarak ve ardindan baglantida hata olmadig: siirece baglantiy1
acik tutarak calisir. Twitter'dan veri toplamak icin R'yi verileri toplamak igin bir
platform olarak kullandik. R, derin istatistiksel analize yonelik bir programlama
dilidir (Zhao, 2012). Ac¢ik kaynaklidir ve farkli platformlarda kullanilabilir. Artik
gorsellestirmeler ve veri madenciligi de dahil olmak iizere gesitli uygulamalarda

kullaniliyor.

Bu tez icin iki terdrist saldirimin verileri asagidaki faktorlere gdre toplanmistir:

Birincisi, operasyonun bir terdrist eylemi olarak siiflandirildigi ve bir terdr orgiitii
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tarafindan kabul edildigi; ikincisi, iki operasyonun kosullari iki farkli iilkede
uygulama ve yiiriitme tarafi ile benzer olmalidir; Ugiinciisii, yorumlarin
derlenebilmesi icin yeterli materyale sahip olmak ic¢in operasyonun Twitter'da

oldukga etkilesimli olmasi gerekir.

[k operasyon 3 Haziran 2017'de Londra'da, bir kamyonun Londra K&priisii'ndeki
yayalara kasith olarak carpmasiyla gergeklesti. Saldirganlar daha sonra, siiphelilerin
restoran ve barlarda ve ¢evresinde birkag kisiyi bigcakladigi Borough Market'e dogru
yoluna devam etti. Saldinda sekiz kisi 6ldii, 48 kisi yaralandi. Saldirganlar polis
memurlar1 tarafindan vurularak 6ldiiriildii ve sahte patlayici yelek giydikleri bulundu.

Saldirty1 Islam Devleti (ISID) iistlendi (BBC News, 2017).

Ikinci operasyon, Barselona - La Rambla'da gegen bir minibiisiin calistirildig: 17
Agustos 2017'de Barselona - Ispanya'da iki ay sonra gerceklesti, 13 kisi 61dii ve en az
130 kisi yaralandi, Saldirgan yaya olarak kacti. bagka bir kisi bigcakla bicaklandi.
Terdrist ayn1 terdr hiicresinden bes erkek, yakindaki Cambrils'teki yayalara siiriilerek
bir kadm oldiirdii ve alt1 kisiyi yaraladi. Saldirganlar polis tarafindan vurularak

oldiiriildii. ISID saldirmin sorumlulugunu iistlendi (the Guardian, 2017).

Bu yazida, LondonBiridge terimi Londra saldirisina atifta bulunurken, LaRambla
terimi Barselona saldirisina atifta bulunmaktadir. Veriler, her saldir1 hakkinda yorum
yapmak i¢in Twitter'da kullanilan iki trend hashtag'i temel alinarak toplanmistir ve
sadece Ingilizce dilinde yazilmistir. Tablo 3.1.'de veri toplama tarihi, toplanan tweet

sayis1 ve veri toplamak i¢in kullanilan hashtag'ler agiklanmaktadir.

Tablo 3.1. Toplanan terér saldirilari.

Saldir1 Dénemi Hashtagleri Tweet Sayis1
LondonBiridge 03 to 06/06/2017  #Londonattacks, #Londonbridge 12,582
LaRambla 17 to 22/08/2017 #Barcelonaattack, #barcelonaterrorattack 13,767

3.2. On Analiz

Tweet iceriginin anlambiliminin saldirtlarin her biri ile nasil iligkili oldugunu

anlamak i¢in tweet igerik analizi yaptik. iki terérist saldirinin cesedi i¢in alt1 tweet
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tabanli 6zellik (metin, # hashtag, @kullaniciadi, retweet ve favoriler) igeren bir

ozellik kiimesi belirledik. Bu analiz asagidakileri gostermektedir:

- Retweet dagitimi ve favori sayimlar

- Kullanilan trend hashtag

- En ¢ok bahsedilen kullanict

- 1ki saldirida kullanilan ortak kelimeler.

- En sik kullanilan kelimeler ve bu kelimeler arasindaki korelasyon.

3.2.1. Retweet ve favoriler

Tekrar tweet atmak, bir tweet'in yeniden gonderilmesi ve tweet'in ¢evrimici
kullanicilar arasinda sevildigini veya popiiler oldugunu gosteren gostergeler olarak
tanimlandig1 anlamina gelir. her iki saldiridaki tweet'lerin ¢ogunun retweetlendigini
veya favorilere eklenmedigini, ancak retweetleme ve favori arasindaki
karsilastirmada, favori olmayan tweet'lerin retweet sayisinin iki kati oldugunu bulduk

(Sekil 3.1.).

Bu tweetleme, tweetlerinin daha genis bir kitleye goriinmesini amagladi, yani
retweetlemenin Twitter kullanicilarinin en ¢ok kullanilan 6zelligi oldugu ve
retweetlemenin sebebi daha genis bir kitleye goriiniir olmas1 ve bir trend haline

getirilmesi anlamina geliyor.

3.2.2.Hashtag

Hashtag bir anahtar kelime veya bir konuyu veya temay1 tanimlamak icin kullanilan
bir kelime 6begidir. Twitter'da, dikkat ¢ekmek, diizenlemek ve aramada daha kolay
gosterilmesini saglamak ve tanitmak icin alakali bir anahtar kelimenin oniindeki

hashtag semboliinii (#) kullanin.
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Retweet ve Favori Sayimlarin Dagilimi

10000

Miktar

E|quENET]

1

favorite_count

retweet_count

o 2500 5000 7500 10000

Sekil 3.1. Retweet ve Favori sayilarin dagilimi.

Tim hashtag'leri tiim tweet setinden ¢ikaririz, sonra her bir korpus i¢in en sik

hashtag'leri ¢ikarmak i¢in analiz ederiz (Sekil 3.2.). Veri toplamak i¢in kullanilan

hashtag'lerin aksine, Tweetlerde bu terdrist saldirilarla ilgili en yaygin kullanilan

hashtag'lerin ayrilabilecegini not ediyoruz:

Hashtag'ler, saldirinin  #londonbridge, #london, #spain, #rambla,

#boroughmarket gibi hedef yerlerini belirtir.

Hashtag'ler operasyonu #terrorist, #terrorism, ve #terroristattack saldiris1 gibi

bir teror saldirisi olarak nitelendirdi.

#barcelonastrong, #standwithkhan, #westandtogether gibi destek ve

dayanigma i¢in hashtag'ler.

Saldirt kurbanlart i¢in dua etmek icin hashtag'ler, 6rnegin, #prayforlondon,

#prayforbarcelona, #rip.

Hashtag'ler saldirmin arkasinda olmakla sug¢lanan bir kisi veya terdrist grubu

ifade eder, 6rnegin #isis, #younesabouyaaqoub

Hashtag'ler #islam, #ismalmism ve #muslimban gibi Islam dinini ifade eder.
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- #news ve #breaking gibi medya veya haberler i¢in hashtag isaretleri.

#breaking

#bargelqg_agttack

#rambla ===

#barcelona
#spain
Sekil 3.2. En ¢ok kullanilan hashtag'leri goriintiiler.

#chelseafa

3.2.3. Kullamicilar adini

Bir s6z, Tweet'in govdesinin herhangi bir yerinde baska bir @kullaniciadi i¢eren bir

Tweet'dir, etiketlemek veya bir kullanicinin profiline bagvurmak igin kullanilir.

Tablo 3.2.de veri setlerinde en c¢ok etiketlenen hesaplart ve bu hesaplarin
siiflandirilmasimi gosterir. Cogu medyanin, politik analistlerin ya da politikacilarin
hesaplarina, bazilar1 da polise ya da devlet dairelerinin hesaplarina atifta bulunuyor.

Ayrica, Twitter'dan silinen hesaplar listede goriiniiyor.

Tablo 3.2. En ¢ok belirtilen 15 kullanici adinin sikligini gosterir.

LaRambla LondonBiridge

Mention n Type Mention n Type
1 @guardiacivil 629 police @DineshDSouza 307 Analyst
2 @OnlineMagazin 230 media @RealJamesWoods 241  celebs
3  @JoeBiden 181  Politician @realDonaldTrump 209  Politician
4  @FrankRGardner 176  Analyst @josephwillits 177  Politician
5  @XHNews 166 media @tedlieu 169  Politician
6  (@mossos 126  Police @KTHopkins 163 journalist
7  @PDChina 84  media @MuslimIQ 103 politician
8  (@BasedMonitored 78 Suspended @BBCBreaking 86 media
9  @ANC USA 68  government @BBCNews 70 media
10 @AFP 64  media @StewartWood 68 Politician
11 @SputnikInt 62  media @TheCartelGavin 60 Suspended
12 @tzounakis 62  journalist @BasedMonitored 48 Suspended
13  (@mendcommunity 60  Community @MaajidNawaz 47  journalist
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Tablo 3.2. (Devamu).

LaRambla LondonBiridge
Mention n Type Mention n Type
14 (@AmichaiSteinl 56  journalist @PoliticalShort 43 media
15 (@BBCBreaking 55  media @AlwaysActions 37 media

3.2.4. Tekrarh kelimeler

Her saldir icin en sik kullanilan kelimeleri ¢ikarmak. Once toplulugu (bir sonraki
boliimde bu siireci agiklayacagiz) hashtaglerden, linklerden, s6z isimlerinden ve
noktalama isaretlerinden, URL'lerden temizleriz, sonra tweetlerde bulunan

kelimelerin sayisini 6zetleriz. Her saldirida en sik kullanilan 20 kelime (Sekil 3.3.).

Terdrist, insanlar, polis, olay, saldir1, kirma, ISID, 6ldiiriildii, vb. gibi iki saldir1

arasinda ortaya ¢ikan ortak kelimeleri de ¢ikartyoruz.

Ayrica tweetlerdeki benzersiz kelimeleri ve kelimelerin uzunlugunu da hesapliyoruz,
sonu¢ tweet'lerin cogunun 5 ila 10 kelime arasinda bir orandan olustugunu,
Ancak LaRambla s6z konusu oldugunda bu oranda tweet sayisinin goriildiigii gibi

LondonBiridge'deki tweet sayisinin neredeyse iki kati (Sekil 3.4.).

Benzersiz kelimeler soz konusu oldugunda, LaRambla'daki benzersiz kelimelerin
toplam kelime sayisina oranmin 3.18, Londra'da ise Biridge'nin 5.81 kelime

oldugunu bulduk.

3.2.5.1liskili terimler

Kelimelerin korpus i¢indeki sikligimi ve dagilimimi anlamak yeterli degildir,
genellikle bir korpus icindeki kelimeler arasindaki iliskiyi anlamak isteriz. liskili
terimler, korpustaki iki kelime arasindaki iligski derecesini tanimlar. Bu kelimeler
arasindaki iliskiyi gorsellestirmek icin ag analizini kullandik. (Sekil 3.5.) iki
Corpus'ta kelime i¢indeki gorsel korelasyonlar1 gostermektedir. Burada korelasyonun
oldukca yiiksek oldugu kelime aglarina bakiyoruz. Korpuste iliskilendirilmis en

belirgin kelimeleri gosterir, Yani, Ornegin Barcelona kelimesini secersek, bu
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kelimenin diger kelimelerle iliskisini daha derin gorebiliriz. rakamlar bize bunlari

gosteriyor. terim korelasyonu ve ag analizi, veri kiimesini 6zetlememize ve onu

gorsel olarak anlamamiza yardimci olabilir.

LaRambla'da Sikg¢a Kullanilan Kelimeler

LondonBiridge'de Sikga Kullanilan Kelimeler
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Sekil 3.3. Iki opersiyonu sik kullanilan kelimeler.
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Sekil 3.4 Ortalama Kelime Uzunlugu.
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Sekil 3.1. Yatay sekil kullanim 6rnegi. Yazinin ikinci satira gegmesi durumunda yazi sekil numarasindan sonra baglatilmalidir.
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Sekil 3.7. Tliskili Terimler.

3.3. Metin Onisleme

Onisleme, tam tesekkiillii bir analiz baslatmadan &nce 6nemli bir adimdir. Twitter da
dahil olmak {izere birincil kaynaklardan toplanan tiim veriler 6énemli miktarda
giiriintii igerir. Ornegin, Twitter verileri semboller, URL'ler, ifadeler vb. Icerir. Bu

ifadeleri normal metne doniistiirmeye ihtiyag vardir (Tablo 3.3.).

- Retweet'ler (RT), hashtag'ler (#), Kullanci adin1 (@), URL'ler, ifadeler,
noktalama isaretleri ve yinelenen tweetler gibi 6zel sembolleri otomatik

olarak kaldirtyoruz.

- Hashtags “#”: Kullanicilar konular isaretlemek i¢in hashtag kullanir. Twitter
kullanicilar tarafindan tweetlerini daha biiyiik bir kitleye goriiniir kilmak i¢in

kullanilir.
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- Retweet “RT”: bir bagkasinin 6nceki tweet'inin bir tekrart oldugunu belirtmek

icin kullanilir.

- Ifadeler: Noktalama isaretleri ve harfler kullanilarak yiiz ifadelerinin resimsel

temsilidir. Ifadelerin amac1 kullanicinin ruh halini ifade etmektir.

- URL: Baska bir web sayfasina ve web sitesine baglanti.

- “@” deyin: Twitter kullanicilari, {izerindeki diger kullanicilara bagvurmak

icin “@” semboliinii kullanir.

- Noktalama isaretleri: Net bir tarzda yazmak i¢in kullandiginiz nokta, virgiil

veya soru isareti gibi bir isaret.

- Yinelenen tweet: bagka bir kullanici tarafindan tekrar tweetlenen bir Tweet.

fazlalig1 azaltmak i¢in onu kaldirtyoruz.

Tablo 3.3. Bir tweet'in temizlenmesi iglemlerini gostermektedir.

Siireg Metin
RT @JunckerEU: My thoughts are with the people of Barcelona. We will
Orijinal Tweet never be cowed by such barbarism. ® #Barcelona
https://t.co/NQEjjuyoev

RT @JunckerEU: My thoughts are with the people of Barcelona. We will
Hashtag'leri Kaldir never be cowed by such barbarism. ® #Barcelona
https://t.co/NQEjjuyoev

) RT @JunckerEU: My thoughts are with the people of Barcelona. We will
Retweet'i Kaldir ) B
never be cowed by such barbarism. ®®® https://t.co/NQEjjuyoev

) @JunckerEU: My thoughts are with the people of Barcelona. We will
Emoticons ) B
never be cowed by such barbarism. ®@® https://t.co/NQEjjuyoev

URL @JunckerEU: My thoughts are with the people of Barcelona. We will
never be cowed by such barbarism https://t.co/NQEjjuyoev

@JunckerEU: My thoughts are with the people of Barcelona. We will
Kullanci ad1 )
never be cowed by such barbarism.

: My thoughts are with the people of Barcelona We will never be cowed
Noktalama ]
by such barbarism.




BOLUM 4. KONU-BAGIMLILIK DUYGU ANALIZi

Bu boéliimde duygu analizi, konu modelleme ve bulanik mantik sistemi arasinda bir
melez olan Onerilen modeli tanimlayacagiz. Bu modelde Twitter'dan toplanan iki
benzer terorist saldirmin tepkilerini kullanilip, bu reaksiyonlarin ana konulari, insan
karartyla LDA konu modelleme algoritmast kullanilarak ¢ikarilmigtir. Fikir
kelimelerini puanlamak icin kullamilan so6zlik yaklasimi, tweetlerdeki tiim goriis
kelimelerinin, goriis sozliigiindeki kelimelerle eslestirilerek tanimlandig1 tweetlerden
olugmaktadir. Daha sonra polariteyi belirlemek ve tweet'i duygusal siniflandirma igin
etiketlemek i¢in bir bulanik mantik sistemi kullanildi. POS ve N-gram olarak
ozellikler ¢ikarilmistir. Son olarak, veri setindeki tweet'lerin duyarliligim

siniflandirmak i¢in makine 6grenme yontemleri kullanilmaktadir. Sekil (4.1.) bu

o

modelin ana yapisimi gostermektedir.

Metin Onisleme

y Temiz veri
-

L 2

Konu Sozliik Tabanh
Modelleme Yaklasim

L2
Makine Ogrenmesi Bulanik Mantik
Yaklagimi Egitim verileri Sistemi

A 4

| Sonug I

Test verileri

Sekil 4.1. Onerilen Model Yapist.
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4.1. Konu Modelleme

Konu modelleme, bu tiir belgelerin niimerik veriler {izerinde kiimelemeye benzer
sekilde denetimsiz siniflandirilmasi i¢in bir yontemdir ve aradigimiz seyden emin
olmadigimizda bile dogal 68e gruplarim1 bulur (Jelodar ve ark., 2019). Konu
modelleme, bir metin govdesindeki gizli semantik yapilarin kesfi i¢in sik kullanilan

bir metin madenciligi araci tiiriidiir.

Konu modelleri, biiyiik miktarlarda etiketlenmemis metni analiz etmek i¢in basit bir
yol saglar. "Konu", sik sik birlikte ortaya ¢ikan bir kelime kiimesinden olusur. Bir
konu modellemesi, kelimeleri benzer anlamlara baglayabilir ve kelimelerin ¢oklu
anlamlarla kullanimlarini ayirt edebilir. Konu modellemenin kullanilmasi metnin tam

anlamin1 vermez, aksi halde elde edilemeyen konulara iyi bir genel bakis saglar.

Bir metinden konu elde etmek igin bir¢ok yaklagim vardir. Gizli Dirichlet Tahsisi
(Latent Dirichlet Allocation LDA) en popiiler konu modelleme teknigidir ve bu

caligmada kullanilmigtir.

Teknigin bilinen durumunda, LDA'nin birgok makalede en ¢ok kullanilan oldugunu
buluyoruz ve arastirmacilarin ¢ogu LDA'nin konu modelleme i¢in tercih edilen
yontem oldugunu savunuyor. LDA, belgelerin bir konu karigimindan {iretildigini
varsayar (Blei, Ng and Jordan, 2003). Bu konular daha sonra olasilik dagilimlarina
gore kelimeler olusturur. Belgeler veri kiimesi goz Oniine alindiginda, LDA bu

belgeleri ilk basta hangi konularin yaratacagini bulmaya calisir.

Diyelim ki belgelerde w sayida kelime var. P(w|d) dokiimani1 verilen bir kelimenin

olasiliginin s6yle oldugunu sdyleyebilmektir:

Leerp(wlt, d)p(t|d) (4.1)

P(t|d) belgelerindeki konularin olasilik dagilimi, P(w|t) konudaki kelimelerin

olasilik dagilimi, T toplam konu sayisidir.
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Konu modelleme algoritmalari, fikir modellemesinde artan bir ilgi gérmektedir.
(Fang ve ark., 2012) 'de, zit fikir modellemesi i¢in LDA temelli yeni bir denetimsiz
konu modelini Capraz Perspektif Konu (CPT) olarak 6nerdi, verilen bir konuya ve
konudaki yeterlilik Olciitlerine gore farkliliklarina gore birden ¢ok goriisten goriis
bulmay1 amaglamaktadir. Siyasi alandaki iki veri kiimesi iizerinde hem nitel hem de
nicel tedbirlerle deneyler yaptilar. Boylece iki temel hat olarak corrIDA ve LDA

kullanilan diger modellerle yaklasimlarin1 degerlendirmek miimkiin oldu.

Sadece 140 karakter uzunlugundaki tweetlerden konu ¢ikarmak, 6nemli bir arastirma
problemi haline geliyor. Her bir tweet'teki bircok kelime biraz rastgele oldugu igin,
tweetler bireysel belgeler olarak, konular belirgin goriinmeyebilir. Ancak konu
modelleme ile, tweet'lerde aktarilan temel konulari anlamak kolaydir ve olusturulan

konular bireysel tweetlerden daha tutarli goriiniir.

(Alvarez-Melis ve saveki, 2016) tweetleri konugmaya dayali olarak daha uzun
belgelere toplamak igin yeni bir plan 6neriyorlar. Bu ¢ergevede, bir belge bir tohum
tweet'inden, diger kullanicilar tarafindan gonderilen cevaplara yazilan tim
tweet'lerden ve orijinal posterin bunlara verdigi yanitlardan olusur. Bu teknigin
arkasindaki motivasyon, Twitter'daki kullanici-kullaniciya etkilesiminin birkag ilgili
konu etrafinda donme egilimi gostermesidir, bu nedenle tweet'leri konusmalara gore
birlestirmek daha tutarli bir belge toplama ve dolayisiyla daha alakali konu

cikarmaya yol agabilir.

(Hong ve Davison, 2010) tweet yazarlarinin modellenmesi i¢in LDA'ya daha basit
bir uzatma Onermektedir. Bir yazar tarafindan yazilan tweetleri tek bir belgede
toplayarak, tweet'lerin seyrek dogasindan kaynaklanan dezavantajlar azaltirlar. Ay
yazardan gelen mesajlar1 birlestirme yOnteminin kisa metin ortamlarinda

siniflandirma ve konu modeli gorevlerini iyilestirebilecegini buldular.

Konu modellemede, konu modellerinin nasil degerlendirilecegi konusunda genel bir
anlasma yoktur. Bir konu modelinin tutarliligini veya yorumlanabilirligini

degerlendirmek s6z konusu oldugunda, insan degerlendirmesi genellikle
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matematiksel metriklere tercih edilir, (Gaspar ve ark., 2015) ilgili konunun genel
anlayisini artiracak insan temelli bir bilesenin dahil edilmesini tavsiye eder. (Chang
ve ark.,, 2009) insanlarin konu modellerini degerlendirebilecegi iki gorev

onermektedir: kelime parazitizmi ve konu parazitizmi.

Bu tezde, LDA'ya tweet'lerde sakli olan konular1 kesfetmek igin insan, yorumlarini
oneriyoruz. Tweetler i¢cin LDA algoritmasi uygulayarak ve LDA sonuglarini manuel
olarak inceledikten sonra, her iki ataktaki reaksiyonlarin neredeyse ayni konularda
tartistigin1 bulduk. Bu konular 4 ana baslik altinda toplanabilir. Bu dort konuya:

haber konusu, dayanisma konusu, 6fke konusu ve dini konu diyoruz.

Haber konusu medya tarafindan yayinlanan Tweet'leri veya etkinligin aciklamalarini
iceriyor. Dayanigsma konusu, magdurlara sempati, kinama ve dayanisma duygular
iceren ya da magdurlara yardim ve yardim Onerisi iceren tweetleri igermektedir. 6fke
konusu, bu konunun tweet'lerindeki, teroristler, dini gruplar, etnik, hiikiimeti veya
politikacilar1 suglamak gibi ¢esitli seylere karst ofke, elestiri, kiifiir ve kinama
duygularini igerir. Dini konu bir dini su¢lamaya veya bazi etnik veya gégmenlerden
bahsetmeye ¢ok odaklanan Tweet'leri igerir. Tablo 4.1. konularin en bilgilendirici

kelimelerini gosterir.

Bu 4 konu LaRambla'da yaklasik %94 ve LondonBiridge davasinda %97'dir.
Tartismanin ana konusu (terdrizm) ile ilgili olmayan, ¢ogu reklami temsil eden veya
terdrist operasyonlara tepki konusu ile ilgili olmayan diger konular1 yayinlarken

trend hashtag'lerini kullanan geri kalan tweetler. Bu tweetler veri setinden ¢ikarildi.

Tablo 4.1. Konularin en bilgilendirici kelimeleri.

# Haber Dayanigma ofke Dini
1- Breaking Condemns Terrorism ISIS
2- Attack Pray White Terrorism
3- London Horrible Horrible Muslim
4- Injured Victims Terror Moroccans
5- Barcelona Hope Radical Mosque
6- Victims Peace Terrorist Immigrant

7- Police Safety Islam Islam
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Tablo 4.2. (Devamu).

# Haber Dayanisma ofke Dini

8- Death Solidarity Kill Radical

9- Effected Help ISIS Responsible
10-  People Heart Hate Peace

11 Terrorist, Sad Assault Assault

12 Related Stand Ideology immediately
13- Driver Love Massacre Islamic

14-  Van Terrorist Vigil Prophet

15-  Arrest strong Us Community

Konulariyla ilgili bir tweet 6rnegi Tablo 4.2.'de goriilebilir

Tablo 4.2. Konularin tweet rnegi.

Konu LaRambla LondonBiridge
Ofke A crazy kid kills someone in Pigs are at it again London attacks London
Charlottesville the entire right is Bridge and now two other locations. When
condemned. Muslims kill 13+ in enough is enough.

Barcelona the left cries tolerance.
Haber BBCBreaking: Neither of two men Breaking: Police confirm a second
arrested after #Barcelona attack drove incident ongoing at Borough Market in

the van, police say, but are linked to the London london attacks.

incident.

Dayanisma  We strongly condemn the cowardly My heart love and prayers go out to all the
#BarcelonaAttack. Our thoughts are victim’s survivors heroes and everyone
with the bereaved. else effected. #londonbridge.

Dini muslims praying muslims slaughtering ~ Muslims were opening there fast whilst
muslims blaming muslims spinning cowards were committing there attacks.
muslims hating muslims fighting. London Attacks London Bridge

4.2. Sozliik Tabanh Yaklasim

Sozliik tabanli yaklasim denetimsiz bir yaklasimdir. Sozliik tabanli yaklasim, belirli
bir belgenin duygu yoniiniin kelimelerinin ve ciimlelerinin duygu yoniinden

cikarilabilecegini varsaymaktadir.
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Yaklasimda, her bir dokiimanin duygu yonelimlerini belirlemek icin farkli siireclerin
kullanilacagimi igerir. Bu siireg, belge kelimelerini konugsma boliimlerine ayirmayzi,
her belge kelimesi i¢in puan atamak i¢in bir sdzliikk kullanma, olumsuzlama isleme,
bazi etki alan1 kelimelerinin duyarliligin1 belirlerken etkisini Onlemek igin
kullanmay1 oOnerdigimiz alan kelimelerini noétrlestirme igerir. tweet ve bu

yaklagimdaki son adim skor agirliginin hesaplanmasidir (Sekil 4.2.).

' — Sozlik Tabanh Yaklagim '
: :
1 1
1
POS ’ ,l " x Olumsuz Agirhik .
4:—)[M]—>[Puanlama Nétriestirme W
1

Sekil 4.2. Onerilen gercevedeki sézliik yaklasimi adimlari.

4.2.1. POS etiketleme

Konugsma parcast (POS) etiketlemesi, NLP'nin herhangi bir dilde temel
uygulamalarindan biridir. Bir climledeki her kelimeye bir etiket atama iglemidir.
Sadece etiketini tanmimlamamiz gereken kelimeye degil, aym1 zamanda komsu
kelimelere de baglidir, ¢iinkii ayni1 kelime icerige bagli olarak oynamak i¢in farkli
rollere sahip olabilir. Parcalama, bagimlilik ayristirma, herhangi bir dilde varlik

tanima gibi gorevleri yerine getirmek i¢in bir 6n gorev olarak hizmet eder.

Bu ¢alismada tweet'lerin tiim kelimelerini etiketlemek i¢in python Natural Language
Toolkit (NLTK) tokenize paketini wuyguladik. NLTK en giicli NLP
kiitliphanelerinden biridir. Bir kelimenin bir ctimle i¢inde yer aldig1 dil kategorisini
otomatik olarak tanimlar.

Asagidaki 6rnek, NLTK'nin bir metni nasil aldigini1 ve Token nasil doniistiirdiigiinii
gostermektedir. Sonra pos_tag () yontemini kullanarak bu belirtegler i¢in konugsma
etiketleme boliimlerini yapin. Pos_tag () belirli kelimeler i¢in belirli etiketler ¢ikarir.

(Algo 4.1.).
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import nltk

from nltk.tokenize import word_tokenize

text = word_tokenize("Hello welcome to the world of to Tearn Categorizing
and POS Tagging with NLTK and Python™)

nTtk.pos_tag(text)

OUTPUT

[('Hello', 'NNP'), ('welcome', 'NN"'), ('to', 'TO'), ('the', 'DT"),
('world', 'NN"), ('of', '"IN"), ('to', 'TO"), ('learn', 'VB'"),
('Categorizing', 'NNP'), ('and', 'CC'), ('POS', 'NNP'), ('Tagging', 'NNP'),
('with', "IN'"), ('NLTK', 'NNP'), ('and', 'CC'), ('Python', 'NNP')]

4.2.2.Puanlama

Ikinci boliimde agikladigimiz gibi, sézciik yaklasiminda sdzliik tabanli yaklasim ve
corpus tabanl yaklasim iki yontem vardir. Bu tezde, 6rnekteki terimleri belirli bir
sozliikle karsilastirarak metin verilerine duygu puanlari atamak icin terimler ve
duyarlilik puanlari igeren onceden olusturulmus sozliikler olan sozliikk tabanli
yontemler kullantyoruz. Bu tezde SentiWords sozliigii kullanildi, ¢iinkii -1 ile 1
arasinda bir duygu puaniyla iliskili yaklasik 155 bin Ingilizce kelime igeren yiiksek
kapsama alan bir kaynaktir. Bu kaynaktaki kelimeler lemma # PoS bi¢imindedir ve

sifatlar, isimler, fiiller ve zarflar iceren WordNet listelerine hizalanir.

Bu nedenle, climlelerde sifatlar, isimler, fiiller veya zarflardan birine sahip olan tiim
kelimelere puanlart SentiWords'ten atanir. Tweetlerden 6rnek: “We stand with
Barcelona tonight our hearts go out to the loved ones of the victims of this senseless
act of terror”, POS'u kelimeleri etiketledikten sonra SentiWords sozliiglinden
kelimelerin polarite puanlarini belirledik. Islem, listedeki her kelimeyi etiketiyle,
sozliikteki sozciik listesiyle karsilastirarak yapilir. Varsa, bu sozciiglin polarite puani

degilse NA yerlestirilir (Tablo 4.3.).

Tablo 4.3. Tweet icinde etiketleme ve puan atama drnegi.

# token lemma upos Xpos type puan

1 we we PRON PRP NA

2 stand stand VERB VBP V 0.06753
3 with with ADP IN NA

4 Barcelona Barcelona NOUN NN N 0

5 tonight tonight NOUN NN N 0




Tablo 4.3. (Devamu).
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#  token lemma upos Xpos type puan

6 our we PRON PRPS$ NA

7  hearts heart NOUN NNS N 0.48758
8 go 2o VERB VBP V 0.33002
9 out out ADV RB 0

10 to to ADP IN NA

11 the the DET DT NA

12 loved loved ADJ 1 A 0.66256
13 ones one NOUN NNS N 0.2725
14 of of ADP IN NA

15 the the DET DT NA

16 victims  victim NOUN NNS N -0.73756
17 of of ADP IN NA

18  this this DET DT NA

19 senseless senseless ADJ 1 A -0.42

20 act act NOUN NN N 0.16008
21 of of ADP IN NA

22 terror terror NOUN NN N -0.56255

4.2.3.Notrlestirme alam kelimeleri

Her bir konudaki sik kelimeleri gozden gegirip puanlarii belirleyerek, bu konularin
kelimelerinin negatiften olumluya derece olarak degistigini bulduk. Konu
dayanigmasi kelimelerinin dereceleri daha olumlu dereceler tagidigindan, 6fke ve din
konularinin sézlerine gelince olumsuz ve olumlu kelimeler igeren konu haberlerinin
sozleri gelirken, sozleri daha olumsuz duygular tasir, ancak olumsuz ofke

konusundaki kelimelerin derecesi dinden daha olumsuzdur.

Ayrica konu arasinda ortak kelimeler oldugunu ve alanla ilgili oldugunu tespit ettik.
Bomb, Attack, Kill, Injured, Explosion vb. kelimeler farkli konularla tweet'lerde
goriinebilir. SentiWords'e gore, bu kelimelerin yiiksek negatif puanlar1 var ve tweetin
son kutuplulugunu etkileyebilir, bu da tweetin duygularinin negatif oldugunu
gosterir. Bu etkiden kacinmak icin alanimizla ilgili bu yaygin kelimeleri sectik ve
onlara sifir puani verdik, yani onlar1 etkisiz hale getirdik. Bu yaygin kelimeler Tablo

4.4 'te gosterilmistir.
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Ornegin, Tablo 4.5.'te haberler ve dayanisma konularindan tweetlerimiz var. Tablo
4.6. ve Tablo 4.7. bu tweet'lerde nétrasyonu nasil uyguladigimizi géstermektedir. Bu
tweet'lerin alan kelimelerini nétralize etmeden once, puanlarin kelime toplamini
hesapladigimizda, bu tweet'lerin son polaritesini belirlemede bazi kelimelerin agik
bir etkisi oldugunu goriiyoruz. (dead, injured, arrested, victims, terror ve attack) gibi
alan kelimelerini nétralize ettikten sonra, her bir tweetin toplam sonucu, her bir

tweet'e gore olumsuzluktan tarafsizlifa veya pozitiflige daha yakin hale geldi.

Tablo 4.4. Ortak etki alani kelime ve puanlari.

Kilme PoS Puan Kilme PoS Puan
Arrest VB -0.67 Gun VB -0.34
Attack VB -0.75 Gunman NN -0.5
Attack NN -0.75 Incident NN -0.2
Attacker NN -0.69 Incident 1 -0.2
Attacking 1 0.16 Injured 1 -0.39
Blood NN -0.38 Kill NN -0.8
Bloody RB -0.54 Killer NN -0.82
Bloody 1 -0.54 Killing 1 -0.76
Bloody VB -0.54 Killing NN -0.76
Bomb NN -0.63 Murderer NN -0.77
Bomb VB -0.63 Shoot VB -0.38
Bombing NN -0.73 Shoot NN -0.38
Casualty NN -0.42 Shooter NN -0.33
Dead 1 -0.75 Suicidal A -0.71
Dead RB -0.75 Suicide NN -0.86
Dead NN -0.75 Terror NN -0.56
Death NN -0.78 Terrorism NN -0.85
Die NN -0.83 Terrorist NN -0.66
Die VB -0.83 Terrorize VB -0.63
Died VB -0.83 Victim NN -0.74
Explosion NN -0.46 Weapon NN -0.26
Explosive NN -0.22 Weaponry NN -0.32
Explosive 1 -0.22 Wound VB -0.44
Gun NN -0.34 Wounded A -0.42




Tablo 4.5. Tweet Ornegi.
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Metin Konu
At least 13 people killed and more than 80 injured in Barcelona van attack, Catalonia Haber
official says.
Breaking, Neither of two men arrested after Barcelona attack drove the van, police say, Haber
but are linked to the incident.
My heart goes out to those injured and the families of those who lost their lives today in  Dayanisma
Barcelona.
Praying for the victims and families of those attacked in Barcelona. Dayanisma

Tablo 4.6. Haber konulari, nétrlestirme tweetleri.

Tweet 1 Tweet 2
Kilme Onceki puan  Sonraki puan Kilme Onceki puan  Sonraki puan
At 0 0 Breaking 0 0
least 0 0 Neither 0 0
13 0 0 of 0 0
people 0.18 0.18 two 0 0
dead -0.75 0 men 0 0
and 0 0 arrested  -0.67 0
more 0 0 after 0 0
than 0 0 Barcelona 0 0
80 0 0 attack -0.7 0
injured -0.39 0 drove 0.13 0.13
in 0 0 the 0 0
Barcelona 0 0 van, 0 0
van 0 0 police -0.10 -0.10
attack -0.7 0 say 0.23 0.23
Catalonia 0 0 but 0 0
official 0.19 0.19 are 0 0
says 0.23 0.23 linked 0 0
to 0 0
the 0 0
incident -0.2 -0.2
Toplam . 0.6 -1.31 0.06




Tablo 4.7. Dayanigma konulari, nétrlestirme tweetleri.

Tweet3

Tweetd

Kilme
my
condolences
and
prayers
for
you
and
for
all
the
victims
in
Barcelona
Attack
peace!

Toplam

Onceki puan
0

-0.09

0

0.18

0

0

0

0

0.22

-0.74
0

0
-0.7
0.69
-0.44

Sonraki puan
0

-0.09

0

0.18

0

0

0

0

0.22

- o o © o o

Kilme
Praying
for
the
victims
and
families
of
those
attacked

in

Barcelona.

Onceki puan

0.18

Sonraki puan
0.18

0

0

0

0

0.56

S O o O

0.74

4.2.4.Olumsuz muamele
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Dilbilimdeki olumsuzlama, bir olumlamayi tersine ya da tam tersine yapma siirecidir.

verilen bir duyguyu analiz ederken 6nemli bir konudur; bu, climlelerin (not, don’t,

should vb.) bir olumsuzlama kelimesi igermesine baglanabilir. Bu kelimeler

climlenin kutuplulugunu degistirir. Ornegin, (I don’t like the movie). (“Like” )

kelimesi olumlu bir anlam tasir, ancak (“don’t”) climle anlamini tersine cevirir.

Olumsuz muamele, olumsuzlamanin kapsamini belirlemenin ve bir olumsuzlamadan

gergekten etkilenen goriislii kelimelerin kutuplarini tersine ¢evirmenin otomatik bir

yoludur (Jia,ve ark. 2009).

Ciimlenin olumsuzlamanin etkiledigi kismina olumsuzlamanin ¢evresi veya kapsami

denir. Bir olumsuzlama teriminin varhigi,

kelimelerin ters ¢evrilecegi anlamina gelmez.

climledeki kutuplart tasiyan tiim
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Bununla birlikte, en son teknolojide dilbilimsel fenomenle ilgilenen bir¢ok yontem
vardir. Statik pencere ve noktalama isaretlerine dayali yontem gibi en popiiler
yontemler. Bir olumsuzlama ifadesinin pencere boyutu, ciimledeki hangi kelime
dizisinin olumsuzlama soézciiklerinden etkilendigini belirler; yani, pencere boyutu
bire esitse, bu negatif parcaciklarin etkisinin sadece yanlarindaki kelimeye sunuldugu

anlamina gelir (Hogenboom ve ark., 2011).

Olumsuzluk kelimesini takip eden kelimenin polaritesini tersine g¢evirmek ig¢in
yaklagma ¢agr1 penceresi boyutlarini uyguladik. Tez kullanim biiyiikliigii = 1 ¢iinkii
olumsuzlama kelimesinin etkisinin ¢ogunlukla ondan 6nceki kelimenin anlamini

etkiledigini diisiiniiyoruz.

Algoritma ytiriitiildiikten sonra, negatif bir parcaciktan etkilenen kelimelerin puani -1
ile ¢arpilarak dogrulamay1 tersine cevirir. Algoritma algoritma 2'de gosterilir. Alg.

4.2. Olumsuzluk kapsamin belirleme algoritmasi.

Algorithm Determining the Negation Scope
INPUT: Document
for all word € Document do

If word € negative_particle then

For i =0 until i = windows_size do
If (nextword ¢ negative_particle) and (next word ¢ punctuation_mark) then

Wordscore =* —1
Else
Break and continue with next word in the document
end if

end for

end if
end for

4.2.5. Agirhik hesaplama

Agirlik hesaplamasinda belgedeki kelimelerin negatif ve pozitif puanlarini
hesapliyoruz. N terimini iceren bir belge D verildiginde, belgenin toplam Puani,
Denklem (4.2) belgesindeki (t) terimlerinin pozitif (pos) ve negatif (neg)
puanlarinin toplami hesaplanarak hesaplanir. Ayrica, bir Denklem (4.3) konusuna ait

terimlerin sikligini (F) hesapliyoruz.
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Score(Dy) = YN_, score(ty,) 4.2)

F(Dy) = ~Ceetopic f (t) (4.3)

Belge puani ve sikliginin hesaplandig diisiiniildiigiinde, bir sonraki adim belgenin

polaritesini belirlemektir.

Duygu analizinde polarite belirleme, bir climlenin 6zneye karsi pozitif, negatif veya
nétr bir duygu ifade edip etmedigini belirlemekle ilgilidir. Dolayisiyla Duygu

analizine polarite tayini de denir.

Bu tezde, kutupluluk konuya gore belirlenir ve bu konularin polaritesi, 6fke
durumunda akut olumsuzluk ile dini durumda orta olumsuzluk arasinda, haber
durumunda az negatif veya pozitif, dayanisma durumunda pozitif arasinda degisir.

Polariteyi belirlemek i¢in bulanik mantik kavrami kullanilmistir.
4.3. Bulanik Mantik Sistemi

Bulanik Mantik 1965 yilinda profesor Lotfi A. Zadeh tarafindan baglatilmistir
(Gupta, 2011). Bulanik mantik fikri insanlara daha yakin goriinmektedir. EVET ve
HAYIR dijital degerleri arasindaki tiim ara olasiliklar1 i¢eren insanlarda karar verme
sekli. Ancak bulanik mantik degiskenlerinde O ile 1 arasinda degisen bir dogruluk

degeri olabilir. Kontrol teorisinden yapay zekaya kadar birgok alana uygulanmaistir.

Bu calismada, duygu siniflandirmasi yapmak icin bulanik kiime teorisinden
yararlanilmigtir. Bulanik kiime teorisini se¢iyoruz, ¢iinkili duygu kutuplulugundaki
icsel bulamklig1 temsil etmek icin daha basit bir yol saglamaktadir. Uggen ve Trapez

iiyelik fonksiyonlar, ilgili bulanik skor ve polarite terimleri igin kullanilir.

[lk adim, net bir giris degerini, bilgi tabanindaki bilgilerin kullanilmasiyla
gergeklestirilen bulanik bir degere doniistiirme islemi olan bulaniklastirmadir.

Burada bulanik degerleri elde etmek i¢in kullanilmasi gereken bulanik kiimeler ve
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bulanik iiyelik islevleri. skoru ve konuyu girdi degiskenleri olarak aliyoruz, skorun
tiyelik fonksiyonu Biiytik Pozitif (BP), Kiigiik Pozitif (SP), Sifir (ZZ), Kiiciik Negatif
(SN) ve Biiyiik Negatif (BN), konu i¢in ise Haberler, Dayanisma, Din ve Ofke. Bu

iligki kiimesini agagidaki iliski ile tanimlariz:

A =Xioy K (x;) (4.4)

Bu denklem Denklemi (4.4), Soylem Evreninin ve iiye islevinin uygulandigi

bulaniklastirma siirecinde kullanilir. (Sekil 4.3.).

Skor
BN SN r 44 SP BP
»
»
-1.0 -0.5 -0.3 -0.05 -0.01 0 0.01 0.05 0.3 0.5 1.0

Sekil 4.3. Fuzzification.

Burada arastirmalarimizda Mamdani c¢ikarsama sistemini kullaniyoruz, arastirma
yontemlerinde kullanilan en genel ve son derece faydali yaklasimdir. Bulanik kiime

teorisi kullanilarak yapilan ilk kontrol sistemidir.

Tablo 4.8.’de gosterilen kurallann  kullanarak  kontrollii  ¢iktiy1  kolayca
tanimlayabiliriz bdylece daha kolay sonug alinir. Bunlar basit IF-ELSE kurallardir.
Bu kurallarin kontrol yilizeyi Sekil 4.4. 'de gosterilmistir.

Tablo 4.8. Bulanik kural.

Dayanisma  Haber Dini Ofke
Big Postive Positive Positive  Neutral ~ Neutral
Small Postive  Positive Neutral ~ Neutral ~ Neutral
Zero Positive Neutral ~ Neutral = Negative
Small Negative Neutral Neutral ~ Negative Negative

Big Negative Neutral Negative Negative Negative
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Sekil 4.4 Kontrol yiizeyi.

Bulaniklagtirma (Defuzzification), bulanik sonuglari net hale doniistiirmek icin
eslemenin yapildig1 ters bulaniklastirma siirecidir. Bir dizi degiskeni bulanmik bir
sonuca doniistiiren bir dizi kural kullanmir (Sekil 4.5.). Bulanik kiimeler ve iiyelik
islevleri iceren hesaplanabilir sonuglar iiretir. Bulanik kiimeleri net degerlere esleme

¢iktist verir. Burada kesin sonuglari tanimlayan bir tiggen almaktadir.

Cikti
Negatif Notr Pozitif
-« D 2
-1.0 -0.5-0.3 0 03 0.5 1.0

Sekil 4.5. Defuzzification.

4.4. Makine Ogrenimi Yaklagim

Makine ogrenmesi-yaklasimi, duygu analizi i¢in yaygin olarak kullanilr,
metinlerdeki duygular incelemeyi ve degerlendirmeyi amaglayan birgok algoritma
icerir. Makine 6grenimi yontemleri kullanildiginda, o6zellikler yakalanir ve analiz

edilir. Daha sonra ¢ikarilan 6zellikler kullanilarak bazi verilerden (egitim verileri) bir
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model olusturulur (Sekil 4.6.). Genel olarak, makine O0grenmesinin temel amaci

karmasgik yapilar1 tanimlamak ve otomatik olarak akilli kararlar vermektir.

.......................................................

Egitim Asamasi \

Ozellikler
Cikarma

Ozellikler

[Tweetler

1
! Etiketli
|
|
'

Tahmin Asamasi s

Ozellikler ¥
Etiketsiz

Ozellikler Simiflandirici
Tweetler Cikarma Madeli

.......................................................

Sekil 4.6. Onerilen gergevedeki Makine 6grenmesi-yaklasimi adimlari.

4.4.1. Ozellik ¢ikarma

Makine 6grenimi yaklasiminda oOzellik ¢ikarma, duygularin analiz edilmesi ve
siniflandirilmasinin 6nemli bir parcasidir. Duygular analiz etmek i¢in kullanilan
bir¢cok ozellik ¢ikarma teknigi vardir. Bu tezde POS Etiketleri ve N-gram ozellik
cikarma tekniklerinin performansi iizerine bir ¢calisma gerceklestiriyoruz. Hedefimiz,

veri kiimesinin ilgili 6zelliklerini yakalayan en iyi 6zellik tiiriinii bulmaktir.
4.4.1.1. POS ozellikleri

POS etiketleme, ciimleleri kelimelere bolme ve POS etiketleme kurallarina gore her
kelimeye isim, fiil, sifat ve zarf gibi uygun bir etiket ekleme yontemidir. Cogu
arastirmada, sifatlar, fiiller ve zarflar gibi 0Ozellikler genellikle duygulan
siniflandirmak igin kullanilir. Bazi arastirmacilar sadece bir Ozellik kullanirken,

digerleri siniflandirma i¢in farkli kombinasyonlar kullandi.

(Dray ve ark., 2009) sifatlar1 film incelemelerinden ¢ikard: ve kesinlik / hatirlamay1

hesapladi. Sifatlarin bir incelemeyi olumlu ve olumsuz olarak siniflandirmak igin
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kullanilabilecegi sonucuna vardilar. pozitif sinif igin 0.71 ve negatif sinif i¢in 0.62 f-
skoru kaydetmislerdir. (Pang ve ark., 2002) yalnizca film inceleme alanlarindaki
sifatlar1 kullanarak film inceleme alan adlarinda yaklasik %82,8 dogrulukla elde

etmistir.

(Neviarouskay ve ark., 2009)’de fiilin, bireysel climle diizeyindeki goriisleri
siniflandirma yaklagimlarindaki roliinli tartismiglardir. Deneme yapmak igin
aciklamali 1947 fiilleri ¢ikardilar. Arastirmaci, cimlenin bir fiil igermesi gerektigini,
¢linkii eylemin bagh oldugu konusma kismi oldugunu belirtmektedir. Bu nedenle, fiil
kism1 olmayan ciimle, goriisleri olumlu veya olumsuz olarak siniflandiramayabilir.

%71 civarinda f-skoru elde edilmisler.

(Dragut ve Fellbaum, 2014) ise yogunlasan sekiz zarfin, i¢inde bulunduklar
climlelerin duygu puanlan {izerindeki etkisini incelemiglerdir. Calisma, bazi1 yaygin
olarak kullanilan duygu sozliiklerinde temsil edilmelerinin aksine, bu zarflarin igsel
bir duygu polaritesi tagimadigini, ancak baglamlarindaki kelimelerle aktarilan

duyguyu farkli derecelerde giiclendirdigini gdstermistir.

Bu calismada sifat, fiil ve zarf Ozellikleri ayiklamamiz gerekiyor. {igiinii dikkate
alacak ve duygularin siniflandirilmasinda hangisinin en etkili oldugunu test

edilecektir.

Bu yontemin genel islemleri asagidaki gibidir. Twitter climleleri i¢in 6ncelikle POS
etiketleme yapilir. Bazi climleler kriterlere gore egitim veri seti olarak secilir ve daha
sonra kutuplarina gore pozitif ve negatif olmak iizere iki sinifa ayrilir. Siiflardaki
kelimeler POS etiketleri kullanilarak kiimelenir. Daha sonra, sdzciigiin ait oldugu
kiimelenmis 6zellik kiimesinin bagimlili§ina ve sézciik ayrimciligina bagh olarak her
sozciige bir agirlik degeri atanir. Egitim asamasi sona erdiginde, bir istatistiksel veri
tablosu elde edilir. Test belgesindeki twitter cilimlelerinin duygular istatistik

tablosuna gore degerlendirilir.
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Tablo 4.9. Baz bilgilendirici 6zellikleri gdstermektedir.

Sifat Fiil Zarf
Kilme Ag.  Smmf Kilme Ag.  Smf Kilme Ag.  Smf
Spanish 48 neu Praying 203 pos  Strongly 102.6 pos
Heinous 51 neg  Affected 74 pos  Ago 83.2  neu
Dead 67 neu  Stand 84.7 pos  Never 752  neg
<«  Devastating 66 neg Killed 81.4 neu  Still 74.1  neg
;% Illegal 60 neg Confirm 742 neu  Exactly 69.7  pos
S Dangerous 54 neg  Wanted 67.7 neu  Really 67.3  pos
Armed 48 neu  Exploit 66.6 neg  Together 65.8  pos
Horrible 48  pos  Surround 65.8 pos ideologically 48.1 neg
Islamic 46 neg Confirmed 61.2 neu  Quickly 46.1 neu
Strong 45 Pos  Alleged 50 neu  Anymore 46.1  neg
Muslim 106 neg  Attacks 125 neu  Nearly 430 neu
Silent 91 pos Remind 124 neg  Honestly 324 pos
Safe 67 pos Died 107 neu  immediately 311 neg
g, Critical 44 neu Devastated 102 pos  Officially 308  neu
E Heartbreaking 43  pos  Fall 100 neu  Absolutely 227 pos
_§ Wounded 43  neu  Acknowle 94 pos  Again 187 neg
§ Conservative 27 neg Remember 88 pos  More 145 neu
Tragic 26 neg  Stand 72 pos  Exactly 141 neg
Sad 20 pod Killed 71 neg  Never 127 neg
Jihadi 20 neg Help 70 pos  Really 92 pos

4.4.1.2. N-gram ozellikleri

N-gram, belirli bir metin veya konusma dizisinden n siirekli kelimeyi veya sesi
kontrol etmek i¢in bir stratejidir. Bu model, siradaki bir sonraki 6geyi tahmin etmeye
yardimci olur. bilgi alma ve metin madenciliginde yaygin olarak kullanilmaktadir.
Duygu analizinde n-gram modeli, dokiimanin veya metnin duygusunu tahmin etmeye
yardime1 olur. n bitisik jetondan olusan daha uzun bir 6zellige sahip bir dilim

anlamina gelir.

N-gram, kelimelerin dogal bir uzantisidir. Kelimelerin torbasinda, inceleme
metnindeki kelimeleri, birgram anlamina gelen tek tek kelime sayisi istatistiklerine

ayiriyoruz. n-gram kelimelerin ¢antasindan daha bilgilendirici olabilir ¢iinkii her
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kelimenin etrafinda daha fazla baglam yakalarlar. Bununla birlikte, n-gramlar kelime
torbasindan ¢ok daha biiylik ve daha seyrek bir 6zellik kiimesi iiretebileceginden,

bunun bir maliyeti vardir.

En yaygin n-gramlar: unigram bir biiylikliikkte n-gram anlamina gelir, bigram iki
biiyiiklilkte n-gram anlamina gelir, tri-gram {i¢ biiylikliikte n-gram anlamina gelir,

hatta daha yiiksek gram, dort-gram, bes-gram vb.

Sonug olarak, asagidaki inceleme metni verildiginde “Thinking of all those affected

by today's attack”. bunu pargalara ayirabiliriz::

- unigram: ““Thinking’, ‘of’, ‘all’, ‘those’, ‘affected’, ‘by’, ‘today's’, ‘attack’”

burada tek bir kelime dikkate alinir.

- bigram: “‘Thinking of”, ‘of all’, “all those’, ‘those affected’, ‘affected by’, ‘by
today's’, ‘today's attack’ burada bir ¢ift kelime dikkate alinir.

- trigram: ““Thinking of all’, ‘of all those’, ‘all those affected’, ‘those affected
by’, ‘affected by today's’, ‘by today's attack™ burada iice esit olan bir dizi

kelime dikkate alinir.

Tablo 4.10., versisetindeki tweetlerdeki en yiiksek 10 ozellik vektorii (frekans)

unigram, bigram ve trigram 6zellik vektorlerini gostermektedir.

Tablo 4.10. Unigram ve Bigram ve Trigram ozellikleri.
Unigram Bigram Trigram

Kilme  Simf Kilme Smif Kilme Simif

People pos  Barcelonaterrot neg  Barcelona terror attack  neg

Crazy neg  Terror attack neg  Barcelona van attack neu
Jihadi neg My heart pos  Prayers go out pos
% Killed neu  Jihadi idriss neu  Barcelona stay safe pos
% Victims pos  Effected people neu  Stay strong barcelona pos
- Strong  pos  Lying media neg  Attack jihadi terrorism  neg
Pray pos  Stay strong pos  Possible terrrorist attack neu

Radical neg  Van attack neu  Denounce radical islam  neg
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Tablo 4.10. (Devamu).

Unigram Bigram Trigram
Kilme Smif Kilme Siif Kilme Sinif
Stay neg  Sending love pos  Spanish prime minister neu
Van neu Isis group neu  Barcelona so sad pos
Condemning pos  London attacks neg  London terror attack neg
Skynews neu London bridge neg  Attack london bridge neg
Muslim neg  Stay safe pos  London attacks pray pos
g, Pray pos London mayor neg  London bridge borough neu
E Shoot neu  Attacks pray pos  London attacks breaking neu
_§ Borough neu Isis terror neu  Islam london attacks neg
§ Manchester neg  Borough market neu  Attack multiple casualities neu
Victims pos  Breaking attack neu  Attack stay safe pos
Evil neg My heart pos  People Injured numeber neu
Wake neg  Vauxhall london neu  Radical islamic spreads neg

4.4.2. Simiflandirma algoritmasi

Smiflandirma diizeyinde, her bir kaydin bir sinifa etiketlendigi modeli egitmek i¢in
makine 6grenme algoritmalariyla ortaya ¢ikan 6zellikleri kullaniyoruz. Siniflandirma
modeli, sinif etiketlerinden birine ait temel kayittaki 6zelliklerle ilgilidir. Daha sonra
model, metnin smifin1 tahmin etmek icin test verilerine uygulanir, metnin

duyarliligimi simiflandirmak anlamina gelir.

Smiflandirma asagidaki gibi tanimlanabilir. Belgenin bir agiklamasi d € X
verildiginde, burada X belge alani, sabit bir C = {cy,c5,...,c,}  smift seti
ve (d,c) etiketli egitim <{d,c) € X X C bir makine Ogrenme algoritmas1 I’
kullanarak, belgeleri siniflarla esleyen bir siniflandirici veya smiflandiricr islevi
I'(D) =y learn 6grenmemiz gerekir: y: X — C. Duygu analizi i¢in, C kiimesi li¢

C = {positive, negative, neutral} sinifindan olustur.

Farkli tiirlerde makine Ogrenme algoritmalar1 vardir, bu tezde dort siniflandirma
algoritmasi kullaniyoruz: Naive Bayes (NB) siniflandirmasi olasiliklara dayali, SVM

ve istatistiklere dayali Lojistik Regresyon (LR) siniflandirmasi, Karar Agaci (DT)
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simiflandirmasi, grafikler ve tiim bu algoritmalar bir oylama algoritmasinda

birlestirilmistir.

NB basit ama etkili ve yaygin olarak kullanilan bir makine 6grenimi
siniflandiricisidir. Bayesci bir ortamda Maksimum A Posteriori karar kuralim
kullanarak siiflandirma yapan olasilikli bir siniflandiricidir. Ayni zamanda ¢ok basit
bir Bayes ag1 kullanilarak da temsil edilebilir. Bir Naive Bayesian modeli olusturmak
cok kolaydir, bu da onu ¢ok biiyiik veri kiimeleri i¢in 6zellikle yararli kilan karmagik
yinelemeli parametre tahmini igcermez. Basitligine ragmen, Naive Bayesian
siniflandiricis1 genellikle sasirtict derecede iyi bir performans sergiliyor ve yaygin
olarak kullaniliyor ¢iinkii ¢ogu zaman daha karmasik siniflandirma yontemlerinden

daha iyi performans gostermektir.

SVM yaygin olarak kullanilan makine 6grenme algoritmasidir. Ayni1 zamanda hem
siniflandirma hem de regresyon amaglar1 ic¢in kullanilabilir. SVM'nin ana fikri,
egitim setindeki herhangi bir sinif veri noktasi arasinda maksimum marjli kdprii

olusturmaktir, bu yeni verilerin dogru bir sekilde siniflandirilma sansini artirabilir.

LR, verileri ayrik sonuglara ayirmak igin olasilikli bir istatistiksel yontemdir.
'"Lojistik Regresyon' olarak adlandirilir, ¢iinkii altinda yatan teknik Dogrusal
Regresyon ile tamamen aynidir. Ancak en biiyiik fark, ne i¢in kullanildiklarinda
yatmaktadir (Feng ve ark., 2014). Degerleri tahmin etmek / tahmin etmek igin
dogrusal regresyon algoritmalar1 kullanilir, ancak simiflandirma gorevleri icin lojistik

regresyon kullanilir.

DT, endiiktif ¢ikarim i¢in en yaygin kullanilan ve pratik yontemlerden biridir.
Giriltili verilere dayaniklhidir ve ayrik ifadeleri 6grenebilir. Karar agaclar1 hem
siniflandirma hem de regresyon problemleri i¢in kullanilir. ID3, C4.5 gibi karar agaci
algoritmalar1 ¢ok popiiler endiiktif ¢ikarim algoritmalaridir ve bircok egilimli géreve

basartyla uygulanirlar.
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Tim bu algoritmalarin 6ngoriilen smiflar1 bir oylama algoritmasinda (MV)
birlestirildi. N sayida simnifimiz oldugunu varsayalim. Oylama asagidaki formiile gore
yapilir (Denklem 4.5).

C={cy,C...,Cn} (4.5)
ve m siniflandirma algoritmasi I" sayis1 (Denklem 4.6).

L,i={1,..,m} (4.6)

Oylama algoritmast MV 'de ¢; sinifinin p olasiligi, siniflandirma algoritmalarinda bu

siniflarin olasiliklarinin ortalamasidir. (Denklem 4.7).
1
p(MV,c)) = — S, p(Fj, ) 4.7)

Oylama algoritmasinda oylanan “MV;” siifi maksimum olasilik siifidir. (Denklem

4.8).

MV, = max {p(MV, c;),p(MV, c;), ..., p(MV, c;,)} (4.8)



BOLUM 5. TARTISMA VE SONUC

Bu boliimde, onerilen modelimizin deneylerinden elde ettigimiz sonuglar hakkinda
tartisacagiz. POS oOzellikli simmiflandirma algoritmalar1 kullanildiginda elde edilen
sonugla baglayarak. Bundan sonra, N-gram Ozelliklerinin uygulanmasindan elde
edilen sonuglar1 tartisacagiz. Ayrica bu ¢alismanin sonuglarini sunariz ve gelecekteki

caligmalar i¢in 6nerilerde bulunuruz.
5.1. Tartisma

5.1.1. POS ozelliklerinin uygulanmasi

Tablolar 5.1. ve 5.2., farkli algoritmalar kullanarak Sifat, Fiil ve Zarflar gibi ii¢ tip
POS o6zelligi kullanarak LaRambla ve LondonBiridge saldirilari hakkindaki
reaksiyonun  duygurli  smiflandirma  sonuglarin1  gdstermektedir.  Burada,
Smiflandirma algoritmalarinin uygulanmasindan elde edilen sonuglar arasinda bir

karsilastirma yapiyoruz.

Sifat 6zelliginin kullanilmasi durumunda, NB'in LaRambla ve LondonBiridge veri
kiimelerinde sirasiyla %94.8 ve %92.5 dogrulukla en iyi sonuglari verdigi
goriilmektedir. MV algoritmasi, LaRambla'da %92,7 ve LondraBiridge'de ikinci en
iyi dogrulugu %93,3 olarak gerceklestirdi. LR gelince, iki veri setinde %93
dogrulukla ayn1 sonucu verir. SVM ve DT, LaRambla'da sirasiyla %92,5 ve %92.,4
dogruluk ve LondonBiridge ile %90,8 ve %90,7 dogruluk ile hemen hemen ayni

sonuglar1 verir.

Fiil 6zelliginin kullanilmast durumunda, DT algrithm kullanimi daha iyi dogruluk

saglar, LaRambla ve %93.1 LondonBiridge ile %94.3, MV algoithm, LR ve SVM iki
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veri setinde neredeyse ayni sonuglari elde etti. NB %91.5 ve %91.3 ile biraz daha

diisiik dogruluk elde etti.

Tablo 5.1. LaRambla veri seti ile POS 6zelliklerinin siniflandirma sonuglari.
Smiflandirict  Ozelligi  Dogruluk  Duyarhilik  Hassasiyet F1-Skor

Sifat 94.8 93.8 98.7 96.19
NB Fiil 91.5 90.57 94 92.25
Zarf 86.8 87.7 88.9 88.3
Sifat 93.12 92.31 97.90 95.02
LR Fiil 92.5 91.8 97.6 94.61
Zarf 84.62 82.89 83.98 83.43
Sifat 92.5 92.9 96.1 94.47
SVM Fiil 92.4 92.4 96.5 94.41
Zarf 85.44 85.67 85.53 85.6
Sifat 92.4 92.4 96.5 94.41
DT Fiil 943 93.2 98.7 95.87
Zarf 80.48 78.75 79.84 79.29
Sifat 933 93.2 98.7 95.87
MV Fiil 92.7 92.8 97.8 95.23
Zarf 84.4 86.15 85.13 85.64

Tablo 5.2. LondonBiridge veri seti ile POS ozelliklerinin siniflandirma sonuglari.
Smiflandirict  Ozelligi  Dogruluk Duyarhilik Hassasiyet F1-Skor

Sifat 92.5 92.9 96.1 94.47
NB Fiil 91.3 91.3 96.3 93.73
Zarf 85.06 83.29 85.35 84.31
Sifat 93 922 97.8 94.92
LR Fiil 92.14 91.44 97.24 94.25
Zarf 82.28 80.73 76.77 78.7
Sifat 90.8 90.1 96.9 93.38
SVM Fiil 92.19 92.19 96.29 94.2
Zarf 84.46 8291 78.95 80.88
Sifat 90.7 90.8 95.8 93.23
DT Fiil 93.1 923 97.9 95.02
Zarf 80.58 71.29 79.89 75.35
Sifat 92.3 91.9 97.0 94.38
MV Fiil 91.57 91.67 96.67 94.1

Zarf 83.57 83.32 82.3 82.81
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Zarf ozelligi kullanilmasi durumunda, tiim algoritmalarin sifat ve fiil 6zelligini
kullanmaya kiyasla zarf oOzelligi ile koti sonuglar verdigini not edebiliriz. NB
tarafindan LaRambla veri seti ile elde edilen %86.8'den fazla dogruluk yapmazken,
en kotii dogruluk, LondonBiridge veri setiyle DT tarafindan %80.48 elde edildi. Zarf
kelimelerinin sayisi, Sekil (5.1.) 'de gosterildigi gibi fiil ve sifatlarin sayilarina
kiyasla ¢ok daha az oldugu igin, bu daha kotii sonug gerekgelendirilebilir. Ayrica,
incelememiz yoluyla, bircok aragtirmaci ayrica zarfin tek basma (Dragut ve

Fellbaum, 2014)'da belirtildigi gibi dogal duyugu polaritesi tasimadigini belirtmistir.

LaRambla: POS olusum sikligi LondonBiridge: POS olusum sikligi
1
NOUN ] PROPN ]
PUNCT ] NOUN |
PROPN ] VERB ]
ADP
ADP
VERB
PRON
DET
Ay e
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Sekil 5.1. Veri setlerindeki POS sayilari arasinda karsilagtirma.

Ug POS 6zelliginin sonuglar1 arasinda karsilastirma yaparak, sifatin kullanilmasiin
en iyi genel performansi verdigi sonucuna varabilirken, zarflart kullanmanin daha
koti bir performans verdigi sonucuna varabiliriz. Her ne kadar konugmanin tiim
parcalart 6dnemli olsa da, ancak insanlar duygularin ¢ogunu tasvir etmek icin en
yaygin olarak sifatlar kullandi. Sifat ve ciimle 6zneliginin varlig1 arasinda yiiksek bir
korelasyon vardir. Literatiirden, sifatlarin konugsmanin tiim bdliimleri arasinda en gok
ozellik olarak kullanildigini ve sadece 6zellik iiretimi i¢in sadece sifatlara odaklanan

tiim ¢aligmalar tarafindan yiiksek bir dogruluk bildirildigini bulduk.

Genel olarak, sifat 6zelligini kullanirken NB ve LR'nin en iyi sonuglari aldigim
goriiyoruz. DT ise fiil 6zelligi ile en iyi performansi elde etti. SVM ve NB

algoritmalar1 en iyi zarf ile performans gosterir. Burada MV en iyi sekilde ¢alistigini,
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farkli 6zelliklerle oldukea iyi dogruluk sonuglari elde ettigini not edebiliriz. Bu, MV
kullaniminin her zaman bir denge ve iyi sonuglar elde ettigini dogrularken, diger

algoritmalarin sonuglarinin farkl 6zelliklerle dalgalandigini dogrular.

Iki veri setinin sonuclari ile Kkarsilastinldiginda, LaRamblanin sonuglari
LondonBiridge'den biraz daha iyidir. LaRambla'ya tepki olarak kullanilan POS
ozelliklerinin sayisinin LondonBiridge'de kullanilandan ¢ok daha fazla oldugunu
belirtiyoruz (Sekil 5.1.). Ayrica, LaRambla ve LondonBiridge'de kullanilan ortalama
kelimeleri sayarken, LaRambla durumunda 5-10 kelime oraninda tweet sayisi
Londra'daki tweet sayisinin neredeyse iki katidir (Sekil 3.4.) iyi sonuglar, diger

algoritmalari sonuglan farkli 6zelliklerle dalgalanir.
5.1.2.N-gram o6zelliklerinin uygulanmasi

Bu bolimde unigram, bigram ve trigram gibi N-gram 6zelliklerinin siniflandirma
performansim1 ~ karsilastirtyoruz. N-gram  6zellikli  siniflandirma  algoritmalari
kullanildiginda elde edilen deneysel sonuglardan. Tablolar (5.3.) ve (5.4.) 'de
gosterilen sonuglar, unigram kullaniminin en iyi performansi verirken, trigramlar

kullanirken daha kotii bir performans saglar.

Trigramin basarisizligt muhtemelen trigram Ozelliklerinin unigram ve bigramdan
daha diisiik frekans sayimlarina sahip olmasindan kaynaklanmaktadir. Yeterli trigrm
frekans1 eksikligi nedeniyle, reaksiyon veri setlerinin toplandig1 tweetlerdeki
metinlerin simirlandirilmas: (140 karakteri ge¢meyen). Onislemdeki metinden
gliriiltiilii verileri hari¢ tutarak, kalan kelimeler iyi sonuglarin elde edilmesine
yardimci olabilecek trigram o6zelliklerinin frekans sayiminin {iretilmesinde yeterli

olmayabilir.

Unigram 6zelliginin kullanilmasi durumunda, SVM'nin LaRamla veri seti ile %88,36
ile en iyi sonuglart verdigi goriilmektedir, Ancak, LondonBiridge veri setini
kullanirken en kotii sonucu almistir. aksine, LR ve DTmin LondonBiridge'de

strasiyla %84.5 ve %84.4 ile en yiiksek sonuglar1 aldigini, LaRambla veri setleriyle



en kot perforamansi

sonuglarinda da buluyoruz. MV ise iki veri kiimesinde ti¢lincii sirada yer aldmistu.

gergeklestirdiklerini

gorilyoruz. Bu

tutarsizligi

Tablo 5.3. LaRambla veri seti ile Ngram 6zelliklerinin siniflandirma sonuglari.

Siniflandirict  Ozelligi  Dogruluk  Duyarlilik Hassasiyet F1-Skor
Unigram 86.93 88.23 84.62 86.39
NB Bigram 83.95 86.14 80.99 83.49
Trigram 75.58 74.16 78.68 76.35
Unigram 86.22 84.4 86.73 85.55
LR Bigram 84.93 88.94 84.85 86.85
Trigram 69.9 71.15 66.45 68.72
Unigram 88.36 89.06 84.76 86.86
SVM Bigram 87.34 88.94 84.85 86.85
Trigram 74.88 74.16 78.68 76.35
Unigram 85.34 84.2 84.54 84.37
DT Bigram 84.06 77.54 84.29 80.77
Trigram 72.53 71.5 69.44 70.45
Unigram 86.26 84.38 83.88 84.13
MV Bigram 84.49 80.83 83.98 82.37
Trigram 73.8 72.45 76.18 74.27

Tablo 5.4. LondonBiridge veri seti ile Ngram 6zelliklerinin siniflandirma sonuglart.

Smiflandirict  Ozelligi Dogruluk  Duyarhlik Hassasiyet F1-Skor
Unigram 83.33 84.16 81.12 82.61
NB Bigram 80.83 83.98 82.38 83.17
Trigram 71.72 75.32 70.36 72.76
Unigram 84.5 86.15 85.13 85.64
LR Bigram 83.95 85.77 81.21 83.43
Trigram 60.76 64.42 61.58 62.97
Unigram 83.07 85.77 79.79 82.67
SVM Bigram 82.89 83.98 83.43 83.7
Trigram 73.19 73.59 76.33 74.93
Unigram 84.4 86.73 85.55 86.14
DT Bigram 80.57 84.05 82.27 83.15
Trigram 71.29 79.89 75.35 77.55
Unigram 83.67 80.57 84.05 82.27
MV Bigram 81.77 78.92 81.77 80.32
Trigram 72.43 89.06 84.76 86.86
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Bigram 6zelliginin kullanilmas1 durumunda, LaRamla veri seti ile SVM sonuglar1 ve
LondonBiridge veri seti ile LR arasinda anlamli bir fark yoktu, unigramdaki gibi en
yiiksek dogruluga ulasirlar, ayrica MV algoritmas1 unigramdakiyle ayni yere geldi,
Ancak, unigram performansina kiyasla diger algoritmalarin geri kalan sonuglarinda
net bir fark. DT'nin LaRamla veri seti durumunda NB'den biraz daha iyi performans
gosterdigini ve LondraBiridge veri seti durumunda en kotii performansi elde ettigini
gordiik. aksine, NB agmin LondraBiridge veri seti ile DT'den biraz daha iyi

perfotmance ve LaRamla veri seti ile en kotii performans buluyoruz.

Tigram 6zelliginin kullanilmas1 durumunda SVM, %73.19 ile LaRamla veri seti ve
LondonBiridge veri seti ile ikinci yiikseklik performansi ile en iyi sonuglar verdi.
Ancak LR, iki veri kiimesinde en kotii performansa ulastt. MV algoritmasi ise iki
veri seti ile lclincii sirada yer aldi. Burada diger algoritmalarin sonuclarinda
tutarsizlik oldugunu not edebiliriz. DT, LaRamla veri setiyle ikinci en yiiksek
dogrulugu ve LondonBiridge veri setiyle dordiincii sirada yer alirken. NB,
LondonBiridge veri setiyle ilk yiiksek dogrulugu elde etti ve LaRamla veri setiyle

dordiincii sirada yer aldu.

Onceki sonuclardan, MV algoritmasinin sonuglarinda net bir istikrar bulurken, diger
algoritmalarin sonuclarinda 6zellik ve veri setisine gore dalgalanma goriiyoruz.
Bununla birlikte, hepsi, unigram &zelliklerinin bigram ve trigramlardan ¢ok daha
yiiksek bir frekans sayisina sahip oldugundan daha once bahsettigimiz i¢in, bigram
ve trigram iizerinde unigramlarin dstiinliigiine katilirlar. Ayrica kullanilan
algoritmalarin ve ¢alisma yontemlerinin de ungramin bigram ve trigram {izerindeki

istlin sonuglarinda rol oynadigini goriiyoruz.

NB, 6zelliklerin birbirinden bagimsiz oldugu olasilikli bir yontemdir. Bu nedenle,
analiz unigram ve bigram kullanilarak gerceklestirildiginde, elde edilen dogruluk
degeri, trigram kullanilarak elde edilenlerden nispeten daha iyidir. Ayrica, LR
algoritmas1 durumunda, kosullu dagitim ve kelime simifi c¢iftine dayanan LR

algoritmas1 incelemeyi siniflandirmaya yardimecr oldugundan, analiz igin tek
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kelimeyi dikkate alan unigram o6zelligi, diger ozelliklerle karsilastirildiginda en iyi
sonucu saglar. SVM yontemi olasilik dis1 bir dogrusal siniflandirict oldugundan ve
veri setini ayirmak i¢in hiper diizlemi bulmak i¢in model ¢alistirdigindan, analiz i¢in
tek kelimeleri analiz eden unigram modeli daha iyi sonug¢ verir. DT siniflandiricisi,
verileri bolmek i¢in 6znitelik degeri tizerindeki bir kosulun kullanildig: veri alaninin
hiyerarsik bir ayrismasini saglar. Bu nedenle, analiz, unigram veya bigram 6zelligi
kullanilarak gerceklestirildiginde, elde edilen dogruluk degeri, trigram kullanilarak

elde edilenlerden nispeten daha iyidir.

Iki veri setinin (LaRambla ve LondonBiridge) sonuglar1 arasinda karsilastirma
yaparken, LaRambla'nin sonuglarinin LondraBiridge'den daha iyi oldugunu
gorebiliriz. Cilinkii LaRambla veri kiimesindeki kelime sayis1 Londra'dakinden ¢ok

daha fazladir.

Duyarlilik, Hassasiyet ve F1-Skor de farkli simiflandiricilarin gesitli 6zellikleri igin
hesaplanir. Elde edilen degerlerden, sifat ve fiiller 6zelliklerinin diger tim POS ve

Ngram o6zelliklerinden iyi performans gosterdigi baglanabilir (Sekit 5.2.).

LaRambla LondonBiridge
100~

Siniflandirici
B
LR
MV
NB
SW

F1 Skor

! ! ! ! . ! ! ' ! ' !
Adjective Verb Adverb Unigram Bigram Trigran Verb Adverb Unigram Bigram Trigram

!
m Adjective
Ozellikler

Sekil 5.2. Ozelliklerin F1 skor sonuglari arasinda karsilastirma.
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5.2. Sonu¢

Duygu analizi son yillarda aktif bir arastirma alanidir ve farkli alanlarda bir¢ok
yararli uygulama gordii. Duygu analizi, farkli alanlardaki duygu ifadelerinin olduk¢a
farkli olabilecegi alan adma baglidir. Aym alanda bile, simiflandirma dogrulugunu

gelistirmek i¢in hakkinda derin bilgiye ihtiyacimiz olabilir.

Terorist saldirtlara yonelik reaksiyonlarin duygu analizi gibi bir etki alani olarak,
buradaki reaksiyonlari giivenlik hissi kaybetme, gli¢siiz hissetme, 6fkeli ve korkulu
hissetme ve bazi etnik veya dini gruplara kars1 hosgoriisiizliik arasinda degistigini

gorebiliriz.

Bu alanda 6zne genellikle olumsuz bir duyguya egilimlidir, bu nedenle bu alanlarin
duygularin1 sadece geleneksel duygu analizi yontemlerini kullanarak tanimlamak
yetersiz ve yaniltici olabilir ve bu yontemlerin etkinligini gergek duygulari
cikarimdan saptamak zordur. Bu nedenle, metin icinde altta yatan konular
arastirmak ve bu reaksiyonlarin gercek duygularini ¢ikarmada onlardan faydalanmak

gerekir.

Konu modelleri, biiyiik miktarlarda etiketlenmemis metni analiz etmek i¢in basit bir
yol saglar. Bir konu, sik sik birlikte ortaya ¢ikan bir kelime kiimesinden olusur. ayn1
belgede bir arada olma egiliminde olan konu kelimeleri, bu konunun ne hakkinda
oldugunu kolayca yorumlayabilir, c¢linkii bu birlikte ortaya c¢ikan kelimeler
birbirleriyle siki bir anlambilimsel iligkiye sahip olma egilimindedir. Belge
koleksiyonlarindan ¢ikarilan bu tiir konu kiimeleri, bu belgelerin igerigini belirleme,
sorgu verilen en alakal1 belgeleri alma, zaman i¢inde igerikteki degisiklikleri izleme

ve belgeler arasindaki benzerlikleri 6lgme gibi bircok gérevde faydalidir.

Bu calismada, iki farkli iilkede en benzer iki terdr saldirisi i¢in sosyal medyadaki
tepkilerin veri setini kullandik, Oncelikle, iki terdrist saldirmin tepkileri arasinda

olmus, daha sonra bu terorist saldirilar gerceklestikten sonra Twitter'da hangi
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konularin tartisildigin1 ortaya g¢ikarmak icin LDA konu modelleme algoritmasini

uyguladik.

Terorist operasyonlara verilen tepkilerden kaynaklanan bu konular arasinda
dayanisma konusu da var. Bu konunun tweetleri arasinda dayanisma, sempati,
kurbanlar i¢in dua etme, onlara yardim ve yardim sunma, hatta saldirtyr kinama

duygular yer aliyor. Bu konudaki tepkilerin ¢cogu olumlu duygular tasiyor.

Haber konusu, bu konu haberleri bildirmek ve olaylar hakkinda bilgi vermekle
ilgilidir. Bu konu, medya tarafindan Twitter'da ve hatta insanlar tarafindan
yayimlanan saldirn hakkinda tweet'ler iceriyor. Bu olayla ilgili bilgilerin yam sira,
yetkililere, politikacilara ve hatta siradan insanlara cevap veren tweetler de igeriyor.

Bu tepkiler kisisel duygular tasir.

Ofke konusu, Bu konu terdrist saldirilarin vatandaslara verdigi olumsuz duygularm
bir yoniinii ortaya koymaktadir. terdrist, dini gruplar, hitkiimeti ya da politikacilari
suclamak ya da oOldiirme ve intikam hakkinda konusmak gibi ofkelerini ya da
kiiftirlerini ifade eden insanlarin tepkilerini igerir. bu konudaki tepkiler daha olumsuz

duygular tasir.

Yirmi birinci ylizyilda terdrist gruplar ayirt eden giidiiler, dini olarak motive olmus
gruplardir. Terorist saldirilara karst bircok tepki dinler hakkinda yorumlar
icermektedir. Ornegin, tepkilerini analiz ettigimiz iki terorist saldirtyr benimseyen
ISID. Bu saldirilar islam diniyle baglantilidir ciinkii ISID islam adina kullanan bir
orgiittiir ve ayrica cogu Islam iilkesine ait olan miilteci ve gd¢menlere de atifta
bulunmaktadir. Bat1 iilkelerinde her zaman g&¢menlere ve Miisliimanlara karsi
iddianame bulunan bir¢ok 1rk¢1 ve asirilik yanlisi grubun aktif oldugu ve bu terdr
olaylarim1 Miisliimanlara ve gdg¢menlere karsi propagandalarini onlara karst nefret
duygularim1 koériiklemek igin kullandiklar1 belirtilmelidir. Dini konu da bircok

olumsuz duygu igerir.
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Bu dort konu kategorisini bulanik mantik sisteminde sozciiksel yaklagimda
kelimelere atadigimiz kutuplarla uyguladik. Bu bulanik sistem, metin i¢in bulanik
hissi elde etmek ve kesin duygularin degerlerine daha yakin bir karar belirlemek i¢in
konu ile kutupluluk arasindaki temel bulanikligi ayirmanin dogrudan yolunu

saglamistir.

NB, LR, SVM, DT ve MV algoritmasi gibi farkli makine 6grenimi siniflandiricilart
kullanilarak cesitli Ozellik tipi POS ve N-gramlari egitilir. Amacimiz, veri kiimesinin
ilgili 6zelliklerini yakalayan en iyi 6zellik tiiriinii bulmak ve popiiler bir denetimli
siniflandiricinin performansimi konu bagimliligi baglaminda incelemektir. Sonuglar,
POS o6zelliklerinin kullanimiin N-gram 6zelliklerine kiyasla daha iyi sonuglar

verdigini gosterdi.

POS 6zelliklerinde, sifat 6zelliginin akranlariyla karsilastirildiginda yiiksek dogruluk
elde ettigini bulduk. Her ne kadar konusmanin tiim boliimleri énemli olsa da,
insanlar duygularin ¢ogunu tasvir etmek igin en yaygin olarak sifatlar
kullanmaktadir. Sifat ve ciimle 6zneliginin varligi arasinda yiiksek bir korelasyon
vardir. Literatiirden, sifatlarin konugmanin tiim boliimleri arasinda en ¢ok 6zellik
olarak kullanildigimi ve sadece 6zellik iiretimi i¢in sadece sifatlara odaklanan tiim

caligmalar tarafindan yiiksek bir dogruluk bildirildigini bulduk.

Ngramda, unigramm en iyi sonuglari, ardindan bigrami gergeklestirdigini ve
trigramin en kotii dogruluklara ulagtigini bulduk. Trigramin basarisizligr muhtemelen
trigram Ozelliklerinin unigram ve bigramdan daha diisiik frekans sayimlarina sahip
olmasindan kaynaklanmaktadir. Yeterli trigrm sikliginin olmamasi nedeniyle,
tweetlerdeki metinlerin simirlandirilmas1 (140 karakteri gegmeyen), reaksiyon
toplandi. 6nislemdeki metinden giiriiltiilii verileri hari¢ tutarak, kalan kelimeler iyi
sonuclarin elde edilmesine yardimci olan trigramlarin siklik sayisini iiretmede yeterli

olmayabilir.

Gelecekteki calismalarda, mevcut arastirma ¢alismalari ¢esitli  sekillerde

genisletilebilir. Ornegin, deneylerimizde bazi 6zelliklerin POS'ta sifat ve N-gram
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ozelliginde unigram gibi daha iyi duyarlilik dogrulugu elde ettigi fark edildi, bu
nedenle duygu siniflandirmasinda modellerin  performansini artirmak ig¢in bu

ozelliklerden yararlanilmasi ve bazi farkli 6zellikleri birlestirmeyi oneririz.

Bu tezde sunulan modeller, konu sayisinin bilindigi ve sabit oldugu varsayilan
LDA'ya dayanilarak gelistirilmistir. Gelecekte baska bir yon, hiyerarsik bir Dirichlet
siire¢ cergevesi kullanmak i¢in genisletmek miimkiin olacaktir, bu da konu sayisinin
verilerden otomatik olarak ¢ikarilmasini saglar. Ayrica, Latent Semantic Analysis
(LSA) ve robabilistic Latent Semantic Analysis (PLSA) gibi baska bir konu

modelleme algoritmas1 kullanmay1 6neriyoruz.



KAYNAKLAR

Pang, B., Lee, L., Vaithyanathan, S., Thumbs up?: sentiment classification
using machine learning techniques. The Conference on Empirical Methods in
Natural Language Processing (EMNLP), Philadelphia, USA, 10, 79-86,
2002

Cohen-Louck, K., Ben-David, S., Coping with terrorism: Coping types and
effectiveness. International Journal of Stress Management, 24(1), 1-17, 2017

Garg, P., Garg, H., Ranga, V., Sentiment Analysis of the Uri Terror Attack
Using Twitter. International Conference on Computing, Communication and
Automation (ICCCA2017), Greater Noida, India, 17-20, 2017

Burnap, P., Williams, L., M., Sloan, L., Rana, O., Housley, W., Edwards, A.,
Knight, V., Procter, R., Voss, A., Tweeting the terror: modelling the social

media reaction to the Woolwich terrorist attack. Social Network Analysis and
Mining, 4(1), 1-14, 2014

Chong, M., Sentiment analysis and topic extraction of the twitter network of
#prayforparis. Proceedings of the Association for Information Science and
Technology, 53(1), 2016

Becker, K., Harb, J. G., Ebeling, R., Exploring deep learning for the analysis
of emotional reactions to terrorist events on Twitter. Journal of Information
and Data Management, 10(2), 97-115, 2019

Institute for Economics. Peace., Global Terrorism Index 2019: Measuring the
Impact of Terrorism,. Sydney, 2019

Cioffi-Revilla, C., Computational social science. WIREs Computational
Statistics, 2(3), 259-271, 2010

Wise, E. K., Shorter, J. D., Social Networking and the Exchange of
Information. Information Systems, 15(11), 103—-109, 2014

Yakushev, A., Mityagin, S., Social networks mining for analysis and
modeling drugs usage. Procedia Computer Science, 29, 24622471, 2014



75

Calvin Dark., Social Media and Social Menacing. Foreign Policy Blogs, 2011

CBC News., Terrorist groups recruiting through social media - Technology &
Science - CBC News. Retrieved from
http://www.cbc.ca/news/technology/terrorist-groups-recruiting-through-
social-media-1.1131053, 2016

Telegraph Reporters., How terrorists are using social media. The Telegraph.
Retrieved from http://www.telegraph.co.uk/news/worldnews/islamic-
state/11207681/How-terrorists-are-using-social-media.html, 2014

Kelley, J., Terror groups hide behind Web encryption. USA TODAY.
Retrieved  from  http://usatoday30.usatoday.com/tech/news/2001-02-05-
binladen.htm, 2001

Russell, M. A., (1st ed). Mining the Social Web. In O’Reilly, Vol. 54, Issue 2,
Beijing: O’REILLY, 2011

Akcora, C. G., Carminati, B., Ferrari, E., Kantarcioglu, M., Detecting
Anomalies in Social Network Data Consumption. Social Network Analysis
and Mining, 4(231), 1-14, 2014

Planti¢, M., Crampes, M., Survey on Social Community Detection. In Social
Media Retrieval. London, England: Springer Publishers, 2013

Rai, A. K., A Survey on Link Prediction Problem in Social Networks.
International Journal for Research in Applied Science and Engineering
Technology, 5(4), 2017

Alowibdi, J. S., Buy, U. A., Yu, P. S., Stenneth, L., Detecting Deception in
Online Social Networks. IEEE/ACM International Conference on Advances
in Social Networks Analysis and Mining, Beijing, China, 383, 2014

Memon, N., Larsen, H. L., Principles Practical approaches for analysis,
visualization and destabilizing terrorist networks. First International
Conference on Availability, Reliability and Security (ARES’06), Vienna,
Austria, 8 pp. — 913, 2006

Zafarani, R., Liu, H., Behavior Analysis in Social Media. IEEE Intelligent
Systems, 29(1-4), 4-7, 2014

Elovici, Y., KANDEL, A., Last, M., Shapira, B., ZAAFRANY, O., Using
Data Mining Techniques for Detecting Terror-Related Activities on the Web.
Journal of Information Warfare, 3(1), 17-29, 2004



[27]

[32]

76

De Groot, R., Data Mining for Tweet Sentiment Classification. Utrecht
University, 2012

Liu, B., Sentiment analysis and opinion mining. In Synthesis lectures on
human language technologies. Morgan & Claypool Publishers, 2012

Tsytsarau, M., Palpanas, T., Survey on mining subjective data on the web.
Data Mining and Knowledge Discovery, 24(3), 478-514, 2012

Wilson, T., Wiebe, J., Hoffmann, P., Recognizing contextual polarity in
phrase level sentiment analysis. Human Language Technology Conference
and Conference on Empirical Methods in Natural Language Processing,
Vancouver, BC, Canada 347-354, 2005

Hu, M., Liu, B., Mining and summarizing customer reviews. Proceedings of
the 2004 ACM SIKDD International Conference on Knowledge Discovery
and Data Mining KDD 04, Seattle, WA USA, 04, 168-177, 2004

Nicholls, C., Song, F., Comparison of Feature Selection Methods for
Sentiment Analysis. Canadian Conference on Artificial Intelligence Al 2010:
Advances in Artificial Intelligence, 286289, 2010

Yousefpour, A., Ibrahim, R., Hamed, H. N. A., Ordinal-based and frequency-
based integration of feature selection methods for sentiment analysis. Expert
Systems with Applications, 75, 80-93, 2017

Das, B. R., Sahoo, S., Panda, C. S., Patnaik, S., Part of speech tagging in odia
using support vector machine. Procedia Computer Science, 48(C), 507-512,
2015

Wakade, S., Shekar, C., Liszka, K. J., Chan, C., Text Mining for Sentiment
Analysis of Twitter Data. International Conference on Information and
Knowledge Engineering IKE 12, 109-114, 2012

Silva, A. P., Silva, A., Rodrigues, 1., An Approach to the POS Tagging
Problem Using Genetic Algorithms. Studies in Computational Intelligence,
577,3-17,2014

Sebastiani, F., Machine learning in automated text categorization. ACM
Computing Surveys, 34(1), 1-47, 2002

Agarwal, B., Mittal, N., Categorical Probability Proportion Difference
(CPPD): A Feature Selection Method for Sentiment Classification. The 2nd



77

Workshop on Sentiment Analysis Where Al Meets Psychology, Mumbai,
India, 17-26, 2012

Zheng, L., Wang, H., Gao, S., Sentimental feature selection for sentiment
analysis of Chinese online reviews. International Journal of Machine
Learning and Cybernetics, 9(1), 75-84, 2018

Zhang, Y., Gong, L., Wang, Y., An improved TF-IDF approach for text
classification. Journal of Zhejiang University SCIENCE, 6(1), 49-55, 2005

Ding, X., Liu, B., Yu, P. S., A holistic lexicon-based approach to opinion
mining. Proceedings of the International Conference on Web Search and Web
Data Mining - WSDM ’08, California, USA, 231, 2008

Medhat, W., Hassan, A., Korashy, H., Sentiment analysis algorithms and
applications: A survey. Ain Shams Engineering Journal, 5(4), 1093-1113,
2014

Chandrakala, S., Sindhu, C., Opinion Mining and sentiment classification a
survey. ICTACT Journal on Soft Computing, 3(1), 420-427, 2012

Yusof, N. N., Mohamed, A., Abdul-Rahman, S., Reviewing Classification
Approaches in Sentiment Analysis. International Conference on Soft
Computing in Data Science, 43-53, 2015

Li, G., Liu, F., Sentiment analysis based on clustering: A framework in
improving accuracy and recognizing neutral opinions. Applied Intelligence,
40(3), 441-452,2014

Claypo, N., Jaiyen, S., Opinion mining for thai restaurant reviews using K-
Means clustering and MRF feature selection. Proceedings of the 2015-7th
International Conference on Knowledge and Smart Technology, KST 2015,
Chonburi, Thailand, 105-108, 2015

Zhu, X., Semi-Supervised Learning Literature Survey Contents. In
SciencesNew York, Madison, 10(1530), 2008

Tang, J., Nobata, C., Dong, A., Chang, Y., Liu, H., Propagation-based
Sentiment Analysis for Microblogging Data. Proceedings of the 2015 SIAM
International Conference on Data Mining, Arizona, USA, 577-585, 2015

Silva, N. F. F. da, Coletta, L. F. S., Hruschka, E. R., Jr.,, E. R. H., Using
unsupervised information to improve semi-supervised tweet sentiment
classification. Information Sciences, 355-356, 348-365, 2016



[46]

[49]

[55]

78

Mudinas, A., Zhang, D., Levene, M., Combining lexicon and learning based
approaches for concept-level sentiment analysis. Proceedings of the First
International Workshop on Issues of Sentiment Discovery and Opinion
Mining - WISDOM 12, Beijing, China, 1-8, 2012

Machova, K., Marhefka, L., Opinion mining in conversational content within
web discussions and commentaries. International Conference on Availability,
Reliability, and Security, 8127 LNCS, Regensburg, Germany, 149-161, 2013

Sharma, R., Nigam, S., Jain, R., Mining of Product Reviews at Aspect Level.
International Journal in Foundations of Computer Science Technology, 4(3),
87-95, 2014

Hu, N., Bose, 1., Koh, N. S., Liu, L., Manipulation of online reviews: An
analysis of ratings, readability, and sentiments. Decision Support Systems,
52(3), 674684, 2012

Maks, 1., Vossen, P., A verb lexicon model for deep sentiment analysis and
opinion mining applications. The 2nd Workshop on Computational
Approaches to Subjectivity and Sentiment Analysis WASSA 2011, Portland,
Oregon, USA, 10-18, 2011

Mukwazvure, A., Supreethi, K. P., A hybrid approach to sentiment analysis
of news comments. 4th International Conference on Reliability, Infocom
Technologies and Optimization (ICRITO) (Trends and Future Directions),
Noida, India, 1-6, 2015

Appel, O., Chiclana, F., Carter, J., Fujita, H., A hybrid approach to sentiment
analysis. 2016 IEEE Congress on Evolutionary Computation (CEC), Ceci,
4950-4957, 2016

Duda, R. O., Hart, P. E. (). Pattern Classification and Scene Analysis. In John
Wiley & Sons, Wiley Interscience Publication, 7(4), 1974

Bilal, M., Israr, H., Shahid, M., Khan, A., Sentiment classification of Roman-
Urdu opinions using Naive Bayesian, Decision Tree and KNN classification
techniques. Journal of King Saud University - Computer and Information
Sciences, 28(3), 330-344, 2016

Moraes, R., Valiati, J. F., Gavido Neto, W. P., Document-level sentiment
classification: An empirical comparison between SVM and ANN. Expert
Systems with Applications, 40(2), 621-633, 2013



[56]

79

Akaichi, J., Social networks’ Facebook’ statutes updates mining for sentiment
classification. 2013 International Conference on Social Computing, 886-891,
2013

Feng, J., Xu, H., Mannor, S., Yan, S., Robust Logistic Regression and
Classification. Neural Information Processing Systems (NIPS), 1-9, 2014

Gonzalez-Ibafiez, R., Muresan, S., Wacholder, N., Identifying Sarcasm in
Twitter: A Closer Look. The 49th Annual Meeting of the Association for
Computational Linguistics: Human Language Technologies, Portland,
Oregon, USA, 581-586, 2011

Rokach, L., Maimon, O., (2nd ed.) Data Mining With Decision Trees -
Theory and Applications, world scientific, 2015

Wakade, S., Shekar, C., Liszka, K. J., Chan, C., Text Mining for Sentiment
Analysis of Twitter Data. International Conference on Information and
Knowledge Engineering IKE 12, Las Vegas, USA, 109-114, 2012

Statista., Twitter: number of active users 2010-2018 | Statista. Statista.
Retrieved from https://www.statista.com/statistics/282087/number-of-
monthly-active-twitter-users/, 2018

Zhao, Y., R and Data Mining: Examples and Case Studies. Academic Press,
Elsevier, 2012

BBC News., London Bridge attack: Timeline of British terror attacks. BBC.
Retrieved from https://www.bbc.com/news/uk-40013040, 2017

The Guardian., Spain attacks — a visual guide. The Guardian. Retrieved from
https://www.theguardian.com/world/2017/aug/17/what-happened-in-
barcelona-las-ramblas-attack, 2017

Jelodar, H., Wang, Y., Yuan, C., Feng, X., Jiang, X., Li, Y., Zhao, L., Latent
Dirichlet allocation (LDA) and topic modeling: models, applications, a
survey. Multimedia Tools and Applications, 78, 2019

Blei, D. M., Ng, A. Y., Jordan, M. 1., Latent Dirichlet Allocation. Journal of
Machine Learning Research, 3, 993-1022, 2003

Fang, Y., Si, L., Somasundaram, N., Yu, Z., Mining Contrastive Opinions on
Political Texts using Cross-Perspective Topic Model. The Fifth ACM
International Conference on Web Search and Data Mining. ACM, 2012



[68]

[77]

80

Alvarez-Melis, D., Saveski, M., Topic Modeling in Twitter: Aggregating
Tweets by Conversations. The Tenth International AAAI Conference on Web
and Social Media (ICWSM 2016), Cologne, Germany, 2016

Hong, L., Davison, B. D., Empirical Study of Topic Modeling in Twitter. The
First Workshop on Social Media Analytics, 80-88, 2010

Gaspar, R., Barnett, J., Seibt, B., Crisis as seen by the individual: the Norm
Deviation Approach / La crisis vista por el individuo: el Enfoque de la
Desviacion de la Norma. Bilingual Journal of Environmental Psychology,
6(1), 2015

Chang, J., Gerrish, S., Wang, C., Boyd-Graber, J. L., Blei, D. M., Reading tea
leaves: How humans interpret topic models. Advances in Neural Information
Processing Systems 22 (NIPS 2009), 288-296, 2009

Jia, L., Yu, C., Meng, W., The effect of negation on sentiment analysis and
retrieval effectiveness. He 18th ACM Conference on Information and
Knowledge Management, CIKM 2009, Hong Kong, China, 2009

Hogenboom, A., Van Iterson, P., Heerschop, B., Frasincar, F., Kaymak, U.,
Determining negation scope and strength in sentiment analysis. Conference
Proceedings - IEEE International Conference on Systems, Man and
Cybernetics, Anchorage, Alaska, USA, 2589-2594, 2011

Gupta, M. M., Forty-five years of fuzzy sets and fuzzy logic-A tribute to
professor Lotfi A. Zadeh (the father of fuzzy logic). Scientia Iranica, 18(3 D),
685-690, 2011

Dray, G., Plantié, M., Harb, A., Poncelet, P., Roche, M., Trousset, F., Opinion
mining from blogs. International Journal of Computer Information Systems
and Industrial Management Applications, 1(2150-7988), 205-213, 2009

Neviarouskaya, A., Prendinger, H., Ishizuka, M., Semantically distinct verb
classes involved in sentiment analysis. The IADIS International Conference
Applied Computing, Rome, Italy, 2, 19-21, 2009

Dragut, E. C., Fellbaum, C., The Role of Adverbs in Sentiment Analysis.
Frame Semantics in NLP: A Workshop in Honor of Chuck Fillmore,
Maryland, USA, 38-41, 2014



OZGECMIS

Ibrahim Amine FADEL, 13.03.1981°da Encemine’de dogdu. Ilk, orta ve lise
egitimini Encemine’de tamamladi. 2000 yilinda bagladigi Afrika Uluslararasi
Universitesi Bilgisayar Miihendisligi Béliimii’nii 2004 yilinda bitirdi. 2005 yilinda
Afrika Uluslararast Universitesi Universitesi’nde arastirma gorevlisi olarak
calismaya basladi. 2009 yilinda Sudan Bilim ve Teknoloji Universitesi Bilgisayar
Miihendisligi Bolimii’nde yiiksek lisans bitirdi. 2014 yilindan beri Doktora

egitimine Sakarya Universitesi Bilgisayar Miihendisligi Boliimii’nde devam etti.



