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OZET

Anahtar kelimeler: Bilgisayarg@enmesi, siniflama, veri madengili timevarimsal
ogrenme.

Bilgisayar teknolojisinin ilerlemesine paralel aér veri toplama kaynaklari da
oldukca gelmis ve yayginlamistir. Hemen her disiplin, kendi tredtiveriler ile
bereber di cevreden elde egii verilerle, ¢aitli amaclar icin blyuk boyutlarda
veritabanlari olsturmustur. Bu verilerin igerisinde ¢ok gerli ve gelecek igin karar
vermeyi sg@layacak bilgiler mevcuttur. Ginimiizde bu veritabaniddan anlamli ve
yararli bilgiyi ortaya ¢ikarabilmek 6nemli bir atama alani haline gelrtir.

Uzman sistemlerin en 6nemli gorevlerinden biri,itedyanlari igerisindeki yararli,
fakat sakh bilginin ortaya cikartilmasidir. Bilgnelde edilmesi, bilgi kazanimi
olarak da isimlendirilir. Uzman sistemlerde, bilgingosterilmesi, kullaniimasi ve
kazaniimasi ile ilgili ¢cozilmesi gereken 6nemli lpeomler bulunmaktadir. Bunlar
icerisinde bilgi kazanimi problemi en kritikaanayi olgturmaktadir. Bu ¢ajmada,
bilgiyi elde etmek amaci ile getirilen makine @grenmesi algoritmalari (IREM ve
ke-REM) sunulacaktir.



NEW ALGORITHMS IN INDUCTIVE MACHINE LEARNING

SUMMARY

Key words: Machine Learning, classification, datiainyg, inductive learning.

Parallel to the advancement in machine learninda aallecting sources were
developed and became common. Almost all the diseiplformed a database with
the data they produced along with those they deltedrom the surroundings.
Among the data, there is valuable information thiedy may facilitate to give
decisions about the future. It has been a sigmficesearch area to extract
significant and useful knowledge from the databases

One of the most significant tasks of expert syst&sm® explore useful but hidden
information in databases. Acquisition of knowledgealso known as obtaining
knowledge. There are vital problems that must beeslorelated to the illustration,
usage and acquisition of information in expert sys. Acquisition of knowledge is
the most crucial of them. Machine learning alganth (IREM and ke-REM)

developed to acquire information will be presentethis study.



BOLUM 1. GiRis

Karmalk Uretim sdrecleri genellikle dsstirilebilir  kontrol parametrelerini
icermektedir. Orngin, islenmems petrolii dgal gazdan ayirmak, petrol rafinesinin
vazgecilmez bir dngereksinimidir ve ayirma sure&iontrol etmek hassas bitir.
British Petroleum parametre ayarlamalar ile alakatal oluturmak icin bilgisayar
ogrenmesini (machine learning) kullargtr. Boylece, uzman insanlarin bir giinden
daha fazla bir sirede yagtiis dakikalar seviyesine ingtir [1]. Westinghouse,
nikleer yakit misketlerini Gretme strecinde prod&myssams ve sureci kontrol
etmek icin bilgisayar grenmesini kullanngtir. Sonug olarak, bulemin kendilerine
10 milyon dolar kazandirgini rapor etmilerdir [2]. Benzersekilde, Tennessee
baski sirketi R.R. Donelly uygun olmayan parametre ayanlgr sebep oldgu
nesneleri azaltmak igin kullanilan bakir mardanetogravure) baskiyr kontrol
etmede, nesnelerin sayisinin yilik 500'den 30’airmek icin, ayni fikri

uygulamstir [3][4].

Benzer sekilde, Bell Atlantic haberkgne sirketinde, migteri destek ve servis
bolumine, miterilerinin telefonla alakalsikayetleri ulgtiginda, sirketin nasil bir
teknisyen tahsis etmesi gergtie karar vermesi bir problem haline gedtini Bell
Atlantic 1999 yilinda, bu problemi ¢ozmek icin hdgyar @renmesi ile karar
mekanizmasi okiurarak yilda 10 milyon dolardan daha fazla birdagz sgladigini

rapor etmgtir [5].

Gunumizde, bankalardan kredi cekmek yaygin halaigelperasyonlar arasindadir.
Banka yetkilileri, ygun talepler kasisinda insan uzmanlarin taleplere cevap verme
konusuda yetersiz kalglni farketmstir. Bu operasyonlari ydnetebilmek icin

bilgisayar @grenmesi metodlari gatirilmi stir [6][7][8].



Eletronik dokimanlarin ugaabilirli ginin artmasi ve bir dokiiman okyanusu olan
internet ortaminin hizla yaygiglaasi ile birlikte, belgelerin otomatik olarak
siniflandiriimasi ve bilgi kdi konusunda bir cok metod gglrilmistir. Cevrim igci
haberler, gunlukler, e-postlar, e-dokimanlar véadikitiphanelerin uygugekilde
siniflandiriimalari, bilgisayar g@enmesi algoritmalari ile gstirilen yontemler
sayesinde ilgililere kolayliklar ganmaktadir [9][10][11].

Endustrideki ugulamalarinin yaninda, bilgisay@redimesinin kullanildy bir ¢ok
bilimsel uygulama da vardir. Biyolojide bilgisayagrenmesi yeni bir genomdaki
binlerce geni tanimlamaya yardimci olamada kuliafil2][13][14]. Genetge basli
bir takim hastaliklarin thisinde de kullaniimaktadir [15][16][17]. Biyotiptadece
ilaglarin kimyasal 6zelliklerinin dgl ayni zamanda tg¢ boyutlu yapilarinin analizi ile
de ilac aktiviteleri ile alakali tahminde bulunmakallanilir. Bu uygulama ilag
kesiflerini hizlandirir ve maliyetini de azaltir. Astnomide, gorsel denetimle
gorulemeyecek kadar silik gokyizi cisimlerinin otdik kataloglama sistemini
gelistirmede bilgisayar grenmesi kullaniimaktadir. Kimyada, manyetik rezos
spektradan bazi organik hienlerin yapilarini tahmin etme icin kullaniimaktadi
Yukarida dginmeye cakilan tum bu uygulamalarda, bilgisayairénmesi teknikleri
dikkate dger performans dereceleri (beceri) kazagimki, bu beceri insan uzmanlar

ile rekabet eder hatta gecer seviyededir [5] [18].

Bilgisayar @renmesi argtirmalari, bilgisayar alanindaki gginelere paralel olarak
baslamis ve vydritilen cajmalarin sonucunda bircok metod ve algoritma
gelistiriimistir. Bu tezde geitirilen keREM ve IREM algoritmalarinin icinde
bulundigu mantiksal/sembolik bilgisayag@nme algoritmalar kategorisinde, bol
ve fethet yaklgmini kullanan karar gaclar ile kapsama metodunu kullanan

dogrudan kural Greten algoritmalar bulunmaktadir.

Karar gacini kullanan ilk algoritma, Hunt [19] tarafindgalistirilen CLS (Concept
Learning Sytem) algoritmasidir. CLS serisi algodtamnn toplam sayisi dokuzdur.
Bunlardan ilk sekizi sadece iki sinifli 6rnek setlde calisabilirken, CLS9
algoritmasinda ¢ok sinifli 6rnekler c¢ozulebilmektedaha sonra Quinlan [20]
tarafindan ve bu metodu kullanan ID3 ailesi algoaiari gelstirilmistir. (ID3,
ASSISTANT ve C4.5). ID3 algoritmasinda, aymmaya rehberlik edecek bir bilgi



Olcusu (entropi) kullanilngtir. ID3 algoritmasi bilgi kazancini maksimize edan
hesaplanarak bu giime gore alt setlere ayirma slemine, her dgimde tek sinif
kalincaya kadar devam edilir. Daha sonra, ID3 etitldgrenme algoritmalarinin bir
serisi gelgtiriimistir. Bu seri ID3 ailesi algoritmalari olarak adlantr ID3-1V,
GID3, ID4, ID5, ID5R ve ID5R-hat [21].

ID3 algoritmasinin devami olarak ggiiilen C4.5 algoritmasi, ID3 algoritmasinin
endustriyel versiyonu olarak kabul edilmekte ve doudircok uzmanlik alaninda
yaygin olarak kullaniimaktadir [22]. ID3'Un gghis bir sekli olan C4.5
algoritmasinin en buyuk o6zdli karar &acinin gereksiz dallarini tespit ederek
budamasidir. Bu algoritmanin birgdr 6zellgi ise eksik veri ve sayisal gerlerle de

calisabilmesidir.

Karar a&aci Ureten bir gger algoritma ise Breiman tarafindan geilmistir: CART
(Classification and Regression Trees) [23]. CARTer hdigimindeki tim
karakteristikleri birer birer asairir. Her bir karakteristik icin en ¢ok katkiyi@ayan
en iyi ayrgtirmayi bulur ve n adet aday icerisinden en iyiigiymayi secer. Daha
sonra karar gacinin kisa olmasini gamak icin Crawford [24] tarafindan CART
algoritmasinin uzantisi olan OC1 algoritmasi ile TGIR ve GDT-RS [25]

algoritmalari gelitirilmi stir.

Rastogi ve Shim, @a¢c budama yaktamina farklilik getirerek yeni bir karargag
siniflandiricisi olan PUBLIC algoritmasinin géldiler [26].

Karar a&aclarindan kurallar Gretmek ve parcala-yoneiredme tekniklerini
birlestiren PART algoritmasi, Markovitch and Rosenst@ratindan gejtirilmi stir.
PART kismi karar gaclari ile kurallar ¢ikarir [27].

LMT (Logistic Model Trees) algoritmasi, mantiksagrasyon ile ga¢ yapisinin
birlestirildi gi bir metodtur. Standart ga¢ yapisi, yapraklarinda regrasyon

fonksiyonlarini barindirmaktadir [28].



Ayirma Olcutl olarak, bilgi kazancini kullanangel bir algoritma RepTree[29]
algoritmasidir. C4.5 algoritmasinin farkh versilammdandir ve hizh calan karar

agac yapisi Uretir.

Kicuk ve dgruluk orani yiksek bir algoritma afturmayi hedefleyen RBDT (Rule-
Based Decision Tree) [30] algoritmasi kurallariabis veya dinamik olarak gesen

veri setlerinden okturmaktadir.

Karar &aclarinin yaninda, gioudan kural tGreten bir ¢ok algoritma g&hilmi stir.
Bu alandaki ilk algoritma Michalski tarafindan gélilen AQ[31] algoritmasidir.
Daha sonra AQ'nun bir ¢cok versiyonlari tasarlanara® Ailesi algoritmalari
dretilmigtir.  AQ algoritmasinin en 6nemli 6zglj timevarimsal metodlarin
kullandgl en temel yaklgmlardan biri olan kapsama metodunu ilk kullanmesid
Daha sonraki yillarda, kapsama yaktaini kullanan c¢ok sayida algoritma
gelistirilmi stir: CN2[32], ITRULE, RISE, IREP, RIPPER[33], FOIR4], Swap-1,
RULES ailesi [35], ILA-2 [36], GDT-NR, GDT-RS [7]evREX [37].

Bu algoritmalar arasindaki en énemli fark, verirsggki 6rneklerin bilgi dgerlerini
dikkate alma noktasindadir. CN2, RULSE3 gibi algoalar bilgi dgerleri ile
ilgilenmezler. Bunun yaninda RULSE4, ILA2, REX algmalari drneklerin bilgi
deserlerini gz 6nuinde bulundurarak daha yiksekualok oranlarina ukmislardir.

Ayrica, gelgtirilen algoritmalarin dgruluk oranlarini yiukseltme adina, giurulan
kurallarin kalitesi [38][39], kuralarda c¢akna[40] gibi konularda asarmalar

yapilmstir ve devam etmektedir.

1.1. Tezin Amaci

Bu tezin amaci, bilgisayargienmesi alaninda, siniflandirmgeimi gerceklgtiren
yeni timevarimsal algoritmalar ggirmektir.  GuUnumizde, bir cok disiplin
tarafindan olgturulmus veri tabanlarinda (veri seti,gém seti), yoneticilerin ve
argtirmacilarin kullanabilegg faydali ama sakh bilgiler bulunmaktadir. Veri
setlerindeki bu bilgilerin bilgisayar tarafindangamasi, otomatik bilgi kazanimi

olarak isimlendirilir.



Otomatik bilgi kazanimini gayan algoritmalar, tzerinde calan veri setinden
istifade ederek bir kural tabani stururlar. Bir ¢cok kayit (veri, 6rnek) barindiran
veri tabanlarindaki bazi kayitlar, kural tabanimejkgi ve kapsayicifii acisindan
¢cok onemli olmakla birlikte, bazi kayitlar 6nemsitarak nitelendirilir. Bundan
dolayi, algoritmalarin kural tabanini elurma sureclerinde, ©6nemli olarak
nitelendirilen, bir bgka deyile, bilgi dezeri yiuksek kayitlarin belirlenmesi, ve bu
kayitlar kullanilarak kural Gretilmesi, bilgisayadgrenmesi alaninda caan

argtirmacilar icin 6nemli bir problem haline gektir.

Bu calsmada, siniflandirmaslemini gerceklgtirmek icin olwturulacak kural
tabaninda, kullanilanggim setindeki verilerden bilgi deerleri yuksek olanlar 6n
plana c¢ikarilmgtir. Bu b&lamda, keREM ve IREM ismi verilen algoritmalard#gbi
deseri yuksek verilerin secilmesi icin maliyet ve kagdormdilleri olgturulmustur.

Maliyet fonksiyonu;

0, (1) =1
M(V|C) = -1, P(V,)=20 (1.1)
T,.*E(V)+ T, *E(X), 0<P(V)<1

Gelistirilen maliyet fonksiyonunda, gitim setindeki 6rnekleri  olgturan
karakteristik-dger ikililerinin olasilik d&ilimlari ve entropileri kullanilarak, sinif
bazinda bilgi dgerleri hesaplamasi gercegtieilmi stir.

Kazanc¢ fonksiyonu;

0, P(V)=0

key_¢ = L, P(V)=1 1.2)
AVG(P(V.),DR,POW,), 0 < P(V,) <1



keREM algoritmasinin kullangh kazang¢ fonksiyonuna kuragima esilimi ismi
verilmistir. Bu fonksiyonun temelini, karakteristik-ger ikililerinin olasilik
dagihimlari, dezerlerin sinif dgilim oranlari ve karakteriggin siniflandirma gucu

parametreleri olgturmaktadir.

Ayrica, keREM ve IREM algoritmalarinin i¢cinde yddig mantiksal ve sembolik
bilgisayar @renmesi kategorisindeki algoritmalarin kural Uretide, olgturulan
kurallarin kalitesi kavrami 6nemli bir kriterdir.axii, aday kuralin, @tim setindeki
kac Orngi kapsadgl, yuzde kac¢ dgrulukla tanidgina iliskin kriterler 6nem
kazanmaktadir. kkREM ve IREM’de, kural tasarimikdianilan karakteristik-dger
ikililerine ait bilgi deserleri maliyet ve kazang¢ fonksiyonlari ile hesaplgn ifade
edilmisti. keREM ve IREM algoritmalarinin kural gliwrma gamasinda bilgi dgeri
en yuksek karakteristik-ger ikililerini tercin eder. Bundan dolayi, glurulmus
kurallarin kalite seviyesinin yiksek olglu disincesi, gercekigirilen testlerle

desteklenmektedir.

Gelistirilen maliyet ve kazanc fonksiyonlarinin, bilgegeri hesaplamasinda daha
hassas bir olcim gkdigi, keREM ve IREM algoritmasinin tatminkar seviyedek

dogruluk oranlari tarafindan yansitilmaktadir.
Sonu¢ olarak, yukarida ifade edilenler cercevesindevcut bilgisayar grenme
algoritmalari ile rekabet edebilecek seviyedesrdluk oranina sahip keREM ve

IREM algoritmalari gektirilmi stir.

1.2. Tezinigerigi

Tezin Ikinci boliminde bilgisayar genmesi Uzerinde durulnstur. Bilgisayar

O0grenmesinin ne oldiu, dnemi ve tipleri ele alintir.

Uclincti bolimde, denetimli bilgisayagrénmesi (supervised machine learning)

mantg icerisinde siniflama (classificatiorg)emi incelenmgtir.

Doérdunciu bolumde, temel siniflama algoritmalari@tyariyla aktariimgtir.



Besinci bolumde, IREM algoritmasi ayrintilari ile ahlarak gercek veri setleri

tzerinde performans kalastiriimalari yapilmgtir.

Altinci bélimde, keREM algoritmasi, bir dnceki iidide oldgu gibi, ayrintilari ile

anlatilarak gercek veri setleri Gizerinde performiaansilastiriimalari yapilmgtir.



BOLUM 2. BILGISAYAR OGRENMESI (MACHINE
LEARNING)

2.1. Giris

Bu bolimde bilgisayargenmesi (machine learning) konusu sunulacaktigigalyar
O0grenmesinin ne oldiu, bilgisayar @renmesinin 6énemi ve tipleri ile alakal bilgiler

verilecektir.

2.2. Bilgisayar Ggrenmesi Nedir?

Ogrenmenin ne oldgu filozofik sorulardan biri olarak kemiza ¢ikmaktadir. [5]
So6zIuk tanimi “cabma, @retim veya tecribe ile bilgi edinme, anlamak, veya
yetenek kazanma”, “tecribe ile davrmal ilimin modifiye edilmesi” gibi
kavramlari icermektedir [41]. Zoologlar ve psikdiag insan ve hayvanlardaki
o0grenme bicimlerini argirmaktadirlar. Hayvan gienmesi ile bilgisayar gienmesi
arasinda bazi paralellikler vardir. Bu paralellikleilgisayar @grenmesindeki bir ¢cok

teknigin gelistiriimesinde 6ncuiltk etrgiir[42].

Son zamanlarda, verileri (data) kullanarak modéistyene yaklgimlari, biyolojik
sistemtemlerin grenme kapasitelerinden, 06zellikle de insanlaringmdilham
almsglardir [43]. Esasinda biyolojik sistemler, sgaliklari ¢evrenin, bilinmeyen ve
istatiksel dgasi ile veri kaynakli olarak bkatmektedir. Bebekler yirimesini
Ogrendiklerinde mekagin kanunlarinin farkinda délerdir, ve bircok yetkin
arabasini kullanirken, fizik kanunlarini bilmedémrsektedir.insanlar ve hayvanlar,
yuzleri, sesleri ve kokulari tanima gibi konulardari dizey desen tanima
kapasitesine sahiptirleinsanlar bu yeteneklerle gimazlar, fakat bunlari cevre ile
olan veri kaynakl etkilgmleri ile dgrenirler [44].



Veri orneklerinden grenme problemi, klasik felsefedeki genel ¢ikarinbddunma
ile iliskilendirilir. Her tahmini @renme sireci ikigamadan olgur [66]:

1. Verilen bir 6rnekler setinden meydana gelenesigh kurallarini §renme veya

tahmin etme,

2. Oprenilen veya tahmin edilen kurallarla, sisteminegekteki gir§ deserleri ile

ciktilarinin tahmin edilmesi.

Bilgisayarda bir problemi ¢ozebilmek icin algority@aihtiya¢c duyulur. Algoritma
girisleri (input) cikslara (output) dongilrme kini yapmasi gereken talimatlar
dizilisidir. Mesela, siralama yapmak icin algoritma tesmaabilir. Girg bir sayilar
dizisi iken ciks bu sayilarin duzenli listesidir. Siralamgemi icin, bir ¢ok farkl
algoritma gejtirilmistir. Bunlar icerisinden, en az komut, hafiza veya ikisinide
ihtiya¢c duyarak gorevini yapan algoritmalar teredilir. Ancak, bazigler icin bu
tarzda bir algoritma geflirmek mimkin dgildir [45]. Ornegin, DNA’daki
promoterlarin bulunmasi. DNA dizisi icerisinde miot sentezleyen bdlgeler
(promoter) bulunmaktadir. Protein sentezleyen HWétge tespit edilmesi
bioinformatik acisindan kritik konulardan bir taris Ancak, bu bélgelerin tespit
edilmesi, sayilarin dizgini gerceklatiren tarzda bir algoritma getirmek kadar
kolay desildir. Clnkl, bu konuda bilgisayarirg@enmeye ihtiyaci vardir [46].

Diger bir ifadeyle, bilgisayarin yapilans iicin otomatik olarak yol bulmasi

istenmektedir. Sayilari siralarkengrénmeye ihtiya¢ yoktur, bunun icin zaten
yapilmasi gereken komut sirasi bellidir. Fakatoatmasi olmayan ancak sadece
ornek verileri olan bir cok uygulama vardir [47][89

Veri setleri icerisinde, ilgili disiplin ile alakal ise yarar, cok 6énemli desenler
(patttern) bulunmaktadir [48][49]. Bu desenleriagd cikaracak yontem tamamen
tanimlanamayabilir. Ancak iyi ve kullagh bir yaklasim olusturulabilinir. Bu kavram
bilgisayar @renmesinin ilerlemesi gereken yonlu gostermektedelistirilen
yaklasimlar hegeyi aciklayacaktir, fakat verinin 6nemli bir kistmnzahini yapacak,
sureci anlamaya yardimci olacak veya ileriye dontéhmin yUritmede
kullanilabilecektir [45].
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Bilgisayar @renmesi tekniklerinin buydk veritabanlarina uyguasina veri
madencilgi (Data Mining) denilmektedir [50][51].  Veri rdanciliginin bir tanimi
dasu sekilde verilebilir; daha dnceden bilinmeyen, geicegl uygulanabilir bilgilerin
geng veri tabanlarindan elde edilmesi ve bilgilerigleime kararlari verilirken
kullaniimasidir [52].

Burada alti cizilmesi gereken noktalardan biri, eelddilecek bilginin 6nceden
bilinmiyor olmasidir. Veri madencfii sonucunda ukalacak bilginin 6nceden
bilinmiyor olmasinda kasit, elde edilecek sonucumcedlen tahmin edilemiyor
olmasidir [52]. Ayrica veri madendgili tahmin edilen, 6ngorilen veya gha

yontemlerle elde edilmi sonuclarin ispatinin yapmak icin kullanilacak bna¢

degildir. Bununla beraber veri madengili daha o6nce hi¢ akla gelmemi
disinulmemsg sonugclari ortaya koygundan dger yontemlerden farkllik gosterir
[53][54].

Ancak, bilgisayar grenmesi sadece bir veritabani problemgildiér, ayni zamanda
yapay zekanin bir parcasidir [55]. Zeki olmak ictgsisen cevredeki sistemin
Ogrenebilme yetengne sahip olmasi gerekir. gér sistem @renebilir ve bu
desisikliklere adapte olabilirse, tasarimcinin ileriyiorgnesi ve muhtemel tim
durumlar icin ¢6zim <ggamasi gerekmez. Bilgisayarg@nmesi goruntl, ses
tanimasi ve robotikteki bir cok problemle alakadzgmler sglar [56][57]. Yuzleri
tanima orngini ele alinacak olursdnsanglu, bu ki herhangi bir caba harcamadan
yapar, yuzlerine bakarak veya pozlardakiktaki, sa¢ stillerindeki vb. farkhliklara
ragmen resimlerinden her gun aile Gyelerini ve arkkdaaninabilir. Bu bilingsizce
yapilir ve nasil yapilgh aciklanamayabilir. Bunun sebebgikin kendi uzmanfini
aciklayamamasidir. Kiayni sekilde bilgisayar programini yazamaz. Ayni zamanda,
ylz goruntisunin rastgele secignpixeller kolleksiyonu olmagh bilinmektedir;
ylziun bir yapisi vardir. Simetriktir. Yluzde belenere yerlgtiriimis gozler, burun,
agiz vardir. Herbir kinin yuzi bu sekilde belli kombinasyonlardan alan bir
desendir. Bir kjinin 6rnek yliz goruntisunu analiz ederefggehme programi kiye
0zel deseni yakalar ve daha sonra da verilen gidékt bu deseni kontrol ederek

kisiyi tanimlar. Bu §lem desen tanimanin bir 6ghelarak verilebilir [45].
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Sonuc¢ olarak, bilgisayar géeenmesi, performans olc¢itlerini optimum seviyeye
cikartmak icin ©6rnek veri veya eski tecribeleri lanbrak bilgisayarin
proglamlanmasidir. Buslem icgin, bazi parametrelere gore tanimlanioir model
mevcuttur. Bu cercevede bilgisayairénmesi, gitim seti veya gecmitecrubeleri
kullanarak model parametrelerini optimize etmekn igbilgisayar programinin
uygulanmasidir. Model, veriden bilgi elde etmeknigjelecge ait tahminler,

aciklamalar veya her ikisini gayabilir [58].

2.3. Bilgisayar Gserenmesinin Onemi

Bilgisayar @renmesini gerekli kilacak bir takim édnemli muheliisebepler vardir.

Bunlardan bazilagu sekilde siralanabilir [86].

Bazi 6rnekler harig, birtakim goérevler iyi tanimdamnayabilir. Yani gig-cikis ciftleri
belirlenebilirken, girglerle istenilen cilglar arasinda 6zIu bir gki kurulamayabilir.
Buyuk captaki drnek girdi kaisinda, d@ru ciktilar Gretmesi icin, bilgisayarlarin
kendi i¢ yapisini ayarlamasi istenir. Bu ylzdere&lerde sakli ikkileri tahmin icin
giris-cikis fonksiyonlarinin olgturulmasi gerekmektedir [59].

Blayuk yginlar halindeki verilerde 6nemli gkiler sakli olabilir. Bilgisayar

O0grenmesi yontemleri bu gkileri ortaya ¢ikartmak icin sik sik kullantlir.

Insan tasarimcilar, kullanildiklari ortamda isteigildgibi calismayan makinalar
Uretebilmektedirler. Esasinda, tasarim esnasintlgmga ortaminin bazi 6zellikleri
tamamen bilinmeyebilir. Bilgisayar ggenmesi metodlari, si esnasinda varolan

bilgisayarlarin tasarilarinin ggtirilmesinde de kullanilabilir.

Insanlar tarafindan ¢oziimlenmesi beklenen bellidgirev icin varolan bilginin
miktari, airi blyuk olabilir. Bundan dolayi, bilgisayar, buyiik miktardaki veriden,
insanin ortaya ¢ikaragabilgiden ¢cok daha fazlasini surati@énmeye muktedirdir.
Zamanla cevre dgsebilir. DeSisen cevreye adapte olabilen bilgisayarlar, daimi

olabilecek yeniden tasarimlara olan ihtiyaci azalkar.
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Gorevlerle alakali yeni bilgi insanlar tarafindaairda kgfedilmektedir. Kelime
hazinesi dgismektedir. Dinyada daima yeni olaylar @kvardir. Sistemlerin yeni
bilgilere uyumlu olmasi icin devamli yeniden tasaripratikte mimkun dgidir.

Fakat bilgisayar grenmesi metodlari bu yikin @mnun tstesinden gelebilir.

2.4. Bilgisayar Gerenmesi Turleri

Bu kisimda, temel bilgisayagtenme turleri olan, denetimli, denetimsiz ve talkliy
O0grenme hakkinda 0zet bilgiler verilecektir.

2.4.1. Denetimli @renme (supervised learning)

Denetimli @Grenme bilinen gig-¢ikis orneklerinden, bilinmeyen bir Banlilig
Olcmede kullantlir.  Siiflandirma (classificatiorye regresyon (regression),
tumevarimsal grenme tarafindan desteklenen yaygilerdir. “Denetimli” terimi,
egitim setindeki her bir 6rnge ait ¢iktinin biliniyor oldgunu géstermektedir (yani,
O0gretmen, dagman tarafindan gganir) [47][50] [60].

Siniflandirmave regresyon, giriX, c¢ikis Y’'nin oldugu denetimli @renme
problemleridir. Ve c¢6zilmesi gereken, girle c¢ikis arasinda varolan haritanin
ogrenilmesidir. Bilgisayar grenmesindeki temel yalgan sudur; bir parametreler

seti ile tanimlanan bir model varsayilir,

y = g(xp) (2.1)

g(-)’'nin model oldgu yerde 6 onun parametreleridir. Regresyonda bir rakam glan
siniflandirma gleminde bir sinif kodudur (0/1 gibi). g(-) regresydonksiyonu
oldugu gibi, siniflandirmada, farkh sinif érnekleringiean ayirt edici fonksiyondur
[64][45].



13

2.4.2. Denetimsiz grenme (unsupervised learning)

Denetimsiz @grenme plani altinda, sadece gidegerleri olan 6rnekler, grenme
sistemlerine verilir. @enme surecinde c¢kideserleri yoktur. Gretmeni aradan
clkaran denetimsiz gbenme sisteminde, goenicinin, modeli kendi bana
olusturmasi ve dgerlendirmesi beklenir. Denetimsizgr@nmenin amacli, gyi

verisindeki “dgal” yapiy kefetmektir [64][45].

Kimeleme, en yaygin denetimsigrénme glemidir. Kiimeleme, sinirh kategori
setlerinin taninmasinda veya verileri tanimlayamme&lerinin olgturulmasi igin

gerceklatirilen betimsel bir glevdir [61][47].

Genomlarimizdaki DNA “ygam planidir” plueprint of life) ve A, G, C, ve T isimli
bazlar zincirinden okmaktadir. RNA, DNA dan cikartiimaktadir ve proteinl
RNA’larda cevrilmektedirler. Proteinler yayan vicudun kendisi ve yaptiklaridir.
DNA’nin bazlar zinciri oldgu gibi proteinde amino asidler (bazlar tarafindan
tanimlanan) zinciridir. Molekuler biyoloji'de bilgayar biliminin uygulama
alanlarindan bir tanesi, bir diziyi gbriyle slestirme olan hizalamadir (alignment).
Diziler cok uzun olabilegg icin, bu slem zor bir dizi elestirme problemidir.
Birbiriyle eslesecek bir cok kalip diziler vardir ve silmeler, akleler ve yerine
koymalar olabilir. Kiimeleme, proteinlerde dizenlarak mevcut bulunan amino
asitler dizilerinin olgturdugu motifleri dsrenmek icin geltirilen metodlarda
kullanihr. Eger amino asitler harfler ve proteinler cumlelerseotiflerde
kelimelerdir; farkli cimleleri olgturan belli anlami olan harfler dizisidir. Bundan
dolayi, DNA icerisindeki anlamli cumleleri okuyafiék icin kelimelerin tespit

edilmesi 6nemli birglemi ifade etemektedir [59][62].

2.4.3. Takviyeli @renme (reinforcement learning)

Baz! uygulamalarda, sistemin gikbir hareketler dizisidir. Boyle bir durumda, tek
bir hareket 6nemli dgldir; dnemli olan amaca uanak icin dgru hareketleri

barindiran politikadir. Herhangi bir ara durum igém iyi hareket olarak ifade



14

edilebilecek birsey yoktur; ger iyi bir politikanin parcasi ise hareket iyidBoyle
bir durumda, bilgisayar genmesi programi politikalarin iyflini degerlendirebilir
olmahdir ve politika olgturmak icin gecny iyi hareket dizilerinden
ogrenebilmelidir. Bu @renme metodlarina takviyeli géeenme algoritmalari
denilmektedir [45][47][77].

Verilebilecek iyi bir drnek te tek bir hareketinridi baina bir Gneminin olmag bir
oyundur; iyi olan d@ru hamleler dizisidir. Eer iyi oynama politikasinin bir parcasi
ise hamle iyidir. Hem yapay zekada hemde bilgis@gaenmesinde oyun oynama
Oonemli bir aratirma alanidir. Bunun sebebi oyunlarin betimlenmaskolay olmasi
ve aynl zamanda iyi oynamasinin epey zor olmas8htran¢ gibi bir oyunun az
saylda kural vardir ancak her durumda cok fazémda hamle olabilegenden ve
oyunun ¢ok buyiuk hamleler icepinden dolayr ¢ok koplikedir. Bundan dolayi,
oyunu iyi oynamayi @renebilecek iyi bir algoritmaya sahip olmak ©6nem
arzetmektedir [45][47][62].



BOLUM 3. DENETIML i BILGISAYAR OGRENMESI
SINIFLANDIRMA

3.1. Girig

Krediye miracaat edenlerin hangilerinin “gtivenl& kangilerinin banka icin “risk”
olduguna karar verebilmek icin bankanin kredi memuruileeni inceler. Bir
pazarlama muadura, belirli bir profildeki rgtigrinin bilgisayar alip almayaga
konusunda tahmin yurutebilmek icin veri analizleriintiya¢c duyar. Hastanin ¢
spesifik muayeneden hangisini almasi gepgkél karar vermek icin, tip ag@rmacisi
gogus kanseri verilerini analiz etmek ister [78]. \femi bu drneklerin her birinde
gerceklatirilen veri analiz operasyonunda kullanilan mogela siniflandirici bir
takim kategorik etiketlere sahiptir. Bu kategarie sekilde olabilir; kredi miracaat
verisinde “guvenli” veya “riskli”; pazarlama vergle “evet” veya “hayir”; tipbi bir
veride “muayne A” “muayne B” veya “muayne C”. Batkgoriler, dgerler arasinda
siranin bir anlam tamadg deserlerle temsil edilirler. Orngn, 1,2 ve 3 dgerleri,
muayne A,B ve C'yi temsil etmekte kullanilabilir, bu grup arasinda bir siralama
s6z konusu dgdir. [63].

Denetimli bilgisayar grenmesi (tumevarimsal siniflandirma algoritmasraiata
bilinir) 6zel dérneklerden genel hipotez Uretmeyeayacak algoritma arama olarak
tanimlanabilir ki, bu algoritma vasitasiyla gelecéknekler icin tahminlerde
bulunulmaktadir. Cger bir ifadeyle, denetimli genmenin amaci, sinif etiketlerinin
dagitimlari igin 6zlt bir model olgturmaktir. Bu durmda ortaya ¢ikan siniflandirici,
ornezi olusturan karakteristiklerin bilingii, ama sinif etiketi dgerinin belli olmadg:

orneklere uygulanarak, uygun sinifgeéeri tespit edilir [58][64].
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3.2. Siniflandirma

fnin bir fonksiyon oldgunu varsayildiinda, @&renen bir sistemin goérevi bu
fonksiyonun ne oldgunu tahmin etmektir. grenilecek fonksiyonla alakali hipotez h
ile belirtilir. Hem f hem de h, n bijenli vektor-dgerli girisin ( X=(X1, X2, vy %, ...,
Xn)) fonksiyonlaridir. Burada h, g§ii X, ciktisi h(X) olan bir ara¢ tarafindan
uygulandgl disunulir. Hem f hemde h vektor-gerli olabilirler. Bir hipotez olan
fonksiyon h, H fonksiyonlar sinifindan secgdvarsayilir. f fonksiyonu, bu sinifa ya
da bu sinifin bir alt setine aittir. Boylece, h dtgrzi, m adet gisi 6rneklerinden

olusan eitim setine dayanilarak secilir. [64].

Bir A drnek setinde e adet 6rnek ve s adetdgl...,d} farkh sinif olsun. e(d, d

sinifina ait bir 6rng gostersin. A'dan bilgi veya kavrangi@enme [65][66];

h:{Des(d,)} 1< i<s (3.1)

olarak gosterilir. Burada Des(di), di sinif kavnain tanimidir.

Herhangi bir timevarimsal (enduktif) g@@nme prosedirtu tarafindan tahmin
edilebilen ikisart vardir. Bunlar, eksizlikarti ve tutarliliksartidir.

Eksiksizlik:

De(d, )0 A(Des(d,) = e(d,)) (3.2)

Bu sart ile battn 6rneklerde; dinifi Des(g kavrami tarafindan kapsanmalidir. Yani,
A ornekler setindeki herbir 6rnek, sinif tanimlaaraii yapan hipotezler kiimesi ile
mutlaka siniflandiriimalidir. A @im setinde siniflandiriimami hicbir 6rnek

kalmamalidir.

Tutarhhk:

Oe(d,),&(d;) DA(e(d;) == Degd,)) eger| #i (3.3)
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Yani, Des(di) kavrami, di sinifina ait olmayan teerbi bir 6rngi kapsamamalidir.
Diger bir ifadeyle, A gitim setindeki bir 6rnek sadece ve sadece bir siaitf olacak

sekilde siniflandiriimahidir.

Bir 6grenme gleminde, timevarimsalgtenme ile birka¢c mimkin cikti elde edikmi
olacaktir.H butiin mumkin ciktilar iceren bir hipotez uzaysusl. Tumevarimsal
O0grenme, birh hipotezi bulmak igirH hipotez uzayinda bir arama prosedurt olarak
aciklanabilir [67][68].

U ornekler uzayi olsurlJ’daki 6rnekler birsart karakteristik seti C={C1,C2,...,Cn}
ve bir D karar karakterigii tarafindan tanimlaniSart karakteristiklerinin bilgi alani
V tarafindan verilir (V={V1,V2,...,vVn}). Herbir GIIC olan Cisart karakterisginin
bilgi alani Vi deser setidir. Vi, VLIV olan gdzlemlenebilir bir dger setidir. H'nin

boyutu veya mumkun hipotezlerin sayisi;

i=l..n i,j=1.n k=
i#] i%]2. 2k

Hi= 2N+ ZMM|+-+ ZMMMI* M (3.4)

olarak hesaplaniBart karakteristikleri ikili dgerlere sahip is§-|| ;

H[=>C.2 (3.5)
i=1l.n

olur. Burada acgikca gorultyor ki, n ¢ok buyik beger oldigunda butin hipotez

uzayini argtirmak pratik hatta mamkun gedir [69].

Siniflandirma problemi metodlagu sekilde aciklanmtir [60]:

Bir giris 0rnezi X= (x1, x2, ... , xd) J guruplarundan (siniflatam) C1,C2, ...,CJ
birine (ama sadece birine) siniflandirilacaktiru@arin varlgl oncellik (priori)
olarak bilinmektedir. Gig 6rnesi X, genellikle sinif Gyefii bilinmeyen nesnenin
Ozelliklerini temsil eder. Kategorik dsken y, nesnenin sinif Gyglhi gostersin,
bdylece y=j, onun Cj sinifina ait olgu anlamina gelir. Siniflandirma, sinif-tygely
ile, 6zellik vektorii x arasindaki gkiyle ilgilenir. Ozet olarak, amag, siniflari belli
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Orneklerden olgan eitim seti (xi,yi), (i=l....n) kullanarak, gisi ¢ikis arasindaki
haritanin belirlenmesidir, x> y. Bu siniflandirma (karar kural olarakta bilipir
gelecekteki  drnekleri siniflandirmada kullaniliyani y'yi sadece vektér x
siniflandirmasini kullanarak belirlemektirgitm ve gelecek verinin ikiside [gamsiz

ve ait bir sekilde daitilan ayni (bilinmeyen) istatistiksel gdimdan ortaya c¢ikan

orneklerdir.

Siniflandirma, 6zel bir@enme problemini temsil eder. Sistemin ¢iktisiradexe 0

ve 1 oldgu y={0,1}, ikili-sinifllama problemi ele alinginda, @renen bilgisayar

(bilgisayar), bir dizi indikator (siniflandiriciphksiyonu f(x,w) uygulamaya ihtiyac
duyar. Bu problem icin yaygin kullanilan kayip feijon (loss function),

siniflandirma hatasini dlger [70],

0, Egery = flx,w),
L(y, f(x, w)) = {1, Ezer y#* J{Ex,w; (3.6)

Bu kayip fonksiyonu kullanarak, risk fonksiyonu,
R(w)= [L(y, f(x,@))p(x,y)dxdy (3.7)

yanls siniflandirma olasgadir. O halde grenme, sadeceggim setini kullanarak,
ortalama yank smiflandirma hatasini minimize eden fonksiyonld(x,w)

(simiflandirici) bulma prosedurt olarak tanimlahafg0][71].

Bilgisayar @renmesi metodlarn bircok farkli gelenekten ortayetigl icin,
terminolojisi @anlamlilarla doludur. Ornek olarak, girvektoriinun bir cok farkli
isimleri vardir. Bunlardan bazilari: girivektori, patern vektor, ozellikli vektord,
ornek. Girg vektorunun bilgenleri, xi, farkli sekillerde, ozellikler, nitelikler, gis
desiskenleri ve bilgenler olarak adlandirilirlar. Bgenlerin dgerleri Uc ceittir:
Gergel-dgerli rakamlar, ayrik-dgerli rakamlar veya kategoriksel ghrlerdir.
Kategoriksel dgerleri gosteren bir drnek olarakgrénci hakkindaki bilgiler olan,
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sinif, bolum, cinsiyet, dagman gibi dgerlerle temsil edilebilir. Bu durumda belli bir
Ogrenci su sekildeki bir vektorle temsil edilir: (ikinci sinibgrencisi, tarih, erkek,
Eylup Aggez). Buna ilaveten, kategorikselggeler sirali (kicuk, orta, buyuk gibi)
veya sirasiz (az onceki érnekte gidugibi) olabilirler. Ayrica, tim bu dgerlerin
karisimi ile de girg vektorl olgturulabilir [64]. Tum bu durumlarda, ggrivektord,
karakteristikleri, dgerleri ile birlikte sirasizsekillerde listeleyerek temsil etmek
muamkuindur. Karakteristik-ger ikililerinin gdsterimine bir 6érnek olara, (B6lim
Tarih, cinsiyet: erkek, sinif: ikinci sinif, daman: Eylp &gez, ya:19) verilebilir
[72].

Ciktt kategorik bir dger olabilir. Bu durumda, icinde h hipotezinin butasini

iceren sureg, siniflandirici (classifier), taniy(cecognizer), veya kategori edici
(categorizer) olarak isimlendirilir. Cikti ise, €inkategori veya karar olarak
adlandirihr. Siniflandiricilarin bir ¢cok problemdsygulamalari vardir, mesela; el
yazimi karakterleri tanimlamalémi. Bu durumda gisi yazili karakterlerin uygun

temsilleridir, ve siniflandirici, ggieri 64 kategoriden birisine koyar. [64][73].

3.3. Denetimli Bilgisayar Gsrenmesi Siniflandirma Yontemleri

Denetimli bilgisayar grenmesi siniflama konusunda bir cok algoritmastetistir.
Bir sonraki bolimde ayrintili olarak ele alinacd&malgoritmalar gagidaki sekilde
kategorize edilebilir.

3.3.1. Mantiksal/sembolik siniflandiricilar

Mantiksal/Sembolik siniflandirici kategorisinde ykiklasim bulunmaktari; karar
agaclari ve kural tabanl siniflandiricilar [58].

3.3.1.1. Karar gagclari

Karar gaclarinda hedef fonksiyonu bir karatagl olarak tanimlanmaktadir. Karar
agacl @renimindeki aramalar, karakteristik hakkindaki éémemenin ne kadar bilgi

verecegini bildiren entropi tabanli bilgi elde etme oOlcun@iafindan yonlendirilir.
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Ogrenme algoritmalarinin genellikle kiicligaglara kayi yatkinliklar vardir. Bu
yontem, istekli, denetimli ve @eken bir metoddur. Guraltult veriye duyarl, coklu
parametrelere uygundur. g&nme strecinde 6n bilgi gerektirmez. Ancak, geni

verilerle bir ¢cok farkli yollarla iyi sonug veri®f][61].

3.3.1.2. Kural tabanli siniflandiricilar

EGER-SE kurallari, ilk olarak bir karargaci olyturmayi gerektirmeden, sirali
kapsayan algoritma(sequential covering algorithi)llanarak gitim verilerinden

elde edilebilir. Bu vyaklgm ismi, sirayla @renilen kurallar kavramindan
gelmektedir. Verilen bir sinif icin herbir kuralideal olarak ayni sinifa ait bir cok

ornesi kapsayip dier siniflara ait hichbir 6rri@ kapsamiyacaktir [85].

3.3.2. Bayes siniflandiricilari

Bayes @renimi, iliski seviyesinin olasilik dalimlariyla belirlendgi bir varsayima
dayanan olasilik¢i bir yakjam sunmaktadir. Optimal karar veya siniflandirnelar
incelenen verilerin yanisira bu olasiliklaringddendirmesiyle ulglabilir. Bayesci
O0grenim metodlari grenim sisteminden elde edilen ciktilar esas alkn@tagruba
ayirilabilir: belirli egitim verileriyle mimkin olan en iyi hipotezi eldelenler ve
yine belirli bir eitim setiyle verilen yeni orngn mimkin olan en iyi
siniflandirmay! uretenler. Bu nedenle hedef fondsiy birinci grupta agik olarak
temsil edilir fakat ikinci grupta dolayl olarak rtemlanir. Temel avantajlarindan
birisi de, o©nceki bilgi ile uyum gtamasidir. Gorlinmeyen bir Orfie
siniflandirmasi, c¢oklu hipotezlerin tahminlerinbirlestirmesi yoluyla elde edilir
[74][75][76].

Kapsamli verilerle de iyi sonu¢ vermektediistekli, denetimli bir @renme
metodudur ve grenim sirecinde agarma gerektirmez. Bayescgenimin gurultali
verilerle problemi olmasada kucuk veri setleriytalaklari vardir. Bayescigenim,

en az tanimlama uzurdu ilkesine dayanan bir yalgiani benimser. [77][78].
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3.3.3. Tembel-grenme (lazy learning) algoritmalari

Ornegze dayali (instance-basedgrénim olarakta isimlendirilir. Eitim verilerinin
Otesinde gorinmeyen olayin siniflandiriilmasina kagknellgtiriimesi anlaminda
tipik bir tembel @renme yaklamidir [79]. Ayrica, hedef fonksiyonu acik olarak
tanimlanmanstir; bunun vyerine, grenen sistem, belirli gérinmeyen olayi
siniflandirirken hedef fonksiyon gerini geri verir. Hedef fonksiyon @eri batin
egitim setine dayanmaktan ziyade gorinmeyen olayalaiak kabul edilen gtim
verilerinin bir alt kimeye dayanmasiyla elde ediBu, farkli hedef fonksiyonunun,
belirgin gériinmeyen orge benzemesi anlamina gelir. Tek bir hedef fonksiyom,
0grenen sisteminin timgéim verilerini genelleme yapmasi sonucunda eldérezsi
yaklasimini kullanan @grenme yontemlerinden belirgin bgekilde farklidir. Bu
arays sureci istatistiki anlaya dayalidir ve belirli gériinmeyen olaya yakigitien
verilerinin belirlenmesi ve kosularina dayanarak hedef fonksiyongde elde
edilmesinden olgmaktadir. K-en yakin kogalar (K-nearest neighbors), olaya-dayali
tumevarim (case-based reasoning), ve yerel Olgiihegrasyon, bu kategorideki en
popduler algoritmalardir [80][81][82].

3.3.4. Yapay sinir &lari

Sinir g1 6greniminde, verilen bir sabitsayapisinda, hedef fonksiyongr@nme &
agirliklarinin bulunmasiyla sanlamhidir. Oyleki, g ciktilari, eitim verilerinde
belirtildigi gibi beklenen sonuglarla ayni veya kabul ediielir araliktadir [83][84].
Esas itibariyle bir girlik vektort hedef fonksiyonu tanimlar . Bu, heftenksiyonun
insanlar tarafindan okunmasini ve yorumlanmasikizgolastirir. Yapay sinir glar
, istekli, denetimli ve dengesiz bigkenim yaklaimidir. Ileri-besleme glari icin bir
popduler algoritma, geri yayitlimdir [85].

3.3.5. Destek vektdr makinasi (support vector maches)

Destek vetkor makinalari, goudan girg alanindaki verilerden lineer olmayan hedef

fonksiyonu @renmesi yerine, ilk olarak,ggim verilerini giris alanindan yuksek
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tanimlanan bir ¢ekirdek fonksiyonu kullanir. Son&deki optimal lineer ayiriciyi
(bir hiper duzlem) grenir. Lineer ayiriclya dayanarak tanimlanan kéwaksiyonu,
daha ©nce goérinmeyen olaylari siniflandirmak iciollakilabilir. Cekirdek
fonksiyonu, destek vektor makinalarinda merkezirbiroynar. Cekirdek fonksiyonu
destek vektorleri sadece verilegiten verilerinin bir alt kimesine dayanmaktadir
[86][87][88].

3.4. Da&ruluk ve Hata Olgleri

Bir siniflandiric  gitildi ginde ~ bircok soru 6n plana cikabilir.  Opie,
siniflandiriclyr miteri satinalma davragini tahmin etmek icin @tirken, onceki
satslardan elde edilen verilerin kullanifglifarzedilsin. EBitim setinde yer almayan
musteri verileriyle eitilen siniflandiricinin, gelecekteki rmgi@rilerin  satinalma
davranglarini ne kadar dgru tahmin et hakkinda bir dgerlendirme istenebilir.
Birden fazla siniflandirici gslirmek icin farkli yontemler denenip onlarin

dogrulugunun kagilastirmak istenebilir.

Dogrulugun ne oldgu nasil tahmin edilebilinege ve &grenilen bir modelin

dogrulugunu artirmak igin stratejiler tagtlacaktir.

3.5. Siniflandirici Da@ruluk Olgileri

Egitim verilerini kullanarak siniflandirici elde etkeve ortaya c¢ikan modelin
dogrulugunu tahmin etmek algoritmanin verilere damsiri uzmanlamasindan
dolay! yaniltici, fazla iyimser tahminler yapilmgal sonuclanabilir. Bunun yerine
dogruluk, daha ©6nceden modekigminde kullaniimayan sinif-etiketli ornekler
takimindan olgan testle daha iyi olcultr. Belirli test takimindakniflandiricinin
dogrulugu, siniflandirici tarafindan @ou  olarak siniflandirilan  test takim
orneklerinin ylzdesidir [76][85]. Resim tanima fa&irinde, siniflandiricinin genel
tanima orani olarak da bahsedilmektedir, yani bwiflandiricinin  dgisik

siniflardaki érnekleri ne kadar iyi tangdni yansitir [89].
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M'nin bir siniflandirici oldgu farzedilirse, Acc(M), M'nin dgruluguyken, hata
orani veya yandrsiniflandirma orani 1-Acc(M)’dir. ger esitim seti, bir modelin
hata oranini tahmin etmek icin kullanilirsa, heasaph dger tekrar-yerine koyma
orani olarak bilinir. Bu hata tahmini, gl hata oraninin ¢iinkii model daha 6nce

goruldigt 6rneklerin higbirinde denenmegtir [90].

Karisiklik matrisi (confusion matrix), siniflandiricinfarkl siniflardaki érnekleri ne
kadar iyi tanidgini analiz etmede kullanilan faydali bir ara¢ dkakabul edilir. ki
sinif igin bir kargiklik matris Sekil 3.1'de gosterilmgtir. Belirli m siniflarinda,
karisiklk matrisi en az mXm boyutunda bir tablodur. CMirdisinde, ilk m
dizisindeki ve m sdtunlarindaki j siniflandirici raandan j sinifi  olarak
etiketlendirilen i sinifinin 6rnek sayisini belirtBiniflandiricinin yeterli dguluga
sahip olmasi icin, CM1 girdisinden, 1'den CMm, m’likadar, geri kalan girdiler
sifira yakinken, ideal olarak érnekleringemlugu karsiklik matrisinin ¢caprazindan
gosterilecektir. Tablonun her sinifin toplamlarv@ taninma oranlarini gayacak

ilave dizileri ve sutunlari olabilir [85][91].

Iki sinif goz onunde tutulursa, pozitif 6rneklernii ilgi sinifi érnekleri, mesela,
bilgisayar satin alir = evet)e kan negatif ornekler (mesela, bilgisayar satin
alir=hayir) acisindan belirtilebilir. ou pozitifler siniflandirici tarafindan gau
olarak etiketlenen pozitif drneklerle ifade edikrk d@ru negatifler siniflandirici
tarafindan dgru olarak etiketlenen negatif 6rneklerdir. Yanpozitiflerde yanl
olarak etiketlenen negatif orneklerdir. (meselaifsérneklerinde bilgisayar satin
alir=hayir siniflandirici tarafindan bilgisayarigatlir=evet olarak tahmin edilgtir)
[85][90][91].

Tahmin edilen sinif

C1 C2
Gergek Sinif C1 d@ru pozitifler | yanlg negatifler
Cc2 yanls pozitifler | dgsru negatifler

Sekil 3.1 Bir kargiklik matrisi icin pozitif ve negatif demetleri

Bunun gibi, Yanlg negatiflerde yangiolarak etiketlenen pozitif 6rneklerdir. (mesela,

sinif drneklerinde bilgisayar satinalir=evet samflirici tarafindan bilgisayar
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satinalir=hayir olarak tahmin edilgtir). Bu terimler siniflandiricinin kabiliyetini
analiz ederken faydahdir.

Dogruluk dlcuimlerine alternatifler de vardir. Bir diandiricinin tibbi veri
orneklerini “kanser” veya “kanser @& olarak siniflandirmak icin gtildi g
farzedilsin. Bir dg@ruluk orani, 90% siniflandiriciyr oldukca @a olarak
gosterirken,  @tim orneklerinin 3—4%’UG gercekte “kanser” olglinda, 90%
dogruluk orani kabul edilir olmayacaktir. Duyarhlile\wzguinltk olculeri sirasiyla bu
amagc icin kullanilabilir. Duyarhlik dgru pozitif (tanima) orani olarak da ifade
edilirken (yani, dgru olarak tehis edilen pozitif 6rneklerin miktar), 6zginluk,
dogru negatif orani (yani, dpu olarak tehis edilen negatif érneklerin miktari) dir
[76][91].

Ilave olarak, hassasiyet kullanilarak “kanser” dtagtiketlenen gergek “kanser” olan
bu dlcllersu sekilde tanimlannstir [85][90][91]:

t_neg

belirlilik = (3.8)
neg
hassashk = 222
assasiik = pos (3.9)
t_pos
kesinlik = (3_ 10)

(t_pos + f_pos)

tpoz d@ru pozitiflerin sayisi iken (aslinda ga olarak siniflandirilan “kanser”
ornekleri), poz pozitif (“kanser”) orneklerin sayigneg gercek negatiflerin sayisi
(aslinda dgru olarak siniflandirilan “kanser gi€ ornekleri), neg negatif (“kanser

desil”) orneklerin sayisli, ve fpoz yaslipozitiflerin sayisi (“kanser” olarak yasli
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etiketlenen “kanser @d” oOrnekleri)'dir.  Dogruluk duyarliik ve 6zgunlgln
fonksiyonu oldgu gdsterilebilir,

POS 1 belirlilik— 9

dogruluk = h hk ——M— —_—
ogrii aesast (pos + neg) (pos +neg)

(3.11)

3.6. Siniflandiricinin D@rulu gunun Degerlendirmesi

Bilgisayar @renim slreci vasitasiyla elde edilen bir modeliraenyeni 6rnekleri
dogru olarak siniflandirma/tahmin etmedir. Bir Modelkalitesinin, genellikle
kullanilan olctst, kestirimci gouluktur (predictive accuracy). Yeni oOrneklerin
kendi @renim safhasinda model tarafindan kullanrpadarsayildgindan, modelin
kestirimci d@rulugunu, gercek hata orani kullanarak tahmin edilmesekmektedir.
Gercek hata orani, istatistik olarak modelin hat@anomin asimtotatik olarak geni
sayidaki yeni olaylar Uzerinde bulunmasidir. Ptatikbilgisayar @grenmesi
modelinin gercek hata orani mevcut olan genel klagtim ve test setleri olarak
ayrilan buatin o6rneklerle tahmin edilmelidir. Mod#gk olarak esitim ornekleri
kullanilarak tasarlanmgir, ve sonra test 6rneklerindeki performansinaadayak
deserlendirilmistir. Bu hata 6lcimi gelecek model performansinmialle givenilir
olabilmesi i¢in gitim ve test setlerinin sadece yeteri kadar gehinakla kalmamali,
bagimsizda olmalilar [93][85][92].

Mevcut Ornekler, gitim ve test setleri okturmak i¢in nasil ayrilmaldir?[83] der
egitim takimi kigukse, sonucta gin model ¢ok kuvvetli olmayacaktir ve stk
genelleme kabiliyetine sahip olacaktirgBr taraftan, ger test kugukse, tahmini hata
oranina olan guven dilk olacaktir. Hata oranlarini tahmin etmek icingielié&
yontemler kullaniimaktadir. Bu yontemler, mevcunéklerin gitim ve test seteleri
olarak kullaniimasi hususunda farklilik gostermdkte Eger mevcut 6rneklerin
sayis! son derece gese(orngin 1 milyon), butiin bu yontemler muhtemelen ayni
hata orani tahminine yonlendirirg& mevcut 6rneklerin sayisi kigikse, bilgisayar
ogrenim deneylerinin tasarimcisi verileri ayirirkesk glikkatli olmahdir. Orneklerin

nasil alt kimelere ayirilagakonusanda iyi bir mevcut klavuz yoktur. Veri rasi
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ayrilirsa ayrilsin, farkh tesaduifi ayrilmalar laatgitim ve test setleri belirli boyutta
olsa bile, farkli hata tahminlerinin netice verdeekaciktir [93][94].

Veri setini, itim ve test olarak ayirmak icin, tekrar-drneklenmeetodlari
(resampling method) olarak isimlendirilen farkli nggmler kulanilir. Modellerin
tahmini ve seciminde tekrar-6rnekleme yakdanin, analitik yaklgm kullanimina
olan avantaji, eski verilerin istatistiki gilami veya yakinsayan fonksiyonlarin belirli
Ozelliklerinde varsayimlara dayanmamasidir. Tekraekleme tekniklerinin temel
dezavantajlari onlarin yiksek hesaplama sayilartekear-6rnekleme stratejisine
dayanan tahminlerdeki ggmelerdir [83][85][93].

Model tahmininde temel yaldam, ilk olarak veri setinin bir parcasini kullankrair
model hazirlamak veya kietmek ve sonra geri kalan ornekleri kullanarakntadel
icin risk 6ngoru tahmini yapmaktir. Verinin ilk gasina gitim seti denir, ve ikinci
parcaya test (dgulama) seti adi verilir. Bu basit stratefiitm seti ve test setlerinin
ayni bilinmeyen veri daliminin temsilcileri olarak secildikleri varsayiniizerine
dayanir. Bu, genellikle gepiveri setleri icin dgrudur, fakat stratejinin ktcuk veri
setleri icin acik bir dezavantaji vardir. Kuguk sy 6rneklerle, veri ayirma oOzel
yontemi modelin dgrulugu Uzerinde etki sahibi olmayadbar. Tekrar-6rneklemenin
desisik yontemleri kicuk veri setleri icin kullanilir,ev ilk veri setini ayirmada
kullanilan stratejiler bakimindan farklilik gostéer [92][93][94].

Ilerleyen kisimlarda, ginimizin bilgisayagrénim uygulamasinda yaygin olan
tekrar-ornekleme yontemlerinin 6zet bir aciklamastilecektir. Bilgisayar sistemi
tasarimcisi, veri ve problemin 6zelliklerine dayallarak bir secim yapmak

zorundadir.

3.6.1. Tekrar yerine koyma (resubstitution) yontemi

En kolay yontemdir. Mevcut olan verilerin hepsi hesgitim hemde test icin
kullanilir. Baka bir deysle, esitim ve test setleri aynidir. Bu, “veri gdumi” icin
hata oraninin tahminini iyimser olarak yapar (tamrhiata genellikle modelin gergek
uygulamalarinda beklenilenden daha kucuktir). Bdenke yontem gercek-yam

bilgisayar @renim uygulamalarinda ¢ok nadir kullaniimaktad®][85].
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3.6.2. Anlgmazlik (holdout) yontemi

Verilerin yarisi, veya bazen verilerin 2/3'giem icin kullanilir ve kalan veriler test
icin kullanihir. Egitim ve test setleri amsiz ve hata tahmini karamsardir. Farkl
bolumlemeler farkli tahminler verecektir. Surecastgele secilen farkliggim ve
test setleriyle tekrari, ve hata sonuclarinin bémdart parametreye bisl&iimesi
modelin tahminini geftirecektir [83][85][92].

3.6.3. Ozyuikleme (bootstrap) yontemi

Ozyiikleme yontemi belirli @tim érneklerini it oranda yenileyerek érneklendirir.
Yani, her defasinda bir kayit segiligiteolarak tekrar secilebilmesi muhtemeldir ve
egitim setine tekrar eklenebilir. Ornek olarakgjten seti icin rastgele érnekler secen

bir makine verilebilir [93].

Bir cok 6zyukleme yontemi vardir. Yaygin olarakl&ailan, gagidaki gibi calsan
.632 6zylklemedird sayida drnek barindiran bir veri seti vegildarzedilsin. Veri
seti, d kere yenilenerek orneklendiriimesiyle, 6zyuklentgnesi veya d elemanli
egitim setinin olymasiyla sonuglanir. Muhtemelen orjinal veri 6rieekiin bazilari
bu 6rnekte birden fazla meydana gelir. Veri rneklkegitim setini donigtirmemesi
test setinin olgmasiyla biter. Bunun defalarca denenmesi gefekdrzedilsin. Bu
durumda, ortalama olarak, orjinal veri o6rneklerinb63.2’si O6zyukleme ile
sonuclanabilir, ve geride kalan 36.8 test setiogtarur (bundan dolayi isim, .632
O0zyuklemedir) [93][94].

63.2% rakami nereden gelmektedir?[83] Her gime/d oraninda secilme ihtimali
vardir, bundan dolayi secilmeme ihtimali (1-1/dy. d> kere secilmelidir, bundan
dolayr 6rngin bitin bu zaman zarfi iginde secilmeme ihtimadl(d)d dir. EBer d
gensse, ihtimal €=0.368.14 yaklar. Boylece 6rneklerin 36.8%'i @tim icin
secilmeyecektir ve dolayisiyla test setinde olacakie geri kalan 63.2% géim
setini olyturacaktir [85][93].
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Ornekleme k kere tekrarlanabilinir, her tekrarlaigia, mevcut test verisiyle yine
simdiki 6zyuklemeden elde edilen modelingdoluk tahminini kullabilir. Genel bir

modelin dg@rulugu asagidaki gibi tahmin edilmtir:

k

Ace(M) = 2(0.532 x Acc(M,;) test_set+ 0.368 x Acc(M,) egitim_set) (3.12)
i=1

Acc(Mi)test-seti modelin 6zylklemeyle elde edilenégi i oldugunda bu test takimi
I'ye uygulanir. Acc(Mi)test-seti orjinal veri setine uygulanddinda modelin ¢izgi-
atkisi i ile elde edilen dgulugudur. Ozyikleme yontemi kigiik verilerle ¢ok iyi
calisir [93][94][95].

3.6.4. K-kere capraz dgrulama (K-fold cross validation)

Veri seti X, rastgele K¢t boyutlu parcalara ayrilrgtir, Xi, i=1,...,K. Her cifti elde
etmek i¢in, K parcalarindan birisinisarida test seti olarak tutulur ve geri kalan K
parcalarint K — 1 @tim setlerini olygturmalari icin birlgtirilir. Bunu K kere
yaparken, her defasinda K parglarindan birigadda birakarak, K ciftlerini elde
edilir [83][85][92][94].

V1=X1 T1:X2UX3U...U)Q<
V2=X2 TZZXJ_UXgUUXK

Vi =Xk Tk =X1 U Xo U ... U X¢q

Bu yontemde iki problem vardir. Birincisigi@m setini geng tutmak igin, kuguk
olan test setlerine izin veriliikincisi, sitim setleri epeyce ust Uste gelir, yani,
herhangi iki gitim takimi K-2 parcalarini paya. K tipik olarak 10 veya 30 dur. K
artinca, gitim orneklerinin yizdeside artar, ve daha kuvvithminciler elde edilir,
fakat test setleri kiiculir. Bundanska, siniflandiriciyr K kereg@tmenin masrafi da
vardir, bu da K artinca artar. N artinca K kuculebeger N kicikse, K gegiolmali

ki yeterli esitim birini-disarida-tut setlerine izin verilebilinir. K-kere caar
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dogrulamanin airi olaylarindan birisi N veri takim 6rnekleri vieligindedir, sadece
bir 6rnek test seti olarak g@rida birakilmgtir ve esitim N-1 6rneklerini kullanir.
Sonra her tekrarda farkll orgiedisarida birakarak N ayri ciflerini elde edilir. Bu
etiketli veriyi bulmanin zor oldgu tibbi teshisler gibi uygulamalarda kulanilir.
Birini-disarida-tut katmankmaya izin vermez. Son gunlerde, hesaplagtamileri
klaylasinca, K-kere capraz-goulamayi ¢ok defa c¢alirmak mumkin oldumgur,
ornesin, 10x10-kere, ve ortalamalar kullanarak daha glivieata tahminleri elde
edilir [92][94].

3.7. Topluluk Yontemleri-Dogruluk Oranini Artirma

Tam verilerde en iyi performansi gosterecek binfandirici yoktur (no free lunch
theorem) [96]. Bir veri setinde ¢ok iyi performasergileyen bir siniflandirici blea
bir veri setinde dgiilk performans gostermektedir. Bundan dolaystaraacilar, bir
veri setini siniflandirirken birden fazla siniflandiyr kullanirlar. Birden fazla
siniflandirininin  kullaniminda iki metod kullanilirTorbalama (bagging) ve
yukseltme (boosting). Bu yontemler, bilgisayagrégnmesi algoritmalarinin bir
kombinasyonunu kullanirlar. Herbirisi k adet damtdirici modeller serisini, (M1,
M2, ... , Mk), gelsmis birlesik bir M_modeli olgturmak amaci ile birlgirir
[83][85].

3.7.1. Torbalama (bagging)

Torbalamanin, dgrulugu artirma yontemi olarak nasil gaigina dair sezgisel bir
baks ortaya konulacaktir. Agiklamanin kolagihagisindan, ilk olarak modelin bir
siniflandirict oldgu farzedilir. Hasta olan biri, belirtilerine goérablbi teshis
yaptirmak ister. Bir doktora sormak yerine, bir ghsktora sormay! tercih edebilir.
Eger belirli bir teshis digerlerinden daha fazla ortaya cikarsa, bunu son eeyyi
teshis olarak secer. Yani, sonslés her doktorun gt oyunun oldgu c¢asunlugun
oylarina dayanmaktadir. Her doktor bir siniflardyla desistirilirse, temel
torbalama fikrine sahip olunur. Sezgisel olaralgigeoktor grubu tarafindan alan
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¢cogunlugun oylari kiigik gurup tarafindan ¢ain ¢cg@unluk oyundan daha guvenlidir
[93][97][98].

Verilen, d ornekli bir D seti i¢in, torbalana sekilde calgir. Herbir tekrarda, i (i =
1, 2, ..., k) icin, d 6rnek sayisina sahip, bir [@itien seti, D orjinal set verilerini
degistirilerek  orneklendirilir. Torbalama terimi, ayni amanda 06zyukleme
kimelenmesi anlamina gelmektedir. Hgitien takimi kisim 3.6.3'te belirtildi gibi,
bir 6zyukleme 6rngdir. Cunkl dgisimli drnekleme kullanilmgtir, D nin orjinal
orneklerinin bazilari Di ye dahil edilmeyebilirkedigerleri birden fazla meydana
gelebilir. Bir siniflandirici modeli, Mi, her Digdim takimi icin egitilmi stir.
Bilinmeyen X orngini siniflandirmak icin, her Mi siniflandiricisi rbby olarak
sayllan kendi sinif tahminine geri doner. Torbalankh_siniflandiricisi oylari sayar
ve sinifi en ¢ok oyla X’e tahsis eder. Torbalanelirl test orngine ait her tahmin

averaj dgeri alinarak devam edenghlerin tahmininde uygulanabilir [92][75][76].

Torbalanmg siniflandirici genelde orjinal ggim verisi D’den tiretilen tek bir
siniflandiricidan 6nemli derecede daha biyukraloga sahiptir. GUraltala verilerin
etkilerine kagl oldukca kuvvetli olacaktir. Artiningidogruluk meydana gelir ¢lnkd
birlesik model bireysel siniflandiricilarin gigkenligini dustrdr. Tahmin igin,
torbalanmg tahminci daima D den turetilen tek bir tahminciyarsi gelismis bir

dogruluga sahip olaga teorik olarak ispatlanmstir [74].

3.7.2. Yukseltme (boosting)

Bir onceki kisimdaki gibi, bir kinin, hastalga ait bazi belirtileri oldgunda, bir
doktora dargma yerine bir cok doktora dgmay tercih edebilir. Doktorlarin yagt
onceki tghislerin dgruluguna dayanarak, her doktoruntisine dger veya kiymet
agirh g tayin edildginde, son tghis, &irlikl teshislerin bir birletirmesi olacaktir.
Bu yukseltme yaklaminin temelini olgturmaktadir [95][99].

Yikseltme metodunda, hegigm ornesine girliklar tayin edilir. K siniflandiricilar
serisi tekrarla gtilir. Mi siniflandiricisi gitildikten sonra, &irliklar sonraki Mi+1
siniflandiricisina Mi tarafindan yaglsiniflandirilan gitim oérneklerine “daha fazla

dikkat etme” ye imkan vermek icin guncsatiglir. Son yukseltims M*
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siniflandiricisi her bireysel siniflandiricinin ayhi birlstirir ki her siniflandiricinin
oyunun &irhg kendi d@rulugunun bir fonksiyonudur. Yikseltme algoritmasi
devam eden derlerin tahmini icin uzatilabilir. Adaboost popltileir yikseltme
algoritmasidir. Bazi grenim yontemlerinin dgrulugunu artirlimasinin  istengli
farzedilsin. D, sinif etiketli veri seti orneklererildiginde, (X1, y1), (X2, y2), ...,
(Xd, yd), i, Xi kayitinin sinif etiketidir. Bgangicta, Adaboost heg#im ornesine
esit 1/d airhigl tahsis eder. Topluluk icin k siniflandiriciladugturmak icin kalan
algoritma boyunca k turlarina ihtiya¢ vardir. idoda, D’den drnekler d boyutunda
Di egitim seti olwturmak icin 6rneklendirilmtir. Degistirerek drneklendirme —ayni
ornek birden fazla segcilginde kullanilir. Her orn@n secilme sansi &irligina
baghdir. Mi siniflandirict modeli Di'nin gitim 6rneklerinden turetilnstir. Hatasi

sonradan Di test takimi olarak kullanilarak hesaiplgB5][92][75].

Egitim 6rneklerinin &irhgl sonradan nasil siniflandirildiklarina gore ayarlaEger
bir 6rnek yank siniflandirilirsa girhg artar. Eger dgru siniflandinlirsa @rh g
azalir. Orngin agirligi, onu siniflandirmanin ne kadar zor gidau yansitir —@rlhk
yuksek olursa, yandisiniflandiriimasi daha sik olur. Bgidiklar bir sonraki turda,
siniflandiricisi icin gitim ornekleri olgturmak icin kullanilir. Temel fikir, bir
siniflandirici tasarlanginda, onun onceki turdaki yaglsiniflandiriimg orneklere
odaklanmasi istenir. Bazi siniflandiricilar kimioftz 6rnekleri siniflandirmada
digerlerinden daha iyi olabilirler. Bgekilde, birbirini tamamlayan siniflandiricilar
serisi yapilir [93][85][75].

Algoritmada kullanilan matematik temellgr sekildedir. Model Mi’'nin hata oranini
hesaplamak icin, Mi'nin yardi siniflandirdgl Di'deki her bir érngin agirlig
toplanir,

hata(M,) = E? w; X err(X;) (3.13)

err(Xj), Xj oOrnesinin  yanls siniflandirma hatasidir. gér 6rnek yalmy
siniflandiriimgsa, o zaman err(Xj) 1 dir. Aksi takdirde, O dir.gee Mi
siniflandiricisinin performansi zayifsa hatasiiGggcer, ve terkedilir. Yerine, yeni
bir Di egitim takimi olwturmasi denenir ve ondan da yeni bir Mi turetihfi nin

hata orani gtim orneklerinin @irliklarinin nasil gincellgigine etki eder. Eer i
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turundaki bir 6rnek dgru olarak siniflandiriimgsa, &irhgr err(Mi)/(1-err(Mi)) ile
carptlir. D@ru siniflanriimg butiin 6rneklerin @rliklar guncellatirildi ginde, tim
orneklerin g@irliklan (yanls siniflandiriimglar da dahil) normal hale gelir boylece
toplamlari daha once olgu gibi kalir. Bir Agirligi normallgtirmek icin, yeni
agirhiklarin boliumandn toplami eskigaliklarinin toplamiyla carpilir. Sonug olarak,
yanlis siniflandiriimg 6rneklerin girhklar artar ve dgru siniflandirilan érneklerin
agirliklar yukarida belirtildgi gibi azalr [75][77].

Yikseltme glemi bittiginde X oOrnginin  sinif  etiketini  tahmin  etmede
siniflandiricilar toplulgu su sekilde kullanilir; her siniflandiriciyasié oy tahsis
edildigi torbalamanin aksine, yukseltme vyaktainda, siniflandiricinin  nasil
yaptgina dayanarak her siniflandiricinin oyuna bigirlkk tahsis edilir.
Siniflandiricinin hata orani glik olursa, daha eksiksiz olur, ve bundan dolayi, oy

icin agirh g1 daha yuksek olmalidir. Mi siniflandiricisinin oy &irligi,

1 —error(M,)
error(M,)

log
(3.14)
ile verilir. Her ¢ sinifi icin, ¢ sinifindan X'ehais edilen her siniflandiricinigidi g
toplanir. En yiksek toplami olan sinif “kazanant de ornek X'in sinif tahmini
olarak geri doner [83][85][75][77].



BOLUM 4. DENETIML I SINIFLANDIRMA ALGOR ITMALARI

4.1. Karar Agaclari

Karar gaci algoritmasi, bilgisayargéenmesinde siniflandirma algoritmalarindan bir
tanesidir ve bilgi teorileri ilkelerine dayanmaktadBir karar &aci algoritmasi
otomatik olarak yayilabilen modeller eturur. Kullanici tarafindan kolayca

yorumlanabilir, bilinmeyen ve gurdltuli verilerlgnasir [100].

Bir karar &aci, karar gaclarinin yapisini temsil eden i¢glimler, dallar ve yaprak
digumlerinden meydan gelir. @&acin ust dgimune kdk dgumu denir; i¢ dgumler
karakteristik dgerlerinde yapilan testleri temsil eder; dallar deekerdeki farkl
sonugclari; ve yaprak @imleri digime digen orneklerin siniflandiriimasini temsil
eder [92][74][77].

Karar a&aclarinin sonugta ofturduklari modeller, insan analizciler tarafindan
rahatca anladiklari icin, veri madengilicevrelerinde 6zellikle ilgi cekicidir. Karar
agaclarinin igaasi analizcinin girdi parametreleri g&amasini gerektirmez; veri
hakkinda 6nceden bilgi sahibi olunmasina da gemkuy. Bir kayitin gsiz bir
yaprak digumauyle iligkilendirilmesi kokle bglayarak ve ayirici kritere dayanarak
tekrar tekrar aktif dgiimde girdi kayitlar Ustindekartlar dgerlendiren bir ¢cocuk

diguimuni segmeyle mimkin olabilir [85]42[92].



34

=K
Yy '/’-J:':-ﬁ‘\l
C O O« \ )
Evet ™~
Q O O /\Hawr
O -
O L I/!_.F',';-'--. o \\I O
g o 4 - S
= = C.
O ® ® Evet /\Hawr
al
& ) . 0 ] O
O C,

W g x

Sekil 4.1. Karar gaci olgumu

Karar @&aci olgturma algoritmalari iki etaptan meydan geligaa insasi ve budama.
Bir 6ncekinde, karargaci irga algoritmalarinin ggunda &ag, Ustten g@giya dgru
blyur. Kok digumuyle balayarak, veritabani “ayirma secim yontemi” vasyksi
her digimde ayirma durumunu secerek incelenebilir. Veamabdaha sonra
bolumlere ayrilir ve slem tekrar tekrar uygulanir. Budama etabindgacarsasi
safhasinda yapilanga¢ boyutunu kontol altinda tutmak icin budanir \adismis
budama metotlari gaci tahmin hatalarini en aza indirecalekilde secer
[89][83][85][101].

4.1.1. Karakteristik segcme dlculeri

Bir karakteristik se¢cme 6lcusu, belirli bir verilb@iesi olan D’deki sinif-etiketlenmi
ornekleri bireysel siniflara “en iyi” ayiran ayirnkaterlerini se¢cmek icin kullanilan
deneye dayali bir yontemdirger D'yi ayirma kriterlerinin sonuglarina gore kiguk
bdlmelere ayrilirsa, her bir bdlme ideal olarakadafdu (mesela, belirli bir bélmeye
disen drneklerin hepsi ayni sinifa ait olacakti). Kemsal olarak, “en iyi” ayirma
kriteri boyle bir senaryoya en yakin netice veren#liarakteristik segcme oOlculeri
ayirma kurallari olarak da bilinir ¢unki belirli rbdigiimdeki 6rneklerin nasil

ayirllacaina karar verir [74][82].
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Karakteristik secme Olculeri belirli ggim Orneklerinde herbir karakterigti
tanimlayan bir siralama temin eder. Olgmek iciniygnsonuca sahip karakteristik
belirli 6rneklerde ayirma karakterigii olarak secilir. Eer ayirma karakteriii
devamli-dgerli veya ger ikili agaclarla sinirlandiriiigsa, sirasiyla, ya ayirma
noktasi veya ayirma altkiimesi ayirma kriterinin arcasi olarak da saptanmalidir.
D bolmesi igin olgturulan g&a¢ digumu ayirma kriteriyle etiketlenir, dallar kriterin
herbir sonucu icin yetiirilir ve érnekler uygun olarak boltimlere aynliBu bolim
Uc popller karakteristik secme 6lculerini tanimlatadir — bilgi kazanimi, kazanc
orani, ve gini indeksi [89][83][85].

Kullanilan notasyonsagidaki gibidir. D veri pargasi, sinif-etiketlergriirneklerden
olusan bir gitim seti olsun. Sinif etiket 6ze#fi, m farkh sinifi tanimlayan m farkli
deserleri olsun, Ci (i = 1 i¢in, ... , m). Ci,D, D’dek€i sinifinin érnekler seti olsun.

ID| ve |Ci, D| sirasiyla D, Ci, D 6rneklerin sayigosterir [78].

4.1.2. Bilgi kazanimi

ID3 algoritmasi, bilgi kazanimini karakteristik seg dlctist olarak kullanir. Bu 6lcu
Claude Shannon’un, mesajlaringgeni veya “bilgi icergini” arastiran bilgi teorisi
Uzerine O6nculuk eden eserine dayanir. Nt D boélmesindeki drnekleri temsil
etsin. En yiksek bilgi kazanimi olan karakteristk digimu igin ayirma
karakteristgi olarak segcilir. Bu karakteristik sonucta ortaykan bolmelerdeki
ornekleri siniflandirmada gerekli olan bilgiyi emaaindirir ve bu bdlmelerde en az
rastgelelik veya “saf olmama” yi1 yansitir. Boyler lyiaklagim belirli bir 6rnegi
siniflandirmak igin gerekli olan beklenilen tesyisarini en aza indirir ve bir basit
(fakat en kolay! zorunlu kilmadangaci bulma garantisini verir. D’deki bir 6rgie

siniflandirmak icin gerekli tahmin edilen bilgiagida verilir [95][75][85]

T

Bilgi(D) = —Zm loga(p;)

i=1

(4.2)
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D, rastgele secilmgi bir ornegin Ci sinifina ait oldgu yerde pi bir olasiliktir ve
|Ci,D|/ID] ile tahmin edilir. Log fonsiyonu 2 taban kulanilir, ¢cinkd bilgi bitler

seklinde kodlanmaktadir. Bilgi(D) sadece D deki bimnesin sinif etiketini tesbit

etmek icin gereken ortalama miktardaki bilgidirah$g olunan bilgi, yalniz her sinif
ornesinin oranlarina dayanmaktadir. Bilgi(D) D’nin enrsip olarak da bilinir

[89][95][75].

D’de bulunan ornekler, {al, a2, ... , av} gibi farktiegerlere sahip olan A
karakteristgi Uzerinden bolinmek isterglifarzedildiginde, ger A ayrik dgerliyse,
bu deerler d@rudan A Uzerindeki bir denemenin v neticelerineshir gelir. A
karaktestki, D’ yi v altkiimelerine {D1, D2, ... , Dv }ayirmalcin kullanilabilir. Dj,

A nin sonucu olan aj D’deki o drnekleri icerir. Balmeler N dgiminden biylyen
dallara kagilik gelecektir. ideal olarak, bu bolimlemenin Orneklerin kesin bir
siniflandiriimasini meydana getirmesi istenir. Yanerbir bélme saf olmalidir.
Ancak, bolmelerin saf olmayaga oldukgca muhtemeldir (mesela, bir bdlmenin
sadece bir siniftan daha ziyade farkh siniflarbdisrornekler ygini icerebilir). Kesin
bir siniflandirmaya ukanak icin daha ne kadar bilgiye (b6limlemeden soimta)ac
duyaca! su sekilde ol¢culmigtur [89][95][75].

-H
D.
Bilgi, (D) = Z % x Bilgi(D,)
=1 4.2

IDj |/|D] terimi j. bdolmesinin @rhigl gibi davranir. BilgiA(D) A tarafindan
b6limlenmeye dayanarak D den bir @ineiniflandirmak igin gereken beklendik
bilgidir. Gerekli olan beklendik bilgi ne kadar kil¢olursa, bdlmelerin safh daha
blyuk olur. Bilgi kazanci orjinal bilgi gereksinigié (mesela, sadece siniflarin
oranina dayali) yeni gereksinimler (mesela, A bddimeden sonra elde edilen)
arasindaki fark olarak tanimlangtir. Yani,

Kazang(A) = Bilgi(D) — Bilgi, (D) (4.3)
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Baska bir deysle, Kazang(A), A daki dallanmayla ne kadar kazapewe! bildirir.
A'nin degerinin bilinmesinden kaynaklan bilgi gereksinimikde beklenilen
azalmadir. En yiksek bilgi kazanci olan A karalsti, (Kazang(A)), N dgumunde
ayirma karakterisgi olarak secilmgtir. Bu A karakteris@inde “en iyi siniflandirma”
yI yapacak bolimlemeyi yapmak istegidiayklasimina denktir. Bundan dolayi
ornekleri siniflandirmay! bitirmek icin hala gerekebilgi miktari en azdir
[89][95][75][85].

4.1.3. Kazang orani

Bilgi kazanim o6lcusi, cok neticeli testlere wabnyargilidir. Yani, cok sayida
degerleri olan karakteristikleri se¢cmek tercih ediliD3’'nin bir sonraki versiyonu
olan C4.5, bu Onyarglyismaya ¢alkan kazang orani olarak bilinen bilgi kazancina
bir ilave kullanir. Bilgi(D) ile benzer olarak tanlanmg “ayirim bilgi” degerini

kullanarak bilgi kazancina bir tir normalhee uygular [91][92][95][83].

|Dj|

DI

.
D.
Bolmebilgisi, (D) = —Z% x log, (=)
=

(4.4)

Bu deser D aitim veri takiminin A karakteristi Ustindeki bir testin v sonuglarina
karsilik gelen v bélmelerine ayrilmasiyla meydan gepmiensiyel bilgiyi temsil
eder. Herbir sonug icin, D deki toplam 6rnek adetkenazaran o sonuca sahip olan
Oornek adetlerini gbz 6ninde bulundurur. Ayni boléméye dayanarak elde edilen
siniflandirmayla ilgili bilgiyi 6lcen bilgi kazanedan farkhlik gdstermektedir.

Kazanc orangu sekilde tanimlanngtir [91][92][85].

Kazanc(A4)
EBolmebilgisi(A4) (4.5)

KazancOram(A4) =

Maksimum kazan¢ oranina sahip olan karakteristikrnaa karakterisfii olarak

secilmgtir. Ancak, ayirma bilgisi 0’a yakianca, oran dengesiz olur. Bunun 6niine
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gecmek icin bir kisitlama ilave edilgtr; secilen testin bilgi kazanci, en az,
incelenen toplam testlerin ortalama kazanci kadsiikb olmalidir [89].

Gini indeksi

Gini indeksi CART algoritmasinda kullanilir. Gimdeksi, bir gitim seti veya veri

seti parcasi olan D’nin safsizini 6lger [82][86][92].

Gini(D)=1— pr
= (4.6)

D’deki bir 6rnein Ci sinifina ait oldgu yerde pi bir olasiliktir ve |Ci,D|/|D| ile
hesaplanir. Toplam, m siniflari Gzerinden hesaplai@ini indeksi, herbir
karakteristik icin bir ikili ayirimini dikkate alirilk olarak A’nin, D veri setinde,
ayrik deserli, v farkli deserlere {a, &,... , a} sahip olan bir karakteristik oldw g6z
Onunde bulundurulur. A tzerinde en iyi ikili aymmn saptamak icin, A’'nin bilinen
degerlerini kullanarak olgturulan mamkin olan altkimelerin hepsi  incelenir
[82][86][92].

Her altkiime, SA, A karakteriginin bir sekli olan “A 2 SA?” icin bir ikili test olarak
kabul edilebilir. Bir test goz 6nunde tutulursay test, orngin eger A’'nin deseri
SA'da listelenen degerler icindeyse tatmin edicidir. @r A mumkin v dgerlere
sahipse, o halde miumkir altkiime vardir. Orngn, eger gelir karakterisginin (¢
mudmkin dgeri varsa, yani {d§iik,orta, yiksek}, o zaman mumkin altkimeler {
disuk,orta, yuksek}, {dgik,orta }, { disuk, yiksek }, { orta, yuksek}, { d§iik, {
orta }, { yuksek }, and {} dir. Gu¢ kimesi, {diiik,orta, yuksek} ve hokime goz
onunde bulundurulmaz, cunki, bunlar kavramsal kldoa ayrimi temsil etmezler.
Bu ylzden, A Gzerindeki ikili ayrimi baz alinarak Wrisinin iki bélmelerini
olusturmak icin 2-2 mumkun yol vardir. Bir ikili ayrimi goz onlinedsiimizda,
herbir sonucgta ortaya c¢ikan bdlmenin safsizlgrlkli toplamini hesaplariz.
Ornezin, eser A bir ikili aynnmi Dyi D1 ve D2 olarak bdélimlse, belirli

bolumlendirilen D’nin gini indeksi,
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1D, | |D, |
Gini, (D) = ﬁ Gini(D,) + T Gini(D2)
(4.7)

Herbir karakteristik icin, mimkun olan herbir ikdyrimi goz éninde tutulur. Ayrik-
deserli karakteristik icin, o karakterige ait en az gini indeksini veren altkiime, onun
ayrilan altkimesi olarak secilir. Ayrik veya suiellegerli olan A karakterisgi
tzerindeki bir ikili ayrimindan kaynaklanan safétdki azalma soyledir
[89][82][85][86].

AGini(A) = Gini(D) — Gini, (D) (4.8)

4.1.4. Asac budama

Siklikla, eer digime ulgan eitim orneklerinin adedi @tim setinin belirli bir
yluzdesinden -orrign, safsizlga veya hataya bakilmaksizin yluzde 5- daha az ise
digum daha fazla ayriimaz. Cok az ¢gaedayanan herhangi bir karar gogkli ge ve
boylece geneligirme hatasina sebebiyet verir. g#&¢ olgturmanin bitme
asamasindan once durdurulmasina once-budama (pregjudenir. Pratikte dnce-
budamadan daha iyi ¢ghin basit gaclar elde etmenin ger bir yolu, sonra-
budamadir (postpruning). Daha oncga@n hirsla bayudit belirtiimisti; herbir
adimda bir karar verilir, yani bir karar giimint meydana getirilir ve ileriye g
devam eder, asla geri-gelme vel@abir alternatif test edilmez. Tek istisna, geieks

alt-agaclari bulmaya ve budamaya g¢dan sonra-budamadir [86][89][102].

Sonra-budamada.gaci, yapraklari saf olana kadar tamamiyle buyUtiriresitim
hatas! yoktur. Daha sonra ezberlemeye sebep diagagllari ve budama kimesi
bulunur ve budanirilk etiketlenmi kimeden, gtim siresinde kullaniimayan
budama kimesi atanir. Herbir afiag icin, bir yaprak dgiimuyle dgistirilir
[103][104].
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4.2. Kural Tabanh Siniflandiricilar

Karar aaclari, kokten, gactaki bir yaprga kadar herbir yol icin ayri bir kural
olusturarak bir kural tabanina dogtarilur [105]. Ancak, kurallar, eéli kural-
tabanli algoritmalar kullanarak gaudan gitim setlerinden de elde edilebilir. Amag,
egitim verileriyle uyumlu en kicuk kural tabanini giurmaktir. Grenilen kurallarin
coklugu, genellikle, algoritmanin veri seti ile ilgili potezleri @renme, kgfetme
yerine, gitim setini ezberlediinin bir isaretidir. Bol ve fethet algoritmasigiém
orneklerinin bir parcasini aciklayan kurallari asamlemini gerceklgtirir; veri
setinde hicbir 6rnek kalmayincaya kadar, veri sketin drnekler boltndr ve Uretilen
kurallar ile kapsanir [93][95][85][92].

Kural-tabanli siniflandiricilar, siniflandirmgeimi icin EGER-ISE yapisindaki kural
setini kullanir. Bir ESERASE kuralisu sekilde aciklanabilir: Bir kuralin “6ER”
parcasi (veya sol tarafi) kuralin 6gkitu olarak bilinir. Bir kuralin {SE” parcasi
(veya s@ tarafl) kuralin neticesidir. Kural dnkeluda, kgul, mantiki olarak bir veya
daha fazla karakteristik testlerinden meydan gKliralin neticesi bir sinif tahminini
kapsar. Ber, bir kural 6nkeulundakisart (yani, karakteristik testlerinin hepsi) belirli
bir 6rnekte gecerli olursa, kural 6nskdunun sglandigl ve kuralin 6érngi kapsadg|
kabul edilir. Bir kural K, kendi kapsami ve gtaluguyla deerlendirilir. Sinif etiketli
veri seti, D'den verilen bir orgn X oldugu varsayildginda, Rapsananiar K'nin
kapsadgl ornekler adedi, d3;v K'nin dogru olarak etiketlendirgi 6rnek sayisi ve
ID|, D’de bulunan 6érneklerin adedi olsun. K'nin &ami ve dgrulugu su sekilde
tanimlanir [95][86].

Nyapsananiar
kapsama{K) = MT (4.9)
- Naogru (4 10)
dogruluk (K)=———— .

kaopsananlar
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Yani, bir kuralin kapsami kuralin kaplgdorneklerin yluzdesidir. Kuralin goulugu
icin, kapsadil orneklere bakilir ve kuralin, bunlarin ne kadardogru olarak
siniflandirabildgini belirlenir. Kural tabanli siniflandirma, belitbir 6rnesin sinif
etiketini tahmin etmek icirsu sekilde kullanilir. Eer kural, X’e uygunsa, kural
tetiklenmg demektir. Ber K, uygun olan tek kuralsa, o zaman kural X iginif
tahminini geri getirerekslevini yerine getirir (atgdeme). Bu noktada 6nemli bir
kusus s6z konusudur; tetikleme, her zamasleatee anlamina gelmemektedir.get
birden fazla kural bir 6rnek icin tetikleniyorsagtpnsiyel bir problem s6z konusudur
[82][85][86].

Eger, Kural tabanindaki kurallarin herbiri, X iginrk bir sinif belirlerse, hicbir
kural X’e uygun dgilse veya birden fazla kural X icin tetiklegthde, X'in hangi
sinifa ait oldgunu tahmin etmek icin ortaya ¢ikacak ka@ga ¢co6zmek icinbir takim
stratijilere ihtiya¢c duyulur. Bu konuda gglrilmis iki teknik; boyut siralamasi ve
kural siralamasidir [86][82][86].

Boyut siralama planinda, en yiksek ongelen salam” kosula sahip tetiklenngi
kurala verilir. Sglamlik, kuralsartinin boyutuyla olcultr. Yani, en fazla karakséi
testlerine sahip kural atenir (kullanilir). Kural siralama planinda, kurgasinen
oncelik taninir. Siralama, sinif-tabanli veya kdaddanli olabilir.  Sinif-tabanh
siralamayla, siniflar azalan yayginlk siralamabi, gazalan “6nem” siralamasiyla
turlerine goére ayrilir. Yani, en ¢cok yaygin (veya sik gorilen) sinifin bitin
kurallari sonra gelir. Alternatif olarak, herbirngin yanls hesaplama masrafina
dayanarak ayrilabilir [93][95][85].

Her sinif igcinde, kurallar sirali @gdir — olmamali ¢iinkt hepsi ayni sinifi tahmin
eder (ve sinif anfmazlgl olamaz). Kural-tabanli siralamayla, kurallargdduk,
kapsam veya boyut (kural 6ngahdeki karakteristik testleri adedince), veya alan
uzmanlarindan tavsiyeye dayanarak bazi kural kélg@lerine goére bir uzun dncelik
listesi icinde tertiplenmgtir. Kural siralamasi kullanil@ zaman, kural seti, karar
listesi olarak bilinir. Kural siralamayla, en ediktede goriinen ageeme kuralinin en

yiksek 6ncefii vardir, ve bdylece kendi sinif tahminini gie. X’e uyan herhangi
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diger bir kural 6nemsenmez. Kural-tabanl siniflandirsrstemlerinin ¢gu bir sinif-
tabanl siralama stratejisi kullanir. Birinci sepdle, kurallarin geneli sirasizdir. Bir
ornesi siniflandirirken herhangi bir siralamanin uygalaitdigine dikkat edilmeli.
Yani, bir ayrsim (mantiki VEYA) herbir kuralin arasinda ofglinu belirtir. Her
kural tek baina bir bilgi parcasini temsil eder. Kural gnteazliklarini dnlemek icin
belirtilen siralamada uygulanmasi kural siralamardk listesi) planina aykiridir.
Karar listesindeki her kural listede kendinden orgiden kurallarin eksikdini
belirtir. Bundan dolayi, bir karar listesindeki Rllar yorumlamak c¢ok zordur
[74][75][83].

Kural anlgmazliklarinin yaninda, X'e uyan herhangi bir kuothama durumunda
nasil bir strateji izlenmeli? Bu durumagiten setine dayanarak ontanimli sinifi
belirlemek icin dntanimli bir kural dizenlenebilBu, ¢cgunlukta olan sinif veya

herhangi bir kuralla ele alinmayan 6rneklerig@oluk sinifi olabilir [74][75][83].

4.2.1. Kural kalite dlguleri

Algoritmalarin dgruluk oranlari, ilk olarak ayirt edici bir se¢cengibi gorinur, fakat
asagldaki ornekte aciklangl gibi, dgsruluga dayanarak iki kural arasinda secim
yapildginda, aillmasi gereken bazi problemlerin ortaya @ktgorilmektedir
[89][92][82]. Iki kuralin yapisininSekil 4.2'de belirtildgi gibi oldugu varsayilsin.
Her iki kuralda, sinif secimi icin “a”ya karar veektedir. K1 kurali 40 6rnekten
38'ini kapsarken, K2 kurali sadece 2 diné&apsamaktadir. Bunun yaninda, K1
ornezinin dogruluk orani %95 ikin, K2 kuralinin orani %100’diffani, K2 , K1'den
daha yuksek bir dguluk oranina sahiptir. Fakat, dar kapsama kaliingen dolayi

iyi bir kural degildir [85].

Yukaridaki ornekte, dgrulugun, tek bana guvenilir bir kural kalite tahmini
olmadgl goérulir. Bunu yaninda, kapsama olc¢ustde teknbabir kriter dgildir. Bu
nedenle, kural kalitesini @erlendirmek igin, dgruluk ve kapsamin kavramlarini
birlestiren yontemler gegtirilmistir. Bunlardan bazilari, entropi, bilgi kazanci ve
kapsami dikkate alan istatistiki test yontemlerj88][87].
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Ornek olarak, ¢ sinifi icin kurallarin Gretiggifarzedilsin. Aktif kural K: ESER kasul
ISE sinif=c dir. Belirli bir karakteristik testiniantiksal olarak bitmesine
sartlandirirmanin iyi bir kuralla sonuclanip sonugteayacgl gérmek istenir.. Yeni
kosulu kosul0,KO'In oldusu yerde: EGER kasul0 SONRA sinif=c potansiyel yeni
kuraldir. Bgka bir deysle, KO'In K'dan daha iyi oldgu gormek istenir [86][87] .

P e e e Sk e e

Sekil 4.2. Kuralin 6rnek kapsama yapisi

Entropi kavrami, karargaclarinda, karakteristik secimi icin kullanilangdikazang
Olcust konusunda aciklanghi D veri setindeki, bir 6rng siniflandirmak igin
gerekli olan beklenilen bilgi olarak da bilinir. Bada D, kgulO tarafindan kapsanan
ornekler seti ve pi, D’deki Ci sinifinin olagidir. Entropi ne kadar guk olursa,
kosul0 o kadar iyi olur. Entropi, tek bir siniftakol sayidaki orng ve diger
siniflarin az sayidaki 6rneklerinin kapsandkosullari tercih eder. Ber bir Olcd,
bilgi kazanimina dayahldir ve FOIL (First Order lrtive Learner) metodunda
Onerilmistir [16][83].

Bilgisayar @renmeside, kural Uretilmeye cgalan sinifa ait Orneklere, pozitif
ornekler denirken, geri kalan 6rnekler negatif'diPos(neg), K kurali tarafindan
kapsanan pozitif (negatif) 6rneklerin sayisi olsi#osO (neg0), KO tarafindan
kapsanan pozitif (negatif) 6rneklerin sayisi ols®OIL, gengletiimis kosulla

kazanilan bilgiyisu sekilde hesaplar[15][16].
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os' os
P P ) (4.11)

FOIL_Gain = pos' X|log,————— —log,————
pos +neg pos +neg

Bu yaklgim, yuksek dg@rulugu olan ve bir ¢cok pozitif orrig kapsayan kurallar
tercih eder.

Ayrica, bir istatistiki 6énem testi,ger bir kuralin gérinen etkisinigansa dgil,
karakteristik dgerleri ve siniflari arasindaki gercek bigkiinin oldugunu saptamada
da kullanabiliriz. Test bir kural tarafindan kapaandrnekler siniflari arasindaki
kuralin rastgele tahminler yaparak sonuclanmsigldamlenen dalimi karilastirir.
Bu iki dagihm arasindaki gozlemlenen farkliliklarinsansa bglanip

baglanamayac@ani 6lgcmek istenirihtimal oran istatisgi kullanihr,

thtimal_Orani = 2 Z filog (é) (4.12)
=t i
Burada m, sinif adedidir. Kurala uyan ornekler ,icin 6rnekler arasinda herbir i
sinifinin gézlemlenen frekansidir.;, &ural rastgele tahminler yaptnda, herbir i
sinifinin olmasi beklenen frekansidstatistik, m-1 serbeslik derecel? dagilimina
sahiptir. Ihtimal orani yiiksek olursa, biyiik olasilikla burdtin bir “rastgele
tahminci’ye kiyasla yaptl dogru tahminlerin sayisinda énemli farkliliklar vardir
Yani, kuralin performansganstan dolay! dgldir. Oran, 6nemsiz kapsami olan
kurallari tesbit etmeye yardimci olur. CN2 algoasn entropiyi, ihtimallik oran
testiyle birlikte kullanirken, RIPPER algoritma&iQIL bilgi kazanimini kullanir

[14][15][16].

4.2.2. Kural budama

Bir Kural Ogren (Learn One Rule) algortmasi, kurallargeidendirirken bir test seti
kullanmaz. Kural kalitesinin gerlendirmeleri yukarida bahsedidigibi orjinal
egitim verilerinden o6rneklerle yapilir. Boyle bir gerlendirme iyimserdir ¢lnki
kurallar ihtimalen verileri ezberlegiplacaktir. Yani, kurallar @tim verilerinde iyi,
fakat test verilerde az performansglsgabilir. Bunu telafi etmek icin, kurallar

budanir. Eger K'nin budanmy versiyonu, baimsiz ornekler setinde olgulgi gibi
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yuksek kaliteye sahipse, bu kural budamak sedflarar a&aci budamasi gibi, bu
setten budama seti olarak bahsedilir. Bir oncekoliimde aciklanan karamsar
budama yaklami gibi ceitli budama stratejileri kullanilabilir. FOIL basitakat
etkili bir yontem kullanir. Verilen bir kural K igi

pos —neg

FOIL Budama(R) = ———

POs +neg (4.13)
burada, pos ve neg sirasiyla K'nin kapga@ozitif ve negatif 6rnek adetleridir. Bu
deger K’'nin budama testindeki @muluguyla birlikte artacaktir. Bu ytzdenger
FOIL budama dgeri K’'nin budanmy versiyonundan yiksek ise, o zaman K’ budanir
[15].



BOLUM 5. IREM (INDUCTIVE RULE EXTRACTION
METHOD) ALGOR iTMASI

5.1. Girig

Bu bolimde yeni gedtirilen bilgisayar @renme algoritmasi olan IREM (Inductive
Rule Extraction Method) sunulacaktir. Algoritmandzellikleri ayrintili olarak
verilerek ve Ornek bir veri setin Uzerinden kuraktine prosedirt aciklanacaktir.

Ayrica, gercek veri setleri yardimi ile algoritmamerformansi aktarilacaktir.

5.2. Algoritmanin Tanimi

IREM algoritmasi, bilgisayar@enmesi alaninda, damanl @Grenme algoritmalari
kategorisinde, kapsama yontemini kullanarak kurghrgan yontemler arasinda yer
almaktadir. Algoritma, belirli bir disiplin taraftan Gretilen 6zel bir drnek setinden
EGER-SE (IF-THEN) yapisinda genel kurallar Gretilir. lutiretme prosediiriinde,
bilgi degeri yuksek veriler secilerek genel kurallar ¢cikaaki hedeflenmektedir. Bu
baglamda karakteristik-dger ikililerinin  olasilik da&ilimlari  ve entropileri

kullanilarak yeni bir maliyet fonksiyonu ggirilmi stir.

Mantiksal/sembolik kategorideki bilgisayagrénme algoritmalarindan karagaglari
ve kural tabanli metodlar arasindan bir kismi (GIESRULES ailesi algoritmalari
gibi) veri setindeki verilerin bilgi dgerleri ile ilgilenmeden kural Uretirken, bir kismi
(ID3, C4.5 ve REX ailesi algoritmalar gibi) iser&lateristik-dger ikililerinin bilgi

degerlerini dikkate alarak kural tretmgamlerini yonetmektedirler.

Ornek olarak, RULES-3 algoritmasi verilen 6rnekrsigki 6rnekleri sirayla ele alir.

Her drnekteki karakteristik @erlerinin olgturulan kombinasyonlarindan herhangi
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birisi butiin drnek setinde sadece bir sinifta gagig bu dger kural haline getirilir.
Aksi halde farklh kombinasyonlara bakilir. Bglem karakteristik sayisi kadar
kombinasyona ukalincaya kadar tekrar edilir. Ancak RULES ailegi@itmalarinda
karakteristiklere ait bilgi deerleri g6z 6niune alinmagindan cikarilan kural sayisi
fazla olabilmekte ve kurallarda bilgi gleri kicik olan karakteristiklerde yer
alabilmektedir. Karar gaclari treten CLS ailesi algoritmalarinda da bdggerleri
g6z o©Onunde bulundurmadan kural Uretiimektedir. Bumddolayr RULE-3
algoritmasinda okan sikintilari paykanaktadir.

Bununla beraber, veri setindeki herbirgdderin ve karakterigiin entropisini
hesaplayarak, bilgi kazanci en yuksek karakteridger ikililerine éncelik verilen
algoritmalarin daha genel kurallar drgttigoralmektedir. ID3, C4.5 ve REX

algoritmalar 6rnek olarak verilebilir.

REX-1 algoritmasi ilk ©Once o6rnek setinde bulunanrakeeristik ve bu
karakteristiklere ait deerlerin entropilerini hesaplayarak, dizengizlaz olan
karakteristiklere oncelik vererek kural cikarmgemini gerceklgtirir. Entropisi
disUk olan karakteristiklerin bilgi kazanci yuksektBundan dolayi, 6rnek setinde
bilgi degeri en buyik olan karakteristiklere dncelik verilir

Gelistirilen IREM algoritmasi da bilgi deeri hesabi gercekjBrerek kural
dretiimesini sglayan bir algoritmadir. IREM’in, der bilgisayar @renme
algoritmalarindan farki, veri setindeki karaktekisteger ikililerinin bilgi degerlerini
sinif bazinda hesaplanmasina imkanglasan yeni bir maliyet fonksiyonu
kullanmasidir. Maliyeti az olan karakteristikgge ikilisinin bilgi deseri yuksek
oldugu kabul edilmektedir. Boylece, afwrulan kural tabani ile, hata oranin

distrtlmesi hedeflenrgiir.

IREM algoritmasinin sieyisine ge¢cmeden 0Once, algoritmanin temelinistltan
maliyet fonksiyonu ve maliyet fonksiyonunun kullagddentropi kavrami tzerinde

durulacaktir.
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5.2.1. Entropi

Entropi, en kaba tanimiyla bir sistemin dizengizin 6lcisudur. Birgok disiplin
icinde ayri ayri entropi fonksiyonlari kullaniliOrnezin termodinamik entropi,
topolojik entropi gibi. Sistemin duzensigliarttikca artan herhangi bir fonksiyon

entropi fonksiyonu olabilir [106].

Bilgi 6lcumii, olasilik ile ters orantilidir. Orpie, bir x ¢iktisi icin olasilik p(x) ise,
ayni ¢ikti i¢in bilgi 6lcimu ( 1(x) ) denklem (5.8)bi gosterilir

1
™ ( p(X)J &4

x1 ve x2 gibi bgimsiz iki ¢iktinin olasifil, ikisinin ayri ayri olasiliklarinin

carpimina gttir.
p(x1 ve %)=p(x1) p(x)
(5.2) aitli ginin her iki tarafinin 1’e boluinmesi durumundgtlék degismeyecektir.

1 _ 1 1
p(x vex,)  p(x) p(X,)

(5.3)

Denklem (5.3)'Un her iki tarafinin logaritmasiraliginda (5.4) nolu denklem elde

edilir.

lo lo

(5.4)

S
Tt vex) O pte) 0 px)

Ayrica x1 ve x2 gibi iki ¢iktinin bilgi 6lcimu, beiktilarin ayri ayri bilgi élgtimleri
toplamina gittir. Bu islem denklem (5.5) ile gdsterilebilir.

I(X1 VE X2)=1(x1)+1(X2) (5.5)
(%) = Iog[ij (5.6)
p(x,) '

(5.6) nolu denklem genefigrildi ginde, bir x ¢iktisi i¢in bilgi 6lgimdnd veren
denklem, (5.7)’deki denklem elde edilir.
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1 1
I =f|l— | =1I — .
) (D(X)j Og[ p(X)J &9

Bir olayin ciktilarindaki ortalama bilgi 6lcimd, rbolayin entropisi olup olayin
mdmkin olan tim ciktilarinin bilgi  élgimlerinin giaiklh  ortalamasi olarak

hesaplanir. Burada kullanilagrdiklar ¢iktilarin olasiliklaridir.

Sadece iki c¢iktisi olabilen bir X olayi i¢in, buagin olasiliklari p ve (1-p)dir.
Yukarida verilen tanima gore bu olayin entropisiX)(denklem (5.8) ile

hesaplanabilir.
1 1

E(X) = plog, —+ (- p)log, — (5.8)
Y 1-p

Burada I(p)=Log(1/p) yazilg: takdirde (5.9) nolu denklem elde edilir.
E(X)=pl(p)+@-p)lI1-p) (5.9)

Buna gore n adet ciktisi olan bir X olayinin enigsog5.10), (5.11) ve (5.12)

yardimiyla hesaplanabilir.

E() =l (5.10)
E(X) = i p, Iog(%} (5.11)
E(X) ==Y p, log(p,) (5.12)

i=1

Burada logaritma icin istenilen herhangi bir tablmllanilabilir. iki tabaninin
kullaniimasi daha yaygindir. Ancak bu durumda bdigiimi ve entropi icin birim

olarak bit (binary digit) kullanilabilir.
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5.2.2. Maliyet fonksiyonu

IREM alogoritmasinda, kural dretme prosedirine aalk karakteristik-dger
ikililerinin secim slemi, aktif kaydin sinifina k@ olarak, en dgiik maliyet dgerine
sahip olanlardan kkar. Cunkd, maliyeti dgtikce, bilgi dgerinin ylkseldgi
distinulmektedir. Bu bglamda, IREM algoritmasinda kullanilan maliyet Hesan
yapilabilmesi icin gagidaki yontem geditirilmi stir.

P(Vc) : veri setindeki her grin sinif bazindaki kallu olasiliklari
Vel @ C sinifinda olan V gerlerinin sayisi

V] . veri setindeki tim V derlerinin sayisi

Tvc :Vdeserinin C sinifindaki olasginin timleyeni

E(V) : veri setindeki dgerlerin entropileri

E(X) : veri setini olgturan karakteristiklerin entropileri

M(V|C) : veri setindeki dgerlerin sinif bazindaki maliyetleri
X={X 1, X2, X3,..., X/} ¥, veri setindeki karakteristik sayisi

V={V 1, Vo, V3,..., Vu} N, veri setindeki tum deerlerin sayisi

C={c1, &, G,..., Gn } M, sinif sayisi

olmak Uzere, her gerin sinif bazindaki maliyeti M(V|C3u sekilde hesaplanir.

P(Vc) = |Vc|/ |V (5.13)

Tv,c =1- P(\) (5.14)
0, P(V)=1

MVI[C) = -1, P(V)=0 (5.15)

T, *E(WV)+ T, *E(X), 0<P(V) <1
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Entropi tanimlamasinda ifade edgdigibi, entropi, bir sistemdeki belirsigin
derecesidir. Entropi, herbir gerin sinif bazindaki maliyetlerinin hesaplanmas i¢
tek bgina yeterli gelmemektedir. Bundan dolayi, entrépiberaber, deerlerin sinif

bazindaki olasilik dalimlarindan istifade edilrgtir.

Olasilik dgihmlarinda, bir dgerin herhangi bir siniftaki olasii 1 ve ya 0 ise aktif
degerin bu sinifta belirsiz#i yoktur. Yani kesin bir kaniya varilabilir. g&r, so6zu
edilen olasilik 1 ise Uzerinde galan deserin, olasilgin 1 oldgu siniftaki maliyeti
0’dir. Kesinlik oldigundan bu dger ile dgrudan kural uretilir. Olasilik O olgunda
ise, aktif dger ile olasilgin 0 old@gu sinifta bir kural Gretmenin mumkin olmgdi
kabul edilir. Bu durum, maliyet fonksiyonunda -lak gosterilmitir (IREM
algoritmasinin kodlanmasinda -1gdenden istifade edilmektedir).

Olasiliklarin 1 veya 0 olmasi kesigli ifade etmektedir, yani herhangi bir
dizensizlik, belirsizlik yoktur. Fakat, bir gerin herhangi bir siniftaki olasgl O ile
1 arasinda ise bilgi derlerinin o6lcilmesi icin sinif bazindaki maliyeiler
hesaplanmasi 6nem kazanmaktadir. Bu cercevede analyesaplamasinda,
karakteristik ve dgerlerin entropileri ile dgerlerin sinif bazindaki lkollu

olasiliklarinin timleyenleri kullanilrgtur.

Karakteristik ve dgerlerin entropilerinde sinif bilgisi bulunmamaktadrakat, veri
setindeki dgerlerin maliyetlerinin hesaplanmasi sinif bazlrakagerceklgmektedir.
Bundan dolayi, deerlerin sinif bazindaki koillu olasiliklarinin timleyenleri,

entropilerin katsayilari olarak kullanilarak sibilgisi ilave edilmitir.

Degerlerin sinif bazindaki koillu olasiliklarinin timleyenlerinin kullaniima st

sudur; deerlerin olasiliklart belirli  bir oranda kesipii ifade etmektedir.
Duzensizlgi ortaya cikartan ise timleyen kisim gidudstnulmistir. Bu suretle,
entropilerde katsayl olarak kullanilarak, siniflgisi barindiran maliyet

hesaplamalari gercekteilmi stir.
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5.3. IREM Algoritmasinin Isleyisi

Gelistirilen IREM algoritmasinin sleyisi asagida adim adim aciklangtr.
Algoritmada gecen sinif bazinda olasilikgdianlari, entropi ve maliyet fonksiyonu

gibi kavramlar 6rnek uygulama vasitasiyla ayrimi@rak anlatilacaktir.
(N: karakteristik sayisl, n : kombinasyon saylmak tzere)

Adim-1. Verilen 6rnek setindeki tim karakteristikgéelerinin, sinif bazinda olasilik

dagilimlari hesaplanir.
Adim-2. Veri setindeki her karakterigin ve deerin entropileri hesaplanir.

Adim-3. Olasilik da&ilimlari ve entropiler kullanilarak, tim karakteiksdeger

ikililerinin maliyetleri hesaplanir.

Adim-4. Her 6rnekteki dgerlerin tekli (n=1) kombinasyonlari ele alinir. niin
entropisi sifir olan dgerler tek balarina kural olgturabilirler. Bu dgerler kural
haline getirilir (Bu dgerlerden ayni orneklere kark gelen kurallardan, en ¢ok

ornesi kapsayan kural gecerli olarak kabul edilir). 8andirilan 6rneklergaretlenir.
Adim-5. Adim-8’e git.

Adim-6. Siniflandiriimamy ornekler sirasiyla ele alinir. Aktif orgie sinifina bl
olarak, sinif bazindaki maliyeti englik karakteristik dgerinden bgamaksarti ile,

karakteristik dgerlerinden n’li kombinasyonlar odturulur.

Adim-7. Her kombinasyon o6rnek setindeki tim orneklere Ugigu. n adet
kombinasyondan ofan degerlerden tek bir sinifa kgihik gelenleri kural haline

getirilir. Siniflandirilan 6érneklesaretlenir.

Adim-8. Eger tim 0Ornekler siniflandiriimise Adim-11'ye gidilir.
Adim-9. n=n+1 glemi yapilr.

Adim-10. Eger n<N ise Adim-6’ye gidilir.

Adim-11. Olusturulan kural tabani, ayni érnekleri temsil edemakar arasindan en

genel kurallar secilirek optimize edilir.



53

Adim-12. SON

5.4. IREM ile Ornek Uygulama

Yukarida verilen bilgiler cercevesinde, mevsiml@ri seti orngi kullanilarak
IREM’in kural Gretme adimlari ayrintili olarak eddinacaktir. Mevsimler veri seti,
yonetilebilir bir yapisi olmasindan ve tutarli okhex icermesinden dolayi, bilgisayar
O0grenmesi alaninda ¢ghn aratirmacilarin, algoritmalarini gatiriken tercih ettgi

veri setleri arasinda yer almaktadir.

Tablo 5.1'de verilen 6rnek seti 11 6rnekten (m 9, 1id¢ karakteristik (Hava,
Agaclar, Sicaklik) ve dort siniftarilbahar, Yaz, Sonbahar, §iolusmaktadir.
Ornek setinde yer alan karakteristikler ve bunkitaleserler gagida verilmitir:

Karakteristik De gerler

Hava Ygmurlu, Karli, Gungli
Agaclar Yapraksiz, Sari, Yie
Sicaklik Normal, D§iik, Yuksek

Tablo 5.1. Mervsimler @tim seti

Ornek No Hava Agaclar Sicaklik Mevsim
1 Yagmurlu Yapraksi. Norma Sonbahe
2 Yagmurlu Yapraksi. DusUk Kis
3 Karli Yapraksi. DusUk Kis
4 Gunsli Yapraksi. DusUk Kis
5 Yagmurlu Sar Norma Sonbahe
6 Yagmurlu Yesil Y ukselk Yaz
7 Yagmurlu Yesil Norma Ilkbaha
8 Giinsli Yesil Norma Ilkbaha
9 Gunsli Yesil Yikselk Yaz

10 Gunsli Sar Norma Sonbahe
11 Karli Yesil Diisiik Kis
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Adim-1. Verilen 6rnek setindeki tim karakteristikggelerinin, sinif bazinda olasilik
dagilimlari hesaplanir.

P(yamurlu sonpangt = |ya&gmurlu sonbahar | / |gaurlu|

Diger deserlere ait olasilik dalimlar da benzegekilde hesaplanir. Tablo 5.2'de
tum degerlerin sinif bazindaki olasilik gdimlari gosterilmgtir.

Tablo 5.2. Dgerin sinif bazindaki kaillu olasiliklar

Karakteristik Deger Sonbahai| Kis | Yaz |ilkbahar
Hava Yagmurlu 0,4C 0,2C [ 0,2C| 0,2C

Karli 0,0C 1,0C [0,0C| 0,0C

Gunsali 0,2t 0,2t [ 0,28 0,2t

Agaclar Yapraksi. 0,2t 0,7t 10,0C 0,0C
Sar 1,0 0,0C 1 0,0C{ 0,0C

Yesil 0,0 0,2C 10,40 0,4C

Sicaklik N(_?rr_na 0,6( 0,0C | 0,0C| 0,4C
DusUk 0,0C 1,0C [0,0C] 0,0C

Y Uksel 0,0( 0,0C | 1,0C[ 0,0C

Adim-2. Veri setindeki her karakterigtn ve deerin entropileri hesaplanir.

Mevsimler tablosunda, Hava karaktegistlYagmurlu, Karli ve Glingi olmak tzere

Uc degerden olgmaktadir.

Hava karakterisginin Yagmurlu dezeri 5 6rnekte gecmektedir. Bu 6rneklerin ikisi
Sonbahar, biri Yaz, biri Kive biri deilkbahar siniflarina aittir. Bu bilgilere gore

{Hava,Yagmurlu} i¢in entropi dgeri;

_ 2| 2 1I 1 1I 1 1I 1
Hava,Yasmurlu — _g ngg_g ogzg_g ngg_g 0925

E

E =1.922 bit olur.

Hava,Yagmurlu
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Hava karakterisginin Karli deseri 2 6rnekte ge¢cmektedir. Bu 6rneklerin her ikisi
Kis mevsimine aittir. Buna gore {Hava, Karli} icin eapi deseri;

2 2
EHava,Karh = _Elogz E

E =0 bit olur.

Hava,Karli

Hava karakterisginin Gunali degeri dort drnekte gegcmektedir. Her bir 6érnek farkl
siniflara aittir. Buna gore {Hava,Ggi@ icin entropi dezeri;

1 11 11 1 1 1

EHava.GUne;Ii = _Z logz Z - Z lon Z _Z |092 Z _Z |092 Z

E = 20 bit olarak hesaplanir.

Hava,Guneli

Bu bilgilere gére Hava karakteriginin entropi dgeri asagidaki gibi olur:

5 2 4
EHava :EXEHava.Yagmurlu +EXEHava.KarI| +EXEHava,GUneIi
5 2 4
Epaa =—X@2.922 +—x(0) +—x (20
Hava 11 ( 2) 11 ( ) 11 ( )
E,...=1601bit

Hava

Yukarida gosterilen 6rnek cercevesinde, herbir Karastik ve dgerin hesaplanmi
entropileri Tablo 5.3'te toplu olarak verilgtir.

Tablo 5.3. Karakteristik ve g@erlere ait entropi dgrleri

Karakteristik | Entropi (bit) | Deger Entropi (bit)
Hava 1.601 Yagmurlu 1.922
Karli 0
Gunsli 2.C
< Yapraksi: 0.18¢
A .
gaclar 0.987 Sar 0
Yesil 1.522
Norma 0.971
Khik 441
Sicakl 0 Dusiik 0
Yuksek 0
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Adim-3. Olasilik d&ilimlari ve entropiler kullanilarak, tim karakteiksdeger

ikililerinin sinif bazindaki entropileri hesaplanir

Ornek olarak, hava karakterigtiin yagmurlu deeri icin sonbahar sinifindaki

entropisini hesaplayalim.

T yagmurlu sonbanar = 1 — P(y@murlusonpangt = 1 — 0,40 = 0,60
M(yagmurlu|sonbahar) = T gaurlusenpanar( E(yagmurlu) + E(sonbahar))
M(yagmurlu|sonbahar) = 0,60*1,922 + 0,60*1,601
M(yagmurlu|sonbahar) = 2,114 bit

Mevsimler tablosundaki herbir gerin sinif maliyet dgerleri Tablo 5.4'te
gosterilmiti.

Tablo 5.4. Sinif bazli maliyet geri

Ozellik Deger |Sonbahai| Kis | Yaz |ilkbahar
Hava Yagmurlu 2,11¢ 2,81¢| 2,81¢| 2,81¢
Karli -1,00C | 0,00C|-1,00C| -1,00C
Gunsli 2,701 2,701]1 2,701 2,701
Agaclar Yapraksi. 0,88- 0,294 (-1,0(0] -1,00C
Sar 0,00C ]-1,00(]|-1,00C| -1,00(
Yesil -1,00C | 2,007| 1,508 1,50¢
Sicaklik Ngrma 0,565 |[-1,00(|-1,00C| 0,84
DusUk -1,00C | 0,00C|-1,00C] -1,00C
Yuksek -1,00C [-1,00(| 0,00C| -1,00C

Asagidaki tabloda acikca gorulebilegeqgibi, veri setindeki her drin sinif
bazindaki maliyetleri birbirinden farkhidir. Alg@manin temelini olgturan bu
anlays cercevesinde, Adim-4’ten itibaren kural Uretmespauirinde Tablo 5.4'teki

siralamaya b#i kalinarak karakteristik-dger ikililerinin secimi gerceklgirilecektir.



Tablo 5.5. Dgerlerin sinif bazinda maliyetlerine gore siralamasi
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Sonbahar Ke Yaz IIkbahar
Deger |Maliyet| Deger |Maliyet| Deger |Maliyet| Deger |Maliyet
Sar 0,00C |Karh 0,00C |Yuksek 0,00C |Norma 0,847
Normal 0,565 | Diguk 0,000 | Yesil 1,505 | Yail 1,505
Yapraksi. | 0,882 |Yapraksi:.| 0,29 | Gunsli 2,701 | GUnsli 2,707
Yagmurlu | 2,11¢ | Yesil 2,007 |Yagmurlu| 2,81¢ | Yagmurlu| 2,81¢
Gunsli 2,701 | GlUngli 2,701 |Karh -1 Karli -1
Karli -1 |Yagmurlu| 2,81¢ |Yapraksi:| -1 |Yapraksi| -1
Yesil -1 |Sar -1 | Sar -1 |Sar -1
DusUk -1 Normal -1 |Normal -1 DisUk -1
Yuksek -1 | Yuksel -1 |DusUk -1 | Yukselk -1

Adim-4: Tablo 5.5'te maliyeti sifir olan gerler,

Sicaklik karakterisgi icin;

Agaclar karakterisgi icin;  Sari

Hava karakterisg icin;

Karli

DusUk ve Yiuksek

Bu deserler tekli kombinasyonlara goreagidaki kurallar olgtururlar:

Kural-1: E GER Sicaklik Disiik iISE Mevsim KIS

Bu kural ile 2, 3, 4 ve 11 nolu drnekler siniflamich. Bu 6rneklerin timi sadece I

sinifina aittir.

Kural-2: E GER Sicaklik YiksekiSE Mevsim YAZ

Bu kural ile 6 ve 9 nolu 6rnekler siniflandirilBu 6rnekler sadece YAZ sinifina

aittir.

Kural-3: E GER Agaclar Sarl iSE Mevsim SONBAHAR

Bu kural ile 5 ve 10 nolu drnekler siniflandirilBu drnekler sadece Sonbahar

sinifina aittir.

Kural-4: EGER Hava KarliSE Mevsim K§
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Bu kural ile 3 ve 11 nolu 6rnekler siniflandiriikncak 3 ve 11 nolu drnekler daha
once Kural-1 ile siniflandinligi icin bu ornekler igin tekrar kural ajturulmaz. Bu

kural gecersiz olarak kabul edilir.

Bu islemlerden sonra Adim-8'e gidilir. Tum 6rnekler lamdiriimadgindan dolayi
Adim-9’daki n=n+1 glemi ile n'nin deeri bir artirllarak iki olur ve Adim-6’ya

gidilir.

Adim-6: Siniflandiriilmamy érnekler sirasiyla ele alinir. Aktif 6rgie sinifina bgl
olarak, sinif bazindaki maliyeti englik karakteristik dgerinden bglamaksarti ile,
karakteristik-dger ikililerinden n’li kombinasyonlar okturulur.

Siniflandirilamayan oOrnekler olarak 1, 7 ve 8 nélumekler bulunmaktadir. Bu

ornekler Tablo 5.6’da gosterilgtir.

Tablo 5.6. Birinci @ama sonunda siniflandirilamayan érnekler

Ornek No Hava Agaclar Sicaklik Mevsim
1 Yagmurlu | Yapraksi: Norma Sonbahe
7 Yagmurlu Yesil Norma Ilkbaha
8 Giinsli Yesil Norma Ilkbaha

6. Adimdakisarta bl olarak, birinci 6rnekteki dgerlerin ikili kombinasyonlari

olusturulur.

M(normal|sonbahar) = 0,565

M(yapraksiz|sonbahar ) = 0,882

M(yagmurlu|sonbahar) = 2,114

Maliyet deserlerine bgh olarak sirasiyla,

{Normal,Yapraksiz}, {Normal, Y&murlu }, {Yapraksiz, Ygmurlu}

ikili kombinasyonlar olgturulur.
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Adim-7:

ikili kombinasyonlarin ilki olan {Normal,Yapraksizjegerleri icin tim érnek setine
bakilir. Bu dgerler ile sadece 1 nolu 6rnek siniflandirilabilneekt.

Kural-4 : E GER Sicaklik Normal VE Agaclar Yapraksiz ISE Mevsim
SONBAHAR

Siniflandirilamayan 6rnekler olarak 7 ve 8 nolu etar kalmaktadir. Yedinci

ornekteki dgerlerin ikili kombinasyonlari okturulur.
M(normal| ilkbahar) = 0,847

M(yesil| ilkbahar) = 1,505

M(yagmurlulilkbahar) = 2,818

Maliyet deserlerine bgl olarak sirasiyla,

{Normal,Yesil}, {Normal,Yagmurlu} ve {Yesil, Yagmurlu}
ikili kombinasyonlar olgturulur.

{Normal, Yesil} degerleri 7 ve 8 nolu 6rneklerde sadece bir siniftatigkerinden

kural haline getirilir.
Kural-5 : E GER Sicaklik Normal VE Agagclar Yesil ISE MevsimiLKBAHAR

Siniflandirilacak bgka 6rnek kalmagindan dolayislemler tamamlanir. Cikarilan
kurallar Tablo 5.7'de gosterilrtir.

Tablo 5.7. Mevsimlergtim seti icin Uretilen kurallar

Kural No Kural Tanimi

1 EGER Sicaklik=Di3iik ISE Mevsim=KIS

2 EGER Sicaklik=YiikseHSE Mevsim=YAZ

3 EGER Agaclar=SariSE Mevsim=SONBAHAR

4 EGER Sicaklik=NormaVE Agaclar=Ygil iSE Mevsim=ILKBAHAR

5 EGER Sicaklik=NormaNVE Agaclar=YapraksiiSE
Mevsim=SONBAHAR
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5.5. Deneyler ve Performans Kagilastirmalari

Deneyler ve performans kaestirmalari icin, UCI Bilgisayar @enmesi Veri
Havuzunda (The University of California, Irvine Maee Learning Repository)
bulunan gercek veri setleri Uzerinde gdinistir. UCI Bilgisayar (grenmesi Veri
Havuzu, geltirilen bilgisayar @renme algoritmalarinin deneysel olarak analiz
edilmesini sglayan, gercek veri setlerinden gdun bir koleksiyondur. Veri setlerinin,
kural cikarma ve cikarilan kurallari test etmeknicesitim ve test setleri
bulunmaktadir.ilk kez 1987'de David Aha tarafindan glurulan agiv, 2007’de
Arthur Asuncion and David Newman tarafindan tekldzenlenmitir. Arsiv, dinya
genelinde, bilgisayarg@ienmesi alaninda ¢caéin aratirmacilarin kullandii en temel

kaynak durumundadir.

5.5.1. Monk problemleri ile deneyler ve performangar silastirmalari

Monk problemleri, bilgisayar @enme algoritmalari alaninda galn argtirmacilarin
gelistirdikleri algoritmalari, uluslararasi dizeyde w«bsstiriimalarina ilk kez zemin
hazirlamgtir. Problemler, Alti karakterigti barindiran gitim ve test setlerinden

olusan bir koleksiyondur. Setlerin yapisi,
<sinif>: <dgerl> <dger2> <dger3> <dger4> <dger5> <dger6>

olarak tasarlanmtir. Burada <dgerN>, karakteristik#N'ye ait deeri
gostermektedir. <sinif> ise, veri setindeki o6rnekleait olduklari siniflara bz
olarak 0 veya 1 derini almaktadir. Veri setlerini ofturan karakteristiklerin

deserleri ise aagida gosterilen dgerleri alirlar.
karakteristik#1: {1,2,3}

karakteristik#2: {1,2,3}

karakteristik#3: {1,2}

karakteristik#4: {1,2,3}

karakteristik#5: {1,2,3,4}

karakteristik#6: {1,2}
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Bu cercevede, monkl problemine aiiten setindeki 10 Ornek sagida

gosterilmitir.
1112122
1112231
1112241
1112312
1121112
2121121
2121131
2121142
1121211

2121231

IREM algoritmasi, Monkl, Monk2 ve Monk3 0rnek satlekullanilarak,
gunumuizdeki mevcut iyi bilinen bilgisayar gré@nmesi algoritmalari ile
karsilastinimistir.  Karsilastirma klemi, “Experiment Databases for Machine
Learning”[107] ismindeki internet tabanh prograralllanilarak gerceklkgirilmi stir.
2009 yilinda dizenlenen “The European ConferenceMachine Learning and
Principles and Practice of Knowledge Discovery mtdbases (ECML PKDD)"[108]
konferansinda 6dil kazanan uygulama, bilgisagaer@imesi algoritma galiricileri
icin  guvenilir ve glevsel bir ortam gdamaktadir. Algoritmalarin Urettikleri

dogruluk oranlari, gagidaki tablolarda bulunmaktadir.
Monk 1 problemi

Monk 1 test seti ile gercekirilen deney sonuclarinda, gauluk oranlari kriterine
gore dgerlendirildiginde IREM en iyi sonucu (%100) Ureten algoritmalaiginde
yer aldgl gorilmektedir. Bu problemde en gilik dagsruluk oraninin %53 oldiu

belirlenmitir.



Tablo 5.8. Monk 1 problemi, algoritmalaringaluk oranlari
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GOSE 1,00 VFI 0,97
ADTree 1,00 IBk 0,97
DecisionTable 1,00 AODE 0,96
ClassificationViaRegression 1,00 NaiveBayes 0,96
PART 1,00 NaiveBayesUpdateable 0,96
MultilayerPerceptron 1,00 NaiveBayesSimple 0,96
LMT 1,00 LWL 0,96
Simplelogistic 1,00 LogitBoost 0,95
MultiClassClassifier 1,00 AdaBoostM1 0,95
NNge 1,00 Bagging 0,94
REPTree 1,00 MultiBoostAB 0,94
Id3 1,00 Ridor 0,93
Logistic 1,00 Winnow 0,92
Prism 1,00 SMO 0,87
Decorate 1,00 NIC 0,86
RBDT 1,00 RandomTree 0,85
IREM 1,00 OneR 0,81
RandomForest 0,99 DecisionStump 0,80
NBTree 0,99 IB1 0,79
)48 0,99 ConjunctiveRule 0,78
RandomCommittee 0,98 ZeroR 0,56
JRip 0,98 Vote 0,56
OrdinalClassClassifier 0,98 HyperPipes 0,56
FilteredClassifier 0,98 RacedIncrementallogitBoost 0,54
LBR 0,98 CVParameterSelection 0,54
AttributeSelectedClassifier 0,98 MultiScheme 0,54
ThresholdSelector 0,98 RBFNetwork 0,54
REX 0,97 StackingC 0,53
BayesNet 0,97 Stacking 0,53
VotedPerceptron 0,97

Monk 2 problemi

Monk 2 esitim seti Uzerindeki test sonugclari incelegidde, tim algoritmalarin
dogruluk oranlarinda diime oldwgu tespit edilmgtir. Bunun en 6nemli sebebi, Monk
2 aitim setinin yapisindaki gurultilerdir. IREM algbriasi tim algoritmalar

arasinda %77 ile en iyi dordincigloluk oranina sahiptir.
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Tablo 5.9. Monk 2 problemi, algoritmalaring@aluk oranlari

MultilayerPerceptron 0,90 REPTree 0,65
GOSE 0,84 MultiBoostAB 0,65
ClassificationViaRegression 0,82 HyperPipes 0,65
IREM 0,77 ZeroR 0,65
REX 0,76 Vote 0,65
LMT 0,71 JRip 0,65
PART 0,70 AttributeSelectedClassifier 0,64
ADTree 0,69 J48 0,64
NNge 0,69 SimpleLogistic 0,64
SMO 0,69 MultiClassClassifier 0,64
NIC 0,69 Ridor 0,63
LogitBoost 0,68 DecisionStump 0,63
RBDT 0,67 NBTree 0,63
StackingC 0,67 VotedPerceptron 0,62
Stacking 0,67 LBR 0,61
BayesNet 0,66 AODE 0,61
RBFNetwork 0,66 LWL 0,60
OneR 0,66 Logistic 0,60
RacedIncrementallogitBoost 0,66 NaiveBayes 0,59
MultiScheme 0,66 NaiveBayesUpdateable 0,59
ConjunctiveRule 0,66 NaiveBayesSimple 0,59
CVParameterSelection 0,66 Decorate 0,58
ThresholdSelector 0,66 IBk 0,57
Bagging 0,65 Winnow 0,56
DecisionTable 0,65 IB1 0,54
OrdinalClassClassifier 0,65 RandomTree 0,53
FilteredClassifier 0,65 Prism 0,49
AdaBoostM1 0,65

Monk 3 problemi

Monk 3 probleminde IREM algoritmasi %93 gloluk orani ile Ust kategorideki
algoritmalar arasinda yer algir. Monk problemlerinde elde edilen sonuglar,
“higcbir algoritmanin tim veri setlerinde en st fpemansi gosteremeyegé
seklinde 0Ozetlenebilecek “no free lunch” teoreminiestekler mabhiyette
gerceklamistir. Ornezin, prism ve decorate gibi algoritmalar monk 1 veni 3'te
en yuksek seviyede @niluk derecelerine sahipken, monk 2 deney setind@ Ye
%58 ile en dglik dasruluk oranlarinda kalmglardir.



64

Tablo 5.9 Monk 3 problemi, algoritmalaringaluk oranlari

NBTree 1,00 NaiveBayesUpdateable 0,83
PART 1,00 NaiveBayesSimple 0,83
NNge 1,00 Ridor 0,83
DecisionTable 1,00 LWL 0,83
LBR 1,00 HyperPipes 0,83
Decorate 1,00 MultiBoostAB 0,83
MultilayerPerceptron 1,00 AttributeSelectedClassifier 0,83
IBk 1,00 AdaBoostM1 0,82
OrdinalClassClassifier 1,00 LogitBoost 0,82
FilteredClassifier 1,00 VFI 0,82
Id3 1,00 Logistic 0,81
LMT 1,00 DecisionStump 0,81
Prism 1,00 SMO 0,79
RBDT 1,00 IB1 0,78
ClassificationViaRegression 0,97 ThresholdSelector 0,78
RandomForest 0,97 MultiClassClassifier 0,77
RandomCommittee 0,95 ConjunctiveRule 0,77
NIC 0,95 OneR 0,76
GOSE 0,94 BayesNet 0,75
REX 0,94 VotedPerceptron 0,73
IREM 0,93 Winnow 0,71
REPTree 0,93 ZeroR 0,58
AODE 0,93 Vote 0,58
JRip 0,92 RacedIncrementallogitBoost 0,52
)48 0,87 CVParameterSelection 0,52
RandomTree 0,87 MultiScheme 0,52
ADTree 0,87 RBFNetwork 0,49
SimpleLogistic 0,85 StackingC 0,49
Bagging 0,84 Stacking 0,49
NaiveBayes 0,83

5.6. Sonuglar

Algoritmanin tanminda belirtildi gibi, kural tabani olgturulurken, kurallari
meydana getiren karakteristikgbe ikililerinden bilgi dgeri yiksek olanlara 6ncelik
verilmesi hedeflenngtir. Bu bailamda karakteristik-dger ikililerinin maliyetleri
hesaplanngtir. Maliyeti distuk olanlar bilgi dgeri yiuksek oldgu kabul edilmgtir.
Maliyet fonksiyonlarinin hesaplanmasinda karaktérideger ikililerinin veri seti

Uzerindeki keullu olasiliklart ve entropileri kullanilarak yenbir yaklagim
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getirilmistir.  Yukaridaki deney sonugclari incelepuiide, IREM algoritmasinin
mevcut algoritmalarla rekabet edebilecek birgmduk ytzdesine sahip ol@u

gorulmektedir.



BOLUM 6. keREM ( ke RULE EXTRACTION METHOD)
ALGORITMASI

6.1. Giris

Bu bolimde yeni gedtirilen bir bilgisayar @renme algoritmasi olan keREM
sunulacaktir. Bir dnceki bolumde olglugibi, algoritmanin 6zellikleri ayrintili olarak
verilerek ve 0Ornek bir veri seti Uzerinden kuraktime prosedurt aciklanacaktir.

Ayrica, gercek veri setleri yardimi ile algoritmamerformansi gosterilecektir.

6.2. Algoritmanin Tanimi

keREM algoritmasi, IREM ile bir cok acidan ortakebikler tasimaktadir. keREM
algoritmasi da, bilgisayargéenmesi alaninda, damanl @&renme algoritmalari
kategorisinde, kapsama yontemini kullanar&kaR-ISE (IF-THEN) yapisinda genel
kurallar Greten yontemler arasinda yer almaktaderi setinden, bilgi dgeri yluksek
veriler secilerek genel kurallar ¢ikariimasi hed&fREM algoritmasi icen de gecerli
bir yaklsgimdir. keREM ve IREM algoritmalarinin ayrifg nokta, verilerin bilgi
degerlerini belirlemek i¢cin IREM maliyet fonksiyonugREM ise kazang fonksiyonu
kullanmasidir. IREM’de hesaplanan maliyet fonksiyonkarakteristik-dger
ikililerinin olasilik dgzilimlari ve entropileri kullanir, keREM'nin kullam@l kazanc¢
fonksiyonu ise, bir sonraki kisimda ayrintilari ikeelenecek olan, kallu olasilik
degerleri, siniflara d@lim orani ve karakteristik siniflandirma guci paedreleri
yardimi ile hesaplanmaktadir. keREM’de hesaplanakdzang fonksiyonuna 6zel
olarak kurallama eilimi (ke, ayni zamanda algoritmanin ilk iki karakterini

olusturmaktadir.) ismi verilngtir.

Gercek veri setleri ile yapilan deneyler gostetimiki, farkli parametreler

kullanilarak hesaplanan karakteristiksde ikililerine ait maliyet dgerlerinin
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siralamalari ayni olmaktadir. Bundan dolayi, Karaida bilgi dgeri yuksek
karakteristik-dger ikililerine dncelik tanima yakianmini kulanan IREM ve keREM
algoritmalari ayni kural tabanini eturmaktadir. Dolayisi ile algoritmalarin

dogruluk oranlari aynidir.

keREM algoritmasininsieyisine gecmeden 6nce, algoritmanin temelinistltan

kazang fonksiyonu tzerinde durulacaktir.

6.3. Kazan¢ Fonksiyonu (Kurallama Egilimi-ke)

IREM algoritmasinda belirtilgi gibi, kural olwturma prosedurid icerisinde, bilgi
deseri yuksek karakter-ger ikililerinin secimine o6ncelik verilmektedir. Bji

degerinin hesaplanabilmesi icin kazang¢ fonksiyonlaandretilen sonuglar baz
alinmaktadir. Kazanci yiksek karaktegde ikililerinin bilgi degerlerinin yiuksek
oldugu prensibi Uzerinden hareket edilmektedir. Bu glhdada, kazang

fonksiyonunun hesaplanmasinglsg/an parametrelegagida sunulmaktadir.

Sinif bazindaki kosullu olasiliklar;

P(Vc), veri setindeki her gerin sinif bazindaki kallu olasiliklari,

[Vc|, C sinifinda olan V gerlerinin sayisi,

[V|, Veri setindeki tum V dgrlerinin sayisi olsun.

Buna gore sinif bazindaki §dlu olasiliklar,

P(Vc) = Vel / [V (6.1)
seklinde hesaplanir.

Siniflara dagihm orani;

DRy, birV deserinin siniflara dglim orani,

C={cy, &, G,..., Gn }M, sINIf sayisi,
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Dy, bir V dezerinin m siniftan kag¢ tanesinde gggti gostersin.

Buna gore herbir derin siniflara dglim orani,

DRy = (1/Dy) (6.2)
seklinde hesaplanir.

Karakteristik siniflandirma gucu;

POW,, bir karakterisgin siniflandirma gucd,

C={cy, &, G,..., Gn }M, sInIf sayisi,

A={ay, &, &,..., &} Y, veri setindeki karakteristik sayisi,

Av={Av i, Av,, Avs,..., Avp} n, bir karakteristge ait tim dgerlerin sayisi,

P(AV,) max, bir karakterisge ait herhangi bir derin tim siniflardaki

olasiliklarinin en buyuk geri olsun,

Buna gore bir karakterigin siniflandirma gtica,

Seklinde hesaplanir. Yukaridaki parametreleri kulemak gerceklgtirilen, belirli bir
sinifataki dgerin kurallgma esilimini (key.cy gosteren kazang fonksiyogu sekilde

hesaplanir.

P(Vc), veri setindeki her gerin sinif bazindaki kllu olasiliklari,
DRy, bir V deserinin siniflara dgilim orani,
POW,, bir karakteristtin siniflandirma gucda,

AVG(P(Vc), DRy, POW, ), parametrelerin ortalamasi olsun.
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0, P(V)=0
ke, .= 1, P(V)=1 (6.4)
AVG(P(V,), DRy, POW,), 0 <P(V) <1

6.5. keREM Algoritmasininisleyisi

Gelistirilen keREM algoritmasinin sleyisi asagida adim adim aciklangtir.
Algoritmada gecen kallu olasilik degerleri, siniflara dglim orani, karakteristik
siniflandirma guci ve maliyet fonksiyonu gibi kamtar 6rnek uygulama vasitasiyla

ayrintili olarak anlatilacaktir.

(N: karakteristik sayisl, n : kombinasyon saylmak tzere)

Adim-1. Verilen 6rnek setindeki tim karakteristikgéelerinin, sinif bazinda olasilik

dagilimlari (kosullu olasilik dgerleri) ve siniflara dalim oranlari hesaplanir.
Adim-2. Veri setindeki her karakterigtn siniflandirma gicu hesaplanir.

Adim-3. Kosullu olasilik dgerleri, siniflara dalim orani, karakteristik
siniflandirma guci parametreleri kullanilarak, tlarakteristik-dger ikililerinin
kazanclari hesaplanir.

Adim-4. Her ornekteki dgerlerin tekli (n=1) kombinasyonlari ele alinir. n¥in
entropisi sifir olan dgerler tek balarina kural olgturabilirler. Bu dgerler kural
haline getirilir (Bu dgerlerden ayni 6rneklere kark gelen kurallardan, en c¢ok

ornesi kapsayan kural gecerli olarak kabul edilir). 83andirilan drneklergaretlenir.

Adim-5. Adim-8’e git.



70

Adim-6. Siniflandiriimamy ornekler sirasiyla ele alinir. Aktif orgie sinifina bl
olarak, sinif bazindaki kazanci en yuksek kar@tikrdeserden bgamaksarti ile,

karakteristik-dger ikililerinden n’li kombinasyonlar okturulur.

Adim-7. Her kombinasyon oOrnek setindeki tim orneklere uggul n adet
kombinasyondan ofan degerlerden tek bir sinifa kgihik gelenleri kural haline

getirilir. Siniflandirilan 6rnekleraretlenir.

Adim-8. Eger tim ornekler siniflandiriimise Adim-11'ye gidilir.
Adim-9. n=n+1 glemi yapilir.

Adim-10. Eger n<N ise Adim-6’ye gidilir.

Adim-11. Olusturulan kural tabani, ayni érnekleri temsil edemakar arasindan en

genel kurallar secilirek optimize edilir.
Adim-12. SON

6.5. keREM ile Ornek Uygulama

Dikkat edilecgi Uzere, keREM algoritmasinin tanimi kisminda, IRE&keREM
algoritmalarinin ayni kural tabanini Urettiklerinee dgruluk oranlarinin gt

olduguna karet edilmgti. keREM ile uygulama yaparken, bu 6zgllde gbsterme
adina tekrar mevsimleggim seti tzerinden aciklamalar gercetielecektir.

Tablo 6.1. Mevsimler @tim seti

Ornek No Hava Agaclar | Siceklik | Mevsim
1 Yagmurlu | Yapraksi: | Norma | Sonbahe
2 Yagmurlu | Yapraksi: | Dusuk Kis
3 Karl Yapraksi: | DusUk Kis
4 Gunsli Yapraksi. | DusUk Kis
5 Yagmurlu | Sar Norma Sonbahe
6 Yagmurlu | Yesil Yikselk | Yaz
7 Yagmurlu | Yesil Norma | ilkbaha
8 Ginali Y esil Norma | ilkbaha
9 Gunsli Yesil Yukselk | Yaz
10 Gunsli Sar Norma Sonbahe
11 Karli Yesil DusUk Kis
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Tablo 6.1'de verilen 6rnek seti 11 Ornekten (m ¥),1ic¢ karakteristik (Hava,
Agaclar, Sicaklik) ve dort siniftarilkpahar, Yaz, Sonbahar, §iolusmaktadir.

Ornek setinde yer alan karakteristikler ve bun&italeserler gagida verilmitir:

Karakteristik De gerler

Hava Y&murlu, Karh, Gungli
Agaclar Yapraksiz, Sari, Yie
Sicaklik Normal, Dgiik, Yuksek

Adim-1. Verilen 6rnek setindeki tim karakteristikgéelerinin, sinif bazinda olasilik

dagilimlari hesaplanir.

Diger dezerlere ait olasilik dalimlar da benzegekilde hesaplanir. Tablo 6.1'de tim

degerlerin sinif bazindaki olasilik gdumlari gosterilmstir.

Tablo 6.2. Dgerlerin sinif bazindaki lgollu olasiliklari

Karakteristik Deger Sonbahai| Kis | Yaz |ilkbahar
Hava Yagmurlu |0,4C 0,2C ]0,2C |0,2C
Karl 0,0c 1,0C 10,0C {0,0C
Gunsali 0,2t 0,28 10,25 |0,2¢
Agaclar Yapraksi. [0,2& 0,78 10,0C {0,0C
Sar 1,0C 0,0C [0,0C |0,0C
Yesil 0,0C 0,2C [0,4C |0,4C
Sicaklik N(_?rr_na 0,6C 0,0C {0,0C |0,4C
DusUk 0,0c 1,0C ]0,0C {0,0C
Y Uksel 0,0C 0,0C [1,0C |0,0C
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Bu adimda ayrica, veri setindeki hergeen siniflara dgilim orani hesaplanir.
“Yagmurlu” degeri ele alinacak olursa, gaurlu deseri 4 siniftada ge¢mektedir.

Bundan dolayi, yamurlu degerinin siniflara dgilim orani DRy@murlu,
DRyagmuﬂu = 1 / 4 = 0,25

“Karli” degeri ele alindginda; karli dgeri sadece kimevsiminde ge¢gmektedir. Bu
suretle DRKarli,

DRkar“: 1 / 1 = 1

Benzersekilde tum degerlerin siniflara dalim oranlari hesaplanginda sonuclar
Tablo 6.3'teki gibi olacaktir.

Tablo 6.3. Dgerlerin siniflara dalim oranlari

g < Siniflara Dagilim

Karakteristik Deger Oran
Hava Yagmurlu 0,2t
Karli 1

Gunsli 0,2t

Agaclar Yapraksi. 0,5(C
Sar 1

Yesil 0,3¢

Sicaklik N(_?rr_na 0,5C
Dusuk 1

Yikselk 1

Adim-2. Veri setindeki her karakterigin siniflandirma gtict hesaplanir.

“Hava " karakteris@i ele alindginda, hava karakteriginin yagmurlu degeri icin

siniflar bazindaki en blyuk geri;
Sonbahar sinifind&,40

Kis sinifinda: 0,20

Yaz sinifinda: 0,20

flkbahar sinifnda:0,20



Yukaridaki dgerlere gore,

P(HAVAyagmurlu)max =0, 40 tir.

Benzersekilde,

P(HAVA karll)max =1

P(HAVAgUnaIi)maX =0,25

73

olarak belirlenir. Yukaridaki dgrlere gbre hava karakterigtiin siniflandirma

gucda,

Pﬂwhrzz:rz = (P[HAvAyaémurlu )ma.x + P[HAUAkarlL]max + P[Hﬁvﬁgﬁne;ll)mﬂx) -}IE

POW,_,. = (0,40 + 1+ 0,25)/3

FOW,

hawa

= 0,55

Agaclar ve sicaklik karakteristikleri icin yukaridalekilde hesaplama yapifinda

Tablo 6.4 olgturulur.

Tablo 6.4. Karakteristin siniflandirma gucu

. < Karakteristi gin
Karakteristik Deger Siniflandirma Guc
Hava Yagmurlu 0,5t
Karl 0,5t
Ginsli 0,5t
Agaglar Yapraksi; 0,71
Sar 0,71
Yesil 0,71
Sicakiik ~{Norma 0,8¢
Dustk 0,8¢
Yuksel 0,8¢

Adim-3. Kosullu olasihik degerleri, siniflara dahm orani,

karakteristik

siniflandirma guci parametreleri kullanilarak, tlarakteristik-dger ikililerinin

kazanclari hesaplanir.
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Ornek olarak “hava” karakterigine ait “ygsmurlu” degerinin “sonbahar” sinifinda

ele alinarak kuralkama &ilimi hesaplanirsa,

key_ =

0, P(J=0
1, P)=1
AVG(P(V.),DRy, POW,),

P(Yagmurl usonbaha} =0,40

0 < P(Yamurlusonbangt < 1sarti dgru olduzundan,

Ke yagmurlu-sonbaha— AVG(P(Yagmurlusonbanat, DRyagmuri, POWhava

ke yagmuﬂu- sonbaha[: AVG(O40, 025, 055 )

ke yagmurlu- sonbahar 0,40

0=P(V) <1

olarak hesaplanir. Benzgekilde dier deserlere ait kurallgma eilimleri siniflar

bazinda hesaplanginda gagidaki tablo olgturulur.

Tablo 6.5. Sinif bazl kuraljana &ilimleri

Ozellik Deger |Sonbahai| Kis | Yaz |ilkbahar
Hava Yagmurlu 0,4C 0,32 | 0,3z 0,3<
Karli 0,0C 1,0C | 0,0C 0,0C
Gunsli 0,3t 0,3t | 0,3t 0,3t
Agaclar Yapraksi. 0,4¢ 0,65 | 0,0C 0,0C
Sar 1,0C 0,0C | 0,0C 0,0C
Yesil 0,0C 0,41 | 0,4¢ 0,4¢
Sicaklik N9rr_na 0,6t 0,0C | 0,0C 0,5¢
Dusiuk 0,0C 1,0C | 0,0C 0,0C
Yuksel 0,0C 0,0C | 1,0C 0,0C

Asagidaki tabloda acikca gorulebilegeqgibi, veri setindeki her drin sinif

bazindaki bilgi dgerleri birbirinden farkhdir. Algoritmanin temelimlusturan bu

anlays cercevesinde, Adim-4'ten itibaren kural Uretmespdiuirinde Tablo 6.6'daki
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siralamaya bz kalinarak, karakteristik-der ikililerinin segimi

gerceklatirilecektir.

Tablo 6.6. Dgerlerin sinif bazinda kéye goére siralamasi

Sonbahal Kis Yaz ilkbahar
Deger key Deger key |Deger key |Deger key
Sar 1,0C Karli 1,0C |Yuksek |[1,0C |Norma |0,5¢
Norma 0,65 Disuk 1,0C | Yesll 0,4¢ | Yesil 0,4¢
Yapraksi. |0,4¢ Yapraks!:|0,65 |Gunsli |0,3t |Ginsli |0,3E
Yagmurlu |0,4C Yesil 0,41 |Yagmurlu|0,3% |Yagmurlu|0,3%
Gunsli 0,3t Guneli 0,35 |Karli 0,0C |Karh 0,0(¢
Karh 0,0C Yagmurlu|0,3% | Yapraksi:|0,0C |Yapraksz|O0,0C
Yesil 0,0C Sar 0,0C |Sar 0,0C |Sar 0,0(
DusUk 0,0C Norma |0,0C |[Norma |0,0C |DusUk 0,0
Yiksek 0,0C Yiuksel 10,00 |Dusik 0,0C |Yuksek [0,0C

Adim-4: Tablo 6.6’daki ornek setindeki kurajlaa esilimleri (ke) 1 (bir) olan
deserler,

Sicaklik karakterisgi icin; Dusuk ve Yuksek
Agaclar karakterisgi icin;  Sarl

Hava karakterisgi icin; Karh

Bu deserler tekli kombinasyonlara goreagidaki kurallari olgtururlar:
Kural-1: E GER Sicaklik Distik ISE Mevsim KIS

Bu kural ile 2, 3, 4 ve 11 nolu érnekler siniflamich. Bu 6rneklerin timui sadece Kl

sinifina aittir.
Kural-2: E GER Sicaklik YiksekiSE Mevsim YAZ

Bu kural ile 6 ve 9 nolu ornekler siniflandiniBu 6rnekler sadece YAZ sinifina

aittir.

Kural-3: E GER Agaclar Sarl iSE Mevsim SONBAHAR
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Bu kural ile 5 ve 10 nolu drnekler siniflandirilBu 6rnekler sadece Sonbahar

sinifina aittir.
Kural-4: EGER Hava KarliSE Mevsim K§

Bu kural ile 3 ve 11 nolu 6rnekler siniflandiriikncak 3 ve 11 nolu o6rnekler daha
once Kural-1 ile siniflandinligi icin bu drnekler igin tekrar kural ajturulmaz. Bu

kural gecersiz olarak kabul edilir.

Bu islemlerden sonra Adim-8'e gidilir. Tum 6rnekler lamdiriimadgindan dolayi
Adim-9’daki n=n+1 glemi ile n'nin deeri bir artirllarak iki olur ve Adim-6’ya
gidilir.

Adim-6: Siniflandiriimamy érnekler sirasiyla ele alinir. Aktif 6rgie sinifina bgli

olarak, sinif bazindaki kuralima esilimleri en yuksek karakteristik gerinden
baslamaksarti ile, karakteristik dgerlerinden n’li kombinasyonlar odturulur.

Siniflandirilamayan oOrnekler olarak 1, 7 ve 8 nélumekler bulunmaktadir. Bu

ornekler Tablo 6.7°'de gosterilgtir.

Tablo 6.7. Birinci gama sonunda siniflandirilamayan érnekler

Ornek No | Hava Agaclar Sicaklik Mevsim
1 Yagmurlu | Yapraksl. | Norma Sonbahe
7 Yagmurlu | Yesil Norma Ilkbaha
8 Giinali Yesil Normal Ilkbahar

6. Adimdakisarta b&l olarak, birinci drnekteki dgerlerin ikili kombinasyonlari
olusturulur. 1. Ornek sonbahar sinifina ait gidodan, dgerlerin sonbahar

sinifindaki kurallama egilimleri dikkate alinir.
ke normal- sonbahar 0,65
Ke yapraksiz-sonbanar 0,49

ke yagmurlu-sonbahar 0,40

Kurallasma esilimi degerlerine bgli olarak sirasiyla,
{Normal,Yapraksiz}, {Normal, Y&murlu}, {Yapraksiz, Ygmurlu}
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ikili kombinasyonlar olgturulur.

Adim-7: Ikili kombinasyonlarin ilki olan {Normal,Yapraksiz§iezerleri icin tiim
ornek setine bakilir. Bu gerler ile sadece 1 nolu 6rnek siniflandirilabilneekt.

Kural-4 : EGER Sicakllk Normal VE Agaclar Yapraksiz iSE Mevsim
SONBAHAR

Siniflandirilamayan 6rnekler olarak 7 ve 8 nolu eltar kalmaktadir. Yedinci
ornekteki dgerlerin ikili kombinasyonlari okturulur.

ke normal-ikbahar= 0,59
Ke yesil- ilkbanar = 0,48

Ke yasmurlu-ilkbahar= 0,33

Kurallasma egilimi degerlerine bgl olarak sirasiyla,
{Normal,Yesil}, {Normal,Yagmurlu} ve {Yesil, Yagmurlu}
ikili kombinasyonlar olgturulur.

{Normal, Yesil} degerleri 7 ve 8 nolu 6rneklerde sadece bir siniftatigkerinden

kural haline getirilir.
Kural-5 : E GER Sicaklik Normal VE Agaclar Yesil iISE MevsimiLKBAHAR

Siniflandirilacak bgka ornek kalmagandan dolayi slemler tamamlanir. Cikarilan

kurallar Tablo 6.8'de gosterilrtir.
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Tablo 6.8. Mevsimlergtim setii i¢in Uretilen kurallar

Kural No  Kural Tanimi

1 EGER Sicaklik=Disiik ISE Mevsim=KIS

2 EGER Sicaklik=YiikseH SE Mevsim=YAZ

3 EGER Agaclar=SariSE Mevsim=SONBAHAR

4 EGER Sicaklik=Normal VE gaclar=Yasil iISE
Mevsim3LKBAHAR

5 EGER Sicaklik=Normal VE faclar=YapraksiiSE

Mevsim=SONBAHAR

6.6. Deneyler ve Performans Kagilastirmalari

Besinci bolimde incelendi gibi, IREM algoritmasi verilerin bilgi deerlerini
Olcerken kullandii maliyet fonksiyonu, olasilik ve entropi tabanlidkeREM
algoritmasinin kazanc fonksiyonun hesaplaeidi cok farkli olmasina ganen, veri
setindeki karakteristik-dger ikililerinin sinif bazindaki bilgi d@erleri ayni
siralamaya sahip olduklari gérulmektedir (Tablo, @:8blo 6.10, Tablo 6.11, Tablo
6.12).

Tablo 6.9. IREM ve keREM’in “sonbahar” sinifindeetiigi maliyet ve kazang

Karakteristik Deger Maliyet (IREM) |Kazanc¢ (keREM)
Agaclal Sar 0,00( 1,0C
Sicaklik Norma 0,56¢ 0,6&
Agaclal Yapraksi. 0,88 0,4¢
Have Yagmurlu 2,114 0,4(C
Have Gunsli 2,70] 0,3
Have Karli -1 0,0C
Agaclal Yesil -1 0,0C
Sicaklik Dustk -1 0,0
Sicaklik Yuksek -1 0,0C




Tablo 6.10. IREM ve keREM'’in “ki" sinifinda Uretigi maliyet ve kazang

Karakteristik Deger Maliyet (IREM) |Kazang (keREM)
Have Karli 0,00( 1,0C
Sicaklik Dusuk 0,00( 1,0C
Agaclal Yapraksi. 0,29¢ 0,6t
Agaclal Yesil 2,007 0,41
Have Gunsli 2,70] 0,3
Have Yagmurlu 2,81¢ 0,3
Agaclal Sar -1 0,0(
Sicaklik Norma -1 0,0C
Sicaklik Yuksek -1 0,0(

Tablo 6.11. IREM ve keREM'in “yaz” sinifinda Urgitimaliyet ve kazang

Karakteristik Deger Maliyet (IREM) |Kazang (keREM)
Sicaklik Yuksek 0,00( 1,0C
Agaclal Yesil 1,505 0,4¢
Have Gunsli 2,70] 0,3%
Have Yagmurlu 2,81¢ 0,3
Have Karh -1 0,0(C
Agaclal Yapraksi. -1 0,0(
Agaclal Sar -1 0,0(
Sicaklik Norma -1 0,0C
Sicaklik Dusuk -1 0,0C

Tablo 6.12. IREM ve keREM'in “ilkbahar” sinifindaditigi maliyet ve kazang

Karakteristik Deger Maliyet (IREM) |Kazan¢ (keREM)
Sicaklik Normal 0,847 0,59
Agaclal Yesil 1,50¢ 0,4¢

Have Gunsli 2,701 0,3t
Hava Yamurlu 2,818 0,33
Have Karh -1 0,0(C
Agaclal Yapraksi. -1 0,0C
Agaclar Sari -1 0,00
Sicaklik Dustk -1 0,0
Sicaklik Yuksek -1 0,0(
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Mevsimler gitim seti Uzerinde yapilan uygulamalarda daagiktgl gibi, IREM ve

keREM algoritmalarinin Grefii kural tabanlari ayni olmaktadir.

Bu sonug,

algoritmalarin dgruluk oranlarinin ayni olagana saret etmektedir. Gergcek veri

setleri ile yapilan uygulamalardaki gtaluk oranlarida ayni oldiu goéralmitar.



Tablo 6.13. Algoritmalarin monk problemlerindekigdoluk oranlari ve ortalamalari

Algoritma Monk1 | Monk2 | Monk3 | Ortalama
D.O(%) | D.O(%) | D.O(%) | D.O(%)
MultilayerPerceptron 1,00 0,90 1,00 0,97
ClassificationViaRegression 1,00 0,82 0,97 0,93
GOSE 1,00 0,85 0,94 0,93
keREM - IREM 1,00 0,77 0,93 0,90
LMT 1,00 0,71 1,00 0,90
PART 1,00 0,70 1,00 0,90
REPTree 1,00 0,76 0,93 0,90
NNge 1,00 0,69 1,00 0,90
RBDT 1,00 0,67 1,00 0,89
DecisionTable 1,00 0,65 1,00 0,88
FilteredClassifier 0,98 0,65 1,00 0,88
OrdinalClassClassifier 0,98 0,65 1,00 0,88
NBTree 0,99 0,63 1,00 0,87
LBR 0,98 0,61 1,00 0,86
Decorate 1,00 0,58 1,00 0,86
ADTree 1,00 0,69 0,87 0,85
JRip 0,98 0,65 0,92 0,85
SimpleLogistic 1,00 0,69 0,85 0,85
REX 0,97 0,63 0,94 0,85
IBk 0,97 0,57 1,00 0,84
NIC 0,86 0,69 0,95 0,83
148 0,99 0,64 0,87 0,83
AODE 0,96 0,61 0,93 0,83
RandomForest 0,99 0,53 0,97 0,83
Prism 1,00 0,49 1,00 0,83
LogitBoost 0,95 0,68 0,82 0,82
AttributeSelectedClassifier 0,98 0,64 0,83 0,82
Bagging 0,94 0,65 0,84 0,81
AdaBoostM1 0,95 0,65 0,82 0,81
MultiBoostAB 0,94 0,65 0,83 0,81
MultiClassClassifier 1,00 0,64 0,77 0,80
ThresholdSelector 0,98 0,65 0,78 0,80
Ridor 0,93 0,64 0,83 0,80
Logistic 1,00 0,60 0,81 0,80
LWL 0,96 0,60 0,83 0,80
BayesNet 0,97 0,66 0,75 0,80
NaiveBayes 0,96 0,59 0,83 0,80
NaiveBayesSimple 0,96 0,59 0,83 0,80
NaiveBayesUpdateable 0,96 0,59 0,83 0,80
VotedPerceptron 0,97 0,65 0,73 0,78

80
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Tablo 6.13.’Gin devami

SMO 0,87 0,67 0,79 0,78
DecisionStump 0,80 0,63 0,81 0,74
OneR 0,81 0,66 0,76 0,74
ConjunctiveRule 0,78 0,66 0,77 0,74
IB1 0,79 0,54 0,78 0,70
HyperPipes 0,56 0,65 0,83 0,68
MultiScheme 0,54 0,66 0,52 0,57
RacedIncrementallogitBoost 0,54 0,66 0,52 0,57
CVParameterSelection 0,54 0,66 0,52 0,57
Vote 0,56 0,56 0,58 0,57
Stacking 0,53 0,67 0,49 0,56
StackingC 0,53 0,66 0,49 0,56
RBFNetwork 0,54 0,65 0,49 0,56
6.7. Sonugclar

keREM algoritmasinda da, kural tabani stlmulurken, kurallari meydana getiren
karakteristik-dger ikililerinden bilgi degeri yiksek olanlara 6ncelik verilmesi
hedeflenmjtir. Bu bailamda karakteristik-dger ikililerinin degerleri, kurallgma
egilimi ismi verilen kazang fonksiyonu ile hesaplagtm Kazanci yuksek olanlar
bilgi degeri yuksek oldgu kabul edilmgtir. Kazang¢ fonksiyonlarinin
hesaplanmasinda karakteristikede ikililerinin veri seti Uzerindeki kallu
olasiliklari, siniflara dalim oranlari ve karaktesigin siniflama guct parametreleri
kullanilarak yeni bir yaklam getirilmistir. Yukaridaki deney sonuglari
incelendginde, keREM ve IREM algoritmalarinin kullandikldeazang ve maliyet
foksiyonlarinin, karakteristik-ger ikililerinin sinif bazinda uregti degerlerin
siralamalar1 ayni oldiu tespit edilmgtir. keREM ve IREM algoritmalarinin kural
Uretme yapilarindan dolayi, ortaya ¢ikan kural mabaolayisiyla test sonuclarindaki
dogruluk oranlari ayni oldgu gorulmitir. Bununla beraber, keREM ve IREM’in,
mevcut algoritmalarla rekabet edebilecek bigrdtuk ylzdesine sahip olguda

saptanngtir.
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BOLUM 7. SONUCLAR VE ONERILER

Bu calsmada, bilgisayar grenmesinde tumevarimsal olarak kural cikargiami
gerceklgtirebilecek algoritmalar galiirilmesi hedeflenmitir. Kural Uretme
prosedurinde veri setindenglodan kural Uretme yontemini benimseyen, IREM ve
keREM isimleri  verilen algoritmalar, bilgisayar g@nmesi altinda
mantiksal/sembolik algoritmalar kategorisinde yeraktadir.

Gelistirilen her iki algoritmada kullanilan temel yakia; veri seti icerisinde
bulunan karakteristik-der ikililerinden, bilgi dgeri yiksek verilerin kurallarda yer
almasini sglamaktir. Bu acidan, verilerin bilgi derlerinin 6lctlmesi Uzerine
odaklaniimgtir. IREM algoritmasinda, verilerin olasihk glamlarn ve

entropilerinden istifade edilerek maliyet fonksiyogelistirilmi stir.

Maliyet fonksiyonu;

0, P(V) =1
M(V|C) = -1, P(V) =0
k,.*E(WV)+k, *E(X), 0<P()<1

Maliyet fonksiyonuna gore, maliyeti giik olan karakteristik-dger ikililerine
oncelik verilerek kurallar Uretilngiir.

keREM algoritmasinda ise, karakteristikgge ikililerinin olasilik da&ilimlari, sinif
dagihm oranlari ve karakteristik siniflandirma guci@rgmetreleri kullanilarak,
kurallasma egilimi (ke) ismi verilen kazang fonksiyonu aliwrulmustur.

Kazanc¢ fonksiyonu;

0, P(V)=0
key_c = L P(V)=1
AVG(P(V.),DR,, POW,), 0 <P(V) <1



83

Kullanilan kazang fonksiyonuna gore, kazanci yuksetklere, Uretilecek kurallarda
oncelik taninmytir.

Gelistirilen IREM ve keREM fonksiyonlarinin performansta olgmek icin, UCI
bilgisayar @renmesi veri havuzunda bulunan deney setleri kudleak mevcut
algoritmalar ile kagilastirmalari yapilmgtir. Cikan sonugclar incelenginde IREM ve
keREM algoritmalarini mevcut algoritmalarla rekiabdebilecek seviyede gauluk
oranina sahip olduklari gorulrtar.

Gelecekte yapilabilecek cgtinalar icin @agidaki 6neriler sunulmgiur;

IREM ve keREM algoritmalarinin @ouluk oranlarini gedtirmek icin yeni
calismalar yapilabilir. Kullanilan maliyet ve kazanc¢ ksiyonlarinda farkli
duzenlemeler gercelgdrilebilir.

Bilgisayar @renmesinde, mantiksal/sembolik kategorisindeki rtig@lar, sirasal
kapsama (sequential covering) yaktaini kullanilarak kural tGretmektedirler. Bu
metoda gore, kural Uretme prosedirinde, kurallaetaalmaya aday olabilecek
karakteristik-dger ikililerini barindiran 6rneklerin kaybol@gu distnilmektedir.
Bundan dolayi, bu kaybi dnlemek icin @odan ulaim (direct access) yaldeni
ismi verilebilecek yonteme ait ¢cgnalar yapilabilir.

Gelistirilecek algoritmalarin kural tabanindaki kuralysanin azaltilmasi, bununla
beraber, kurallarin kapsayi@inin artirlmasina yonelik camalar yapilabilir.
Bilgisayar @renme algoritmalarinda, karakteristik secme metatda alternatif
olarak, keREM ve IREM’de kullanilan kazan¢ ve matijonksiyonlarinin kullanimi
Uzerinde cabmalar gerceklgirilebilinir.

Gergek zamanli uygulamalarda iyi performans goObtleek algoritmalar
tasarlanabilir. Bunun ig¢in kural tabanini sireklenyieyen ve optimize eden
algoritmalar tGizerinde callabilir
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