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BUYUK BOYUTLU VERILER iCIN METASEZGISEL YONTEMLER iLE
OZNITELIK INDIRGEMEDE YENI BIR YAKLASIM GELISTIiRILMESI

OZET

Teknolojinin gelismesi ve ¢evrimigi diinyanin genislemesi ile is diinyas, bilim, saglik
ve mithendislik gibi bir ¢ok alanda ¢ok biiyiik boyut ve tiir iceren gergek diinya verileri
ortaya ¢ikmistir. Glinlimiiz diinyasinda bu verilerin en faydal kullanimi ve en az
saklama maliyeti hedeflendiginden, ancak belirli anlam tasiyan verilerin saklanmasi
gerekmektedir. Boyutlar1 biiyliyen ham verideki oriintiiler bulunmadig siirece veriler
gereksizdir. Biiylik boyutlu veriyi islemek ise onlar1 kullanan sistemlerin verimliligini
dogrudan etkileyen bir darbogaz problemidir. Biiylik veri ve biiyiik boyutlu veri i¢in
nitelik azaltma olarak da adlandirilan 6znitelik segme problemi, orijinal 6zelliklerin
ayirt edici giiciinii koruyarak veri boyutunu indirgemeyi amaglamaktadir. Oznitelik
secimi, 0grenme siirecinin 6nemli adimlarindan biridir. En iyi ¢0ziimiin biiylik bir
arama uzayinda uygun siirede bulunmasimi gerektirir. Oznitelik se¢im problemi igin
tasarlanan algoritmalar, orijinal 6zelliklerin hesapsal maliyetini azaltirken en uygun
ozellik alt kiimesini bulma amacl rastgele veya sezgisel arama stratejileri kullanir.
Veri hacmi arttik¢a veri ile yapilacak tiim islemler de dogrusal olarak zorlagmaktadir.
Bu sebeple ortaya atilan 6znitelik se¢im probleminin ¢ézliimil i¢in literatiirde birden
cok yontem kullanilmistir.

Klasik sezgisel algoritmalar biiyiik boyutlu ve karmagsik problemlere uygulandiginda
tasarimindaki avantaj ve etkinliklerini kaybetmektedirler. Ciinkii bu algoritmalar,
yerel ¢ozlimlere takilma, kararsiz performans sergileme, bellek verimliliginden
yoksun olma gibi kisitlamalara sahip olabilirler (Qiu & Liu, 2016). Bu nedenle bu tip
problemlerin ¢dziimii igin daha etkili algoritmalara ihtiya¢ duyulmaktadir. Oznitelik
secim probleminin ¢6ziimii igin etkili yaklasimlardan biri de Metasezgisel
algoritmalardir. Dogadan esinlemeli algoritmalar ¢6ziim uzayinda, sezgisel bir arama
yaparak daha makul siirelerde daha uygun sonuglarin elde edilmesini saglar. Bu
kapsamda, ana veri kiimesinin kii¢iik ama etkili bir alt kiimesi olarak tespit edilecek
olan niteliklerin belirlenmesi i¢in algoritmanin kiiresel arama yetenegini ve
sezgiselligini kaybetmeden, bir yerel arama fonksiyonu ile desteklenmesinin basariy1
artiracag@i diistinilmiistiir (X.-M. Hu vd., 2017).

Sezgisel algoritmalar evrimsel algoritmalar ve siirii temelli algoritmalar temel iki grup
olarak nitelendirilir. Evrimsel algoritmalar ile gercek diinya problemlerine basarili
sonuglar iiretilebilmektedir. Bu algoritmalara Genetik Algoritma, Evrimsel Strateji ve
Diferansiyel Evrim algoritmasi en bilinen drneklerdendir. Dogada var olan gesitli
canlilarin davranislarm taklit ederek gelistirilen siiri temelli algoritmalar ise giin
gectikce popiilerligi  artan algoritmalardir. Bu algoritmalara Parcacik Siirii
Optimizasyon Algoritmasi, Yarasa Algoritmasi, Karinca Kolonisi Optimizsyon
Algoritmasi, Yapay Ar1 Kolonisi Algoritmasi 6rnek verilebilir.
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At Siiriisii Algoritmasi (HOA) ise, en yeni siirii tabanli optimizasyon algoritmalarindan
biridir. HOA, dogada birlikte yasayan atlarin siirii olarak davranislarindan ilham alarak
tasarlanmigtir. Atlarin farkli yaslarda gosterdikleri otlama, hiyerarsi, sosyallik, taklit,
savunma ve dolagsma olmak {iizere alt1 kategorideki sosyal davraniglar1 algoritmanin
temelini olugturmaktadir. Literatiirde optimizasyon algoritmalarinin ikili arama
uzayina taginarak sikc¢a oznitelik secim problemine uygulandig1 gézlenmektedir.

Bu tez kapsaminda 6znitelik se¢imi icin HOA nin ikili bir versiyonu iyi bilinen iki
farkli siniflandirma algoritmasi (k-NN ve SVM) ile 6nerilmistir. HOA nin nitelik
se¢imi i¢in Onerilen ikili versiyonu dncelikle kiigiik boyutlu (10,20,30) veriler ile test
edilmistir. Ardindan biiyiik boyutlu verilerde de efektif sonuglar iiretmesi amaciyla
yerel arama teknigi olan Minimum Mesafe Fonksiyonu ve Siirii Merkezi Bulma
Fonksiyonu gelistirilerek 1kili At Siiriisii Algoritmas1 (BHOAFS) &nerilmistir.
BHOAFS’nin eklenen yontemler ile yerel ve kiiresel arama yetenegi artmistir.
BHOAFS’nin diisiik, orta ve yliksek boyutlu (10,20,30,100,500 ve 1000) problemlerde
basarisi test edilmistir. BHOAFS-K-NN algoritmasinin BHOAFS-SVM’ye gore daha
1yi sonuglar tirettigi gézlemlenmistir.

Literatiirde metasezgisel optimizasyon algoritmalarin kesif ve somiirii siirecindeki
dengeyi saglayarak siireci giliglendirmek igin kaos teorisi, levy ucusu, zeki arama,
kuantum davranisi gibi ¢esitli stratejiler kullanilmistir. Bu tez ¢aligmasinda HOA nin
onerilen ikili versiyonu algoritmanin basarisi ve kararliligini arttirmak amaciyla iyi
bilinen bes farkli kaotik harita ile gii¢lendirilerek Kaotik Ikili At Siiriisii Algoritmas1
BCHOAFS  olarak adlandirilan yeni bir yaklasim gelistirilmistir. Onerilen
BCHOAFS, biiytik olcekli veriler igin 6zel olarak tasarlanmis bir optimizasyon
algoritmasi olan HOA'nin 6zellik se¢im problemleri i¢in 6zel olarak gelistirilmis ilk
ikili kaotik tabanli algoritmadir. K-NN siniflandirmasint kullanan BHOAFS-k-NN
yontemi daha iyi sonuglar irettiginden, bes kaotik harita ile birlestirilmis ve
BCHOAFS-Logistic, BCHOAFS-Tent, BCHOAFS-Piecewise, BCHOAFS-Singer,
BCHOAFS-Sinusoidal olarak adlandirilmstir. Gelistirilen bu yaklagimin performansi
farkli boyuttaki on sekiz veri seti ile Ol¢lilmistiir. Kaotik tabanli yeni yaklagim
literatiirde Oznitelik se¢cimi igin gelistirilen cesitli algoritmalar ile kiyaslanmis,
dogruluk, secilen 6znitelik sayisi, uygunluk fonksiyonu testleri yapilarak giivenilirligi
saglanmigtir. Onerilen yaklagimin kiyaslanan algoritmalardan daha performansh
oldugu istatistiksel yontemlerden Friedman isaret testi ve post hoc Wilcoxon testi
kullanilarak dogrulanmustir.
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DEVELOPING A NEW APPROACH TO FEATURE SELECTION WITH
METAHEURISTIC METHODS FOR LARGE SCALE DATA

SUMMARY

With the development of technology and the expansion of the online world, real-world
data of enormous size and type has emerged in many fields such as business, science,
health and engineering. In today's world, since the most beneficial use of this data and
the least storage cost is aimed, only data that has a certain meaning should be stored.
Data is useless unless there are patterns in the growing raw data. Processing large-
scale data is a bottleneck problem that directly affects the efficiency of the systems
that use them. Feature selection problem, also called feature reduction for big data and
large size data, aims to reduce the data size while preserving the distinctive power of
the original features. Feature selection is one of the important steps of the learning
process. It requires the best solution to be found in a large search space in a reasonable
amount of time. Algorithms designed for the feature selection problem use random or
heuristic search strategies to find the optimal subset of features while reducing the
computational cost of the original features. As the volume of data increases, all
operations with the data become linearly difficult. For this reason, more than one
method has been used in the literature to solve the proposed feature selection problem.

When classical heuristic algorithms are applied to large and complex problems, they
lose their advantages and effectiveness in design. Because these algorithms may have
limitations such as being stuck in native solutions, unstable performance, and lack of
memory efficiency. Therefore, more effective algorithms are needed to solve such
problems. Metaheuristic algorithms are one of the effective approaches for solving the
feature selection problem. Nature-inspired algorithms perform an intuitive search in
the solution space, resulting in more appropriate results in more reasonable time. In
this context, it is thought that supporting the algorithm with a local search function
without losing its global search capability and heuristics in order to determine the
features that will be detected as a small but effective subset of the main dataset will
increase the success.

Heuristic algorithms, evolutionary algorithms and swarm-based algorithms are
characterized as the two main groups. Successful results can be produced for real world
problems with evolutionary algorithms. Among these algorithms, Genetic Algorithm,
Evolutionary Strategy and Differential Evolution algorithm are the best-known
examples. Swarm-based algorithms, which are developed by imitating the behavior of
various living things in nature, are the algorithms that are increasing in popularity day
by day. Particle Swarm Optimization Algorithm, Bat Algorithm, Ant Colony
Optimization Algorithm, Artificial Bee Colony Algorithm can be given as examples
to these algorithms.

Horse Herd Algorithm (HOA) is one of the newest herd-based optimization
algorithms. HOA is a new metaheuristic algorithm created by modeling the herd
behavior of horses and was designed with inspiration from the herd behavior of horses
living together in nature developed for large scale optimization problems.
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The social behaviors of horses in six categories: grazing, hierarchy, sociability,
imitation, defense and wandering at different ages form the basis of the algorithm. In
the literature, it is observed that optimization algorithms are frequently applied to the
feature selection problem by moving to binary search space.

One of the most challenging and common problems in machine learning is the Feature
Selection (FS) process, which reduces the dataset size by finding optimal subsets of
features. This thesis proposes the binary version of HOA, which mimics the life cycles
and searching behaviors of horses, has been applied to a wrapper-based FS problem
using classification algorithms (BHOAFS-kNN and BHOAFS-SVM). A binary
version of HOA is proposed for feature selection with two well-known classification
algorithms (k-NN and SVM).

In this thesis, a binary version of HOA is proposed for feature selection with two well-
known classification algorithms (k-NN and SVM). The proposed binary version of the
HOA for feature selection was first tested with small data. Then, in order to produce
effective results in large-scale data, the Minimum Distance Function and Herd Center
Finding Function, which are local search techniques, were developed and Binary
Horse Herd Algorithm (BHOAFS) was proposed. Local and global search capability
of BHOAFS has increased with the added methods. The success of BHOAFS has been
tested in low, medium and high dimensional (e.g.,10, 20, 30, 100, 500 and 1000)
problems. It has been observed that the BHOAFS-k-NN algorithm produces better
results than BHOAFS-SVM.

In the literature, various strategies such as chaos theory, levy flight, intelligent search,
and quantum behavior have been used to strengthen the process by providing the
balance in the discovery and exploitation process of metaheuristic optimization
algorithms. This paper proposes the binary version of the HOA as a wrapper FS
method to solve the FS problem. The proposed algorithm is a binary chaotic horse herd
optimization algorithm for feature selection (BCHOAFS).

This thesis proposes the binary version of HOA, which mimics the life cycles and
searching behaviors of horses, has been applied to a wrapper-based FS problem using
classification algorithms (BHOAFS-KNN and BHOAFS-SVM). In this thesis, a new
approach called Binary Chaotic Horse Herd Algorithm BCHOAFS has been
developed by strengthening the proposed binary version of HOA with five different
well-known chaotic maps in order to increase the success and stability of the algorithm.

The proposed BCHOAFS is the first binary chaotic based algorithm specially
developed for feature selection problems of HOA, an optimization algorithm specially
designed for large-scale data. Since the BHOAFS-k-NN method using k-NN
classification produced better results, it was combined with five chaotic maps and
named as BHOAFS-Logistics (BCHOAFS1), BCHOAFS - Tent (BCHOAFS2),
BCHOAFS - Piecewise (BCHOAFS3), BCHOAFS - Singer (BCHOAFS4), and
BCHOAFS - Sinusoidal (BCHOAFS5). The Age Determination process used in the
proposed algorithm allows the horses to do a global search in the search space. The
SMF operator, which is proposed as a local search technique, has been developed to
overcome the disadvantages, such as early convergence while preserving population
diversity. A comprehensive study was conducted using 18 standard datasets from the
UCI repository of varying sizes and characters to evaluate the effectiveness of the
proposed BHOAFS and BCHOAFS versions.

The chaotic-based new approach has been compared with various popular algorithms
developed for feature selection in the literature, and its reliability has been ensured by
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performing tests in terms of accuracy, number of selected features, fitness function and
runtime. It has been verified by using Friedman Signed Rank and post hoc Wilcoxon
test from statistical methods that the proposed approach is more performant than the
compared algorithms.

The performance of the proposed methods was compared with various methods such
as well-known optimization algorithms in the literature such as GA, PSO, ALO, GWO,
SSA, and binary optimization algorithms such as BGA, BPSO, BALO, BGWO, and
BSSA. When the FS problem is considered a multi-objective problem, the
classification accuracy should be at the highest level, and the number of selected
features should be at the lowest level. When the results were examined, the best
performance among the recommended algorithms was found to belong to BCHOAFS3
and BCHOAFS4 algorithms (BCHOAFS-Piecewise and BCHOAFS-Singer) in terms
of classification accuracy and FS.

In general, applying chaotic maps to optimization algorithms is easy and practical.
According to this study, chaotic maps can improve results when applied to previously
proposed algorithms. The main reason for this improvement is that the algorithm can
more accurately since the initial conditions are designed in advance. Thus, bit-
changing operations during the iteration will result in more specific exploitation and
exploratiand a balance will be stablished between the algorithm’s local and global
search operations. Taking full advantage of this situation, our proposed algorithm
proves that chaotic maps are one of the best enhancement options for currently
proposed algorithms when the results obtained are examined. Based on the promising
results of BCHOAFS, there is enough evidence to compare its performance with
similar methods.Finally, the results show that the proposed BCHOAFS achieves high
competitive results and can be expressed as a multi-objective optimization problem.
The most important result of this study is that BCHOAFS versions are useful selection
algorithms. When the SMF operator designed as a local search strategy and chaotic
maps are combined, the results prove the novelty of the proposed algorithm.

In the proposed method in future studies, the movement of the horse herd directed
towards the center of the search space with the SMF function can be improved with a
different solution in terms of exploration capability by calculating the movement
sensitivity. HOA can be combined with other algorithms to improve the multi-purpose
version. Customized solutions for the position of each horse in the search space can be
developed by supporting various statistical methods. The U-shaped transfer function
used in the transition from continuous space to discrete space can be tested by
replacing it with other transfer functions. The classifiers used for feature selection
performance measurement can be replaced with other classification algorithms and
their accuracy can be compared.
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1. GIRIS

Giliniimiiz diinyasinda teknolojinin gelismesi ile bilgisayar performanslarindaki hizl
ilerleme, donanimlarin ucuzlamasi ve veri tabanlarindaki verilerin artmasi ile is
diinyasi, bilim ve miihendislik alaninda ¢ok biiyiik boyutlu ¢esitli gergek diinya verileri
ortaya ¢ikmistir. Bu veriler ham veri olarak nitelendirilir. Ham verilerin maximum
kullanim ve minimum saklama maliyeti ile, ise yarar ve anlaml veriler olusturularak
saklanmasi1 hedeflenmektedir. Biiyiik veri senaryolari ise milyonlarca satir / 6rnek ve
yiiz binlerce ozellikten olusmaktadir. Bu veriler ile ilgili islem yapilincaya kadar
strekli olarak saklanirken, ancak smirli sayida Ozellikten faydali bilgiler
cikarilabilmekte, makine 6grenimi ve veri madenciligi gibi alanlarda kullanilmaktadir.
Boyutlar1 biiyiiyen ham verideki oriintiiler bulunmadig siirece veriler gereksiz olarak
nitelendirilmektedir. Boyle bir senaryoda eldeki biiyiik boyutlu veriden umut verici
egitim verilerinin elde edilmesi ¢ok dnemli ancak zaman alicidir. Bu sebeple biiyiik
boyutlu veri, veri kullanarak tasarlanan sistemlerin verimliligini dogrudan etkileyen
bir darbogaz problemidir. Biiyiik veri ve biiyiik boyutlu veri i¢in dznitelik azaltma
olarak da adlandirilan 6zellik se¢imi sorunu, orijinal 6zelliklerin ayirt edici giiclinii
korumay1 amaglamaktadir (Thuy & Wongthanavasu, 2020). Biiyiik boyutlu veride,
ay1rt ediciligi yiiksek bir nitelik alt kiimesi belirlemek, tiim olasi nitelik alt kiimelerinin
test edilmesini gerektirmektedir. Bu nedenle ilgili islem hem karmasiklik hem de
zaman maliyeti agisindan olduk¢a zordur. Biiylik boyutlu veriden faydali bilgi
cikarma, veriyi depolama ve islem maliyeti sorunlarinin ¢6ziimii de bu noktada 6nem
kazanmistir. Tiim bu nedenlerle biiyiik boyutlu veriler i¢in var olanlarin 6tesinde etkili

ve verimli yeni teknikler gelistirilmesine ihtiyag¢ vardir.

1.1. Problemin Tanimi

Yapay zekanin genis bir alt alan1 olan makine 6grenmesi, bilgisayar 6grenmesini
saglayan algoritmalar ve teknikler tasarlar. Makine 6grenmesi uygulamalarinin temel
mantig1, ¢esitli yontemlerle veriden bagimsiz olarak bilgi ¢ikarimi yapmak ve ortaya
¢ikan bu bilgiden yararlanmaktir. Dolayisiyla, makine 6grenmesi yontemleri veri

madenciligi ve istatistikle iligkili oldugu kadar teorik bilgisayar bilimleriyle de temel



diizeyde iligkilidir. Makine 6grenmesi, ¢esitli hesaplama yontemleri ve belirli 6grenme
mekanizmalart ile bilginin veriden elde edilmesini saglayarak, sosyal hayata
entegrasyonunu tasarlayan sistemin tamamini ifade etmektedir. Veri hacmi arttikga
veri ile yapilacak tiim islemler de dogrusal olarak zorlasmaktadir. Bu sebeple makine
Ogrenmesi algoritmalarinda kullanilacak olan verinin boyuttan bagimsiz olarak dogru
ve etkin sekilde calismasi énemlidir. Ogrenmenin dogru sekilde yapilabilmesi icin
bliyiik boyutlu veriden ayni1 nitelige sahip ancak daha kii¢lik boyutlu veri elde edilerek

makine 6grenmesi algoritmalarinda kullanilmas1 gerekmektedir.

Biiyiik boyutlu veride, ayirt ediciligi yiiksek bir nitelik alt kiimesi belirlemek, tiim olas1
nitelik alt kiimelerinin test edilmesini gerektirmektedir. Bu nedenle ilgili islem hem
karmagiklik hem de zaman maliyeti agisindan olduk¢a zordur. Biiyiik boyutlu veriden
faydali bilgi ¢ikarma, veriyi depolama ve islem maliyeti sorunlarinin ¢6ziimii de bu
noktada 6nem kazanmistir. Biiyiik veri senaryolar1 ise milyonlarca satir / 6rnek ve yiiz
binlerce 6zellikten olusmaktadir. Makine 6grenmesi islemlerinde bdyle bir senaryoda
umut verici egitim verilerinin elde edilmesi ¢ok onemli ve zaman alicidir. Biiyiik
boyutlu veri, tasarlanan analizlerin verimliligini dogrudan etkileyen bir darbogaz
problemidir. Bu amagla ortaya atilan Oznitelik se¢im probleminin ¢6ziimii igin
literatiirde birden ¢ok yontem kullanilmistir. Bu yontemlerden biri de Metasezgisel
algoritmalar1 kullanarak Oznitelik se¢imi yapmaktir. Klasik sezgisel algoritmalar
biiyiik boyutlu ve karmagik problemlere uygulandiginda tasarimindaki avantaj ve
etkinliklerini kaybetmektedirler. Ciinkii bu algoritmalar, yerel ¢6ziimlere takilma,
kararsiz performans sergileme, bellek verimliliginden yoksun olma gibi kisitlamalara
sahip olabilirler (Qiu & Liu, 2016). Bu nedenle bu tip problemlerin ¢éziimii i¢in daha
etkili algoritmalara ihtiyag duyulmaktadir. Oznitelik segimi olarak da bilinen nitelik
altkiimesi sec¢imi, Ozellik indirgeme miihendisliginin bir parcasidir. Ayni sonucu
verecek olan 6zniteliklerin miimkiin olan en kiigiik alt kiimesinin tespitinin yapilarak
makine Ogrenmesi veya veri madenciligi slireclerinde kullanilmas1 olarak

Ozetlenebilir.

1.2. Tezin Amaci ve Onemi

Yapay zeka tekniklerini kullanarak veri 6n isleme ¢alismalarindan olan 6zellik se¢imi
diger bir deyisle nitelik indirgeme son yillarda dikkat ¢ekici hale gelmistir (Brezo¢nik

vd., 2018). Nitelik se¢imi, biiyiikk bir arama uzaymda en iyi ¢oziimii bulmay1



gerektirerek, grenme siirecine katki saglar. Ozellik secimindeki temel kural, orijinal
ozellikleri temsil ederken veriden gereksiz nitelikleri kaldirarak yiiksek dogruluk
saglamaktir. Veriler arasindaki iliskiyi herhangi bir uzman olmadan 6grenmek ve
gereksiz verileri kaldirmak 6zellikle biiyiik hacimli veriler i¢in kritik dGneme sahiptir.
Gelistirilen yapay zeka siireglerinde biiyiik boyutlu veriler ile ¢alisilirken benzer ve
daha iyi performans elde edebilmek i¢in veriyi dogru temsil eden nitelik alt gruplarinin
belirlenmesi 6nem kazanmaktadir. Nitelik se¢iminin; ilgisiz, gereksiz veya giriiltiilii
verlyi yok etme, Ogrenme algoritmasinin performansini gelistirme, hesaplama
maliyetini azaltma, veri kiimelerinin daha iyi anlasilmasini saglama, nitelik uzayinin
boyutunu azaltma ve depolama yeri gereksinimlerini azaltma gibi avantajlar1 vardir.
Bu sayede geleneksel makine 6grenme ve Oriintii tanima sistemleri, veri madenciligi
stiregleri gibi yapay zeka teknikleri genellikle elde edilen bu kiigiikk boyutlu veri
kiimelerinde daha iyi ve performansli ¢aligmaktadir (Nguyen vd., 2020). Ozellik
sec¢imi, bir 6zellik alt kiimesi secerek veya ilgisiz olanlar1 kaldirarak biiyiik boyutlu
verileri islemedeki darbogazin {listesinden gelmek icin makine Ogrenimi, veri
madenciligi ve Oriintii tanima alaninda yaygin olarak kullanilan tekniklerdendir

(Anaraki vd., 2018).

Son yillarda, Metasezgisel Algoritmalarin 6znitelik se¢im problemine uygulanmasi ile
ilgili yapilan arastirmalar, hem teorik hem de pratik ¢aligmalar da dahil olmak tizere,
oldukga artmigtir. Ornegin Siirii Zekas1 Algoritmalar1 6znitelik segcim problemine
uygulanarak giderek artan bir uygulama alani haline gelmistir (Brezo¢nik vd., 2018).
Stirii Zekas1 (SZ), dogadaki canlilarin birlikte hareket edislerini temel alan bir zeka
tiirii olarak nitelendirilmektedir. Bu sebeple de siirii zekas1 kullanilan yontemler son
yillarda arastirma popiilerligi kazanmistir. Bu yontemlerin temel amaci ise canlilarin
davranis ve c¢evre etkilesimlerini baz alarak modellemektir. Metasezgisel
algoritmalarin anlasilabilirligi ve uygulama kolaylig1 olmas1 dolayisi nedeni ile tiim
bu yontemler ¢esitli problemlerin ¢oziimiinde siklikla kullanilmaya baslanmistir.
Canlilarin davranis ve hareket modeli karmasik optimizasyon problemlerini ¢6zmek
icin yarar saglayabilir (Talbi, 2009). Canlilarin evrimi, metallerde sogutma islemi, bir
kolonideki karincalarin yasam dongiisii, kuslarin gogii, bagisiklik sistemi vb. konular
metasezgisel algoritmalarin temelini olusturan doga esinli algoritmalara ilham
olmustur. Dogadan esinli algoritmalar ¢6ziim uzayinda, sezgisel bir arama yaparak

daha makul siirelerde daha uygun sonuglarin elde edilmesini saglar. Bu kapsamda, ana



veri kiimesinin kiigiik ama etkili bir alt kiimesi olarak tespit edilecek olan niteliklerin
belirlenmesi i¢in algoritmanin kiiresel arama yetenegi ve sezgiselligini kaybetmeden,

bir yerel arama fonksiyonu ile desteklenmesinin basariy1 artiracagi diistiniilmiistiir (X.-
M. Hu vd., 2017).

Bu tez kapsaminda; 6znitelik se¢im problemi i¢in dnerilen mevcut ¢oziim teknikleri
incelenerek analiz edilmis, mevcut algoritmalar amaca yonelik degistirilerek daha
verimli hale getirilmis ve yeni bir ¢oziim Onerisi gelistirilmistir. Ayrica, daha az
sayidaki veri boyutunda ¢alistiginda basar1 gosteren algoritmanin biiyiik boyutlu veri
boyutunda da ayni 6grenme stratejisiyle basarili olamayabilecegi diisliniildiigiinden
cesitli yontemlerle arama fonksiyonu desteklenip, stratejisi gili¢lendirilerek nitelik

altkiimesi se¢iminde basarinin arttirilacagi ispatlanmastir.

Tez caligmasi, bir arama uzayinda optimal ¢6ziim bulmak amagli kullanilan mevcut
metasezgisel optimizasyon algoritmasinin, gelistirilerek ikili bir versiyonu ile biiyiik
boyutlu veride, efektif bir sekilde ayirt edici nitelik alt gruplarini bulmasi

amaglanmistir. Calisma kapsaminda asagidaki durumlar gerceklestirilmistir:

e Tez calismasina temel olusturan yaklasimda, 6zellik indirgeme islemi icin
oOnerilen algoritma ile minimum bir alt kiime bulunmus ve dogrulanmustir.

e Etkilesimli nitelik alt gruplarmi belirleyebilmek igin gelistirilen ikili
optimizasyon yaklasiminin sezgisellik 6zelligini kaybolmadan yerel ve kiiresel
arama yeteneginin cesitli yontemlerle arttirilmasi basarty1 arttirmistir.

e Yaklasimin boyut artisina bagli olarak arama uzayinin katlanarak biliyiimesi
nedeniyle arama uzayimi etkin ve verimli bir sekilde kesfedebilmesi, biiyiik
arama uzaylan i¢in de mevcut ¢alismalardan daha iyi ve verimli sonuglar
vermesi hedeflenmis ve hedefe ulagilmistir.

e Algoritmanin verimliligini gostermek icin bazi standart veri setlerine dayanan
say1sal ve istatistiksel deneyler yapilmistir.

e Sonuglar, algoritmanin, bilgi kaybi olmadan niteliklerin minimal bir alt

kiimesini bulmak i¢in etkili bir ara¢ oldugunu gdstermistir.

Bu tez kapsaminda yapilan caligmalar ile nitelik indirgeme probleminin daha hizli,
daha etkili ya da daha verimli ¢oziilmesi amaglanmis, mevcut teknikler incelenip
eksikler tespit edilerek gelistirmek icin yapilabilecekler analiz edilmis, bu verilerin

kilavuzlugunda yeni oneriler sunularak ¢6ziim siirecine katki saglanmistir. Burada



katkidan kasit, hem zamandan kazang¢ hem de mevcut verileri en etkili sekilde temsil

edebilen bir ¢ozliime ulagmaktir.

1.3. Ozgiin Deger

Literatiirde optimizasyon algoritmalar1 ve 6znitelik se¢cim problemleri iizerine bircok
calisma bulunmaktadir. Ancak, biiyiik verilerle oOzellik se¢imi bir NP-Hard
problemidir. Bu nedenle, tez ¢alismasinin temel amaci, biiyiik veriler lizerinde dahi

etkili bir sekilde ¢alisan bir ikili 6zellik se¢im algoritmasi gelistirmektir.

2020 yilinda gelistirilen At Siiriisii Algoritmas1 (HOA) (MiarNaeimi vd., 2021a),
stirekli uzaydaki problemlere ¢6ziim bulabilmek i¢in Onerilen ve yiiksek boyutlu
optimizasyon problemleri i¢in dogadan ilham alan bir algoritmadir. HOA at
stiriilerinin yasamin1 modellemektedir. Algoritma o6zellikle biiylik boyutlu siirekli

uzayda bir¢ok probleme uygulanmis ve efektif sonuclar alinmistir.

Tez caligmasinda onerilen algoritma, biiyiik boyutlu verilerde hizli ve etkili sonuglar
tireten At Siiriisii Algoritmasina dayali olarak, 6zellik se¢cim problemine farkli bir bakis
acistyla gelistirilmistir. Algoritmanin biiyiik veride basarili olan fonksiyonlar1 g6z
ontinde bulundurularak ikili versiyonu nitelik se¢im problemi ig¢in iyi bilinen
siniflandiricilarla kodlanmustir.  Onerilen algoritma iyi bilinen veri setlerine
uygulanarak, sonuglar degerlendirilmistir. Sonuglar literatiirce iyi bilinen algoritmalar
ile kiyaslanmistir. Tez kapsaminda son yillarda yayinlanan c¢aligmalar incelenmis ve
onceki caligmalara gore daha iyi sonuglar elde edilmistir. Algoritmaya ait efektif
sonuclar elde eden smiflandirict se¢imi ile biiyiik boyutlu verilerde daha etkin
caligmasini saglamak ve algoritmanin kararliligini arttirmak igin kaotik haritalarla
birlestirilerek algoritmanin arama yetenegi giiclendirilmistir. Elde edilen sonuglar
kiyaslanan algoritmalar i¢in tatmin edici sonuglar tiretmistir. Bu tez ¢calismasiin en
onemli sonucu, optimizasyon tabanli ikili 6zellik se¢im algoritma modellerinin biiyiik
boyutlu veri i¢in tasarlanarak kaotik haritalarla birlestirildiginde daha etkili sonuglar

vermesidir.

Onerilen algoritma siiriimlerinin umut verici sonuglarina dayanarak, performansini
benzer yontemlerle karsilastirmak icin yeterince kanit bulunmaktadir. Nitelik segme
problem siireci ¢cok amagli bir problem olarak degerlendirildiginde siniflandirma
dogrulugunu en iist seviyede, segilen nitelik sayisini en alt seviyede olmasi gerekir.

Elde edilen sonuglar tez calismasinda onerilen yontemin yiiksek rekabet¢i sonuglara
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ulagtigin1 ve ¢ok amacli bir optimizasyon problemi olarak ifade edilebilecegini

gostermektedir.

1.4. Tez Organizasyonu

Bu tez caligmasi genel hatlari ile su sekilde organize edilmistir. Birinci boliimde; teze
ait genel bakis acis1 olusturmak i¢in tez konusuna ait temel bilgilere yer verilmis ve
tezin amag, onem ve Ozgiin degeri hakkinda detayli aciklama yapilmustir. ikinci
boliimde; tez calismasi Oncesi ve sirasinda taranan, literatiirde bulunan mevcut
calismalar ile yapilan kaynak arastirmasima yer verilmistir. Uciincii béliimde; tez
calismasinda kullanilan materyal ve metotlara ait kapsamli bilgi verilmistir. Yine bu
bolimde uygulama asamasinda yapilan yenilik ve gelismeler, degerlendirme
metrikleri ve kullanilan yontemlerin metodolojik yapisi agiklanmistir. Dordiincii
boliimde; Onerilen yonteme ait yapilan deneysel ¢alismalardan elde edilen sonuglar
kapsamlica agiklanmis, uygulanan istatistiksel yontemler ile literatiir karsilagtirilmasi
yapilarak ulasilan bulgular yorumlanmistir. Besinci ve son boliimde ise tez
calismasindan elde edilen sonuclara genel bir bakis acis1 kazandirilarak gelecek

caligmalar i¢in 6nerilerde bulunulmustur.



2. KAYNAK ARASTIRMASI

Aragtirmaya nitelik se¢cimi problemine ¢oziim olarak gelistirilen caligmalar ile
baslanmis ardindan son yillarda Metasezgisel algoritmalara artan ilgi nedeniyle nitelik

se¢imi yapan bir¢ok alternatif algoritma ve yontemler ile devam edilmistir.

Karga arama algoritmasi (CSA), kargalara ait akilli davranislart modelleyen yeni bir
metasezgisel algoritmadir. Uygulama kolaylig1 ve sade birlesenleri sebebiyle popiiler
hale gelmistir. Bununla birlikte, kesif ve somiirii arasinda denge kurabilme kabiliyeti
zayif oldugu icin erken yakinsama sorunu bulunmaktadir. Bu nedenle yapilan
calismada CSA'min gelismis hali 6zellik se¢im yontemi olarak sarmalayici tabanli
kullanilmistir. ECSA'nin performansi, {i¢ performans metrigi ve UCI veri setlerinden
16 veri kiimesi kullanilarak istatistiksel onemi oOlgiilmiistiir. Deneysel sonuclar,
Onerilen yontemin daha iyi bir yakinsama hiz1 ve daha kaliteli bir ¢6ziim sundugunu

gostermistir (Ouadfel & Abd Elaziz, 2020).

Thuy ve Wongthanavasu (2020) yaptiklar1 ¢alismada Kaba Kiimeleme (pozitif
bolgeye dayali caligmalar) ile sezgisel algoritmalarin temel hesaplama yontemlerini
birlestirerek giiclii yonlerini kullanmislardir. Onerilen yontem biiyiik 6lgekli veri
setlerinde hesaplama maliyetini 6nemli 6lgiide azaltmistir. Biiyiik veri senaryolarini
igeren 26 veri seti lizerinde yapilan ¢alismada sonuglar, 6nerilen yontemin hesaplama
stiresini de etkili bir sekilde azalttigin1 gostermektedir. Ayrica, yontemin performansi

Wilcoxon istatistiksel testi kullanarak dogrulanmistir (Thuy & Wongthanavasu, 2020).

Azar ve ark.’nin (2020) ¢alismalarina gore teknoloji gelistikge, her gegen giin verinin
boyutsallig1 da artmaktadir. Onerilen calismada, Kaba Kiimeleme ve Karinca Aslam
Algoritmasina (ALO) dayali minimum nitelik indigeme i¢in yeni bir arama stratejisini
gelistirilmis ve UCI deposundan veri kiimeleri kullanilarak test edilmistir. Ilgili
calisma dogadan ilham alarak karinca aslanlarinin avlanma davranislarini taklit eden
ve nitelik secimi problemine uygulanan bir ¢alismadir. Onerilen algoritma, 6nemli

ozelliklerin tanimlanmasinda iyi bir performans sergilemektedir (Azar vd., 2020).

2019 yilinda yapilan baska bir calismada Genetik Algoritmanin performansini

arttirmak i¢in Destek Vektdr Makinesi tabanli bir yontem &nerilmistir.  Onerilen



algoritmay1 kalp hastalig1 ile iliskili veri setlerinde temel nitelik se¢im yontemleri
(Relief, Bilgi Kazanci vb.) ile karsilagtirarak, algoritmanin performansinin nispeten

yiiksek oldugu kanitlanmistir (Gokulnath & Shantharajah, 2019).

Baska bir c¢alismada, nitelik se¢imi problemine ait veri se¢imi olarak metinler
kullanilmis ve Karinca Kolonisi Optimizasyonu (ACO) ve Yapay Sinir Ag1 (YSA)
tabanl hibrit bir algoritma Onerilmistir. Onerilen ACO — YSA hibrit algoritmasi
0zellik se¢im problemi iizerinde verimli bir sekilde ¢alismis, biiyiik veri ortaminda
uygulanmis ve performansi 6zellik se¢im algoritmalar ile karsilastirildiginda etkili

loptimal bulunmustur (Manoj vd., 2019).

Yiiksek boyutlu veriler iizerinde veri madenciligi yapilmak istendiginde 6zellik sayis1
arttigindan hesaplama maliyeti de ayni diizeyde artar. Kushwaha ve Pant(2018)
tarafindan yapilan caligmada, 6zellik se¢cim problemini ¢ozmek icin K-kiimeleme
stratejisinin  yeni bir ikili Pargacik Siirlisii Optimizasyonu ile entegresyonu
onerilmistir. LBPSO algoritmasi, orijinal metin veri kiimesini girdi olarak alir ve
onemli 6zelliklerin yeni alt kiimesini iiretir. K-kiimeleme algoritmasi, 6zellik segcme
yontemini degerlendirmek icin bu 6zellikleri girdi olarak alir. Deneysel sonuglar
ayrica LBPSO'nun metin kiimeleme i¢in diger BPSO tabanli nitelik se¢imi

yontemlerinden daha etkili oldugunu dogrulamaktadir (Kushwaha & Pant, 2018).

Anaraki ve ark(2018). yaptigi c¢alismada, Ozellik azaltmayr etkin bir sekilde
gerceklestiren ve boylece bir veri kiimesinin en bilgilendirici 6zelliklerini segen yeni
bir 6zellik segme yontemi sunulmustur. ilgili yontem iki bilesenden olusur: 1) dzellik
alt kiimesi degerlendirmesi i¢in bir Ol¢ii belirler ve 2) bir arama stratejisi ile
algoritmay1 tamamlar. Degerlendirme o6l¢iisii olarak bulanik kaba kiimeleme
oOnerilirken, arama stratejisine olarak ikili Kurbaga Sicramasi Algoritmasinin yeni bir
versiyonu onerilmektedir (B-SFLA). Parametrik olmayan istatistiksel testler, onerilen
yaklasim1 UCI veri setlerinden dokuz yiiksek boyutlu ve biiyiik olanlar da dahil olmak
tizere toplam yirmi iki veri seti lizerinde mevcut birka¢ yontemle karsilastirilmistir.
Deneysel sonuglar, B-SFLA yaklasiminin segilen 6zelliklerin sayis1 ve siniflandirma
dogrulugu agisindan diger meta-sezgisel yontemlerden onemli oOlgiide daha iyi

performans gosterdigini gostermektedir (Anaraki vd., 2018).

Chen ve Kanoh’a ait bagka bir calismada, Hamming mesafe dl¢iimii tabanli bir yontem

Onerilmistir. Hesaplanan benzerlik oranma gore kaynak vektdrde bit degisimi



yapilarak aday ¢oziim iiretilmistir. Onerilen ydntem graf boyama probleminde

kullanilmistir (K. Chen & Kanoh, 2016).

Yapay Arn Kolonisi (ABC) algoritmasi gesitli problemlere uygulanan popiiler bir
algoritmadir. Jia ve ark.(2014) vektorleri ikili uzayda tanimlayarak, vektoriin her bir
boyutu i¢in [0,1] arali§inda rastgele bir say1 iiretmis ve bu say1 0,5’den kiiciikse, ilgili
parametreye 0, biiyiikse 1 degerini atamistir. Mevcut kaynaklardan yeni ¢oziimler
iiretebilmek i¢in ‘xor’, ‘and’ ve ‘or’ bit islem operatorlerini kullanmislardir. ABC
algoritmasinin ikili bir versiyonu (BitABC) olarak 6nerilen yontem en ¢ok kullanilan
ikili arama teknigi Genetik Algoritma ile karsilastirilarak 13 fonksiyonun

optimizasyonu i¢in uygulanmistir (Jia vd., 2014).

Yine ABC algoritmasi ile yapilan bagka bir ¢alismada, algoritmanin ikili bir versiyonu
onerilmistir. Orijinal ABC algoritmasindan farkli olarak, 6nerilen algoritma, gorevli
arilarin, gozciilerin ve izcilerin yiyecek arama yoriingelerini degistirmek igin ayri
operatorler uygulamistir. Dort matematiksel kiyaslama isleviyle onerilen algoritma
genetik algoritma (GA) ve pargacik siiriisii optimizasyonundan (PSO) 6nemli 6l¢iide

daha iyi performansa sahip oldugu kanitlanmistir (K. Chen & Kanoh, 2016).

Tubishat ve ark.(2020) tarafindan 6zellik se¢im problemlerini ¢6zmek i¢in sarmalayici
tabanli ve Salp Siiri Algoritmasinin gelistirilmis bir versiyonu olan ¢alismada (ISSA),
SSA algoritmasinin zayif yonlerinin iyilestirilmesi dnerilmistir. Onerilen algoritmada
mevcut arama yontemlerine ek olarak arama alaninda iki yonlii tarama stratejisi
benimsenmis ve en uygun ¢oOziim ile bir sonraki iterasyona gecis saglanmustir.
Calismanin, Genetik Algoritma, Parcacik Siiriisii Optimizasyonu, Grasshopper
Optimizasyon Algoritmast ve Karinca Aslani Optimizasyonu gibi dort iyi bilinen
optimizasyon algoritmasiyla karsilagtirilarak daha iyi performans gosterdigi ortaya
cikmistir(Tubishat vd., 2020). Ardindan 2021 yilinda yapilan ¢alismayi gelistirmek ve
SSA'nin sorunlarin1 ¢6zmek icin kaotik haritalama yontemi {izerine iki ana iyilestirme
dahil edilerek algoritmanin performans: ol¢iilmiistiir. ilk iyilestirme, salplerin
pozisyon giincellemesi ve SSA ¢ozlimlerinin cesitliligini artirmak i¢in Singer’in
Kaotik Haritas1 kullanilarak yeni bir denklemin gelistirilmesini igerir. Bir diger
lyilestirme yontemi olarak SSA yeni bir yerel arama algoritmasi1 (LSA) ile birlestirilir.
Onerilen DSSA, bir sarmalayict modunda k-NN siiflandiricist ile birlestirilerek, UCI
havuzundan 20 karsilagtirma veri kiimesi ve 3 Hadith veri kiimesi i¢in ¢alistirilmistir.

DSSA sonuglari, orijinal SSA ve Parcacik Siiriisii Optimizasyonu (PSO), Genetik
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Algoritma (GA), Karinca Aslan1 Optimizasyonu (ALO) ve Grasshopper Optimizasyon
Algoritmas1 (GOA) dahil olmak iizere dort iyi bilinen optimizasyon algoritmasiyla
karsilastirilmistir. DSSA  dogruluk, uygunluk fonksiyonu, segilen nitelik sayisi
acisindan 23 veri seti ile kiyaslanmistir. Onerilen algoritmanin Orijinal SSA ve iyi
bilinen optimizasyon algoritmalarindan performansinin daha yiiksek oldugu ortaya

¢ikmistir (Tubishat vd., 2021).

Jaya Optimizasyon Algoritmasi kullanilarak tasarlanan baska bir ¢alismada, ¢ok
amacli yeni bir 6zellik segme algoritmasi onerilmektedir. Siniflandirma dogrulugu ve
nitelik se¢iminin en az olmasi, birlikte optimize edilmesi gereken ¢ok amach
hedeflerdir. Onerilen calisma optimizasyon algoritmalarmin erken yakinsama
problemine farkli bir ¢dziim getirmis, akciger kanseri, meme kanseri, diyabet,
dogurganlik ve immiinoterapi gibi bes veri seti i¢in uygulanmis ve sonuglar, diger
mevcut tekniklerle karsilastirilmistir. Onerilen algoritma, veri madenciligi tabanli tibbi

teshis karar destek sisteminin etkinligini artirmaktadir (Sheth vd., 2020).

2020 yilinda yapilan baska bir ¢alismada Yapay Kelebek Optimizasyonunun (ABO)
tekli, coklu ve ¢ok amagli versiyonlari nitelik se¢im problemine uygulanmistir. Ayrica
gelistirilen algoritma icin her bir siifin siiflandirma dogrulugunu ayr1 ayr1 optimize
eden ve oOzellik setinin minimizasyonunu saglayan iki farkli yaklagim Onerilmistir.
Onerilen yaklagimlar, UCI’den alinan sekiz veri kiimesi iizerinde iyi bilinen Parcacik
Siirtisii Optimizasyonu, Atesbocegi Algoritmasi, Cigek Tozlasma Algoritmasi, Beyin
Firtinas1 Optimizasyonu ve Kara Delik Algoritmasi ile karsilastirilmis, ikili ABO'nun
diger meta-sezgisel tekniklerden daha iyi performans gosterdigi, daha az ozellik
se¢tigini ve daha diisiik bir hesaplama yiikii olusturdugunu gostermistir (Rodrigues
vd., 2020).

2021 yilinda yapilan bir ¢aligmada tahmin islemi i¢in iki katmanli bir 6zellik segme
yaklagimi dnerilmistir. Onerilen ydntemin ilk katmaninda, Genetik Algoritma (GA),
nitelik sayisin1 ve tahmin hatasin1 azaltmay1 amaglayan, verilerin optimal alt kiimesini
aramak i¢in bir sarmalayic1 metod tabanli tasarlanirken, GA’nin hesaplama verimliligi
nedeniyle secilmesine ragmen optimalligi garanti edemedigi tespit edilmistir. Bu
sorunu ¢ozebilmek, tahmin dogrulugunu iyilestirmek ve nitelik se¢imi yapabilmek i¢in
onerilen yonteme Esnek Ag/Elasic Net(EN) kullanilarak ikinci bir katman eklenir.
Esnek Ag esnekligi ve zaman verimliligi nedeniyle ikinci katmanda gémiilii yontem

olarak secilmistir. Bu iki katmanli yaklasim, tahmin sayisinin gézlem sayisina gore
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farkli oranlara sahip oldugu ¢ok sayida veri alt kiimesinden olusan Maize genetik veri
kiimesine uygulanmistir. Elde edilen sonuglar 6nerilen modelin daha iyi sonuglar
iirettigini dogrulamaktadir. Bu ¢alismanin digerlerinden farki 6nce sarmalayici yontem
kullanarak nitelik se¢imi yapmis olup ardindan filtre tabanli bir gémiilii bir yontemle

stireci tamamlamasidir(Amini & Hu, 2021).

Baska bir calismada Yapay Sinir Aginda (YSA) etkili 6zellik se¢imi ve parametre
optimizasyonunun paralel olarak islenmesi i¢in Entegre Yapay Bagisiklik sistemi ve
Yapay Ar Kolonisine dayali meme kanseri teshisi onerilmistir. Yapay sinir aginin
momentuma dayali gradyan inisi kullanilarak gelistirilen algoritmanin yapay sinir
aginin esnek geri yayilma teknigi ile % 23'liik daha iyi hassasiyet veya gergek pozitif
oran verdigi ortaya ¢ikmistir. Gelistirilen strateji 6zellik se¢imi ve yapay sinir aginin
baslangi¢c agirliklarinin tahmin edilmesi lizerine kurulmustur. Yerel arama siirecini
iyilestirmek i¢in Tavlama Benzetimi Algoritmasimnin (SA) avantajlarini kullanan
algoritmanin Wilcoxon yontemiyle YSA'da % 99,34 ve % 99,11'lik bir ortalama
dogrulama ile siniflandirma {irettigi dogrulanmistir. Onerilen algoritmanin, meme

kanserinin kesin teshisini yiiksek oranda yapabildigi kanitlanmistir (S. vd., 2021).

Ikili kimyasal reaksiyon optimizasyonu (BCRO) ve ikili pargacik siirii optimizasyonu
(BPSO) tabanli gelistirilen Kimyasal reaksiyon (BCRO) ve pargacik siirii
optmizasyonlarmin ikili versiyonu ile olusturulan bir bagka algoritma (HBCRO-
BPSO), smiflandirma dogrulugu ve ozellik se¢imini optimize etmek amach
gelistirilmistir. Gelistirilen algoritmalarin BPSO, gelismis ikili karinca kolonisi
optimizasyonu (ABACO), ikili genetik algoritma (BGA) ile performanslari
karsilastirilmistir. K-en yakin komsu (k-NN), Lojistik Regresyon, Naive Bayes, Karar
Agaci ve Rastgele Orman dahil olmak iizere bes Makine Ogrenmesi algoritmasi ile
siiflandirma dogrulugu dl¢iilmiistiir. UCI deposundan on bir veri kiimesi iizerinde
test edilen deneysel sonuglar, 6nerilen algoritmanin 6zellik azalmasinin ve dogruluk
tylestirmesinin sirasiyla % 5,01 ve % 3,83 artirdigim1 gostermektedir. Gelistirilen
HBCRO- BPSO tabanl 6zellik se¢me yontemi; BGA'ya gore %4.58 ve %3.12; ve bir
K-NN siniflandiricist ile kullanildiginda ise ABACO'ya gore %4.15 ve %2.27 daha iyi
performans gostermistir (Srinivasa Rao vd., 2020).

Sosyal oriimcek algoritmasi (SSA), stirekli problemleri ¢6zmek amaciyla oriimcek
davraniglar1 {izerinde olusturulan sezgisel bir algoritmadir. Bas ve Ulker(2020)

tarafindan yapilan c¢aliymada ikili Sosyal Oriimcek Algoritmasi (BinSSA)
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Onerilmistir. Calismada sekiz adet S-sekilli ve V-gekilli transfer fonksiyonlari
kullanilmistir. SSA’nin  siirekli uzaydan ayrik uzaya dontsiimii igin transfer
fonksiyonlar1 kullanilmis ve BinSSA elde edilmistir. Boylece BinSSA1, BinSSA2,
BinSSA3, BinSSA4, BinSSAS, BinSSA6, BinSSA7 ve BinSSAS8 olarak sekiz farkli
BinSSA varyasyonu olusturulur. BinSSA'nin arastirilmas: ve kullanilmasi i¢in, ilgili
algoritmaya BInSSA-CR olarak bir ¢apraz gegis operatorii eklenmistir. BinSSA
varyasyonlar1 6zellik se¢imi problemine uygulanmistir. K-en yakin komsu (k-NN) ve
destek vektor makineleri (SVM) smiflandirma algoritmasi olarak kullanilmistir.
BinSSA, diisiik, orta ve biiylik 6lgekli yirmi bir UCI veri setinde degerlendirilmekte
ve elde edilen sonuclar literatiirdeki iyi bilinen algoritmalarla karsilastirilmaktadir.
Deneysel sonuglar, BinSSA ve BinSSA-CR'nin kiyaslanan algoritmalara gore daha iyi
performans gosterdigini 1spatlamaktadir. Calismada 6zellik secme problemi i¢in hem
capraz operator kullanilarak (BinSSA-CR) hem de ¢apraz operator (BinSSA) olmadan
gelistirilen ikili sosyal driimcek algoritmasi dnerilmistir (Bas & Ulker, 2020).

Veri madenciliginde 6zellik se¢ciminin 6nemini gdstermek ve en iyi 6zellik segme
yontemini siniflandirma teknigini ile bulmak amacli yapilan baska bir ¢aligmada
birka¢ siniflandirma yontemi arasindan Karar Agaci, Bayes aglari, K-En Yakin
Komsu, Vaka Tabanli Muhakeme, Genetik Algoritma ve Bulanik Mantik teknikleri
kiyaslanmistir. Calisma 6zellik se¢cim yontemlerini ve siniflandirma tekniklerini tiim
yonleriyle incelemistir. Karsilastirilan 6grenme algoritmalarindan C4.5 algoritmasinin
(Karar Agaci), Naive Bayes ve K-en yakin komsu algoritmalarina kiyasla 6zellik
smiflandirma teknikleri i¢in en iyi sonuglari verdigi tespit edilmistir (Rajabhushanam,
2020).

Genetik Algoritma ve PSO'ya dayali iki yeni 0zellik se¢im yaklagimi Hichem ve
ark.(2018) gelistirilmistir. Calismada on iki kiyaslama veri seti Ozellik se¢im
probleminin temsili 6rnekleri olarak farkli sayida 6zellige (10'dan 617'ye kadar),
siniflara ve 6rneklere sahip olan UCI makine 6grenimi deposundan secilmistir. Her
veri kiimesi i¢in tiim Ornekler egitim ve test seti olarak ayrilmis, siniflandirma
algoritmasi olarak ise K-en yakin komsu (K-NN) 6grenme algoritmasi kullanilmistir.
Calisma sonucunda daha az sayida 6zellik se¢imi ile daha iy1 siniflandirma dogrulugu

elde edilmistir (Hichem vd., 2018).

Teknolojinin gelismesiyle tiim verilerde oldugu gibi tibbi konulardaki iiretilen

verilerde biiyiik boyutlu hale gelmistir. Ozellik segme ydntemi, bilyiik boyutlu
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verilerdeki karmasikligin ¢6ziimii i¢in kullanilabilir. Agustian ve Lubis(2020)
tarafindan yapilan ¢alismada Particle Swarm Optimization (PSO) algoritmasi 6zellik
secimi i¢in kullanilmistir. SVM, Naive Bayes, Logistic Regression, Decision Tree ve
K-NN gibi siniflandirma algoritmalarinin performansi uygunluk fonksiyonu olarak
degerlendirilmis, ayrica PSO performansini Genetik Algoritma ile karsilagtirmiglardir.
Yapilan testlerde Parcacik Siiriisii Optimizasyonunun ¢esitli siniflandirma algoritmasi
performanslarini iyilestirebilecegini kanitlamaktadir. Ancak PSO’nun, 6zellik se¢imi
olarak Genetik Algoritmanin performansindan daha etkili olmadig1 ortaya ¢ikmuistir.
PSO ile birlestirilen Naive Bayes kiyaslanan algoritmalara gore daha etkili sonuglar
tiretmistir. Ancak SVM PSO i¢in en yiiksek dogruluk sonuglarina sahip siniflandirma
algoritmasi olarak tespit edilmistir (Agustian & Lubis, 2020).

Penguenlerin rastgele gezerek yiyecek arama davranisindan esinlenilerek gelistirilen
Penguen Arama Optimizasyon algoritmasi kullanilarak 6zellik alt kiimesi indirgemesi
i¢in yapilan baska bir ¢alismada, algoritmanin gergeklestirdigi her durum i¢in ti¢ farkli
siniflandirict uygunluk degerini olusturulmustur. Bu siniflandiricilar Random Forest,
Nearest Neighbor ve SVM ‘“dir. Bununla birlikte, nerilen yaklagim UCI havuzundan
toplanan 1iyi bilinen bazi kiyaslama veri kiimelerinde uygulanmis, smiflandirma
dogrulugunu son teknoloji algoritmalarla karsilastirilmistir. Bu c¢alismanin diger
calismalardan farki Onerilen 6zellik se¢imi algoritmasii PCA ve LDA ile de
karsilagtirilmasidir. Calismada Onerilen algoritmanin kiyas algoritmalardan daha iyi

sonuglar verdigi ortaya ¢ikmistir (Dasgupta vd., 2019).

Ikili cok amagli ABC algoritmasinin dnerildigi baska bir ¢alismada (Bin-MOABC ve
Num-MOABC) algoritmalarin performans analizi, tek hedefli ABC algoritmalari
(ABC-ER ve ABC-Fit2C), geleneksel algoritmalar (LFS ve GSBS) ve ¢ok amach
algoritmalar (NSGAII, NSSABC ve MOPSO) olmak iizere 12 kiyaslama veri seti
tizerinden karsilastirmalar yapilmistir. Elde edilen sonuglar boyut indirgeme ve
siniflandirma dogrulugu agisindan Bin-MOABC’nin kiyaslanan yontemlerden daha
etkili sonuglar iirettigini gdstermektedir. Onerilen algoritmalar ¢ok amagl oldugundan
ozellik secim problemi i¢in uygulanabilir. Onerilen algoritmanin hesaplama maliyeti
yluksek olmasina ragmen, yiiksek boyutlu veri kiimelerinde 6lgeklenebilirligi

denenebilecegi tavisye edilmistir (Hancer vd., 2018).

Son yillarda, web kimlik avi saldirisi, kimlik avcilariin finansal hirsizlik yapmak i¢in

internet kullanicilar1 hakkinda 6nemli finansal bilgileri calabildigi en ciddi web
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giivenligi sorunlarindan biri haline gelmistir. Ali ve Ahmed (2019) tarafindan yapilan
calismada, kimlik avi web sitesi tahminini gelistirmek i¢in, evrimsel algoritmaya
dayali 6zellik se¢cimi ve agirliklandirma yontemleriyle derin sinir aglarin1 (DNN)
kullanan hibrit akilli kimlik avi web sitesi tahmini onerilmektedir. Onerilen
yaklagimda, ozelliklerin optimum agirliklari, kimlik avi web sitesi tahmininin
dogrulugunu artirmaya yardimci olmak i¢in genetik algoritma (GA) ile sezgisel olarak
tanimlanir. GA’nin sectigi web sitesi Ozellikleri DNN’1 egitmek ve tahmin yapmak
tizere kullanilmistir. Elde edilen sonuglar 6nerilen ¢alismanin kiyaslanan kimlik avi
web sitesi tahminlerinden daha iyi sonuglar trettigini gostermistir (Ali & Ahmed,
2019).

COVID-19 akciger semptomlu ve 6liimciil bir hastaliktir. Yapilan ¢calismada COVID-
19 semptomlar1 gosteren hastalardan alinan akciger X-1s1n1  goriintiilerinden
olusturulan veri seti kullanilmistir. Gorlintiiler gerekli 6n islemlerden gectikten sonra
AlexNet, VGG19, GoogleNet ve ResNet gibi derin 6grenme modelleri kullanilarak
veri setlerinden 6zellik ¢ikarma islemi uygulanmistir. Ardindan en iyi 6zellik se¢imini
elde edebilmek i¢in pargacik siiriisii ve gri kurt optimizasyon algoritmalarinin ikili
versiyonlart kullanilmistir. Gelistirilen veri setinin SVM kullanilarak siniflandirilmast
sonucu genel dogrulugu % 99,38 olarak elde edilmistir. Deneysel sonuglar, 6nerilen
yaklagimin COVID-19 teshis caligsmalar1 sirasinda uzmanlara yardimci olabilecegini

kanitlanmistir (Canayaz, 2021).

Ozellik se¢imi (FS), bir dzellik vektdriinden tiim olas1 alakasiz ve gereksiz dzellikleri
kaldirmay1 ve boylece genel tahmin veya smiflandirma modelinin performansini
artirmayr amaglar. Ghosh ve ark.(2020) tarafindan yapilan c¢aligmada, FS
problemlerini ¢dzmek icin Ikili Yelken Balig1 (BSF) olarak adlandirilan ve yakin
zamanda Onerilen Yelken Baligt Optimizasyonun (SFO) ikili bir varyanti
gelistirilmistir. SFO Sigmoid transfer fonksiyonu kullanilarak ayriklastirilmstir. Tkili
SFO’nun kullanim yetenegini gelistirmek i¢in Adaptif B-tepe tirmanist (ABHC) ile
BSF optimize ediciyi birlestirilerek, Ikili SFO ve ikili SFO algoritmalar1 18 farkl1 veri
kiimesine uygulanmis, 10 adet iyi bilinen meta-sezgisel nitelik se¢cimi yontemiyle
karsilastirilmistir. Deneysel sonuglar, 6nerilen yontemlerin kiyaslanan algoritmalara

gore daha tistiin oldugunu gostermektedir (Ghosh vd., 2020).

Saldir1 tespit sistemlerinin analizinde derin 6grenme algoritmalari ve makine

O0grenmesi kullanilmaktadir. Bu amagla yapilan baska bir ¢alisma da ise, Kaggle
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deposundan toplanan bir NSL-KDD ve KDD Cup 99 veri kiimesi, min-maks
normalizasyon teknigi ve 1-N kodlama yonteminde islenerek, nitelik indirgeme
problemi i¢in bir Oriimcek Maymunu Optimizasyonu (SMO) algoritmast ile kullanmis
Ve indirgenmis veri seti derin bir sinir ag1 (DNN) girisine uygulanmistir. Model ayrica
temel bilesen analizine (PCA) dayali DNN ve klasik DNN modelleriyle
karsilastirilarak elde edilen sonuglarin 6nerilen modeli uygulayarak diger yaklagimlara

gore avantajint dogrulamistir (Khare vd., 2020).

Tibbi verilerden timor smiflandirilmalart kullanilarak elde edilen tanmi gelistirme
stireclerinde DNA mikro dizi verileri biiyilk onem tagimaktadir. Yiiksek boyutlu
veriler ile timor siniflandirmasi amaciyla 6nemli genleri se¢gmek igin giiniimiizde
birgok arastirmaci, ¢esitli gen segme yontemlerini kullanarak mikro dizi verilerini
arastirmaktadir. Shukla ve ark. tarafindan 6nerilen yontem, ilk asamada iki asamali,
¢cok katmanli yaklasim kullanan EGS metodundan olusur ve wveri setinden
giiriiltilii/gereksiz genleri filtrelemek igin f-skor yaklasimi uygulanir. Uyarlanabilir
Genetik Algoritma (AGA), sarmalayici model Destek vektor makinesi (SVM) ve
Naive Bayes (NB) smiflandiricilarini gen alt kiimelerini tanimlamak igin
kullanilmistir. Ayt edici genleri yiiksek simiflandirma dogrulugu ile segmeyi
amaglayan algoritmaya ait deneysel sonuglar, 6nerilen yontemin, kardinalitede 6nemli
bir azalmaya destek sagladigini, dogruluk ve optimal sayida gen agisindan son
teknoloji gen segcme yontemlerinden daha iyi performans gosterdigini gostermektedir

(Shukla vd., 2018).

Bagka bir calismada literatiirde sik¢a rastlanilan Yusufcuk Algoritmasinin arama
parametrelerine kaotik haritalarin uygulandig: yeni bir Kaotik Yusufcuk Algoritmasi
(CDA) 6nerilmistir. Yusufguk Algoritmasinin (DA) yakinsama oranini hizlandirmak,
verimliligini artirmak ve optimizasyon siireci boyunca yusufcuklarin hareketlerinin
ana parametrelerini ayarlamak icin on kaotik harita kullanilmistir. Onerilen modelde
CDA kullanilarak 6zellik secimi yapilmistir. Ardindan CDA tarafindan belirlenen
ozellikler Destek Vektdr Makinesi (SVM) siniflandiricist ile dogrulanmstir. Onerilen
algoritma, 6712 ilaca ait veri setlerini segmek igin kullanilmistir. Deneysel sonuglar,
Gauss kaotik haritasinin DA'nin performansini 6nemli 6l¢lide arttirdigini, CDA'nin
siniflandirma performansini en iist diizeye ¢ikaran ve secilen 6zelliklerin sayisin1t DA
ve diger meta-sezgisel optimizasyon algoritmalarina kiyasla en aza indiren optimum

ozellik alt kiimesini bulma yetenegini kanitlamistir (Sayed, Tharwat, vd., 2019).
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Siiflandirma dogrulugu, 6grenilmis bir model olusturmak i¢in kullanilan girdi
ozelliklerinin kalitesinden biiyiik olgiide etkilenir. Ozellik segimi, orijinal veri
kiimesinden en etkili 6zellik alt kiimesini segmeyi amaglayan énemli bir 6n isleme
gorevidir. Bu nedenle, o0zellik se¢im yoOnteminin kullanilmasi, smiflandirma
dogrulugunu artirmak ve insa edilen modelin karmagikligini azaltmak icin gereklidir.
Yapilan ¢alismada, WBSCA adli 6zellik se¢imi i¢in sarmalayict tabanli ikili Siniis
Kosiniis Algoritmasi (SCA) énerilmektedir. Onerilen algoritma, UCI makine dgrenimi
havuzundaki yedi siniflandirma veri kiimesi tizerinden iyi bilinen {i¢ ikili algoritma ile
(BBA, BGSA, BDA) karsilastirilmistir. Sonuglar, onerilen algoritmanin optimum alt
kiimeyi ararken ve Ozelligi secerken daha iyi performans gosterdigini ortaya

koymustur(Taghian & Nadimi-Shahraki, 2019).

Yakin zamanda ortaya ¢ikarilan Harris Hawk Optimizasyon (HHO) Algoritmasinin
ikili bir versiyonun kullanildig1 Piri ve Mohapatra(2021) tarafindan yapilan baska bir
calismada, optimal 6znitelik alt kiimelerini olusturmak i¢in sarmalayici siiflandiric
olarak K-En Yakm Komsu (k-NN) yéntemi ve ¢ok amach Kuadratik ikili HHO
(MOQBHHO) algoritmasina ait yaklasimin performansini tahmin etmek i¢in on iki
standart tibbi veri seti kullanilmistir. Onerilen MOQBHHO algoritmasi, MOBHHO-S
(bir sigmoid fonksiyonu kullanarak), cok amacl genetik algoritma (MOGA), Cok
Amach Karinca Aslan Optimizasyonu (MOALO) ve NSGA-II ile karsilastirilmistir.
Karsilastirmalar, Onerilen algoritmanin Ozellik alt kiimelerini etkili sekilde

indirgedigini ortaya ¢ikmistir (Piri & Mohapatra, 2021).

2021 yilinda siirii tabanli stokastik algoritma olan Stimiiksii Kalip Algoritmasi
(SMA)’dan gelistirilerek Onerilen (DFSMA) algoritmas1 tanmitilmistir. IEEE
CEC2017'de kullanilan algoritma, 11 metasezgisel algoritma, 10 gelistirilmis
algoritma ve yakin zamanda tanitilmig 3 farkli algoritma ile karsilastirilmistir.
Karsilastirmalar neticesinde DFSMA daha iyi sonuglar tiretmistir. Ek olarak, ikili
DFSMA (BDFSMA) elde edilmis, BDFSMA'nin performansi1 UCI deposundaki 12
veri seti lizerinde degerlendirilmistir. Deneysel sonuglar, BDFSMA'nin orijinal
SMA'dan daha iyi performans gosterdigini ve diger optimizasyon algoritmalari ile
karsilastirildiginda, siiflandirma dogrulugunu iyilestirip secilen 6zelliklerin sayisini

azalttigini ortaya ¢ikarmistir(J. Hu vd., 2021).

Filtre ve sarmalayict uygunluk fonksiyonlarinin ayni anda optimize edildigi ¢ok

amacglhi Balina Optimizasyon Algoritmast (WOA) kullanilarak onerilen baska bir
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algoritma, iyi bilinen yedi algoritma ve on iki kiyaslama veri kiimesi tizerinde test
edilmigtir. Deneysel sonuglar, Onerilen algoritmanin, miikemmel siniflandirma
dogrulugu ile daha az sayida 6znitelik i¢eren birkag¢ alt kiime elde etme yetenegini

gostermektedir (Got vd., 2021).

Sarmalayici tabanli olusturulan baska bir ¢aligmada erken yakinsama nedeniyle elde
edilen alt-optimal ¢oziimleri sifirlamak i¢in a¢gdzlii caprazlamali ¢ok amagh bir ikili
Yarasa Algoritmasi (BBA) oOnerilmistir. Se¢ilen 6zniteliklerin degerlendirilmesi, 10
kat capraz dogrulama ile Destek Vektor Makinesi kullanilarak yapilmis, UCI
deposunda bulunan kiyaslama veri kiimeleri ile degerlendirilmistir. Avustralya,
Ionosphere, Wisconsin Meme Kanseri ve Musk kullanilarak %89.25, %96.45, %96.57
ve %88.50 smiflandirma dogrulugu elde edilmistir. A¢gdzlii caprazlama ile 6nerilen
cok amach Ikili Yarasa Algoritmasi, mevcut yarasa tabanli algoritmalar ve diger
dogadan ilham alan algoritmalar i{izerinde daha iyi performans sagladigi ortaya

cikmistir (Akila & Allin Christe, 2022).

GR-MOEA adl etkilesimli bir filtre-sarmalayici ¢ok amacli evrimsel algoritma 2021
yilinda Onerilmistir. Algoritma da diger algoritmalardan farkli olarak iki popiilasyon
(filtre popiilasyonu ve sarmalayici popiilasyon) eszamanli olarak gelisir ve evrim
sirasinda daha yiiksek kalitede nihai 6zellik alt kiimesini elde etmek i¢in birbirleriyle
etkilesime girerler. Farkli veri kiimeleri {lizerindeki karsilastirma sonuglari, GR-
MOEA'nn hem dogruluk hem de segilen 6zelliklerin sayist agisindan mevcut en son

teknolojiye gore Ustlinligiinii géstermistir (Z. Liu vd., 2021).

Sarmalayic1 metasezgisel yontemlerde yliksek boyutlu veri kiimeleri etkinliinin
azaldig1 ve hesaplama maliyetleri arttig1 literatiirce de bilinen bir gercektir. Yapilan
calismada bu sorunu ¢ézmek icin, ReliefF filtre yontemi ve yeni bir meta-sezgisel
Denge Optimize Edici'ye (EO) dayalr hibrit bir nitelik se¢imi yaklagimi dnerilmistir.
Onerilen RBEO-LS yontemi iki asamalidir. Ilk asamada, ReliefF algoritmasi,
siiflandirma goreviyle verilerin birbirleri ile iliskisini tahmin ederek oOzelliklere
agirliklar atayarak bir 6n isleme adimi gibi kullanilir. Ardindan Ikili EO (BEO)
sarmalayict yaklasimi kullanarak oOzellikleri agirliklarina gore siralar ve BEO
popiilasyonunu baglatir. Algoritmaya ait performans UCI veri setinden alinan yiiksek
boyutlu veri setleri iizerinde degerlendirilmistir. Sonuglar, ReliefF algoritmas ile Ikili

EO algoritmasi kullaniminin, EO algoritmasinin performansini iyilestirdigini ve diger
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son teknoloji yaklagimlar arasinda RBEO-LS'nin Ustlinligiini de gostermektedir

(Ouadfel & Abd Elaziz, 2022).

Orman Optimizasyon algoritmasina (FOA) dayali tasarlanan baska bir ¢alismada
Ozellik secim algoritmasi i¢in stirekli ve ikili gosterimler kullanilarak iki versiyon
gelistirilmistir. Algoritmaya ait performans ilk asamada dokuz UCI veri seti ile
ardindan ¢esitli tek ve ¢ok amagli yontemle karsilagtirilmistir. Sonuglara gore dnerilen
her iki algoritma da diger ¢ok amacli amaglarla karsilastirildiginda ayni1 performansa
ulagmis hatta tek amagh yontemlerden daha iyi performans gostermistir. Siirekli
MOFOA, diger yontemlere gore daha az sayida Oznitelik segerek ¢ogu durumda
smiflandirma hatasini azaltmay1 basarmistir (Nouri-Moghaddam vd., 2021).

Ikili Grup Arama Optimize Edici'yi (GSO) sarmalayici tabanl dzellik se¢im ydntemi
olarak oneren Abualigah ve Diabat (2022) algoritmay1r Kaotik haritalar ile
gelistirmislerdir. Onerilen yontemde GSO algoritmas1 Lojistik, Parcali, Singer,
Siniizoidal ve Tent Kaotik Haritalar1 ile birlestirilmistir. GSO algoritmast k-NN
smiflandirma algoritmasmi bir tiimevarim algoritmas1 gibi kullanir. Ug amagh
Onerilen algoritmaya ait amag fonksiyonu en iyi siniflandirma dogrulugu , en az secilen
ozellik sayis1 ve model karmagsikliginin en aza indirgenmesini saglamak iizere
kurgulanmistir. Deneysel sonuglar yirmi 1yi bilinen UCI veri seti lizerinde literatiirce
1yi bilinen yontemler ile kiyaslanmis ve 6zellikle Tent Kaotik Haritasi ile kullanilan
ikili GSO’nun diger yontemlerden daha iyi performans gosterdigi ortaya ¢ikmistir
(Abualigah & Diabat, 2022).

Yapilan bagka bir calismada smiflandirma dogrulugunu iyilestirmek ic¢in once ikili
Karahindiba Algoritmas1 (BDA) oOnerilmis, ardindan algoritmanin performansini
tyilestirmek icin, gelistirilmis bir tohumlama stratejisi kullanan ikili karahindiba
algoritmas1 kaotik popiilasyonlar: (SBDA) &nerilmistir. Ilk asamada tohumlama
alanin1 optimal olarak kullanma stratejisi algoritmanin arama uzayr performansin
arttirir. Ikinci olarak, tohumlar iiretilirken kaotik operatdrler kullanilarak kaotik
popiilasyonlar olusturulur, bu da algoritmanin yerel optimumdan disar1 atlama
yetenegini gelistirir ve algoritmanin kararliligmi gelistirir.  Calismada  veri
tabanlarindan toplanan 15 veri seti kullanilarak algoritmanin performansi dogrulandi.
Elde edilen sonuglar Onerilen SBDA’nmin performansimin yiiksek siniflandirma
dogrulugu ile daha az nitelik se¢imi yaptig1 ve kiyaslanan algoritmalardan daha iyi

oldugunu gostermektedir (Zhao vd., 2022).
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Stokastik yontemlere dayanarak 6znitelik se¢iminde birgok algoritma kullanilmaistir.
Bunlardan bazilar1 ise; Karinca Kolonisi Optimizasyonu (ACO) (Guntsch &
Middendorf, 2002), Balik Siirii Algoritmas1 (FSA)(Li, 2002), Diferansiyel Evrim
Algoritmas1 (DE), Beyin Firtinasi Algoritmast (BSO)(Shi, 2015) , Ay Alevi
Optimizasyonu (MFO)(Mirjalili, 2015) vb.’dir.

flgili ¢alismalarm bir sonucu olarak, metasezgisel algoritmalarin &zellik azaltmada
arama stratejisi olarak kullanilabilecek iyi teknikler oldugunu dikkate almak igin
yeterli kanit vardir. Ayrica literatiirdeki son c¢alismalar incelendiginde O6zellikle
metasezgisel yaklagimlarin performanslari nedeniyle c¢esitli problemler igin
kullanilmasinin artarak popiiler hale geldigi goriilmektedir. Belirli bir veri kiimesinin
sadece bir kismini isleyerek iyi sonuglara ulasilmasi ve tiim veri kiimesinin bir
bilgisayarin bellegine sigacak kadar kii¢iik olmasini gerektirmemesi sonucunun,

biiyiik olan veri kiimelerini analiz edenler i¢in 6nemli oldugunu gostermektedir.
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3. MATERYAL VE YONTEM

Benchmarking ifadesi, “kiyaslama” veya “referans noktasinin belirlenmesi” anlamina
gelmektedir. Onerilen yontemin rekabet giiciinii ortaya koymak amaciyla, ayni
problemin ¢oziimiine yoOnelik gelistirilen mevcut basarili yontemlerle incelenmis,
performanslardaki farkliligi yaratan ozelliklerin neler oldugu arastirilmistir. Bu
kiyaslama, gelistirilen yontemin rakipleri arasindaki mevcut durumunu gostererek
gelistiricinin yontemin zayif ve giiclii yanlarinmi tespit edebilmesini saglamaktadir.
Gelistirilen yontemin tercih edilmesi i¢in digerlerinden {istiin veya farkli olmasi
gerekir. Bu farki gostermek igin benchmark testi yapilir. Problemde gelistirilen
yontemin kiyaslanabilmesi i¢in uygulama alaninin temel 6zelliklerini iceren farkli

boyut ve nitelikte veriler kullanilmistir.

Tez kapsaminda amag yeni ¢oziim yaklasimlari gelistirmek oldugundan, gercek diinya
problemleri yerine yontemlerin performans analizi amaciyla literatiirde oznitelik
indirgeme problemi i¢in kullanilan benchmark veri setleri ve iyi bilinen algoritmalar
kullanilmigtir. Boylelikle kiyaslama yaparken gelistirilecek yontemlerin her
kategorideki performansin1 degerlendirmek ydntemin etkinligini ve kalitesini

gostermek acisindan faydali olacaktir.

3.1. Kaos Teoremi

Kaos teoremi ilk olarak 1963 yilinda matematik¢i Edward Lorenz tarafindan ortaya
atilan ve kaosun ozelliklerini agiklamak ic¢in kullanilan bir kuramdir. Lorenz, hava
durumu tahmini yapmak i¢in kullanilan bir modeli incelediginde, sistemin ¢ok kiiciik
degisikliklerle bile ¢ok biiyiik farkliliklar gdsterebilecegini kesfetmistir. Bu sonucu,
"butterfly effect" olarak adlandirmis ve bu etki kaos teoreminin temel prensiplerinden

biri olarak kabul edilmistir.

Teoremin temel fikri, bir sistemin kiigiik degisikliklerinin bliyiilk sonuglar
dogurabilecegini igermektedir. Bu durum, sistemin Ongdriilemezligini ve tahmin
edilemezligini ifade etmektedir. Teorem kaotik, dinamik ve dogrusal olmayan

sistemlerin baglangi¢ parametrelerine gore degisen(duyarli), yiiksek hassasiyetli



sonuglar trettigi ve kiigiik degisikliklerin sistem performansinda biiyiik degisimler yol
acabilecegi prensibine dayanir. Kaos sistemleri rastgelelik (randomness) igermektedir
ancak rastgele parametrelerle ¢alismazlar. Kaos sistemleri ayrica belirli bir tekrara
diismemeyi garanti ettiginden ergodiktirler. Yani kaos sistemlerinde rastgele dizilerde
olabilecegi gibi ayni sayidan tekrar iiretilmesi miimkiin degildir. Iste bu 6zellik
sebebiyle optimizasyon problemlerinde ¢6ziim uzay: taranirken yerel optimumlara
takilmamak amaciylsa kaos teoreminden yararlanilarak gelistirilen kaotik haritalar
kullanilabilir. Kaotik haritalar tanimli denklem ile belirli bir baglangi¢ parametresi ile
istenilen biiytikliikte olusturulur, ardindan ihtiya¢ duyulan pozisyonda (rastgele say1
kullanilmas: gereken durumlarda) {iretilen kaotik diziden siradaki sayir alinarak
kullanilir. Metasezgisel poplilasyon algoritmalarinda bu haritalar siklikla
kullanilmaktadir, (Alatas vd., 2009), (Muhammad & Ozkaynak, 2020),(Zhang vd.,
2009).

3.1.1. Kaotik haritalar

Kaos teoreminden hareketle iiretilen kaotik haritalar, istenilen biiyiikliikte iiretilebilen,
saklama ve tiretilme maliyeti diisiik, stokastik, deterministik ve dogrusal olmayan say1
dizilerinden olusmaktadir. Bu haritalar vasitasiyla olusturulan sayilar kendi iginde
tekrara diismeden ve belirli bir say1 araligina sikigmadan genis bir spektruma yayilmis
belirli bir sistematigi olan diizenli sayilardir. Bu sebeple literatiirde metasezgisel
algoritmalarda ¢6ziim uzayinda gezinirken kullanilan rastgele sayilar yerine
kullanilmasi, olumlu sonuglar dogurmustur. Literatiirde farkli amaglara hizmet eden
ve farkli yontemlerle iiretilen ¢ok fazla kaotik harita olsa da tez ¢alismasinda en sik
kullanilan 5 adet kaotik harita test edilmistir (Turkoglu vd., 2023). Bu haritalar
Logistic, Piecewise, Singer, Sinusoidal ve Tent Kaotik Haritalaridir (Demir vd., 2020)
(Gandomi vd., 2013), (Saremi vd., 2014), (Talatahari vd., 2012), (Y. Hu vd., 2014),
(Wang vd., 2014). Ilgili haritalar tez calismasinda kullanilirken tiim baslangig kosullar
esitlenmis ve 0.7 olarak sabitlenmistir. Secilen kaotik haritalara ait matematiksel

denklem ifadesi Tablo 3.1°de goriilmektedir.
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Tablo 3.1. Secilen kaotik haritalara ait matematiksel gosterim.

Harita Adi  Denklem

Cl= iy =we (1—¢) (0,1)
Logistic
Harita
C2= { ci /0.7, c; <0
Ci+1 = (10 _ (0.1)
Tent (3 ) (1-c¢), ¢=0
Harita
C3= > L,o0< ¢ <p
Piecewise
_ Cip1 = (¢ —p)/(05-p), p< ¢ <05 ,
Harita L(l— P— G )/(05—p): 0.5< ¢ < 1—p
1-¢)/p, 1-p< <1
p=0.2 0,1)
Ca= Cip1 =1 (7.86 ¢; —23.31 ¢;2428.75 ¢;3 —13.302875 ¢;*),
Singer p=1.07 (0,1)
Harita
C5= Civi =W 2sin(me) ,  w=23 (0,1)
Sinusoidal
Harita

3.1.1.1. Logistic kaotik haritasi

k sabiti iterasyon sayisini, x; k.kaotik sayiy1, a degeri ise harita sabiti olmak tlizere
Logistic Kaotik Haritasi’na ait denklem 3.1°de gosterilmektedir. Ilgili denklemin
kaotik say1 iiretiminde kullanilabilmesi icin o degeri [3.57, 4] araliginda bir deger

olmalidir.

Xpe1 = axp (1 — xg) (3.1)
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Basglangi¢ parametresi X1 = 0,7 ve kaotik sabiti o = 4 olmak iizere Lojistik Kaotik
Harita denklemi kullanilarak {iretilen 100 saymin spektrumu Sekil 3.1°de

gosterilmistir.
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Sekil 3.1. Logistic kaotik haritast yayilim spektrumu.

3.1.1.2. Piecewise kaotik haritasi
k sabiti iterasyon sayisini, x; k.kaotik sayiyi, P degeri ise harita sabiti olmak iizere

Piecewise Kaotik Haritasina ait denklem 3.2’de gosterilmektedir.

(xx —p)
<P s’
(1- p— xx )
p< x <05-—"—k,
Xier1 = 3 (©5-p) (3.2)

0.5 < xp <1—p(1_—pxk),

\ 1-p<x, <1

(X 0< x
p’ k
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Baslangi¢ parametresi X1 =0,7 ve kaotik sabiti p = 0.2 olmak iizere Piecewise Kaotik
Harita denklemi kullanilarak diretilen 100 saymin spektrumu  Sekil 3.2°de

gosterilmistir.
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Sekil 3.2. Piecewise kaotik haritas1 yayilim spektrumu.

3.1.1.3. Singer kaotik haritasi

k sabiti iterasyon sayisini, x; k.kaotik sayiy1, a degeri ise harita sabiti olmak iizere
Singer Kaotik Haritasina ait denklem 3.3’te gosterilmektedir. Baslangi¢ parametresi
X1 = 0,7 ve kaotik sabiti u = 1.07 olmak {iizere Singer Kaotik Harita denklemi

kullanilarak tiretilen 100 saymin spektrumu Sekil 3.3’ te gosterilmistir.

Xpky1 — U (786 X — 23.31 xkz + 28.75 Xk 3

(3.3)
13.302875 x; %)
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Sekil 3.3. Singer kaotik haritas1 yayilim spektrumu.

3.1.1.4. Sinusodial kaotik haritasi
k sabiti iterasyon sayisini, xj k.kaotik sayiyi, a degeri ise harita sabiti olmak tlizere

Sinusodial Kaotik Haritasina ait denklem 3.4 ‘te gosterilmektedir.

Xp41 = Wxg 2 sin (mxy,) , w=23 (3.4)

Baglangi¢ parametresi X1 =0,7 ve kaotik sabiti w = 2.3 olmak iizere Sinusodial
Kaotik Harita denklemi kullanilarak tiretilen 100 saymin spektrumu Sekil 3.4’te

gosterilmistir.
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Sekil 3.4. Sinusodial kaotik haritas1 yayilim spektrumu.

3.1.1.5. Tent kaotik haritasi
K sabiti iterasyon sayisini, x; K. kaotik sayiy1, o degeri ise harita sabiti olmak tizere

Tent Kaotik Haritasi’na ait denklem 3.5’te gosterilmektedir.

Xk / 07, Xk <0
=1/710 .
Her1 {(?) (1-x), %¢ =0 (35)

Baslangi¢ parametresi X1 =0,7 olmak {izere Tent Kaotik Harita denklemi kullanilarak

tiretilen 100 sayinin spektrumu Sekil 3.5’te gosterilmistir.

27



10

0.8 1 V ! |
)
! i

0.2 1

0.0 - . T .
0 20 40 &0 80 100

Sekil 3.5. Tent kaotik haritas1 yayilim spektrumu.

3.2. Simiflandirma ve Kiimeleme Algoritmalar:

Siniflandirma ve kiimeleme algoritmalari, amaglar1 veriyi sade bir hale getirerek
kullanicinin daha anlasilir sekilde kullanmasini saglayan, veri madenciligi ve makine
o0grenmesi siireclerinde kullanilan 6nemli birer aractir. Kiimeleme, veri noktalarini
gruplara ayristirmak i¢in kullanilan bir yontemdir. Bu gruplar, benzer 6zelliklere sahip
veri noktalarini igerebilir. Kiimeleme yontemleri arasinda en yaygin olanlar arasinda
K-Means, Hierarchical Clustering ve DBSCAN bulunmaktadir. Kiimeleme, benzer
veri noktalar1 gruplarimi belirlemek amaciyla islem yaparken, smiflandirma,
kategoriler veya siniflar olarak adlandirilan, hali hazirda gruplara boliinmiis 6rnek veri
kiimesinin yapisin1 6grenme islemi yapmaktadir. Bu algoritmalar, verileri belirli
kategorilere ayirmak icin kullanilir. Ornegin, bir siniflandirma algoritmasi, e-postalari
"spam" ve "ham" olarak simiflandirabilir. Siniflandirma algoritmalar1 6nceden
bilinmeyen bir veya daha fazla gériilmemis veri 6rneginin grup tanimlayicilarini (veya

siif etiketlerini) tahmin etmek i¢in kullanilir.

Siniflandirma problemi girdileri siniflara ayrilmis 6rnek veri setlerinden olusur. Buna
egitim verileri ve bu siiflarin grup tanimlayicilarina sinif etiketleri denilmektedir.

Cogu durumda, sinif etiketlerinin, bir veri nesneleri grubu gibi net bir anlamsal yorumu
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vardir. Egitim amagli olusturulan ve 6grenme saglayarak tahminde bulunan modele
egitim modeli denir. Bu nedenle siniflandirma, denetimli 6grenme olarak adlandirilir
¢linkli bir 6gretmenin O6grencilerini belirli bir hedefe dogru yonlendirmesi gibi,
gruplarin yapisin1 6grenmek i¢in 6rnek bir veri seti kullanilir. Egitim modelinin daha
once hi¢ karsilasmadig1 veri noktalari, egitilmis model iizerinde test edildiginden bu
veri seti test veri seti olarak adlandirilir. Bir siniflandirma modeli tarafindan 6grenilen
gruplar, kiimelemede oldugu gibi, genellikle ozellik degiskenlerinin benzerlik
yapistyla iligkili olabilirken, bu durum zorundalik icermemektedir. Siniflandirmada,
ornek egitim verileri, gruplarin nasil tanimlandigina dair rehberlik saglamada ¢ok
onemlidir. Bu nedenle, siniflandirma problemi sezgisel olarak her biri bir smif
etiketiyle iligkili bir dizi egitim veri noktas verildiginde, daha 6nce goriilmemis bir

veya daha fazla test 6rneginin sinif etiketini belirlenmesidir.
Siniflandirma algoritmalari genel hatlari ile iki asamadan olusur:

Egitim asamasi: Egitim i¢in ayrilan 6rneklerden olusan egitim modeli sayesinde veri

seti lizerindeki etiketli gruplarin matematiksel olarak modellenmesi agamasidir.

Test agsamast: Egitim modelinin daha 6nce hi¢ goriilmemis test drneklerine ait sinif

etiketini tanimlamak amaciyla kullanilan modeldir.

Siiflandirma problemi, kiimelemeden daha giicliidiir ¢linkii kiimelemeden farkli
olarak, drnek bir veri kiimesinden kullanici tanimli bir gruplama kavramini yakalar.
Boyle bir yaklasim, gruplarin harici uygulamaya 6zgii kriterlere gére dogal olarak
tanimlandig1 cok ¢esitli problemlere neredeyse dogrudan uygulanabilirlige sahiptir.
Smiflandirma uygulamalari, 6rnek yoluyla 6grenme yetenegi nedeniyle gesitlidir.
Bircok farkli siniflandirma algoritmast mevcut olmasina ragmen yaygin olarak
kullanilanlar arasinda K-En Yakin Komsuluk (k-NN), Destek Vektor Makinesi
(SVM), Lojistik Regresyon, Yapay Sinir Aglari, Rastgele Orman, Naive Bayes ve
Karar Agaclart bulunur. Siiflandirma uygulamalar1 da algoritmalar1 gibi, 6rnek

yoluyla 6grenme yetenegi nedeniyle ¢esitlidir.

Calismada kullanilan siniflandirma yontemleri sunlardir:

3.2.1. K en yakin komsu (k-NN) algoritmasi
k-En Yakin Komsu (k-NN) algoritmasi yapay zeka, veri madenciligi, makine
Ogrenmesi, tibb1 bilisim, istatistik, Oriintii tanima, biyoinformatik gibi bir ¢ok alanda

kullanilan ve 1967 yilinda dnerilen bir siniflandirma algoritmasidir (Cover & Hart,
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1967), (Keller vd., 1985), (Mao vd., 2015). k-En Yakin Komsu (k-NN) algoritmasi
belirlenen bir k sabit degeri kullanilarak verilerin 6rnek bir veri noktasina en yakin
komsuluk uzakligimmin hesaplandigi bir smiflandirma algoritmasidir. Verileri belirli
kategorilere ayirmak ve veriler arasindaki iligskiyi benzerlik/farklilik yoniiyle tespit

etmek amaciyla popiiler olarak kullanilir (Batista & Silva, 2009).

Algoritmanin 6grenme metodolojisi egitim setinde bulunan verilere dayali olarak
degismektedir. Egitim setindeki 6zellikler n boyutlu sayisal nitelikler ile tanimlanir.
Ardindan her 6rnek n boyutlu uzayda bir noktay1 gosterecek sekilde 6rneklem uzayi
temsil edilir. Egitim setinde gerceklesen 6grenme sonrasi, test seti iizerinden ilk kez
karsilagilan 6rnegin 6grenilen benzerlige gore siiflandirilmasi veya baska bir degisle
var olan verilere olan uzakliginin hesaplanmasi mantigina dayanmaktadir (Han &
Kamber, 2006), (Mitchell, 2007). Uzaklik hesaplamasi k-En Yakin Komsu
Algoritmasinin performansini 6nemli dlglide etkilemektedir. Bu amagla k-En Yakin
Komsu algoritmasinin uzaklik dl¢timiinii farkli sekillerde agirliklandirarak belirleyen
yontemler gelistirilmistir (Gértner vd., 2004). K-en yakin komsuluk algoritmasinda
Minkowski, Oklid, Manhattan Mesafe Olgiitleri kullamlsa da en yaygmn olarak

kullanlan Oklid mesafe 6l¢iimiidiir.

3.2.1.1. Minkowski mesafe ol¢iimii

Minkowski mesafesi, oklid uzayinda tanimli bir dizidir ve denklem 3.6’da ifade
edilmistir. Belirli sayida (p) degiskene bagli uzaklik hesaplamasi yapilmak
istendiginde kullanilir (Tasc1 & Onan, 2016).

n Yp
<Z|xi - yi|> (3:6)

3.2.1.2. Oklid mesafe 6l¢iimii
Oklid uzaklig1, pisagor teoreminin uygulamasi olarak iki nokta arasindaki dogrusal

uzakligir hesaplar ve denklem 3.7°de ifade edilmistir. En sik kullanilan uzaklik
Olctitiidiir (Tasc1 & Onan, 2016).
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(3.7)

Zn:(xi —¥i)?

3.2.1.3. Manhattan mesafe ol¢iimii
Manhattan uzakligi, n boyutlu iki nokta arasindaki uzaklik farkini kullanir ve denklem

3.8’de ifade edilmistir (Tasc1 & Onan, 2016).

[x; — vil (3.8)
=1

l

K-NN algoritmasinin uygulamasinda k degeri k sayidaki komsularin yakinligi ve
uygunlugu ile siniflandirma yapilmasini saglamaktadir. K degeri performansi 6nemli
Olciide etkilediginden en uygun deger olarak se¢ilmesi gerekmektedir. Birbirine en
yakin iki komsu arasinda karmasikligi azaltmak amaciyla genellikle tek say1 olarak
secilen k degeri ¢ok yiiksek deger olarak secildiginde modelin 6zellikle giiriiltiili
verideki performansini diisiirmektedir. Bu durum modelin egitim siirecinde sapmalara

sebebiyet verir.
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Sekil 3.6. k degeri secimi.

Benzer sekilde k degerinin ¢ok diisiik secilmesi sonucunda da veriler lizerinde modele
bagl olarak asir1 6grenme gergeklesir. Bu durumun bir sonucu olarak modelin hata
oran1 beklenilenden c¢ok daha yiiksek olacaktir. Ilgili durum Sekil 3.6’da

goriilebilmektedir.
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K-NN smiflandirma algoritmasinin kolay uygulanabilirligi, 6l¢eklenebilirligi, analitik
olarak gozlemlenebilmesi, parelel olarak gerceklestirilebilmesi, giiriiltiilii verilere
kars1 direncgli olmasi1 gibi avantajlarinin yani sira, performansini gerceklestirmek i¢in
ylksek bellek miktarina ihtiya¢c duymasi ve veri seti boyutu arttik¢a hesapsal maliyetin
artmasi, performansinin k degeri ve belirlenen uzaklik 6l¢iisiine gore degismesi gibi

cesitli dezavantajlar1 bulunmaktadir (Bhatia, 2010),(H. Liu & Zhang, 2012).

3.2.2. Destek vektor makineleri (SVM)

Destek Vektor Makineleri (SVM) siniflandirma, regresyon problemi, oriintli tanima
problemlerinin ¢dziimii i¢in karmasik ve ¢cok boyutlu veri kiimelerinde etkili Vapnik
tarafindan gelistirilen denetimli bir makine 6grenimi yontemidir (Cortes & Vapnik,
1995). Onceleri iki smifli dogrusal problemlerin siniflandirilmasi igin tasarlansa da,
sonrasinda ¢ok smifli ve dogrusal olmayan verilerin siniflandirilmasinda
kullanilmistir. SVM, veri noktalarinin iki veya daha fazla sinifa ayrilmasini saglamak
icin en uygun hiperdiizlemi arar. Bu hiperdiizlem, veri noktalarini en iyi sekilde ayiran
veya en az hata olusturacak sekilde segilir (Cortes & Vapnik, 1995). SVM'ler, veri
noktalarinin etrafindaki, veri noktalar1 arasindaki araligi 6teleme veya genisletme
yoluyla maksimize etmeyi amaglar. Bu aralik, smiflandirma ig¢in kullanilan
hiperdiizlemi belirler. Verilerin dogrusal olarak ayrilabilir oldugu durumlara, iki sinifa
ait veri noktalarin1 temiz bir sekilde ayiran bir dogrusal hiper diizlem olusturmak
miimkiindiir. Ancak ¢ok smifli veri kiimlerinde de hizli egitim tekniklerinin
gelistirilmesini saglamistir (Amiri & Armano, 2013). Genellikle ¢ok boyutlu veri
kiimelerinde kullanilsalar da diigiik boyutlu veri kiimelerinde de kullanilabilir.
SVM'ler, ¢cok sayida parametre ayarlamasi gerektirir. Bu parametreler arasindaki iliski
ve etkisi, SVM'nin performansini etkileyebilir. Bu nedenle, SVM uygulamalarinda

parametre se¢imi 6nemlidir.

Destek vektor makineleri dogrusal olarak ayrilabilen ve dogrusal olarak ayrilamayan

olmak {izere temel olarak ikiye ayrilir:
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3.2.2.1. Dogrusal olarak ayrilabilen destek vektor makineleri

Dogrusal olarak ayrilabilen SVM, veri noktalarinin iki sinif arasinda dogrusal bir
hiperdiizlem tarafindan ayrilabilecegi durumlarda kullanilir. Yani girdi 6rneklerini
ayirabilen sinir belirlenerek veri kiimesinin ayrigmast mantigina dayanmaktadir. Bu
siirin iki siifin belirlenen ¢izgisinin en yakininda bir nokta olmasi amaclanir. Bu
nokta sinir ¢izgisine en yakin oldugundan destek noktasi olarak adlandirilir. Veri
setinin dogrusal olarak ayrilma durumuna iliskin destek vektér makinelerinin
geometrik yapisi Sekil 3.7°de gosterilmistir. Hiper diizlemin sol tarafinda bir sinif; sag
tarafinda ise diger sinif bulunmaktadir. Optimum hiper diizlem siniflarin sinirlar
arasinda bulunma sartin1 saglamak zorundadir. Bu sekilde dogrusal olarak dagilan veri

kiimeleri SVM yardimiyla siiflandirilmis olur.

Destek Vektorleri

Sekil 3.7. Dogrusal olarak ayrilabilen veri setleri i¢in hiper-diizlemin belirlenmesi
(Kavzoglu & Colkesen, 2010).

3.2.2.2. Dogrusal olarak ayrilamayan destek vektor makineleri

Gergek diinya problemleri genellikle dogrusal olmadigindan probleme ait verilerin
keskin bir sekilde hiper diizlem iizerinde ayrilamamasi durumunda dogrusal olarak
ayrilamayan SVM kullanilir. Bu sebeple bu ayrim ancak tahmini bir sekilde
yapilabilir. Ancak bdyle bir tahminin yapilmasi da olduk¢a giictiir. Bu sebeple
uygulamada dogrusal olmayan bir haritalama kullanilarak SVM’lerin yiiksek boyutlu
uzayda optimum bir ayirma islemi hiper diizlem olusturulmasi ile saglanir (Cortes &

Vapnik, 1995).
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Veri noktalarmin dogrusal olarak ayrilamadigi durumlarda veri noktalarim1 daha
yiiksek boyutlu bir uzayda optimum ayirma ve dogrusal olarak ayrilabilecek sekilde
diizenlenmesi kernel fonksiyonlarini ile saglanabilir. Bylece SVM'nin performansi
da arttirilmis olmaktadir (Maria & Yassine, 2020). Dogrusal olarak ayrilamayan veri

seti Sekil 3.8’de gosterilmistir.
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Sekil 3.8. Dogrusal olarak ayrilamayan veri seti(Kavzoglu & Colkesen, 2010).

Dogrusal olarak ayrilamayan veri setleri i¢in hiper-diizlemin belirlenmesi Sekil 3.9’da

gosterilmistir.

Destek Vektorleri

Optimum Hiper-Diizlem

Y

Sekil 3.9. Dogrusal olarak ayrilamayan verilerin hiper-diizlemin belirlenmesi
(Kavzoglu & Colkesen, 2010).
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SVM'ler, kernel teknolojisi kullanarak diisiikk boyutlu verileri yiiksek boyutlu
hiperdiizlemlere doniistiirebilir. Bu islem, veri noktalar1 arasindaki araligi maksimize
etmeyi kolaylastirir ve simiflandirma islemi i¢in daha iyi sonuglar verir. Kernel
fonksiyonlar1 verileri daha yiiksek boyutlu hiperdiizlemlere doniistiirerek, lineer
olmayan sinirlarin tahmin edilmesini saglar. Kernel fonksiyonu ile verinin daha
yiiksek bir boyuta doniistiiriilmesi Sekil 3.10°da sembolize edilmistir. Ancak her
kernel fonksiyonu Destek Vektor Makinelerinde kullanimi uygun olmamaktadir.
Dolayisiyla, SVM’nin uygulanmasinda kernel fonksiyonunun sec¢imi Kritik rol
oynamaktadir. Ayrica literatiirde bircok kernel fonksiyonu tanimlanmigtir. SVM igin
en sik kullanilan kernel fonksiyonlar1 radyal tabanli, polinomiyal, lineer ve sigmoid

kernelleridir (Osuna, 1998).
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Sekil 3.10. Kernel fonksiyonu ile verinin daha yiiksek boyuta doniistiiriilmesi.

3.3. Oznitelik Se¢imi

Oznitelik segimi, veriye ait niteliklerden hedef degisenle en alakali olanlarm bir alt
kiime olarak tespit edilmesi teknigidir. Makine 6grenme algoritmalari ¢ok sayida veri
ile ¢alistiginda sistem bellek kullanimi arttigindan egitim siireci yavaglayarak, modelin
gelismesi ve tahmin performansi diisebilmektedir. Bu nedenle hedef degiskenle iliskisi
olmayan veriler tahmin belirsizligini arttirirken, modelin genel etkinligini de
azaltabilmektedir. Veri kiimelerindeki girdi degiskenlerinden alakasiz ve gereksiz
olanlarin kullanilmamasi yani veri kiimesinden kaldirilmasi ile bu sorun giderilebilir,
Ogrenme algoritmasinin performansi arttirilabilir. Hem modelin hesaplama maliyetini
hem de performansini iyilestirmek i¢in girdi degiskenlerinin sayisini azaltmak arzu

edilmektedir.
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Oznitelik secimi, modele ait daha az girdi degiskeni hedeflediginden boyut azaltma
teknikleriyle benzerlik gostermektedir. Aradaki fark, oOznitelik se¢iminin veri
kiimesinde tutulacak veya veri kiimesinden kaldirilacak 6zellikleri segmesi, oysa
boyut azaltmanin tamamen yeni girdi 6zellikleriyle sonuglanan bir veri projeksiyonu
olusturmasidir. Bu nedenle, boyut azaltma Oznitelik secimi yerine 6zellik se¢imi

islemine bir alternatiftir.

Oznitelik secim teknikleri genellikle hedef degiskeni kullananlar (denetimli) ve
kullanmayanlar (denetimsiz) olmak iizere ikiye ayrilir. Oznitelik secim siirecinde ilk
yapilmasi gereken ayrim denetimli ve denetimsiz se¢imden hangisinin yapilacagidir.
Denetimsiz 6znitelik secim teknikleri, hedef degiskeni kullanmadan islem yapar ve
sonuglar gdz ardi edilir. Ornegin, veri temizleme islemleri denetimsiz 6znitelik
secimine Ornektir. Denetimli 6znitelik se¢im teknikleri ise ilgisiz degiskenleri kaldiran

yontemler gibidir ancak bu islemi hedef degiskeni kullanarak yapar (Brownlee, 2020).

Denetimli 6znitelik se¢cim yontemleri Filtre, Sarmalayici ve Hibrit Model olmak tizere

3 ana sinifta degerlendirilmektedir.

3.3.1. Filtreleme model

Filtre tabanli 6znitelik se¢cim yontemleri, istatistiksel 6l¢iimler kullanmaktadir. Her bir
girdi degiskeni ile hedef degiskeni arasindaki iliskinin degerlendirildigi ve aralarindaki
iliskiye ait gii¢lii bag olanlarin tespitinin yapildig1 ve ardindan bu girdilerin se¢ildigi
yonteme filtre tabanli 6znitelik se¢imi denir. Degerlendirilecek vert tiiriine bagl olarak
istatistiksel yontem secilir. Dogru se¢im yapildiginda filtre modelli yontemler hizli ve
etkili sonuglar iiretebilmektedir. Bu sebeple makine 6grenmesi Sistemlerinde filtre
tabanli 6znitelik se¢imi gerceklestirilirken kullanilan veri kiimesine uygun istatistiksel
Olcti se¢cimi yapmak zor olabilmektedir. Filtreleme yontemleri 6zellikleri tek baslarina
degerlendirir, birbirleri ile olan olasi iligkisini g6z oniine almaz. Model 6zelliklerin
birbirinden bagimsiz oldugu varsayimina dayali ¢calistigindan, hesaplama karmasikligi
daha diigiik olmasina ragmen, bir¢ok uygulama i¢in modelin performansi iyi degildir.
Filtreleme modelli 6znitelik se¢im isleminde 6zellikler bazi istatistiksel yontemlere
gore siralanarak iclerinden en iyi N tane 6zellik belirlenerek 6znitelik kiimesi olarak
secilir. Veri kiimesindeki hedef sinifa duyarli 6zelliklere filtre modeli uygulandiginda
bir grup 6zellik ayn1 anda degerlendirildiginden gereksiz verilerin tespiti daha kolay

olmaktadir.
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Ki kare istatistigi, t istatistigi, bilgi kazanci, minimum artiklik ve maksimum alaka,
relieF, ortak bilgi, korelasyon skorlama gibi pek cok istatistiksel filtreleme yontemi
mevcuttur (Sanchez-Marofio vd., 2007a). Ornegin, iki 6zellik degiskeninin oldugu
durumlarda yapilan islemi diisiiniirsek bu 6zellikler birbiriyle miitkemmel bir sekilde
iligskilidir ve bu nedenle her biri kullanilarak tahmin yapilabilir. Buna benzer
durumlarda oOzelliklerden birini kullanmak mantiklidir. Bununla birlikte, bu tiir
yontemler genellikle hesaplama karmasikligi agisindan maliyetlidir ¢linkii izerinde bir
arama yapilacak boyut alt kiimesi olasiligi kadar 6zellik alt kiimesi vardir. Cogu
uygulamada Oznitelik se¢gme yontemleri nitelikleri birbirinden bagimsiz olarak
degerlendirerek ayirt edici olanlar1 segmeye ¢alisir. Bu sebeple ¢ogu 6znitelik se¢im
yontemi bagimsiz siniflandiricilarin kullanildig:r boyut indirgeme yontemi olarak da

degerlendirilebilir.

3.3.2. Sarmalayici1 model

Filtre yontemlerinde kullanilanin aksine sarmalayict yontemlerde, ozellikler tek
baslarina degil birbirlerine bagl alt gruplar halinde degerlendirilmektedir. Sarmalayici
yontemler, model performansini en iist diizeye ¢ikaran en uygun kombinasyonu
bulmak amaciyla 06zellikleri g¢esitli kombinasyonlarla kullanarak birden ¢ok kez
modeli degerlendirir. Onceden belirlenen belirli bir kural kullanarak veya rastgele
segilerek alt gruplar olusturulmaktadir. Elde edilen alt grup/kiimelerin kalitesi
literatiirce 1y1 bilinen kiimeleme ya da simiflandirma algoritmalart ile
degerlendirilmektedir. Sarmalayici yontem filtreleme yonteminden daha 1yi sonuglar
liretmesine ragmen hesapsal maliyetleri 6zellik sayisina gore katlanarak arttigindan
daha yiiksektir (Kohavi & John, 1997). Ozelliklerin birbirinden bagimsiz olmadig1 ve
sonuca etki ettigi varsayimi ile hareket edildiginden, 6zelliklerin aralarindaki iliski g6z
Oniine alinarak alt kiime secimi yapilmasi kismen de olsa hesapsal karmasiklig

azaltti1 gibi, performansi arttirarak daha i1yi sonuglar iiretilmesine sebep olur.

Sarmalayic1 yontemlerde 6zellikle biiyiik veri kiimelerinde tiim olasiliklar g6z 6niinde
bulundurularak alt kiime olusturma iglemi miimkiin olmadigindan, sezgisel yontemler
(dogadan esinlenmeli algoritmalar) alt kiime se¢im araci olarak siklikla
kullanilmaktadir. Bu algoritmalar ¢6ziim uzayinda, tiim Ozellikleri test etmese de,
sezgisel bir arama yapip yerel ve kiiresel arama stratejisi ile 6zellik uzaymin kesfini
sinirlandirarak, daha makul siirelerde daha efektif sonuglarin elde edilmesini

saglamaktadir (Got vd., 2021). Performanslari nedeniyle, Genetik Algoritma (GA),
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Karinca Kolonisi Optimizasyonu (KKO), Pargacik Siirii Optimizasyonu (PSO),
Diferansiyel Evrim (DE) Algoritmasi gibi bir¢ok sezgisel algoritma, nitelik se¢imi

problemine en sik uygulanan yontemlerdendir.

3.3.3. Hibrid/Embedded model

Hibrit yaklagimlar da ise, hem sarmalayict hem de filtre yonteminin avantajlarindan
yararlanmak igin iki yontem birlestirilerek uygulanmaktadir. Bu yontemde, 6zellik
boyutunu azaltmak i¢in dncelikle filtreleme yontemi ile 6n islem uygulanir, ardindan
kalan ozellikler arasindan en iyi alt kiimeyi bulabilmek i¢in bir sarmalayaci yontem
kullanilmaktadir. Kisaca bu yontemde iki modelin uygulama agisindan iyi 6zellikleri
birlesitirilerek es zamanl sekilde kullanilmaktadir (Tran vd., 2016). Ozellik alt kiime
secimi, bir arama metodu ve aday Ozellik kiimesinin smiflandirmaya katkisini
puanlayan bir degerlendirme stratejisinden olugmaktadir. Kullanilan alt kiime arama

metotlari;
1. Tamarama,
2. Rastgele arama,
3. Sirali arama,
4. Artan arama ve
5. Meta sezgisel arama olmak {izere bese ayrilir (Sanchez-Maroio vd., 2007b).

Arama islemi neticesinde iyi sonug veren 6zellikler olusturulan alt kiimeye eklenirken,
kotii ozellikler olusturulan kiimeden cikarilmaktadir. Sinifi bilinen veri kiimeleri
tizerinden olusturulan alt kiimeler kullanilarak egitim siireci ile Ogrenme

gergeklestirilir.

3.4. Optimizasyon Algoritmalar:

Optimizasyon bir ¢ok ticari faaliyette kullanildig1 gibi miihendislik problemlerinde ve
cesitli endiistriyel tasarimlar da da oldukca fazla kullanilmaktadir. Enerji tiiketimini
azaltmak, her hangi bir siirecteki maliyetleri azaltmak, ciktryl, performansi ve
verimliligi en {ist diizeye ¢ikarmak gibi sayillamayacak kadar ¢ok c¢esitli amaclar i¢in
optimizasyon yapilabilmektedir. Gelisen teknoloji ile tasarim problemlerinden is akis
siireclerine, internet ve bankacilik islemlerinden tatil planlamasina birgok sistemde

optimizasyona ihtiyag oldugu goriilmektedir. Gergek diinya uygulamalarinda
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kaynaklar, zaman ve para her zaman sinirl oldugundan, bu degerli kaynaklari cesitli
kisitlamalar altinda en iyi sekilde kullanmak igin ¢oziimler bulunmahidir. Kisaca

herhangi bir sistemde sistemi etkileyen tiim unsunlar i¢in optimizasyon diisiiniilebilir.

Cogu gercek diinya uygulamasina ait problemler dogrusal olmadigindan, siradan
yontemler ve matematiksel araglar kullanilarak ¢6ziim bulunamaz. Bu gibi durumlarda
¢ozlim igin  gelismis optimizasyon araglar1 gereklidir. Giiniimiizde bilgisayar
simulasyonlar1 ~ sayesinde  ¢esitli  algoritmalar  kolaylikla  problemlere
uygulanabilmektedir. Herhangi bir simiilasyonun ardinda hesaplama modeli olusturan
bazi algoritmalar bulunmaktadir. Bu tiir algoritmalarda temel bilesen ve etkilesimli

kullanilan araglar algoritmanin performans ve verimliligini 6nemli 6l¢iide etkiler.

3.5. Metasezgisel Optimizasyon Algoritmalari

Stokastik algoritmalar i¢in, genel olarak bulussal ve sezgisel olmak tizere iki tiir
algoritma bulunmaktadir. Bulugsal kelimesi siire¢ i¢erisinde aranan varligi bulmak ya
da deneyerek kesfetmek manasinda kullanilmaktadir. Optimizasyon problemleri igin
bu kavram, arama isleminde kaliteli ¢6ziimlerin makul bir siirede bulunmasina ragmen
optimal ¢oziimiin bulunan ¢6ziim olduguna dair bir garanti olmadigini ifade eder. Bu
algoritmalarin her zaman olmasa da ¢cogu zaman dogru sekilde ¢calismasi beklenebilir.
Bu durumda bulussal algoritmalar mutlaka en iyi ¢dzlimleri bulmay1 garanti edemese
de, kolayca ulasilabilen iyi ¢oziimleri bulacagini garanti eder. Sezgisel yontem,
deneme yanilma yoluyla, karmasik bir soruna makul 6l¢iide pratik bir zamanda kabul
edilebilir ¢dziimler iiretmenin bir yoludur. Ilgili problemin karmagsikligi, kabul
edilebilir bir zaman 6lgeginde iyi ve uygulanabilir ¢6ziimler bulmalidir ancak en iyi

¢oziimlerin bulunabileceginin garantisi yoktur (Yang, 2020).

Sezgisel algoritmalar ayrica metasezgisel olarak da nitelendirilir, ¢linkii meta "6tesi"
veya "daha yiiksek seviye" anlamina gelir ve bu algoritmalar genellikle basit bulugsal
yontemlerden daha iyi performans gosterir. Ayrica, tiim sezgisel algoritmalar temel
prensip olarak rastgelelik kullanirken, yerel arama farkliliklar iizerine kurgulanmustir.
Literatiirde bulugsal ve metasezgisel yontemler i¢in iizerinde anlagsmaya varilmis
tanimlar tam olarak bulunmadigindan bazen sezgisel ve metasezgisel terimler
birbirinin yerine kullanilabilir. Buna ragmen ¢alismalar incelendiginde rastgelelik ve
yerel arama yontemi igeren tiim stokastik algoritmalar metasezgisel bir yontem olarak

degerlendirilmektedir. Rastgelelik yerel aramadan uzaklasmadan kiiresel 6lgekteki
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aramaya ge¢mek icin kullanilan iyi bir yoldur. Rastgelelik kullanan neredeyse tiim
algoritmalar kiiresel 6lgekteki arama islemi igin de belirli diizeyde islem yapmis kabul
edilebilir.

Herhangi bir metasezgisel algoritmanin iki ana bileseni, somiirii ve kesif asamalaridir.
Kesif, arama alanini kiiresel 6lgekte kesfetmek icin farkli ¢oziimler tiretmek anlamina
gelir. SOmiirii ise bu bolgede mevcut iyi bir ¢oziimiin bulundugu bilgisinden
yararlanarak yerel bir bolgede aramaya odaklanmak anlamina gelir. En iyinin se¢imi,
¢oziimlerin  optimallige yakinsamasim1i  saglarken, rastgelelestirme yoluyla
cesitlendirme, ¢oziimlerin yerel optimumda takili kalmasini 6nler ve ayni zamanda
¢cozlimlerin ¢esitliligini artirir. Bu iki ana bilesenin iyi bir kombinasyonu, genellikle

kiiresel optimalligin elde edilebilir olmasini saglayacaktir.

Metasezgisel algoritmalar bir¢ok sekilde siniflandirilabilir. Bir siniflandirma dlgegi
olarak dogadan esinli popiilasyona dayali veya yoriingeye dayali algoritmalar
kullanilabilir. Ornegin, Genetik Algoritmalar, Par¢acik Siiriisii Optimizasyonu (PSO),
Ates Bocegi Algoritmasit (FA) ve Guguklu Arama Algoritmalar1 popiilasyon
tabanlidir. Diger taraftan yoriingeye dayali algoritmalardan Simiile Edilmis Tavlama,
tasarim alani veya arama alani boyunca parcali bir tarzda hareket eden tek bir ajan
veya ¢oziim kullanir. Daha iyi bir hamle veya ¢6ziim her zaman kabul edilirken, ¢cok
iyl olmayan bir hamle belli bir olasilikla kabul edilebilir. Adimlar veya hareketler,
arama uzaymda sifir olmayan bir olasilikla bu yoriingenin kiiresel optimuma

ulagmasiyla bir yoriinge cizer.

3.6. Doga Esinli Optimiazasyon Algoritmalar:

Optimizasyon problemlerinin ¢dzlimiinde kullanilan geleneksel veya klasik yontemler
deterministik olduklarindan, ger¢ek diinya problemlerini ¢6zmekte yetersiz
kalmaktadir. Coziim siiresi ve karmasikliginin da problemin boyutsallig1 ile dogru
orantili olarak artmasi, bilgisayarlarin gelismesi ile birlikte sezgisel arastirma

yontemlerinin arastirilmasina ve gelismesine yol agmistir (ERDOGMUS, 2016).

Dogada var olan canlt tiirlerinin yasamak i¢in gosterdikleri davraniglarin tamami kendi
iginde optimum bir tasarima sahiptir. Dogal olarak yiyecek arama, giivenlik ve hayatta
kalma davranislar1 bilim insanlar1 tarafindan incelendiginde dogadan esinlenen
algoritmalar gelistirilebilmektedir. 1970 yillarindan itibaren arastirilan bir ¢ok sezgisel

algoritma dogadan esinlenerek gelistirilmigtir. Gelistirilen yOntemlerin bazilari
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dogadaki stirecleri fiziksel olarak simule ederken bazilari da canlilarin sosyal
etkilesimini Orneklemistir. Canlilarin kendi koordinasyonlarini kullanarak 6zellikle
yiyecek bulma amagli gosterdikleri zeka, siirii zekasi olarak adlandirilmaktadir (Yang,
2020).

3.6.1. Orijinal at siiriisii algoritmas1 (HOA)

At Siirti Optimizasyonu Algoritmasi(HOA), bir siiriideki atlarin dogal yasam
ortamlarindaki davranig kaliplarindan ilham alan ve siirii halinde hareket etmesini
modelleyen, biyo-ilhamli metasezgisel bir optimizasyon algoritmasidir (MiarNaeimi
vd., 2021b). HOA, bir siiriideki atlarin engellerden ve avcilardan kaginirken besin
kaynagina dogru hareket etme egiliminde oldugu fikrine dayanmaktadir. Algoritma,
sanal bir siirideki atlarin hareketini simiile ederek belirli bir sorun i¢in en uygun
¢Oziimii bulmak i¢in bu davranist kullanir. Algoritma, sorunun ¢oziimiine olasi bir
¢Oziimii temsil etmesi amaciyla ve rastgele olusturulan bir at siiriisii popiilasyonu ile
baslar. Atlar baslangicta rastgele olarak arama alanina yerlestirilir. Algoritma daha
sonra her atin uygunlugunu degerlendirir, bu degerlendirme atin ¢dziimiiniin soruna
ne kadar iyi uydugunu temsil eder. En iyi atlar daha sonra yeni nesli olusturmak igin
secilirken digerleri elenir. Algoritma daha sonra en uygun ¢6ziimii aramaya rehberlik
etmek igin siirlideki atlarin hareketini kullanir. Siiriideki her at, engellerden ve

avcilardan kagiarak siiriideki en 1yi ata dogru hareket eder.

Atlar farkli yaglarda farkli davramiglar sergiler. Atlarin yasam alanlarindaki
davranislar1 incelendiginde, genellikle Otlatma(G), Hiyerarsi (H), Sosyallik (S), Taklit
(1), Savunma mekanizmast (D) ve Dolagimi (R) davraniglarini sergiledikleri
goriilmiistiir. Bir at ortalama 25-30 y1l yasar. At yaglart 0-5, 5-10, 10-15 ve 15°den
bliyiik olarak nitelendirilip kategorize edilmistir. Atlar cesitli yas araliklarina gore

belirlenen isimlerle gruplanmistir.

o atlart = 0-5 yas araligindaki atlart,

v atlar1 = 5-10 yas araligindaki atlari,

B atlar1 >10-15 yas araligim

a atlar1 = 15 yasindan yash atlar1 sembolize eder.

Algoritma prensip olarak atlarin yasamlari boyunca sergiledikleri davranis kaliplari ile

farkli yaslardaki sosyal yasam performanslarini sembolize etmektedir. Bahsedilen 6
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davranig bicimi atlarda yas almayi temsil eder. Siirlideki atlarin konumlarina gore
uygunluk degeri hesaplanir. Bu deger iyiden kotiiye siralanarak her yineleme baginda
atlarin yaslar1 ve davraniglar1 giincellenir. Orijinal HOAya ait sdzde kod Sekil 3.11°de

gosterilmistir. Orijinal HOA nin tiim ¢alisma adimlar1 ise Sekil 3.12'de gosterilmistir.

1 : Basla

b2

: HOA parametrelerini ayarla: N, D, T™, X' X min
3 : HOA popiilasyonu olugtur
4:t=1

5 : while (iter <= T"™%) do

6 : F(Xw) hesapla Vm =1.2..... N (Uygunluk deger: hesaplama)
7: At Yagi Tayini: YAS = «,f,7.0

8: Hiz Giincellemes: Yap (Denklem 3.10. 3.11. 3.12, 3.13)

9: Pozigyon Giincellemesi Yap

10: =1+1

11: end while
12: En 1y1 sonucu dondiir

13: Bitir

Sekil 3.11.0rjinal HOA sozde kodu.
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Basla

Parametre Ayarkary

l

At Populasyonu Olugiur

L

Uygunluk Fonkiyonu Hesapla | e———

l

Atlann Yag Tayini

l

Hiz Guncelleme Hinyr

:

Pazisyon Guncelleme

<P

L)
En iyn Gozuml Dondir

l

Sekil 3.12.0rjinal HOA'nin tiim ¢alisma adimlart.
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Sonug olarak, atlar yaslarina gore siralandiginda siralanan popiilasyondaki atlardan
uygunluk degeri iyi olan atlarin ilk %10'n o atlar1 olarak secilir. Siralamaya gore
ardindan gelen %20’yisi B atlari, y ve 0 atlar1 ise kalan atlarin sirasiyla % 30 ve %
40'indan olusur. Dolayisiyla algoritma, atlarin yasamlari boyunca sergiledikleri
davranig kaliplart ile farkli yaslardaki sosyal yasam performanslarini sembolize eden
alt1 genel hareketten esinlenerek olusturulmustur. Atlara her yinelemede uygulanan
hareket denklem 3.9’a géredir. Atlarin yaslarina gore sergiledikleri davraniglar asagida

aciklanmustir.

XmIter,YAS = leter,YAS + Xm(Iter—l),YAS YAS = a,B,v,6 (3-9)

3.6.1.1. Otlatma
Atlar bitki, ot ve yem vb. gidalar otlayarak beslenen hayvanlardir. Atlar yasamlari

boyunca her yasta otlanir. Meralarda dolasarak bir giin igerisinde ortalama 16 - 20

Sekil 3.13. Atlarin otlama davranisi.

saat otlanirlar ve kisa siire dinlenirler. Uzun siiren bu otlatma hareketine siirekli yeme
hali denir. Atlarin serbest hareket ederek giiniin belirli bir kismin1 harcadiklart siirekli
yeme davranisi Otlatma davranisi olarak ifade edilir. Bu davramis Sekil 3.13°te
gosterilmistir. At her yasta ve her yone dogru otlayabilir, otlama ydnii i¢in herhangi

bir kisit bulunmamaktadir. Atin otlama hareketi algoritmada lineerligini azaltacaktir.
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Otlama davranigt Onerilen algoritmada arama uzaynin alt ve iist sinir1 kontrol etmek

icin kullanilmistir.

3.6.1.2. Hiyerarsi

Atlar kendi baglarma 6zgiir degildir. Cogu zaman insanoglunun {iistlendigi bir liderin
pesinden giderek hayatlarini siirdiiriirler. Stiriilerindeki en giiclii ve deneyimli yetiskin
at liderlik konumunda oldugundan atlar tarafindan takip edilir. Atlarin bu davranisi
Hiyerarsi olarak adlandirilir. Bu davranis Sekil 3.14’te gosterilmistir. Siirtiler halinde
yasayan atlardan bir kismi lider, kalani takipei attir. Bu durumda, HOA'daki Hiyerarsi
davranig1 siirtideki en iyi atin takip edilmesi seklinde yorumlanir. Hiyerarsiye uyan
atlar 5-15 yas araligindaki yetigkin atlardir. Calismalarda nitelendirilen orta yas 3 ve y
atlarimin (5-15 yas arasi) hiyerarsi yasasina uydugu goriilmiistiir. Bu ylizden at
siriisiinde en iyi atin yasi ve konumu oOnemlidir. Tez calismasinda Onerilen
algoritmada hiyerarsi davranist olusturulacak bireylerin en iyi konuma dogru

hizlanmasini/yonlenmesini temsil etmektedir.

el KX

Sekil 3.14. Atlarin hiyerarsi davranisi.
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3.6.1.3. Sosyallik

Atlar sosyal bir yasam siirdiirdiiklerinden baska hayvanlarla birlikte yasarlar. Bazi
atlar gruplar halinde yasarken bazilar1 da diger hayvanlarla savasir. Atlar, avcilar ve
cesitli hayvanlar tarafindan avlanabilirler. Bu sebeple siirii halinde yasamak atlarin
giivenligi acisindan 6nem tagimaktadir. Atlarin birlikte yasadigi diger hayvanlarla
birlikte temasta oldugu davranisa sosyallik davranisi denir. Sosyal olarak kalabalik
olarak yasayan atlarin tehlikeler karsisinda giivende ve hayatta kalma sansi artar. Bu
davranis, atlarin yalniz kalmadig1 ve diger atlarin ortalama pozisyonuna dogru hareket
ettigi bir davranis olarak degerlendirilir. Sosyallik davranigi 5-15 yaslarindaki atlar
tarafindan yapilir. Tez ¢aligmasinda Onerilen algoritmada Sosyallik davranisi, kesif
amacinda olan bireylerin, diger atlarin ortalama konumuna dogru bir hareket olarak
kabul edilir ve mevcut durumun ortalamasini géz Oniine alarak ydnlendirilmesini

saglamaktadir. Bu davranis Sekil 3.15°te gosterilmistir.

"\»//9

Sekil 3.15. Atlarin sosyallesme davranisi.

3.6.1.4. Taklit

Atlar birbirini taklit eder. Genel olarak geng atlar, meralarin dogru pozisyonunu ve
uygun otlama yeri bulma, savunma mekanizmas1 gelistirme vb. gibi giivenli bir
ortamda kalmalarini saglayan davranislar1 yetiskin atlardan 6grenirler. Tiim siiriilerde
oldugu gibi at siiriisiinde de iyi veya kotii huylar taklit edilebilir. Geng atlarin diger

atlar1 taklit ettigi bu siireg, atlar olgunlasincaya kadar devam eder. Atlarin taklit
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davranisi da Onerilen algoritmada en iyi ¢oziimii bulmak icin kullanilmistir. Bu

davranig Sekil 3.16’da gosterilmistir.

Sekil 3.16. Atlarin taklit etme davranisi.

3.6.1.5. Savunma

Atlarin savunma mekanizmast iki sekildedir. Atlar ya saldiridan kagar ya da
saldirganla uyum icinde yasar. Ancak ilk tepkileri kagmak olur. Ayrica, tuzaga diisme
durumunda geriye giderler. Atlar, iggiidiisel olarak kurtlar gibi diismanlarin oldugu
tehlikeli ortamlardan kacar, rakiplerini uzaklastirir ve yiyecek, su i¢in savasirlar. Boyle
bir savunma mekanizmasi, miimkiin oldugunda, gen¢ veya olgun bir atin tiim yagami
boyunca mevcuttur. Atlarin savunma mekanizmasi, onerilen algoritmada at1 uygun
olmayan pozisyonlardan uzak tutmak icin kullanilmistir. Bu davranis Sekil 3.17°de

gosterilmistir.
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Sekil 3.17. Atlarin savunma davranist.

3.6.1.6. Dolasim

Atlar yaratilis itibari ile merakli hayvanlardir. Yeni yerler kesfetmek, yasam alanlarini
tanimak amaclh gidebildikleri her yeri ziyaret ederler. Atlar yiyecek bulmak i¢in
meradan meraya dogada dolasirlar ve otlanirlar. Bir at otlamak i¢in aniden bagka bir
yere gidebilir. Bu davranis Onerilen algoritmada rastgele bir hareket olarak karsilik
bulmustur. Atlarda gezinme hemen hemen her yasta yaslarda goriiliir ve olgunluga
eristikce yavas yavas kaybolur. Onerilen algoritmada dolasma davranisi yerel bir
arama yapma durumu ve yerel minimumdan kagis durumu simgelerken, atin dolagmasi

rastgele hiz vektoriinii temsil eder. Bu davranis Sekil 3.18’de gosterilmistir.
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Sekil 3.18. Atlarin dolagsma davranisi.

Yukaridaki bahsedilen davranis kaliplari ile atlarin farkli yaslardaki hiz vektoriini

hesaplamak i¢in agsagidaki matematiksel denklemler kullanilir.

yLe = Gh* 4 DLe (3.10)

veP = GYF 4+ DUF 4+ HYF 4+ SUF (3.11)

VLY = GY 4+ DY 4+ HY 4+ §Y 4+ [ 4+ RY (3.12)
Vb = G o+ 1% + RY (3.13)

Popiilasyondaki atlarin ilk %10'a a atlar1 olarak seg¢ilir, sonraki ilk %20'lik dilimin yas1
B atlar olarak atanir, atlarin bir sonraki %30'u 7y atlar1 olarak belirtilir ve son %40
atlarin  yast & olarak atanir. Popiilasyonlardaki atlar davramiglarina gore
kategorilestirilirken uygunluk degeri agisindan en iyiden en kotiye dogru
siralanmaktadir.  Onerilen algoritmada atlarin  pozisyon maliyetlerine gore

etiketlenme/siralanma siiregleri Sekil 3.19°da gdsterilmistir.
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Sekil 3.19. HOA algoritmasinin siralama siireci.

3.6.2. Oznitelik secme problemi icin ikili at siiriisii algoritmasi

Metasezgisel yontemler Oznitelik se¢im probleminde kullanilan yaklasimlardan
biridir. Literatiirde, birgok 6znitelik se¢me yontemi, optimal altkiimeyi aramak i¢in
metasezgisel algoritmalari benimsemistir (Mafarja vd., 2017a). Orjinal HOA siirekli
uzaydaki optimizasyon problemlerini ¢6zen ve biiyiik boyutlu veride de basarili olan
bir metasezgisel algoritmadir (MiarNaeimi vd., 2021b). Tezin bu kisminda 6znitelik
se¢cim problemine uygulanmak {izere tasarlanan ve uygun Oznitelik alt kiimesini
secmesi igin gelistirilen Ikili At Siiriisii Algoritmas1 aciklanacaktir. HOA ile aym

stratejiler Ikili HOA icinde uygulanir.

Onerilen yeni yaklasimda &znitelik secimi 0 veya 1 degerlerinde olusan ikili bir vektor

olarak temsil edilir. Atlarin konumu N boyutlu bir veri seti i¢in N uzunlugunda ikili
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bir bit dizisi ile temsil edilir. Her bit bir 6zelligin segilip se¢ilmedigini temsil ederken,
bite ait degerin "1" olmasi1 o 6zelligin secildigi, "0" olmasi ise o 6zelligin se¢ilmedigini
ifade eder. Olusturulan her konum ilgili veri setinden olusturulan bir 6zellik alt
kiimesidir. Algoritma performansini iyilestirmek ve en iyi ¢6ziimii elde edebilmek i¢in

kesif ve somiirii arasinda denge kurulmasi gerekmektedir (Qasim vd., 2020).

HOA’nin ikili uzayda c¢aligabilmesi i¢in atlarin konum ve pozisyon degerlerinin
siirekli degerler yerine ikili degerler formatinda olmasi gerekmektedir. Siirekli
uzaydaki degerler c¢esitli transfer fonksiyonlar1 kullanilarak ikili uzaya
doniistiiriilebilir. Oznitelik segimi igin onerilen IKili At Siiriisii Algoritmasi
(BHOAFS) Sekil 3.12°de verilen temel HOA nin tiim adimlarini kullanmaktadir. Buna
ek olarak, siirekli degerleri ikili degerlere doniistirmek icin U-sekilli transfer
fonksiyonu (Mirjalili vd., 2020) kullanilmistir. Transfer fonksiyonu ile ayriklagtirma
stirecinde; BHOAFS algoritmast oncelikle temel HOA algoritmasindaki denklem
3.9’u kullanmaktadir. Daha sonra ise denklem 3.14’i kullanarak siirekli degerleri

ayriklastirmaktadir.
UXhy = 6 |X5]° (3.14)

Denklem 3.14’teki U-sekilli transfer fonksiyonu, & ve a olmak iizere iki kontrol
parametresi ile tasarlanmistir; & transfer fonksiyonunun egimini ve o U-sekilli transfer

fonksiyonunun havzasinin genisligini tanimlar.

U-sekilli transfer fonksiyonu da Xm,j "nin mevcut degerini ‘0’ ya da ‘1’ olacak sekilde
ikili bir ayrik degere doniistiirmektedir. Xk, 'nin ‘0’ ya da ‘1’ degerine doniistiirme
islemi denklem 3.15’te verilmistir. Son olarak aday ¢oziimiin ilgili boyutu i¢in yeni

konumu belirlemektedir.

1 rand > U(XE ),
X5 ={ (¥m,) (3.15)

0 rand < U(X5, ;).

BHOAFS Algoritmasi i¢in akig semasi Sekil 3.20°de goriilmektedir. Algoritma segilen
veri setleri igin yapilacak olan 6n isleme adimu ile baslar. Ilgili veriler uygun hale
getirildikten sonra algoritma nitelik se¢imine baglar. Belirlenen iterasyon boyunca
secilen siniflandirma algoritmasi ve uygunluk fonksiyonu sayesinde algoritma gevrimi

devam eder. Sekil 3.20°deki gibi algoritmanin durma kriteri saglandiginda, en optimal

o1



ozelliklerin secildigi kabul edilerek bu 6zelliklerin indirgenmis hali test veri setine
uygulanir. Test veri setinin boyutu nitelik se¢im islemi sonucu egitim veri setinin
iirettigi alt kiime boyutu ile azaltilir. indirgenmis test seti de kullanilan smiflandirma
algoritmasi ile simiflandirilarak, sonuglar karsilastirilir. Uygulama sonrasi niteliklerin
en az sayida, test veri seti siniflandirma dogrulugunun yiiksek ve hata oraninin diisiik
olmasi beklenir. Bu beklenti karsilandiginda algoritma sonlandirilarak, iyi bilinen

diger metasezgisel nitelik secimi algoritmalar ile kiyaslanabilir.
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Sekil 3.20. Onerilen BHOAFS icin akis semasi.
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3.6.2.1. Ikili arama uzayinda ¢6ziim popiilasyonun tasarimi
At Siirisi Algoritmasi baslangicta rastgele olusturulan atlardan bir popiilasyon
yaratarak matematiksel olarak tanimlanir. Olusturulan bu arastirma alaninda her Xq=

(Xd1, Xd2, Xd3..., Xdn ) olmak iizere n. pozisyonundaki at1 temsil eder.

d =12,..N

j=12,..,D

U(0, 1), 0 ile 1 arasinda diizgiin dagilmis rastgele bir deger iireten fonksiyon,

X}"i" ve X;"** j konumundaki arama uzaymin smnirlari olmak {izere olmak iizere ;
Xgj =X+ (X — X7 ) % U(0,1) (3.16)

denklem 3.16°da ifade edilir. X;,X,, X3, X, ..... X, her bir X atin konumunu temsil

J

eden bir vektor dizisini, x; Xj atinin i. bitini gdstermek tlizere; arama uzayindaki at

popiilasyonun ikili temsili denklem 3.17’deki matris ile gosterilir.

X1,1 X1,2 Xl,D
X X v X

At Popiilasyonu = 21 22 2:'D (3.17)
XN,l XN,Z XN,D

Xi ¢oztimii Xi =[0.59, 0.17 0.32,0.95, 0.85, 0.50, 0.77] olmak iizere

Ikili X; = [1,0,0,1, 1,0, 1] olarak temsil edilir. Ikili X; ‘ye ait bu temsili daha net
aciklarsak, ikili diziden birinci, dordiincii, besinci ve yedinci 6zelliklerin olusturulan
ozellik alt kiimesinden secilmesi gerektigi ikinci, tiglincii ve altinci Ozelliklerin
secilmemesi (kullanilmamasi) gerektigini ifade eder. Yani ikinci, {iglincli ve altinct

Ozellikler ortadan kaldirilmalidir. Bu durum Sekil 3.21 ile 6rneklenmistir.

Ikili olarak temsil edilen arama uzayinda BHOAFS deki atlarmn hareketi asagidaki
denklem 3.18 ile hesaplanr.

A= xF e (xky —xF) i= 1,2,..,N (3.18)
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burada x¥ ve x/*1, i'nci atin sirasiyla k ve k+1 iterasyonundaki konumlaridir. x%,;, en

iyi atin arama uzaydaki konumudur. 0, 0 ile 1 arasinda diizgiin dagilmis rastgele bir

say1 ve N ise atlarin sayisidir (Awadallah vd., 2022).

#1.Nitelik #12 Nitelik

l |

0 0 1 1 1 0 1 0 1 0 1 0

]

Secilen Nitelik Secilmeyen Nitelik

Sekil 3.21.Temsili bir ikili ¢oziim vektorii (Turabieh, 2019).

3.6.2.2. Simiflandiricr algoritmasi ve uygunluk degerlendirmesi

Uygun oOznitelik alt kiimesi elde edilmesi i¢in olusturulan ¢oziimlerin
degerlendirilmesi gerekmektedir. Oznitelik belirlerken ikili operatdrlerle calisan
algoritmalar ¢6ziim uzayinda 0 ve 1’ler ile ¢alistifindan siirekli uzayda c¢alisan
algoritmalardan daha basarililardir. Her iterasyonda, algoritma segilen 6znitelikleri
kullanarak olusturulan alt kiimenin basarisi k-NN, SVM gibi bir siiflandirici ile
degerlendirilir. Onerilen algoritmada k-NN ve SVM gibi bir smiflandiricilari

kullanilmistir.

k-NN Siniflandirici: K-NN siniflandirmasi igin veriler k=5 ile siniflandirilmis ve

egitim seti sonuclar1 10 kat ¢apraz dogrulama ile elde edilmistir.

SVM Smiflandirici: SVM i¢in RBF Kernel yontemi kullanilmigtir. Kernel Trick
yontemi ile RBF Kernel ad1 verilen yontem, normal dagilimla her bir noktanin belirli
bir noktaya ne kadar benzer oldugunu hesaplar. Cok sinifli veri kiimeleri i¢in, SVM
bire karst hepsi stratejisiyle uygulanmistir. Egitim seti sonuglar1 10 kat capraz

dogrulama ile elde edilmistir.

Siniflandiricilar kullanilarak yapilan degerlendirme veri setleri icin calistirilarak,
hangi siniflandirma algoritmasmin daha basarili oldugu tespit edilmistir. Atlarin

konum vektoriindeki siirekli degerler ikili degerlere doniistiiriiliirken, gelistirilen
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algoritmada uygunluk fonksiyonu, hesaplanan deger ve Kkalitesine gore at
popiilasyonundaki ikili tanimlanan at ¢éziimlerindeki bitsel islemin 0’dan 1’ e ya da
1’den 0’a doniistiiriilmesi gerektigine karar verilmektedir (Kennedy & Eberhart,
1997). Literatiire gore siirekli arama uzayindan ikili arama uzayina doniistiiriilen
algoritmalar i¢in aday bir ¢6ziimiin uygunlugu hesaplanirken, alt kiimedeki 6znitelik
sayist da goz Oniline alinmalidir. Ancak test kiimesindeki hatay1 artirmadan 6znitelik
sayisin1 azaltmak hedeflendiginden, hem dogrulugun hem de ilgili veri setindeki
Ozniteliklerin sayisi ile indirgenmis veri setinin 6znitelik sayis1 kullanilarak Uygunluk

Fonksiyonu olusturulmalidir (Mafarja vd., 2017b), (Bas & Ulker, 2020).

Ikili optimizasyon y&nteminin amaci degerlendirilen bu siniflandirma basarisi
arttirirken, secilen Oznitelik sayisin1 en aza indirgemektir. Kisaca basar1 en yiiksek
siiflandirma dogrulugu elde ederken, en az 6znitelik segimi olarak degerlendirilir. Iki
ayrt amacin basarilmasi gereken bu durum ¢ok amagli bir problem olarak
degerlendirilir. Uygunluk fonksiyon formiilii ise en yiiksek siniflandirma dogruluguna
erismek ve en az dznitelik se¢imini olusturacak sekilde denklem 3.19°da ifade edildigi

gibi uygulanmustir.

S = [0,1] arasinda sabit bir deger

B = 1-S,

D = ilgili siniflandirma algoritmasina ait dogruluk degeri,
R = segilen 6znitelik sayisi,

C = toplam &znitelik sayisi olmak iizere

algoritma i¢in uygulanacak olan uygunluk degeri denklem 3.19’daki gibi ifade edilir.

C—R

Uygunluk degeri f(X,,) = S*D + B * (3.19)

Atlarin BHOAFS’deki konumlari olusturulduktan sonra, bu konumlara ait uygunluk
degeri f(X,,), Vm =1, 2, ..., N olmak tizere uygunluk fonksiyonu kullanilarak
hesaplanir. Uygunluk fonksiyonun en yiiksek degerini elde edecek sekilde olusturulan
Oznitelik alt kiimesi hedeflenen ideal alt kiime olarak kabul edilecektir. At siiriisiindeki
her at popiilasyona ait yeni bir ¢dzliim irettiginde bu ¢oziimiin degerlendirmesi

siiflandiricilar ve uygunluk fonksiyonu ile tekrar hesaplanmistir.
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3.6.2.3. Atlarin arama stratejisi
Atlarin yasam dongiisii i¢indeki davraniglar1 yaslari ile bagmtili olarak cesitli
sekillerde sembolize edilmistir. HOA algoritmasindaki davranis durumlart BHOAFS

algoritmasi ile asagidaki gibi iliskilendirilmistir.
* [ ve y atlar1 i¢in hiyerarsi faktori

* B ve vy atlan i¢in sosyallik faktorii; atlarin iyi atlarin ortalama pozisyonuna

konumlanmasi
+ v atlar i¢in taklit faktorii; en iyi atin pozisyonuna dogru konumlanmasi
* 0, B ve y atlar1 i¢in savunma faktorii; atlarin kotii pozisyondan uzaklagsmast

* 0 vevy atlar1 i¢in dolasim faktorii; genel arama i¢in atlarin farkli konumlar1 dolagsmasi

olarak temsil edilmistir.

Popiilasyonlardaki her at, yasina gore asagidaki dort siniftan birine ayrilir: 9, 0-5 yas
arasi atlart, y 5 ila 10 yas aras1 atlari, B 10 ila 15 yas arasi atlari, a ise 15 yagindan
biiylik atlar1 temsil eder. Her yinelemede, asagidaki kurallara gére popiilasyondaki

atlarin yaslar giincellenir.

o atlan

a atlart siiriiniin o andaki en iyi konumunu temsil eder ve siiriiyli yonlendirirler. Yerel
arama stratejisindeki en dnemli atlardir. Arama uzayindaki muhtemel en iyi ¢oziime
yakin olduklar diisiiniildiigiinden a atlari, bulunduklar1 yerde ultra yiiksek hassasiyetle

kiiresel optimumu bulmak amacli yerel bir aramaya baslar. Kiiresel en iyi ile

»n?»

» »
Aoy P

Sekil 3.22. a atlar1 i¢in arama stratejisi

‘ Kiiresel En Iyi

\ B

>

a
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arasindaki mesafe 6l¢iimii neticesinde bit degisikligi yapilarak bir sonraki iterasyona

hazirlanip yeniden konumlandirilir. Bu atlara ait temsili gosterim Sekil 3.22°de
gosterilmistir.

p atlan
B atlart, a atlarina en ¢ok benzeyen atlardir ancak onlardan daha iyi pozisyonda olan

optimal konumlar1 dikkatlice aramakla gorevlendirilmistir. B atlari o atlarinin
komsulugunu temsil etmektedir. o atlarininin etrafindaki optimumu bulmay1 saglar.
Bu sebeple kiiresel en iyi ile her bir atin arasindaki mesafe Minimum Mesafe
Fonksiyonu ile o6lgiilerek, belirlenen bir k katsayisi ile, k kadar biti degistirilerek bir

sonraki iterasyona aktarilirlar. Bu atlara ait temsili gosterim Sekil 3.23’te

n?h

» 2

gosterilmistir.

. Kiiresel En fyi

Sekil 3.23. f atlar1 i¢in arama stratejisi.

y atlan
v atlar1 a atlarina dogru ilerlemezler. Bu sebeple yeni yerler arama ve yeni olast kiiresel

optimum konumlart bulma konusuyla daha ilgililerdir. y atlar1 kiiresel aramaya daha
yatkin olduklari i¢in mevcut y atlarinin Siirti Merkezi Bulma Fonksiyonu ile merkez
noktasi bulunarak, her bir y at1 ile arasindaki mesafe 6l¢iimii yapilir. Bu Olciiye gore
belirlenen k kadar bit degisikligi sayesinde kiiresel en iyiyi ararken siiriiniin

cesitlenmesini saglarlar. Bu atlara ait temsili gosterim Sekil 3.24’te gosterilmistir.
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Sekil 3.24. y atlar1 i¢in arama stratejisi.

0 atlan

o atlar1 pozisyon itibari ile siirliniin o anki en kotii konumuna sahiptir. Bu konumu
mevcut yerel optimuma dogru iyilestirmek yerine, bagka yerel optimumlar1 bulmak ve
kiiresel optimuma ulasabilmek i¢in gelistirmek siirtideki ¢esitliligi arttirir. Bu sebeple
o atlar1 kesif asamasi i¢in daha uygundur. 6 atlarinin her bir iterasyonda rastgele
olusturulan bir degerle bitsel isleme girerek siirlinlin kesif kabiliyetinin arttirmasi

amaglanmaktadir. Bu atlara ait temsili gdsterim Sekil 3.25°te gosterilmistir.
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Heniiz Kesfedilmemis
Yerel En Iyi

Mevcut

Yerel En Iyi

Sekil 3.25. § atlar1 i¢in arama stratejisi.

Atlara ait genel arama stratejilerinin 6zet hali Tablo 3.2’de gosterilmistir.
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Tablo 3.2. Atlarin arama stratejileri genel bakis.

Atlarin Etkili
Davranis Otlama Hiyerarsi Sosyallik Taklit Savunma Dolasma Onerilen Algoritma Islemi Arama
Modeli Yontemi

19

En iyi Pozisyonda bulunan at oldugu igin yerel

Yerel
o atlar X X aramayla kiiresel en iyiden farkli bir bitini
. Arama
degistirerek konumlanir.
Yerel ve

Kiiresel en iyi ile her B atmin arasindaki mesafe
B atlar1 X X X X o Kiiresel
olgiilerek k kadar biti degistirilerek konumlanir.
Arama

vy atlarinin merkez noktasi bulunarak, her bir y at1

ile arasindaki mesafe 6l¢limii yapilir. Bu dlglime Yerel ve
y atlar1 X X X X X X gore siirliniin alakasiz bir bolgeyi degil mevcut Kiiresel

bolgeyi 1iyi tarayacak sekilde k kadar biti Arama

degistirilerek konumlanir.




29

Tablo 3.2.(Devami) Atlarin arama stratejileri genel bakis.

Atlarin Etkili
Davranis Otlama Hiyerarsi Sosyallik Taklit Savunma Dolasma Onerilen Algoritma Islemi Arama
Modeli Yo6ntemi
& atlart her bir iterasyonda rastgele olusturulan bir
Kiiresel
d atlart X X X degerle bitsel isleme girerek siiriiniin  kesif
Arama

kabiliyetinin arttirir.




3.6.2.4. Yerel arama tabanh pozisyon giincelleme stratejisi

Her at bulundugu konum itibari ile iki amaca hizmet eder. Bu amaglar:

e Bulundugu konumuna ait yerel arama yapmak ve bu konumun en iyisini ¢6ziim
olarak isaretlemek,

e Iterasyon boyunca bulunan ¢dziimlerin en iyisini segmektir.

Atlar iterasyona rastgele konumlanarak baslarlar. Her at, Tablo 3.2’teki davraniglardan
hangisi ile etiketli ise o davranisa ait iglemleri gergeklestirir. Bu davraniglari
degerlendirmek ve bir sonraki pozisyonu belirleyebilmek i¢in uygunluk fonksiyonu

kullanilir.

Tasarlanan BHOAFS Algoritmasinda her bir at 6znitelik se¢cimi probleminin olas1 bir
¢Oziimii, at pozisyonuna gore elde edilen Oznitelik alt kiimesi ile galigtirilan
smiflandirma algoritmasinin  dogrulugu ise ¢oziimiin kalitesini belirtir. Atlar
pozisyonuna gore yerel coOziimler sunarlar, her bir ¢oziim de atin kalitesi ile
iligkilendirilir. Yerel ¢oziimlerin en iyileri iterasyon boyunca giincellenir. a ve B atlari
kesfedilen ¢oziimlerden faydalanma (exploitation) isleminde, 6 ve y atlar ise kesif

(exploration) slirecinde gorev alir.

3.6.2.5. Siirii merkezi bulma fonksiyonu(SMF)

Onerilen algoritma i¢in hem genel arama stratejisi ile heniiz kesfedilmemis noktalarin
kesfi hem de ¢6ziim uzayinda dolasirken mevcut durumdan alakasiz noktalara gitmeyi
engellemek amaciyla tasarlanan fonksiyonda, siirii igindeki bazi bireylerin merkez
noktas1 bulunarak, sec¢ilen bireyler ile aralarindaki mesafe ol¢timii yapilir. Bireyler
belirlenen bir k sabiti ile mevcut konumlarindan belirli uzakliktaki bagka bir noktaya
yonlendirilir. Bu islem sayesinde kiiresel en iyiyi ararken siiriiniin ¢esitlenmesi de

saglanir.

Esit uzunluktaki iki dizi arasindaki Hamming mesafesi, birbirlerine karsilik gelen
sembollerin farkli oldugu konumlarin sayisidir. Bu nedenle Hamming mesafesi iki at
arasindaki mesafeyi 6lgmek i¢in kullanilabilir. X ve Y iki atin konumu temsil eden

ikili bit dizeleri olmak iizere;

X ve Y atlarmin birbirleri ile olan mesafesi denklem 3.20’°de goriildiigii iizere X XOR

Y islemi ile ortaya ¢ikan sonuca esittir (Y. Chen vd., 2015).
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h(X,Y) = Z(xi @y, (3.20)

XL X2, X" her bir X atin konumunu temsil eden bir vektor dizisini, xl] X! atinin

i. bitini gostermek tizere; Xc n adet atin kiime merkezini gosterir ve denklem 3.21 ile

temsil edilir (Kohavi & John, 1997).

N
1 .
Xc = {c1,c2,.....,cN | Eger —Z(x! 50.5) ci=1
n l
=1 (3.21)

degilse ci=0}

Atlar iterasyona rastgele konumlanarak baslarlar. Her at, pozisyonuna uygun davranisa
ait iglemleri gergeklestirir. Bu davranislart degerlendirmek ve bir sonraki pozisyonu

belirleyebilmek i¢in uygunluk fonksiyonu kullanilir.

3.6.2.6. Minimum mesafe fonksiyonu

Onerilen algoritma igin yerel arama stratejisi amaciyla tasarlanarak iki aday atin
birbirine olan benzerligini/yakinlig1 6l¢cen fonksiyonda, siirii i¢indeki konumlari 1yi
olan bireylerin mevcut konumlar1 kaybedilmeden iyilestirme yapilarak bir sonraki
iterasyona iletilme amaci glidiilmistiir. Birbirine en yakin veya komsu olan iki
kaynagin mesafesi belirlenen bir k degerinden kiiglikse, bu kaynaklardan uygunluk
degeri daha diisiik olan yeniden olusturulur. Fonksiyonun caligma mantig1 Sekil
3.26’da temsil edilmistir. Bu islem her iterasyonda segilen bireyler i¢in tekrar yapilir.
Buradaki amag siiriiniin ilklendirilmesi sirasinda, rastgele degil o ana kadarki gelinen
optimal nokta potansiyelini kaybetmeden mevcut kaynagi yeniden olusturmaktir.
Boylelikle siirii ile ilgili en 6nemli sorun olan erken yakinsama Onlenir ve ¢esitlilik
artirtlir. Ayrica, onerilen fonksiyon ile kiiresel arama kapasitesi azaltilmadan daha

kapsamli yerel arama yapilmasi saglanmaistir.

Literatiire gore k degeri 6znitelik se¢cimi yapilacak veri seti boyutu N olmak tizere N/3
veya N/2 olarak belirlenmistir. Onerilen algoritmada veri setinin yiiksek boyutlu

oldugu durumlar igin N/3 olarak kullanilmigtir (ZAIMOGLU vd., 2020).
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Ikili At Poptilasyonu
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Yeni Aday Gozim

Sekil 3.26. Minimum mesafe fonksiyonu.

3.6.2.7. Kaotik ikili HOA algoritmasi

Kaotik degiskenler baslangic kosullarina gore belirli araliklardaki tiim durumlar
tekrar etmeden gecebilirler. Kaotik say1 dizilerinin yapilandirilmasi ve olusturulmasi
hizli ve kolaydir (Abdel-Raouf vd., 2014). Bu davranislarindan dolay1 kaos aramasi,
rastgele aramaya gore tepeye tirmanma ve yerel optimumdan kagma konusunda daha
iyidir. Bu nedenle bir ¢ok optimizasyon algoritmasinda temel hareket islevini veya
denklemlerde kullanilan stokastik degiskenleri giincellemek i¢in kaos haritalar
kullanilmistir. Literatiir ¢alismalar1 incelendiginde, kaotik haritalar optimizasyon

algoritmalarinda iki sekilde uygulanmistir :

Rastgele Say1 Ureticisi: Baslangic popiilasyonunun olusturulmasinda, sezgisel
denklemlerde katsay1 olarak ya da birey se¢imi yaparken olasilik degeri olarak kaotik

sistemlerden {iiretilen degerler kullanilabilmektedir.

Yerel Arama Teknigi : Kaotik arama, arama davranigini zenginlestirmek, kiiresel
yakinsamanin iyilestirmek ve yerel optimuma sikisip kalmamak i¢in metasezgisel

prosediirlerin igine dahil edilmektedir (Ewees vd., 2019).

Oznitelik se¢im problemi igin &nerilen Kaotik Haritali Ikili HOA Algoritmasinda
(BCHOAFS) BHOAFS algoritmasinin nitelik se¢im performansini iyilestirmek ve
kararliligin1 arttirmak amaciyla tek boyutlu bes kaotik harita rastgele sayi iireteci

olarak arama islemi baslangicinda kullanilmistir. Onerilen BCHOAFS algoritmast igin
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secilen kaotik haritalarin tiimii i¢in baslangi¢ degeri 0.7 olarak ayarlanmistir (Sayed,
Hassanien, vd., 2019a). BCHOAFS algoritmasi, kaotik haritalar kullanilarak N adet at
igeren rastgele bir say1 dizisi tiretir. Her at, verilen 6znitelik se¢im problemi ig¢in

popiilasyonda bir ¢6ziimii temsil eder. Popiilasyon ise denklem 3.22 kullanilarak

olusturulur:
xF* = xF + Cmap * (xfostmorse — xF) i = 1,2,....,N (3.22)
burada x¥ ve x¥*!, imci atin sirasiyla k ve k+1 iterasyonundaki konumlaridir.

XK osthorses € iyl atin uzaydaki konumudur, ve N ise atlarin sayisidir. Cmap ise kaotik
harita ile liretilmis € [0, 1] degerdir. Her arama uzayinda kesif ve somiirii asamalari
icin iyi sonuclar elde etmek ve optimal kiiresel ¢oziimii bulmak amacli 6nerilen
algoritmanin performansini iyilestirmek icin 6 parametresi, kaotik haritadan elde
edilen degerle Cmap degeri ile denklem 3.22°teki gibi degistirilir. Sekil 3.27°de
BCHOAFS sozde kodu goriilmektedir.
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1: Basla

2: Cragp olarak kaotik haritalar clugtur ve popiilasyonlan aday at konumlaryla baglat
X;,1=12._.n

3: n athk bir at popillasyom olugtur (30.)

4: Her at ¢oziimiintn uygunluk deferini hesapla (Denklem 3.19)

3: En iyl at ciziimi olarak en ivi uvgunluk: deferine szship olan ah seg(3.. )

6: while (iter== Max...) do

T: for each popiilasyondaki her at igin do

8: Her X atim uygunluk fonksiyvonu = Fimessy; 1le degerlendir
ve Fitnessyi*yi bul (Denklem 3.19)

G- if Fitness () = =Fimess(Mee) ve | Xi | Koo | ise

10: Nbest - 3, ve Fitness(3p..) = Fitmess (30

11: SMF (Denklem 3.21)

12: end if

13: if SMF (Kpew - X0 )= SME (pe)

14: Cézim uzavimda 371 ven clugturlan M. ile defmstir

15: end if

16: end for

16: for j = 1: numbers of horse

18: for k = 1: mumbers of horse

19: Calenlate X5 =X ¢ + Cup ® (Kpew - Xi*), 1=1,..10

20: if Crup=0.3

21: et = =0

22 else

23: et X ™ =0

24 end if

25 end k;

26: end j;

27 Betrer =iter +1

28:end while

2% return best solufion

30:end

Sekil 3.27. BCHOAFS s6zde kodu.
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3.6.2.8. BHOAFS algoritmasi temel kabulleri

Tasarlanan BHOAFS Algoritmasinda her bir at nitelik se¢imi probleminin
olas1 bir ¢6zliimii, at pozisyonuna gore elde edilen Oznitelik alt kiimesi ile
calistirllan smiflandirma algoritmasmin dogrulugu ise ¢oziimiin kalitesini

belirtir.

Atlar pozisyonuna gore yerel ¢oziimler sunarlar, her bir ¢éziim de atin kalitesi
ile iligkilendirilir.

Yerel ¢ozlimlerin en iyileri iterasyon boyunca giincellenir.

a ve P atlar kesfedilen ¢oziimlerden faydalanma (exploitation) isleminde, &

ve vy atlar1 ise kesif (exploration) siirecinde gorev alir.

Algoritmaya Ait Parametrik Degerler

At Popiilasyonu Sayisi: 20
fterasyon say1s1: 100

Rastgele popiilasyon olusturma orani: Oznitelik seciminde Parato Law
kurallar1 kullanilarak rastgelelik saglanmistir. Bu kurala gore bitler baslangic

asamasinda %80’ini 0, %20’si 1 olacak sekilde ayarlanmustir.

Egitim ve Test Kiimesi: Veri setlerinin  %90’1 egitim, %10’u test icin

ayrilmigtir. Egitim ve test kiimesindeki veriler rastgele secilmistir.

k-NN ve SVM siniflandirict olarak kullanilmis ve sonuglar 10 kat gapraz

gecerleme ile elde edilmistir.

Uygunluk Fonksiyonu: Oznitelik se¢imi probleminde ki uygunluk fonksiyonu,
sadece smiflandirma dogruluguna degil ayn1 zamanda secilen 6zniteliklerin
sayisina da baghdir. Elde edilen iki 6znitelik alt kiimesinden dogruluk degeri
daha yiiksek olan tercih edilir. Ancak, iki alt kiime ayni1 dogruluk degerine

sahipse, i¢lerinden 6znitelik sayis1 daha az olan ¢6ziim tercih edilir.
Uygunluk fonksiyonunda kullanilan S katsayis1 0,0005 olarak belirlenmistir.

Durma Kriteri / Algoritmanin Sonlandirma Kosulu: Algoritmaya ait
sonlandirma kosulu maksimum iterasyon sayisina ulasmak olarak

belirlenmistir.
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e Bilgisayar durumu: ilgili ¢aligmalarda belirtilen Onerilere gore, Pyton 3.9
versiyonu ile kodlanarak 4GB RAM, Intel(R) Core(TM) i5-2450M 2.5 GHz
CPU igeren bir bilgisayar kullanilarak ¢alistirilmistir.

e Egitimi tamamlanan model 10 kat ¢capraz dogrulamada ayrilan test veri kiimesi
ile test edilip modelin dogrulugu 6l¢iiliir. Dogrulanan modele ait siniflandirma

basarisi degerlendirilerek akis tamamlanur.

3.6.2.9. Kullanilan veri setleri ve degerlendirme metrikleri

Gelistirilen algoritmanin degerlendirilmesi i¢in UCI veri deposundan alinan farkli
nitelik ve boyuttaki 20 farkli boyuttaki veri setleri kullanilmistir. Bu veri setleri nitelik
sayisina gore diisiik, orta ve biiyiikk boyutlu olmak iizere 3 farkli kategoride

degerlendirilmistir. Ilgili veri setlerine ait dzellikler Tablo 3.3’te belirtilmistir.

Tablo 3.3. Kullanilan veri setleri.

Veri Seti Tiirii Veri Seti Adi Nitelik Ornek Siif
Sayisi Sayisi Sayist
Diisiik Boyutlu Veri Iris 5 150 3
Diabets 9 768 2
<=19 Wine 13 178 3
Hepatitis 19 155 2
Vehicle 18 846 4
Zoo 16 101 7
Heart 13 270 2
Breast Cancer 11 699 2
Orta Boyutlu Veri lonosphere 34 351 2
>20 ve <=90 Lung-Cancer 56 32 3
Sonar 60 208 2
BreastEW 30 569 2
Movementlibras 90 360 15
Soybean Small 35 47 4
WaveformEW 40 5000 3
Biiyiik Boyutlu Veri >90  Arrhythmia 279 452 16
Hillvalley 101 606 2
Clean 166 476 2
Semeion 256 1593 10
CNAE 856 1080 9
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Algoritmaya ait ortalama degerlere ait denklemler asagidaki gibidir.

Siniflandirma dogrulugu ortalamasi
Algoritma N kez calistirildiginda segilen 6zellik kiimesi verilen siiflandiricinin ne

kadar dogru oldugunu gdsteren bir gostergedir ve denklem 3.23°deki gibi hesaplanir.

N
1
AvgAcc = NZ(Angcck ) (3.23)

=1

Secilen ozelliklerin ortalamasi
D veri seti boyutu olmak iizere algoritma N kez calistirildiginda secilen 6zelliklerin

ortalamasinin bir gostergesidir ve denklem 3.24’deki gibi hesaplanur.

1 z AvgAcck
AvSelectionAtt = N (gT> (3.24)

Ortalama uygunluk fonksiyonu
Fitk uygunluk fonksiyonu olmak iizere; Algoritma N kez ¢alistirildiginda elde edilen
uygunluk fonksiyonunun ortalama degerinin bir gostergesidir ve denklem 3.25’teki

gibi hesaplanir.

1 N
mean = NZ(fitk) (3.25)

Algoritmanin performans degerlendirmesi i¢in literatiirde cesitli istatistiksel yontemler
bulunmaktadir. Tez ¢alismasinda bu yontemlerden Friedman ve Wilcoxon Testleri

genel degerlendirmeyi yapmak i¢in kullanilmistir.

Friedman ve wilcoxon testi

Friedman Testi siral1 veriler veya normal dagilmayan bir araliktaki 6l¢ekli degiskenler
icin kullanilan, parametrik olmayan ancak bagimli gozlemlerde kullanilabilen bir
yontemdir ~ (McCrum-Gardner,  2008).  Friedman  testi  algoritmalarin
karsilagtirilabilirligini anlamak igin yaygin olarak kullanilmaktadir (Conover, 1999).
Ikiden fazla &rnegin bulundugu durumlarda kullanilan Friedman Testi, siniflandirma

basar1 metriginin ortalama degerlerini kullanarak degerlendirme yapar.
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HO: Karsilastirilan algoritmalar birbirinden farkli degildir.

HI1: Karsilastirilan algoritmalar birbirinden farklidir mantigir ile iki hipotez

bulunmaktadir.

Sonucun dogru olabilmesi i¢in alternatif hipotez H1'i ve sifir hipotezi HO'1 belirlemek
Oonemlidir. Sifir hipotezi olarak bilinen iddia, sik sik karsilastirilan algoritmalar
arasinda hicbir fark olmadigimi gosterir. Alternatif hipotez ise karsilastirilan

algoritmalar i¢in birbirlerinin varyasyonlar1 oldugunu ifade eder.

Literatiirde kullanilan parametrik olmayan bir diger istatistiksel test yontemi ise
Wilcoxon Isaretli Siralar Testi’dir. Wilcoxon Isaretli Siralar Testi dnerilen algoritma
icin calistirllan veri setleri sonuglar1 kullanilarak, iyi bilinen algoritmalar ile
kiyaslanmistir. Kiyaslanacak iki algoritmanin veri setlerinin tamami i¢in sonuglari
degerlendirilerek aralarindaki iliski belirlenen giiven degeri ile degerlendirilmis ve
anlaml1 bir fark olup olmadig1 belirlenmistir. Bu tez kapsaminda da Wilcoxon Isaret
Testi uygulamasinda literatiirce en sik kullanilan 0,05 (p-degeri) giliven seviyesi
belirlenmis ve deneysel ¢alismalarda bu deger kullanilmistir (Taheri & Hesamian,
2013). Test neticesinde hesaplanan p-degeri 0,05 giiven seviyesinden biiyiik bir deger
olarak hesaplandiginda bu sonug, degerlendirilen sonuglar arasinda istatistiksel agidan
bir farklilik olmadigi anlamina gelmektedir. Giliven degeri 0,05’ten kii¢iik
hesaplandiginda ise kiyaslanan algoritmalar arasinda istatistiksel olarak anlamli bir
fark vardir sonucu ortaya ¢ikmaktadir. Bu fark kiyaslanan algoritmalarin basarisi
acisindan degerlendirildiginde anlamli olarak birbirinden farkli sonucunu ortaya

cikarir.

Bu tez ¢alismasinda onerilen algoritmanin ¢esitli veri setleri ile ¢alistirildiginda elde
edilen sonuglarinin iyi bilinen algoritmalar ile kiyaslanmasi amactyla Friedman ve
Wilcoxon Testleri kullanilmis ve algoritmanin genel performans degerlendirilmesi

yapilmistir.
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4. ARASTIRMA BULGULARI VE TARTISMA

Bu béliimde nitelik se¢imi problemi icin gelistirilen Ikili At Siiriisii Algoritmasi
(BHOAFS) ile ikili Kaotik At Siiriisii Algoritmasinin (BCHOAFS) performansi
dl¢iilmiistiir. Boliim dort ana basliktan olusmaktadir. ilk olarak BHOAFS’ nin k-NN
(BHOAFS-k-NN) ve SVM(BHOAFS-SVM) siniflandiricilar ile olan performanslari
veri setleri lizerinde calistirilarak degerlendirilirken, ikinci boliimde daha iyi sonuglar
tireten BHOAFS-K-NN’in kararlilig1 arttirmak amagh kaotik haritalar ile birlestirilerek
onerilen BCHOAFS algoritmasinin performansi degerlendirilmistir. Ugiincii boliimde
sonuglar hem 6nerilen algoritmalar arasinda hem de literatiirce iyi bilinen algoritmalar
ile kiyaslanmistir. Dordiincii boliimde ise deneysel calismalarin cesitli istatistiksel

testleri yapilarak gelistirilen yontemin performansi dogrulanmistir.

4.1. BHOAFS’nin Performansi

Sarmalayic1 tabanl nitelik se¢imi probleminde, segilen 6zelligi degerlendirmek i¢in
bir siniflandirictya ihtiya¢ duyulur. Hangi 6zelliklerin secilecegi belirlendikten sonra
siiflandirma islemi kullanilarak 6zelliklerin kullanilabilirligi 6lgiiliir. Verinin
ozelligine bagli olarak tercih edilen siniflandirma yontemi se¢imi, algoritmanin tahmin
dogrulugunu arttirabilir ve tahmin i¢in gereken hesaplama maliyetini azaltabilir.
Uygun olarak secilemeyen siniflandirma algoritmasi tiim bu durumlarin aksine de

neden olabilmektedir.

Veri madenciligi siiregleri ile makine 6greniminde yaygin olarak kullanilan k-NN ve
SVM, en etkili siniflandirici algoritmalarindandir (Wu vd., 2008). Yapilan ¢aligmalar
incelendiginde Oznitelik se¢im algoritmalarinda farkli veri tipleri igin farkh
smiflandiricilar kullanilmistir (Albashish vd., 2021) (Sahran vd., 2018) (Sarafrazi &
Nezamabadi-pour, 2013) (Silva vd., 2011)(Sun vd., 2012). Son yillarda yapilan
calismalarda ise veri kiimesi iki sinif igeriyorsa SVM'yi, ikiden fazla sinif igeriyorsa
K-NN siniflandiricisini tercih eden algoritmalar bulunmaktadir (Bas & Ulker, 2020).
Onerilen ydnteme ait deneysel calismalar kapsaminda k-NN ve SVM smiflandiricilart
ile ayr1 ayn calistirllarak performansinin degerlendirildigi bu bdéliimde, iki farkl

siniflandirict kullanilarak onerilen BHOAFS algoritmasi i¢in hangi siniflandiricinin



daha iyi performans gosterdigi dl¢iilmiistiir. Onerilen BHOAFS algoritmasi, k-NN ve
SVM kullanilarak UCI deposundaki diisiik, orta ve biiylik dlgekli iyi bilinen veri
kiimeleri lizerinde ayr1 ayri test edilmistir. Boylece BHOAFS'nin siiflandirma

performansi agisindan en basarili versiyonu belirlenmeye ¢alisilmistir.

BHOAFS, secilen veri kiimeleri igin 6n isleme adimiyla baslar. Ilgili veriler uygun
hale getirildikten sonra egitim seti ve test seti olmak tizere iki kisma ayrilir ve orijinal
veri setinden Ozniteliklerin bir alt kiimesi olusturulur. Olusturulan alt kiime
kullanilarak belirlenen iterasyon sayisinca algoritma, segilen siiflandirma yontemi ile
uygunluk fonksiyonu hesaplanarak degerlendirme islemine devam eder. Egitim veri
kiimesi tarafindan olusturularak kullanilan alt kiime boyutu test veri kiimesinin de alt
kiimesi olarak kullanilir. Indirgenmis test seti de kullanilan smiflandirma algoritmasi
ile smiflandirilir ve sonuglar degerlendirilir. Algoritmanin durdurma kriteri

karsilandiginda en uygun 6zellikler kabul edilir ve siire¢ tamamlanir.

Onerilen algoritma BHOAFS Tablo 4.1‘de 6znitelik secimi yapmadan ve dznitelik
se¢imi yapilarak elde edilen siniflandirma dogrulugu k-NN ve SVM igin ayr1 ayri
goriilmektedir. UCI deposundan aliman 20 veri seti i¢in uygulama g¢alistirilmistir.
BHOAFS sonuglarina gore veri kiimelerinin ¢ogu i¢in hem k-NN hem de SVM i¢in
benzer sonuglar vermistir. k-NN ile siniflandirilan BHOAFS algoritmasinin Iris,
Diabetes, Wine, Vehicle, Heart, Soybean Small, Sonar, BreastEW, Movementlibras,
Hillvalley, Clean ve Semeion veri setlerinde daha iyi sonuglar verdigi goriilmiistiir.
Hepatit, Zoo, Ionosphere, WaveformEW ve Arrhythmia veri kiimeleri icin SVM ile
siniflandirilan BHOAFS’nin daha iyi performans gosterdigi gozlenmistir. Breast
Cancer , Lung Canceri ve CNAE veri kiimeleri i¢in hem k-NN hem de SVM
siiflandiriclart ayn1 sonuglar1 vermistir. Deneysel sonuglar k-NN'nin siniflandirma

performansinin SVM'den tistiin oldugunu gdstermistir.

Tablo 4.2°de onerilen yontemin 1yi bilinen metasezgisel algoritmalar ile ortalama
uygunluk fonksiyonu karsilagtirmasi goriilmektedir. BHOAFS-k-NN i¢in Wine,
Vehicle, Heart, Soybean Small, Lung-Cancer, Sonar, BreastEW, Movementlibras,
Hillvalley, Clean ve CNAE veri kiimeleri daha diisiik uygunluk sonuglar1 iiretmistir.
BHOAFS-SVM, Hepatit, Zoo, Breast Cancer, lonosphere, WaveformEW, Arrhythmia
ve Semeion veri kiimeleri i¢in daha diisiikk uygunluk sonuglari {iretmistir. Elde edilen
sonuclara gore k-NN siniflandirma algoritmasi biiyiik olgekli veriler i¢in daha

performansl sonuglar liretmektedir. Bahsedilen performans 6l¢iisii daha yiiksek bir
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dogruluk degerine ve daha diisiik bir nitelik se¢cimi sayisina sahip olma durumudur. Bu
durum denklem 3.19’a gore hesaplanan uygunluk degerlerini gdsteren Tablo 4.2°de

acikca goriilmektedir.
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Tablo 4.1. BHOAFS’nin K-NN ve SVM siniflandiricilarina ait dogruluk ve 6znitelik karsilagtirmasi.

Oznitelik Se¢imi Yapmadan BHOAFS-kNN BHOFS-SVM

Benchmark Nitelik Dogruluk k-NN Dogruluk SVM Dogruluk Oznitelik Dogruluk Oznitelik
Iris 5 0.97333 0.97333 0.98000 3 0.97333 3
Diabetes 9 0.72857 0.72857 0.77662 5 0.77623 5
Wine 13 0.75000 0.75000 0.95556 5 0.93889 7
Hepatitis 19 0.63333 0.63333 0.74000 5 0.76000 6
Vehicle 18 0.65647 0.65647 0.75529 4 0.65059 6
Zoo 16 0.87272 0.87272 0.94545 7 0.96364 6
Heart 13 0.64814 0.64814 0.85926 3 0.85556 6
Breast Cancer 11 0.61000 0.61000 0.97857 6 0.97857 7
lonosphere 34 0.81944 0.81944 0.93056 6 0.96944 12
Lung-Cancer 56 0.80000 0.80000 0.97500 13 0.97500 11
Sonar 60 0.83809 0.83809 0.94762 21 0.92857 17
BreastEW 30 0.92280 0.92280 0.96140 11 0.95611 2
Movementlibras 90 0.77777 0.77777 0.83611 27 0.83333 26
WaveformEW 40 0.80540 0.80540 0.84580 18 0.87520 26
Arrhythmia 279 0.60217 0.60217 0.70000 138 0.70870 83
Hillvalley 101 0.54426 0.54426 0.65574 14 0.48033 25
Soybean Small 35 0.96000 0.96000 1.00000 15 0.80000 23
Clean 166 0.30208 0.30208 0.95417 131 0.93958 102
Semeion 256 0.96812 0.96812 0.98188 61 0.98063 117
CNAE 856 0.99814 0.99814 0.99815 663 0.99815 661




LL

Tablo 4.2. BHOAFS'nin literatiirdeki diger algoritmalar ile ortalama uygunluk fonksiyonu karsilastirmasi.

Benchmark BHOAFS-k-NN BHOAFS-SVM GA PSO ALO GWO SSA

Wine 0.05015 0.06512 0.23000 0.54000 0.37200 0.43000 0.23000
Hepatitis 0.26477 0.24444 1.60000 1.50000 1.29300 2.19500 1.26300
Vehicle 0.25004 0.35258 2.30000 2.10000 3.01900 2.94500 2.39300
Z00 0.05963 0.04225 1.16000 2.00000 1.87500 1.02700 0.75800
Heart 0.14703 0.14838 1.25000 1.85000 2.02600 1.30100 1.34800
Breast Cancer 0.02576 0.02485 0.38000 0.37000 0.42500 0.41500 0.39900
lonosphere 0.07698 0.03672 1.27000 1.76000 1.19900 1.41500 1.21400
Lung Cancer 0.03243 0.03279 1.50000 1.72400 1.90200 2.84400 1.29600
Sonar 0.05836 0.07788 1.69000 3.19000 1.76900 2.25600 0.06900
BreastEW 0.04454 0.05278 0.42000 0.54000 0.56400 0.65400 0.51200
Soybean Small 0.00571 0.20143 0.60000 0.40000 0.01900 2.91300 0.04900
Movementlibras 0.16925 0.17211 2.96000 3.33000 3.88900 2.78400 1.74900
Waveform 0.15816 0.12705 2.18000 2.40000 2.68100 2.64800 2.02000
Arrhythmia 0.30205 0.29542 0.60000 0.90000 0.37400 0.36300 2.93500
Semeion 0.02556 0.02461 - - - - 7.28600
Clean 0.04748 0.06367 0.64000 0.92000 0.16100 0.18400 0.96500
CNAE 0.00409 0.00411 2.67000 3.27000 1.66200 2.00000 2.06900
Hillvalley 0.34943 0.52200 2.45000 2.63000 4.05200 4.08800 2.92000




4.2, BCHOAFS’nin Performansi

Kaotik haritalar, baslangi¢c kosullarina duyarli ve diizensiz/rasgele davranisa gore
degiskenlik gosteren deterministik sistemlerdir. Kaos teorisi ise deterministik kurallari
ve dinamik sistem davraniglarini inceler (Zawbaa vd., 2016). Baslangi¢ kosullarina
gore, kaotik degiskenler belirli araliklarla tiim durumlar1 tekrarlamadan gegebilirler.
Kaotik say1 dizilerini yapilandirarak olusturmak hizli ve kolaydir. Bu davraniglardan
dolay1, kaos aramasi tepeye tirmanma ve yerel optimumdan kagma durumlar igin
rastgele aramaya gore daha iyidir. Bu nedenle, denklemlerde kullanilan temel bir
hareket modunu temsilen veya stokastik degiskenleri giincellemek amaciyla kaos

haritalar1 birgok optimizasyon algoritmasinda uygulanmistir (Abdel-Raouf vd., 2014).

Onerilen algoritmada, BHOAFS'nin 6znitelik segim performansini iyilestirmek, arama
uzayinda etkin ¢oziimler bulmak ve algoritmanin kararlilifini artirmak i¢in arama
siirecinin basinda rastgele say1 treteci olarak tek boyutlu kaotik haritalar
kullanilmaktadir. Yapilan deneysel ¢alismada Logistic, Tent, Piecewise, Singer ve
Sinusoidal olmak iizere bes adet kaotik harita kullanilmistir. Bu haritalara ait

matematiksel denklemler Tablo 3.1°de gosterilmistir.

Bu boéliimde onerilen bes kaotik 1iyilestiricinin performans: Lojistik BHOAFS
(BCHOAFS1), Tent BHOAFS (BCHOAFS2), Piecewise BHOAFS (BCHOAFS3),
Singer BHOAFS (BCHOAFS4), Sinusoidal BHOAFS (BCHOAFSS5) olmak iizere 18
veri seti i¢in Olcililmiistiir. Boliim 4.1°de bahsedildigi lizere deneysel sonuglar k-
NN'in smiflandirma performansinin SVM'den istiin oldugunu gostermistir. Bu
sebeple BHOAFS-k-NN iizerinde kaotik haritalar uygulanmistir. Onerilen bes
algoritma ayr1 ayr1 benzer baslangic kosullar ile calistirilmistir. Onerilen algoritma
igin segilen tiim kaotik haritalarda baslangi¢c degeri 0.7 olarak ayarlanmistir (Sayed,
Hassanien, vd., 2019b). Tablo 4.3 onerilen BCHOAFS’nin (yani, BCHOAFSI,
BCHOAFS2, BCHOAFS3, BCHOAFS4, BCHOAFSS) tiim iterasyonlar sirasinda
elde edilen en iyi dogruluk degerlerini gostermektedir. Veri kiimelerinin yaklasik
%70'inde, BCHOAFS3 ve BCHOAFS4, BHOAFS-k-NN'den ya daha iyi ya da ayni
sonuglart vermistir. Tablo 4.4 ise BCHOAFS siiriimlerinin secilen 6zellik sayilari
hakkinda bilgi vermektedir. BCHOAFS versiyonlarinin ortalama dogruluk ve secilen
Ozelliklerin sayis1 Tablo 4.5'te goriilebilir. Tablo 4.1°den Tablo 4.5’e kadar en iyi

sonuglar koyu renk ile belirtilmistir.
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Kaotik haritalar elde edilen dogruluk ve secilen 6zellik sayisina gore siralandiginda en
iyi sonuglar1 Piecewise ve Singer kaotik haritalar1 vermistir. Benzer sekilde Lojistik,
Tent ve Sinusoidal haritalarda yakin sonuglar {iretmistir. Tiim bu sonuglar, Piecewise
ve Singer Kaotik Harita tabanli BCHOAFS'in (BCHOAFS3 ve BCHOAFS4),
onerilen BCHOAFS siirlimlerine kiyasla kaliteyi artirirken secilen 6zelliklerin sayisini

azalttigin1 kanitlamaktadir.
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Tablo 4.3. BHOAFS k-NN siniflandiricisina ait kaotik varyasyonlarin dogruluk degerleri.

Benchmark BCHOAFS1 BCHOAFS2 BCHOAFS3 BCHOAFS4 BCHOAFS5
Wine 0.95556 0.95556 0.95556 0.95556 0.95556
Hepatitis 0.72667 0.72667 0.72667 0.74000 0.72667
Vehicle 0.73882 0.75765 0.75765 0.75529 0.75765
Z00 0.96364 0.96364 0.96364 0.94545 0.96364
Heart 0.86296 0.86296 0.86296 0.85926 0.86296
Breast Cancer 0.97857 0.97857 0.97857 0.97857 0.97857
lonosphere 0.93056 0.93056 0.92778 0.92500 0.92222
Lung-Cancer 0.97500 0.97500 0.97500 0.97500 0.97500
Sonar 0.93810 0.93333 0.93810 0.92857 0.93810
BreastEW 0.96140 0.96140 0.96140 0.96140 0.96140
Movementlibras 0.83611 0.83333 0.84167 0.82778 0.83333
WaveformEwW 0.84680 0.84540 0.84580 0.84840 0.84880
Arrhythmia 0.73478 0.70217 0.70435 0.70217 0.69783
Hillvalley 0.64098 0.63607 0.63443 0.65082 0.65410
Soybean Small 1.00000 1.00000 1.00000 1.00000 1.00000
Clean 0.94792 0.93542 0.94375 0.94375 0.93958
Semeion 0.98000 0.98000 0.98063 0.97938 0.97938
CNAE 0.99815 0.99815 0.99815 0.99815 0.99815
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Tablo 4.4. BHOAFS k-NN siniflandiricisina ait kaotik varyasyonlarin 6znitelik sayilart.

Benchmark BCHOAFS1 BCHOAFS2 BCHOAFS3 BCHOAFS4 BCHOAFS5
Wine 5 6 5 5 5
Hepatitis 8 5 4 5 8
Vehicle 11 4 4 4 4
Z00 6 6 6 7 6
Heart 4 4 4 3 4
Breast Cancer 6 6 7 6 6
lonosphere 6 7 6 6 9
Lung-Cancer 15 17 16 16 15
Sonar 21 28 32 26 29
BreastEW 7 14 12 12 5
Movementlibras 39 33 46 50 33
WaveformEW 21 15 18 22 18
Arrhythmia 160 177 158 150 142
Hillvalley 28 28 49 21 24
Soybean Small 17 13 15 19 16
Clean 107 123 120 130 135
Semeion 87 93 58 59 82
CNAE 666 659 676 674 676
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Tablo 4.5. BHOAFS Kk-NN siniflandiricisina ait kaotik varyasyonlarin ortalama dogruluk ve 6znitelik sayisi.

Benchmark BCHOAFS1 BCHOAFS2 BCHOAFS3 BCHOAFS4 BCHOAFS5
Dogruluk Nitelik Dogruluk Nitelik Dogruluk Nitelik Dogruluk Nitelik Dogruluk Nitelik
Wine 0.95556 6.0 0.95556 6.2 0.95500 6.0 0.95556 5.8 0.95500 6.1
Hepatitis 0.71933 8.6 0.72333 7.8 0.71867 7.6 0.72067 7.7 0.70733 7.6
Vehicle 0.72954 10.3 0.73753 8.6 0.73612 9.0 0.73447 9.5 0.73965 9.0
Z00 0.94727 7.9 0.93273 8.7 0.94364 8.9 0.93273 7.8 0.94182 9.2
Heart 0.86111 4.5 0.86185 4.3 0.86185 4.3 0.85926 3.4 0.86111 4.5
Breast Cancer 0.97857 6.6 0.97857 6.0 0.97857 7.0 0.97814 6.0 0.97857 6.2
lonosphere 0.91972 7.0 0.91528 8.2 0.91806 8.1 0.91472 6.8 0.91444 8.4
Lung-Cancer 0.97250 247 0.97500 24.2 0.97500 22.6 0.97500 24.0 0.97000 19.9
Sonar 0.92190 251 0.91714 252 0.91952 28.0 0.91667 28.1 0.91667 27.7
BreastEW 0.96088 14.8 0.96070 15.8 0.96140 14.1 0.96070 15.0 0.96053 15.2
Movementlibras  0.82472 36.4 0.82222 32.7 0.82056 35.9 0.82056 35.6 0.82139 39.6
WaveformEwW 0.84320 19.3 0.84322 20.1 0.84240 18.7 0.84220 225 0.84378 19.2
Arrhythmia 0.68783 155.1 0.68761 157.8 0.69022 158.3 0.68783 155.3 0.68630 154.2
Hillvalley 0.62721 27.1 0.62525 30.5 0.62492 37.7 0.62918 39.0 0.63098 29.1
Soybean Small 1.00000 23.2 1.00000 229 1.00000 22.8 1.00000 22.2 1.00000 22.0
Clean 0.94062 1145 0.92813 109.2 0.93125 106.9 0.93354 108.5 0.93042 108.0
Semeion 0.97606 91.6 0.97625 85.5 0.97550 91.9 0.97594 77.1 0.97506 103.7
CNAE 0.99815 687.1 0.99815 682.3 0.99815 687.7 0.99815 688.1 0.99815 684.6




4.3. Gelistirilen Yontemin Literatiirdeki Algoritmalar ile Performans
Kiyaslamasi

Onceki boliimde 6nerilen BHOAFS-K-NN kaotik haritalar ile birlestirildiginde elde
edilen sonuglar gosterilmistir. Bu boliimde ise onerilen algoritmalarin literatiirde iyi

bilinen algoritmalar ile karsilastirilmasi yapilmustir.

Tablo 4.6’da, hem k-NN hem de SVM simniflandiricilart igin Onerilen yontemin
ortalama dogruluk degerine ait literatlirdeki iyi bilinen optimizasyon yontemleriyle
(GA, PSO, ALO, GWO, SSA) karsilastirilmasi gosterilmistir (Arora & Anand, 2019),
(Bas & Ulker, 2020). Tablo 4.6'dan Vehicle, Heart, Breast Cancer, Soya Small, Lung-
Cancer, Sonar, BreastEW, Movementlibras, Clean, Semeion, CNAE veri kiimeleri i¢in
BHOAFS-k-NN’nin, karsilagtirilan diger algoritmalar arasinda iyi sonuglar verdigi
gozlenmektedir. BHOAFS-SVM’nin ise Breast Cancer, lonosphere, Lung Cancer,
WaveformEW, Arrhythmia ve CNAE veri kiimeleri i¢in en iyi sonuclar verdigi

goriilmektedir.

Tablo 4.7, oOnerilen algoritmanin literatiirdeki iyi bilinen ikili optimizasyon
yontemleriyle (yani, BGA, BPSO, BALO, BGWO, BSSA) karsilastirmasini
gostermektedir. Tablo 4.7'de goriildiigii iizere, Vehicle, Heart, Breast Cancer, Soybean
Small, Lung Cancer, Sonar, BreastEW, Movementlibras, Clean, Semeion ve CNAE
veri setleri igcin BHOAFS-K-NN, karsilastirilan diger algoritmalar arasinda iyi sonuglar
vermistir. BHOAFS-SVM, Breast Cancer, lonosphere, Lung Cancer, WaveformgEW,
Arrhythmia ve CNAE veri kiimeleri i¢in en iyi sonuglar1 vermistir. Deneysel sonuglar,
kK-NN (BHOAFS-k-NN) tarafindan smiflandirilan BHOAFS'min, SVM (BHOAFS-
SVM) tarafindan siniflandirilan BHOAFS versiyonundan daha iyi performans

gosterdigini kanitlamistir.

Tablo 4.8’de, algoritmanin secilen Ozelliklerinin karsilastirmas1 gosterilirken
BHOAFS-k-NN, Wine, Hepatitis, Vehicle, Heart, lonosphere, WaveformEW,
Hillvalley ve Semeion veri kiimeleri i¢in karsilastirilan diger algoritmalar arasinda en
az 6zellik se¢imine sahiptir. Zoo, Lung Cancer, Sonar, BreastEW, Movementlibras ve

Arrhythmia veri setleri icin BHOAFS-SVM en az 6zellik se¢imini yapmustir.
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k-NN ve SVM ig¢in 6nerilen algoritmanin ¢alisma siiresi Tablo 4.9°da gosterilmistir.
Tablo 4.9°da belirtilen ¢alisma siireleri algoritmanin en iyi ¢oziimii ararken kullandig1
calisma siiresidir. Ilgili veri setlerinin 6znitelik se¢imi yapmadan dogrudan k-NN ve
SVM siniflandiricilar tarafindan simiflandirildiklar: ¢alisma siiresi Tablo 4.9°dan ¢ok
daha kisadir. Tablolardaki en iyi sonuglar koyu renk ile ifade edilmistir. Dogruluk
degeri artarken Gznitelik sayisinin azalmasi hedeflenen algoritma {izerinde amaglanan

bir durumdur. Bu durum 6nerilen algoritmanin ¢ok amacli oldugunu gostermektedir.
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Tablo 4.6. BHOAFS'nin literatiirdeki diger optimizasyon algoritmalari ile ortalama dogruluk karsilagtirmasi.

g8

Benchmark BHOAFS- BHOAFS-SVM GA PSO ALO GWO SSA
k-NN

Wine 0.95556 0.93889 0.95700 0.92300 0.94200 0.91200 0.97500
Hepatitis 0.74000 0.76000 0.87500 0.86050 0.88250 0.84790 0.90000
Vehicle 0.75529 0.65059 0.71630 0.66950 0.68140 0.61720 0.72010
Z00 0.94545 0.96364 0.85400 0.82400 0.80500 0.87500 0.96750
Heart 0.85926 0.85556 0.82400 0.82200 0.80200 0.80700 0.85210
Breast Cancer 0.97857 0.97857 0.95500 0.95100 0.95000 0.95300 0.96850
lonosphere 0.93056 0.96944 0.82400 0.84800 0.84300 0.81900 0.91000
Lung Cancer 0.97500 0.97500 0.48200 0.56270 0.50560 0.50140 0.90830
Sonar 0.94762 0.92857 0.71700 0.72300 0.71400 0.71400 0.93750
BreastEW 0.96140 0.95611 0.93500 0.94900 0.94200 0.94900 0.95200
Soybean Small 1.00000 0.80000 0.94380 0.86480 0.90980 0.92050 1.00000
Movementlibras 0.83611 0.83333 0.69020 0.64660 0.65970 0.68660 0.82220
Waveform 0.84580 0.87520 0.76200 0.76200 0.76900 0.76500 0.80080
Arrhythmia 0.70000 0.70870 0.58020 0.57070 0.54620 0.56410 0.68280
Semeion 0.98188 0.98063 0.20750
Clean 0.95417 0.93958 0.76480 0.77840 0.80980 0.79530 0.90680
CNAE 0.99815 0.99815 0.82460 0.81470 0.79620 0.84070 0.79000

Hillvalley 0.65574 0.48033 0.56270 0.55070 0.57090 0.55440 0.66580
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Tablo 4.7. BHOAFS'nin literatiirdeki diger ikili optimizasyon algoritmalar1 ile ortalama dogruluk karsilastirmasi.

Benchmark BHOAFS-k-NN BHOAFS-SVM BGA BPSO BALO BGWO BSSA

Wine 0.95556 0.93889 0.95700 0.92300 0.94200 0.91200 0.97500
Hepatitis 0.74000 0.76000 0.87500 0.86050 0.88250 0.84790 0.90000
Vehicle 0.75529 0.65059 0.71630 0.66950 0.68140 0.61720 0.72010
Zoo 0.94545 0.96364 0.85400 0.82400 0.80500 0.87500 0.96750
Heart 0.85926 0.85556 0.82400 0.82200 0.80200 0.80700 0.85210
Breast Cancer 0.97857 0.97857 0.95500 0.95100 0.95000 0.95300 0.96850
lonosphere 0.93056 0.96944 0.82400 0.84800 0.84300 0.81900 0.91000
Lung Cancer 0.97500 0.97500 0.48200 0.56270 0.50560 0.50140 0.90830
Sonar 0.94762 0.92857 0.71700 0.72300 0.71400 0.71400 0.93750
BreastEW 0.96140 0.95611 0.93500 0.94900 0.94200 0.94900 0.95200
Soybean Small 1.00000 0.80000 0.94380 0.86480 0.90980 0.92050 0.10000
Movementlibras 0.83611 0.83333 0.69020 0.64660 0.65970 0.68660 0.82220
Waveform 0.84580 0.87520 0.76200 0.76200 0.76900 0.76500 0.80080
Arrhythmia 0.70000 0.70870 0.58020 0.57070 0.54620 0.56410 0.68280
Semeion 0.98188 0.98063 0.20750
Clean 0.95417 0.93958 0.76480 0.77840 0.80980 0.79530 0.90680
CNAE 0.99815 0.99815 0.82460 0.81470 0.79620 0.84070 0.79000
Hillvalley 0.65574 0.48033 0.56270 0.55070 0.57090 0.55440 0.66580




/8

Tablo 4.8. BHOAFS'nin literatiirdeki diger ikili optimizasyon algoritmalari ile 6znitelik sayisi kargilagtirmast.

Benchmark BHOAFS-k-NN  BHOAFS-SVM BSSA BBA BGWO BPSO
Wine 5 7 5 5 6 5
Hepatitis 5 6 9 7 8 7
Vehicle 4 6 8 9 11 8
Z00 7 6 6 6 6 7
Heart 3 6 5 6 6 5
Breast Cancer 6 7 4 4 4 4
lonosphere 6 12 14 17 15 14
Lung Cancer 13 11 24 28 25 28
Sonar 21 17 28 27 28 29
BreastEW 11 2 12 13 20 17
Soybean Small 15 23 14 14 18 16
Movementlibras 27 26 40 39 54 40
Waveform 18 26 23 22 30 23
Arrhythmia 138 83 147 146 144 142
Semeion 61 117 137 133 152 134
Clean 131 102 87 87 111 86
CNAE 663 661 421 428 482 433
Hillvalley 14 25 49 49 65 51
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Tablo 4.9.BHOAFS'nin k-NN ve SVM siniflandirmalari i¢in CPU siiresi (saniye).

Benchmark BHOAFS-k-NN BHOAFS-SVM
Wine 7497 6754
Hepatitis 18369 10529
Vehicle 20664 83831
Z00 14313 11144
Heart 10845 4316
Breast Cancer 8938 3556
lonosphere 52329 36091
Lung-Cancer 19413 35866
Sonar 92465 30284
BreastEW 19791 233658
Movementlibras 79219 103651
WaveformEW 514219 2086982
Arrhythmia 355225 558137
Hillvalley 126082 98821
Soybean Small 10245 7271
Clean 222031 385066
Semeion 649699 548796
CNAE 1565015 1307388




4.4, Yakinsama Grafikleri

Bu boliimde Onerilen algoritmalardan BHOAFS-k-NN, BHOAFS-SVM, BHOAFS ve

BHOAFS i¢in her veri seti i¢in yakinsama grafiklerinin gosterilmistir.
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Sekil 4.1. Vehicle veri seti i¢in yakinsama grafigi.
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Zoo

1,20

1,00

0,80 1

0,60 1

0,40 A

0,20

0,00

00 05 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100

e BCHOAFS-k-NN e BCHOAFS-SVM

BCHOAFS3 e BCHOAFS4

Sekil 4.2. Zoo veri seti i¢in yakinsama grafigi.
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Sekil 4.3. Sonar veri seti igin yakinsama grafigi.
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BreastEW
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Sekil 4.4. BreastEW veri seti i¢in yakinsama grafigi.

Arrhythmia
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Sekil 4.5. Arrhythmia veri seti igin yakinsama grafigi.
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Sekil 4.6. Hillvalley veri seti igin yakinsama grafigi.
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Sekil 4.7. Hepatitis veri seti i¢in yakinsama grafigi.
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Sekil 4.8. CNAE veri seti i¢in yakinsama grafigi.

Wine

1,20

1,00 {

0,80 1

0,60 1

0,40 1

0,20 f

L T T T T T T I T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T T I T T T I T T T I T T T T T T T T T T T T I T T T T I T
700 05 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100

e BHOAFS-k-NN e BHOAFS-SVM e CBHOAFS3 CBHOAFS4

Sekil 4.9. Wine veri seti i¢in yakinsama grafigi.

93




Breast Cancer
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Sekil 4.10. Breast Cancer veri seti i¢in yakinsama grafigi.
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Sekil 4.11. lonosphere veri seti i¢in yakinsama grafigi.
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Sekil 4.12. Lung Cancer veri seti i¢in yakinsama grafigi.
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Sekil 4.13. Heart veri seti i¢in yakinsama grafigi.
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Movementlibras
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Sekil 4.14. Movementlibras veri seti i¢in yakinsama grafigi.
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Sekil 4.15. Waveform veri seti i¢in yakinsama grafigi.
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Sekil 4.16. Soybean Small veri seti igin yakinsama grafigi.
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Sekil 4.17. Clean veri seti i¢in yakinsama grafigi.
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Sekil 4.18. Semeion veri seti igin yakinsama grafigi.

4.5, Istatistiksel Test Sonuclar

4.5.1. Friedman test sonuclari

Friedman Testi i¢cin Hipotezler asagidaki gibi belirlenmistir.
HO: Karsilastirilan algoritmalar birbirinden farkli degildir.
HI1: Karsilastirilan algoritmalar birbirinden farklidir.

Hipotezin reddedilip reddedilmedigini belirleyen istatistiksel test olasilik degeri a'dir. Testin
tolerans esigi a = 0,05'tir. df=10 ve a=0.05 icin beklenen X? degeri 18.31'dir (Sheskin, 2020).
X% nin hesaplanan degeri beklenen degerden yiiksekse ve p degeri a = 0,5'ten kiigiikse sifir
hipotezi reddedilebilmektedir. Tablo 4.10’da X?nin hesaplanan degerinin 55.611 oldugu ve p
= 2.4274E - 8 oldugunu goriilmektedir. Hesaplanan X2 beklenen degerden yiiksektir ve p, a'dan
kiiciiktiir. Bu sonug, sifir hipotezinin reddedilmesi gerektigi anlamina gelir. Bu durumda
Onerilen algoritmanin karsilastirilan algoritmalardan farkli oldugunu  sonucu ortaya

¢ikmaktadir.
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Tablo 4.10. Friedman test sonuglari.

Benchmark Sonug

N 17

X? 55.611

df 10

p 2.4274E - 8

Tablo 4.11 “de onerilen algoritmalara ait Friedman istatistiksel test sonuglar1 ve Tablo 4.12°de

Friedman ortalama rank degeri kapsamlica goriilmektedir.
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Tablo 4.11. Onerilen algoritmalara ait friedman istatistiksel test sonuglari.

Algoritmalar N Ortalama Std. Sapma Minimum Maximum Persentil 25th
BHOAFS-k-NN 17  0.884628 0.111062 0.65574 1 0.7957
BHOAFS-SVM 17 0.859509 014165 0.48033 0.99815 0.78

GA 17 0.780447 0.142688 0.482 0.957 0.70325
PSO 17 0.7718 0.131694 0.5507 0.951 0.65805
ALO 17 0.7723 0.140605 0.5056 0.95 0.67055
GWO 17 0.771888 0.143456 0.5014 0.953 0.6519
SSA 17 0.8682 0.105085 0.6658 1 0.7954
BGA 17 0.780447 0.142688 0.482 0.957 0.70325
BPSO 17  0.7718 0.131694 0.5507 0.951 0.65805
BALO 17  0.7723 0.140605 0.5056 0.95 0.67055
BGWO 17 0.771888 0.143456 0.5014 0.953 0.6519
BSSA 17 0.815259 0.209434 0.1 0.975 0.75505
BCHOAFS1 17  0.884472 0.112254 0.64098 1 0.787465
BCHOAFS2 17 0.882111 0.114044 0.63607 1 0.79549
BCHOAFS3 17  0.883264 0.114165 0.63443 1 0.79966
BCHOAFS4 17  0.882069 0.110553 0.65082 1 0.791535
BCHOAFS5 17  0.838214 0.224003 0.08488 1 0.74216




TOT

Tablo 4.12. Onerilen algoritmalara ait friedman ortalama rank degeri.

Ranks Ortalama Rank
BHOAFS-k-NN 13.21
BHOAFS-SVM 10.74
GA 6.85
PSO 5.32
ALO 5.44
GWO 5.26
SSA 11.24
BGA 6.85
BPSO 5.32
BALO 5.44
BGWO 5.26
BSSA 10.47
BCHOAFS1 13.03
BCHOAFS2 12.15
BCHOAFS3 12.82
BCHOAFS4 11.97
BCHOAFS5 11.62




4.5.2. Wilcoxon test sonuclari

Wilcoxon testi i¢in algoritmalardaki farkliliklar p degerleri ile tanimlanir. p-degeri a
= 0.05 anlamlilik degerinden kiicilikse, algoritmalarin sonuglarinin karsilastirilan
algoritmalardan farkli oldugunu soéylenebilmektedir. P degeri a = 0.05 anlamlilik
degerinden daha yiiksekse, bu durum, algoritmanin kiyaslanan algoritmalar ile benzer
sonuglara sahip oldugu anlamina gelmektedir. Tablo 4.13'te algoritmaya ait Wilcoxon
istatistiksel test sonuglar1 degerlendirildiginde, p degerlerinin o = 0.05 anlamlilik
degerinden daha kiigiik oldugu goriilmektedir. Bu deger Onerilen algoritmanin
karsilastirilan algoritmalarin ¢ogundan farkli sonuglara sahip oldugu manasina
gelmektedir. BSSA algoritmasi sonuglari incelendiginde dnerilen algoritma ile benzer
sonuclara sahip oldugu sOylenebilir ancak Tablo 4.6 ve Tablo 4.7'deki dogruluk
sonuglarina bakildiginda, Onerilen algoritmanin daha iyi sonuglar verdigini
goriilmektedir. Tablo 4.14 ‘de onerilen algoritmalara ait Wilcoxon istatistiksel test

sonuclar1 kapsamlica goriilmektedir.
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Tablo 4.13. Onerilen algoritmalarm wilcoxon istatistiksel testine ait p degeri (anlamlilik diizeyi 0.05).

Algorithm ~ BHOAFS BCHOAF BCHOAF BCHOAF BCHOAF BCHOAF BGA BPSO BALO BGWO  BSSA
- s1 ) S3 s4 S5
k-NN
BHOAFS-k- 1 0.646 0.328 0.594 0.050 0.388 0.022 0.006 0.010 0.009 0.177
NN
BCHOAFS1 1 0.176 0.484 0.433 0.674 0.017 0.004 0.010 0.007 0.149
BCHOAFS2 1 0.161 0.790 0.612 0.025 0.006 0.011 0.010 0.163
BCHOAFS3 1 0.328 0.398 0.019 0.006 0.010 0.010 0.163
BCHOAFS4 1 0.534 0.022 0.007 0.015 0.011 0.227
BCHOAFS5 1 0.022 0.006 0.011 0.009 0.136
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Tablo 4.14. Onerilen algoritmaya ait wilcoxon istatistiksel test sonuglari.

Algoritmalar N Ortalama Std. Sapma  Minimum Maximum Persentil
25th

BHOAFS-k-NN 17 0.884628 0.111062 0.65574 1 0.7957
BCHOAFS1 17 0884472 0.112254 0.64098 1 0.787465
BCHOAFS2 17 0.882111 0.114044 0.63607 1 0.79549
BCHOAFS3 17 0.883264 0.114165 0.63443 1 0.79966
BCHOAFS4 17  0.882069  0.110553  0.65082 1 0.791535
BCHOAFS5 17 0.838214 0.224003 0.08488 1 0.74216
BGA 17 0.780447 0.142688 0.482 0.957 0.70325
BPSO 17 0.7718 0.131694 0.5507 0.951 0.65805
BALO 17 0.7723 0.140605 0.5056 0.95 0.67055
BGWO 17 0.771888 0.143456 0.5014 0.953 0.6519
BSSA 17 0.815259 0.209434 0.1 0.975 0.75505




5. SONUC VE ONERILER

Oznitelik se¢im problemi gereksiz/verimsiz verilerin ortadan kaldirilmas1 agisindan
veri madenciligi ve makine Ogrenmesi alaninda hala zor bir problem olarak
goriilmektedir. Literatiirdeki ¢aligmalar detayli olarak incelendiginde 6znitelik se¢imi
problem ¢o6ziimii i¢in daha verimli teknikler gelistirme imkaninin halen miimkiin
oldugu goriilmektedir. En 1yi performansa sahip en iyi 6zellik alt kiimesinin se¢imi
cesitli metodlar kullanilarak biiylik ol¢iide gelistirilmis olsa da, yeni yayinlanan

optimizasyon teknikleri ile yapilan ¢aligmalar hala iyilestirmeye agiktir.

Bu tez caligmasinda HOA'min ikili versiyonu olan ikili at siirlisii optimizasyon
algoritmasi, uygun oOzellik alt kiimesini se¢mek igin Oznitelik segme problemine
uygulanmistir. Biiylik boyutlu veri i¢in 0zel olarak gelistirilen At Siiriisii
Optimizasyon Algoritmasinin 6nerilen versiyonu (BHOAFS) ile son yillarda olduk¢a
popiiler olan kesif ve sOmiirii siireci iizerine yapilan caligmalara katki saglanmistir. k-
NN ve SVM kullanilarak gelistirilen algoritma siniflandirma dogrulugu iizerinden test
edilmistir. Deneysel sonuglar, BHOAFS-k-NN'nin BHOAFS-SVM'den daha iyi
sonuglar {irettigini gdstermistir. Onerilen algoritma, kaotik haritalar eklenmeden 6nce
BHOAFS olarak adlandirilmistir. Ardindan 6nerilen algoritma BHOAFS-Kk-NN'ye bes
tek boyutlu kaotik harita (Logistic, Tent, Piecewise, Singer ve Sinusoidal) eklenerek
Ikili Kaotik At Siiri Optimizasyon Algoritmasi (BCHOAFS) o6nerilmistir.
Smiflandirma dogrulugunu en iist diizeye ¢ikarmak, veri setine ait 6zellk sayisini en
aza indirerek en uygun oznitelikleri segmek ve algoritmanin kararliligin artirmak igin
kaotik haritalar ekleyerek ¢ok amagli kaotik arama tabanli BCHOAFS Onerilmistir.
Onerilen BCHOAFS yéntemlerinin performansi, UCI deposundan aliman 18 farkli veri
seti iizerinde caligtirilarak, literatiirce iyi bilinen algoritmalar ile degerlendirilmistir.
Deneysel sonuglar  oOnerilen BCHOAFS’nin, simiflandirma dogrulugu, segilen
Oznitelik sayisi agisindan degerlendirildiginde kiyaslanan diger algoritmalardan daha

1yi sonuclar elde ettigini gostermektedir.

Tim bu sonuglara ragmen NFL Teoremi tiim olasi optimizasyon problemlerini

¢ozebilecek higbir optimizasyon algoritmasinin bulunmadigini iddia eder(Wolpert &



Macready, 1997). Bu teorem her optimizasyon yonteminin her problemi en iyi sekilde
¢ozemeyecegi ve her yontemin her zaman daha basarili olabilecegi bir baska problem
bulunabilecegi esasina dayanir. Tiim bu varsayimlara dayanarak hali hazirda 6nerilen
optimizasyon algoritmalarmi gelistirmek, iyilestirmek veya 6zellestirmek i¢in hala

gecerli sebepler bulunmaktadir.

Gelecek caligmalarda onerilen yontemde SMF islevi ile arama uzayinin merkezine
dogru yonlendirilen at siiriisii hareketi, hareket duyarlilig1 hesaplanarak kesif kabiliyeti
acisindan farkli bir ¢oziim ile gelistirilebilir. HOA bagka algoritmalar ile birlestirilerek
cok amach slirlimiin iylestirilmesi saglanabilir. Arama uzayindaki her atin konumuna
ait ozellestirilen ¢oziimler gesitli istatistiki yontemler ile desteklenerek gelistirilebilir.
Siirekli uzaydan ayrik uzaya geciste kullanilan U-gekilli transfer fonksiyonu bagska
transfer fonksiyonlar: ile degistirilerek denenebilir. Oznitelik se¢im performans
Olctimil i¢in kullanilan smiflandiricilar (k-NN ve SVM disinda) baska siniflandirma

algoritmalari ile degistirilerek dogrulugu karsilastirilabilir.
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