T.C.
SAKARYA UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

_SIGORTACILIK SEKTORUNDE MAKINE
OGRENMESI ILE MUSTERI KAYBI ANALIZi

YUKSEK LISANS TEZIi
Hande Esin AKYIGIT

Enstitii Anabilim Dal . BILISIM SISTEMLERI
MUHENDISLiGI
Tez Damismani :  Dr. Ogr. Uyesi Tugrul TASCI

Temmuz 2021



T.C.
SAKARYA UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

_SIGORTACILIK SEKTORUNDE MAKINE
OGRENMESI ILE MUSTERI KAYBI ANALIZi

YUKSEK LISANS TEZIi
Hande Esin AKYIGIT

Enstitii Anabilim Dali :  BILISIM SISTEMLERI
MUHENDISLiGI

Butez 14.07.2021 tarihinde asagidaki jiiri tarafindan oybirligi / oycoklugu ile
kabul edilmistir.

Jiiri Bagkam Uye Uye



BEYAN

Tez igindeki tiim verilerin akademik kurallar ¢ergcevesinde tarafimdan elde edildigini,
gorsel ve yazili tiim bilgi ve sonuglarin akademik ve etik kurallara uygun sekilde
sunuldugunu, kullanilan verilerde herhangi bir tahrifat yapilmadigini, baskalarinin
eserlerinden yararlanilmasi durumunda bilimsel normlara uygun olarak atifta
bulunuldugunu, tezde yer alan verilerin bu iiniversite veya bagka bir liniversitede
herhangi bir tez ¢alismasinda kullanilmadigini beyan ederim

Hande Esin AKYIGIT
25.05.2021



TESEKKUR

Tiim egitim 6gretim hayatim siiresi boyunca oldugu gibi yiiksek lisans egitimimde de
beni destekleyip yanimla olan anne ve babama, her zorlukta yanimda oldugunu

bildigim esime ¢ok tesekkiir ederim.

Tez donemim boyunca kendisi ile beraber ¢aligmama firsat veren, tiim asamalarinda
sabirla, giileryliziiyle ve samimiyetiyle destegini esirgemeyen degerli tez danismanim

Dr. Ogr. Uyesi Tugul TASCI’ya tesekkiirlerimi sunarim.



ICINDEKILER

TESEKKUR .....coviuiiiiiteieeeeteseeie ettt ettt sttt sas s i
ICINDEKILER ....cocvviiecteeeeeeeeete ettt eeeae ettt en st an e, i
SIMGELER VE KISALTMALAR LISTESI ....c.coovoiiiiieiieeees e iv
SEKILLER LISTESI ..ottt Y
TABLOLAR LISTESI ..ottt e, vi
O Z T ettt e et ettt ettt ettt vii
SUMMARY oottt s et e e e e et e e e e e s ebbr e e e e e abeeeessbaaeeeans vili

(€7 128 1O 1
BOLUM 2.
LITERATUR TARAMASI VE ILGILI CALISMALAR.........ccccocovviiirriiiennnns 6
BOLUM 3.
MAKINE OGRENMEST ..ottt 9
3.1 Karar AGaclari......cccocviiiieiiiiie e 10
3.2. Rastgele Orman (Random Forest) Algoritmast ..........cccoovevvrvineennnn. 12
3.3. KNN (K-Nearest Neihbors) Algoritmast.........ccccevererieresesenienneenn. 13
BOLUM 4.
SIGORTACILIK SEKTORUNDE MAKINE OGRENMESI YONTEMLERI iLE
MUSTERT KAYBI ANALIZT ...t esee e 16
4.1. Veri Setinin OlusturulMas] ........cccvveiieiiieereesieesee e esee e see e 17
4.2.Veri ONn ISIEME .....vvoveceeceeeeeeee e, 19
4.2.1. Eksik verilerin temizlenmesi ..........ccooceveiinnenin i, 20



4.2.2. Korelasyon analizi ... 21

4.2.3. Ozellik S1geKIendirme .........c.cvveveeerereeeeeeieeseeeeeeee e 21
4.2.4. Egitim ve test kiimesi olusturma..........ccccveveviieennieeniiie e, 22
BOLUM 5.
BULGULAR VE DEGERLEDIRME.........c.ccccsoiuiieiniersiieesesiese s, 23
5.1. Sonuglarin Degerlendirilmesi ......c.ocvvvveiiiiiiiiiiiiieee e 23
5.2. Problemin Coziimii Igin Uygulanan Model ............c.cccocerviinircrennnens 24
5.3, UYQUIAMA. ...t 25
5.3.1. Veri seti hazirlamast ...........coovvviiiiiinic e 27
5.3.2. Veri On iSIeme .....cccooiviiiiiiiiiic e 27
5.3.3. Veri setini e8itim ve test olarak ayirma...........c.ccoeeeeriiiieennnnnn 28
5.3.4. Veri setine algoritmalarin uygulanmasi...........cccooeevirieerienennn 29
5.3.4.1. Karar Agac1 Algoritmasi’nin uygulanmasti .................. 29
5.3.4.2. Rastgele Orman Algoritmasi’nin uygulanmasit ............ 30
5.3.4.3. K-En Yakin Komsu Algoritmasi’nin uygulanmast....... 30
5.3.5. Miisteri kayip analizi uygulamasi..........ccccevvriveniiiinicniennenn 31
BOLUM 6.
SONUCLAR VE ONERILER .......ccsuititiieieieeisse e e ettt 33
KAYNAKLAR L.ttt bbb 36
OZGECMIS ..ottt bbb 37



SIMGELER VE KISALTMALAR LIiSTESI

DVM
KNN
MIY
NB
RO

: Destek Vektor Makinesi

: K-NN Yakin Komsu

: Miisteri Iliskileri Yonetimi
: Naive Bayes

: Rastgele Orman



SEKILLER LISTESI

Sekil 3.1.
Sekil 3.2.
Sekil 3.3.
Sekil 4.1.
Sekil 4.2.
Sekil 4.3.
Sekil 5.1.
Sekil 5.2.
Sekil 6.1.

Ornek Karar Agaci (Desicion Tree) Modeli.....ooovvevevevevereeeeeeieeereieiennn, 11
Ornek Rastgele Orman (Random Forest) Modeli..........cccooeuevevevevevennnnne, 12
K deZerinin GNeMi........cceieiririeriieiisieesie e 14
Veri setindeki miisteri kayip dagilimi..........occoovviiiiiiiiiiiiciiee 18
Veri setindeki kayip miisterilerin cinsiyet dagilimi........cccocevviiiinennne 18
Veri setindeki police yaptirilan araglarin yaslarinin trendi..................... 19
Calismanin akis diyagraml........ccoccueeieeriienieriieesie e 32
Miisteri kayb1 analizi araylizii ..........ocevviriiieninieesee e 32
Uygulanan algoritmalarin kargilagtirmast.........ccoccvvveiiiiiiiciiiiiiennn, 34



TABLOLAR LISTESI

Tablo 4.1.
Tablo 4.2.
Tablo 5.1.
Tablo 5.2.
Tablo 5.3.
Tablo 5.4.
Tablo 5.5.
Tablo 5.6.
Tablo 5.7.

Veri setinde kullanilaran 6znitelikler ve agiklamalart ... 17
KoOrelasyon ATAlIZl.......ucuiiviiiiieiiiie it 21
Karisiklik Matrisi (Confusion MatriX).....cccoeeeeiiviesiiinesiineessneessneesnsnnens 23
Karar Agaci Algoritmasi ile olusturulan modelin karmasiklik matrisi... 29
Karar Agaci Algoritmasi ile olusturulan modelin sonuglari................... 29
RO Algoritmasi ile olusturulan modelin karmasiklik matrisi................. 30
RO Algoritmasi ile olusturulan modelin sonuglari..........cccocoverivernenne. 30
KNN Algoritmasi ile olusturulan modelin karmasiklik matrisi ............. 30
KNN Algoritmasi ile olusturulan modelin sonuglari...........ccccoeeuveriennee. 31

Vi



OZET

Anahtar Kelimeler: Miisteri Kayb1 Analizi, Makine Ogrenmesi, Rastgele Orman
Algoritmasi, Karar Agaci Algoritmasi, K-En Yakin Komsu Algoritmasi

Hizl1 biiyliyen ve rekabet giiciiniin arttig1 giiniimiizde, yeni miisteri edinme ¢abas1 ve
maliyeti var olan miisteriyi kaybetmeme c¢abasi ve maliyetinden fazla olmasi,
firmalar1 var olan miisterilerin kaybedilmemesi gerektigi diislincesine itmistir. Giicli
rakiplerin oldugu sektorde tiiketicilerin belli bir hizmet veya {irlin igin bir sirketi
tercih ederek ihtiyaclarini devamli olarak bu sirket iizerinden karsilayan sadik
miisteri portfoyiinii arttirmak amaciyla miisterinin tercih ettigi bir {iriin veya hizmeti
birakmasi1 ihtimali iizerine analitik c¢aligmalar yapilmistir. Mevcut miisterilerin
profilleri ve davraniglari incelenerek sirketi birakma ihtimali olan miisterileri bulma,
bu miisterilerin memnuniyetlerini arttirmay1 hedefleyen miisteri kayip analizi,
stratejik karar verme ve planlama siirecinin en 6nemli agsamalarindan biri olmaktadir.
Bu calismada telekomiinikasyon, bankacilik, online ticaret gibi miisteri sayisi ile
gelir miktarinin dogru orantili oldugu sigortacilik sektoriinde var olan sirketin
verileri kullanilarak bir miisteriye ait igerisinde yas, cinsiyet, dogum yeri gibi
sosyodemogrofik bilgilerin yani sira kullanilan ara¢ marka, model bilgilerinin de
bulundugu o6znitelikler belirlenmistir. Belirlenen Oznitelikler makine 0grenmesi
algoritmalarindan Karar Agaci (Desicion Tree) Algoritmasi, Rastgele Orman
(Random Forest) Algoritmast ve K-En Yakin Komsu (K Nearest Neighborhood)
Algoritmalar1 ile terk eden miisterilerin profilleri analiz edilip, terk etme ihtimali
olan miisteriler tahmin edilmistir. Calismada en basarili sonucu veren Rastgele
Orman (Random Forest) Algoritmasi ile bu caligma bir smifa dahil edilip son
kullanicr tarafindan siirekli yapilmasina olanak saglanmistir.
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CUSTOMER CHURN ANALYSIS WITH MACHINE LEARNING
IN INSURANCE SECTOR

SUMMARY

Keywords: Customer Churn Analysis, Machine Learning, Random Forest Algorithm,
Desicion Tree Algorithm, K-Nearest Neighbor Algorithm

In today's fast-growing and competitive world, the effort to acquire new customers
and the effort of not losing the existing customer and its cost is more than the cost,
there are thoughts to think companies to make an existing master. In the company
where there are strong competitors, analytical research has been carried out on
increasing the loyal customer portfolio that meets the consumers by choosing a
company for a service or product that prefer a company for a certain service or
product, and providing a product service preferred by the customer. Finding
customers with the aim of researching campaigns and behaviors, customer loss
analysis aiming to increase the satisfaction of these customers can be one of the most
important stages of strategic decision making and planning. This phone is about the
socio-demographic response of a customer such as the number of customers such as
telecommunication, banking, online trade and the amount of income in the insurance
industry, as well as the characteristics of the vehicle brand and model used, as well as
the socio-demographic answer such as age, gender, place of birth. Desicion Tree
Algorithm, Random Forest Algorithm and K-Nearest Neighbor (K Nearest
Neighbor) Algorithms, attributes determined from machine learning algorithms are
predicted by machine learning algorithms. With the Random Forest Algorithm,
which gave the most successful results in the study, this study was included in a class
and allowed to be continuously performed by the end user.
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BOLUM 1. GIRiS

Son zamanlarda telekom, sigortacilik, hizmet gibi ¢esitli sektorlerde faaliyet gosteren
bir¢ok sirket kiiresellesme, artan rekabet kosullarinda varligin1 korumak ve devam
ettirebilmek amaciyla ¢esitli stratejiler gelistirmek zorunda kalmislardir. Artan
rekabet kosullarinda miisteri davraniglari, profilleri ve beklentileri oldukca
degismistir. Firmalar bu rekabet ortaminda istiinlilk kazanmak i¢in cesitli yontem
arayisl igine girmislerdir. Aranilan ydntemlerin ihtiyaca cevap verebilmesi igin
firmalarin var olan miisterilerinin profillerini analiz edebilmesi, satin alma
aligkanliklarini izleyebilmesi, isletmenin amag¢ ve hedefleri dogrultusunda miisteri
iligkileri yonetimini faydali bir bi¢imde kullanabilmesi ile miimkiin olacaktir.
Miisteriyi elde tutmak, miisteri merkezci yontemler ile miisteriyi degerli kilmak,

baglilik arttirmak firmalarin en biiyiik hedefleri arasinda yer almaktadir.

Gilinlimiizde sigortacilik, telekomiinikasyon, finans, e-ticaret, hizmet gibi sektorlerde
faaliyet gostermekte olan firmalarin degerleri, sahip olduklart misteri sayisi ve
profili ile 6l¢lilmektedir. Daha az maliyet ile daha fazla miisteri profiline ulasip, var
olan miisterileri elde tutmayr hedefleyen firmalar sahip olduklari miisterileri
kaybetmemek icin 6ncelikli olarak aldigi hizmeti veya iriinii kullanmay1 birakma
ihtimali olan misterileri tahmin edebilmek ve bu miisterilere yonelik promosyon ve
pazarlama ¢alismalar1 yapmak. Yani iiriin veya hizmeti birakma ihtimali olan miisteri
kitlesi tespit edilip, memnun edilebilirse miisteri kaybi minimuma indirilmis

olacaktir.

Gliniimiizin ekonomi diinyasin1 “miisterinin kral oldugu bir miisteri ekonomisi”
seklinde tanimlamak dogru olacaktir. (Keller ve Kotler, 2015). Boyle tanimlanan bir
ekonomi diinyasinda miisteriler sirketlerin var olma nedenleri arasindadir ve uzun

vadede miisteri memnuniyetinin saglanmasi, ancak etkili bir Miisteri Iliskileri



Yonetimi (MIY) siireci olusturmakla miimkiin olmaktadir. (Chorianopoulos ve
Tsiptsis, 2009). Doymus pazarlar nedeniyle ve mevcut kosullar altinda yogun
rekabet ortaminda giliclii durabilmek i¢in isletmeler miisteri iligkileri yonetimine
odaklanarak, kar1 yiiksek olan miisteriler ile daha kar1 az olan miisteriler arasinda bir
secim olanagt kazanmistir. Misteriler ile ilgili verilerin toplanmasi, verilerden
anlaml bilgiler elde edilerek analiz edilmesi, miisterilerin hizmeti veya iiriinii alma
aligkanliklar1 ve davramiglarina bakilarak firmaya kattigir degerlerin kesfedilmesi,
miisterileri degerlerine gore smiflandirmak, miisteriyle c¢ok yonlii iletisimin
saglanmasi, miisteri bagliligin1 arttiracak stratejilerin gerceklestirilmesi ve ¢esitli
tiriinlerin birlikte satis1 ve {ist satislarinin gerceklestirilmesi gibi temel hedefler ile

Miisteri Iliskileri Yonetimi (MIY) 6zetlenmistir. (Bagheri ve Tarokh, 2015).

Miisteri Iliskileri Yonetim (MIY) kavraminin teknoloji ve yonetim olarak ikiye
ayrilan yapisi, olusan kavrami operasyonel, stratejik ve analitik yonleri ile ele
alinmasini gerektirmektedir. (Maklan ve Buttle, 2015). Bu siirecleri ele alacak bir
Miisteri iliskileri Yonetimi (MIY) yapisinin aym zamanda bazi kaynaklara
odaklanmas1 gerekmektedir. Bu anlamda faydali bir Miisteri iliskileri Y&netimi
(MIY) siireci, miisterilerin kazanimi, elde tutulmasi, kayb1 ve geri kazanimi olmak

tizere 4 ana baslik gercevesi ile incelenebilmektedir. (Petersan ve Kumar, 2012).

Bu dort ana basliklar arasinda var olan miisteri kaybi, en basit ifadesiyle “rekabet
nedeniyle miisterilerin firmay1 tercih etmekten vazgegmeleri” anlamina gelmektedir

(Nettleton, 2014).

Miisteri kayb1 tanimi rekabet kosullarinda firmalarin miisterilerin tutumlarinda
meydana geldigi gozlemlenen degisimler sonucunda bulundugu firmayi
birakmalarinin artmasiyla daha fazla giindeme girmistir. Miisteri kayiplarinin yiiksek
olmasmin sebeplerinde, rakip firmalarda tatminsizlik yasayan miisterileri farklh
ozellikleri vurgulayarak farkli kampanyalar olusturarak miisteriyi kendi firmasina
cekme oldukga etkili olmaktadir. “Miisterilerin son teknolojilere erisme imkanlari,

Miisteriyi diislinlip, faydalarmi gozeten calisan kadrosu, daha diisiik iicretlendirme,

degisim maliyeti, yapilan tamitimlarin etkisi, konum ve g¢esitli hizmet teklifleri



sebebiyle rakip firmalara gecme yatkinligi gostermistir. (Farquad; Ravi ve Raju,
2014). Gegis egilimi gosteren miisterileri onceden tespit edebilmek ve o miisteriler
tizerinden farkli kampanyalar uygulayarak miisterinin tatminsizligini azaltip yeniden

firmaya baglamak giiniimiiz igletmeleri i¢in ¢cok dnemli bir yer edinmistir.

Paralelinde bilisim sektoriinde yiiriitiilen gelismeler sayesinde isletmeler, verileri
saklayabilir, kolay erisebilir, isleyebilir ve islenen veriler ile anlamli bilgiler elde
edilme imkanina sahip olabilmektedirler. Cesitli sektorlerde bulunan isletmeler,
miisterilerinin satin alma davraniglarinin yani sira miisteriye ait farkli 6zellikleri de
depolamaktadirlar. Depolanan veri yiginlarindan makine 6grenmesi yoOntemleri
kullanilarak anlamli bilgiler, isabetli tahminler elde edilebilmektedir. Elde edilen
sonuclar, miisteri odakli uygulamalarin gelistirilebilmesine ve miisteri kaybini

engellemek icin onemlemler alinmasina fayda saglamaktadir.

Makine 6grenmesi, biiylik veriler iizerinden anlamli ¢ikarimlar yapabilen, yapisal
olarak 0grenebilen algoritmalara verilen isimdir. Gilinlimiizde verilerin insan giicii ile
islenemeyecek boyutlara gelmis olmasi sebebiyle makine 6grenmesi konusu oldukca
onemli bir hale gelmektedir. Firmalar tuttuklar1 miisteri bilgilerini makine 6grenmesi
yontemleri sayesinde anlasilabilir, siniflandirilmis ve iliski kurulmus anlaml bilgiler

elde etmektedirler.

Literatiir incelemeleri yapildiginda kayip olacak miisterileri tahmin etmeye yonelik
caligmalan yiiriiten ve yakindan takip eden sektorlerin basinda telekomiinikasyon ve
iletisim sektorii gelip devaminda ise bankacilik sektorii, perakendecilik sektorti,
enerji sektorii ile oyun ve eglence sektorlerine ait 6nde gelen firmalar makine

ogrenmesi ile miisteri kayip analizi yapilmaktadir.

Gilinlimiiz sigortaciliginda da diger sektorler gibi rekabet ortaminin artmasi ve rakip
firmalarin miisterileri elde etme ¢abasi sonucu firmalar miisterilerini kaybetmemek
icin caligmalar yapmaya baslamistir. Yapilan literatiir incelemeleri sonucunda
sigortacilik sektoriinde miisteri kaybi analizinin diger sektorlere oranla daha az

yapildiginin fakat bu ¢aligmaya miisait veri kapasitelerinin oldugu tespit edilmistir.



Bu sebeple bu calismada artan rekabet kosullarinda var olmak ve tutulan veri
kapasitelerinin miisteri kayip analizine uygun olmasi sebebiyle bir sigortacilik
sektoriinde 6zel bir sirkete ait miisteri verileri lizerinde makine 6grenmesi yontemleri
ile miisteri kayiplarina yonelik modeller gelistirilerek tahminler yapilmig ve bu
modellerin ¢iktilarii ilgili olan herkesin istedigi zaman gorebilmek istemesi
sebebiyle bir arayliz olusturulmustur. Bu c¢iktilar ile birimlerin kendi miisterilerini

kaybetmemesi i¢in gerekli aksiyonlarin alinmasina imkan saglamaktadir.

Biiyiiyen rekabet ortaminda var olabilme, kayip olabilecek miisterileri tahmin edip
kaybetmemek i¢in gerekli aksiyonlarin alinmasi hedeflenen bu c¢aligmada ilk olarak
miisteri kayip analizini yapan ¢alismalar incelenmis, bu calismalarda hangi
yontemlerin kullanildigi, hangilerinde basari oraninin yiiksek oldugu bilgilerine
erisilmistir. Incelenen kaynaklar dogrultusunda miisteri kayip analizinde yiiksek
basart orani veren makine dgrenmesi algoritmalarindan Rastgele Orman (Random
Forest) Algoritmasi, Karar Agaci (Decision Tree) Algoritmasi ve K-En Yakin
Komsu (K-Nearest Neihbors) Algoritmalarindan bahsedilmistir. Bir sonraki asamada
Sigortacilik Sektdriinde Makine Ogrenmesi Yontemleri ile Miisteri Kayb: Analizi
calismasinda kullanilan veri setinden ve veri 6n isleme asamalarindan bahsedilip
sonrasinda uygulamanin nasil yapildigi anlatilmigtir. Son béliimde sonuglarin nasil
degerlendirilmesi gerektigine deginilip, bu ¢aligmada kullanilan algoritmalar
degerlendirilip aralarindaki basar1 oranlar1 karsilastirilmis ve en yiiksek basar1 oram
veren algoritma ile yapilan uygulamadan bahsedilip ¢alisma kaynaklar da eklenerek

sonlandirilmstir.



BOLUM 2. LITERATUR TARAMASI VE ILGILI CALISMALAR

Son donemlerde makine Ogrenmesi ile miisterinin kaybedilmesi, sadakatinin
Ol¢iilmesi, geri kazaniminin yollari, gelecege yonelik tahminlerin yapilmas: pek ¢cok
makalenin konusu olmaktadir. Bu ¢alismadaki literatiir taramasi ¢aligmasi sirasinda
miisteri kayb1 analizi yapan, kayip miisteri profillerini ¢ikaran ve bu miisterileri
tahmin etmeye calisan caligmalar tespit edilip kullandiklar1 yontemler detayl

incelenmistir.

Literatiir taramasinda incelenen ilk ¢alismalardan Tiirk iletisim sektoriinde, son 6 ay
icinde yiikleme yapilmayan kontorlii hatlar1 iptal eden bir mobil iletisim sirketi
verileri kullanilarak miisteri kaybi analizi yapilmistir. Karar agaclari ve regresyon
modellemesi kullanilarak her miisterisine bir puan atayip bu puanlarin analizi sonucu
6 ay sonra kaybedilecek miisterileri tahmin etmeye calisip, bu miisteriler i¢inden
yiiksek kontor yiikleyenlerin sirkete sagladigi katkilar degerlendirilerek miisteri
kaybi1 analizi ¢alismalarinin artmasi ve yayilmasi saglanmistir. (Ozmen, 2006). Yine
aym yil i¢cinde Yap1 Kredi Bankas1 miisterilerinden kredi kart1 kullanan miisterilerin
cesitli ozelliklerdeki bilgileri incelenerek, kaybedilmis bir miisteri profilinin veri
madenciligi yontemleri ile ortaya ¢ikarilmistir. C Programlama dili ile Karar Agaci
(Decision Tree) Algoritma’st kullanilarak farkli kurallar dogrultusunda esik degerleri
belirlenmis ve kurallar elde edilmistir. Bu kurallar inceliterek, miisteriyi kaybetme

sebepleri ve ne zaman kaybedildigi bilgisine erisilmeye ¢alisilmistir. (Tosun, 2006).

2009 yilinda yapilan bir ¢alismada siniflandirma yontemi olarak Rastgele Orman
(Random Forest) ve Lojistik Regresyonu kullanilarak miisteri kayb1 analizi
konusunda calisma yapilmistir. Calismada veri seti 6 farkli kategoride ele alinarak
nasil islenecegi ve nasil makine O6grenmesi yontemlerinde kullanilacagi iizerine

calisilmigtir. (Burez ve Van den Poel, 2009).



Miisteri kayb1 analizi yapilan sigortacilik, telekom sektorlerinin yani sira kozmetik
sektoriine ait bir firmanin miisterileri iizerinde miisteri kaybina yonelik bir calisma
yapilmistir. Siniflandirma ve kiimeleme algoritmalari kullanilarak yapilan ¢alismada
musterilere ait veriler analiz edilerek ayrilma ihtimali yiiksek olan miisteriler
belirlenip bu miisteri grubu i¢in strateji ve kampanyalar gelistirilmistir. Calismada
kullanilan algoritmalar arasindan en yiiksek basariy1 veren algoritmanin J48 oldugu

tespit edilmistir. (Aydogan, Gencer ve Akbulut, 2009).

Miisteri kaybi analizinde programlama dillerinin yani sira agik kaynakli yazilimlar da
olduk¢a yaygin kullanilmaktadir. 2011 yilinda yapilan ¢alismada veri madenciligi
teknikleri kullanilarak analizi ve bilgi ¢ikarimi zor olan veri seti incelenerek
icerisinden gizli kalmis faydali ve anlamli veriler agiga ¢ikartilmistir. WEKA,
Tanagra ve Scikit-Learn gibi agik kaynakli yazilimlar kullanilarak gesitli algoritmalar
denenmis ve bu algoritmalarin karsilastirilmalart yapilmistir. (Coskun ve Bayrak,

2011).

Sigortacilik sektoriinde yapilmis olan bir calismada bireysel emeklilik yaptiran
miisterilerin gesitli niteliklerde bilgileri incelenerek kaybedilen miisteri profili Karar
Agaci1 (Decision Tree) yontemleriyle ortaya cikarilmistir. Cikarilan kaybedilmis
miisteri profiline gore kural tablosu olusturularak bu kurallar sonucu miisteri
kayiplarinin sebepleri ve ne zaman gerceklestigi bilgilerine ulagilmistir. (Kogtiirk,

2010).

Bankacilik sektoriinde 2015 yilinda miisteri kayb1 analizinin yani sira kaybedilmemis
fakat kar olarak azalmis miisteriler tespit etmeye c¢alisilmistir. Karar agaglar1 ve
lojistik regresyon yontemleri kullanilan ¢alismada veri seti 6n isleme asamalarindan
gecirilmis, olusan veri seti ile model olusturulmustur. Model olustuktan sonra
karigiklik matrisine gore dogruluk oraninin %89 oldugu belirtilmistir. (Karaagac,

2015).



Karar agaglari, rastgele orman algoritmasi, lojistik regresyon kullanilan miisteri
kayb1 analizi ¢alismalarina ek olarak 2015 yilinda telekom sektoriinde yapisan bir
calismada yapay sinir aglaru, destek vektor makineleri, karar agaclari, naive bayes
ve regresyon analizi uygulanarak misteri kayip analizi yapilmistir. Uygulanan
algoritmalar arasindaki sonuclarin karsilastirilmasiyla birlikte benzer ¢alismalardan
farkli olarak uygulanan her yontemden sonra performans yiikseltici (boosting
algorithm) uygulanmistir. Performans ytikseltici (boosting algorithm) kullanilmadan
once en yliksek basart oranini veren algoritmanin yapay sinir aglar1 oldugu
gbzlemlenirken, performans yiikseltici kullanildiktan sonra en yiiksek basari oranini

destekgi vektor makinelerinin verdigi gézlemlenmistir. (Vafeiadis ve ark., 2015).

Bizim c¢aligmamiza benzer olarak yapilan, 3 milyondan fazla miisteriye sahip olan
Hollandal1 saglik sigorta sirketi Centraal Ziekenfonds verileri kullanilarak miisteri
kayb1 tahminlemesi yapmistir. Rekabetci ve dinamik bir ortamda var olan miisterileri
elde tutabilmek i¢in c¢alismada oncelikli olarak kaybedilecek miisterilerin dnceden
tahmin edilmesi gerekti§ine inanilmaktadir. Bu sebeple veri madenciligi
tekniklerinden Lojistik Regresyon, Karar Agaci (Decision Tree), Sinir Aglar1 ve
Destek Vektorii Makine kullanialrak Knime iizerinde kayip miisteri tahminlemesi

yapilmistir. (Huigevoort, 2015).

2017 yilinda yapilan ¢aligmada Destek Vektor Makineleri (DVM), Yapay Sinir
Aglar1 (YSA) ve Naive Bayes (NB) gibi gesitli siniflama yontemleri kullanilarak
telekomiinikasyon sektoriinde miisteri kaybini tahmin etmeye yonelik bir analiz
gerceklestirilmistir. Bu analiz sonucu sadik ya da terk eden miisterileri en iyi tahmin
eden yontemin yapay sinir aglar1 oldugu tespit edilmistir. (Kaynar, Tuna, Gomer ve

Deveci, 2017).

Miisteri kaybi analizi iizerine yapilan calismalar incelendiginde bu ¢alismalarin
Karar Agaclari, Yapay Sinir Aglari, Rastgele Orman, Destek Vektor Makinesi, Naive
Bayes, K-NN Yakin Komsu, Regresyon gibi farkli yontemler kullanilarak yapildigi
bilgisine erigilmistir. Caligmalarda tek bir yontem {iizerinde duruldugu gibi hibrit

modellere de yer verilmistir. Bunlar arasinda daha sik tercih edilenlerin ise destek



vektor makineleri, karar agacglar1 ve derin 6grenme olarak da gegen yapay sinir aglari

oldugu goriilmektedir.

Yapilan g¢aligmalar ve basart oranlari kaynak alinarak olusturulan bu c¢aligmada
misteri kaybi analizinin en yaygin olarak kullanildigi telekom sektdriinden sonra
gelen sigortacilik sektoriinde bir firma miisterileri ile yapilmistir. Calisma sirasinda
makine Ogrenmesi algoritmalarindan iyi basar1 sonucu veren rastgele orman
algoritmasi, Karar Agact (Desicion Tree) Algoritmasi ve K-En Yakin Komsu
Algoritma’st  kullanilmistir. Bu ¢aligmadaki amag¢ Onceki c¢aligmalar gibi
algoritmalar: uygulayip basar1 orani karsilagtirmanin yani sira en iyi sonucu veren
algoritmayr bir smifa dahil edip son kullanici tarafindan tekrar tekrar

kullanabilmesine olanak saglamaktir.



BOLUM 3. MAKINE OGRENMESI

Yapay zeka branglarindan olan makine 6grenmesi, yapisal olarak 6grenebilen, biiyiik
ve karmasgik veriler iizerinde anlamli ¢ikarimlar yapabilen bilgisayar algoritmalarina
verilen isimdir. Dijital veri iiretiminin kurumsal ve bireysel diizeyde hizla artig
gosterdigi giiniimiiz diinyasinda, verilerinin insan giicli ile islenemeyecek boyuta
gelmis olmasi, klasik algoritmalar ile wverilerin smiflandirilmasinin - miimkiin
olmamas1 ve ileriye doniikk tahminlemenin yapilamamasi sebebiyle makine
O0grenmesi ve yontemleri onemli bir hale gelmistir. Arthur Samuel 1959 Yilinda
makine 6grenmesini “Acikc¢a programlanmadigi halde makinelere 6grenme yetenegi
kazandiran disiplin.” olarak tanimlamistir. Makine 6grenmesi biiyiik veriler iizerinde
anlamli ¢ikarimlar yapabilen, yapisal olarak 6grenebilen algoritmalara verilen isim

olmaktadir.

Makine 6grenmesi, Gozetimli (Supervised), Gozetimsiz (Unsupervised) ve Takviyeli

(Reinforcement) olmak iizere ii¢c temel gruba ayrilmaktadir.

Hedef degiskeni belli olan 6grenme yontemi gozemli 6grenme(supervised learning)
olarak adlandirilmaktadir. Tahmin edilmek istenen siniflar bellidir, buradaki amag
girdi degerleri ile hedef degisken arasinda bir baglam ogrenerek yeni gelen
degerlerde bu baglamdan yola ¢ikarak tahminler yapmaktir. Veri setindeki hedef
degiskeni kategorik ise smiflandirma (classification), niimerik ise regresyon

(regression) algoritmalari kullanilmaktadir.

Gozetimsiz 6grenme (unsupervised learning) yontemi seklinde hedef degiskeni
bulunmamakta, sadece girdi bulunmaktadir. Amag girdiler arasindaki yakinliklar,
diizenlilikleri  bulmaktir. Gozetimsiz o6grenme ile kiimele ve kestirim

yapilabilmektedir.
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Gozetimli ve goOzetimsiz Ogrenmeden daha farkli olan takviyeli Ogrenme
(reinforcement learning) yoOnteminde odiil-ceza olarak adlandirilan  sistem
bulunmaktadir. Burada makinenin ana hedefi elde etmek istenilen eyleme ulagirken
kullanilan en dogru yolu bulmaktir. Dogru yolu bulmaya calisirken yaptig
hatalardan ¢ikarimlar yaparak belli bir 6diil-ceza sistem temeli iizerinde galismakta

ve ¢ikarimlardan en optimize yol ile dogru eylem bulunmaya ¢alisilmaktadir.

Bu c¢alismada, kullanilan veri setinde elde edilen hedef degiskeninin kategorik olmasi
sebebiyle Gozetimli (Supervised) 6grenme yontemlerinden K-En Yakin Komsu (K-
Nearest Neihbors) algoritmasi, Karar Agaci (Decision Tree) Algoritmasi ve bu karar
agaclarinin birlesmesi ile olusturulan Rastgele Orman (Random Forest) algoritmasi

kullanilmastir.

3.1. Karar Agaclan

Tiimevarim metodunu kullanarak verilerin siniflandirilmasimi veya sonug¢ tahmini
yapilmasini saglayan karar agaclari, 6zellik ve hedefe gore karar diiglimleri (decision
nodes) ve yaprak diigiimlerinden (leaf nodes) olusan aga¢ yapist formunda bir model
olusturan makine 6grenmesi siniflandirma yontemlerindendir. Karar agaglari kok
diiglim, diigiim ve dalladan meydana gelmektedir. Kurallar dogrultusunda sorular
sorulup bu kurallarin cevaplari bir araya getirilerek, yeni kurallar olusturulmaktadir.

Pesi sira sorulan sorularin cevabina gore belirlenen degisken agac yapisinin ilk
asamasi olan kok diigiim olusturulmaktadir. Bagimli degiskeni temsil eden kok ile
baslanan agacin yapisinda asag1 dogru gidildikce veri kiimeleri daha kiiclik parcalara
ayrilarak dallar1 ve yeni diigiimleri olusturmaktadir. Her bir soruyu bir diigiim temsil
etmekte ve verilen cevap sayist kadar dar olusmaktadir. Agacta bulunan dallar, 'eger-

ise' kurallarin1 olusturmakta ve secilen adima goére bir sonraki diigiime

aktarilmaktadir.
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Farkl1 bir soru meydana gelene kadar agag¢ yapist bu sekilde meydana gelmektedir.
Son olarak bir sinifi temsil eden Sekil 3.1.’de 6rnek olarak gosterilen son diiglime

ulasilmaktadir.

N
ANA Y

Sekil 3.1. Ornek Karar Agaci (Desicion Tree) Modeli

Karar agaglan, diger istatistiksel ¢oziimlere gore olusturulmasi daha kolay, agag
seklinde siniflandiricilardir. Modelin agaca benzeyen yapisi, bagimli ve bagimsiz
degiskenler arasi iliskiyi gostermektedir. Agagta meydana gelen yaprak diigtimleri
hedef niteliginin degeri olmaktadir. Karar digiimii ise nitelikte uygulanan test
degerini gostermektedir. Karar agaci verilen 6rnegi kokten yapraga kadar inceleyip
siniflandirmaktadir. Karar agaclarinin 6grenme algoritmalari, bir hipotezi gostermek
igin karar agacit kullanmaktadirlar. Ogrenme kiimesinde, ham veri incelenerek
mimkiin olan en iyi sekilde siniflandirilmaktadir. (Tosun, 2006). Algoritma bu
islemi recursive olarak tekrar edip, son ortaya ¢ikardigi karar agaci en son hipotezi
olusturmaktadir. Ideal olan karar agaci, 6grenme kiimesi disindaki verilerde de ayni
kurallar1 olusturur ya da az hata payiyla ayni hipotez sonuglarini ortaya

¢ikarmaktadir. (Moore, 2001).

Karar agaglari hem kategotik hem de sayisal verileri isleyip anlamlandirabilmektedir
ayni zamanda bagimsiz ve bagimli degiskenler sebebiyle eksik veya kayip

degerlerden etkilenmemektedirler.
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Bazi durumlarda aga¢ modeli olusturma ve aga¢ budama karmasikligi ¢ok
olabilmekte veya az girdi ile olusturulan karar agaci modeli anlamli bilgi

yansitamayabilmektedir.
3.2. Rastgele Orman (Random Forest) Algoritmasi

Karar agaci modellerinin en biiyiik problemleri arasinda veriyi ezberleme — asir
O6grenme bulunmaktadir. Rastgele orman modeli bu problemi 6nlemek amaciyla veri
setinden rassal olarak 100’lerce farkli alt agaclar segip bunlart egitmektedir. Bu
yontem sebebiyle 100’lerce karar agaci modeli olusturulup, olusturulan karar
agaclar1 bireysel olarak tahminde kullanilmaktadir. Giin sonunda ise problem
regresyonsa karar agaglarinin tahminlerinin ortalamasi, problem siniflandirmaysa
tahminler arasinda en ¢ok oy alan se¢ilmektedir. Bu yontem en biiyiik problem olan
asir1 6grenme ve ezberlemenin de Oniine gegip, farkli veri setlerinden dolayr aykir

veri (outlier) problemini de minimum seviyeye inmektedir.

i S P

‘ Random Forest Model Sonucu ‘

Sekil 3.2. Ornek Rastgele Orman (Random Forest) Modeli

Birden ¢ok karar agaci modeli ile oylama yapilarak olusturulan rastgele orman
algoritmasi, karar agaglarinda goriilmekte olan asir1 6grenmenin Oniine gecmis
olmaktadir. Her bir karar agaci i¢in kullanilan farkli veri setleri sebebiyle aykir1 veri
(outlier) problemini de mininmum seviyeye indirmektedir.  Rastgele Orman
(Random Forest) yontemi bir bagging yontemi olmaktadir. Bagging yonteminde
birden fazla yontem paralel olarak farkli veri seti kiimeleri ile egitilmekte ve tiim

modellerin olusturdugu sonu¢ oylamaya tabii tutularak nihai sonug¢ ortaya
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cikarilmaktadir. Basit rastgele orman algoritmasi modeli Sekil 3.2.°de

gosterilmektedir.

3.3. KNN (K-Nearest Neihbors) Algoritmasi

KNN algoritmas1 igerisinde tahmin edilecek degerin bagimsiz degiskenlerinin
olusturdugu vektoriin en yakin komsularimin hangi smifta yogun oldugu bilgisi
tizerinden smnifi tahmin etmeye dayanmaktadir. KNN (K-Nearest Neihbors)
algoritmasi denetimli 6grenme yoOntemlerinden biri olarak hem siniflama hem de
regresyon tarafinda olduk¢a kullamlmaktadir. Ozet olarak tanimlamak gerekirse
smifi  heniliz belirlenmemis veri egitim setinde bulunan diger veriler ile
karsilagtirilarak uzaklik Ol¢iimii  yapilip bu Olgciime gore en optimal simif

bulunmaktadir.

KNN (K-Nearest Neihbors) Algoritmas:t iki temel deger iizerinden tahmin
yapmaktadir ve uzaklik hesaplamalar1 sirasinda kullanilmasi amaciyla Oklid
(Euclidean), Manhattan ve Minkowski Uzaklik Fonksiyonlar1 gibi farkli
fonksiyonlar belirlenmektedir. Bu fonksiyonlar arasinda yaygin olarak kullanilan
Oklid Uzaklik Fonksiyonu olmaktadir. Fonksiyon ile p boyutlu bir uzayda i ve j
noktalar1 arasinda bulunan uzaklik Denklem 3.1.’de verilen formiil ile elde

edilmektedir:

AG) = |5t~ x) @)

Veri setinde bulunan degiskenlerin sayisinin ikiden fazla oldugu durumlarda
Standardize Edilmis Oklid Uzaklik Fonksiyonu kullanilmaktadir. Her bir degisken
kendi igerisinde z doniislimii uygulanarak standardize edilip, esitlik formiile
yerlestirilmektedir. Boylelikle degiskenler arasindaki 6l¢tim farkliliklari ortadan

kalkmis olmaktadir.

KNN (K-Nearest Neihbors) Algoritmasi uygulanirken k se¢imi olduk¢a 6nemli bir
kisimdir. Komsuluk degerini ifade eden degerin (k) kiigiik bir say1 oldugu
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durumlarda go6zlemlerin siddetli vurgulanmasina bagli olarak algoritmanin

performansinda bir bozulma goriilebilmektedir.

KNN (K-Nearest Neihbors) algoritmasi kullanilarak elde edilen KNN Kayip Deger
Atama yontemi ilk olarak Dixon tarafindan 1979 yilinda smiflandirma
problemlerinde kayip veri sorunu i¢in kullanilmistir. Daha sonrasinda mikrodizilim

veri setlerinde ve yapay sinir aglar1 gibi dallarda da kullanilmaya baslanmistir.

Literatiirde Acuna ve Rodriguez tarafindan gelistirilen atama algoritmasinda uzaklik
fonksiyonunun hesaplandigi goézlem satirlarinda kayip veri igermesine izin
verilmemektedir. Gelistirilen kayip deger algoritmasindan bahsedilen Sekil 3.3.’de
grafikte, K=3 (diiz ¢izginin oldugu yer) secilirse siniflandirma algoritmasi “?” isareti
ile gdsterilen noktay1, kirmiz1 tiggen siifi olarak tanimlamasi beklenmektedir. Fakat
K=5 (kesikli ¢izginin oldugu alan) secilirse siniflandirma algoritmasi mavi kare sinifi

olarak tanimlayacaktir.

Sekil 3.3. K degerinin 6nemi

KNN (K-Nearest Neighbors) Algoritmas ile iiretilmis bir modelin basarisin1 6lgmek
icin genel olarak kullanilan 3 adet indikator bulunmaktadir. Bunlardan ilki Jaccard
Index adi verilen, dogru tahmin kiimesi ile ger¢cek deger kiimesinin kesigim
kiimesinin bunlarin birlesim kiimesine oran1 olmaktadir. 1 ile 0 aras1 deger alip, 1 en
1yi basar1 anlamina gelmektedir. Confusion Matriks {izerinden hesaplanan Precission
ve Reccal degerlerinden hesaplanan F1-Score, 1 ile 0 aras1 deger alip, 1 en 1yi basari

anlamina gelmektedir. Logistic Regresyon sonunda tahminlerin olasiliklar1 izerinden
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ise Logloss degeri hesaplanmaktadir. 1 ile O arasi deger alip, Jaccard Index ve F1-

Score degerlerinden farkli olup 0 en iyi basar1 anlamina gelmektedir.

Yapilan calismada en yaygin kullanilan yontemleri ile makine Ogrenmesi
kullanilarak miisteri kaybi1 analizi yapilip, bir sonraki bdliimde adimlarindan

bahsedilmektedir.



BOLUM 4. SIGORTACILIK SEKTORUNDE MAKINE
OGRENMESiI YONTEMLERI iLE MUSTERI KAYBI
ANALIZI

Siniflandirma ve tahminleme algoritmalarinda kullanilan verinin kalitesi ve boyutu
yapilan tahminleme sonucunda basar1 orani ile dogru orantilidir. Bu sebeple modeli
egitmek i¢in kullanilacak veri setinin hazirlanmasi en énemli asamalardandir. (Kunt

2019)

Bu caligmada modeli olusturma, egitme ve kullanma agamalarindan 6nce modeli
olustururken ve tahminleme yaparken kullanacagimiz veri seti 6zelllikleri ¢ikarilmis

ve uygun formata getirilmistir.

Bu calisma bir sigorta sirketine ait anonim veriler ile yapilmustir. Ilgili sigorta
sirketinin arabalarina kasko policesi yaptiran miisterileri arasinda sadece veri isleme
izni olan miisterilerine ait veriler anonimlestirilip, KVKK kapsaminda kullanima

uygun hale getirilmistir.

Miisteri kaybi1 analizi i¢in poligesini iptal eden ve poligesini yenileyen olmak iizere
iki farkli tipte miisteri profiline ihtiya¢ duyulup bu formatta veri seti hazirlanmistir.
Miisterilerin poligesini yenileyip yenilemedigini belirleyen bu 06znitelik yaninda,
kayip olan miisteri profillerini belirlemek amaci ile sosyodemogrofik bilgiler,
kullanilan ara¢, marka, model bilgileri, poli¢esini daha once ka¢ kez yeniledigi

bilgileri de yer almaktadir.
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4.1. Veri Setinin Olusturulmasi
Tahminleme igin kullanacagimiz model igerisindeki veri setinde, kasko poligesini
yenileyen ve yenilemeyen miisterilerin sosyodemografik bilgileri, kullandig1 aracin

Oznitelikleri, polige 6zellikleri gruplanarak tutulmaktadir.

Miisterileri ait Tablo 4.1.”deki maddelerde yer alan 6znitelikler ¢ikarilmis ve veri seti

olusturulmustur.
Tablo 4.1. Veri setinde kullanilaran 6znitelikler ve agiklamalar
Oznitelik Aciklama
Yas Miisterinin yas bilgisi
Cinsiyet Miisterinin cinsiyeti
Medeni Hal Miisterinin medeni hali
Calisma Durumu Miisterinin ¢aligma durumu
Meslek Miisterinin meslegi
Yasadig 11 Miisterinin yasadigr il

Egitim Seviyesi

Miisterinin Odedigi Toplam Prim

Plaka Sayisi
Marka
Marka Sayist
Model
Model Sayist

Kullanim Tarz1
Model Yili

Plaka 11 Kodu

Ortalama Hasarsizlik Kademesi
Hasarsizlik Kademe

Arag Yas1

Satig Kanali

Unsur Tip
Yenileme

Miisterinin egitim seviyesi

Miisterinin tiim poligeleri i¢in 6dedigi toplam prim
Miisterinin simdiki zamana yaptig1 arag/araglari plakalarimnin
sayis1

Miisterinin giincel kasko poligesi yaptirdigi aracin marka
bilgisi

Miisterinin gimdiki zamana kadar tiim poligeleri dahilinde
yaptig1 arag/araglari markalarinin sayisi

Miisterinin giincel kasko poligesi yaptirdigi aracin model
bilgisi

Miisterinin gsimdiki zamana kadar tiim poligeleri dahilinde
yaptig1 arag/araglari modellerinin sayist

Aracin kullanim tarzi

Miisterinin giincel kasko poligesi yaptirdig1 aracin model y1li
bilgisi

Miisterinin giincel kasko poligesi yaptirdig1 aracin plaka il
kodu bilgisi

Miisterinin gimdiki zamana kadar tiim poligeleri dahilinde
belirlenen hasarsizlik kademesi

Miisterinin giincel kasko poligesi i¢in belirlenen hasarsizlik
kademesi

Miisterinin giincel kasko poligesi yaptirdig1 aracin yas bilgisi
Miisterinin giincel kasko poligesini nereden yaptirdig: bilgisi
Miisterinin giincel kasko poligesindeki aracin unsur tipi
Miisterinin poligesinin yenilenip yenilenmediginin bilgisi

Veri setinde incelenmek iizere alinan 532723 miisterinin ve her bir miisteri i¢in 22
Oznitelik bulunmaktadir. Var olan miisteriler arasinda 219437 miisteri poligesini
yenilememis, 313286 miisterinin ise poligesini yenilemis oldugu gézlemlenmektedir.

Sekil 4.1.’de calismada kullanilacak veri setine ait siniflarin miisteri kayip adetleri
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gosterilmigtir. Siniflar aras1 farka bakildiginda veri setinin dengeli oldugu

gbzlemlenmektedir.
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KAYIP YENILBME

Sekil 4.1. Veri setindeki miisteri kayip dagilimi

Sekil 4.2.°de veri setinde bulunan ve policesini yenileyen miisterilerin cinsiyet
dagilimi verilmektedir. Grafige gore poligesini yenileyen miisterilerin %78’ inin

erkek oldugu gézlemlenmektedir.

Sekil 4.2. Veri setindeki kayip miisterilerin cinsiyet dagilimi
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Sekil 4.3.’de veri setinde kasko poligcesi yaptirilan araclarin trend dagilimi
verilmektedir. Grafige gore aracin yas1 arttik¢a kasko sigortasi yaptirma oraniin da

dogrusal bir sekilde diistiigii gozlemlenmektedir.
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Sekil 4.3. Veri setindeki polige yaptirilan araglarin yaslarinin trendi

Veri seti istatiksel olarak incelenip kullanilacak veri iyice tanindiktan sonra bir¢ok 6n
hazirlik asamasindan gecip model olusuna uygun hale getirilmesi gerekmektedir.
Eksik verilerin incelenip gerektiginde uygun kosullarda doldurulmasi, veri seti
icindeki verilerin uyumu i¢in aykir1 verilerin(outliers) tespit edilip diizenlenmesi,
veri setindeki alanlarin diger alanlarla arasindaki pozitif veya negatif yonlii iliskinin
(korelasyon) tespiti gibi 6n hazirlik agamalar1 veri setini modele hazirlaylp modelden
maksimum bagar1 alinmasi sagladig1 i¢in veri madenciligi ve makine dgrenmesi
yontemleri siireclerinde oldukg¢a biiylik 6neme sahip olmaktadir. Calismamizda
yapilan veri On hazirhik c¢alismalar1 bir sonraki baslik olan yontem altinda

detaylandirilip, uygulama basligi altinda ise nasil uygulandig: anlatilmigtir.

4.2. Veri On Isleme

Hazirlanan veri setine modelin uygulanabilmesi, uygulandiginda yiiksek basar1 elde

edebilmek i¢in veri seti veri 6n isleme agamalarindan gecilmistir.
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4,2.1. Eksik verilerin temizlenmesi

Veri setinde eksik degerlerin olup olmadigi kontrol edilmistir. Makine 6grenmesi
algoritmalarinda kullanilan veri setlerinde bulunmakta olan eksik (null) kayitlar,
modeli olusturma, egitme ve tahminleme ¢alismalarinda yer alabilecek tutarsiz
sonuglarin meydana gelmesine sebebiyet vermektedir. Eksik veri olan veri setlerinde

genel olarak asagidaki adimlar uygulanmaktadir.

- Veri setinde eksik verilerin bulundugu siitunun veya satirin silinmesi. Eger
siitun yani Ozniteligin veya satirin belirli bir ylizde oranmi iizerinde eksik

degerler (missing value) iceriyorsa veri setinden komple ¢ikarilmasi

- Veri setinde bulunan eksik verilerin sabit bir deger ile doldurulmasi

- Eksik verilerin bulundugu siitunun ortalamasi alinarak eksik verilerin bu

ortalama ile doldurulmasi

- Sireklilik gerektiren sayisal degerler bulunan oznteliklerin
kategoriklestirilmesi. Yani c¢ok genis araliklarda sayisal verilerin belli
araliklara gore kategorik hale getirilmesidir. “0’dan kii¢iik”, “0-50, “50-100”
seklinde kategoriklestirilebilinmektedir

- Veri setinde eksik olan veriyi yiiksek iligkisi ( high correlation) oldugu baska

bir 6zniteligin degerine gore tahmin edilmesi

Bu calismada veri setindeki bos veri igeren siitunlarin satir bazinda bos adetlerinin
genel adede orami alimmistir. Bu oran bos verilerin analizini yapmak igin
kullanilmistir. Siitun bazinda %1 ‘in altinda bos olan veriler silinmis, %]1’in tistiinde
bos olan siitunlarda ise string degerler var ise siitunun modu, numerik degerler var
ise ortalama degerler ile doldurulmustur.

Veri setinde bulunan degiskenler arasindaki iligki, bu iliskinin yonii ve siddeti ile

bilgileri saglayan istatistiksel yontem olan korelasyon analizi uygulanmaktadir. ki
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ya da daha fazla degiskenler arasindaki iliskinin matematiksel bagintisi “Regresyon

Analizi”, iliskinin yonii ve derecesi ise “Korelasyon Analizi” ile incelenmektedir.

4.2.2, Korelasyon analizi

Korelasyon katsayisi, bagimli ve bagimsiz degiskenler arasindaki iliskinin glictinii
gostermektedir. Ornegin; bir insanin kalp krizi gegirme riskiyle sigara kullanimi
arasindaki iligski veya insanlardaki egitim seviyesi (X) ile i¢inde bulundugu cografi
konum (Y) arasindaki iligki korelasyon katsayist ile incelenmektedir. Korelasyon

katsayis1 degiskenler arasindaki iliskinin nasil oldugu hakkinda bilgi vermektedir

Korelasyon katsayisi, agiklanan varyans ve acgiklanmayan varyans orani olarak

tanimlanmaktadir.

Korelasyon katsayis1 iki degisken arasindaki dogrulsal iligskinin olglisii olup
incelenen degiskenler birbirinden bagimsiz ve -1 < r <I arasinda bulunmaktadir.
Korelasyon katsayisinin O ile 1 arasinda bir deger almasi degiskenler arasindaki
iligkinin pozitif yonde bir iliski oldugunu, -1 ile 0 arasinda yer almasi ise negatif
yonde bir iligski oldugunu gostermektedir. Tablo 4.2.’de korelasyon araligi ve iliski

diizeyleri verilmistir.

Tablo 4.2. Korelasyon Araligi

Korelasyon analizi iliski Diizeyi
(-0,25) -0 ve 0 —(0,25) Cok Zay1f
(-0,49) — (-0,26) ve (0,26) — (0,49) Zayif
(-0,69) — (-0,50) ve (0,50) — (0,69) Orta

(-0,89) — (-0,70) ve (0,70) — (0,89) Yiiksek

(-1) — (-0,90) ve (0,90) — 1 Cok Yiiksek

4.2.3. Ozellik 6l¢eklendirme

Bir veri kiimesindeki 6zelliklerin degerlerini, mesafe hesaplamasina orantili olarak
katkida bulunacak sekilde oOlgeklendirme islemidir. En yaygin olarak kullanilan
ozellik olcekleme teknigi Standardizasyon (veya Z-Skoru Normallestirme) ve Min-

Max olgeklendirmedir.
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Standardizasyon: Z-Puani Normallestirme / Standardizasyon olarak da bilinmektedir.
y Ozelliklerinin  yeniden Olgeklendirilmesi  islemidir, boylecep = Oveo =
1 olmaktadir. Teknik olarak, standardizasyon ortalamayr c¢ikararak ve standart
sapmaya bolerek verileri merkezler ve normallesmektedir. Elde edilen
degerlere standart puan (veya z-puani) denir ve Denklem 4.1.°deki gibi

hesaplanabilmektedir.

(4.1)

Formiildeki p ortalama ve o ise ortalamadan standart sapmadir. Ozelliklerin standart
sapmasi 1 ile O civarinda ortalanacak sekilde standartlastirilmasi, farkli birimleri olan
Olciimleri karsilastirdigimizda degil, aynt zamanda bircok makine O6grenme

algoritmasi i¢in genel bir gereklilik olarak da 6nemli olmaktadir.

4.2.4. Egitim ve test Kiimesi Olusturma

Uygulamada veri setinin %33’likk dilimi 135112 olan satir test veri seti olarak
ayrilmis, kalan 274316 satir veri ise egitim veri seti olarak ayrilmistir. Veri setimizde
bulunan yenilenen miisteri ve kayip miisteri dagilimi dengesiz olmamaktadir,
dengesiz olma durumunda ¢6ziimlemek i¢in az olan sinifa ait veri 6rnegi arttirilabilir,
fazla olan sinifa ait veri 6rnegi azaltilabilir veya farkli performans metriklerine gore

basar1 6l¢iimlenebilmektedir.



BOLUM 5. BULGULAR VE DEGERLEDIRME

Bu bodlimde makine oOgrenmesi yoOntemlerinin degerlendirme Olgiitlerinden,
Sigortacilik ~ Sektoriinde Makine Ogrenmesi ile Miisteri Kayb1  Analizi

uygulamasindan bahsedilmektedir.

5.1. Sonuclarin Degerlendirilmesi

Makine Ogrenmesinde kullanilan smiflandirma modellerinin  performansini
degerlendirmek icin hedef niteligine ait tahminlerin ve bu tahminlerin gercek
degerleri analiz etmek i¢in yaygin olarak kullanilan bir takim 6l¢iitler yer almaktadir.
Olgiitlerin hesaplamasinda karisiklik matrisi (confusion matrix) kullanilmaktadir.
Tablo 5.1.’de gosterilen, bu matriste satirlarda yer alan degerler veri setimizdeki
gercek degerleri, siitunlar ise modelimizin ¢alismast sonrasi olusan siniflandirma /

tahmin degerlerini icermektedir.

Tablo 5.1. Karigiklik Matrisi (Confusion Matrix)

Tahmin Edilen Sinif (Predicted Class)

Smif=1 Smif =2
Gergek Sinif Degeri Siif =1 True Positive (TP) False Negative (FN)
(Actual Class) Simf=2 False Positive (FP) True Negative (TN)

Dogruluk (Accuracy): Calisma sonucunda dogru olarak tahmin edilen /

siiflandirilan verilerin, veri setindeki tiim 6rnek verilerin sayisina oranidir. Formiili

Denklem 5.1.”deki gibidir.

TP+TN

Dogruluk = —————
TP+TN+FP+FN

(5.1)
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Hata Oranmi (Error Rate): Calisma sonucunda yanlis olarak tahmin edilen /
siniflandirilan verilerin, veri setindeki tiim 6rnek verilerin sayisina oranidir. Formiili

Denklem 5.2’deki gibidir.

FP+FN

Hata Orant = ———— (5.2)
TP+TN+FP+FN

Duyarlilik (Sensitivity): Calisma sonucunda dogru olarak tahmin edilen /
siniflandirilan pozitif 6rnek sayilarinin, pozitif tiim 6rnek sayisina oranidir. Formiili

Denklem 5.3’deki gibidir.

TP
TP+FN

Duyarlilik = (5.3)

Kesinlik (Precision): Calisma sonucunda dogru olarak tahmin edilen / siniflandirilan

pozitif 6rnek sayilarinin, pozitif siniflandirilmis tiim 6rnek sayisina oranidir. Formiilii

Denklem 5.4’daki gibidir.

TP
TP+FP

Kesinlik =

(5.4)

F-Olgiitii (F-Measure): Calisma sonucunda degerlendirilmesi igin duyarlilik ve
kesinlik degerlerinin tek basina anlam ifade etmemesi sebebiyle bu iki degerin
harmoni ortalamalar1 alinarak f-6l¢iitii bulunmaktadir. Formiilii Denklem 5.5.°de

verilmektedir.

T 2 x Kesinlik x Duyarlilik
F — Olgiit = 4

(5.5)

Kesinlik+Duyarlilik

5.2. Problemin Céziimii I¢in Uygulanan Model

Calismamizda problemin ¢oziimii i¢in nesne yonelimli, yorumlamali, birimsel ve
etkilesimi yiiksek seviyeli bir programlama dili olan Pyhton ve veri analizi yaparkan
temel olarak kullanilan baglica kiitiiphaneler; pandas, numpy ve matplotlib

kullanilmaktadir.



25

Pandas kiitiiphanesi, genelde veri isleme ve temizleme c¢alismalarinda oldukca efektif
sekilde kullanilan bunun yani sira makine 6grenmesi gibi alanlarda da oldukga fazla
kullanilan bir python kiitiiphanesidir. Numpy kiitiiphanesi, Python programlama
dilinde, Bilimsel hesaplamalar yapilirken kullanilan temel bir kiitiiphanedir. Cok
boyutlu diziler (array), maskelenmis diziler ve matrisler, dizilerdeki hizli iglemler
icin matematiksel, mantiksal, sekil isleme, siralama, se¢gme gibi islemleri igeren bir
kiitiiphanedir. Calismada kullanilan diger bir kiitiiphane ise Matplotlib kiitiiphanesi,
verileri gorsellestirebilen bir python kiitiiphanesidir, neredeyse biitiin gorsellestirme
metodlarina entegre olarak calismaktadir. Ayni1 zamanda Matplotlib ile verileri
etkilesimli olarak gorsellestirebilir,herhangi bir yerde paylasmaya uygun yiiksek
kalitede ciktilar hazirlanabilmektedir. Ayni zamanda hem iki boyutlu hemde fi¢

boyutlu ¢iktilar hazirlanabilmektedir.

Bir makine 6grenmesi modelinde Oncelikle eldeki veri ile neler yapilabilecegine
karar verip, nasil temizleneceginin planlar1 yapilmaktadir. Ardindan eldeki verileri
makine Ogrenmesine hazir hale getirmek icin belli 6n isleme metodlar
uygulanmaktadir. Bos veriler doldurulup, aykir1 veya yanlis degerler diizeltilip veri
seti modele hazir hale gelince veri seti test ve egitim olarak ikiye ayrilmaktadir. ki
ayrilan veri setinden egitim veri setine model dgretilip ardindan test i¢in ayrilan veri

ile bu modelin dogruluk oran1 6l¢giilmektedir.

5.3. Uygulama

Miisteri kaybi; miisterilerin artan rekabet ortaminda bulunduklar1 firmay: tercih
etmekten vazgegmeleri anlamina gelmektedir. Miisteri liskileri Yonetimi (MIY)
Olceklerinden olan miisteri kaybi; miisterinin son aligverisini yaptiktan sonra odagini
diger firmalara kaydirmasindan bahsetmektedir. Nitekim firmalar artan rekabet
ortaminda yerini ve miisterilerini korumak amaciyla gesitli stratejik kararlar alirken
oncelikli olarak sadik olarak adlandirilan miisterilerinden gelecek istikrarli gelire
odaklanmalar1 sebebiyle var olan miisterilerin elde tutulmasina daha c¢ok ©nem
vermiglerdir. Eldeki miisterileri firmada tutmak, yeni bir miisteri kazanmak ve onu

sadik miisteri yapmaktan daha maliyetli olmaktadir. Nitekim miisteri kayb1 yonetimi
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ad1 verilen siirecte istenen, firmayi tercih etmeyi birakma ihtimali olan miisterileri
tespit etmektir. Bu sebeple miisteri kaybinin dogru yonetilmesi, ancak firmadan
vazgeeme ihtimali bulunan misterinin dogru sekilde belirlenmesi ile miimkiin
olmaktadir. Bu noktada temel amag, miisterileri kayip olacak ve kayip olmayacak

miisteri seklinde siiflandirmaktir.

Uygulamaya ait akis semasit Sekil 5.1. ‘de gosterilmektedir.

[ Problemin Tanim ]

e
Veri On Isleme
J\ ' Veri Temizleme X
¢ 3 - Eksik Veriler |
] Aykarn Veriler :
Editim Kiimesi Test Kiimesi , Gereksiz Nitelik Clkarma
................ 1
Fesamescscmansany
iy VerDenistirme
v Veri Olceklendirme '
R )
Veri Omneklendirme

Siniflandirma / Modeli Tanima

I 1

Rastgele Orman K - En Yakin Komsu
Algoritmasi Algoritmas

( )

Karar Adaci Algoritmas:

Sonuclan Dederlendirme

En lyi
Sonucu
Veren

Algoritma

Misteri Kaybi Analizi Uygulamasi

Sekil 5.1. Calismanin akig diyagrami
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5.3.1. Veri seti hazirlamasi

Artan rekabet diinyasinda mevcut miisteri portfoyiinii korumak, rakip firmalarin
stratejisine yenik diismeden miisterilerin gitme ihtimalini dnceden tespit edip, bu
durumun Oniine gegmek icin gitme ihtimali olan miisterilerin gitme sebeplerini
¢Oziimleyip, miisterileri memnun etmek gerekmektedir. Bu c¢alismada belirlenen bu

problem {izerine yapilmustir.

Miisteri kaybi analizi yapilan bu c¢alismada 6zel bir sigortacilik sirketinin verileri
kullanilarak 2017 ve 2020 yillar1 arasinda yer almis miisterilere ait igerisinde
sosyodemogrofik bilgilerin yani sira kullanilan ara¢ marka, model bilgilerinin de

icinde yer aldig1 23 6znitelik belirlenmistir.

Veri seti Oracle veri tabaninda bulunan tablolardan PLSQL veri tabani sorgusu
kullanilarak hazirlanip, csv formatinda export alinmistir. Pyhton programlama
dilinde bulunan veri okuma, veri 6n isleme ve veri temizleme asamalarinin
yapilmasina olanak saglayan pandas kiitiiphanesi ile hazirlanan veri seti proje

igerisine alinmistir.

5.3.2. Veri on isleme

Oznitelikler belirlenirken Plaka, TCKN , VKN gibi miisteriye 6zel olan bilgilerin
egitim modeline faydasi olmayacagi gerekgesiyle c¢alismaya dahil edilmemistir.
Bunun yan1 sira miisteri 6zelinde poligesinin iptal olup olmadig1 bilgisi ve yenileme

sayis1 gibi Oznitelikler de modelde ezbere sebebiyet verdigi i¢in yer almamistir.

Oznitelikler belirlendikten sonra kullanilan arayiize’e (Spyder) dahil edilen
verisetinde veri on isleme asamalarina baslanmistir. Ilk olarak veri setindeki
siitunlarin satir bazinda bos adetlerinin genel adede oranmi1 alinmistir. Bu oran bos
verilerin analizini yapmak i¢in kullanilmistir. Siitun bazinda %] ‘in altinda bos olan
veriler silinmis, %1’in {stiinde bos olan siitunlarda ise kategorik degerler var ise

stitunun modu, numerik veriler var ise ortalama degerler ile doldurulmustur.
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Veri seti lizerinde ki bos olan verileri doldurma yodntemleri ile bos veriler
temizlendikten sonra modelin basar1 oranini arttirmak i¢in, kategorik degiskenleri
islemek icin kullanilan kodlama yontemi olan Label Endocing ile string tiirlindeki
stitunlardaki her bir veriye alfabetik siralamaya gore benzersiz bir tam say1

atanmistir.

Tim siitunlardaki verilerin sayisal olduguna emin olduktan sonra veri seti lizerinde
aykirt degerlerin tespiti i¢in z score puanlart hesaplanmistir. Z score’iin -3 ile 3
arasinda olmasi gerekmektedir. —3 iin altindaki ve 3’iin iistiindeki degerler aykir

degerler olacagi i¢in veri setinden ¢ikarilmistir.

Veri isleme adimlarina devam ederken veri setinde bulunan siitunlarin birbirleri ile
aralarindaki iliskilerin yonii ve derecesini incelemek icin Korelasyon Analizi
uygulanmistir. Bu analiz sonucu belirlenen korelasyon katsayisi siitunlar arasindaki
iligkinin bagiml degisken mi yoksa bagimsiz degisken mi oldugunu gostermektedir.
Korelasyon katsayisi -1 ile 0 arasinda ¢ikan siitunlar arasinda bagimsiz degisken, 0
ile 1 arasinda ¢ikan siitunlar arasinda ise bagimli degisken iligkisinin oldugu bilgisine
erisilmistir. Bu analiz sonucunda korelasyon katsayis1 O olan verilerin iliskileri
kurulamadigi, modelin O6grenimine bir fayda saglamayacagi gerekgesiyle

temizlenmelidir.

Tim veri setinin kesirli sayilara (float) ¢evrildiginden emin olduktan sonra verilerin
dagilimi ve Ozellikler arasindaki olgek farkliliklar1 sebebiyle veri setine standart

scaler uygulanip veri seti veri temizleme asamasini tamamlamistir.

5.3.3. Veri setini egitim ve test olarak ayirma

Veri temizleme asamasi tamamlanan veri setinden rastgele secilen %33’liik dilimi
135112 olan satir test veri seti olarak ayrilmis, kalan 274316 satir veri ise e8itim veri
seti olarak ayrilmistir. Modellerin karsilagtirilmasi sirasinda veri setinden dogacak
tistlinliiklerin engellenmesi sebebiyle test ve egitim veri setlerinin bélme islemi bir

kez yapilmis ve her model i¢in ayni egitim ve test verileri kullanilmistir.
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5.3.4. Veri setine algoritmalarin uygulanmasi

Veri setinden rastgele secilen %67’lik kisim, 274316 satir egitim verisi, ¢calismalar
dahilinde belirlenen algoritmalar ile modele dahil edilip, sonug test i¢in ayrilan veri

seti ile karsilastirilip, degerlendirilmistir.

5.3.4.1. Karar Agaci Algoritmasi’min uygulanmasi

Egitim olarak ayrilan 274316 satir veriye Karar Agacit Algoritmast uygulanip
miisterilerin kayip olup olmayacagi tahmin edilmistir, test veri kiimesiyle ise bu

algoritmanin dogrulugu 6l¢iilmiistiir.

Tablo 5.2. Karar Agaci Algoritmasi ile olusturulan modelin karmagiklik matrisi

Onggoriilen
S=0 S=1
Gergek Siif S=0 43629 11048
S=1 11025 69410

Tablo 5.2.°de gosterilen, model sonucu olustrulan karmasiklik matrisi incelendiginde
tabloda DN=43629 DP=69410, YN= 11048 YP=11025 olarak goriilmektedir. Dogru
olarak smiflanan ayrilmayan miisteri sayist 43629 ayrilan miisteri sayis1 69410°dur.
Toplamda 113039 miisteri dogru siniflandirilmistir. 11048 miisterinin gercekte
ayrilmis olup siiflandirma sonucunda ayrilmamig olarak ve 11025 miisterinin
gercekte ayrilmamis olup siniflandirma sonucunda ayrilmig olarak etiketlendigini
gormekteyiz. Bu modelin genel basari orant %84’diir. Siiflara ait performans
metrikleri Tablo 5.3.°de gosterilmistir. Modelin kod bloklar1 ise asagida

verilmektedir.

Tablo 5.3. Karar Agac1 Algoritmasi ile olusturulan modelin sonuglari

Kesinlik Duyarlilik F-Olgiitii
S=0 0.80 0.80 0.80
S=1 0.86 0.86 0.86
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5.3.4.2. Rastgele Orman Algoritmasi’nin uygulanmasi

Egitim olarak ayrilan 274316 satir veriye Rastgele Orman (Random Forest)
algoritmas1 uygulanip miisterilerin kayip olup olmayacagi tahmin edilmistir, test veri

kiimesiyle ise bu algoritmanin dogrulugu 6l¢tilmiistiir.

Tablo 5.4. RO Algoritmasi ile olusturulan modelin karmasiklik matrisi

Onggoriilen
S=0 S=1
Gergek Siif S=0 45839 8838
S=1 8665 71770

Tablo 5.4’de gosterilen, model sonucu olustrulan karmasiklik matrisi incelendiginde
tabloda DN=45839 DP=71770, YN= 8838 YP=8665 olarak goriilmektedir. Dogru
olarak siniflanan ayrilmayan miisteri sayis1 45839 ayrilan miisteri sayis1 71770°dur.
Toplamda 117609 miisteri dogru simiflandirilmistir. 8838 miisterinin  gercekte
ayrilmis olup smiflandirma sonucunda ayrilmamis olarak ve 8665 miisterinin
gercekte ayrilmamis olup siniflandirma sonucunda ayrilmig olarak etiketlendigini
gormekteyiz. Bu modelin genel basari oram1i %87°dir. Siniflara ait performans
metrikleri Tablo 5.5.°de gosterilmistir. Modelin kod bloklar1 ise asagida

verilmektedir.

Tablo 5.5. RO Algoritmasi ile olusturulan modelin sonuglar

Kesinlik Duyarlilik F-Olgiitii
S=0 0.84 0.84 0.84
S=1 0.89 0.89 0.89

5.3.4.3. K-En Yakin Komsu Algoritmasi’nin uygulanmasi

Egitim olarak ayrilan 274316 satir veriye K- En Yakin Komsu Algoritmasi uygulanip
misterilerin kayip olup olmayacagi tahmin edilmistir, test veri kiimesiyle ise bu

algoritmanin dogrulugu 6l¢iilmiistiir.

Tablo 5.6. KNN Algoritmasi ile olusturulan modelin karmagiklik matrisi
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Onggoriilen
S=0 S=1
Gergek Smif S=0 38325 16352
S=1 16959 63476

Tablo 5.6’da gosterilen, model sonucu olustrulan karmasiklik matrisi incelendiginde
tabloda DN=38325 DP=63476, YN= 16352 YP=16959 olarak goriilmektedir. Dogru
olarak siniflanan ayrilmayan misteri sayis1 38325 ayrilan miisteri sayis1 63476°dur.
Toplamda 101801 miisteri dogru smiflandirilmigtir. 16352 miisterinin gercekte
ayrilmis olup smiflandirma sonucunda ayrilmamis olarak ve 16959 miisterinin
gercekte ayrilmamis olup siniflandirma sonucunda ayrilmis olarak etiketlendigini
gormekteyiz. Bu modelin genel basari oram1i %75°dir. Siniflara ait performans
metrikleri Tablo 5.7.°de gosterilmistir. Modelin kod bloklar1 ise asagida

verilmektedir.

Tablo 5.7. KNN Algoritmasi ile olugturulan modelin sonuglari

Kesinlik Duyarlilik F-Olgiitii
S=0 0.69 0.70 0.70
S=1 0.80 0.79 0.79

5.3.5. Miisteri kayip analizi uygulamasi

Miisteri bilgilerini ve davranislarini inceleyerek, bu miisteriler arasindan ayrilma
thtimali olan miisterilere ait Ozellikleri ¢ikarip, terk etme olasilig1 yiiksek olan
miisterileri onceden tahmin etme amacini devam ettirmek icin tiim bu adimlar bir

sinifa dahil edilmistir.

Miisteri Kayb1 Analizi Uygulamasi onyliziindeki hesapla butonuna basildiginda bu
sinif ¢cagrilarak igerisindeki en yiiksek basar1 oranini veren karar agaci algoritmasi ile
miisterilerin terk edip, etmeyecegi analiz edip arayiize yansitilmaktadir. Sekil 5.2.°de

Miisteri Kayb1 Analizi araylizii verilmistir.
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# Musteri Kaybi Analizi — O >

Liatfen Misteri Bilgilerini lceren CSV Dosyasin llgili Klasore Eklediginizden Emin QOlunuz!

llgili klasére yiklediginiz C5V Dosyasinin adini giriniz:

kustumerChurnDatase

Tahmin Et

Sekil 5.2. Miisteri kaybi analizi arayiizii



BOLUM 6. SONUCLAR VE ONERILER

Giliniimliz sartlarinda  sirketler arasi rekabet ortaminin artmasi, pazarlama
stratejilerinin gelismesi ve miisterilerin daha bilingli hale gelmesi ile miisteri sadakati
onem kazanmistir. Bir sirketin varhigint devam ettirebilmesi i¢in mevcut
miisterilerini elde tutmalar1 ve yeni miisteri edinmeleri oldukca Onemlidir.
Sigortacilik sektoriinde yeni bir miisteri edinmek, mevcutta ki miisterinin ayrilmasini
onlemekten ¢ok fazla maliyetlidir. Mevcut miisterilerin profilleri ve davranislar
incelenerek sirketi birakma ihtimali olan riskli miisterileri bulma islemine miisteri
kaybi1 analizi denir. Bu sayede sirketler rekabet acisindan {stiinliik kazanir ve gesitli

stratejiler gelistirerek bu kayiplarin 6niine gegmeye calisir.

Bu calismada sigortacilik sektdriinde, aldigi sigorta poligesini iptal etme olasiligi
olan miisteleri, makine Ogrenmesi yontemlerinden olan 3 farkli smiflandirma
yontemi ile tespit edilmeye calisilmistir. Bu 3 farkli siniflandirma ydntemlerinden
117609 miisterinin poligesini yenileyip yenilemeyecegini dogru tahmin edip, en
yiksek basari oranini %87 oranla veren Rastgele Orman (Random Forest)
Algoritmasi, pesinde 113039 adet miisteriyi dogru tahmin edip, %84 basar1 orani
veren Karar Agaci (Decision Tree) Algoritmast ve 101801 dogru miisteri tahmini ile
%80 basar1 oran1 veren K-En Yakin Komsu (K Neighbors) Algoritmasi oldugu
gozlenlenmistir. Sekil 6.1.’de bu ii¢ algoritmanin dogru tahmin ettigi miisteri sayilari

ve bu tahminlerin basar1 oranlar1 verilmektedir.
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140000 0,88
0,87

0,86

120000 P
113038

0,84

101801

100000 0,82

08

0,78

0,76

0,74

0,72

20000
0,7

0,68
Karar Agac (Decision Tree) Algoritmas K-En Yakin Komsu (K-Neighbors) Algoritmasi Rastgele Orman ( Rand om Forest) Algoritmasi

Sekil 6.1. Uygulanan algoritmalarin karsilagtirmasi

%87 dogruluk oranini veren Rastgele Orman (Random Forest) Algoritmasi ile ayni
makine O0grenmesi modeli bir sinifa dahil edilmistir. Pyhton programlama dili
kullanilarak yapilan 6nyiize tahmin edilecek miisterilerin tutuldugu dosya dizini ismi
girilerek tahmin et butonuna basilmasinin ardindan yapilan makine 6grenmesi sinifi
tetiklenerek, excelde bulunan miisteriler sinifta ogretilen model yardimiyla tek tek

tahmin edilip ekrana yazdirilmaktadir.

Yapilan c¢alismamizin en kritik ve 6nemli siireci modellerde kullanilacak verinin
kaynak sistemlerden {iretilip bu iretilen verinin veri isleme yontemleri ile
temizlenerek modele uygun hale getirilmesidir. Caligmadaki tiim siiregler tamamen
iicretsiz Spyder programi iizerinde Pyhton programlama dili ile yapilmistir. Makine
O0grenmesi siirecinin ardindan olustulan arayiliz de yine pyhton programlama dili ile
olusturulmustur. Pyhton programlama dili ve kiitliphanelerinin makine 6grenmesi

uygulamalarinda basarili sonug verdigi gézlemlenmistir.

Bu calismada ortaya c¢ikan model ve arayiiz, sirketin aktif miisterileri iizerinden
calistirilarak , policesini iptal etme olasiligi olan miisteriler tespit edilebilmektedir.

Olusturulan arayiiziin testleri ¢calismamiz kapsaminda yapilmis olup, kullanimi ve
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ciktilart KVKK kapsaminda sirket i¢cinde yapilmakta olmasi sebebiyle ¢alismamizda

yer almamustir.

Yapilan ¢aligmada farkli modellere ait sonucglarin performans metriklerini sonuglari
kargilastirilmis ve basarili olan yoOntemle kodlama veya veri analizi bilmeyen
kullanicilarin da bu analizden fayda saglamalarina olanak taninmistir. Basarili model
seciminde dogruluk oranmin yaninda baska hangi kriterlerin g6z Oniinde
bulundurulmasi konusunda oneriler sunulmustur. Veri setinde smif dagilimi esit
oldugu i¢in bu konuda ekstra bir ¢alisma yapilmamistir. Analiz sonucuna gore
Rastgele Orman  Algoritmasi’nin  duyarlilik, kesinlik ve f{-0l¢iiti ile
degerlendirilmeye alinip en yiiksek sonu¢ verdigi sdylenebilmektedir. Calismanin
devamina rastgele orman algoritmasi ile devam edilip veri isleme, model olusturulma
asamalar1 bir sinifa dahil edilip, olusturulan 6n yiiz sayesinde bu sinifin tekrar tekrar

cagrilip, girilen her veri seti i¢in ayrica ¢alismasina olanak saglanmaistir.

Calismada en basarili olan algoritmanin hesaplanmasi gibi manuel kalmis tiim
siirecler otomatiklestirilip, son kullanicinin tetikledigi sinifa o basari orani ile devam
edilmesi bir sonraki c¢alismalara o©rnek olarak gosterilmektedir. Ek olarak
uygulamanin arayliziiniin tasarimi kullanicilarin veya sirketlerin tercihine gore

gelistirilebilmektedir.
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