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VERI MADENCILIGI VE APRIORI
ALGORITMASI iLE SUPERMARKET ANALIiZi

Derya AY

OZET

Anahtar Kelimeler: Veri Madenciligi, Birliktelik Kurallari, Market Sepet Analizi,
Apriori Algoritmasi, Yerlesim Diizeni

Giiniimiizde kuruluslarin teknoloji yatirimlarinin artmasi ile ¢cok biiyiik miktarlardaki
veriler toplanip saklanabilmektedir. Toplanan bu verilerin analizi, yorumlanmasi ve
karar vermede nasil kullanilabilir hale getirilecegi ©6nemli bir konu haline
gelmektedir. Teknoloji yatirimlarinin artmasi ile birlikte veri tabanlarinda sakli olan
bilgilere otomatik bilgi kesfetme teknikleriyle ulasilmaya calisilmasi veri
madenciligi kullaniminin genis bir alana yayilmasini saglamaktadir. Bu baglamda
veri madenciliginin en ¢ok kullanilan tekniklerinden biri de birliktelik kurallaridir.
Birliktelik kurallar1 nesneler arasindaki iligkileri bulmayr amaclar ve kullanildigi en
yaygin alanlardan biri ise siipermarket uygulamalaridir.

Bu calismada veri madenciligi hakkinda temel bilgiler verilerek, birliktelik kurallar
ve birliktelik kurallarinin en temel algoritmalarindan biri olan Apriori algoritmasi
detayli olarak incelenmistir. Bir veri madenciligi programi araciligiyla, Apriori
algoritmas1 kullanilarak Migros Tiirk A.S. verileri ile market sepet analizi
yapilmistir. Yapilan bu calisma sonunda birlikte satilma egilimi gosteren iiriinler
hakkinda bilgiler verilerek, yeni bir market yerlesim diizeni onerilmistir.



DATA MINING AND SUPERMARKET
ANALYSIS WITH APRIORI ALGORITHM

Derya AY

SUMMARY

Key Words: Data Mining, Association Rules, Market Basket Analysis, Apriori
Algorithm, Store Layout

Today, large amounts of data can be collected and stored with increasing technologic
investments of the organizations. Analyzing, expounding and how to use decision
making of these collected data are getting important issue. Usage of data
mining became prevalent because of using automatic information discovery methods
to find information that is hidden in databases with increasing technologic
investments. In this context, association rule is one of the most common technique in
data mining. Association rules purpose finding relationships among of items and
association rule is mostly used for supermarket applications.

This study gives basic information about data mining, association rules and Apriori
that is one of the main algorithms of association rule mining are examined in details.
Market basket analysis has done with Migros Tiirk A.S. data’s by using Apriori
algorithm with the data mining software. As a result, this study gives information
about products which sales together and then a new market store layout is proposed.



BOLUM 1. GIRIS

Giiniimiiz teknolojisi hizla ilerlemekte ve bilgisayar sistemlerinin gii¢leri her gecen
giin artmaktadir. Bununla birlikte isletmelerde iiretilen ve depolanan veriler de ¢ok
biiylik hacimlere ulasmaktadir. Gelisen veri tabani teknolojisi ve hacimlerindeki bu
olaganiistii artig, karar vericilerin toplanan bu verilerden nasil faydalanacagini ve bu
verileri nasil bilgiye doniistiirecegi sorununu ortaya ¢ikarmaktadir. Karar vericilerin
kendi kanaatleri yerine kanita dayali karar vermelerinin 6nemi giderek artmaktadir.
Veri tabanlarindaki bu veriler iizerinde analiz yapmak ve karar destek asamasinda
faydalanmak herhangi bir ara¢ kullanmaksizin imkansiz hale gelmistir. Bu noktada

¢cOziim olarak veri madenciligi kavrami ortaya ¢ikmaktadir.

Veri madenciligi 6nemli, gecerli, yeni ve kullanigh bilgiyi biiyiik veri tabanlarindan
cikarma islemidir. Bu yiizden veri madenciligi, veri tabanindan anlamli Oriintiiler
veya kurallar elde etmek icin genis bir arastirma alani olarak goriilmektedir. Veri
madenciligi, veri tabanlarinda bilgi kesfi siirecinde anlamli oriintiileri elde eden kesif
algoritmalar1 ile veri analizini uygulayan bir adimdir. Veri madenciligi, veri
tabanlarindaki bilgi kesfi uygulamalan ile birlikte faaliyet alanina yonelik karar
destek mekanizmalar: icin gerekli on bilgileri temin etmek icin kullanilmaktadir [1,

2, 3].

Veri madenciligi ve karar destek sistemleri birbirlerini bir¢ok yonden
tamamlamaktadir. Veri madenciligi bir problemi ¢ozmek icin bilgiyi veriden secip
cikartirken, karar destek ise uzmanin elde ettigi bilgileri dikkate alma egilimindedir.
Veri madenciligi ve karar destek entegrasyonu problem c¢ozme metotlarini,
sireclerini ve elde edilen sonuglarin kalitesini arttirabilmektedir. Veri madenciligi ve

karar destek entegrasyonunun bircok cesiti bulunmaktadir [4, 5].



Bu calismada sadece veri madenciliginin sonuclart gosterilmekle kalmayip, elde
edilen bu sonuglar ilgili faaliyet alaninda karar verme siirecinde kullanilmustir.
Boylelikle bu ¢alismada veri madenciligi karar destek entegrasyonu modellerinden

once veri madenciligi sonra karar destek modeli kullanilmistir [4, 6].

Calismanin ikinci boliimiinde veri tabanlarinda bilgi kesfi siireci, veri madenciligi
tanimi, veri madenciliginin diger disiplinlerle olan iliskisi, CRISP-DM, veri
madenciligi uygulama alanlari, VM modelleri ve VM teknikleri incelenmistir.
Uciincii boliimde, birliktelik kurallari, Apriori algoritmasi, birliktelik kurallari
madenciligi cesitleri detayli olarak incelenmistir. Dordiincii bolimde market ici
yerlesim diizenin énemi ve besinci boliimde ¢cok boyutlu karar verme metotlarindan

cok boyutlu 6l¢ekleme analizi anlatilmistir.

Uygulama boliimiinde ise SPSS Clementine programi kullanilarak birliktelik
kurallarinin en temel algoritmalarindan olan Apriori algoritmasi ile siipermarket
analizi yapilmustir. Birliktelik kurallart madenciligi sonuglarina gore birlikte satilma
egilimindeki iiriinler hakkinda bilgiler verilmistir. Ayrica elde edilen sonuglar ¢ok
boyutlu karar verme metotlarindan ¢ok boyutlu Olgekleme analizi ile
degerlendirilerek iki boyutlu diizlemde {iiriin haritas1 elde edilmistir. Sonug¢ olarak;
birliktelik kurallar1 ve cok boyutlu dl¢ekleme analizleri sonuclarina gore yeni bir

market yerlesim diizeni 6nerilmistir.



BOLUM 2. VERi MADENCILIGI

2.1. Veri Tabanlarinda Bilgi Kesfi Siireci

Giiniimiizde yapilan her aligveriste, her bankacilik isleminde, her telefon ediste
kaydedilen, uzaktan algilayicilardan, uydulardan toplanan veriler her an inanilmaz

boyutlarda artmaktadir.

1995 yilinda birincisi diizenlenen Knowledge Discovery in Databases konferansi
bildiri kitab1 sunusunda, enformasyon teknolojilerinin olusturdugu veri daglar1 su
ciimleler ile vurgulanmaktadir. “Diinyadaki enformasyon miktarinin her 20 ayda bir
ikiye katlandigi tahmin edilmektedir. Bu ham veri seli ile ne yapmamiz
gerekmektedir? Insan gozleri bunun ancak ¢ok kiiciik bir kismini gorebilecektir.
Bilgisayarlar bilgelik pinar1 olmayr vaat etmekte, ancak veri sellerine neden

olmaktadir”.

Veri tabami sistemlerinin artan kullanimi ve hacimlerindeki bu olaganiistii artis,
organizasyonlar1 elde toplanan bu verilerden nasil faydalanilabilecegi problemi ile
kars1 karsiya birakmugtir. Geleneksel sorgu veya raporlama araglarinin veri yiginlari
karsisinda yetersiz kalmasi, Veri Tabanlarinda Bilgi Kesfi-VTBK (Knowledge
Discovery in Databases) gibi yeni arayislara neden olmaktadir. Baz1 arastirmacilarin
VTBK ile veri madenciligini ayni anlamda kullanmasma ragmen, Sekil 2.1° de
gosterildigi gibi veri madenciligi VTBK siirecinin bir asamasidir. Veri tabanlarinda
bilgi kesfi, depolanmis veri igerisindeki gecerli, yeni, faydali ve sonuc olarak

anlagilabilir oriintiilerin ¢ikarilmasi siirecidir.



Sekil 2. 1. Veri tabanlarinda bilgi kesfi siirecinde veri madenciliginin yeri

Veri tabanlarindaki bilgi kesfi siirecindeki asamalar su sekilde siralanmaktadir: [2, 7]

Veri Secimi (Data Selection): Bu adim birkag¢ veri kiimesini birlestirerek, sorguya
uygun Orneklem kiimesini elde etmeyi gerektirir. Bu islem bir se¢gme islemidir fakat
secme islemi ile bu verilerin biitiinlestirilmesi (veri biitiinlestirme-data integration)
de bu asama icinde yer alan bir siire¢ olarak yer alir. Bu asama veri toplama (data

collection) olarak da isimlendirilmektedir.

Veri Onisleme (Data Preprocessing): Veri secimi ile elde edilen veri kiimesinde yer
alan hatali tutanaklarin c¢ikarildigi ve eksik nitelik degerlerinin diizenlendigi
asamadir. Bu asamada da uygulanan islemler sayesiyle, lizerinde veri madenciligi
yapilacak veri kaliteli veri niteligine biiriiniir. Veri temizleme (data cleaning) ve veri

doniistiirme (data transformation) veri 6nisleme islemleridir.

Veri Indirgeme (Data Reduction): Secilen 6rneklemden ilgisiz niteliklerin atildig1 ve
tekrarli tutanaklarin  ayiklandigi adimdir. Bu asama ile verinin boyutu

indirgendiginden secilen veri madenciligi yonteminin ¢aligma zamanini iyilestirir.

Veri Madenciligi (Data Mining): Verilen bir veri madenciligi yontemlerinin
(stmiflama, kiimeleme, birliktelik-iliski eslestirme, vb.) ve algoritmalarinin (Apriori,

vb.) uygulandig adimdir.



Degerlendirme (Evaluation): Kesfedilen bilginin gecerlilik, yenilik, yararlihk ve

basitlik kistaslarina gore degerlendirilmesi agamasidir.

2.2. Veri Madenciligi Taninm

Veri madenciligi biiylik miktarda veri i¢cinden gelecekle ilgili tahmin yapilmasim
saglayan baginti ve kurallarin bilgisayar programlar1 kullanarak aranmasidir. Veri
madenciligi, potansiyel olarak faydali, yeni ve mantikl1 bilgi elde etmek icin biiyiik
veri tabanlari iizerinde birden fazla basamaktan olusan bir analiz yapmaktir. Veri

madenciliginin amaci, veri tabanlarinda sakli olan iliskileri ortaya koymaktir [8, 9].

Literatiirdeki baz1 veri madenciligi tanimlar1 asagidaki gibidir.

- Han ve Kamber’ e gore veri madenciligi, veri tabanlari, veri ambarlari veya diger
veri havuzlarinda depolanmigs biiyiik veri yiginlarindan ilging bilgilerin kesfi

suirecidir [10].

- Turban veri madenciligini $0yle tanimlamistir: Kullanigh bilgiyi biiyiik veri
tabanlarindan ¢ikarmak, tamimlamak ve elde etmek icin istatistiksel,
matematiksel, yapay zeka ve makine 6grenme tekniklerini kullanan bir siirectir

[11].

- Veri madenciligi gizli, bilinmeyen, potansiyel ve degerli, ilgin¢ ya da egitici

bilgiye ulagmada kullanilan ara¢ ve yaklagimlar olarak ifade edilir [12].

- Veri madenciligi 6nemli, gecerli, yeni ve kullanigh bilgiyi biiyiik veri
tabanlarindan cikarma islemidir. Bu yiizden veri madenciligi, veri tabanindan
anlaml oriintiiler veya kurallar elde etmek icin genis bir arastirma alani olarak

goriilebilir [1].

- Hand’ a gore veri madenciligi, veri taban1 kullanicilar i¢in veri tabanlarindaki

beklenmeyen ilging, degerli iliskilerin bulunmasini hedefleyen siirectir [13].



2.3. Veri Madenciliginin Diger Disiplinlerle Olan iliskisi

Veri madenciligi tanimlarindan da anlasilacag iizere istatistik, makine ogrenmesi,
veri tabani yoOnetimi gibi alanlardan faydalanan disiplinler arasi bir alandir.
Islenmemis veriden, son kullanicinin kolayca anlayip karar alma siirecine dahil
edebilecegi bilgiyi olusturana kadar gecen tiim siireci kapsayan bir yontem
olmasindan, hipotez dogrulamaya yonelik degil yeni, gizli oriintiiler bulmaya yonelik
bir alan olmasindan ve ¢ok c¢esitli teknikleri ayn1 uygulama icinde kullanabilmeye
olanak saglamasindan dolayr veri madenciligi kullanicilarina kendisini olusturan

makine 6grenmesi, istatistik, matematik gibi yontemlerden daha farkli bir perspektif

Veri tabani Istatistik
Teknolojisi
Makine Veri Gorsel
Osrenimi Madenciligi Yontemler
Algoritma Diger
Disiplinler

Sekil 2.2. Veri madenciligini disiplinler aras1 bir alandir [15]

sunar [14].

Veri miktarinin biiylimesi ile birlikte geleneksel istatistik yaklasimlar1 analiz ve
¢coziim icin yeterli olmamaktadir. Veri madenciliginde vurgulanan unsurlar
istatistigin tamim1  icinde yer almaktadir. Istatistik verilerin toplanmas,
siniflandirilmasi, 6zetlenmesi, grafik ve tablolarla sunulmasi, analiz edilerek ana
kiitle hakkinda anlamli bilgiler elde edilmesi ve yorumlar yapilmasidir. Veri
madenciliginde ulasilmak istenen amac verilerden bilgiyi kesfetmek ve bunu karar
vermede kullanmaktir. Veri madenciliginde kullanilan temel aracin istatistiksel

yontemler oldugu bir¢cok tanimda ve uygulamada vurgulanmaktadir. Her ikisinde de



temel olan Ogeler veri ve bilgidir. Bu nedenle birbiriyle olduk¢a ortiisen konulardir

[16].

Makine Ogrenimi yontemleri, veri madenciligi algoritmalarinda kullanilan
yontemlerin ¢ekirdegini olusturur. Makine 6greniminde kullanilan karar agaci, kural
timevarimi pek cok veri madenciligi algoritmasinda kullanilmaktadir. Makine
O0grenimi onceki ornekleri ve sonuglar1 inceler ve bu isleri nasil yeniden yapacagini
Ogrenir ve yeni durumlar hakkinda genellemeler yapar. Genellikle bir makine
ogrenim sistemi tek bir gézlemleyici kullanmaz, egitim kiimesi ad1 verilen biitiin bir
sistem kullanir. Bu set icinde 0rnek gozlem kodlar1 bulunan ve makine tarafindan
okunabilen bazi formlar bulunur. Makine 6grenimi ile veri madenciligi arasinda
benzerliklerin yam sira farkliliklar da géze carpmaktadir. Oncelikle veri madenciligi
algoritmalarinda kullanilan Orneklem boyutu, makine Ogreniminde kullanilan veri

boyutuna nazaran ¢ok biiyiiktiir [16, 17].

Veri ambarlama, yapilandirilmis sorgu dili (SQL), gecici sorgular, raporlama, OLAP
ve veri gorsellestirme gibi yontemler, veri madenciligi ile baz1 ortak amaclara sahip
olmalarina ragmen, veri madenciligi bu yontemlere alternatif olarak gelistirilmis bir
yontem degildir. Aksine bu yontemlerle birlikte kullanildiginda daha hizli ve saglikli
sonuglara ulasilmaktadir. Veri madenciliginin en giiclii yonlerinden biri olan belirli
bir soruya ¢Oziim aramiyor olusu, bir yandan OLAP uygulamalar1 ile farkim
olusturmakta, diger yandan da, yine OLAP uygulamalarina destek vermesini
saglamaktadir. OLAP uygulamalari, spesifik sorulara cevap bulmayi amaclar.
Oncelikle kullanicinin bir iliski ile ilgili bir hipotez gelistirmesini gerektirir.
Sonrasinda da, kullanic1 veri y1gin igerisinde gerceklestirdigi bir dizi sorgu ile bu
hipotezin dogrulugunu test eder. Yani OLAP, kullanicinin iligkileri kendisinin
belirlemesini bekler. Buna karsin veri madenciligi uygulamalarinin kullanicidan

beklentisi sadece veri y1gini1 lizerinde uygulanacak algoritmalara karar vermesidir.

Veri madenciligini SQL ve gecici sorgulardan ve klasik raporlama araglarindan
ayiran en onemli nokta, bu araclarin oldukga statik bir yapiya sahip olmalaridir. Veri
madenciligi aslinda bu klasik sorgu ve raporlama araglarinin evrimlesmis halidir.

Klasik olarak raporlarda kullanilan statik sorgular, veri madenciligi ile daha dinamik



bir yapiya kavusmustur. Veri madenciligi, altyapisinda sorgulardan ¢ok istatistiksel
metotlart kullaniyor olmasina ragmen, ortaya c¢ikardigi sonucglar sorgulama araclari
ile de elde edilebilir. Fakat klasik sorgulamalarin yapamadigi, insan miidahalesi
olmadan sonu¢ ¢ikarma islemi, ancak veri madenciligi algoritmalar1 kullanilarak
yapilabilmektedir. Klasik sorgulama ve raporlama araglarinda veri yigiminin iginde
tam olarak ne arandig kullamci tarafindan sisteme girilmek zorundadir. Ornegin,
“2000 yilinda sirketimizin Ankara subesinde A iiriiniinden kac adet satilmistir?”. Bu
sorunun cevabi basit bir SQL ciimlesi ile veri tabanindan sorgulanabilir. Ayrica bu
sorgu, yil, sube ve liriin ¢esidi bilgilerinin kullanici tarafindan girilip, sonucun SQL
sorgusu ile Ogrenilip c¢ikti olarak gosterildigi bir rapor haline getirilebilir. Klasik
sorgu ve raporlama araclari, istenilen verileri bulup tek boyutlu olarak bize gosterir

ve giicii bu noktada tiikenir.

OLAP ise bir adim daha ileri gidip 6zet, karsilastirma, analiz ve tahmin yapmak icin
veri yigminin derinlerine iner. Ornegin, “Yil ve sube bazinda A iiriiniiniin satis
miktar1 ile B driiniiniin satis miktarin1 karsilastir” seklinde bir istegi OLAP
uygulamalar1 rahatlikla yerine getirebilir. Fakat A diriinii ile B iriiniini
karsilastirmamiz gerektigini nereden biliyoruz? Veri madenciligi kullanmadan bu iki
iirlin arasindaki iliskiyi sadece sezgilerimizi kullanarak tahmin ederiz. Ornegin,
beklentimiz, hangi iiriinlerin ayn1 anda daha fazla miktarda satildigini belirlemekse,
OLAP iiriinii ile tiim olasiliklar1 olumlu sonug alana kadar tek tek denemek gerekir.
Yani daha once de deginildigi gibi, kullanict 6nce bir hipotez ortaya atip, daha sonra

OLAP uygulamalar ile bu hipotezi test etmelidir [18].

2.4. Veri Madenciliginin Uygulandigi Depolama Birimleri

Veri madenciligi depolama birimlerinin her cesidi lizerinde uygulanabilir. Bunlardan
bazilari, veri ambarlar1 (data warehouses), iligskisel veri tabanlar1 (relational
databases), islemsel veri tabanlar (transactional databases), gelismis veri tabanlari,
dosyalar ve web iizerindeki hareketlerdir. Gelismis veri tabani sistemleri arasinda,
nesneye yonelik, nesne iliskisel, text veri tabanlari, multimedya veri tabanlari
sayilabilir. Veri madenciligi tekniklerinin avantajlar1 iizerinde uygulandigi depolama

sistemlerine gore degisiklik gosterebilir [10].



2.4.1. Veri ambarlari

Veri ambari, bir isletmenin ya da kurulusun degisik birimleri tarafindan canh
sistemler araciligi ile toplanan bilgilerin, gelecekte kullanilabilecek ya da
degerlendirilebilecek olanlarinin arka planda iist iiste yigilarak birlestirilmesinden
olusan biiyiik ¢capli bir veri deposudur. Veri ambarlart sirket yonetiminin stratejik
karar verme siirecinde verilerin sistematik organizasyonu, anlasilmasi ve
kullanilmasi icin entegre bir yap1 saglar. Veri ambarinin 6ne ¢ikan 6zellikleri zaman
dilimli, degismeyen, biitiinlesik olmasidir. Biitiinlesik 6zelligi, isletmedeki farkli veri
kaynaklarimin birlestirilip tek bir noktadan erisilebilir olmasini ifade eder. Zamanla
dilimli 6zelligi, veri ambarindaki her anahtar yapi zamanin bir elemani olarak hem
kesinlik hem de acgiklik igerir. Degismeyen Ozelligi ise entegrasyonu saglanan
verilerin zamanla degisime ugramayan veriler oldugunu ifade etmektedir. Veriler

veri ambarina aktarildiktan sonra islem goriip degistirilmezler [10, 19].

Giiniimiizde isletmelerin bilgi sistemleri iki baglik altinda toplanmaktadir. Bunlar:

1. Canl Sistemler

Bu sistemlerde giincel veriler bulunmaktadir. Giinliik yapilan isleri ve islemleri
gerceklestirmek, sonuclart saklamak bu sistemlerin gorevidir. Bu sistemler,
marketlerde ya da magazalarda stok takibi, iiye borclari, satis islemleri, 6deme
kayitlar1 gibi bilgilerin islendigi ve tutuldugu bilgi sistemleri olabilir. Bu tiir canli
sistemlerde erisilebilirlik ana amactir; yani veriye en kisa siirede ulagmak, islemleri
en kisa siirede sona erdirmek hedeflenir. Bu nedenden dolayi canli sistemler

cevrimi¢i ¢alisma ozelligine sahiptir.

2. Karar Destek Sistemleri

Isletmelerde yer alan ikinci tiir bilgi sistemleri ise karar destek sistemleridir. Bu
sistemlerde yer alan bilgiler, cesitli incelemelerden ve arastirmalardan gecerek,
isletmelerin ileride karin1 ya da verimliligini arttirmasi, gelecekte izlenecek
politikalariin belirlenmesi, benzeri yonetimsel kararlarin alinmasina yardimer olur.
Bu sistemlerde verilerin erisimi birinci kriter degildir. Herhangi bir veriye herhangi
bir zamanda cabuk erismek gerekmez. Karar destek sistemlerinin 6nceligi

performanstir. Karar destek sistemlerinde veriler, canli sistemlere oranla ¢ok daha
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biiylik boyutlardadir. Verilerin biiyiik boyutundan dolayi, verilerin incelenmesi ve
incelemelerden sonuglar ¢ikartilmasi, sistem kaynaklarimi asiri kullanmakta ve uzun

sure almaktadir.

Veri ambari, karar destek sistemi olarak nitelendirilebilir. Veri ambari esasinda
giinliik islemlerin gerceklestigi canli sistemlerin arka planinda bulunmaktadir. Canli
sistemlerde olusan veriler periyodik olarak veri ambarina aktarilir. Bu periyodun
secimi tamamen veri ambarint kullanan isletmenin ihtiyaclar1 dogrultusunda
belirlenir ve bir giin, bir hafta veya bir ay gibi ¢ok degisken olabilir. Dolayis: ile veri
ambart ¢evrimdist olarak calismaktadir. Yani veri ambari icerisindeki kayitlar giincel
olmayabilir, cogunlukla da giincel degildir. Tablo 2.1’ de veri ambari ile veri tabani

arasindaki farklar 6zetlenmistir [20].

Tablo 2.1. Veri ambari ve veri tabam arasindaki farklar [21]

Veri Ambari Veri tabam

Meta datalardan olusur Verilerden olusur

. Organizasyonun her asamasinda veriye
Ust yonetime hitap eden KDS’ lerdir

ulasilir
Son kullanicr sayist azdir (<100) Son kullanict sayist fazladir(>1000)
Cevrimdis1 calisir Cevrimici calisir

Veri madenciligi gibi uzun ve karmagsik
Sorgularla istenen sonuglara aninda ulasilir
siirecleri sonucunda analizler yapilabilir

Tarihsel verilerden olusur Giincel verilerden olusur

2.4.2. iliskisel veri tabanlar1

Veri taban1 yonetim sistemi olarak ta adlandirilan bir veri tabani sistemi, veri tabani
olarak bilinen birbiriyle iliskili verilerden olugmaktadir. Bir iliskisel veri tabani
tablolardan olusur. Her tablo tekil bir isim ile gosterilir ve 6zellik (kolonlar, alanlar)
degerinden olusmaktadir. Genellikle genis bir satir (kayitlar, satirlar) kiimesi icerir.
Iliskisel veri tabanlarindaki her satir, 6zellik degeri ile tanimlanan bir nesneyi temsil
eder. Veri madenciligi, iligkisel veri tabanlarindaki kayitlara ait egilimleri veya

oriintiileri analiz etmek igin uygulanabilir. Ornegin, bir veri madenciligi sistemi
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miisterilerin gelir, yas ve onceki kredi karti1 bilgilerinde onlarin kredi risk oranini
tahmin edebilir. Iliskisel veri tabanlari, veri madenciligi uygulamalari igin zengin bir

bilgi havuzuna sahip en sik kullanilan bi¢imlerden birisidir [10].

2.4.3. islemsel veri tabanlar

Genellikle islemsel veri tabani, her kaydin bir islemini temsil ettigi dosyadan olusur.
Bir islem (transaction) tipik olarak tekil bir islem tanitim numaras1 (TID) ve islem
icerisinde satinalinan nesnelerin listesini icerir. Tablo 2.2° de 6rnek bir islemsel veri

tabani tablosu gosterilmistir [10].

Tablo 2.2. Satiglar tablosu

TID Nesnelerin Listesi
T100 Ekmek, Siit

2.4.4. Gelismis veri tabam sistemleri ve uygulamalari

Veri tabani teknolojisinin gelisimi ile bircok yeni kusak veri tabani yontemi
uygulamalarda kullanilmaya baslanmistir. Yeni veri tabani uygulamalari, uzaysal
veri (haritalar vb.), miihendislik tasarim verileri (bina tasarimlari, sistem bilesenleri,
devreler), multimedya veriler, zaman eksenli veriler ve web verileri gibi veriler
tizerinde islem yapmaktadirlar. Bu tiir uygulamalar, karmasik nesne yapilari,
degisken boyutlu kayit yapilari, metin (text) ve multimedya veriler i¢in verilerdeki
dinamik degisimler acisindan daha etkin veri yapilarn gerektirmektedirler. Bu
ihtiyaglara cevap verebilmek icin, gelismis veri tabani sistemleri gelistirilmistir.
Nesne tabanli veri tabanlari, uzaysal veri tabanlari, zaman serisi veri tabanlari, metin

veri tabanlar gelismis veri tabani sistemleridir [19].
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2.5. Veri Madenciligi Siireci: CRISP-DM

Bircok isletme kendi problemlerine, verilerine gore kendi veri madenciligi siirecini
olusturmaktadir. Ancak veri madenciligi siirecinin olusturulmasinda yapilan
yanligliklar, siirecin etkinligine zarar vermektedir. Veri madenciligi siirecinin
standartlastirilmas1 konusunda farkli grup, kurum ve sirketler cesitli standartlar
olusturmuslardir. Bunlardan en cok takip edileni Daimler Chrysler ve SPSS
tarafindan 1996 yilinda olusturulan siiregtir. Sekil 2.3° te gosterilen bu siirece

Sektorler Arasi Standart Veri Madenciligi Siireci (CRISP-DM) adi verilmistir [22].

Vetitiity
Anlagilmas
\!

W etitiinn
Hamitlatimas

Tl
|{

Modelletne

Sekil 2.3. CRISP-DM metodolojisi

CRISP-DM metodolojisine gore veri madenciligi projesin 6 safhadan olugsmaktadir:
- Is Analizi: Bu adimda is perspektifi ile problemlerin anlagilmasi, proje
hedeflerinin belirlenmesi gerekir. Belirlenen amaclar ve gereksinimler

dogrultusunda veri madenciligi problem tanimi olugturulur.
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- Verinin Anlasilmasi: Verinin anlasilmas: asamast veri kaynaklarina baglanma,
veriyi tanima, verinin kalitesini anlama ve verinin grafiksel olarak incelenmesi ve

veri gruplarini degerlendirme caligmalarini igerir.

- Verinin Hazirlanmasi: Veri madenciligi prosesinde kullanilacak olan veri setinin
modellemeye  hazirlanmast  asamasidir. Hatali veya analizin  yanls
yonlendirilmesine neden olabilecek veriler temizlenir. Eksik veriler 6nemli ise
tahmin edilmeye caligilir, 6nem tasimiyor ise silinir. Bu asama en ¢ok is giicii

gerektiren ve toplam siire¢ icinde en fazla zaman alan agsamadir.

- Modelleme: Bir veri madenciligi problemi icin birden fazla teknik kullanilabilir,
problem i¢in uygun olan teknik veya tekniklerin bulunabilmesi icin bir¢ok teknik
olusturulup bunlarin icinden en uygun olanlar se¢ilir. Model olusturulduktan
sonra kullanilan teknigin gereksinimlerine uygun olarak veri hazirlanmasi

asamasina tekrar doniiliip gerekli degisiklikler yapilabilir.

- Degerlendirme: Bu asamada, daha once olusturulmus olan model, uygulamaya
koyulmadan 6nce son kez tiim yonleriyle degerlendirilir, kalitesi ve etkinligi
Olciilir. Modelin ilk asamada olusturulan proje amacina ulagsmada etkin olup
olmadig1 ve problemin tiim yonleri icin bir ¢oziim saglayip saglamadig karara
baglanir. Modelin anlagilabilirligi ve dogruluk orani gibi konularda da model

amacg icin yeterli kaliteyi sagliyorsa uygulama asamasina gegilir.

- Uygulama: Kurulan ve gecerliligi kabul edilen model dogrudan bir uygulama
olabilecegi gibi baska bir uygulamanin alt parcas1 olarak da kullanilabilir. Islenen
veri kullanicinin anlayabilecegi, karar alma siirecinde kullanilabilecek bir sekilde

son kullaniciya verilir [23, 24].
2.6. Veri Madenciligi Uygulama Alanlari
Giintimiizde veri madenciligi teknikleri isletme ve bilim cevrelerinde yaygin olarak

kullanilmaktadir. Veri madenciliginin kullanildig1 sektorler ve uygulama alanlari

asagida ozetlenmistir [25].



Pazarlama

- Miisterilerin satin alma Oriintiilerinin belirlenmesi

- Miisterilerin demografik 6zellikleri arasindaki baglantilarin bulunmasi

- Mevcut miisterilerin elde tutulmasi, yeni miisterilerin kazanilmasi
- Market sepeti analizi

- Capraz satis analizi

- Miisteri iliskileri yonetimi

- Miisteri degerlendirme

- Satis tahmini

Bankacilik

- Farkli finansal gostergeler arasinda gizli korelasyonlarin bulunmasi
- Kredi kart1 dolandiriciliklarinin tespiti

- Kredi kart1 harcamalarina gére miisteri gruplarinin belirlenmesi

- Kredi taleplerinin degerlendirilmesi

- Usulsiizliik tespiti

- Risk analizleri ve yonetimi

Sigortacilik
- Yeni polige talep edecek miisterilerin tahmin edilmesi
- Sigorta dolandiriciliklarinin tespiti

- Riskli miigteri oriintiilerinin belirlenmesi

Perakendecilik
- Satis noktas1 veri analizleri
- Aligveris sepeti analizleri

- Tedarik ve magaza yerlesim optimizasyonu

Borsa
- Hisse senedi fiyat tahmini
- Genel piyasa analizleri

- Alim-satim stratejilerinin optimizasyonu
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Telekomiinikasyon
- Kalite ve iyilestirme analizi
- Hisse tespiti

- Hatlarin yogunluk tahmini

Saglik ve ilag

- Test sonuglarinin tahmini
- Uriin gelistirme

- Tibbi teshis

- Tedavi siirecinin belirlenmesi

Endiistri
- Kalite kontrol analizi
- Lojistik

- Uretim siireclerinin optimizasyonu

Bilim ve Miihendislik
- Ampirik veriler iizerinde modeller kurarak bilimsel ve teknik problemlerin

cOziimlenmesi

Egitim
- Ogrenci davranislarinin 6ngoriilmesi

- Ogrencilerin ders segme egilimlerinin belirlenmesi

2.7. Veri Madenciligi Modelleri

Veri madenciligi modelleri genel olarak tahmin edici ve tanimlayici olmak iizere iki

baslik altinda toplanmaktadir.

Tahmin edici modellerde, sonuglar1 bilinen verilerde hareket edilerek bir model
gelistirilmesi ve kurulan bu modelden yararlanilarak sonuglari bilinmeyen veri
kiimeleri icin sonug¢ degerlerin tahmin edilmesi amaclanmaktadir. Ornegin bir banka

onceki donemlerde vermis oldugu kredilere iligskin gerekli tiim verilere sahip olabilir.
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Bu verilerde bagimsiz degiskenler kredi alan miisterinin 6zellikleri, bagimli degisken
ise kredinin geri 6denip O0denmedigidir. Bu verilere uygun olarak kurulan model,
daha sonraki kredi taleplerinde miisteri 6zelliklerine gore verilecek olan kredinin geri

Odenip 6denmeyeceginin tahmininde kullanilmaktadir.

Tanimlayic1 modellerde ise karar vermeye rehberlik etmede kullanilabilecek mevcut
verilerdeki Oriintiilerin tanimlanmasi saglanmaktadir. X/Y araliginda geliri ve iki
veya daha fazla arabasi olan ¢ocuklu aileler ile ¢ocugu olmayan ve geliri X/Y
araliindan diisiik olan ailelerin satin alma Oriintiilerinin birbirlerine benzerlik

gosterdiginin belirlenmesi tanimlayict modellere bir drnektir.

Veri madenciligi gordiikleri islevlerine gore ii¢ ana baglik altinda toplanir: Siniflama
(classification) ve regresyon, kiimeleme (clustering), birliktelik kurallar1 ve ardisik
zamanl Oriintiiler (association rules and sequential patterns). Siniflama ve regresyon
tahmin edici modeller; kiimeleme, birliktelik kurallar1 ve ardisik zamanh Oriintiiler

tanimlayict modellerdir [7].

2.7.1. Siiflama ve regresyon

Smiflama ve regresyon modelleri, mevcut verilerden hareket ederek gelecegin
tahmin edilmesinde kullanilir. Veri madenciligi teknikleri igerisinde yaygin bir
kullanima sahiptir. Simiflama ve regresyon modeli denetimli 6grenme yontemidir.
Istenilen bir degisken bagimli degisken ve digerleri tahmin edici (bagimsiz)
degiskenler olarak adlandirilir. Siniflama ve regresyon modelleri arasindaki temel
fark; bagimli degisken sayisal degil ise problem siniflama problemidir, eger bagimli

degisken sayisal ise problem regresyon problemi olarak adlandirilir [7,19].

Regresyon, siirekli sayisal bir degiskenin, aralarinda dogrusal ya da dogrusal
olmayan bir iliski bulundugu varsayilan diger degiskenler yardimiyla tahmin
edilmesi yontemidir. Regresyon modeli, sayisal degerleri tahmin etmeye yonelik
olmast disinda siniflandirma yontemine benzetilebilir. Cok terimli lojistik regresyon

gibi kategorik degerlerin de tahmin edilmesine olanak saglayan tekniklerin
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gelistirilmesi ile siniflandirma ve regresyon modelleri giderek birbirine yaklagmakta

ve dolayistyla ayni tekniklerden yararlanilmast miimkiin olmaktadir [26, 27].

Siniflama ve regresyon modellerinde kullanilan baslica teknikler asagida verilmistir.
- Karar Agaglar (Decision Trees)

- Yapay Sinir Aglan (Artificial Neural Networks)

- Genetik Algoritmalar (Genetic Algorithms)

- K-En Yakin Komsu (K-Nearest Neighbour)

- Bellek Tabanli Yontemler (Memory Based Reasoning)

- Naive-Bayes

- Dogrusal ve Lojistik Regresyon

2.7.2. Kiimeleme

Kiimeleme modellerinde amag, kiime iiyelerinin birbirlerine ¢ok benzedigi, ancak
ozellikleri birbirlerinden ¢ok farkli olan kiimelerin bulunmasi ve veri tabanindaki
kayitlarin bu farkli kiimelere boliinmesidir. Baslangic asamasinda veri tabanindaki
kayitlarin hangi kiimelere ayrilacagi veya kiimelemenin hangi degisken 6zelliklerine
gore yapilacagi bilinmediginden, kiimeleme denetimsiz O6grenme yOntemidir.
Siniflama ile kiimelemeyi birbirinden ayiran en 6nemli fark, kiimeleme isleminin
siniflama isleminde oldugu gibi onceden belirlenmis bir takim siniflara gore bolme
yapmamasidir. Smiflamada her bir veri, 6nceden siiflandirilmis bir takim siniflar
lizerinde yapilan bir egitim neticesinde ortaya c¢ikan bir modele gore Onceden
belirlenmis olan bir simifa atanmaktadir. Kiimeleme isleminde ise Onceden
tanimlanmis siniflar ya da ornek sinmiflar bulunmamaktadir. Verilerin kiimelenmesi
islemi, verilerin birbirlerine olan benzerliklerine gore yapilmaktadir. Olusan
simiflarin hangi anlamlar1 tasidiginin belirlenmesi tamamen codziimlemeyi yapan

kisiye kalmistir [19, 26].

Kiimelemede, genellikle k-ortalamalar algoritmasi ya da kohonen sebekesi gibi
istatistiksel yontemler kullanilmaktadir. Biitiin yontemlerde isleyis aym sekildedir.
Her kayit var olan kiimelerle karsilastirilir. Bir kayit kendisine en yakin kiimeye

atanir ve bu kiimeyi tanimlayan degeri degistirir. Optimum ¢oziim bulununcaya
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kadar kayitlar yeniden atanir ve kiime merkezleri ayarlanir. En yaygin kullanilan

kiimeleme algoritmas1 “k ortalamalar algoritmas1” dir [28].

2.7.3. Birliktelik kurallar1 ve ardisik zamanl oOriintiiler

Birliktelik kurallari, bir veri kiimesindeki nesneler arasindaki iliskileri bulmayi

amaclayan denetimsiz 6grenen bir veri madenciligi modelidir.

Birliktelik  kurallar1  kullanighh  ve anlasilmast kolay oldugundan finans,
telekomiinikasyon, pazarlama, perakendecilik ve online ticaret gibi endiistriyel

alanlarda genis bir alana yayilmistir [29].

Birliktelik  kurallarmin  kullanmildigt en yaygin alanlardan biri  stipermarket
uygulamalaridir. Bu uygulamalar literatiirde market sepet analizi (market basket
analysis) olarak adlandirilmaktadir. Market sepeti analizi hangi nesnelerin birlikte

satilma egilimi gosterdigi bilgisini vermektedir.

Birliktelik kurallar1 ve ardisik zamanli oriintiileri birbirinden ayiran 6zellik zaman
kavraminin uygulamada olmasidir. Belli bir donem boyunca nesneler arasindaki
birlikteliklerin incelenmesi “ardisik zamanli Oriintii ¢oziimlemesi” olarak da
isimlendirilir. Ardisik analize ait ornekler asagida verilmistir [19, 28].

- “Cadir alan miisterilerin %10’u bir ay icerisinde sirt ¢antas1 almaktadir.”

“A hissesi %15 artarsa ii¢ giin icinde B hissesi %60 olasilikla artacaktir.”

Birliktelik kurallar1 bu calismanin ana konusunu olusturdugundan {i¢iincii boliimde

ayrintili olarak incelenmistir.

2.8. Veri Madenciligi Teknikleri

Bu boliimde, veri madenciligi tekniklerinden en bilinenleri hakkinda bilgiler

verilmistir.
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2.8.1. Karar agaclar

Karar agaclari, yaygin olarak kullanilan siniflama algoritmalarindan biridir. ilk
basamak 6grenme basamagidir. Ogrenme basamaginda onceden bilinen bir egitim
verisi, model olusturmak amaci ile siniflama algoritmas: tarafindan ¢oziimlenir.
Ogrenilen model, simiflama kurallari veya karar agaci olarak gosterilir. Ikinci
basamak ise siniflama basamagidir. Siniflama basamaginda test verisi, siniflama
kurallarinin veya karar agacinin dogrulugunu belirlemek amaciyla kullanilir. Eger
dogruluk kabul edilebilir oranda ise, kurallar yeni verilerin siniflanmasi amaciyla
kullanilir [8, 19].

En yaygin kullanilan karar agaci algoritmalar1 asagida verilmistir.

- CHAID (Chi-Squared Automatic Interaction Detector , Kass 1980),

- C&RT (Classification and Regression Trees, Breiman ve Friedman, 1984),

- ID3 (Induction of Decision Trees, Quinlan, 1986),

- C4.5 (Quinlan, 1993).

2.8.2. Yapay sinir aglar

Yapay sinir aglari, tanimlayici ve tahmin edici veri madenciligi algoritmalarindandir.
YSA, basit biyolojik sinir sisteminin c¢alisma sekli simule edilerek tasarlanan
programlama yaklasimidir. Simule edilen sinir hiicreleri (noronlar) igerirler ve bu
noronlar cesitli sekillerde birbirlerine baglanarak agi olustururlar. Bu aglar 6grenme,
hafizaya alma ve veriler arasindaki iligkiyi ortaya ¢ikarma kapasitesine sahiptirler.
Diger bir ifadeyle, YSA’ lar, normalde bir insanin diisiinme ve gozlemlemeye
yonelik dogal yeteneklerini gerektiren problemlere ¢oziim iiretmektedir. Bir insanin,
diisinme ve gozlemleme yeteneklerini gerektiren problemlere yonelik ¢oziimler
tiretebilmesinin temel sebebi ise insan beyninin ve dolayisiyla insanin sahip oldugu
yasayarak veya deneyerek o©grenme yetenegidir. Bu teknik, veri tabanindaki
oriintiileri, siniflandirma ve tahminde kullanilmak {izere genellestirir. Sinir aglari
algoritmalart sayisal veriler iizerinde calisirlar, denetimli 6grenme yontemidir [28,

30].
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2.8.3. Genetik algoritmalar

Genetik algoritmalar, dogada gozlemlenen evrimsel siirece benzer bir sekilde calisan
arama ve eniyileme yontemidir. Karmagsik ¢ok boyutlu arama uzayinda en iyinin
hayatta kalmas1 ilkesine gore biitiinsel en iyi ¢Oziimii arar. Genetik algoritmalar
problemlere tek bir ¢oziim iiretmek yerine farkli ¢oziimlerden olusan bir ¢oziim
kiimesi iiretir. Boylelikle, arama uzayinda ayn1 anda bir¢cok nokta degerlendirilmekte

ve sonucta biitiinsel ¢coziime ulagma olasiligr yiikselmektedir.

Genetik algoritmalar problemlerin ¢6ziimii i¢in evrimsel siireci bilgisayar ortaminda
taklit ederler. Diger eniyileme yontemlerinde oldugu gibi ¢6ziim i¢in tek bir yapinin
gelistirilmesi yerine, boyle yapilardan meydana gelen bir kiime (popiilasyon)
olustururlar. Genetik algoritmalar, diger eniyileme yontemleri kullanilirken biiyiik
zorluklarla karsilasilan, oldukca biiyiik arama uzayina sahip problemlerin ¢dziimiinde
basar1 gostermektedir. Bir problemin biitiinsel en iyi ¢oziimiinii bulmak icin garanti
vermezler. Ancak problemlere makul bir siire i¢inde, kabul edilebilir, iyi ¢oziimler

bulurlar [31].

2.8.4. K - en yakin komsu

Veri uzayinda birbirine yakin olan ayni tip kayitlar, birbirlerinin komsusu
durumundadirlar. Bu anlayis dogrultusunda, ¢ok kolay fakat giiclii olan k-en yakin
komsu algoritmasi gelistirilmistir. K-en yakin komsu algoritmasinin temel felsefesi
komsunun yaptigin1 yaptirmaktir. Belirli bir bireyin (kayitin) davramisini (6zelligini)
tahmin etmek istenirse, veri uzayinda o bireye yakin olan ©Orne8in 10 bireyin
davranigina bakilabilir. Bu 10 komsunun davranisinin ortalamasi hesaplanir ve bu
hesaplanan ortalama bireylerin tahmini olur. K-en yakin komsudaki k harfi

arastirdigimiz komsu sayisidir. Ornegin, 5-en yakin komsuda 5 komsuya bakilir [19].

2.8.5. Bellek tabanh yontemler

Insanlar kararlarim genellikle daha once yasadiklari deneyimlere gore verirler.

Ornegin doktorlar bir hastay1 incelerken, elde ettigi bulgular1 daha 6nce tedavi ettigi
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benzer hastalifa yakalanmig hastalar iizerindeki deneyimlerini kullanarak
degerlendirirler. Bellek tabanli yoOntemler de benzer sekilde deneyimleri
kullanmaktadir. Bu yoOntemlerde, bilinen kayitlarin bulundugu bir veri tabani
olusturulur ve sistem yeni gelen bir kayda komsu olan diger kayitlar1 belirler ve bu
kayitlar1 kullanarak tahminde bulunur ya da bir smmiflama islemi uygular. Bellek
tabanli yontemlerin en onemli 0zelligi veriyi oldugu gibi kullanabilme yetenegidir.
Diger VM yontemlerinin aksine bellek tabanli yontemler, kayitlarin sekli (format)
yerine sadece iki islemin varligi ile ilgilenir. Bu islemler, iki kayit arasindaki uzakligi
belirleyen bir uzaklik fonksiyonu ve komsu kayitlart isleyerek bir sonuc iireten

kombinasyon fonksiyonudur.

Bellek tabanli yontemler sahtekarlik tespiti ve klinik islemler gibi alanlarda

kullanilmaktadir [19].

2.8.6. Naive bayes

Naive Bayes, hedef degiskenle bagimsiz degiskenler arasindaki iliskiyi analiz eden

tahminci ve tanimlayici bir siniflama algoritmasidir.

Naive Bayes, siirekli veri ile ¢calismaz. Bu nedenle siirekli degerleri iceren bagimli ya
da bagimsiz degiskenler kategorik hale getirilmelidir. Ornegin; bagimsiz
degiskenlerden biri yas ise, siirekli degerler “<20”, “21-307, “31-40” gibi yas

araliklarina doniistiiriilmelidir.

Naive Bayes, modelin 0grenilmesi esnasinda, her c¢iktinin 6grenme kiimesinde kac
kere meydana geldigini hesaplar. Bulunan bu deger, oncelikli olasilik olarak
adlandirilir. Ornegin; bir banka kredi karti basvurularmi “iyi” ve “kotii” risk
siniflarinda gruplandirmak istemektedir. lyi risk ciktis1 toplam 5 vaka iginde 2 kere
meydana geldiyse iyi risk icin oncelikli olasilik 0,4 tiir. Bu durum, “Kredi kart1 i¢in
basvuran biri hakkinda higbir sey bilinmiyorsa, bu kisi 0,4 olasilikla iyi risk
grubundadir” olarak yorumlanir. Naive Bayes aym1 zamanda her bagimsiz
degisken/bagimli degisken kombinasyonunun meydana gelme sikligin1 bulur. Bu

sikliklar oncelikli olasiliklarla birlestirilmek suretiyle tahminde kullanilir [28].
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2.8.7. Regresyon

Regresyon analizi, bir ya da daha fazla bagimsiz degisken ile hedef degisken
arasindaki iligkiyi matematiksel olarak modelleyen bir yontemdir. Veri
madenciliginde yaygin olarak kullanilan regresyon modellerinden dogrusal
regresyonda tahmin edilecek olan hedef degisken siirekli deger alirken; lojistik
regresyonda hedef degisken kesikli bir deger almaktadir. Dogrusal regresyonda hedef
degiskenin degeri; lojistik regresyonda ise hedef degiskenin alabilecegi degerlerden

birinin gerceklesme olasilig1 tahmin edilmektedir [28].

2.8.8. K ortalamalar algoritmasi

Diger kiimeleme teknikleri ile karsilastirildiginda k ortalamalar algoritmasi (k means,
simple k means) biiylikk veri tabanlarinin kiimelenmesinde olduk¢a etkin bir
algoritmadir. Yeni bir vaka ortaya ¢iktiginda; algoritma tiim veriyi inceleyerek buna
en ¢ok benzeyen vakalarin bir alt kiimesini olusturur ve onlar1 ¢iktiyr tahmin etmek
icin kullanir.

Algoritmanin adimlar1 su sekildedir:

1. Veri seti rassal olarak k adet baslangic kiimesine ayrilir.

2. Veri setinde yer alan ornekler; merkezi kendisine en yakin olan kiimeye atanir.

3. Her atamanin sonunda kiime merkezi (ortalama) yeniden hesaplanir.

4. Veri setindeki tiim orneklerin atamasi yapilana kadar 2. ve 3. adimlar tekrarlanir.

Yeni bir vakanin ait oldugu kiimeyi belirlemek icin algoritma yeni vakanin 6grenme
verisindeki her bir vakadan uzakligin1 hesaplar. K degerinin ve uzaklik Ol¢iisiiniin
modelin kalitesi iizerinde biiyiik etkisi vardir bu nedenle onlar1 dikkatle segmek ¢ok
onemlidir. K ortalamalar algoritmas: olduk¢a etkin bir algoritma olmakla birlikte;
sadece niimerik veri ile calisir fakat veri madenciligi uygulamalar1 siklikla kategorik
verileri de icermektedir. K ortalamalar algoritmasinin gelistirilmesi ile elde edilen k

modlar algoritmasi ise kategorik veriler lizerinde calisabilen bir algoritmadir [28].
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2.9. Veri Madenciliginde Karsilasilan Problemler

Kiiciik veri kiimelerinde hizli ve dogru bir bicimde calisan bir sistem, ¢ok biiyiik veri
tabanlarina uygulandiginda tamamen farkli davranabilir. Bir veri madenciligi sistemi
tutarli veri lizerinde mitkemmel calisirken, ayni veriye giiriiltii eklendiginde kayda
deger bir bicimde kotiilesebilir. Veri madenciliginde karsilagilan problemler devam

eden maddelerde aciklanmstir [17, 32].

- Veri taban1 boyutu: Veri taban1 boyutlart inanilmaz bir hizla artmaktadir. Pek ¢ok
makine Ogrenimi algoritmasi birkag¢ yiiz tutanaklik oldukca kiiciik orneklemleri
ele alabilecek bi¢cimde gelistirilmistir. Ayn1 algoritmalarin yiiz binlerce kat biiyiik
orneklemlerde kullanilabilmesi icin azami dikkat gerekmektedir. Orneklemin
biiyiik olmasi, Oriintiilerin gercekten var oldugunu gostermesi agisindan bir
avantajdir ancak boyle bir drneklemden elde edilebilecek olas1 oriintii sayist da
cok biiyiiktiir. Bu ylizden VM sistemlerinin kars1 karsiya oldugu en 6nemli
sorunlardan biri veri tabani boyutunun cok biiyiik olmasidir. Dolayisiyla VM
yontemleri ya sezgisel bir yaklasimla arama uzayini taramalidir, ya da drneklemi
yatay/dikey olarak indirgemelidir. Yatay indirgeme siirekli degerlerin belirli
aralik degerlerine doniistiiriilmesi ile ortaya cikabilecek tekrarli ¢oklular tekil
hale getirilerek saglanabilir. Dikey indirgeme, artik niteliklerin indirgenmesi

islemidir ve “artik isleme” maddesi altinda verilmistir.

- Giiriltiili veri: Biiyiik veri tabanlarinda pek cok niteligin degeri yanlis olabilir.
Bu hata, veri girisi sirasinda yapilan insan hatalar1 veya girilen degerin yanlis
Olciilmesinden kaynaklanir. Veri girisi veya veri toplanmasi sirasinda olusan
sistem dis1 hatalara giiriiltii ad1 verilir. Giinlimiizde kullanilan ticari iliskisel veri
tabanlari, veri girisi sirasinda olusan hatalar1 otomatik bigimde gidermek
konusunda az bir destek saglamaktadir. Hatali veri gercek diinya veri
tabanlarinda ciddi problem olusturabilir. Bu durum, bir VM yOnteminin
kullanilan veri kiimesinde bulunan giiriiltiilii verilere karst daha az duyarh
olmasini gerektirir. Giiriiltiilii verinin yol actig1r problemler tiimevarimsal karar
agaclarinda uygulanan metotlar baglaminda kapsamli bir bi¢imde arastirilmistir.

Eger veri kiimesi giiriiltiilii ise sistem bozuk veriyi tanimali ve ihmal etmelidir.
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Null degerler: Veri tabanlarinda null (bos) degeri birincil anahtarda yer almayan
herhangi bir niteligin degeri olabilir. Eger bir nitelik degeri null ise o nitelik
bilinmeyen ve uygulanmaz bir degere sahiptir. Bu durumla iliskisel veri
tabanlarinda sik¢a karsilagilmaktadir. Bir iliskide yer alan tiim c¢oklular ayni
sayida nitelige, niteligin degeri null olsa bile sahip olmalidir. Ornegin, kisisel
bilgisayarlarin ozelliklerini tutan bir iliskide bazi model bilgisayarlar icin ses
karti modeli niteliginin degeri null olabilir. Bos degerli nitelikler veri kiimesinde
bulunuyorsa, ya bu c¢oklular tamamiyla ihmal edilmeli ya da bu coklularda

nitelige olast en yakin deger atanmalidur.

Eksik veri: Evrendeki her nesnenin ayrintili bir bi¢imde tanimlandigi ve bu
nesnelerin alabilecegi degerler kiimesinin belirli oldugu varsayilsin. Verilen bir
baglamda her bir nesnenin tanimi kesin ve yeterli olsa idi siniflama igslemi basitce
nesnelerin alt kiimelerinden faydalanilarak yapilirdi. Bununla birlikte, veriler
kurum ihtiyag¢lar1 géz ontinde bulundurularak diizenlenip toplandigindan, mevcut
veri bilgi kesfi acisindan uygun olmayabilir. Ornegin hastaligin tanisinm1 koymak
icin kurallar sadece ¢ok yasli insanlarin belirtilerinin bulundugu bir veri kiimesi
kullanilarak iiretilseydi, bu kurallara dayanarak bir ¢ocuga tani koymak pek
dogru olmazdi. Bu gibi kosullarda bilgi kesfi modeli belirli bir giivenlik (veya

dogruluk) derecesinde tahmini kararlar alabilmelidir.

Artik veri: Verilen veri kiimesi, eldeki probleme uygun olmayan veya artik
nitelikler icerebilir. Bu durum pek cok islem sirasinda karsimiza cikabilir.
Ornegin, eldeki problem ile ilgili veriyi elde etmek icin iki iliskiyi ortak nitelikler
tizerinden birlestirirsek, sonug iligskide kullanicinin farkinda olmadigi artik
nitelikler bulunur. Artik nitelikleri elemek icin gelistirilmis algoritmalar 6zellik

secimi olarak adlandirilir.

Dinamik veri: Kurumsal cevrim ici veri tabanlar1 dinamiktir, yani igerigi siirekli
olarak degisir. Bu durum, bilgi kesfi metotlar1 icin Onemli sakincalar
dogurmaktadir. Ik olarak sadece okuma yapan ve uzun siire calisan bilgi kesfi
metodu, bir veri tabami uygulamasi olarak mevcut veri tabani ile birlikte
calistirlldiginda mevcut uygulamanin da performansi ciddi ol¢iide diiser. Diger

bir sakinca ise, veri tabaninda bulunan verilerin kalic1 oldugu varsayilip, ¢cevrim
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dis1 veri tizerinde bilgi kesfi metodu calistirildiginda, degisen verinin elde edilen
Oriintiilere yansimast gerekmektedir. Bu islem, bilgi kesfi metodunun {iirettigi
Oriintiileri zaman i¢inde degisen veriye gore sadece ilgili Oriintiileri yigmali
olarak giinleme yetenegine sahip olmasim gerektirir. Aktif veri tabanlari
tetikleme mekanizmalarina sahiptir ve bu 6zellik bilgi kesfi metotlar ile birlikte

kullanilabilir.

2.10. Veri Madenciligi Yazilimlari

Bu boliimde, giiniimiiziin en ¢ok tercih edilen veri madenciligi yazilimlarindan SPSS
Clementine, SAS Enterprise Miner, Insightful Miner, Oracle Darwin, STATISTICA
Data Miner hakkinda bilgi verilmistir [19, 32, 33].

2.10.1. Clementine

Clementine SPSS Inc. firmasiin veri madenciligi aracidir. Ingiltere’de gelistirilen

Clementine, olduk¢a uzun bir siiredir kullanilmakta ve araglart giderek

tyilestirilmektedir. Clementine yapay sinir aglari, karar agaglari, kiimeleme,

regresyon, birliktelik kurallar1 algoritmalart mevcuttur. Clementine miisteri iliskileri

yonetimi, kimya sektoriinde maddelerin asindiricilik tahmininde ve bankacilik

alaninda kredi karti1 dolandiriciliklart gibi konularda kendine uygulama alam

bulmustur. Baz1 avantajlar ve dezavantajlar1 asagidaki gibidir.

- Veri madenciligi algoritmalart ¢ok c¢esitlidir ve oldukca giiclii, optimal
parametreyi arastiran programlar mevcuttur,

- Veri kalitesinin kontrolii i¢in araglar mevcuttur,

- Ortalama kullanim kolaylig1 vardir,

- Grafik 0zelligi agisindan diger programlara gore zayiftir.
2.10.2. Enterprise miner
SAS firmasinin veri madenciligi aracidir. Enterprise Miner karar agaclari, yapay sinir

aglari, regresyon coziimlemesi, kiimeleme, zaman serileri, birliktelik kurallarinin

bulunmasi gibi VM sorgularini ele alabilmektedir. Grafiksel arayiizii sayesinde
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kullanim kolayligi saglar. Diger VM programlarina oranla istatistik ve regresyon
acisindan ile birlikte en fazla araca sahiptir. Algoritma derinligi ve gorsel arabirim

giiclii, zor kullanilir olmasi zayif oldugu yonleridir.

2.10.3. Insightful miner

Goreli olarak daha basit VM projelerini yapacak olan siradan ¢oziimleyiciler icin
mevcut olan belki de en iyi programdir. Statistica Data Miner kadar olmasa da
zengin istatistiksel coziimleme algoritmalarina sahiptir. Veri alma/verme, veri
inceleme ve veri temizleme ile boyut indirgeme icin miikemmel araglara sahip
olmasi, grafiksel programlama arayiiziine sahip olmamasina ragmen veri madencisi
olmayanlar tarafindan kolaylikla kullanilabilmesi ve genel kullanim icin mevcut olan
programlar arasinda goreli olarak ucuz olmasi avantajlarindandir. Diger programlara
gore daha diisiik seviyede otomatik olmasi, karmasik problemler icin yazi (script)
arayiiziinin olmamasi ve disaridan model alma ozelliginin olmamasit bazi

dezavantajlarindandir.

2.10.4. Darwin

Darwin Oracle firmasinin VM aracidir. Darwin regresyon agaclari, karar agaclari,
kiimeleme, yapay sinir aglari, Bayesian 6grenme, k-en yakin komsu gibi bir¢ok
algoritmay1 destekleyen bir VM aracidir. Paralel sunucular icin gelistirilmis bir VM
sistemidir. Darwin kullanimi kolay bir ara yiize sahiptir. Darwin VM

algoritmalarindan CART, StarTree, StarNet ve StarMatch’i kullanmaktadir.

2.10.5. Statistica data miner

STATISTICA Data Miner, kendine has kategoride bir programdir. VM
projelerindeki tiim gorevleri kolaylagtirmadaki basarisi ve bir¢ok islemi basariyla
gerceklestirmesi acisindan egsizdir. Diger programlarin kullanimi daha kolay olabilir
(Ornegin Insightful Miner) ya da daha otomatik olabilirler ancak hicbir VM programi
STATISTICA Data Miner kadar fazla ara¢ sunamamaktadir.
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Avantajlar;

- VM icin parametrik istatistik ve makine Ogrenimi kombinasyonu zengin
algoritmalar sunar,

- Diger programlara gore grafiksel programlama arayiiziiyle kullanimi1 kolaydir,

- Tiim ortak VM gorevleri i¢in araglar sunar,

- Model ¢iktis1 i¢in oldukga esnek araglar mevcuttur,

- Boyut azaltmada kullanilan gii¢lii araclar1 mevcuttur,

- Olgeklenebilirlik 6zelligi ile boyut ve biiyiiklilk agisindan daha genis veri
kiimelerini diger programlardan daha hizli isleyebilir, Visual Basic dilini temel

alan giiclii 6zellestirme araglar1 mevcuttur.

Dezavantaji;
- Sinir ag1 modellerinin degerlendirmesi i¢in kullanilan grafikler kolaylikla elde

edilememektedir.



BOLUM 3. BiRLIKTELIK KURALLARI

3.1. Birliktelik Kurallar: Tanimi

Birliktelik kurallar1 veriler arasindaki giiclii birliktelikleri veya korelasyonlar1 elde
etmeye yarayan bir veri madenciligi teknigidir. Cok sayida verinin depolandig: bir
veri tabani i¢inde c¢esitli nitelikler arasinda hemen fark edilmeyen bir takim iliskilerin

ortaya cikarilmasi siirecine birliktelik kurali madenciligi denilmektedir.

Birliktelik kurallart biiyiik miktarlardaki veriler arasindan 1ilgin¢ birliktelik
oriintiilerini kesfederek pazarlama, karar verme ve is yonetimine oldukca fayda
saglamaktadir. Bu ylizden veri tabanlarinda bilgi kesfinde yapilan arastirmalarda
birliktelik kurallar1 konusu odak noktasi olmaktadir. Birliktelik kurallar1 kullanish ve
anlasilmas1 kolay oldugundan finans, telekomiinikasyon, pazarlama, perakendecilik

ve online ticaret gibi endiistriyel alanlarda genis bir alana yayilmistir [29, 34].

Boylece son yillarda birliktelik kurallar1 {izerine yapilan akademik calismalarin da
artmasina neden olmustur. Apriori benzeri algoritmalar gibi algoritmik yenilikler,
inter-transaksiyonel birliktelik kurallari, bulanik mantik tabanl birliktelik kurallari,
genetik algoritma tabanli birliktelik kurallari, sinir ag1 tabanli birliktelik kurallari,
niceliksel birliktelik kurallari, ¢coklu boyutlu ve ¢oklu seviyeli birliktelik kurallari,
gecici birliktelik kurallari, genellestirilmis birliktelik kurallar1 yapilan ¢aligsmalarin

baz1 orneklerindendir [10, 35, 36, 37, 38, 39, 40, 41, 42].

Birliktelik  kurallarinin ~ kullanildigt en yaygin alanlardan biri siipermarket
uygulamalaridir. Bu uygulamalar literatiirde market sepeti analizi (market basket
analysis) olarak adlandirilmaktadir. Geleneksel birliktelik kurallarindan market
sepeti analizi bir ev aligverisinde sadece satin alinan farkl {iriin kategorileri (6rnegin

tiriin kombinasyonlar1) arasindaki birliktelikleri kesfedebilmektedir. Market sepeti
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analizi, hangi Uriinlerin birlikte satilma egiliminde oldugu bilgisini vererek miisteri
davraniglari, stok kontrol, satis stratejileri ve yerlesim diizeni gibi analizlerde fayda

saglamaktadir [43].

Market sepeti analizi, bir aligveris boyunca satin alinan {riinlerin birlesimini
incelemektedir. Uriinlerin marka veya iiriin tipi bazinda gruplanip gruplanmadig
kararin1 kolaylastirdigindan perakendeciler miisterilerin ¢apraz-kategorik satin alma
davraniglar ile ilgili bilgilere olduk¢a 6nem vermektedirler. Ciinkii bir perakende
satig yerinin yerlesim diizeni perakendecinin bilgi isleme, satin alma davraniglar1 gibi
toplam performansini onemli Ol¢iide etkileyen bir faktér oldugu tespit edilmistir.
Sepet analizi, farkli bakis acilarindaki miisteri dagilimin1 da gostermektedir. Bu
dagilim bilgileri planlama, reklam dizayni, indirim-promosyon, magaza diizeni ve

tiriin yatirimi seklindeki kararlara yardimer olmaktadir [44, 45].

Market sektoriine yonelik son yillardaki literatiir calismalarina bakildiginda Liao ve
digerleri Apriori algoritmasini kullanarak elde ettigi iirlin haritalarin1 yeni {iriin
gelistirme kaynagi olarak Onermis, Yang ve Lai ¢evrimici alisveris davraniglarinin
bilgisine dayanarak iiriin promosyonundaki kararlarin performansini karsilagtirmas,
Liao ve Chen birliktelik kurallarimi elektronik katalog pazarlama ve indirim
yonetiminde kullanismis, Chen ve Lin ise Apriori algoritmast ve 0-1 tamsayili

algoritmayi1 kullanarak raf diizeni yonetimi calismasi1 yapmistir [43, 44, 46, 47].

3.2. Birliktelik Kurallar1 Matematiksel Modeli Ve Temel Kavramlari

3.2.1. Birliktelik kurallar1 matematiksel modeli

X; ve Y; veri tabanindaki nesneler olmak iizere bir birliktelik kurali {X;, X, ... , Xin}
= {Y5, Y2, ..., Y.} seklinde gosterilir. Bu ifade “X;, X, ... , X,y nesnelerinin
bulundugu islemlerde sik olarak Y, Yo, ..., Y, de ayni islemlerde yer alir” anlamina

gelmektedir [48].
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Tablo 3.1. Birliktelik kurallarinin genel gosterimi

Onciil;  Onciily Onciily Sonug
Kural,;

Kural,

Kuraly

Birliktelik kurallarinin genel gosterimi Tablo 3.1° de gosterildigi gibidir. Birliktelik
kurali iki yaridan olusur, kuralin sol tarafi 6nciil (antecendent) ve sag tarafi sonuc

(consequent) olarak adlandirilir.

Bu modelde I={ij, i, ... , in} veri tabanindaki nesneler ve her i bir nesne olarak
adlandirilir. D islemler kiimesi; T bir islemde yer alan iiriinleri (TCI), tid her isleme
ait tekil (unique) numaray ifade etmektedir. X ve Y nesnelerin kiimesi olsun. Bir T
islemler kiimesi ancak ve ancak XCT ise T X’ i kapsiyor denir. Bir birliktelik kurali
X=Y formunda ifade edilir ve X 0Onciil Y sonu¢ olarak adlandirilir. Burada Xcl,

YclI ve XNY= dir [49].

3.2.2. Destek (support) ve giiven (confidence) degeri

Bir birliktelik kuralinin oncelikle s ile ifade edilen destek degeri tanimlanir. Destek
degeri, X=Y kuralinin sag ve sol tarafinin ayn1 anda birlikte saglanmasi ihtimalidir.
Ikinci olarak kuralin c ile ifade edilen giiven degeri tanimlanir. Giiven, X=Y kuralin
sol tarafinin saglanmasi durumunda sag tarafinin da saglanmasi olasiligidir.

Matematiksel olarak destek ve giiven degerleri esitlik 1, 2 ve 3’ te gosterildigi

gibidir.
destek (X = Y) = P(XUY) (1)
giiven (X = Y) = P(YIX) veya )

giiven (X = Y) = destek (X = Y) / destek (X) 3)
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Bagka bir ifade ile destek ve giiven degerleri esitlik 4, 5 ve 6’ da gosterilmistir.

destek (X) = |X| 7 |D| (4)
destek (X = Y) = |X.Y| / |D] (5)
giiven (X = Y) = destek (X = Y) / destek (X) (6)

| X | - Incelenen veri tabaninda X nesnesini iceren islemlerin sayisi,
| XY | : Incelenen veri tabaninda X ve Y nesnelerini birlikte iceren islemlerin sayisi,

| D | : Incelenen veri tabanindaki biitiin islemlerin sayisidir.
3.2.3. K-nesnekiime ( k-itemset)

Nesnekiime veri madenciligi literatiiriinde itemset olarak yer almaktadir. Eger bir
kiime k tane nesne igeriyorsa bu kiime ‘k-nesnekiime’ olarak ifade edilir. k-
nesnekiimenin sik gecen kiimeleri Ly seklinde ifade edilmektedir. Ornek olarak; {a,

b, ¢} 3 elemanli bir nesnekiimedir ve 3-nesnekiime olarak ifade edilir [10].
3.2.4. Sik nesnekiime (Frequent itemset)

Belirlenen minimum destek degerini saglayan nesnekiimeler sik gecen nesnekiime
olarak tamimlanir. k-nesnekiimenin sik gecen kiimeleri Ly seklinde ifade

edilmektedir.
3.2.5. Minimum destek ve giiven degeri

Minimum destek ve giiven degerleri birliktelik kurali madenciligine baslamadan
once kullanici tarafindan belirlenir. Minimum destek degeri az siklikta
nesnekiimelerini eler, minimum giiven degeri ise az siklikta goriilen (ilgin¢ olmayan)
birliktelik kurallarimi eler. Kullanici birliktelik kurali madenciligi sonuglarina gore
minimum destek ve giiven degerini problem alanina ayarlayabilir. Bu degerler genel

olarak 0-1 araligindan ¢cok %0-%100 araliginda ifade edilmektedir [10].
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3.2.6. Giiclii birliktelik kurallar

Yiiksek giiven ve destek degerine sahip kurallara giiclii (strong) kurallar adi verilir.
Verilen bir D islemler kiimesinde birliktelik kurallarinin amaci, minimum destek ve
giiven sartim saglayan X = Y kurallarin bulunmasidir. Ornegin bir X iiriinii satin
alan miisteriler ayn1 zamanda Y {riiniinii de satin aliyorsa, bu kural 7 numaral
esitlikte gibi gosterilir.

X=Y [destek=%2, gliven=%60] @)
Esitlik 7° deki birliktelik kurali su sekilde yorumlanir. Incelenen alisveris
kayitlarinda, X ile Y’ nin birlikte goriilme olasihigi %2; X iirliniini satin alan
miisterilerin %60°1 aynm aligveriste Y iriiniinii satin aldig1 veya X iirliniinii alan bir

miisterinin Y iirliniinii alma ihtimalinin %60 oldugu sdylenir [10, 49].
3.3. Birliktelik Kuralh Madenciligi

Birliktelik kural1 madenciligi genellikle iki adimda incelenir [10].
3.3.1. Sik gecen nesnekiimelerin bulunmasi

Sik gecen nesnekiimeler madenciliginin problemi veri setindeki biitiin sik gecen
nesnekiimelerin bulunmasidir. N tane nesne igeren bir veri setinde 2"-1 tane bos
kiime olmayan nesnekiime olusturulur ve bunlarin hepsi sik gecen nesnekiime
olabilir. Biiyiik veri tabanlarinda 6zellikle de minimum destek esik degerinin ¢ok
diisiik oldugu veri tabanlarinda sik gecen nesnekiime sayisi ¢ok biiyiik sayilara
ulasabilir. Bunun nedeni, bir sik gecen nesnekiimenin biitiin alt kiimelerinin de sik

gecen nesnekiime olmasidir. Ornek olarak; bir sik gecen nesnekiimenin biiyiikliigii

0
100 olsun (aj, ay, ... , ajpo), 1-0geli sik gecen nesnekiimelerin sayisi [ | J : (ay, ay, as,

100
.., a100); 2 6geli sik gecen nesnekiimelerin sayisi ( 5 J : (a1, ap), (aj, a3), ... ,(agy, a100)

ve bu sekilde k 0geli nesnekiimeye kadar devam edildiginde toplam sik gecen

nesnekiimelerin sayisi esitlik 8’ deki gibidir.
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100} (100 100) 100 0
+ +ot =2'%_1=127x10 (8)
1 2 100

Bu say1 herhangi bir bilgisayarin hesaplamasi veya hafizada depolamasi ic¢in ¢ok
yiiksektir. Bu zorlugu asabilmek icin “kapali sik nesnekiime” ve “maksimal sik
nesnekiime” kavramlar1 ortaya cikarilmistir. Bu kavramlar devam eden bdliimde

detayl olarak aciklanmistir.
3.3.2. Giiclii birliktelik kurallarinin olusturulmasi

Kullanic1 tarafindan belirlenmis olan minimum destek degerine gore sik gecen
nesnekiimeler olusturulduktan sonra birliktelik kurallar1 olusturulur. Birliktelik
kurallarint olusturmanin zorlugu sik gecen nesnekiimelerin sayisi ve biiyiikliigiinden
kaynaklanmaktadir. D tane nesne igeren bir veri setinde miimkiin olan birliktelik

kurallarinin toplam sayis1 esitlik 9° da verildigi gibidir.
34244 ©)

Bu iissel karmasikliga ragmen gercek hayatta sik gecen nesnekiimelerini olusturmak
daha maliyetlidir. Ciinkii nesnekiimelerinin destek degerlerinin hesaplanabilmesi i¢in

her bir islemin iistiinden gegmeye ve verileri dogrulamaya ihtiya¢ duyulur.

Birliktelik kurallar1 olusturmada kullanilan basit bir algoritma su sekildedir: Her bir
stk gecen nesnekiime L ve bos olmayan alt kiimeleri L, i¢in minimum giiven
degerinden biiyiik ve esit olan L, = L-L, seklindeki miimkiin kurallar olusturulur.
Tanimlamaya gore olusturulan biitiin kurallar minimum destek ve giiven degerine

uymalidir [50].

Birliktelik kurallar1 olusturmada kullanilan algoritmalarin bir¢cogu asagidaki konular
tizerinde durur [51].

- Aday nesnekiime setini minimize etme

- Veri tabanin1 en az zamanda tarayarak, aday nesnekiimelerin destek degerlerini

hesaplama.
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Bu baglamda birliktelik kurallar1 algoritmalar1 genellikle asagidaki konular iizerinde
farklilik gosterir:

- Adaylarin olusturulmasi

- Bir aday nesnekiimenin destek degerinin hesaplanmasi

- Veri tabanin tarama say1s1

- Kullanilan veri yapilari

3.4. Sik Gecen Nesnekiimelerin Temsilleri

Pratikte, bir islemsel veri setinden ¢ok biiyiik sayilarda sik gecen nesnekiimeler
iretilebilir. Bu yiizden diger biitiin sik gecen nesnekiimelerden elde edilen kiiciik bir
ornek grubu tanimlamak elverisli olmaktadir. Bu baglamda devam eden boliimde

maksimal ve kapali sik gecen nesnekiimeler anlatilmistir.

3.4.1. Maksimal sik nesnekiimeler

Maksimal sik nesnekiime, X sik gecen bir nesnekiime olsun, sik gecen X’ in bagka
bir stk gegen iist kiimesi olusturulamiyorsa bu kiime “maksimal sik nesnekiime”

olarak ifade edilir [10].

Bu kavrami orneklemek icin Sekil 3.1° de gosterilen kafes dikkate alinir. Kafesteki
nesnekiimeler, sik olan nesnekiimeler ve sik olmayan nesnekiimeler olmak iizere
ikiye ayrilir. Sik olan nesnekiimeler sik gecen nesnekiimeler sinirinin iizerinde, sik
olmayan nesnekiimeler cizginin altinda toplanmistir. Cizgiye yakin olan {a, d}, {a, c,
e} ve {b, c, d, e} nesnekiimelerin maksimal sik nesnekiime oldugu diisiiniiliir. Ciinkii
bu kiimelerin iist kiimeleri sik olmayan nesnekiimelerdir. Ornek olarak {a, d}
maksimal sik nesnekiimedir ¢iinkii bu kiimenin iist kiimeleri olan {a, b, d}, {a, c, d}
ve {a, d, e} sik olmayan nesnekiimelerdir. Buna karsilik {a, ¢} maksimal sik
olmayan nesnekiimedir ¢iinkii {a, c}’ nin {ist kiimelerinden olan {a,c, e} sik gecen bir

nesnekiimedir [52].



35

Maksimal sik
nesnekiime

Sik gecen
nesnekiimeler

Sik olmayan
nesnekiimeler

Sik gecen
nesnekiime sinir1

Sekil 3.1. Maksimal sik nesnekiimeler

Maksimal sik nesnekiimeler, sik gecen nesnekiimelerin ¢ok oldugu veri setlerinde
pahali bir gosterim sunar. Yine de bu yaklasim maksimal sik nesnekiimelerin alt

kiimelerini birer birer saymadan bulan algoritmalar i¢in elverislidir.

Maksimal sik nesnekiimeler, alt kiimelerinin destek degerleri hakkinda herhangi bir
bilgi icermezler. Ornek olarak; {a, c, e}, {a, d} ve {b, ¢, d, e} maksimal sik
nesnekiimelerdir ve alt kiimelerinin destek degerleri hakkinda higbir belirti

icermezler.

3.4.2. Kapal sik nesnekiimeler

Bir S veri setinde, bir kiimenin kendisiyle ayn1 destek sayisina sahip bir iist kiimesi

mevcut degilse, bu kiime kapali nesnekiime olarak ifade edilir. Bu tanimin tersi
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olarakta, eger bir kiimenin en yakin iist kiimesi bu kiimeyle aym destek sayisina

sahip ise bu kiime kapal1 nesnekiime degildir [52].

TID Nesneler
1 abc min.destek=%40
2 abcd
3 bce
4 acde
5

Kapali sik
nesnekiimeler

Sekil 3.2. Kapal1 sik nesnekiimeler

Kapali nesnekiimelere ornek Sekil 3.2° de gosterilmistir. Nesnekiimelerin destek
sayllarinin daha 1iyi anlasilmasi icin nesnelerin hangi islemlerde gectigi de
gosterilmistir. Ornegin; {b, ¢} diigiimii 1, 2, 3 islemleriyle iligkilidir, destek sayist 3’
e esittir. Sekil 3.2 de verilen islemlere dikkat etmek gerekirse b nesnesini i¢eren her
islem aynm1 zamanda ¢ nesnesini de icermektedir. Bu nedenle {b}’ nin destek degeri
{b, c} ile aynidir ve {b} kapal bir kiime olarak ifade edilemez. Ancak {b, c} kapali
bir kiimedir ciinkii {b, c} kiimesinin hi¢bir iist kiimesi ayn1 destek sayisina sahip

degildir. Kapali sik nesnekiime ise destek degeri minimum destek degerinden biiyiik
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ve esit olan kapali nesnekiimelere denir. Sekil 3.2° de verilen 6rnekte destek esik
degeri %40 olarak belirlenmistir. Buna gore {b, c} kapali sik bir nesnekiimedir
clinkii destek degeri %60’ a esittir. Diger kapali sik nesnekiimeler sekilde koyu

renkle isaretlenmistir.

Birliktelik kurallar1 madenciligi probleminin, sik ge¢en nesnekiimelerin bulunmasi
ve birliktelik kurallarinin elde edilmesi oldugu ge¢mis boliimlerde de ifade edilmisti.
Kapali sik nesnekiimeler madenciligi ile biitiin sik gecen nesnekiimeleri
madenlemeye gerek olmadigi ve biitin muhtemel birliktelik kurallarinda
olusturulmasina gerek kalmaz. Zaki bu problemi ortadan kaldiran etkin bir algoritma

sunmustur [53].

Kapali sik nesnekiimeler madenciligi gereksiz kurallarin atilmasim saglar. Ornegin,
XX’ ve YCY’ olsun. X” = Y’ kuralinin var oldugu durumda X = Y kuralinin
olusturulmas: gereksizdir ¢iinkii iki kuralinda destek ve giiven degeri aynidir.
Yukaridaki 6rnegi dikkate alarak, {b} kapali bir sik olmayan nesnekiime iken {b, c}
kapal1 bir sik nesnekiimedir. {b} = {d, e} kurali gerekli olmayan bir kuraldir ¢iinkii
bu kural {b, c} = {d, e} kural1 ile aynm1 destek ve giiven degerine sahiptir. Bu 6rnekte
de oldugu gibi birliktelik kurallarinin olusturulmasinda kapali sik nesnekiimeleri

kullanarak gereksiz kurallarin elde edilmesi engellenir [52].

Bir veri setinde belli bir minimum destek degerine gore C kapali sik nesnekiime ve
M kiimesi maksimal sik nesnekiime olsun. Ac¢ikg¢a goriiliir ki M, C’ nin alt kiimesi ve
C de sik gecen nesnekiimelerin alt kiimesidir. Sekil 3.3’ te sik gecen nesnekiime,
kapali sik nesnekiimeler, maksimal sik nesnekiimeler arasindaki iliski gosterilmistir

[54].
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Sik nesnekiimeler

Kapal1 sik nesnekiimeler

Sekil 3.3. Sik gecen nesnekiimelerin temsilleri arasindaki iliski [52]

3.5. Sik Gecen Nesnekiimeleri Olusturma Metotlar1 Alternatifleri

Sik gecen nesnekiimeleri olusturma algoritmalari tarama islemini nasil yaptigina ve
tarama islemine hangi noktadan bagladigina gore ikiye ayrilmaktadir [52].

Algoritmalar kafesi tarama islemini nasil yaptigina gore siniflandirilirsa;

1. Genislik oncelikli (Breadth first search) arama algoritmalari; kafesi adim adim
inceler.

2. Derinlik 6ncelikli (Depth first search) arama algoritmalari; kafesi bir diigiimden
gelecek adimdaki bir diigime ya da mevcut adimdaki gelecek bir diigiime

gecerek inceler.

Diger bir smiflandirma ise kafesi tarama islemine hangi noktadan baglanmasi

tizerinde duran algoritmalara gore yapilir;

1. Ozelden-genele (Spesific to general) arama algoritmalari; kafesi en alt

noktasindan taramaya baslar.
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2. Genelden-ozele (General to spesific) arama algoritmalari; kafesi en iist

noktasindan taramaya baglar.
3.5.1. Genislik ve derinlik oncelikli algoritmalar
BFS ilk olarak sik gecen 1 6geli nesnekiimeleri bulur, sonra 2 6geli nesnekiimeleri ve

bu sekilde olusturulacak yeni sik gecen nesnekiime kalmayana kadar devam eder.

Sekil 3.4’ te gosterilen BFS yaklagimina Apriori algoritmasi tipik bir 6rnektir.

©000 00

Sekil 3.4. BFS yaklagimi

DFS yaklasimi maksimal sik nesnekiimeleri bulmak icin tasarlanmis algoritmalar
tarafindan sikca kullanilir. Sekil 3.5’ te gosterilen bu yaklasim sik gecen nesnekiime
sinirint BES  yaklagimindan daha hizli saptar. Bir maksimal sik nesnekiime
bulundugu zaman, bu kiimenin alt kiimelerine gercek budama islemi

gerceklestirilebilir.

OOOOOOOOO
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Sekil 3.5. DFS yaklagimi
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Ornek olarak Sekil 3.6’ daki bede diigiimii maksimal sik nesnekiime ise algoritma bu
kiimenin bd, bc, c, d, e gibi alt kiimelerine ugramak zorunda degildir. Ciinkii bu
nesneler herhangi bir maksimal sik nesnekiime icermeyecektir. FP-Growth
algoritmas1 DFS i¢in tipik bir 6rnektir. DFS algoritmasina Sekil 3.6 ornek olarak
gosterilebilir. DFS a diigiimden baglar, a’ nin sik gecen nesnekiime olup olmadigini
tanimlamak i¢in destek degerini hesaplar. Eger bu nesne sik gecen nesnekiime ise
algoritma ab, abc diigiimlerinden gecerek sik olmayan bir diiglime (abcd gibi)
ulasincaya kadar bir sonraki adimdaki diigiimlere ilerler. Daha sonra geldigi yoldan
geri donerek bagska bir dala gecer (6rnek olarak abce) ve arama bu noktadan devam

eder.
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Sekil 3.6. DFS yaklagimini kullanarak nesnekiime adaylar1 olusturma
3.5.2. Genelden-o6zele ve 6zelden-genele yaklasimh algoritmalar

Genelden-0zele yaklasiminda (k-1) ©geli stk gecen nesnekiimeler k 06geli
nesnekiimeler elde etmek icin birlestirilirler. Genelden-ozele yaklasimi bir sik

nesnekiimenin uzunlugunun ¢ok biiyiik olmadig1 durumlarda etkindir.
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Ozelden-genele yaklasimi, genel olan sik gecen nesnekiimeleri bulmadan 6nce ilk
olarak daha spesifik sik gecen nesnekiimeleri arar. Bu yaklasim, maksimal sik
nesnekiimelerini yogun islemler arasinda bulmak i¢in sik gecen nesnekiime sinirinin

alt noktalara daha yakin olan kafeslerde etkindir [52].

’/ t _ / \| ”, I \I
0000 ©000 0000 ooo@
Sekil 3.7.a. Genelden-6zele yaklasimi Sekil 3.7.b. Ozelden-genele yaklagimi

Sik gecen nesnekiimeler, kafesin ne alt noktasina ne de iist noktasina yakin olmadig
durumlarda bu iki yaklasimda etkin degildir. Bu sebeple hibrid bir algoritma
Onerilmistir. Bu algoritma iki yonlii arama yapar ve “iki yonlii arama” yaklagimi
olarak adlandirilmigtir. ki yonlii arama algoritmasinda tek yonlii arama

algoritmalarina gore daha az aday olusturulur ve daha az gecisler yapilir [55].

Iki yonlii arama algoritmasi iki ozellige gore adaylari eler. Birinci ozelligi, bir
nesnekiime stk olmayan bir nesnekiime ise bu kiimenin biitiin alt kiimeleri de sik
olmayan nesnekiimelerdir; ikinci 6zelligi ise bir nesnekiime sik gecen bir nesnekiime
ise bu kiimenin biitiin alt kiimeleri de sik gecen nesnekiimedir. Iki yonlii arama

algoritmasinin igleyisi Tablo 3.2° deki Ornek veri seti dikkate alinarak asagida

anlatildig: gibidir.

Ik geciste biitiin 1 0geli nesnekiimeler ve 5-nesnekiime [{I1, 12, I3, 14, 15}] aday
olarak olusturulur. Destek degeri hesaplama isleminden sonra sik olmayan {I5}

nesnekiimesi bulunur. Ozellik 1’ e gore bu kiimenin biitiin iist kiimeleri elenir. Ikinci



42

adimdaki adaylar {I1, 12}, {I1, 13}, {I1, 14}, {12, 13}, {12, 14}, {13, 14} ve {I1, 12, I3,
14} nesnekiimeleridir. Ikinci destek degeri hesaplama isleminden sonra {I1, 12, 13,
14} nesnekiimesi sik olan nesnekiime olarak bulunur. Ozellik 2’ ye gore bu kiimenin
biitiin alt kiimeleri sik gecen olacagindan alt kiimeleri incelemeye gerek yoktur.

Olusturulacak baska aday kalmadigindan algoritma bu sekilde sonlandirilir.

Tablo 3.2. Ornek veri tabani pargasi

TID Nesneler
1 I1, 12,13, 14, 15
2 11,13
3 11,12
4 11, 12,13, 14

{11, 12, 13, 14, 15}

/

{I1, 12, I3, 14} (11,13, 14,15} {I1,12,13,15} {I1,12,14,15} {12,13, 14, I5}

(I, 12, 13} {11, 12,14} (11,13, 14} {I2,13, 14} {11, 12,15} {I1,13,15} (I, 14,15} {I2, 13,15} {12, 4, I5} {I3, 14, I5}

(11,12}  {I1,13} ({I1,14} (12,13} ({12,14} (13,14} ({I1,15} (12,15} {I3,I5} {I4,I5}

™ /"

{11} {12} {13} {14} {I5}

Sekil 3.8. Iki yonlii arama

3.6. Sik Gecen Nesnekiimeler Madenciligi

3.6.1. Apriori algoritmasi

Sik gecen nesnekiimeler madenciliginin hesap karmasikligini azaltmanin bircok yolu

bulunmaktadir. Ancak bu alanda en bilinen yontem Apriori algoritmasidir. Apriori
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algoritmasi bazi aday nesnekiimelerin destek degerlerini saymadan bu adaylarin
elenmesi ile etkili bir ¢oziim sunar. Algoritmanin ismi, stk gecen nesnekiimelerin

madenlenmesinde Onsel (prior) bilgiyi kullanmasini temel almistir [49].

3.6.1.1. Apriori ozelligi

Eger bir nesnekiime sik gecen ise bu kiimenin biitiin alt kiimeleri de sik gecen

nesnekiime olmalidir.

Apriori 0zelligi, Sekil 3.9 daki kafes dikkate alinarak Ornekle su sekilde aciklanir:
{c, d, e} kiimesinin bir sik gecen nesnekiime oldugu varsayilir. Acikca goriiliir ki {c,
d, e} kiimesini iceren her islemin bu kiimenin alt kiimeleri olan {c, d}, {c, e}, {c},

{d} ve {e} kiimelerini de icerir. Sonu¢ olarak da, {c, d, e} sik gecen nesnekiime ise

biitiin alt kiimeleri de sik gecen nesnekiime olmalidir.

Sik gecen
nesnekiimeler

Sekil 3.9. Apriori algoritmasinin birlestirme 6zelligi
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Bunun tersi olarak da, sik olmayan bir nesnekiimenin (6rnegin {a, b}) biitiin {ist
kiimeleri de sik olmayan nesnekiimelerdir. Sekil 3.10° da gosterildigi gibi {a, b}
kiimesinin sik olmayan kiime olarak bulundugu anda {a, b} kiimesini i¢eren biitiin

ist kiimeler hemen budanabilir [52].

Sik olmayan
nesnekiime

Budanan iist

kiimeler

Sekil 3.10. Apriori algoritmasinin budama 6zelligi
3.6.1.2. Apriori algoritmasinin isleyisi

Apriori algoritmasi seviye mantigl (level-wise) arama olarak bilinen yinemeli bir
yaklasim kullanir. Bu yaklasimda k 68eli nesnekiimeler (k-1) 6geli nesnekiimelerin
birlestirilmesiyle olusturulur. ilk olarak 1 6geli nesnekiimeleri olusturmak igin
nesnelerin destek degerleri hesaplanir, (k-1)’ inci geciste bulunan sik 6geler (L), k.
geciste sik gecen nesne aday kiimesini (Cy) olusturmak i¢in kullanilir. Veri tabam
taranir ve Ci’ larin destek degerleri hesaplanir ve Ly’ lar olusturulur. Bu sekilde

algoritma sik gecen nesnekiime bulamayincaya kadar devam eder [49].



Tablo 3.3. Notasyonlar

k-nesnekiime

k nesne iceren bir nesnekiime

|

Sik gecen k 6geli nesnekiimeler
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(minimum destek degerine gore)
Bu kiimenin her iiyesi iki alana sahiptir:

Dnesnekiime ii)destek hesabi

k 6geli aday nesnekiimeler
(potansiyel sik gecen nesnekiimeler)
Bu kiimenin her iiyesi iki alana sahiptir:

Dnesnekiime ii)destek hesabi

> in Ly’nmin elde edilmesinde nasil kullanildigini anlamak icin algoritmanin

Birlestirme (Join) ve Budama (Prune) islemlerini kapsayan adimlar asagida

anlatildig gibidir [10].

. Birlestirme Adimi: Ly’ y1 bulmak icin k 6geli aday nesnekiimeler (Cy), Ly ;’in
kendi arasinda birlestirilmesiyle olusturulur. [; ve L, Ly,  de bulunan
nesnekiimeler olsun. /;[j] gosterimi, /> deki j. nesneyi temsil eder (6rnegin, /;[k-
2], Iy’ deki sondan 2.nesneyi temsil eder). Apriori, bir islemdeki nesnelerin veya
nesnekiimelerin alfabetik siraya gore siralandigim varsayar. k-1 0geli
nesnekiimeler i¢in nesneler /;[1] < [;[2] < ... < [;[k-1] seklinde siralanmistir. Ly ;’
in ilk (k-2) nesneleri ortak ise Ly.; oo Ly birlesmesi gerceklestirilebilir. Yani, L.
" in [; ve [» nesnekiimeleri (/1[1] = L[1]) A (11[2] = LI2]D) A ... A (Li[k-2] = L[k-2])
A (I1k-1] = [k-1]) seklinde ise birlestirilir. /;[k-1] < l,[k-1] sarth ayn1 adaylarin
olusturulmamasini saglar. /; ve [’ nin birlestirilmesiyle olusan nesnekiimenin

sonuglart L[ 1], L1[2], ..., li[k-2], Li[k-1], Lr[k-2].

. Budama Adimi: Cy’ nin elemanlarn sik gecen olabilir veya olmayabilir fakat
biitiin sik gecen nesnekiimeleri icerir ve Ly’ nin iist kiimesidir. Cy’ daki her bir
adaym destek degerinin hesaplanmasi i¢in yapilan bir taramanin sonuglart Ly’ y1
belirler (6rnegin, minimum destek degerinden biiyiik ve esit degere sahip biitiin

adaylar sik gecen nesnekiime olarak tanimlanir ve Ly’ da yer alir). Cx ¢ok biiyiik
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boyutta olabilir ve c¢ok agir hesaplamalar gerektirebilir. Cy’ nin boyutunu
azaltmak icin Apriori Ozelligi kullanilir. Herhangi bir sik olmayan (k-1)-
nesnekiime sik gecen k-nesnekiimenin alt kiimesi olamaz. Bundan dolay1, aday k-
nesnekiimenin biitiik (k-1) ogeli alt kiimeleri Ly.;” de yoksa bu aday sik gecen

nesnekiime olamaz ve Cy’ dan ¢ikarilir.

Tablo. 3.4. Apriori algoritmasinin kodlar1

Algoritma: Apriori. Sik gecen nesnekiimeleri tekrarli seviye mantigi yaklasimi
kullanarak aday olusturma

Girdi: Bir D veri tabani, minimum destek esik degeri

Output: L, sik nesnekiimeler

Metod:

1) L;=bul {large 1-nesnekiimeler};

2) for { k=2; L;_; # J; k++ ) do begin

3) Ck = apriori-gen (Ly_;); / yeni adaylar

4) forall islemler r € D do begin // D destek sayilari i¢in taranir

5) Ct = alt kiime (Ck, t); // Aday olan t’ lerin alt kiimeleri elde edilir
6) forall adaylar c e Ct do

7 c.say1st ++;

8) end

9) Lk={ce Ck | c.say1s1 = min_sup }

10) end

11) return = U, L;;

Apriori-gen prosediirii (Ly_: sik gecen (k—1)-nesnekiimeler)
1) forall nesnekiime /; € L_;

2) forall nesnekiime [, € L,

3) it (L[] =06 12D A (L[2] = LI2D) A ... A (LIK=-2] = L[k=-2]) A (Li[k-1] < Lo[k-1]
then {

4) c =1l 00 I,; // birlestirme adimi1: aday olusturma

5) if sik olmayan alt kiimeler(c, L._; ) varsa then

6) sil ¢; // budama adim1: gereksiz adaylar ¢ikarilir

7) else ¢’ yi C;’ ya ekle;

8) }

9) return CKk;

Sik olmayan alt kiimeler prosediirii (c: aday k-nesnekiime;
L« i: sik gecen (k-1)-nesnekiimeler); // prior bilgisini kullan
1) forall (k-1)-alt kiime ¢’ nin s’ 1
2) ifse Lk—l then
3) return TRUE;
4) return FALSE;
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Apriori algoritmast ile stk gecen nesnekiimelerin elde edilmesi yukaridaki
maddelerde anlatilmistir. Tablo 3.4’ te kodlar1 verilen birlestirme ve budama
adimlar asagidaki Tablo 3.5 te verilen 6rnek veri tabanina gore maddeler halinde

anlatilmig ve Sekil 3.11° de gosterilerek 6zetlenmistir.

Tablo 3.5. Islemsel veriler [52]

TID | Nesneler

Ekmek, Siit

Ekmek, Cocuk bezi, Bira, Yumurta
Siit, Cocuk bezi, Bira, Kola
Ekmek, Siit, Cocuk bezi, Bira
Ekmek, Siit, Cocuk bezi, Kola

N[N |

Tablo 3.5’ te bir D veri tabanina ait islemler verilmistir. Bu veri tabaninda 5 islem

bulunmaktadir, IDI=5 seklinde gosterilir.

1) Algoritmanin ilk iterasyonunda her bir I-nesnekiimeler C; aday kiimesinin
elemanidir. Algoritma, her {iriiniin destek degerini hesaplamak igin biitiin

islemleri basitce tarar.

2) Destek esik degeri 3 olarak belirlenmistir (3/5=%60). 1 6geli nesnekiimeler ile
sik gecen L kiimesi olusturulur. Bu 6rnege gore C; kiimesindeki 4 adayin destek

degerleri minimum destek degerinin tizerindedir.

3) 2 6geli sik gecen nesnekiimeleri (L) algoritma L oo L; birlesmesini kullanir ve 2

ogeli nesnekiimeleri (C,) olusturur. C,, L;’ in ikili kombinasyonlarindan olusur.

4) D veri tabanindaki islemler taranir ve C, kiimesindeki nesnelerin destek degerleri

belirlenir.

5) C; kiimesindeki minimum destek degerine sahip olan 2 68eli nesnekiimeler L’ yi

olusturur.
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b)

7)

8)
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3 6geli adaylar kiimesini (C;) olusturmak icin L, o L, birlesimi kullanilir.

Detaylar1 asagida anlatilan 3 68eli adaylar kiimesi C3 = L, oo L, = {{Cocuk bezi,
Ekmek, Siit}} seklinde elde edilir.

Birlesme: C; = L, o L, = {{ Bira, Cocuk bezi }, { Cocuk bezi, Ekmek }, { Cocuk
bezi, Siit }, { Ekmek, Siit }} oo {{ Bira, Cocuk bezi }, { Cocuk bezi, Ekmek },
{Cocuk bezi, Siit }, { Ekmek, Siit }} ={{Bira, Cocuk bezi, Ekmek}, {Bira, Cocuk
bezi, Siit}, { Cocuk bezi, Ekmek, Siit}}.

Budama, Apriori 6zelligini kullanarak:

{Bira, Cocuk bezi, Ekmek}’ in 2 6geli alt kiimeleri {Bira, Cocuk bezi}, {Bira,
Ekmek} ve {Cocuk bezi, Ekmek}’ tiir. {Bira, Ekmek} L,  nin iiyesi
olmadigindan sik gecen nesnekiime degildir. Bu yiizden Cs’ ten ¢ikarilir.

{Bira, Cocuk bezi, Siit}’ in 2 6geli alt kiimeleri { Bira, Cocuk bezi }, { Bira, Siit
} ve {Cocuk bezi, Siit}’ tiir. {Bira, Siit} L, nin iiyesi olmadigindan sik gecen
nesnekiime degildir. Bu yiizden C3’ ten ¢ikarilir.

{Cocuk bezi, Ekmek, Siit}” in 2 68eli alt kiimeleri { Cocuk bezi, Ekmek}, { Cocuk
bezi, Siit} ve {Ekmek, Siit}’ tiir. Biitiin 2 6geli nesnekiimeler L, nin iiyesidir ve

C5’ te saklanir.

D veri tabani taranir ve C;3 kiimesindeki nesnelerin destek degerleri belirlenir.

4 6geli adaylar kiimesini (C4) olusturmak icin Lz oo L3 birlesimi kullanilir. L;

kiimesinde tek bir nesnekiime oldugundan dolay1 C4 bos kiimedir ve algoritma

sik gecen biitiin nesnekiimeleri buldugundan sonlandirilir.

Apriori algoritmasinin budama stratejisinin etkinligi basit bir hesapla goriilebilir.

Yukaridaki ornekte; normalde 1 6geliden 3 6geli nesneye kadar olusturulabilecek

toplam aday sayis1 esitlik 10’ da, Apriori algoritmasi ile olusturulan toplam aday

sayisi esitlik 11”7 de verilmistir. Sonug olarak, Apriori algoritmasi ile olusturulan aday

sayisinda %61 azalma oldugu goriilmektedir [10].
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D veri tabanm Nesnekiime Destek Adaylarin  destek
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—— > | Kola 2 E——
Siit 4
Yumurta 1
C,
L(; dle:f C% Ne.snekﬁme ; D veri tabani taranur,
aday  kumest {B}ra, Cocuk bezi} her bir adayin destek
olusturulur. {Bira, Ekmek} L
(Bira, Siit} sayist belirlenir.
_ > {Cocuk bezi, Ekmek } _—
{Cocuk bezi, Siit}
{Ekmek, Siit}
Adaylarin  destek L,
degerleri min. | Nesnekiime Destek Ly’ den C3
destek degeri ile {Bira, Cocuk bezi} 3 aday kiimesi
kargilagtirilir. {Cocuk bezi, Ekmek} 3 olusturulur.
{Cocuk bezi, Siit} 3
EEE— - _—>
{Ekmek, Siit} 3
D veri tabanl. C Adaylarin destek
taranir, her bir 3 degerleri min.
adaym destek Nesnekiime Destek  destek degeri ile
sayisbelirlenit. —coouk bezi, Ekmek, Stt} | 3 Karsilastnli,

Sekil 3.11. Apriori algoritmasinin adimlari

3.6.2. AprioriTid algoritmasi

L,

Nesnekiime

Destek

Bira
Cocuk bezi
Ekmek

Siit

A~ bW

(&)
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(10)

(11

Nesnekiime

Destek

{Bira, Cocuk bezi}
B1ra Ekmek}

Cocuk bezi, Siit}
Ekmek, Siit}

{
{
{Cocuk bezi, Ekmek}
{
{

W W WD W

G

Nesnekiime

{Cocuk bezi, Ekmek, Siit}

L;

Nesnekiime

Destek

{Cocuk bezi, Ekmek, Siit}

AprioriTid algoritmas:t gegis islemleri baslamadan Once aday nesnekiimeleri

tanimlamak ic¢in apriori-gen fonksiyonunu kullanir. Bu algoritmanin ilging olan

ozelligi;

veri

tabani

ilk gecisten

sonra destek degeri

hesaplamalar1

icin

kullanilmamasidir. ilk gegisten sonra veri tabami yerine C; kiimesi kullanilarak sik
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gecen nesnekiimeler bulunmaktadir. AprioriTid algoritmasinin isleyisi Sekil 3.12° de

gosterilen veri tabani dikkate alinarak asagida anlatildigi gibidir [49].

Veri tabanindaki alisveris kayitlarina goére minimum destek degeri 2 olarak
belirlenmistir. ik olarak tiim veri tabani taranir ve C; nesnekiimeleri elde edilir. C;’
deki kayitlar sayilarak L; hesaplanir. Apriori-gen fonksiyonu kullanilarak L;” den C,
aday kiimesi olusturulur. C,’ deki nesnekiimelerin destek degerleri hesaplanirken
tim veri tabami yerine C, taranir ve C, olusturulur daha sonra C,’ deki destek
degerleri sayilarak da L, elde edilir. Yine apriori-gen fonksiyonu kullanilarak L,” den
C; olusturulur. Verinin iizerinden C, ile gecilir ve C3’ ten Cs olusturulur. Cs
kiimesinde 100 ve 400. islemlere giris yapilmadig1 dikkat cekmektedir. Ciinkii 100
ve 400. islemlerdeki nesneler C; aday kiimesindeki nesnekiimelerde yer
almamaktadir. C; kiimesindeki tek aday {2 3 5} nesnekiimesi minimum destek
degerini saglayarak L3 kiimesini olusturur. C; kiimesi bos kiime oldugundan

algoritma sonlandirilir.

3.6.3. AprioriHybrid algoritmasi

Veri iizerindeki tiim gecislerde ayni algoritmayi kullanma zorunlulugu yoktur.
Yapilan bir c¢alismada kullanilan bir veri tabaninda Apriori ve AprioriTid
algoritmalarinin verinin iizerinden farkli gecislerdeki calisma siireleri farkli elde
edilmistir. ik gegislerde Apriori algoritmasinin daha iyi olmasina ragmen son
gecislerde AprioriTid algoritmasi daha iyi performans gostermistir. Apriori ve
AprioriTid aym aday olusturma prosediirii kullanir ve ayni nesnekiimeleri sayar.
Sonraki gecislerde nesnekiimelerin sayisinin azalmasina ragmen Apriori veri
tabanindaki tiim islemleri kontrol etmeye devam eder. Diger taraftan AprioriTid
destek sayilarini elde etmek i¢in veri tabanindan daha kiigiik boyuttaki Cy’ y1 tarar.
Bu incelemeler iizerine AprioriHybrid algoritmasi tasarlanmistir. Bu algoritmada ilk
gecislerde Apriori algoritmasi kullanilirken Cy kiimesinin bellege sigabileceginin

anlasilmasi tizerine AprioriTid’ e gecilir.

AprioriHybrid neredeyse biitiin durumlarda Apriori’ den daha iyi performans

gosterir.  Ancak Apriori’ den AprioriTid’ e gecis maliyetlidir. Genellikle
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AprioriHybrid” in Apriori’ ye gore avantaji sonraki gecislerde Ci kiimesinin
boyutunun azalmasina baghdir. Eger Cyx uzun siire biiyiikk kalip sonlara dogru ani
disiis gosterirse AprioriTid kisa bir siire kullanildigindan AprioriHybrid’ in
kullanilmas1 amacina ulasmaz. Diger yonden C,’ nin boyutundan biiyiik ol¢iide

azalma olursa AprioriTid’ in kullanilmasiyla ¢alisma siiresinde onemli bir gelisme

saglanabilir [49].
Veri tabani parcasi ¢
TID Nesneler TID Nesnekiimeler
100 1,3,4 100 { {1}, {3}, {4} }
200 2,3,5 200 { {2}, {3}, {5} }
300 1,2,3,5 300 { {1}, {2}, (3}, {5} }
400 2,5 400 { {2}, {5} }
C
L, ’
Nesnekiimeler | Destek
Nesnekiimeler Destek {12} 1
E T
{2} 3 23) 2
{3} 3 {25} 3
{5} 3 {35} 2
éZ L2
TID | Nesnekiimeler Nesnekiimeler Destek
100 | {{13}} {13} 2
200 | { {23}, {25}, {35} } {23} 2
300 | { {12}, {13}, {15}, {25} 3
{23},{25}, {35} } {35} 2
400 {{25}}
G
(&
TID | Nesnekiimeler
Nesnekiimeler | Destek 200 {{235}}
{235} 2 300 {{235}}
L
Nesnekiimeler Destek
{235} 2

Sekil 3.12. AprioriTid algoritmasi 6rnegi
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3.6.4. AIS algoritmasi

AIS algoritmasi sik gecen nesnekiimeleri kesfetmek i¢in ortaya cikarilmistir. AIS,
aday nesnekiimeleri veri tabami taranirken aninda sayar ve olusturur. Her bir gecis
boyunca biitiin veri tabani taranir. Bir islem okunduktan sonra onceki geciste sik
bulunan nesnekiimelerin bu igslemde hangilerinin icerildigi tanimlanir. Bu sik gecen
nesnekiimeler genisletilerek yeni aday nesnekiimeler olusturulur. Bir f sik gecen
nesnekiime sadece sik gecen nesnekiimelerle genisletilir, f kiimesindeki her bir nesne

alfabetik sirada dizilir [49].

3.6.5. SETM algoritmasi

Setm algoritmasi sik gecen nesnekiimeleri bulmak icin SQL kullanir. AIS gibi SETM
algoritmasi da veri tabani taranirken adaylar1 olusturur. Ancak, aday olusturmak icin
standart SQL komutlarin1 kullanir. Bu iki algoritma da gereksiz bir¢ok aday
olusturup saydigindan etkin degildir [49].

3.6.6. FP-Growth algoritmasi

Apriori algoritmasinin dezavantajlarindan biri aday olusturmadir. Uzunlugu 100 olan
{aj, az, ... , ajo0} seklindeki bir sik Oriintiiyli olusturmak icin toplam aday sayisi
yaklasik 1,27x10™ olacaktir. Bu adaylari olusturabilmek icin de veri tabaninin

yiizlerce kez taranmasi gerekir. Bu hesaplamanin karmasikligi {iissel olarak

artmaktadir [56].

Frequent-Pattern Growth ya da kisaca FP-Growth metodu biiyiik veri tabanlarinda
stk gecen nesnekiimeler madenciligi i¢in etkili bir yontemdir. FP-Growth metodu
genislik Oncelikli yaklasima tipik bir Ornektir FP-Growth, fazla zaman alan aday
olusturma prosesi olmaksizin sik gecen nesnekiimeleri olusturur. Esasen bu

algoritma, arama maliyetlerini diisiiriir.

FP-Growth metodu en az sik gecen nesnekiimeleri sonek olarak kullanilir. Algoritma

ilk olarak sik gecen nesnekiimeleri bir FP-agacina sikistirir daha sonra sartli veri
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tabanlarim1 olusturarak her bir veri tabanimmi ayrt ayr1 madenler. FP-Growth

metodunun isleyisi Tablo 3.6° da verilen 6rnek veri tabanina gore anlatilmistir [10].

Veri tabanim ilk tarama islemi Apriori’ de oldugu gibidir. 1 68eli nesnekiimeler
olusturulur ve destek degerleri hesaplanir. Sik gecen nesnekiimeler destek
degerlerine gore azalan sirada siralanir, sonuglar L listesinde kiimelenir.

L= { (12:7), (1:6), (I13:6), (14:2), (15:2) }

Tablo 3.6. Ornek veri taban1 pargasi (minimum destek degeri=2)

TID Nesneler
T100 I1, 12, I5
T200 12,14

T300 12,13

T400 11,12, 14
T500 11,13

T600 12,13

T700 11,13

T800 11,12, 13, I5
T900 1,12, 13

L listesi olusturulduktan sonra FP-agaci insa edilir. Ilk 6nce, “null” olarak ifade
edilen agacin kokii olusturulur. Veri tabani ikince kez taranir. Her islemdeki nesneler
L listesindeki siraya gore isleme alinir ve her bir islem icin bir dal olusturulur. Ornek
olarak; T100: I1,I12,I5 islemi L listesindeki gore (I2, I1, I5) agacin ilk dalinin {iig
diigiimiinii {(I12:1), (I1:1) ve (I5:1)} seklinde olusturur. Ikince islem, T200, L
listesine gore 12 ve 14 nesnelerini igerir. 14, koke bagli olan 12 diigiimiine eklenir. Bu
sekilde kullanilan her ortak onek degeri 1 arttirilir, yeni eklenen diigimiin degeri de
1 olur. Biitiin islemler tarandiktan sonra elde edilen aga¢ Sekil 3.13” te gosterilmistir.
Boylelikle veri tabanlarinda sik  Oriintiiler olusturma problemi FP-agaci

madenlenmesine doniistiiriilmiistiir.
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Nesneler Des}el::
Degeri
2 7

I
I3
14
15

NN || D

Sekil 3.13. Bir FP-agac1

FP-aga¢ madenciligi uzunlugu 1 olan bir sik oriintiiden baslar ve sartli oriintii temeli
olusturulduktan sonra da sarthh FP-agac1 olusturulur. Sekil 3.13” te 6zetlenmis olan

FP-agac1 ayrintilar1 agsagida anlatildig gibidir.

L listesine gore sik gecen nesnekiimelerinin tamami 5 alt kiimeye (bu 6rnege gore)

ayrilabilir. Listenin sonundan baglayarak;

1. IS iigeren,

2. I4’iiceren ancak 15’ i icermeyen,

3. I3’ i ancak 14 ve IS’ i1 icermeyen,

4. I1’i ancak I3, I4 ve 15’1 icermeyen,

5. 12° yiancak I1, I3, 14 ve IS’ 1 icermeyen sik gecen nesnekiimeler.

I5, FP-agacinin iki dalinda bulunur. Bu dallar (I2, I1, 15: 1) ve (12, I1, I3, I5: 1)’ dir.

IS bir son ek olarak dikkate alindigindan dolay1 bu nesnenin 6nek yollar1 (12, I1: 1)

ve (12, I1, 13: 1) olup sarth oriintii temeli formunu olusturur. Bu nesnenin FP-agaci
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ise (12:2, I1: 2) dir. Agacin I3’ ii icermemesinin nedeni minimum destek degerinin 2
olup, 13’iin destek degerinin esik degerin altinda olmasidir. Bu tekli yol biitiin sik

oriintiilerin kombinasyonunu olusturur: {(I12, I5: 2), (I1, 15: 2), (I2, I1, I5: 2)}

14’ iin iki 6nek yolu vardir, sartli 6riintii formundan {(12, I1: 1), (I12: 1)} sarth FP
agacini tek bir diigiimden (I12: 2) olusur. Bu diigiimden olusturulan sik Oriintii:

(I2,14: 2)

Bu sekilde devam edildiginde I3 i¢in elde edilen sartl oriintii temeli {(I2, I1: 2), (12:
2), (I1: 2)} dir. I3’ iin sarth FP-agacinda Sekil 3.14° te gosterildigi gibi iki dal vardir
(I2, I1: 2) ve (I1: 2). Bu diigiimden olusturulan oriintiiler kiimesi: {(12, 13: 4), (I1, I3:
4), 12,11, 13: 2)}

Nesneler Destek | Diigiim
Degeri Linki
12 4 .
I 4 -

Sekil 3.14. Sarth I3 diigtimii ile iliskilendirilmis sarthh FP-agac1

Son olarak I1° in sarth oriintii temeli (I2: 4), sartli FP-agac1 sadece tek bir diigiimden
(I2: 4) olusur. Bu diigiimden olusturulan sik oriintii kiimesi: (I2, I1: 4). Sonug olarak,
elde edilen sik gecen nesnekiimeler Tablo 3.7’ de goriildiigii gibidir. Tablo 3.8° de

FP-Growth algoritmasinin kodlar1 gosterilmistir.

Tablo 3.7. Sarth oriintii temelleri olusturarak FP-aga¢ madenciligi

Nesne | Sarth Oriintii Temeli Sarth FP-Agaci Olusturulan Sik Oriintiiler

I5 {d2,11: 1), (12,11,13: 1)} (12:2,11: 2) {12, I5: 2}, {11, I5: 2}, {12, I1, I5: 2}
14 {d2,11: 1), (12: 1)} (12:2) {12, 14: 2}

I3 {d2,11: 2), (12:2), (I1: 2)} (I12:4,11: 2), (I1: 2) {12, 13: 4}, {11, I3: 4}, {12, 11, I3: 2}
I {d2:4)} (12: 4) {12, 11: 4}

2 Bos kiime Bos kiime Bos kiime
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Tablo 3.8. FP-Growth algoritmasinin kodlar

Algoritma: FP Growth. Sik gecen nesnekiimelerin bir FP-Agaci kullanilarak madenlenmesi

Girdi: Islemsel bir DB veri taban1, minimum destek esik degeri
Ciktr: Sik oriintii setinin tamami

Metot:

1. FP Agaci asagidaki adimlara gore olusturulur:

a) ilk once DB veri tabam taranir. Sik gecen nesnekiimeler F ve destek degerleri belirlenir. F
kiimesi destek degerine gore azalan degerde siralanir, sik gecen nesnekiimeler L listesi
olusturulur.

b) FP Agacinin kokii olusturulur ve “null” olarak adlandirilir. Her islem i¢cin DB veri tabaninda
devam eden Trans islemleri gerceklestirilir. L listesine gore Trans iglemindeki sik gecen
nesnekiimeler secilir ve siralanir. Siralanmig sik nesneler Trans’ta listelenir [p | P, p ilk
eleman ve P ise geriye kalan liste. Insert_tree ([p| P], T) olarak isimlendirilir.
Insert_tree([p| P], T) fonksiyonu su sekilde devam eder: Eger T” nin N gibi bir yavrusu varsa,
N.nesne-ismi=p.nesne-ismi, sonra N’ nin sayist 1 arttirilir; diger durumda N gibi yeni bir
diigiim olustur, diiglimiin sayisin1 1 yap ve diiiimiin ana linkini T° ye bagla. Ayrica ayni
nesne-ismi yolu ile diger diigiimlere de baglanir. Eger P bos kiime degil ise insert_tree (P,N)’
icagir.

2. FP-Agaci, asagidaki gibi yiiriitiilen FP growth(FP agaci, null) ile madenlenir:
Prosediir Fp growth (agac, o)
(1) If agag P gibi tek bir yoldan olusursa
(2) P yolundaki diigiimlerin(P ile gosterilen) her bir kombinasyon i¢in
(3) P daki diigiimlerin destek=minimum destek sayilari ile B U o riintiilerini olustur;
(4) Else agacin bas kismindaki her a; i¢in {
(5) P =ai U o oriintiisii destek=a;.destek sayilari ile olustur;
(6) B’ nin sartli 6riintii temeli yapist kurulur ve Then B’ min sartli FP-Agac1 Treeg;
(7) If Treeg+ @
(8) Then, FP- growth (Treeg ) cagir }

3.7. Birliktelik Kurallar1 Olusturma

Bir D veri tabanindaki islemlerden elde edilen sik gecen nesnekiimelerden minimum
destek ve giiven degeri altinda giiclii birliktelik kurallar1 olusturulur. Birliktelik

kurallar1 asagidaki adimlarda anlatildigi gibi elde edilir [10].

- Her bir L sik nesnekiime i¢in bos olmayan alt kiimeleri olusturulur.
- Her bir bos olmayan L’ nin alt kiimesi i¢cin minimum giiven esik degeri altinda

olusturulacak kural “L, = (L-L,)” dir.
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Apriori algoritmast ile elde edilen sik gecen nesnekiimenin (Bkz. Tablo 3.4) alt
kiimeleri {Cocuk bezi, Ekmek}, {Cocuk bezi, Siit}, {Ekmek, Siit}, {Cocuk bezi},
{Ekmek}, {Siit}’ tiir. Bu sik kiimeden olusturulabilecek birliktelik kurallari

asagidaki gibidir.

Cocuk bezi A Ekmek = Siit, giiven = 3/3 = %100
Cocuk bezi A Siit = Ekmek, giiven = 3/3 = %100
Ekmek A Siit = Cocuk bezi, giiven =3/3 = %100
Cocuk bezi = Ekmek A Siit, giiven = 3/4 = %0,75
Ekmek = Cocuk bezi A Siit, giiven = 3/4 = %0,75
Siit = Cocuk bezi A Ekmek, giiven = 3/4 = %0,75

Minimum giiven esik degeri %80 olarak belirlenirse birinci, ikinci ve {i¢iincii kurallar

giiclii birliktelik kurallar1 olarak belirlenir.

3.8. Birliktelik Kurallar1 Madenciligi Cesitleri

Apriori algoritmas1 gibi bir kistm birliktelik kurallar1 algoritmalari, tek seviyeli
birliktelik kurallar olarakta bilinen genel birliktelik kurallar: tizerinde durur. Aslinda
bir ¢ok uygulamada giiclii ve ilging birliktelik kurallarinin bulunmasi zordur. Baska
bir yonden ise giiclii ve ilging birliktelik kurallar1 tek boyutlu veri tabam tablosu ile
sinirlandirilamaz, bu kurallar ¢coklu veri tabami tablolarindan da elde edilebilir. Bu

yiizden farkli senaryolardan bir¢ok birliktelik kurallari tipleri olusturulabilir [48].

3.8.1. Cok seviyeli birliktelik kurallar1 madenciligi

Birliktelik kurallarmin ¢oklu seviyelerdeki verilerin madenlenerek olusturulmasina
cok seviyeli birliktelik kurallar1 madenciligi denir. Cok seviyeli birliktelik kurallari,
bir destek-giiven catis1 altinda hiyerarsi kavramimi etkin bir sekilde kullanarak
madenlenebilir. Genellikle bir genelden-ozele yaklasimi isletilir. Hiyerarside
l.seviyeden baslayarak asagi dogru sik gecen nesnekiime bulunamayincaya kadar
daha spesifik seviyelere inilir. Her seviyede sik gecen nesnekiimeleri bulmak icin

Apriori veya onun versiyonlarindan herhangi bir algoritma kullanilabilir.
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Cok seviyeli birliktelik kurali madenciligini bir 6rnekle agiklamak gerekirse Tablo
3.9 daki bir elektronik magazasina ait satiglar dikkate alinmalidir. Tablodaki
nesnelere ait hiyerarsi Sekil 3.16° da gosterilmektedir. Bu hiyerarsi, alt seviyelerden
ist seviyelere bir sira dizisini tanimlar. Sekil 3.15° deki hiyerarsi 5 seviyeden
olusmaktadir; 0. seviyeden baslar ve 4. seviyede kadar iner. 4. seviye hiyerarsinin

daha spesifik elemanlarindan olusur.

Tablo 3.9. Ornek veri seti

TID Satmn alinan Uriinler

T100 | IBM-ThinkPad-T40/2373, HP-Photosmart-7660

T200 | Microsoft-Office-Professional-2003, Microsoft Plus!-Digital-Media
T300 | Logitech-MX700-Cordless-Mouse, Fellowes-Wirst-Rest

T400 | Dell-Dimension-XPS, Canon-PowerShot-S400

T500 | IBM-ThinkPad-R40/P4M, Symantec-Norton-Antivirus-2003

[ Bilgisayar ] [ Yazilim ]

[ Diziistii ] [ Masaiistii ] [ Office ] [ Antiviriis ] [ Yazici ] [ Kamera ] [ M. Pad ] [ Mouse]

1IBM Logitech

ANTENTTANATTA

Sekil 3.15. Ornek veri setine ait iiriin hiyerarsisi

Coklu seviyeli birliktelik kurali madenciligi yaklasiminin iki varyasyonu vardir ve
asagida tanimlandigr gibidir. Her bir varyasyon biraz farkli yontemle destek esik

degeri ile oynar. Sekil 3.16 ve Sekil 3.17° de gosterildigi gibi diiglimler bir nesne
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veya nesnekiimeyi gostermektedir. Kalin kenarlikla gosterilen diigiimler sik gecen

nesnekiime olarak bulunmustur [10].

Biitiin seviyelerde tekdiize minimum destek degerini kullanma: Biitiin madenleme
seviyelerinde aym esik destek degeri kullanilir. Ornegin Sekil 3.16° da biitiin
seviyelerde aym esik destek degeri kullanilmistir. “bilgisayar” ve “diziistii
bilgisayar” sik gecen nesnekiime bulunurken, “masaiistii bilgisayar” sik olmayan
nesnekiime olarak elde edilmistir. Bu yaklasimin dezavantaji; e§er minimum destek
esik degeri ¢cok yiiksek ayarlanirsa yontem alt seviyelerde bazi anlamli birliktelikleri
kacirabilir. Destek esik degeri cok diisiik ayarlanirsa iist seviyelerde bir¢ok gereksiz

kural uretilebilir.

Alt seviyelerde indirilmis minimum destek degerini kullanma: Her seviyenin kendine
ait minimum destek degeri mevcuttur. Sekil 3.17° de goriildiigii gibi seviye 1 ve 2
icin minimum destek degerleri sirasiyla %5 ve %3’ tiir. Boylece “bilgisayar, “diziistii

bilgisayar” ve “masaiistii bilgisayar” sik gecen nesnekiimeler olarak belirlenir.

Seviye 1 R
min.destek=%5 bilgisayar (destek=%10)

Seviye 2
min.destek=%5

masalistii bilgisayar (destek=%4) [ masaiistii bilgisayar (destek=%4) }

Sekil 3.16. Tekdiize destek degeri ile ¢oklu seviyeli madenleme
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Seviye 1 L
min.destek=%5 bilgisayar (destek=%10)

Seviye 2
min.destek=%3

masaiistii bilgisayar (destek=%4) masaiistii bilgisayar (destek=%4)

Sekil 3.17. Indirilmis destek degeri ile coklu seviyeli madenleme

3.8.2. Cok boyutlu birliktelik kurallar1 madenciligi

Bundan 6nceki konularda islemsel veri tabanlarindaki birliktelik kurallar1 iizerinde
durulmustur. Bu tip kurallar1 genellikle tek boyutlu birliktelik kurallarim
kapsamaktadir. Tek boyutlu birliktelik kurallari; tek bir fiilden olusturulan
kurallardir. Tablo 3.9’ daki veri setine gore olusturulabilecek bir Boolean kural
asagidaki gibidir.

satin alma (X, “dijital kamera” ) = satin alma (X, “HP Printer” )
Iliskisel bir veri tabaninda veya bir veri ambarinda bir nesneyi satin alan miisteriye
ait meslek, yas, gelir, adres gibi veriler de kayit altina alinmaktadir. Veri
tabanlarindaki bu nitelikler, ¢ok boyutlu bir birliktelik kuralinin bir boyutunu
olusturur.

yas ( X, “20-29”) Anmeslek ( X, “08renci” ) = satin alma ( X, “laptop”)
Cok boyutlu birliktelik kurali madenciligi icin Han ve Kamber bir veri kiibii modeli

onermistir [10].

3.8.3. Nicel birliktelik kurallar1 madenciligi

Birliktelik kurallarini olugturmanin problemlerinden 6nceki konularda bahsedilmistir.
Bu problem, biitiin Ozelliklerin boolean olan bir iligkisel tabloda “1” degerleri
arasindan birliktelikleri bulma olarak da diisiiniilebilir. Bu tabloda her nesneye uyan
bir 6zellik ve her isleme uyan bir kayit mevcuttur. Nesneye uyan Ozellik islemde
mevcut ise verilen bir kayit icin 6zellik degeri “1” dir, baska bir kayda uyuyorsa “0”

dir. Bu durum Boolean birliktelik kurallar1 olarak tanimlanmistir. Boolean birliktelik
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kurallar1 herhangi bir algoritma ile bulunabilir ve boolean birliktelik kurallar1 da

nicel birliktelik kurallarini elde etmek i¢in kullanilabilir.

Iliskisel tablolarda bircok ozellik tipi bulunmaktadir. Bu 6zellikler kantitatif ( yas,
gelir vb. ) ve kategorik (posta kodu, araba markas1 vb.) olabilir. Srikant ve Agrawal
tarafindan kantitatif ve kategorik ozellikleri iceren iliskisel tablolarda bu tiir kurallar
elde edebilecek teknikler sunulmustur. Bu tiir madenlemeye de nicel birliktelik

kurallar1 ad1 verilmistir [57].
Ormnek olarak 3 anahtar olmayan 6zellikli bir veri tabani parcasi Tablo 3.10° da
gosterilmistir. Yas ve araba sayisi nicel 6zellik, medeni hal ise kategorik ozelliktir

[57].

Tablo 3.10. Nicel ve kategorik dzelliklerden olusan 6rnek veri seti

Kayit Numarasi Yas Medeni Hali Araba sayisi
100 23 Bekar 1
200 25 Evli 1
300 29 Bekar 0
400 34 Evli 2
500 38 Evli 2

Tablo 3.11. Nicel birliktelik kurallar1 6rnegi (min.s=%40, min.c=%350)

Ornek Kurallar Destek Giiven
< Yas: 30-39 > ve < Medeni Hali: Evli > = < Araba sayisi: 2 %40 %100
< Araba sayist: 0-1 > = < Medeni Hali: Bekar > %040 %066.6

Tablo 3.11° e gore, bir nicel birliktelik kural1 asagidaki gibi verilebilir:

< Yas: 30-39 > ve < Medeni hali: Evli > = < Araba sayisi: 2 >

Tablo 3.12° de anahtar olmayan 6zelliklerin incelenmesi gosterilmistir. Yas 20-29 ve

30-39 gibi iki araliga ayrilmistir. Kategorik 6zellik olan medeni hali ise iki boolean
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ozellige ayrilmistir: “Medeni Hali: Evli” ve “Medeni Hali: Bekar”. Araba sayisi

degerleri kiiciik oldugundan araliklara bolmek yerine boolean olarak incelenmistir.

Tablo 3.12. Boolean birliktelik kurali seklinde inceleme

Kayit No | Yas: 20-29 | Yas: 30-39 M.H.: Evli | M.H. : Bekar | A.S.:0 AS.:1 | AS.:2
100 1 0 0 1 0 1 0
200 1 0 1 0 0 1 0
300 1 0 0 1 1 0 0
400 0 1 1 0 0 0 1
500 0 1 1 0 0 0 1

Ornegin 100. kayitta yas 20-29, medeni hali bekar ve araba sayis1 1° dir. Burada yas,
Medeni hali ve araba sayisi anahtar olmayan 6zelliklerdir ve farkli kayitlar i¢cin ayni
degerleri alabilir ancak kayit numarasi anahtar bir ozelliktir ve sadece o kayda ait

ayirt edici bir ozelliktir.

Nicel birliktelik kurallart madenciligi baz1 problemler icerir. ilk problem boliimler
arasinda keskin sirlarin - bulunmasidir.  Algoritmalar boliimler arasindaki
simirlardaki elemanlarin etkisini ya zayiflatir ya da asir1 degerli hale getirir. Ornek
olarak aralilk metodunun kullanildigr bir siiflandirmada 35 yasin iki aralig
birbirinden ayirdig: diisiiniiliirse; yapilan siniflandirmaya gore 35’ ten kiigiik olanlar
geng, yast 35’ ten biiyiik olanlar ise yash olarak nitelendirilmis olur. Buradan da
goriildiigii gibi aslinda giinliik hayatta bu kadar keskin sinirlar gecerli degildir. Bu tiir
problemler, yapay zeka teknikleriyle ¢coziilebilmektedir [58].



BOLUM 4. MAGAZA iCi YERLESIM DUZENI

4.1. Magaza Ici Yerlesiminin Onemi

Magaza sekli tiiketici davramiglarini etkileyen Onemli bir faktordiir ve magaza
yerlesim dizaym da yerlesim sekli olusturulmasinda kritik karar tayin edici ve
tanimlayici bir etmendir. Lewison’ a gore; satis yerleri diizeni son derece onemlidir
clinkii mevcut aligveris zamani ve sikligini, aligveris atmosferini, aligveris davranigin
ve operasyonel verimliligi tamamen etkilemektedir. Hatta miisterilerin magaza i¢cinde
gezinerek, aslinda satin almay1 diistinmedigi {iriinleri de satin almasina sebep olur.
Benzer sekilde Merrilees ve Miller raporunda, magaza yerlesim diizeni dizayn satis
yeri bagimliligina karar verici ve tanimlayici en 6nemli etmenlerden biri oldugunu ve
Simonson, magaza diizeni sadece miisteri ihtiyaclarini karsilamada tatmin edici degil
ayrica miisterilerin isteklerini ve tercihlerini etkileyen anahtar bir rol oynadigim

belirtmektedir [59].

Magaza ici yerlesim diizeninin nasil olmasi gerektigine karar verilirken, etkinlik 6n
planda tutulmalidir. Etkin bir magaza i¢i yerlesim diizeni miisterileri satin almaya
tesvik eder. Hatta miisterilerin magaza icinde gezinerek aslinda satin almayi
diisiinmedigi lriinleri de satin almasma sebep olur. Ayrica, magaza alanimin en

verimli sekilde kullanilmasini saglar.

Magaza i¢i yerlesim diizeninin temel amaci, miisteri trafigi olusmasina tesvik ederek
miisterilerin perakendeciye ait tiim iirlinleri gérmesine miisaade etmektir. Ayrica

miisterinin, normal sartlarda ziyaret etmeyecegi bolgelere onu yonlendirmektir [60].
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4.2. Temel Alan Diizenlemeleri

Dogru bir yerlesim plani, miisterilerin izleyecegi yolu bulmalarina, magaza i¢i trafik
akisinin diizenlenmesine ve magazanin etkin bir sekilde kullanilmasina yardimci
olur. Etkin bir yerlesim plan1 miisterileri satin almaya tesvik eder. Magaza ici
yerlesim plani miisterilerin perakendeciye ait tiim iiriinleri gormesine izin vermelidir.

Miisterilerin ziyaret etmeyecegi bolgelere onu yonlendirmelidir.

Perakendecilerin yerlesim plan1 konusunda tercih edebilecegi birgok secenek
bulunmaktadir. Uygun secenek, magaza konumlandirmasina, sergileme tiiriine,
magaza biiyiikliigiine, hedef kitleye, uygulanacak satis yontemine, fiyat seviyesine ve
giivenlik olanaklarina bagli olarak secilmelidir. Yerlesim diizeninde kullanilabilecek
en uygun plan/planlarin neler olduguna market igerisinde miisteri davraniglarim

inceleyen arastirmalar sonucu karar verilmistir [61].

Literatiirdeki geleneksel perakendecilik magaza yerlesim teorisine gore 3 tip
yerlesim diizeni mevcuttur. Bunlar; 1zgara (grid), serbest diizen (freeform) ve yaris
pisti (racetrack) yerlesim tiirleridir. Gida perakendecileri tarafindan tercih edilen
yerlesim tiirii grid yerlesimdir. Diger yerlesim tiirleri magazalar ve butikler

tarafindan tercih edilmektedir [59].

4.2.1. Izgara (Grid) bicimi

Bu yerlesim bicimi gida perakendecileri tarafindan daha ¢ok kullanilmaktadir.
Market ici genellikle birbirine paralel, aralarinda uzun gegitlerin oldugu dikdortgen
diizen goriintimiindedir, kasalar genellikle market giris ve ¢ikisa yakin bolgelerde yer
almaktadir. Izgara bicimi yerlesim diizenine Sekil 4.1 6rnek olarak gosterilebilir.
Izgara bicimi sunum acisindan o kadar da ¢arpict olmamasiyla beraber, miisterinin
market icerisinde aradigi iirline hemen ulagsmasini sagladigi icin tercih edilmektedir

[62].

Izgara yerlesim diizeninde miisteriler istedikleri iiriinlere ulasirken hiyerarsik bir yap1

icinde dolasmaktadir (Ornegin; iiriin kategorileri «—» alt iiriin kategorileri < son
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iiriin). Ornegin, haftalik alisveris icin markete gelen miisteriler her iiriiniin nerede

oldugunu iyi bilir ve her seferinde arama islemine ek zaman ayirmaz. Ayrica bu plan

maliyet bakimindan en elverislisidir [59, 62].

Raflar

I I e N e

Giris

Sekil 4.1. Izgara bi¢imi yerlesim

Izgara biciminde minimum yer kaybi olur. Digerlerinden farkli olarak bu bi¢cimde

raflar arasinda sadece miisteriler ve onlarin kullandig1 aligveris arabalarina yer

birakilir. Diger yerlesim tiirleri magazalar ve butikler tarafindan tercih edilmektedir.

Miisteriler aligveris planlarim1 onceden belirlemis olarak markete gittiklerinden grid

yerlesim market sektoriinde avantaj saglamaktadir [59, 62].

Izgara yerlesimin diger avantajlari:

Yerlesim tiirleri arasinda magaza kullanim alaninda en verimli olanidir.
Acik ve belirgin koridorlar sayesinde aligverisi kolaylastirir.

Verimli bir magaza atmosferi yaratir.

Rutin ve planlanmig aligveris davraniglarim kolaylastirdigi gézlenmistir.
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4.2.2. Yaris alam bicimi

Bu planin en biiyiik dezavantaji tiiketicilere tiim sunumu gorme olanagi
saglamamasidir. Bu nedenle gida perakendeciliginde istifadesine ender
rastlanmaktadir. Izgara bi¢imi plan miisterilerin tek seferde birka¢ boliime girmesini
tesvik etmektedir. Bu diizende boliimler arasi gecitler biiyiikk onem arz etmektedir.
Anlik satin alma kararlarimi tetikleyici unsurlart barindiran bu bigcim sayesinde
miisterilerin dikkati uygun bir sirayla dizilmis boliimlere cekiliyor. Yaris alan1 bigimi

yerlesim planinda birkac giris kullanilmaktadir [62].

4.2.3. Serbest yerlesim plam

Butik bi¢imi olarak da adlandirilan bu diizende aski ve demirbaslar asimetrik sekilde
dizilir. Kiigiik 0Ozellikli magazalar ve departmanli magazalarin bazi katlarinda
basariyla uygulaniyor. Bu bi¢im sayesinde miisterilerine kendini evindeymis gibi
hissetmesi saglaniyor. Boylece onlar iiriinleri daha rahat inceliyor ve aligveris verimli
geciyor. Bu diizende miisterilerin magaza icerisindeki trafigini yonlendirmek
miimkiin olmadigindan daha fazla miisteri temsilcisi bulundurmak gerekiyor. Ayrica
bu bicimde daha fazla alana gerek oluyor. Buna ragmen, kaliteli diizenleme satis1 ve

kar1 artiracagi i¢in serbest bicimin etkili kullanimi miimkiindiir [62].

4.3. Uriinlerin Gruplandirilmasi

Magaza icinde iirlinlerin gruplandirilma bicimleri {iriin satisini dogrudan etkiler.
Uriinler tiirlerine gore simflandirilip, magazada uygun sekilde konumlandirilirsa

miisterilerin secim yapmasi kolaylasir ve satislar tesvik edilmis olur [61].

Magazada tiim alanlar ayn1 degere sahip degildirler. Bazi bolgelerin satis potansiyeli
daha fazla iken, baz1 bolgelerde satis yapmak daha zordur. Ornegin, magazanin 6n
kisimlarinda yer alan iiriinlerin satilma ihtimali, arkalarda yer alan {iriinlere gore
daha fazladir. Diger bir ifade ile magaza iginde iiriinlerin sergilendigi bolgeler

satiglar tizerinde etkilidir.
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Magazanin 6n kisimlarinda yer alan iiriinlerin tiiketiciler tarafindan goriilme ve
incelenme ihtimali, miisteri trafiginin yogun olmasi sebebiyle daha fazladir. Bu
sebeple magazada giris en pahali alan iken girise yakin alanlar ikinci degerde, arkaya

dogru ise daha az degerdedir.

Miisteriler magazaya girdiklerinde genellikle sag taraftan ortaya dogru yoneldikleri
icin, satilmasi arzu edilen iiriinler bu bolgelerde sergilenmelidir. Bu bolgeler ayni
zamanda anlik ve kolayda iiriinler i¢in de uygun yerlerdir. Sebze, meyve, konserve,
corba gibi her giin satin alinan {iirlinler magaza girisine yakin yerlere konmalidir.
Ayrica sebze, meyve bolluk ve tazeligi temsil ettiginden miisteriyi magazaya

cekmektedir. Boylece miisteri girdigi anda satin almaya baglar.

Kolayda mallar, miisterilerin en az giic ve zaman harcayarak satin almak istedigi
iiriinlerdir. Ornegin, ciklet biskiivi vb. Bu tip iiriinler tiiketicinin fazla 6deme
yapmadig1, magazada fazla satis giicii harcamadig iiriinlerdir. Magaza icinde tiiketici
trafiginin en yogun oldugu ve en fazla goriinen yerlerde teshir edilmelidirler. Ancak
siirekli satin alinan kolayda iiriinler (seker, makarna, pirin¢, un, vb.) nasil olsa
tilketici tarafindan satin alindiklarindan, arkalara veya yan duvarlarin bulundugu

bolgelere yerlestirilebilir [60].

Plansiz satin alinan iiriinler, miisterilerin fazla 6deme yapmadigi iiriinlerdir. Satin
alinmasina anlik karar verilen bu iirlinler magazada miisteri akiminin yogun oldugu
yerlerde konumlandirilmalidir. Ornegin; dergiler, seker, sakiz ve sigaralar. Daha ¢ok

aligveris ¢ikisina yakin, kasa yakininda bulunmalar tavsiye edilir [61].

Begenmeli mallar, tiiketicilerin zaman ve emek harcayarak bir¢ok marka arasindan,
fiyat ve kalite karsilastirmasi yaparak satin aldiklari tiriinlerdir. Televizyon, beyaz
esya vb. iirlinler bu gruba ornek gosterilebilir. Bu tip iriinler hacimli {iriinler
olduklarindan magazada dolagsma alaninin sonuna dogru yerlestirilmelidir. Ciinkii
miisteri aligverisin en basinda bu iiriinleri sepetine koyarak baslarsa diger iiriinlere

yer kalmaz.
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Son olarak da tamamlayici iriinler birbirlerine yakin yerlestirilmelidir. Birbiri ile
birlikte kullanilan, tamamlayici iirlinler bir arada sergilenmesi hem miisteriye
kolaylik saglar hem de miisterinin aklinda olmayan bir alisveris yapmasina sebep
olur. Ornegin; erkek ayakkabilar1 ve coraplari, sac bakim iiriinleri ve sac
aksesuarlari, cocuk giysileri ve ayakkabilart tamamlayict iriinler olduklarindan
miisterinin hepsini bir arada bulmasi bu iiriinlerin satisim1 arttirmaktadir. Boylece
capraz satis1 tesvik etmek amaciyla bircok magazada ilgili iiriinler bir arada veya yan
yana boliimlerde sergilenmektedir. Ayrica iriinlerin  yerleri de sik sik
degistirilmemelidir. Miisteriler magazaya girince iiriinleri alistiklar1 yerde gormek
isterler. Magazada iirtinler yerlestirilirken tiim bu unsurlara dikkat edilmeli ve uygun

bir diizen olusturulmalidir [60, 61].



BOLUM 5. COK BOYUTLU OLCEKLEME ANALIZi

5.1. Cok Boyutlu Olcekleme Analizi Tanim

Cok boyutlu olcekleme analizi (Multidimensional Scaling-MDS), nesne ya da
birimler arasinda gozlemlenen benzerlikler ya da farkliliklardan olusan uzaklik
degerlerine dayali olarak bu nesnelerin tek ya da ¢ok boyutlu uzaydaki gosterimini
elde etmeyi amaglayan, boylece nesneler arasindaki iliskilerin belirlenmesini

saglayan cok degiskenli bir istatistiksel analiz yontemidir [63, 64].

Cok boyutlu olceklemenin ilk olarak ortaya c¢ikisi 1938 yilinda Young ve
Hauseholder’in yaptig1 ¢calismalara kadar gotiiriilebilmektedir. 1958’e kadar tizerinde
fazla durulmayan bu yontem Torgerson ve arkadaglart tarafindan daha da
gelistirilmistir. Pazarlama aragtirmalarinda ilk uygulanmasi da psikologlar tarafindan
yapilmistir. Ancak cok boyutlu 6lgekleme asil gelismesini pazarlama disiplininde

saglamistir [65, 66].

Pazarlamacilar ¢ok boyutlu olcekleme metotlarini, varliklar iizerindeki (markalar,
reyon magazalari, bagkan adaylar1 vs.) miisteri algi ve onceliklerinin 6klid uzaydaki
bir haritada gosterilmesinde kullanmuslardir. CBO analizinin temel sonucu bir
uzaysal haritadir. Veri uzaklik matrisinden elde edilen birim ya da nesneler arasi
uzakliklarin daha az boyutlu bir grafiksel olarak gosterilmesine grafiksel gosterim
ad1 verilir. Grafiksel gosterimi elde etmek i¢in veri koordinatlarinin en az hata ile
grafiksel gosterim koordinatlarina doniistiiriilmesi gerekmektedir. Sekil 5.1° de 6rnek
harita gosterilmektedir. Bu haritada nesneler noktalar olarak gosterilmektedir.
Analizde, nesnelerin benzerlikleriyle nesneler arasindaki uzakliklar
karsilagtirilmaktadir. Noktalarla temsil edilen benzer nesneler birbirine daha yakin,

farkli nesneler ise birbirine daha uzaktir. CBO analizinin genel amaci, az boyutla,
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nesnelerin yapisini (uzaklik degerlerini kullanarak) orijinal sekle yakin bir bi¢imde

ortaya koymaktir [63, 67].

Derived Stimulus Configuration
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Sekil 5.1. Iki boyutlu diizlemde 6rnek grafiksel gosterim

5.2. Cok Boyutlu Olcekleme Analizinde Kullanilan Yéntem

CBO literatiiriinde temel ayrim, metrik ve metrik olmayan modeller arasindaki

farktir. Metrik ve metrik olmayan modeller, CBO modeli tarafindan tahmin

edilebilen koordinatlarla hesaplanan, veri ve uzakliklar arasindaki iligkiler hakkinda

farkli varsayimlara sahiptir. Metrik modeller iligskinin en az aralik 6l¢egi ile dl¢iilmiis

niteliklere sahip oldugunu varsayarken, metrik olmayan modeller sadece ordinal

Olcekle 6

I¢iilmiis nitelikleri gerektirmektedir [63].

MDS’ de n birim ya da nesneden olusan bir veri setinden elde edilen uzaklik

degerleriyle, n noktanin tek ya da m (m < n) boyutlu uzayda, genellikle oklid

uzayinda grafiksel gosterimini elde etmek amaglanmaktadir. M boyutlu bir 6klid

uzayinda, i. ve j. noktalar arasindaki uzaklik esitlik 12° deki gibi elde edilmektedir

[68].
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Oklid uzaklig1, her bir boyuttaki (degisken) farkin karesinin ve bu kareli farklarin
toplamimin karekokiiniin alinmasiyla hesaplanan bir geometrik uzaklik Olciisiidiir.
Oklid uzaklig1, Pisagor teoreminden ¢ikmakta ve hipoteniisiin uzunlugunun hipotetik
dik iicgenin iki noktas1 aras1 oldugunu ifade etmektedir. Oklid uzakligmnin formiilii

esitlik 12’ de verilmistir [63, 64].
dis = |Z[K“'Kj““:': (12)

Veri setinde bulunan i. ve j. birimler arasindaki uzaklik dl¢iimii p;; ile gosterilmek
tizere, MDS bu uzakliklarin bir geometrik uzayda, ornegin 0klid uzayinda
gosterimini saglar. Oklid uzakliklar (djj) ile gozlenen uzakliklar (p;) arasindaki
iliski, uygun bir d;=f(p;;) doniisiimii yardimiyla ortaya konulur. Ornegin bu iligki
f(pij)=a(d;j)+b fonksiyonu ile gosterilebilecek dogrusal bir iliski olabilir. Uzakliklara
dayali bu yontemde genel olarak oklit uzakliklarinin kullanilmasina karsin, asimetrik
uzakliklarin bulunmasi durumunda oOklid yerine diger uzaklik Olgiitlerinden de

yararlanilmaktadir [68].

Uyumun veya uyum iyiliginin bir ol¢iisii olan gerginlik (stress) olciisii, CBO
analizinde genis bir kullanima sahiptir ve analiz sonucu elde edilen grafiksel
diizenlemede kullanilan boyut sayisinin uygun olup olmadiginin belirlenmesinde
onemli bir dl¢iit olarak karsimiza ¢ikmaktadir. Burada n degiskenli n boyutlu veri
matrisine sahip olan n birey ya da birimin ka¢ boyutlu bir uzayda gosterilebilecegine
karar vermede, istenilen boyut i¢in elde edilen konfigiirasyon uzakliklari ile orijinal

veriden elde edilen uzakliklar arasindaki uygunluk dikkate alinmaktadir. Gerginlik

Olciisii;
g |E(di—p)? a3
| T ps? ’

N
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Stres degerinin 0’ a esit olmast miikemmel uyumu gosterirken, 1’ e esit olmasi tam
uyumsuzlugu gostermektedir. Kruskal 0,05 stres degerinin iyi, 0,20 stres degerinin
zayif bir uyumu gosterdigini ileri stirmiistiir. Ancak bu degisebilen bir kavram olup,
birim ya da nesne sayisi arttikca ve boyut sayisi azaldik¢a stres degerinin arttigi

bilinmektedir [63, 64, 68, 69].

MDS’ de gozlemsel uzakliklar ile konfigiirasyon uzakliklarinin uyumlulugunu
Shepard diyagrami1 adi1 verilen bir grafik ile degerlendirilebilir. Shepard
diyagraminda, gozlenen uzakliklar Y ekseninde ve farklar (disparity) degerleri X
ekseninde yer alacak bicimde bir dagilim (scatterplot) grafigi olusturulur. Gézlenen
uzakliklar ile konfigiirasyon uzakliklarinin dagilimini gosteren shepard grafigi Sekil
5.2’ de gosterilmistir. Buna gore iki farkli uzaklik degerleri arasinda dogrusal bir

iliski bulundugu goriilmektedir [67, 68].

Scatterplot of Linear Fit
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Sekil 5.2. Dagilim grafigi

Bu calismada ¢ok boyutlu 6lgekleme analizi icin SPSS paket programi kullanilmastir.
SPSS’ te CBO analizi yapilirken benzemezlik/uzaklik matrisi kullanmak

gerekmektedir. Kruskal ve Wish’ e gore eger toplanan veri benzerlik matrisi ise bunu
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benzemezlik matrisine cevirilmesi gerekmektedir. Benzerlik matrisinde degerler
biiyiidiikce benzerlik artmaktadir, benzemezlik matrisinde ise degerler biiyiidiikce
benzerlik azalmaktadir. Benzerlik matrisindeki en biiyiik sabit bir degerden orijinal

veriler ¢ikarilarak benzemezlik matrisine doniistiiriilebilir [64, 66, 70, 71].



BOLUM 6. UYGULAMA

6.1. is Analizi

Bu calismanin amaci, bir siipermarkete ait aligveris kayitlarimi kullanarak hangi
tiriinlerin  birlikte satilma egiliminde oldugu bilgisini vermek ve bu bilgiler
dogrultusunda yeni bir yerlesim diizeni Onerisi gelistirmektir. Sekil 6.1° de

calismanin genel kapsami gosterilmigtir.

Calismada iiniversitemizin boliimiine ait lisanli program olan SPSS Inc. sirketinin
veri madenciligi i¢in gelistirdigi SPSS Clementine programinin Apriori algoritmast,

veri tabani olarakta SQL Server 2005 kullanilmuastir.

6.2. Verinin Anlasilmasi Ve Modellemeye Hazirlanmasi

Bu asamada veriyi tanima, veri kaynagina baglanma, veri kalitesini anlama, verinin
grafiksel olarak incelenmesi ve analizin yanlis yonlendirilmesine neden olabilecek

verilerin temizlenmesi islemleri yapilmistir.

Bu calismada, Migros Tiirk A.S. MMM biiyiikliigiindeki bir magazaya ait
01.01.2003 ve 31.05.2003 tarihleri arasindaki aligveris kayitlar1 kullanilmastir.
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Sekil 6.1. Calismanin genel kapsami
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6.2.1. Veri tabani olusturma

Migros firmasindan alinan veriler iki metin dosyasi seklindedir. Birinci dosyada
Sekil 6.2 de gosterilen aligveris kayitlari, digerinde ise Sekil 6.3’ te gosterilen iiriin
verileri bulunmaktadir. Uriin kodlar incelendiginde toplam 12077 iiriin ve 558 iiriin

grubu oldugu gozlenmistir.

P tezdata - Not Defteri

Dosya Dizen Bigim  Gordndm  Yardim

20030101000 |7004 | 7290000193717 A
20030101001 ] 7059 8690606230103
20030101001 |8937| 8690528101000
20030101 0001|7022 8690600252517
20030101001 7112| 8691365000013
20030101001 | 7078| 8690536800087
20030101001 | 7018 8690642000203
20030101 |001|7034| 8690188010278
20030101001 7079| 8690530552845
20030001 0017074 8691365000013
20030101000 ] 7082 8690101112270
20030001001 | 7078 8680526006124
20030101001 | 7076 8690521025174
20030101001 |6999 1120
20030101001 ]7019] 8690101123603

Sekil 6.2. Alisveris kayitlar

Sekil 6.2’ de gosterilen aligveris kayitlarin metin dosyasindaki alanlar sirasiyla;
aligveris tarihi, kasa no, fis no ve barkod kodu ifade etmektedir. Sekil 6.3’ te
gosterilen iiriin verileri metin dosyasindaki alanlar sirasiyla; barkod kod, iiriin ad1 ve

grup kodu ifade etmektedir.

I barkod - Mot Defteri

Dosya Dizen EBicim  GdrGndm  Yardim

B6O052100L7575|CLEAR SAMPUAN 750 GR YAGLI SACLAR 3428 ~
BEO51017650|CMD TOZ 1500 GR EKO 3022
BEOO5/1018350|ELIDCR AL KREMI 300 GR SERAMIDLI 3434
BASB0521018442 |CIF LUx 435 GR. 3061

BEOO5 21018466 CIF LU= 900 GR. 3081
BED05210184 80| CIF LU= SIWI 1900 GR. 3081
BEOO5Z1018527 | CIF LU= 900 GR FERAH 3081
Ba00521018541 [CIF LUx SIWI ECO 450 GR 3081
BEO05/1018596| DOMESTCS TOZ 950 GR. 3050
8630521018718 |ELIDOR SAMPUAN 400 GR INCE TELLI SACLAR 3425
8690521018752 |ELIDOR SAC KREMI 300 GR INCE TELLI SACLAR 3434
BEO0521018916|CIF OKSI-JEL 1000 GR. FLORAL 3071
BEOO521010036|CIF LUx 5 KG. BULASIK SIWISI 3061
Ba005210158505 | pomMESTOS 810 GR®2 % 20 IND. 3058

BE905 /1019885 [RINSCOMATIK 15 KG GELIN CICEGI 3012 3

Sekil 6.3. Uriin verileri
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Bu calismada birliktelik kurallarindan elde edilecek sonuglar ile geleneksel
perakendecilik teorisine gore marketlerde kullanilmas: etkin olan grid tip market
diizeni Onerisi gelistirilmistir. Grid yerlesim diizeninde, daha onceki boliimlerde de
bahsedildigi iizere miisteriler aligverislerini hiyerarsik bir seviyede yapmaktadirlar.
Migros firmasindan alinan verilerde mevcut olan hiyerarsik yap1 son iiriin ve alt iiriin
kategorileri seklindedir. Veriler detayli incelenerek toplamda 35 adet ana iiriin
kategorisi elde edilmistir. Boylece Sekil 6.4 ’te de gosterildigi gibi ana {iriin

kategorileri-alt iiriin kategorileri-son iiriin hiyerarsi olusturulmustur.

Gida
Uriinleri

Gida Dis1
Uriinler

Bakliyat Siit ve Siit Kagit Ziiccaciye-
Uriinleri Uriinleri Ev-Bahge

Kalib1
Baldo

Diiz 24%24 Tart
Piring Pegete Kalibs

Sekil 6.4. Uriin Hiyerarsisi

Veritaban1 yonetim sistemi olarak SQL Server 2005 kullanilmistir. Veriler 6ncelikle
SQL Server’ a aktarilarak tablolar olusturulmustur. Olusturulan tablolar asagidaki

Sekil 6.5 ve Sekil 6.6° da goriildiigii gibi aligveris kayitlari, {iriin verileri tablolaridir.
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Veri setindeki fis numarasi kasa numarasina bagl olarak miikerrer oldugundan, bir
miisteri numarasi tarih, kasa no ve fis no’ dan olugmaktadir. Yine SQL kodlar1
kullanilarak ayni tablo iizerinde yeni bir alan eklenerek miisteri numaralari

olusturulur. Toplamda 186.883 adet miisteri kayd1 elde edilmistir.

Microsoft SOL Server Management Studio

File Edit View Project Query Designer  Tools  Window  Community  Help
L Mew query | [y | B8 68 By | [y |5 A aF |3 () B B2 5P
2l Change Type = s | |2 @ -
] er > Table - dl:'i'l:i.alisveris_data'"_ Summary
Conneck = | 4 Ei Tarin Kasa_no | Fis_no | Barkod_kod Mid
=@ YOUR-CH E4ABOCHADERYA (SCL Server 9.1 | ¥ 20030102 oos 7749 8691330580458  200301020057749
= [ Databases 20030102 005 7751 B6912440 200301020057751
[ [ Svstem Datab
oy S Datanases 20030102 005 7634 BAODAZ4200300  Z200301020057534
[+ [ Database Snapshots
= [ migros_veritabara 20030102 005 7589 410183000004  Z00301020057559
[# [ Database Diagrams 20030102 005 7941 8607409862652 2005010200579
= L Tables 20030102 005 7819 BE06368163452  Z00301020057519
[# [ Syskemn Tables
. B 20030102 005 7906 452 200301020057906
® = dbo.urun_data 20030102 005 7559 4027500019502 Z00301020057659
# [ dbo.barknda_dats 20030102 005 7861 40329595 200301020057561
@ 3 dbo.tabular_data
& O Views 20030102 005 7830 1830 200301020057630
@ 3 Svnonvms 20030102 005 7523 B600451065677  Z00301020057523
# (3 Programmability 20030102 005 7772 5000267014005 200301020057772
[# [ Setwice Broker
& O Storage 20030102 005 7946 1199 200301020057946
[ £ Security 20030102 005 7918 B3629317969 0001020057915
B [ Security 20030102 005 754 8691365000013 200301020057654
# [ Server Objects
e S 20030102 005 7735 410156000006  200301020057735
# [ Replication
# £ Management 20030102 005 7779 8692095140000  Z00301020057779
[ [ Motification Services 20030102 oos 7921 2800176000006  200301020057921
® 5oL Agent (Agent ¥Ps disabled) |
b 5L Server Agent (Agent xPs disabled) 20030102 005 7304 1427 200301020057504

Sekil 6.5. SQL veritabanina aktarilmig aligveris kayitlar1 tablosu



Table - dbo.barkod_data [ Summary

Barkod_kad

» 31
43
g6
116
123
147
154
175
185
192
208
239
246
253
277
254
291
314

Sekil 6.6. SQL veritabanina aktarilmig iiriin verileri tablosu

run_adi
ARMUT DEVEL. .,
ARMUT SAM, ..,
BV () KG,
CEYIZ HIMNDIS. .,
CILEK SERA K,
HURMA KG,
CAGLA BADEM. .,
ERIK CaMEKG,
ERIK PAPAZ K3,

ERiK ITALYAM ...

GREYFURT FIL...
ERIK MALTA K.
ELM&A AMASYA. .,
ELMA GRAMMY..
ELM&A ARAP KT,

ELMA STARKIN. ..
ELM#& GOLDEM ...

FISTIK AMTEP ...

Table - dbo.alisveris_data| Summary

Tarih

2 20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102
20030102

Kasa_no
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS
oS

Grup_kad
2702
2702
2703
0&01
2705
2717
2707
2711
271
2711
2716
2712
2713
2713
2713
2713
2713
2715

Fis_no
7749
7ol
7834
7849
7341
7319
705
7609
7361
7630
a3
FITZ
7345
715
7854
7735

Barkod_kod
5691330550455
6912440
690624200300
410153000004
BE97409852652
BEY96365163452
452
4027300019502
40329595

1530
BE90451065677
000267014005
11949
B5629317969
691365000013
4101536000006

Sekil 6.7. Miisteri numarasi tarih, kasa_no ve fis_no’ dan olusmaktadir

Mid

200301020057749
200301020057751
200301020057334
200301020057359
200301020057341
200301020057319
200301020057306
200301020057659
200301020057361
200301020057630
200301020057323
200301020057772
2003010200573465
2003010200579315
200301020057354
200301020057735

79



Table - dbo.urun_data | Summary

Barkod_kod

Beo00215
Ge00225
geo00232
geo0036:2
o004
Se9004 75
8900591
Ge900621
Beo006735
Ge200669
SeS00650
Be900720
ge200531
Be902304
ge902325
Fe902335
Be902359
ge902397
Se902585
Be902595
ge202618
Beo02625

Irun_adi

DIMES KUSELRN. ..

DIMES PORTAKAL...

CiMES ELM& SUY...

DARDAMEL TOM &...

ETI MOZALK DILL. .
ETI <IN 9314

WERMEL 2 KG. AR...

YERMEL 2 kG, TA. ..
YERMEL & LT GOL.,
PRIL 1900 GR.,

DI=I 900 GR. BIC...

YAYLA MARGARL. .

ULKER. BITTER BA..,
KARPER UCGEM P,
KARPER UCGEM P,
KARPER DCGEM P,
KARPER OCGEM P,
KARS KUTL UCGE. .,

DAMOME DOSAL L.
DAMOME MUZLU ...,

CAMOME CILEKLT ...
DAMOME KaKACL. .,

Grup_kod
o505
005
05
o905
as09
7ol
3055
3055
3055
3061
3071
0420
703
1025
1025
1025
1025
1025
110
1101
1101
1101

Sekil 6.8. Ana iirtin kategorilerine gore iiriin verileri

Anagrup_kod
11
11
11
14
19
19
23
23
23
23
23
35

—_
(]

L0 I s IO 4 ) N R ]
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SPSS Clementine’ da Apriori algoritmasini ¢calistirabilmek icin verilerin Sekil 6.9° da

goriildiigii gibi tabular formata getirilmesi gerekmektedir. Bu tablo iiriin tablosu ile

aligveris kayitlart tablosundan elde edilecektir. Son olarak SQL kodlar1 kullanilarak

satirlarda miisteri numaralarinin siitunlarda ise ana {iriin kategorileri kodlarinin

bulundugu SPSS Clementine’ da kullanilacak olan tabular formattaki kayitlar

olusturulur.
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Table - dbo.tabular_data| Summary

Mid 14 13 32 31 30
200301010016953  ALLL AL ALEL ALLE AL
200301010016954  ALLL AL ALEL ALLE AL
200301010016955  ALLL AL ALEL ALLE AL
200301010016958  ALLL AL ALEL ALLE AL
200301010016959  ALLL AL 1 ALLE AL
200301010016960 1 AL ALEL ALLE AL
Z00301010016963  ALLL AL ALLL ALLL AL
Z00301010016954  ALLL AL ALLL ALLL 1
Z00301010016959  ALLL AL ALLL ALLL 1
Z00301010010972  ALLL AL ALLL ALLL AL
Z00301010016973  ALLL AL ALLL ALLL AL
Z00301010016974  ALLL AL ALLL 1 AL
Z00301010016975  ALLL AL ALLL Z AL
Z00301010016975  ALLL ALEL AEL ALLL ALEL
Z00301010016979  ARLL ALEL AEL ALLL ALEL
Z003010100169651  ARLL ALEL AEL ALLL ALEL
Z00301010016953  ARLL ALEL AEL 1 ALEL
Z00301010016954  ARLL ALEL AEL ALLL ALEL
Z00301010016957  ARLL ALEL AEL ALLL ALEL
Z0030101001695%  ARLL ALEL AEL ALLL ALEL
Z00301010016990  ARLL ALEL AEL ALLL ALEL

Sekil 6.9. Ozet tablo

Veriler SQL’ de 06zet tablo sekline doniistiiriildiikten sonra SPSS Clementine’ da
SQL veri tabanina baglanma islemleri yapilarak veri kaynagina erisim saglanir ve

veri temizleme islemleri yapilir.

6.2.2. Clementine programinda verinin hazirlanmasi

Clementine’ da veri kaynagina erisim saglanmasi icin Oncelikle sirasiyla denetim
masasi-yonetimsel araclar-veri kaynaklart (ODBC) meniisii takip edilerek SQL’ de
kullanilan veritabaninin eklenmesi gerekmektedir. Sekil 6.10° da migros

veritabaninin eklenmis hali gosterilmistir.
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£l ODBC Veri Kaynag Yiineticisi

Kullaricy DSN ] Sistem DSH l Diosya DSH ] S'Ljr'chijIer] izleme] Baglant Birle;tilme] Hakklnda]

Foullaric e K.apnaklan

Ad | Siiriicii | Ekle...

dBASE Dogyalan Microzoft dB ase Driver [*.dbf]

dBASE Files Microzoft Access dBASE Dinver [*.dbf, *.ndx, “.mds] F.aldir
Excel Dospalan icrozoft Excel Diriver [ xls)

Excel Files ticrozoft Excel Driver [ uls. " lsx, " xlsm, " xlsh] “Yapilandr...
migros_wveritabani SOL Server

M5 Azcers Database  Microsoft Access Driver [“.mdb, * accdb)
M5 Accers Vertabam  Microsoft Access Driver [“.mdb)

P

Bir ODBC kullamc verni kaynadl, gosterilen ven sadlapcizina nazl baglanlacad hakkinda
bilgilen saklar. FKullarc verni kapnadim valmz siz gorebilirzsiniz ve yalizea gegeri
bilgizayarda kullarilabilir.

Tarnarm | iptal | “fardin

Sekil 6.10. SQL Veritabaninin veri kaynagi yoneticisine eklenmesi

Bu tanimlama yapildiktan sonra Clementine’ da migros_veritabanina erisim

saglanabilir ve verinin modellemeye hazirlanmasi islemlerine baslanabilir.

Clementine’ da SQL veritabanina database diiglimii kullanilarak erisilmektedir.
Modelleme alanina bir database diigiimii yerlestirilirdikten sonra diigiim sag tiklanip,
Sekil 6.11° de gosterildigi gibi veri kaynagina migros_veritabani ve tablo olarak da

dbo.tabular_data tablosu eklenir.

‘ dbo.tabular_data

. .j Refresh
migros_veritabani

Mode: i® Table 21 SOL Query

Data source: ||migms_\ter'rtahan| V||
Tahle name:|db0.tabular_data || Select... |
Guote table and column names: ) As needed (@ Always ) Newer

Strip lead and trail spaces: ) None i Left ) Right @ Both

L Data LFiIter L Types L Annotations

Cancel | aooly || Reset |

Sekil 6.11. Clementine’ da database diigiimii ile migros_veritabanina yapilan erigim
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Veri kaynagina yapilan erisimin kontrolii i¢cin Sekil 6.12° de goriildiigii gibi database
diiglimiine bir table diigiimii eklenerek calistirllir. Sekil 6.13° teki gibi veriler

goriintiilebiliyorsa, veri kaynagina erisim saglanmis olur.

=) — |

dho tabular_data Table

Sekil 6.12. Clementine’ da database diigiimiine table diigiimiiniin eklenmesi

@ Table {36 fields, 186.883 records) Al=E3

=l File | Edit ¥ Generate @@lﬂ Iﬂ@
Mid |14]13[32[31[30] 6] 15] 2] 3 28] 7[ 18] 3

i 200301010016831 |$.. /5. 6. 8. 8. . % %.|. % |5 5|«

z 200301010016932 [$../ 5. 5. 5. 5. .| §. $.o . B .| B

B 200301010016938 ($..(%../%.. 1/ & . %. 8. . %.. . 5. 8%

4 200301010016940 [§../§.. 5. 8. /8. /8.5 . $. . /5.3

8 2003010100165944 |5 |5 %5 |85 %5 % % 8. |5 |5

4] 200201010016947 (| %.[%. % (%5 %5 % %% 5%

7 200301010016848 [$./8. /6. /8. /8. 8. % % 5.3

&) 200301010016949 | &[5 |5 |5 5. %% 5. . |5.|5

g 200301010016950 |§../§. 5. /8. /8. . 8.8 . $. . /5.3

10 200301010016852 [$./8. /6. /8.8 /8. %. | % 5.3

11 200301010016953 | %% |85 |85 5. %% 5. . |5.|5

12 200301010016954 |§../5. /5. /8. /8. /8.8 . $. . /5.3

13 200301010016955 [$. /8.6 8. /8. /8. % % [$.%

14 200301010016958 | % (§ 0% (8 F.|. %] 4 &1 1

15 200301010016958 [§../§.. 1/8./8. . 8.5 .. $. . 5.3

16 200301010016860 | 1/§.. 6./ 5. §..) .. $.. $... . §... .. 5.5 |}

17 200201010016963 | %.[%. % (%5 . % % %% 5. %

18 200301010016964 |$.. /% /5. /8. 1 ..08.%. . $. . /5.3

19 200301010016968 [$./§. /8. 8. 1 .08 %. | 5. 5.3

20 200301010016972 [ $.[%.[%.[%. (5[ [$./%5.| |5 % |5/«

A [#]

Sekil 6.13. Verilerin Clementine’ da goriintiilenmesi

SQL’ de olusturulan 6zet tabloda, miisterilerin almadig: iiriinlerin degerlerinin “null”
oldugu goriilmektedir (Bkz. Sekil 6.9). Null degerlerin sifir olmas1 gerektiginden

Clementine modelleme alaninda filler islemcisi ile null degerler sifira doniistiiriiliir.
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Ayrica sadece bir tane iirlin alan miisteriler birliktelik analizinde herhangi bir fayda
saglamayacagindan hatta kayit sayisim arttirarak sik gecen nesnekiimelerin destek
degerini diisiireceginden veri setinden c¢ikarilir. Son olarak verilerin boolean tipte
olmast gerektiginden bir miisterinin bir {iriinii satin aldigi durumlar “1” olarak

degistirilmistir.

Clementine’ da veri kaynagina erisim ve veri temizleme islemlerinin yapilmasinin

sonucunda modelleme alaninda elde edilen goriintii Sekil 6.14° te goriildiigii gibidir.

Yapilan islemler asagidaki maddelerde 6zetlenmistir.

- Quality diistimii verinin kalitesi hakkinda bilgi vermektedir. Sekil 6.15° te
gosterildigi gibidir. Ornegin, mid alaninda hi¢ bos/null deger yoktur,
tamamlanma oram1 %100’ diir.

- Fillerl diigiimii ile “nul” degerler sifira doniistiiriilmiistiir.

- Filler2 diigiimii ile 1” den biiyiik degerler 1 olarak degistirilmistir.

- Derivel, select ve filter diigiimii ile sadece bir tane iiriinii alan miisteriler

cikarilmistir.

- Type diigiimii ile verilerin tip ve yonleri belirlenmistir.

- Flags diigtimii sadece bir iiriin alan miisteriler elendikten sonra iirtin hakkinda

bilgi veren grafiktir, Sekil 6.16” da gosterilmistir.,

- Derive2 diiglimii bir miisterinin aligveris toplamin1 gostermektedir.

- Statistics diigiimii, Sekil 6.17° de gosterilen tanimlayici istatistikleri elde etmeyi

saglamaktadir.
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/dtab;lar data
@@ —@ AN
Fiiﬂ Filler2

Quality

®—.—

Detjve2

Tahle

Tahle

_p_x

Type Statistics
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TTIe

Detjrel Fldas
& —® —~®
Sefpect Filter Type
EEE
Table

Sekil 6.14. Clementine modelleme alanin goriintiisii

Quality of [36 fields]

[ZEile | Edit ) Generate @@@ M@
Field % Complete Yalid Records |
Mid 100 186883
] 5,04 9417
g 8,96 16742
7 4,24 7946
1 5,23 9772
] 2278 42567
4 5,484 10349
35 6,36 11888
34 4,6 8540
33 6,6 12343
32 3,72 6943
il 8,487 16019
a0 2,56 4784
3 5,31 4818
29 16,56 30939
28 2,84 5314
27 121 22823
26 263 489322
24 4,96 4274
24 1,88 3514
23 11,468 21641
22 10,13 18924
21 16,36 30578
20 12,69 23724
2 11,73 214918
19 3813 71243
18 10,03 18743
17 113 2104
16 6,45 12055
15 0,7a 1482
14 744 13899
13 4.8 8467
12 748 135983
11 33,4 62416
10 21,75 40642
1 15,92 29756

Sekil 6.15. Veri kalitesini gosteren (Quality) diigiim ¢iktisi



ion of &1L Flags

=%

[=lFile "~ Edit

e

Field Proportion True % Count

45,62 B1160

41,85 52638

32,43 40790

2N 40642

22,93 20842

22,29 28036

176 221349

17,44 21936

17,4 21886

16,15 20313

14,37 18075

14,24 17915

13,04 16408

114 14468

114 14462

10,73 13488

10,48 13188

34 9,28 11678
16 9,23 11613
33 8,14 10249
4 8,13 10232
3 764 9613
1] 7.49 9425
24 727 9147
9 7,28 9121
13 6,77 512
7 5,22 7823
34 5,49 6910
32 4,74 59458
28 3.3 4795
26 3,46 4349
30 3,06 3843
24 2,78 34n2
14 1,14 1447
171 0,37 471

[EEile ] Edit ¥ Generate @@@ @@
| & colapsean | B Expanaal |
@ Derive2 E
@ Statistics
Mean 5.566
Sum 1040267
Min 1
Max 125
Median 3.000
Mode 1.000
@14
@ Statistics
Mean 01
Sum 22647
Min 1]
Max 16
Median 0.000
Mode 0.000
@13
& Statistics
Mean 0.045
Sum 10206
Min ]
Max ]
Median 0.000
Mode 0.000 -
| statistics | annatations |

Sekil 6.17. Tanimlayic1 istatistikler

86
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Veri seti hakkinda, statistics diigiimii ile elde edilen temel istatistik bilgileri Tablo

6.1.a ve Tablo 6.1.b° de 6zetlendigi gibidir.

Tablo 6.1.a. Tanimlayict istatistikler

Tablo 6.1.b. En sik satan 6 iiriin

Fislerdeki Hareket Ana Uriin | Satis miktar %
Sayilari Kategorisi (kere)

Toplam 1.047.267 19 152.122 14,62
Ortalama 6 11 100.461 9,66

Medyan 3 21 85.153 8,19

Mod 1 5 77.702 7,42
Maksimum 125 29 60.574 5,82
Minimum 1 10 48.960 4,71
6.3. Modelleme

Bu calismada birliktelik kurallar1 algoritmalarindan bilinen en temel algoritma olan

Apriori algoritmasindan yararlanmilmistir. Yapilan caligmalar sonucunda Apriori

algoritmasi, minimum destek degeri %0.5, giiven degeri %20 ve Onciil sayis1 1

belirlenerek calistirilmistir. Onciil sayisinin 1 olmasinin amaci sadece ikili iiriinler

arasindaki iligkileri gorebilmektir. Sonuc¢ olarak Sekil 6.18° de gosterildigi gibi

toplamda 518 tane kural olusmustur (Bkz. EK 1). Sekil 6.18” deki consequent kuralin

sonucunu, antecedent kuralin Onciiliinii, confidence kuralin giiven degerini, rule

support ise kuralin destek degerini ifade etmektedir. Sekil 6.19° de ise Clementine’

da kurulan modelin son asamasindaki goriintiisii verilmistir. Modelin caligtirilmasi

sonucunda elde edilen kurallardan bazilar1 Tablo 6.2° de verilmistir, devam eden

maddelerde de kurallarin anlamlar1 agiklanmistir.



4 35 fields

| [ZlFile ¥} Generate @ @‘

=

|0 [ Jsort by confidence s v | v [5=1] 7 | d] of

Conseguent Antecedent | Confidence % | Rule Support % |

A 25 TE.703 5578 -
A 3 TO.E12 9211

A 35 TO577 G552

A 24 T0.566 1.942

19 g 63.918 4997

A 15 63.417 0787

A g 6T.986 4.930

A 18 BT.386 9683

A 4 6T.064 5455

21 7 65.985 4104

A 16 65168 G016

A 3 B3.820 4877

A 7 B3.798 3968

19 20 B3.517 11178

A 14 63.283 6791

19 24 B3.229 1.740

19 4 B2.627 5.094

21 22 62.529 8905

A 22 B1.596 8773

19 15 61.507 0.7oa

19 35 61.346 5695

19 a B1.330 g.000 |
14 11 61.1499 25610 w7
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Sekil 6.18. Birliktelik kurallar1
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Sekil 6.19. Clementine’ da kurulan modelin goriintiisii
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Tablo 6.2. Birliktelik Kurallar1

Onciil | Sonuc Giiven% Destek %
25 5 77 5,58
9 19 69 5,00
8 19 61 8,00
16 21 56 5,20
26 11 56 1,94

- 25 iiriiniinii alan miisteriler %77 olasilikla 5 {iriiniinii de almaktadir. Bu iiriinlerin

veri setindeki islemlerde birlikte bulunma olasilig1 %35,58’ tir.

- 9 iirliniinli alan miisteriler %69 olasilikla 19 {iriiniinii de almaktadir. Bu iiriinlerin

veri setindeki islemlerde birlikte bulunma olasilig1 %35,00’ tir.

- 8 iirliniinii alan miisteriler %61 olasilikla 19 iiriiniinii de almaktadir. Bu {iiriinlerin

veri setindeki islemlerde birlikte bulunma olasilig1 %8,00’ tir.

- 16 iriinlinii alan miisteriler %56 olasilikla 21 iirliniinii de almaktadir. Bu

irtinlerin veri setindeki islemlerde birlikte bulunma olasilig1 %5,20’ tir.

- 26 iriinlinii alan miisteriler %56 olasilikla 11 iirliniinii de almaktadir. Bu

tiriinlerin veri setindeki islemlerde birlikte bulunma olasiligr %1,94’ tir.

Birliktelik kurallarinin nesneler arasindaki iligkileri gosterdigi daha oOnceki
boliimlerde ifade edilmisti. Uriinler arasindaki iliskileri gorebilmek i¢in Clementine’
da web grafiginden yararlamlmistir. Web grafigindeki cizgi kalinligi iliskinin
baskinligim  gostermektedir. Cizgi kalinhigr arttik¢a iliskinin  kuvvetliligide
artmaktadir. Sekil 6.20° de ¢izgi degeri %0 olarak ayarlanmistir. Bu sayede tiim
tiriinler arasindaki iligki goriilebilmektedir. Sekil 6.21° de gosterilen grafikte ise ¢izgi
degeri %18 olarak ayarlanmistir. Bu grafikte aralarindaki iliski %18’ den biiyiik ve

esit olan iiriin kategorileri yer almaktadir. Tablo 6.3’ te en gii¢lii birlikteliklere sahip
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iiriinler gosterilmistir. Ornegin; 11 ve 19 numaral iiriin kategorileri arasindaki iliski

%52,67 ile en giiclii olandir. Uriin kodlariin aciklamalar1 Ek 2° de verilmistir.

Tablo 6.3. En giiclii birliktelikler

Uriinl | Uriin2 Cizgiler %
11 19 52,67
5 21 41,50
23 27 41,35
5 10 40,70
21 22 38,84
27 29 38,66
23 29 38,58
5 11 37,59
5 19 36,00
3 4 35,41

B2 Web of 35 Fields : Larg,
[ZlFile ) Generate & Weh = Link @@@@@
> = L]

CEX
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b

Sekil 6.20. Tiim iiriinler arasindaki birliktelik diyagrami (¢izgi degeri>=%0)



91

B2 wWeb of 35 Fields : Larger %

Bl 9 s i S REEEE B X[@]
02& o 51&&&

|
w
=
)

m 2o
27
B 14
o1
Oa
B 5
3 16
a3 i
a4
O z3
| 12

ROR) G R ORD
= th = O

B o =
K W th O

OFEODOREOROOOOOO
- o
o

=]
-~
[

Sekil 6.21. Tliski seviyesi %18 iizerinde olan iiriinlerin birliktelik diyagrami
6.4. Cok Boyutlu Olcekleme Analizi fle Uriin Haritasimin Cikarilmasi

Birliktelik kurallar1 sonucunda {irlinler arasindaki iliskiler hakkinda bilgiler
verilmistir. Bu bilgilerin nasil kullanilacagi konusunun 6énem arz ettigi, market sepet
analizi sonuclarinin kampanya, yerlesim diizeni gibi alanlarda kullanildigindan
onceki boliimlerde bahsedilmistir. Bu tez calismasinin amaci dogrultusunda
birliktelik kurallar1 sonuclar1 ¢ok boyutlu karar verme metotlarindan ¢ok boyutlu
Olcekleme analizi kullanilarak yeni bir yerlesim diizeni gelistirilmeye calisiimistir.
Bu kapsamda, birliktelik kurallarindan elde edilen giiven degeri ile iirtinler arasindaki
yakinlik matris olusturulmustur. Olusturulan iligki matrisi (Bkz. EK 3) ile SPSS
programinda MDS analizi yapilarak {riinlerin iki boyutlu diizlemde grafiksel

gosterimleri elde edilmistir.

MDS analizi sonuglart ve iiriin haritas1 Sekil 6.22° de gosterildigi gibidir. Sebze-

meyve, siit ve siit iiriinleri, cerez, igecek iiriin kategorileri aralarindaki cok giiclii
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birliktelikler diger iirlinler arasindaki kiimelesmeyi gormeyi giiclestirdiginden bu

iriin kategorileri analize dahil edilmemistir.

Derived Stimulus Configuration

Euclidean distance model

tereyag Obal--ivat SeilEAg
o © yumurta
o makarma o]
05— o lonserve tuz_baharat
g iceceller ©
o
taitli
'-: katvattilil
un
2 o
2 oo
@
E ceterjan
(o] ) '
lagiturunleri ciabetil d.urunler
= e O futun
b.opumes O tﬁ
0,5+ unlumamul - ; o alkal
lozmetik [s] oz.uccam (* &.aletigy
o]
I I I I I
-3 2 -1 0 1 2
Dimension 1

Sekil 6.22. CBO Analizi ile elde edilen iiriin haritasi

Cok boyutlu 6l¢cekleme analiz sonucuna gore stres degeri 0,093 ve kareli korelasyon
katsayisiiin (R?) degeri 0,96 olarak elde edilmistir. Sonuglar anlamli ve kabul
edilebilirdir. Sekil 6.22° de goriildiigii gibi belirgin olarak dort kiime olusmustur.
Birinci kiime; bakliyat, makarna, konserve, sicak icecekler, kahvaltilik iiriinlerinden
olusmaktadir. Birinci kiimeye en yakin olan ikinci kiimede temel gida iiriinleri olan
siviyag, seker, yumurta, tuz-baharat-har¢, un ve tatli/hamurisleri iiriin kategorileri
bulunmaktadir. Ugiincii kiime, kAgit iiriinleri, deterjan ve temizlik iiriinleri, kozmetik
ve cilt bakim {riinleri, unlu mamiiller ve diyabetik iiriinlerinden olusmaktadir.
Dordiincii kiimede ise alkollii icecekler, tiitiin, kitap-dergi-kirtasiye, oyuncak-pet

irtinleri-hobi, tekstil ve bebek iiriinleri yer almaktadir.
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6.5. Degerlendirme Ve Modelinin Gecerliligi

Birliktelik kurallar1 madenciligi sonucuda {iriin kategorileri arasindaki iliski
diyagrami (Bkz. Sekil 6.20) ve en baskin birlikteliklere sahip iiriinler (Bkz. Tablo
6.3) tablosuna bakildiginda icecekler, cerez, siit iriinleri, sebze, unlu mamiiller,
deterjan ve temizlik iiriinleri, kagit temizlik {iiriinleri, kozmetik iiriin kategorileri
arasindaki iligkilerin en gii¢lii birliktelikler oldugu goriilmektedir. Satig
istatistiklerine bakildiginda (Bkz. Tablo 6.1.b) ise bu iiriinlerin en ¢ok satan iiriinler

listesi basinda geldigi goriilmektedir.

Migros magazasinin mevcut yerlesim diizeni incelendiginde en sik satilan iiriinlerin
birbirine yakin yerlerde oldugu goézlenmistir. Ek 4’ te verilen mevcut yerlesim
diizeninde, kirmiz1 ¢izgili alan genel olarak miisterilerin aligveris yaptig1r bolgeyi
ifade etmektedir. Miisterinin satinalma davranislarimi etkilemeyi, aligveris zamanini
ve satinalmalar1 arttirmay1 hedefleyen yeni yerlesim diizeni de Ek 5’ te gosterilmistir.
Mevcut yerlesim diizenindeki hatalar ve yapilan degisiklikler devam eden

maddelerde anlatildig1 gibidir.

- Oncelikle magazanin kasalariin yerleri degistirilmistir. Mevcut diizende kasalar
magazanin uzun kenarina paralel sekilde yerlestirilmistir. Bu yerlesim magazanin
orta alaninin kullanimini kisitladigindan (reyonlar sadece birbirine paralel iki sira
seklinde), kasalar magazanin kisa kenarina paralel olacak sekilde yerlestirilmistir.
Boylelikle magazanin arka duvarina dogru paralel reyon sayist ilice ¢ikarilarak

tiriin kiimeleri arasindaki iligkilerin daha iyi gosterilmesi saglanmustir.

- Magaza ici yerlesim diizeni kurallarina gore; market girisinin sag tarafina sebze-
meyve reyonlar1 yer almalidir. Bu yiizden magaza yerlesimine ilk olarak sebze-

meyve reyonu ile baglanmistir.

- Sebze iiriin kategorisi ile arasinda en gii¢lii birliktelige sahip iiriin grubu olan siit

ve siit lirlinleri; meyve-sebze reyonunun yaninda yer almaktadir.
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Siit ve siit dirtinleri dolapta teshir edilen iiriin grubu oldugundan devaminda yine
dolapta teshir edilmesi gereken tereyag-margarin, et/pili¢, sarkiiteri {iriin grubu

yerlestirilmistir.

Siit ve siit driinlerinden sonra aralarinda giiclii iliski bulunan unlu mamiiller,
icecek ve cerez iiriin gruplart yerlestirilmistir. Bu iirlinlerinin satis siklig1 fazla
oldugundan miisterilerin bu iiriinleri market icerisinde arama ihtimali yiiksektir.
Bu yiizden bu iiriinler magazanin arka taraflarina yerlestirilmistir. Boylece
miisterinin magaza igerisinde dolagmasi saglanarak aligveris zamam arttirilmaya
calisilmistir. Mevcut yerlesimde icecekler ve cerez iirlin grubu hemen magaza
girisinde bulunmaktaydi. icecekler ve cerez iiriinii grubu arasindaki birliktelik
yaklasik %53 ile en giiclii olan iliskidir. Bu iiriin gruplarinin magaza girisinde
kasa yakininda ve yan yana olmalart miisterilerin bagka iriin almaya
yonlendirmeden aligverislerini sonlandirmasina neden olabileceginden bu
irlinlerin marketin arka taraflarinda ve siit iirlinlerinden sonra teshir edilmesi

fayda saglayacaktir.

Icecekler, cerez, siit ve siit iiriinlerinin arasina iiciincii kiimedeki iiriinler
yerlestirilmistir. Daha ©Onceden de ifade edildigi gibi, bu iiriin kategorileri
arasindaki birliktelikler en gii¢lii birlikteliklerdir. Mevcut yerlesimde bu {iriin

gruplar birbirlerine ters yondedirler.

Marketin orta siradaki reyonlarina birbirleri arasindaki iligkilere gore birinci ve

ikinci kiimedeki iiriinler yerlestirilmistir.

Magaza yerlesim diizeni kurallarina gore hacimli {iriinlerin kasa ¢ikisina yakin
yerde olmasi gerektiginden elektrikli ve elektronik ev aletleri, ziiccaciye-ev-
bahge iiriinleri marketin en sonuna yerlestirilmistir. Mevcut yerlesim diizeninde
bu iiriin grubu dagimik parcalar halinde magazanin c¢esitli kisimlarinda yer

almaktaydi.

Son olarak da dordiincii kiimeyi olusturan iiriinler magaza girisinin 6niindeki

reyonlara yerlestirilmistir. Bilindigi gibi magaza girisinde bulunan iiriinlerin arka
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taraftaki triinlere gore satilma ihtimali daha yiiksektir. Magazanin arka tarafina
yerlestirilen iirlinler temel ihtiyag liriinleri ve satis siklig1 yiiksek olan iiriinlerdir
oldugundan ©n tarafa yerlestirilen gida dis1 bu iiriinlerin degerinin artmasi

beklenmektedir.

Sektordeki onde gelen diger firmalarin yerlesim diizeni Ornekleri incelendiginde,
genellikle magaza girisinin sag tarafindan meyve-sebze iiriinleri ile yerlesime
baslanip devaminda dolapta teshir edilen siit ve siit iirlinleri, et/pili¢, sarkiiteri
tiriinlerinin yer aldigi, icecekler ve hacimli/kirlabilir {iiriinler olan elektronik-
zliccaciye triinleri ile magazanin duvar kenarindaki yerlesimin tamamlandigi
goriilmiistiir. Magazanin orta alanlarinda ise temel besin gidalar1 ve temizlik/cilt
bakim {iriinleri; On taraflarda ise {iriin degeri arttirilmak istenen gida disi iiriinlerin
teshir edildigi yapilan gozlemlerde elde edilen diger sonuglardir. Boylelikle yapilan
analizlerin sonuclari degerlendirilerek uzman goriisiine dayali Onerilen yerlesim

diizeninin gercege uygunlugu da kanitlanmustir.



BOLUM 7. SONUCLAR VE ONERILER

Gelisen teknoloji ile birlikte kullanim alanlar1 artmakta olan veritabanlarinda ¢ok
biiyiik miktarlarda veriler toplanmaktadir. Bu verilerin analizi, yorumlanmasi, karar
vermede kullanilmasi veri madenciligi kullaniminin genis bir alana yayilmasini

saglamaktadir.

Veri madenciligindeki amag¢ cok biiyiik miktarlardaki veriden degerli bilginin elde
edilmesidir. Degerli bilginin kesfi i¢in bircok veri madenciligi teknigi bulunmaktadir.
Bu calismanin aragtirma konusu olan birliktelik kurallar1 teknigi en yaygin veri

madenciligi tekniklerinden biridir.

Birliktelik kurallari, biiyiik miktarlardaki nesne verileri arasindan birliktelikleri
kesfetmeyi amaclar. Baska bir ifade ile birliktelik kurallari, ayn1 islem i¢inde birlikte

sik goriilen nesneleri iceren kurallardir.

Birliktelik kurallar1 kullanish ve anlasilmasi kolay oldugundan perakendecilik,
finans, pazarlama, online ticaret gibi endiistriyel alanlarda genis bir kullanim alanina
sahiptir. Bu nedenle birliktelik kurallar1 son yillarin en ¢ok arastirilan konularindan

biri olmustur.

Birliktelik kurallar1 konusundaki bilinen en temel ve bir¢cok algoritmanin temelini
teskil eden algoritma Apriori algoritmasidir. Birliktelik kurallarinin kullanildigi en
yaygin alanlardan biri market sepet analizi ¢alismalaridir. Market sepeti analizi, bir
aligveris boyunca satin alinan {iiriinlerin birlesimini incelemektedir. Market sepet
analizi, market yerlesim diizeni kararina yardimci olmaktadir. Perakendeciler
karmasik miisteri taleplerini karsilayabilmek ve miisterilerin satin alma davraniglarini
etkileyebilme c¢abasindadirlar. Bundan dolayr market diizeni yerlesimi perakende

sektoriindeki onemli konular arasindadir.
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Bu calismada oncelikle veri madenciligi ve ilgili kavramlar1 hakkinda temel bilgiler
verilmistir. Bu calismanin temelini olusturan birliktelik kurallari, birliktelik
kurallarinin temel kavramlari, birliktelik kurallari madenciliginin adimlar1 ve sik
gecen nesnekiimelerin bulunmasin1 saglayan Apriori algoritmasi detayli olarak
anlatilmistir. Ayn1 zamanda sik gecen nesnekiimelerin bulunmasimi saglayan diger

bazi algoritmalar hakkinda da bilgiler verilmistir.

Calismanin uygulama boliimiinde, SPSS Clementine veri madenciligi programinin
Apriori algoritmasi araci ile gercek veriler iizerinde birliktelik kurallart madenciligi
yapilmistir. Birliktelik kurallari madenciliginden elde edilen kurallar sonucunda
birlikte satilma egilimi gosteren iirlinler ve {irlinler arasindaki iligkiler hakkinda
bilgiler verilmistir. Uriinler arasindaki iliskiler, cok boyutlu karar verme
metotlarindan cok boyutlu Olgekleme analizi ile degerlendirilerek iki boyutlu
diizlemde iiriin haritas: elde edilmistir. Birliktelik kurallar1 ve ¢ok boyutlu 6l¢ekleme
analizi sonuglar1 1s1g1nda firma icin yeni bir yerlesim diizeni onerilmistir. Boylece
amaclandigi iizere Onerilen yerlesim diizeni ile miisteri davranislarinin etkilenmesi

saglanacaktir.

Elde edilen deneyimler 1s18inda bu ¢alismay1 daha ileriye gotiirecek olan arastirma

onerileri asagidaki maddelerde listelenmistir.

- Kullanilan verilerin zaman periyodunun genisletilmesi ile mevsimsel analiz
yapilarak kurallar olusturulabilir.

- Mevsimsel kurallarin sonuglarina gore market i¢in ayr1 ayri yerlesim diizeni
onerileri gelistirilebilir.

- Miisteri bilgileri ve miisterilerin aligveris zamanlarinin da bulundugu veriler ile
zamana bagl birliktelik kurallar analizi yapilarak, miisteri bazinda kampanyalar
yapilabilir.

- Veri madenciligi siirecince uygulanan bu adimlar yapay zeka teknikleri ile
biitiinlestirilerek, uzman ihtiyaci duymaksizin islemlerin otomatik olarak

yapilmasi saglanabilir.
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EKLER

EK 1. Birliktelik Kurallar:

Tablo 1. Caligsma sonucunda elde edilen birliktelik kurallar1

Kural No | Sonuc | Onciil | Giiven Destek
248 5 25 76,71 5,58
418 5 8 70,61 9,21
361 5 35 70,58 6,55
84 5 24 70,58 1,94
203 19 9 68,92 5,00
19 5 15 68,44 0,79
201 5 9 67,99 4,93
450 5 18 67,39 9,68
296 5 4 67,07 5,46
152 21 7 65,99 4,10
317 5 16 65,17 6,02
272 5 3 63,82 4,88
153 5 7 63,80 3,97
467 19 20 63,52 11,18
399 5 14 63,29 6,79
86 19 24 63,24 1,74
298 19 4 62,63 5,10
433 21 22 62,53 8,91
435 5 22 61,60 8,77
21 19 15 61,53 0,71
364 19 35 61,35 5,70
421 19 8 61,33 8,00
517 19 11 61,20 25,61
62 19 26 60,44 2,09
383 19 12 59,95 6,29
179 5 13 59,71 4,04
274 19 3 59,35 4,54




Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
250 19 25 59,19 4,31
402 19 14 59,05 6,34
224 5 6 58,75 4,40
507 5 21 58,70 13,46
247 21 25 58,31 4,24
181 19 13 58,30 3,95
20 11 15 58,29 0,67
323 19 1 57,66 10,06
381 5 12 56,77 5,96
47 19 28 56,53 2,16
315 21 16 56,28 5,20
60 5 26 56,23 1,95
61 11 26 56,00 1,94
453 19 18 55,73 8,01
363 11 35 55,60 5,16
155 19 7 55,53 3,45
202 11 9 55,38 4,02
111 19 34 55,35 3,04
249 11 25 55,23 4,02
226 19 6 55,15 4,13
297 11 4 55,13 4,48
438 19 22 55,12 7,85
319 19 16 55,04 5,08
85 11 24 54,78 1,51
154 11 7 54,53 3,39
515 19 5 53,98 17,51
401 11 14 53,79 5,77
489 19 27 53,65 9,34
180 11 13 53,37 3,61
273 11 3 53,30 4,07
471 29 23 53,25 8,60
17 10 15 53,25 0,61
437 11 22 53,06 7,56
18 21 15 53,04 0,61
497 19 29 52,96 11,80
225 11 6 52,91 3,97
518 11 19 52,67 25,61
420 11 8 52,65 6,87
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
476 5 23 52,58 8,49
318 11 16 52,57 4,85
485 5 27 52,51 9,14
479 19 23 51,53 8,32
45 5 28 51,44 1,96
452 11 18 51,39 7,39
121 19 33 51,22 4,17
465 11 20 51,17 9,01
382 11 12 50,96 5,35
98 19 32 50,80 2,41
343 19 31 50,40 5,80
34 19 30 50,23 1,54
487 11 27 50,11 8,72
480 29 27 49,53 8,62
397 21 14 49,36 5,30
342 11 31 48,95 5,63
448 21 18 48,75 7,01
81 29 24 48,60 1,34
513 11 5 48,51 15,73
493 5 29 48,05 10,71
511 19 21 47,72 10,94
293 29 4 47,71 3,88
478 11 23 47,60 7,69
109 5 34 47,56 2,61
83 21 24 47,44 1,31
246 10 25 47,33 3,44
271 21 3 47,29 3,61
110 11 34 46,81 2,57
295 21 4 46,62 3,79
463 5 20 46,58 8,20
509 11 21 46,46 10,65
495 11 29 46,45 10,35
12 18 15 46,34 0,53
269 29 3 46,08 3,52
176 29 13 46,02 3,12
46 11 28 45,83 1,75
78 20 24 45,54 1,25
218 23 6 45,51 341
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
5 16 15 45,37 0,52
167 12 13 45,32 3,07
175 27 13 45,31 3,07
221 29 6 45,13 3,38
79 23 24 45,11 1,24
129 19 2 44,81 5,16
358 29 35 44,64 4,15
469 27 23 44,55 7,20
314 10 16 44 41 4,10
341 5 31 44.40 5,11
240 18 25 44,35 3,23
32 5 30 44,33 1,36
80 27 24 44,10 1,21
97 11 32 44,07 2,09
72 35 24 43,86 1,21
33 11 30 43,78 1,34
59 21 26 43,63 1,51
174 23 13 43,53 2,95
500 10 21 43,05 9,87
416 21 8 42,86 5,59
360 21 35 42,70 3,97
447 10 18 42,63 6,13
378 29 12 42,43 4,45
308 18 16 42,34 3,91
96 5 32 42,32 2,01
292 27 4 42,08 3,42
150 29 7 42,05 2,62
120 11 33 42,04 3,43
42 29 28 41,87 1,60
337 29 31 41,60 4,78
290 23 4 41,51 3,38
508 21 5 41,50 13,46
267 23 3 41,45 3,17
470 23 27 41,35 7,20
198 29 9 41,16 2,99
501 5 10 40,94 13,23
396 10 14 40,93 4,39
415 10 8 40,90 5,34
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
106 29 34 40,88 2,25
245 29 25 40,82 2,97
268 27 3 40,82 3,12
502 10 5 40,79 13,23
29 29 30 40,74 1,25
220 27 6 40,35 3,02
16 29 15 40,19 0,46
413 29 8 40,00 5,22
322 11 1 39,96 6,97
119 5 33 39,93 3,25
68 3 24 39,85 1,10
116 29 33 39,84 3,25
151 10 7 39,81 2,48
223 21 6 39,79 2,98
354 23 35 39,71 3,69
395 29 14 39,60 4,25
356 27 35 39,38 3,66
128 11 2 39,13 4,50
434 22 21 38,84 8,91
200 21 9 38,79 2,81
294 10 4 38,73 3,15
82 10 24 38,70 1,07
195 20 9 38,67 2,80
481 27 29 38,66 8,62
472 23 29 38,59 8,60
359 10 35 38,37 3,56
41 27 28 38,34 1,46
351 18 35 38,34 3,56
432 10 22 38,23 545
333 23 31 38,22 4,39
146 18 7 38,09 2,37
376 27 12 37,78 3,96
287 18 4 37,71 3,07
251 4 3 37,70 2,88
514 5 11 37,59 15,73
348 8 35 37,50 3,48
178 21 13 37,40 2,53
40 23 28 37,28 1,42
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
505 19 10 37,20 12,02
9 14 15 37,16 0,43
239 22 25 37,10 2,70
335 27 31 37,07 4,26
69 4 24 36,85 1,01
374 23 12 36,83 3,86
380 21 12 36,69 3,85
148 23 7 36,62 2,28
149 27 7 36,53 2,27
313 29 16 36,47 3,37
75 8 24 36,47 1,00
57 29 26 36,44 1,26
237 8 25 36,39 2,65
64 13 24 36,39 1,00
270 10 3 36,36 2,78
93 29 32 36,33 1,72
458 29 20 36,22 6,38
265 18 3 36,19 2,77
77 18 24 36,13 1,00
284 8 4 36,07 2,93
372 20 12 36,00 3,78
516 5 19 36,00 17,51
58 10 26 35,98 1,24
503 11 10 35,90 11,60
445 29 18 35,84 5,15
73 12 24 35,81 0,99
282 14 4 35,79 291
388 18 14 35,58 3,82
252 3 4 35,42 2,88
474 21 23 35,06 5,66
405 18 8 34,99 4,57
145 22 7 34,89 2,17
244 27 25 34,79 2,53
74 14 24 34,71 0,96
278 35 4 34,70 2,82
108 21 34 34,64 1,90
142 14 7 34,64 2,15
262 8 3 34,63 2,65
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
199 10 9 34,40 2,50
430 29 22 34,28 4,88
483 21 27 34,26 5,96
173 20 13 34,08 2,31
197 27 9 34,06 2,47
306 22 16 33,89 3,13
170 8 13 33,87 2,29
353 20 35 33,83 3,14
11 22 15 33,77 0,39
14 23 15 33,63 0,39
95 21 32 33,48 1,59
256 35 3 33,40 2,55
393 27 14 33,34 3,58
243 23 25 33,34 2,43
196 23 9 33,30 2,42
289 20 4 33,29 2,71
340 21 31 33,06 3,80
482 10 27 33,06 5,75
411 27 8 33,06 4,31
494 29 5 33,03 10,71
66 6 24 33,01 0,91
266 20 3 32,96 2,52
10 8 15 32,87 0,38
260 14 3 32,87 2,51
231 16 25 32,79 2,39
384 8 14 32,68 3,51
379 10 12 32,62 342
122 1 2 32,47 3,74
391 23 14 32,40 3,48
147 20 7 32,39 2,01
15 27 15 32,32 0,37
53 18 26 32,00 1,11
177 10 13 31,95 2,16
339 10 31 31,89 3,67
214 8 6 31,87 2,39
144 8 7 31,85 1,98
194 18 9 31,85 2,31
27 23 30 31,84 0,97
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
13 20 15 31,77 0,37
406 8 18 31,77 4,57
28 27 30 31,69 0,97
210 35 6 31,66 2,37
312 27 16 31,61 2,92
192 8 9 31,59 2,29
409 23 8 31,55 4,12
491 21 29 31,52 7,02
165 35 13 31,51 2,13
206 4 6 31,50 2,36
159 3 13 31,49 2,13
216 18 6 31,41 2,35
216 18 6 31,41 2,35
233 35 25 31,23 2,27
242 20 25 31,02 2,26
390 20 14 30,83 3,31
461 21 20 30,81 5,42
222 10 6 30,77 2,31
103 20 34 30,68 1,69
492 29 21 30,64 7,02
31 21 30 30,62 0,94
172 18 13 30,57 2,07
204 3 6 30,56 2,29
449 18 21 30,55 7,01
499 21 10 30,55 9,87
279 4 35 30,41 2,82
156 6 13 30,40 2,06
30 10 30 30,39 0,93
134 3 7 30,27 1,88
311 23 16 30,27 2,79
407 20 8 30,26 3,95
54 20 26 30,21 1,05
161 4 13 30,19 2,04
443 27 18 30,16 4,33
92 27 32 30,14 1,43
367 8 12 30,07 3,16
304 8 16 30,05 2,77
105 27 34 30,01 1,65
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
205 6 3 29,97 2,29
386 22 14 29,95 3,21
52 22 26 29,93 1,04
451 18 5 29,86 9,68
117 10 33 29,85 2,43
76 22 24 29,74 0,82
346 14 35 29,73 2,76
460 10 20 29,61 5,21
107 10 34 29,49 1,62
258 12 3 29,46 2,25
473 10 23 29,44 4,76
422 18 22 29,31 4,17
168 13 12 29,23 3,07
118 21 33 29,10 2,37
423 22 18 29,05 4,17
207 6 4 29,01 2,36
115 27 33 29,00 2,36
280 12 4 28,86 2,35
140 35 7 28,81 1,79
455 20 23 28,79 4,65
104 23 34 28,74 1,58
65 9 24 28,70 0,79
403 22 8 28,66 3,74
441 23 18 28,65 4,12
459 20 29 28,61 6,38
457 20 27 28,57 4,97
236 14 25 28,52 2,07
302 14 16 28,51 2,63
490 10 29 28,48 6,35
217 20 6 28,42 2,13
419 8 5 28,41 9,21
50 14 26 28,39 0,98
127 5 2 28,39 3,27
55 23 26 28,35 0,98
67 25 24 28,33 0,78
136 4 7 28,26 1,76
51 8 26 28,25 0,98
456 27 20 28,25 4,97
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
193 22 9 28,20 2,05
486 27 5 28,17 9,14
344 12 35 28,13 2,61
428 27 22 28,05 4,00
310 20 16 28,04 2,59
94 10 32 27,99 1,33
212 12 6 27,89 2,09
160 13 3 27,89 2,13
286 22 4 27,76 2,26
91 23 32 27,72 1,31
504 10 11 27,72 11,60
114 23 33 27,70 2,26
257 3 35 27,49 2,55
157 13 6 27,46 2,06
370 18 12 27,43 2,88
56 27 26 27,43 0,95
191 14 9 27,42 1,99
90 20 32 27,32 1,29
264 22 3 27,25 2,08
334 31 23 27,21 4,39
309 16 18 27,20 3,91
321 5 1 27,17 4,74
283 4 14 27,13 2,91
188 35 9 27,08 1,96
436 22 5 27,06 8,77
213 14 6 27,04 2,03
63 7 24 27,00 0,74
141 12 7 26,99 1,68
385 14 8 26,88 3,51
113 20 33 26,82 2,19
424 20 22 26,74 3,81
439 20 18 26,70 3,84
349 35 8 26,69 3,48
332 20 31 26,68 3,07
26 20 30 26,67 0,82
389 14 18 26,57 3,82
169 14 13 26,47 1,79
454 23 20 26,42 4,65
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
404 8 22 26,25 3,74
350 22 35 26,24 2,44
477 23 5 26,19 8,49
426 23 22 26,14 3,72
275 16 4 26,05 2,12
484 27 21 26,00 5,96
2 25 15 25,97 0,30
232 25 16 25,83 2,39
39 20 28 25,81 0,98
138 16 7 25,79 1,60
71 31 24 25,73 0,71
101 22 34 25,73 1,41
347 35 14 25,72 2,76
44 21 28 25,56 0,98
211 6 35 25,55 2,37
442 18 23 25,50 4,12
410 8 23 25,49 4,12
510 21 11 25,46 10,65
369 22 12 25,35 2,66
464 20 5 25,28 8,20
162 13 4 25,12 2,04
4 4 15 24,93 0,29
7 35 15 24,93 0,29
444 18 27 2491 4,33
345 35 12 24,89 2,61
171 22 13 24,88 1,68
412 8 27 24,78 4,31
352 35 18 24,77 3,56
496 29 11 24,74 10,35
506 10 19 24,72 12,02
475 23 21 24,70 5,66
253 16 3 24,68 1,89
190 12 9 24,68 1,79
125 10 2 24,66 2,84
22 31 30 24,64 0,75
135 7 3 24,63 1,88
70 16 24 24,60 0,68
229 4 25 24,56 1,79
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
303 16 14 24,53 2,63
336 31 27 24,50 4,26
365 14 12 24,46 2,57
235 12 25 24,46 1,78
234 25 35 24,46 2,27
417 8 21 24,38 5,59
498 29 19 24,28 11,80
368 12 8 24,19 3,16
375 12 23 23,93 3,86
366 12 14 23,92 2,57
215 22 6 23,84 1,79
132 6 7 23,75 1,48
462 20 21 23,65 542
48 16 26 23,63 0,82
299 35 16 23,62 2,18
139 31 7 23,52 1,46
300 16 35 23,49 2,18
414 8 29 23,41 5,22
261 3 14 23,41 2,51
164 31 13 23,40 1,58
227 3 25 23,16 1,69
446 18 29 23,11 5,15
398 14 21 23,10 5,30
102 18 34 23,09 1,27
427 22 23 23,06 3,72
88 22 32 23,02 1,09
184 4 9 23,02 1,67
277 31 4 23,01 1,87
468 20 19 22,99 11,18
166 13 35 22,96 2,13
429 22 27 22,96 4,00
276 4 16 22,96 2,12
112 31 33 22,87 1,86
24 22 30 22,87 0,70
355 35 23 22,83 3,69
377 12 27 22,78 3,96
87 31 32 22,72 1,08
316 16 21 22,66 5,20
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
8 12 15 22,65 0,26
6 31 15 22,65 0,26
387 14 22 22,57 3,21
512 21 19 22,50 10,94
285 4 8 22,49 2,93
241 25 18 22,44 3,23
408 8 20 22,43 3,95
133 25 7 22,38 1,39
281 4 12 22,37 2,35
43 10 28 22,33 0,85
89 18 32 22,32 1,06
100 8 34 22,30 1,23
35 9 28 22,21 0,85
36 8 28 22,19 0,85
99 31 34 22,07 1,21
228 25 3 22,04 1,69
255 31 3 22,04 1,69
327 31 12 22,02 2,31
307 16 22 21,97 3,13
230 25 4 21,96 1,79
130 13 7 21,95 1,37
431 22 29 21,90 4,88
440 18 20 21,80 3,84
38 18 28 21,79 0,83
25 18 30 21,72 0,66
425 22 20 21,64 3,81
182 3 9 21,63 1,57
331 18 31 21,62 2,49
137 7 4 21,61 1,76
23 8 30 21,54 0,66
392 14 23 21,53 3,48
466 20 11 21,52 9,01
325 31 35 21,49 2,00
373 12 20 21,46 3,78
338 31 29 21,46 4,78
259 3 12 21,46 2,25
123 2 1 21,42 3,74
330 22 31 21,39 2,46
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Tablo 1 (Devam)

Kural No | Sonuc | Onciil | Giiven Destek
288 4 18 21,35 3,07
320 21 1 21,30 3,72
305 16 8 21,27 2,77
49 35 26 21,22 0,73
189 9 35 21,15 1,96
3 3 15 21,13 0,24
219 6 23 21,12 341
37 22 28 21,08 0,80
301 12 16 21,04 1,94
329 8 31 21,03 2,42
208 16 6 21,03 1,58
357 35 27 21,01 3,66
400 14 5 20,94 6,79
291 4 23 20,91 3,38
328 31 14 20,90 2,24
209 31 6 20,87 1,56
488 27 11 20,83 8,72
187 31 9 20,80 1,51
124 29 2 20,72 2,38
163 16 13 20,69 1,40
324 1 19 20,68 10,06
394 14 27 20,57 3,58
126 21 2 20,53 2,36
185 9 4 20,52 1,67
183 9 3 20,52 1,57
254 3 16 20,43 1,89
158 25 13 20,38 1,38
186 16 9 20,37 1,48
1 26 15 20,30 0,23
238 25 8 20,29 2,65
263 3 8 20,29 2,65
362 35 5 20,21 6,55
131 7 13 20,17 1,37
326 12 31 20,10 2,31
143 7 14 20,08 2,15
371 12 18 20,03 2,88
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EK 2. Uriin Kategori Numaralari

Tablo 2. Uriin kategori numaralar1 agiklamalart

Uriin kategori no

Uriin kategori ad

1 Alkollii icecekler

2 Tiitiin

3 Bakliyat

4 Makarna

5 Siit ve siit iirtinleri

6 Siv1 yaglar

7 Tuz-baharat-harg

8 Kahvaltiliklar

9 Tathilar ve hamurisleri

10 Unlu mamiiller

11 Icecekler

12 Sicak icecekler

13 Seker

14 Konserve

15 Kirmiz1 et iiriinleri

16 Tavuk triinleri

17 Diger iirtinler

18 Et sarkiiteri

19 Cerezler

20 Sekerli ve diabetik {iiriinler
21 Sebze

22 Meyve

23 Deterjan ve temizlik tirtinleri
24 Un

25 Yumurta

26 Dondurulmus tiriinler

27 Kagt iirtinleri

28 Bebek iiriinleri

29 Kozmetik

30 Elektrikli ve elektronik ev aletleri
31 Ziiccaciye-ev-bahge iirtinleri
32 Oyuncak-Pet iiriinleri-Hobi
33 Tekstil ve ayakkabi

34 Kitap-Dergi-Kirtasiye

35 Tereyag-margarin
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EK 3. Iliski Matrisi

Tablo 3. Birliktelik kurallarindan olusturulan iliski matrisi
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Tablo 3 (Devam)
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EK 4. Mevcut Yerlesim Diizeni
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Sekil 3. Mevcut yerlesim diizeni
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EK 5. Onerilen Yerlesim D
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