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OZET

Anahtar kelimeler: Veri Madenciligi, Medikal Veri Madenciligi, Klinik Veri
Madenciligi, Apriori Algoritmasi, Birliktelik Kurallar1

Son yillarda tip alanindaki teknolojik gelismeler ile birlikte artan veri hacmi insan
algis1 ile verileri analiz etmeyi imkansiz kilmistir. Tibbi verilerin hayati 6nem
tagimas1 nedeniyle hata oranmmn minimum oldugu bilisim teknolojilerinden destek
alma yoluna gidilmeye baslanmstir. Ozellikle tibbi veri tabanlarinda veri analizi,
karar destek sistemlerinin olusturulmasi, yonetim birimimde bilgilere etkili ve hizli
bir sekilde ulasilabilmesi bakimindan bilgisayarlar uzmanlara biiyiik kolayliklar
saglamaktadir. Bu hedef dogrultusunda o©nceden bilinmeyen, ilk bakista fark
edilemeyen, veri i¢inde gizli kalmis anlamli ve degerli bilgiler elde edilebilmesinden
dolay1 veri madenciligi optimum ¢6ziim olmustur.

Bu tez kapsaminda, veri madenciliginin tipta kullanildig: alanlar, veri tabanlarinda
bilgi kesfi siirecleri, veri madenciligi, veri madenciliginde kullanilan birliktelik
analizi ve Apriori algoritmasi hakkinda bilgiler verilmistir.

Bu tez calismasinda Sakarya Universitesi personeline uygulanan, olasi migren
teshisine yonelik anket sonuglarinda, sik gecen 6gelerin kesfedilmesinde en yaygin
olarak bilinen Apriori algoritmasi yardimiyla, birliktelik kurallar1 aranmistir. Apriori
algoritmasini uygulayabilmek icin .net platformunda web tabanli bir yazilim
gelistirilmistir. Bu yazilim sayesinde Apriori algoritmasimin isleyisi adim adim takip
edilebilmektedir. Calismanin sonunda elde edilmesi hedeflenen birliktelik kurallarina
ulagilmistir.

viii



A DATA MINING APPLICATION IN MEDICINE
BY USING APRIORI ALGORITHM

SUMMARY

Key Words: Data Mining, Medical Data Mining, Clinical Data Mining, Apriori
Algorithm, Association Rules

Recently biomedical sciences, biology and medicine have undergone tremendous
advances in their technologies and therefore have generated huge amounts of
biomedical information and data sets. It seems impossible to analyze this amount of
data obtained. Since medical and biological data are vital for patients minimum error
rates in diagnosis, therapy and prognosis levels are required. Therefore it shall be
easy and extremely fast to reach previous and recent data analysis in medical
databases and construction of decision support systems is crucial. Computers are
appropriate solutions. Nevertheless a method is required to turn all these information
and data to expressive knowledge and to expose the secret meanings of the collected
data mass. Data mining is the optimum solution method to reach these goals.

In this thesis study, application fields of data mining in medicine, knowledge
discovery processes in databases, data mining, association rules in data mining and
Apriori algorithm is discussed.

A survey study was held to obtain data about migraine disease in Sakarya University.
Random surveyors of academic and administrative staff of Sakarya University
participated in the study. Association rules were sought by the help of Apriori
algorithm, one of the most common algorithms used in related applications. A web
based software was developed in “.net” platform to apply Apriori algorithm. This
software enables monitoring the processing levels of the algorithm step by step. At
the end of study projected association rules are acquired.



BOLUM 1. VERI MADENCILIGi VE BIRLIKTELIK
KURALLARI

Islenmemis verinin bilgiye c¢evrilmesi yeni bir problem degildir. Giiniimiizde hizla
gelisen teknoloji ve yazilimlar sayesinde veriler ¢cok hizli sekilde depolanmaktadir.
Bu depolar giiniimiiziin yiiksek kapasiteli donanimlar1 sayesinde biiyiik verilerin elde
edilmesini ve bunlarin saklanmasini saglamaktadir. Bu depolanmakta olan verilerden
anlaml bilgi ¢ikartmak da o denli sekilde 6nem kazanmaktadir. Karar vermede en
onemli ihtiya¢ bilgidir. Gergek zamanl bir bilgi akisini saglayabilmek icin siirekli
akan veri nehrinde, verileri ¢ok hizli toplayabilmeli, diizenleyebilmeli ve ayn1 oranda
verilere ulagabilmeli ve ¢oziimleyebilmelidir. Bu anlamli bilgi doniisiim islemi daha
sonra stratejik karar verme siirecinde veya yeni bilimsel bulgularin olusturulmasinda

kullanilabilmektedir.

Binlerce kayit i¢inden analizlerin gozle ve elle yapilamayacagi, otomatik olarak
yapilmast gerektigi ortaya c¢ikar. Veri madenciligi burada devreye girer: Veri
Madenciligi; biiylik miktardaki veri i¢cinden gelecekle ilgili tahmin yapilmasini
saglayan bagmt1 ve kurallarin bilgisayar programlari kullanarak bulunmasidir. Yakin
gelecegin gecmisten cok fazla farkli olmayacagi varsayilirsa, gecmis veriden
cikarilmis olan kurallar gelecekte de gecerli olacak ve ilerisi i¢in dogru tahmin

yapilmasimni saglayacaktir [1].

Bu tanimmlamalar dogrultusunda veri madenciliginin kullanim amaglar1 sdyle

Ozetlenebilir:

— Veri ambarinda depolanmis verilerin igersinde bulunan bilgiyi ¢ikartma
— Cok biiyiik miktardaki veriden yeni ve gerekli olan anlaml bilgileri iiretme

— Verinin 0zelliklerinden yararlanarak egilimlerini anlama



— Gelecege yonelik tahminlerde bulunarak bilgiyi gelecekteki miisteri iligkilerini

yonlendirmek amaciyla degerlendirme.

Istatistigin genel olarak tanimlayici ve yorumlayict olusu veri madenciliginde
kiimeleme, iliski kurma, tahmin ylriitme ve karsilastrma amaclar1 ile
kullanilmaktadir. Bu sayede bir¢ok model ¢ikarilmaktadir. Ancak istatistigin yaninda
veri tabanlarmin ve bilgi 6grenme metotlarinin gelismesi, yeni algoritmalarin
gelistirilmesi ile veri madenciligi, bir¢ok alanin kesigsmesinin bir iiriinii olarak ortaya

¢ikmaktadir [2].

Veritabani Teknolojisi Istatistik
Makine Odrenimi h Veri Madenciligi ‘ Gorsel Yontemler
Algoritma Diger Disiplinler

Sekil 1.1. Veri madenciliginin disiplinler arast iligkisi [3]

1.1.Karar Destek Sistemleri

Karar Destek Sistemleri organizasyonlarm tarihsel verileri ¢dziimleyip gelecege
yonelik ¢ikarimlar yapmak i¢in kullanilan sistemlerdir. Bu sistemlerde yer alan
bilgiler ¢esitli incelemelerden ve arastirmalardan gecirilerek yoneticilerin ileride
organizasyonun karmm1 ya da verimliligini arttirmasi, gelecekte izlenecek
politikalarmin belirlenmesi ve benzeri yonetimsel kararlarin alinmasi kolaylastirir
ve bu kararlarin daha dogru verilmesine yardimci olurlar [4]. OLTP sistemlerde
verinin sonsuza kadar tutulmasi pratik olmadigindan OLTP sistemlerin {irettigi veriyi

saklamak tizere arsivleme sistemleri gelistirilmistir. Karar Destek Sistemleri veriyi

genelde OLTP sistemlerinden elde ederek gerekli depolama ve arsivleme islemelerini



yerine getirmektedir. Bu Karar Destek Sistemleri Bilgi Tabanli Sistemler
(Knowledge Based) olarak da bilinirler. Bu sistemlerde veriler, OLTP sistemlerine
oranla ¢ok daha biiyilk boyutlardadir. Dolayis1 ile bu verilerin incelenmesi ve bu
incelemelerden sonuglar ¢ikartilmasi, sistem kaynaklarini asir1 kullanmakta ve uzun
siire almaktadir. Bu yiizden Karar Destek Sistemlerinde, yapilacak incelemelerin ve
arastirmalarm performansini arttrmak i¢cin bir takim Onlemler alinmis ve

tyilestirmeler yapilmistir [4].

Karar Destek Sistemlerinde sonu¢ olarak tretilen karar, verilme asamasina gelene
kadar ¢cok zahmetli ve kompleks adimlardan ge¢mektedir. Bunun nedeni verilecek
karar icin gelecek veriler ¢cok degisik kaynaklardan gelmesi, bunlarin temizlenmesi,
yorumlanmasi iizerinde analiz yapilmasi ve veri madenciligi isleminin uygulanmasi
olarak gosterilebilir. Sekil 1.2°de toplanan verilerin hangi karar verme siireclerinden

gectigi ve kimler tarafindan siireglerin isletildigi goriilmektedir.

Karar Verme

Veri Sunumu
Gorsellestirme Teknikleri
Veri Madenciligi
Bilgi Kesfi
Veri Arastirma
Istatistiksel Analiz. Sorgu ve Raporlama
Veri Ambarlar
OLAP, MDA, MDX, DSS
Veri Kaynaklari
Paper. Dosyalar, Operasyonel Sistemler, Internet. OLTP

Sekil 1.2. Karar verme siireci adimlari

Sekil 1.2°de goriildiigli gibi piramidin tabani cesitli veri kaynaklarindan gelen

verilerden olusmaktadir. Bunun nedeni sisteme ¢ok ¢esitli sistemlerden ¢ok miktarda



verinin gelebilmesidir. Veri kaynaklarmma ornek olarak OLTP sistemleri, Excel

dosyalari, internet olarak gosterilebilir.

Veri arastirma kisminda ise veri kaynaklarindan gelen veriler temizlenip, diizenlenip
analiz yapacak hale getirilirler. Bu asamada veri genelde tek bir merkezde yani bir
veri ambarinda toplanir. Analiz, sorgu ve rapor islemleri bu veri ambar1 iizerinden
yapilir. Analiz yapmak i¢in genelde OLAP araglar1 ve c¢ok boyutlu veriler
kullanilmaktadir. Birinci ve ikinci asamadan organizasyondaki Veritabani Yoneticisi

sorumludur.

Veri madenciligi karar verme siireglerinde ¢ok Onemli bir asama olarak yer
almaktadir. Buradaki amag toplanan veriler arasindaki gizli iliskileri saptamak ve

verilecek kararm dogrulugunu eski deneyimlerle sinamaktir.

1.2. Veri Amban

Veri Ambar1 organizasyonlarin Operasyonel Sistemlerden gelen verilerinin,
konsolide edilmis, zaman uyumlu, gerekli olanlarinin ayiklanmis bir sekilde gelecege
yonelik planlama ve degerlendirme i¢in bulundugu bir veri deposudur. Veri Ambari
bir Karar Destek Sistemi olarak da goriilebilir. Veri Ambar1 genelde Operasyonel
Sistemlerin  veri depolarn ayr1 bir veritabamidir. Organizasyonlar1 ¢esitli
uygulamalaridaki veriler ve diger sistemlerden gelen veriler analiz ve planlama i¢in
Veri Ambarinda uygun yapida bulunabilirler. Cesitli sistemlerden gelen veriler ortak
bir yapiya doniistiiriilerek ve zamana uyumlu olarak Veri Ambarma yerlestirilirler.
Bundan dolay1 Veri Ambarlar1 OLTP sistemlerinden ¢ok daha biiyiik boyutludurlar.
Veri Ambarlar1 Kullanima Yo6nelik, Tumlesiklik, Degismezlik ve Zamana
Uyumluluk gibi karakteristiklere sahip karar verme mekanizmalar1 i¢in tasarlanan

veri topluluklaridir [5].
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Sekil 1.3. Veri Ambar1t mimarisi [4]

Sekilde gosterildigi gibi Veri Ambarma veriler ¢esitli veri kaynaklarindan
gelmektedir. Bunlar organizasyon igerisindeki Operasyonel Sistemler ve
organizasyonlarm disinda bulunan harici sistemlerdir. Bu sistemlerden gelen veriler
direkt olarak Veri Ambarma eklenemezler. Cogu zaman ortak bir veri yapisina
bulunmasi i¢in gegici bir veri deposuna alinip temizleme, doniistiirme, 6zetleme gibi
islemlerden gecerler. Bazi durumlarda Operasyonel Sistemlerde Veri Ambarinin
ihtiyaclarina gore degisiklikler yapilabilir. Bu istek ve ihtiyaclar geri besleme yolu

ile karsilanir.

Sekilde goriildiigli gibi Veri Ambarinda bulunan verilerden raporlama, ¢ok boyutlu
analizler (Online Analytical Processing, OLAP) ve Veri Madenciligi (Data Mining,
DM) gibi islemler kullanarak karar verme siireclerinde rol oynayan analizcilerin
islerini ¢ok kolaylastiracak sonuglar iiretilmektedir. Bazi durumlarda Veri
Ambarlarindan belirli organizasyonlarin islevleri ve kullanimina gore cesitli Veri
Ambarlar: tiiretilebilir. Bu tiir Veri Ambarlarma Veri Ambar1 Ozeti (Data Mart)

denilmektedir.



Tablo 1.1. OLTP sistemleri ile Veri Ambart’nin kargilagtirilmasi

OLTP Sistemleri Veri Amban
Islev Veri Girisi Bilgi Cikist
Cahsma Ozelligi Giincelleme Cogunlukla okuma
Calhisma Sekli Kiiciik ve sik islemler | Kompleks, uzun
sorgular
Veri Hacmi MegaByte, GigaByte | GigaByte, TeraByte
Veri Icerigi Ham, islenmemis Konsolide edilmis
Zaman Arahg Giincel veri Tarihsel veri
Kullanim Amaci Veriyi Isleme Veriyi analiz etme
Kullamici Son kullanici, Bilgi | Yonetici, analizci
Islem

1.3.Veritabanlarinda Bilgi Kesfi

Veritaban1 sistemlerinin artan kullanimi ve hacimlerindeki olaganiistii artis,
organizasyonlar1 elde toplanan verilerden nasil faydalanilabilecegi problemi ile kars1

karsiya birakmustir.

Geleneksel sorgu (query) veya raporlama araglarinin veri yiginlar1 karsisinda yetersiz
kalmasi, Veritabanlarinda Bilgi Kesfi - V'TBK (Knowledge Discovery in Databases -
KDD) ad1 altinda, siirekli ve yeni arayislara neden olmaktadir. Bu siire¢ igerisinde,
modelin kurulmasit ve degerlendirilmesi asamalarindan meydana gelen veri
madenciligi en Onemli kesimi olusturmaktadir. Bu Onem, bir¢cok arastirmaci
tarafindan VTBK ile veri madenciligi terimlerinin es anlamli olarak da

kullanilmasina neden olmaktadir.

VTBK siirecinde izlenmesi gereken temel asamalar sunlardir;
— Problemin tanimlanmasi,

— Verilerin hazirlanmasi,

— Modelin kurulmasi ve degerlendirilmesi,

— Modelin kullanilmas1 ve

— Modelin izlenmesidir [6]



KDD islemi ilk olarak konu ile ilgili deneyimlerden ve uygulamanin kapsamindan
miisteri-hizmet alan bakis acis1 ile KDD isleminin amacinin tanimlanmasi ve ham
verinin hazirlanmas ile baslar. ikinci olarak iizerinde bilgi kesfini yapilacag: hedef
veri kiimesi olusturulur. Daha sonra gereksiz verilerin uzaklastirilmasi, bir sonraki
adim i¢in beklenen verilerin hazirlanmasi islemleri yapilir. Doniisiim metotlar1
kullanarak gerekli degiskenleri bulma, gereksiz verileri azaltma islemi bir sonraki
adim olarak tanimlanir. Bir sonraki adimda uygun DM modeli (smiflandirma,
demetleme, regresyon v.b) belirlenir. Daha sonra ise veri kiimesi igerisindeki
oOriintiiler1 aramak i¢cin DM modeli ve uygulamaya uygun olarak DM algoritmasi
(Karar Agaci, Yapay Sinir Aglari, Genetik Algoritmalar v.b) secilir. Bu adimlardan
sonra ortaya ¢ikarilan Oriintlilerin sunumu ve gosterimi iglemi basglamaya hazir hale
gelir. Son olarak elde edilen bilgiyi raporlama ve diger karar destek sistemleri

yardimu ile stnama ve konsolide etme islemi gerceklesir.

1.4. Verilerin Hazirlanmasi

Modelin kurulmasi1 asamasinda ortaya ¢ikacak sorunlar, bu asamaya sik sik geri
doniilmesine ve verilerin yeniden diizenlenmesine neden olacaktir. Bu durum
verilerin hazirlanmasi ve modelin kurulmasi asamalar1 i¢in, bir analistin veri kesfi
siirecinin toplamu icerisinde enerji ve zamaninin % 50 - % 85’ini harcamasina neden
olmaktadir. Verilerin hazirlanmas1 agamasi kendi igerisinde toplama, deger bi¢me,

segme, birlestirme ve temizleme, doniistiirme adimlarindan meydana gelmektedir.

Veri toplama islemi tanimlanan problem i¢in gerekli oldugu diisiiniilen verilerin ve
bu verilerin toplanacagi veri kaynaklarinin belirlenmesi adimmidir. Verilerin
toplanmasinda kurulusun kendi veri kaynaklarinin disinda, niifus sayimi, hava
durumu, merkez bankasi kara listesi gibi veri tabanlarindan veya veri pazarlayan

kuruluslarin veri tabanlarindan faydalanilabilir.

Deger Bigme islemi KDD isleminde kullanilacak verilerin farkli kaynaklardan
toplanmasi, dogal olarak veri uyumsuzluklarina neden olacaktir. Bu uyumsuzluklarin
baslicalar1 farkli zamanlara ait olmalari, kodlama farkliliklar1 (6rnegin bir veri

tabaninda cinsiyet 6zelliginin e/k, diger bir veri tabaninda 0/1 olarak kodlanmasi),



farkli Ol¢ii birimleridir. Ayrica verilerin nasil, nerede ve hangi kosullar altinda
toplandig1 da 6nem tasimaktadir. Bu nedenlerle, iyi sonu¢ alinacak modeller ancak
iyl verilerin iizerine kurulabilecegi icin, toplanan verilerin ne O6l¢lide uyumlu

olduklar1 bu adimda incelenerek degerlendirilmelidir.

Birlestirme ve Temizleme isleminde farkli kaynaklardan toplanan verilerde bulunan
ve bir dnceki adimda belirlenen sorunlar miimkiin oldugu 6lgiide giderilerek veriler
tek bir veri tabaninda toplanir. Ancak basit yontemlerle ve bastan savma olarak
yapilacak sorun giderme islemlerinin, ileriki asamalarda daha biiyiik sorunlarin
kaynagi olacagi unutulmamalidir. Bu islemlerin genelde bir Veri Ambari

olusturmaya yonelik islemler oldugu unutulmamalidir.

1.5.Verinin Temizlenmesi ve Yeniden Yapilandirilmasi

Veri Madenciligi projelerinin 2.asamasi1 olan Veri’nin Temizlenmesi ve yeniden
yapilandirilmasi (data cleaning and transformation) asamasi yogun bir sekilde, veri
kaynagiyla 1lgili islemleri icermektedir. Veri’nin temizlenmesinden kasit;
giiriiltiilerin (yanhs yada asmr1 ug degerlere sahip verilere giiriiltiilii veri denir.

Ornegin dogum tarihinin 1200 olmasi gibi) giderilmesidir [7].

Verinin temizlenmesi ve yeniden yapilandirilmasinda uygulanan ydntemler ise

sunlardir.

a) Veri Tipinin Transformasyonu: Basit olarak veri tipinin tiirliniin yeniden
yapilandirilmasidir. Bazi Veri Madenciligi algoritmalar1 sadece integer (sayisal)
tiplerdeki verilerle hizli bir sekilde ¢alisirken, kimisi de mantiksal verilerle (boolean)

hizl1 bir sekilde ¢calismaktadir.

b) Siirekli Kolonlarin Transformasyonu: Bu yeniden yapilandirma tiiriinde;
siirekli veriler Normalizasyon isleminden gecirilmektedir. Ornegin 500 TL ile 20000
TL arasinda de§isen maas verilerini 4 gruba bolmiis olalim (500-1000,1000-
5000,5000-10000,10000-20000 gibi). Yapay Sinir Aglar1 benzeri algoritmalar bu
verileri kabul etmeyecektir. Iste eldeki bu gibi verileri 0.0 - 1.0 gibi araliklara



indirme islemine Normalizasyon denmektedir. (Normalizasyon islemi i¢in c¢esitli
yontemler vardir.Bunlar; min-maks normalizasyonu, sifir ortalama normalizasyonu,

ondalikl1 normalizasyondur.)

¢) Gruplama: Gruplama islemiyle, aslinda ayr1 gibi goriinen boliimlerin ortak bir
paydada birlestirilmesi séz konusudur. Ornegin; Bilgisayar Miihendisligi, Elektrik
Miihendisligi, Endiistri Miihendisligi, Eczacilik, Doktorluk gibi ayrilmis meslek
gruplarimiz olsun. Bu meslek gruplar1 yeniden yapilandirilarak Miihendislik,
Eczacilik, Doktorluk gibi daha diizgiin bir smiflandirmaya hazir hale getirilebilir.

(Bu, bize zamandan kazang olarak geri donecektir.)

d) Kiimeleme: Kiimeleme ise; bir baska verinin yeniden yapilandirma siirecidir.
Ornegin bir GSM operatdrii miisterilerini aylik konusma verilerine gdre segmente
etmeye calistyor olsun. Coziim olarak ¢ok fazla detayli bilgiden siyrilabilmek
amaciyla, toplam goriisme sayilarmma gore kiimeleme yapilmalidir. (Kiimeleme

aslinda bir veri madenciligi modelidir.)

e) Kayip Verilerin islenmesi : Verilerin yeniden yapilandirilmas1 asamasinda bir
diger 6nemli konu ise kayip yada Null degerlerin ne olacagi sorusudur. iki farkl
OLTP sisteminin birlestirilmesi sonucunda kayip degerler ortaya cikabilecegi gibi
bilgi giris elemanlar1 yada miisteriler tarafindan bilerek yada bilmeyerek yanlis veya
bos degerler (Null Values) olusabilmektedir. Gergeklestirilecek projenin ve kayip,

yanlis olan  verilerin  durumuna gore farkli ¢Oziimler  bulunabilir.

1) Kayip verilerin bulundugu kaydi, veri kiimesinden ¢ikarmak yada bu gibi kayitlar1

iptal etmek. (Eger kayip verinin miktar1 toplam verinin i¢inde kiiclik bir degerse)

i1) Kayip verileri elle teker teker doldurmak (Kullanilan Veritabani kiiciikse ve

gercek hayatta kayip verilere ulasmak kolay ve zaman problemi yoksa)

iii) Tiim kay1p verilere ayn1 bilgiyi vermek. Ornegin dogum tarihi bilgisini vermemis
miisterilerimiz varsa bunlar i¢cin DTY (dogum tarihi yok) seklinde bir veri girisi

yapilabilir. Ama buradan ¢ok farkli bir sonug ortaya ¢ikip; dogum tarihini vermemis



10

olan kisilerin bir ortak 6zelligi oldugu ve ayni davranisi sergiledikleri , tahmin
edilemeyen bir satis firsatin1 ortaya ¢iktigi durumlar da olabilir (Ornegin dogum
tarihini yazmayan kisilerin bakim iirlinlerini daha ¢ok satin almas1 gibi).

iv) Kayip olan verilere tiim verilerin ortalama degerinin  verilmesi.
v) Regresyon yontemi kullanilarak, diger degiskenlerin yardimiyla kayip olan

verilerin tahmin edilmesi.

f) U¢ Verilerin Ortadan Kaldirilmasi : Baz1 durumlarda asir1 ug¢ veriler (ortalama
degerlere gore ¢ok diisik yada cok yiiksek degerlere sahip veriler ) projenin
basar1 oraninin diismesine neden olabilir. Eger bu veriler oran olarak kayda deger bir
sayida degilse yok sayilabilir. (Hassasiyeti etkileyecek seviyedeler ise faydadan ¢ok

zarar da olusabilir.)

1.6.Veri Madenciligi Fonksiyonlar

1.6.1.Tahmin / Ongorii (Supervised) fonksiyonlari

Gegmis verilerden yararlanarak, gelecek ile ilgili bir sonucu tahmin etmek igin
kullanilan fonksiyonlardir [8]. Yeni bir nesnenin niteliklerini inceleme ve bu nesneyi
onceden tanimlanmig bir siifa atamaktir. Modellemelerinde olasi sonucu 6ngérmeye
yarayan faktorler ve sonug¢ yer alir. Model kurulurken ge¢mis deneyimlerde,
faktorlerin aldig1 degerlere gore elde edilen sonuglar girdi olarak kullanilir. Beklenen

sonug; “Katilir-Katilmaz” seklinde kategorik deger veya rakamsal degerdir.

Tahmin edilen sonuglarin kalitesi (ne kadar iyi tahmin edildigi) tahmin edilen sonug
kadar 6nemlidir. Cogunlukla tahmin edilen sonug ile birlikte, bu sonucun kalitesine

yonelik; glivenlik araligi, olasiligi, vb. degerleri belirlenir.
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1.6.2.S1miflandirma (Classification)

“Geng kadmlar kiiclik araba satin alir, yasli,zengin erkekler biiytik, liiks araba satin

alir.”

En temel veri madenciligi fonksiyonlarindan biri olarak kategorik sonuglar1 tahmin
etmek icin kullanilir. Modeli kurabilmek i¢in, sonuglar1 6nceden bilinen durumlar ve
bu durumlarda ilgili faktorlerin aldig1 degerler gereklidir. Bu degerler “egitim verisi”
olarak adlandirilir. Elde edilmesi beklenen sonu¢ “miisteri %80 ihtimal ile bu
kampanyaya olumlu yanit verecek” seklinde belirli bir olasilik ile birlikte sunulur.
Sonuglar “Hizmeti Birakir-Hizmeti Birakmaz” seklinde iki alternatifli olabilecegi
gibi “Kesin Tercih Eder-Tercih Eder-Yanit Vermez-Tercih Etmez-Kesinlikle Tercih
Etmez” seklinde coklu alternatifli de olabilir. Bir deneme kiimesi modelin
dogrulugunu belirlemek i¢in kullanilir. Genellikle verilen veri kiimesi 6grenme ve
deneme kiimesi olarak ikiye ayrilir. Ogrenme kiimesi modeli olusturulmasinda,
deneme kiimesi modelin dogrulanmasmda kullanilir. Ornegin bir otomobil saticis
sirket gecmis miisteri hareketlerinin analizi ile yukaridaki gibi iki kural bulursa geng

kadinlarin okudugu bir dergiye reklam verirken kiigiik modelinin reklamin verir [8].

Uygulama Alanlari: Potansiyel miisteriler i¢in diizenlenen kampanyalara doniisler,
mevcut miisterilerin belirli bir hizmeti almaktan vazge¢me olasiliklari, kredi

basvurularmin risk seviyeleri, ¢esitli belirtilere gére hastalik thtimalleri, vb.

Ornek Model: Satislarmi artirmak igin kampanya diizenlemek isteyen bir otomobil
firmasi, kampanyasina katilma ihtimali olan potansiyel alicilar1 belirlemek i¢in daha
onceden satis yapmis oldugu miisterilerinin verilerini (sonuglarini) kullanarak, hangi

ozelliklere sahip adaylarin kampanyaya katilabilecegini belirli bir olasilik araliginda
tahmin edebilir. Bu sekilde; ihtiyaci kadar veri satin alarak (eger adaylarin verisini
disaridan aliyorsa) ve sadece alma potansiyeli yiiksek olan adaylara ulagsmaya

calisarak tasarruf saglamaktadir.

Asagidaki 6rnekte adayin gelir diizeyi, meslegi, yasi, cocuk sayisi, kullandig1 mevcut

aracin modeli, smifi, yasi, gibi faktorler géz oniine alinarak bir model tasarlanmustir.
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Tablo 1.2. Tasarlanmis drnek model

Durumlar Girdi Faktorleri Sonug
Mevcut Mevcut | Mevcut Kampanyaya
Aracin Aracin Aracin | Cocuk | Gelir Yast | Meslegi Yanit
Markast | Simifi Yast Sayis1 | Diizeyi (Evet/Hayir)
Aday 001 | Ford B 6 2 40.000 60 Emekli Hayir
Aday 002 | Renault | B 2 1 120.000 | 40 Serbest Hayir
Meslek
Aday 003 A 5 0 60.000 35 Muhasebe | Evet
Uzmani

Yontemler / Algoritmalar: Yapay Sinir Aglar1 (Neural Networks), Bayes
Smiflandirmas1 (Bayesian Classification), En Yakin Komsu (Nearest Neighbour),
Karar Destek Makineleri (Support Vector Machines), Zaman Serisi Analizi (Time
Series Analysis), Karar Agaclar1 (Decision Trees), Lojistik Regresyon (Logistic

Regression)

1.6.3.Regresyon / Egri uydurma (Regression)

“Ev sahibi olan, evli, ayn1 is yerinde bes yildan fazladir calisan, gegmis kredilerinde

gec 0demesi bir ay1 gegmemis bir erkegin kredi skoru 825°tir.”

Stireklilik gosteren degerleri tahmin etmek i¢in kullanilan fonksiyonlardir.
Regresyon ile amacg girdiler ile c¢iktiyr iliskilendirecek modeli olusturup, en iyi
tahmine ulagmaktir. Sonug¢ “bagimli degisken”, girdiler “bagimsiz degisken” olarak
adlandirilir. Sonucun alacagi deger genellikle bir glivenlik araligi iginde belirtilir.
Girdiler, ¢oziilecek probleme gore bir veya birden fazla olabilir. Ornegin; bir insaat
firmas1 konut satislarinin, faaliyet gosterdigi bolgede elde edilen toplam gelir ile
iligkili oldugunu diistiniiyorsa, sadece bolgesel gelire dayali bir model olusturarak,
bolgesel gelirdeki degisime gore satacagi ev sayisini tahmin etme yoluna gidebilir.
Ancak ger¢ek hayatta c¢oziilecek problemlerin hemen hepsinde dogru tahmine
ulagmak i¢in birden fazla girdiden faydalanmak gereklidir. Bu noktada 6nemli olan

konu girdilerin sonucun dogru tahmin edilmesine yaptiklar1 katkidir. Bazi
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durumlarda sonuca katkisi limitli olan girdileri modelden ¢ikarmak, daha etkin bir

model olusturmak i¢in dnemli bir gerekliliktir.

Uygulama Alanlar: Finansal tahminler, zaman serisi tahminleri, biyomedikal ve
ila¢ reaksiyonlari, konut fiyat: degerlendirmeleri, miisterinin yasam ¢evrimi boyunca

yarattig1 deger, atmosferdeki CO; orani, vb.

Ornek Model: Bir dergiye ilk kez reklam vermeye baslayacak olan bir sirket daha
once reklam vermis oldugu dergilerin sayfa maliyetlerini kullanarak, calisilmaya
baslanilacak olan derginin vermis oldugu fiyatin uygunluk seviyesini belirli bir
giiven aralig1 icinde degerlendirebilir. Ya da daha sonra yapacagi kampanyalarda
calismakta oldugu dergilerin verecekleri fiyatlarin ne kadar makul oldugunu 6nceden
ongorebilir. Asagidaki ornekte derginin okuyucu sayisi, bayan okuyucularin payi,
okuyucularin ortalama yillik kazanci, gibi faktorler géz Oniine alinarak bir model

tasarlanmistir.

Tablo 1.3. Tasarlanmis drnek model

Durumlar Girdi Faktorleri | Sonug
Okuyucu | Bayan | Ortalama Sayfa
Sayist Okur Yillik Maliyeti
Pay1 Gelir (TL)
Cosmopolitan | 24.000 %70 100.000 10.000
Capital 20.000 %30 50.000 20.000
Esquire 9.000 %5 45.000 5.000

Yontemler / Algoritmalar: Yapay Sinir Aglar1 (Neural Networks), Karar Destek
Makineleri (Support Vector Machines), Karar Agaclar1 (Decision Trees), Lineer

Regresyon (Linear Regression)
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1.6.4.Tamimlama (Unsupervised) fonksiyonlari

Fonksiyonlarin amaci belirli bir hedefi tahmin etmek degildir. Amag veri setinde yer
alan veriler arasindaki iliskileri, baglantilar1 ve davranmiglar1 bulmaktir. Var olan
verileri yorumlayarak davranis bigimleri ile ilgili tespitler yapmay1 ve bu davranis
bicimini gosteren alt veri setlerinin Ozelliklerini tanimlamay1 hedefler. Tanimi
bilmek; tekrarlanan bir faaliyete veya tanimi bilinen yeni bir verinin yapiya

katilmasinda ne sekilde hareket edilecegi konusunda karar almaya destek olur [8].

1.6.5.Kiimeleme / Gruplama / Demetleme / Obekleme (Clustering)

Miisterilerin biiyiik bir kismi diizenli olarak pazartesi aksamlar1 kredi kartiyla
alisveris yaparlar. Veriyi birbirlerine benzeyen elemanlardan olusan smiflara
(kiimelere) aymrarak, heterojen bir veri grubundan, homojen alt veri gruplar1 elde
edilmesi islemidir [8]. Kiimeleme fonksiyonu genellikle boliimleme sorunlarini
cozmekte kullanilir. Kiimelemenin temel hedefleri arasinda; genis veri yiginlar i¢in
tanimlayici veriler belirleyerek, islenecek veri hacmini daraltmak, veri yiginlarindaki
dogal kiimeleri ortaya cikarak ayni kiimede olmasi gereken verileri belirlemek,
belirlenmis kiimelerin disinda kalan istisna durumlar1 tanimlamak sayilabilir.
Baslangic asamasinda verilerin hangi kiimelere ayrilacagi veya kiimelemenin hangi
degisken Ozelliklerine gore yapilacagi bilinmemekte, konunun uzmani olan bir kisi

tarafindan kiimelerin neler olacagi tahmin edilmektedir.

Kiimeleme algoritmalari; kiime i¢inde benzerligin maksimize (kiime i¢i uzakliklarin
minimize edilmesi) edilmesi, kiimeler arasi benzerligin minimize (kiimeler arasi
uzakliklarm maksimize edilmesi) edilmesi kavramina dayanir. Sonugta elde edilen

farkli kiimelere ait elemanlar arasinda benzerlik azdir.

Kiimeleme fonksiyonu ile siniflandirma fonksiyonu arasindaki en onemli fark,
kiimelemenin onceden tanimlanmis girdilere dayanmiyor olmasidir. Smiflandirma
fonksiyonunda tanimli girdiler ve bunlarin ge¢miste aldiklar1 degerler temel modeli
olustururken, kiimeleme fonksiyonunda onceden tanimlanmis girdiler ve Ornekler

yoktur. Veriler kendi i¢lerindeki benzerliklere gore gruplanirlar. Benzerligi
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tanimlayacak boyutlar ve 6zellikler modeli kuran tarafindan ongdriiliir. Kiimeleme
fonksiyonu bazi durumlar bagka bir veri madenciligi fonksiyonun Oncesinde
kullanilabilir. Hangi promosyon kampanyasina miisteriler en iyi tepkiyi verirler diye
degerlendirmek yerine oncelikli olarak miisterilerin belirli kiimelere yarilmasi bunun

ardindan her kiime i¢in en 1yi promosyon kampanyasinin ne olacagi belirlenebilir.

Miisterileri kiimelemek i¢in genellikle karlilik ve pazar potansiyeli boyutlar
kullanilir. Perakende sektoriinde miisterilerin; s6z konusu firmadaki alim
aliskanliklar1 ve tiim magazalardaki alim aligkanliklaria gore kiimelenmeleri ve en

yiiksek potansiyelli kiimeye odaklanilmasi sik¢a rastlanan bir uygulamadir.

Uygulama Alanlar: Benzer hiicreleri tanimlamak, benzer davraniglar goésteren
perakende miisterilerini tanimlamak, gen ve protein analizleri, urun gruplamasi,

hastalik belirtileri, metin madenciligi. ..

Ornek Model: iki boyutlu bir rnekte kiimeleme fonksiyonunu algilamak oldukca
kolaydir. Yas ve gelir diizeyleri belirtilmis 40 kisiden olusan bir grubu, grafik
yardimi ile kiimelerine ayirmak miimkiindiir. Yas ve gelir diizeyi degerlerinin
histograma yerlestirilmesi ve en yogun durumlarmm merkez olarak belirlenmesi en
basit anlamda bir kiimeleme islemidir. Bu Ornekte veri madenciligi yontemleri
kullanilmadan kiimeler olusturulmustur. Ancak onlarca degisken oldugunda verileri
kolayca kiimelemek miimkiin degildir, bu asamada kiimeleme fonksiyonuna 6zgi

algoritmalar1 kullanmak gereklidir.

Yontemler / Algoritmalar: Bolme yontemleri (Partitioning methods), Hiyerarsik
yontemler (Hierarchical methods), Yogunluk tabanli yontemler (Density-based
methods), Grid tabanli yontemler (Grid-based methods), Model tabanli yontemler
(Modelbased methods)

1.6.6.S1rah dizi analizi (Sequence analysis / Sequential patterns)

“X sirketinin hisse fiyatlari ile Y sirketinin hisse fiyatlar1 benzer hareket ediyor.”
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Gozlem sonuclarinin zaman ve mekan 6zelliklerine gore siralanmis olarak gdsteren
say1 dizileridir. Sayisal swrali verilerdeki trendleri ve dongiileri anlamak igin
kullanilir. Bu fonksiyonda iligkili kayitlar incelenir ve zaman icinde sikca rastlanan
trendler ve benzer trendler bulunur. Bu trendler daha sonra veri i¢indeki iliskileri
tanimlamak i¢in kullanilir. Bir beyaz esya perakendecisinin veritabanindan buzdolabi1
alimmi takip eden beyaz esya alimmin bulasik makinesi oldugunun belirlenmesi,
dogal afetler veritabanindan 6 biiyilikliigiinde bir deprem olduktan 3 giin sonra
Klimanjaro dagmin piiskiirmesi, banka veritabanindan ilk ii¢ taksitinden iki veya
daha fazlasmni ge¢ 6demis olan miisterilerin %60 olasilikla kanuni takibe gidiyor
olduklarmin belirlenmesi gibi Ornekleri vardir. Kredi karti 6rneginde belirlenen
davranis skoru (behavioral score), bagvuru skorundan farkli olarak kredi almis ve
taksitleri 6deyen bir kisinin sonraki taksitlerini 6deme/geciktirme davranigini
notlamay1 amaglar. Seriler 6zelliklerine gore “zaman serileri”, “mekan serileri”,
“boliinme serileri” ve “bilesik seriler” olmak {tizere dort bashk altinda

incelenebilirler.

Zaman Serisi Analizi / Benzer Zaman Siralari/ Zaman Icinde Siral Oriintiiler
(Similar Time Sequences / Time Series): Gozlem sonuglarinin zamana gore
sirralanmig seklidir. Borsada yer alan hisselerin davraniglar1 sik rastlanan bir
ornegidir. Glinlere gore hisse degeri, yillara gore faiz oranlari, aylara gore tiretim fire
orani, vb. gibi ornekleri vardir. Tek bir seri disinda, birden fazla hareket serisi
arasinda da bagmti kurmak miimkiindiir. Bunlar 6rnegin iki malin zaman i¢indeki
satis miktarlar1 olabilir. Ornegin dondurma satislar1 ile kola satiglar1 arasinda pozitif,

dondurma satislar1 ile salep satislar1 arasinda negatif bir bagint1 beklenebilir.

Zaman serisinde yer alan verilerin davraniglar1 trend ve dongiiler (cycle) ile
tanimlanwr. “Trend” serideki verilerin ortalama degerinde yasanan degisimi
tanimlamak i¢in kullanilir. “Dongii” veride tekrar eden herhangi bir davranisi
tanimlamak i¢in kullanilir. Sezonsal veya donemsel olabilir. Sezonsal olanlar tahmin
edilebilir zamanlarda gergeklesir, (her pazartesi, her yilbasi, vb.) donemsel olanlar

“n” zaman araliklar1 ile kendini tekrarlar.
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Zaman serisi analizlerinde veri serisindeki davranislar1 belirlemek kadar gelecek
degerleri tahmin etme calismalar1 da gergeklestirilir. Hisse degerlerini, ekonomik

degerleri, urun talebini hava durumunu tahmin etmek, vb.)

Mekan Serisi: Gozlem sonuclarinin mekana gore siralanmis seklidir. Bolgelere gore

satis rakamlari, tilkelere gore yasam siiresi, vb.

Boliinme Serisi (Frekans): Gozlem sonuglarinin belirlenen kriterlere gore

stralanmig seklidir.

Bilesik Seri: Gozlem sonuclarmin iki ya da daha fazla ozellige gore bir arada

gosterilmis seklidir.

1.7.Birliktelik Analizi ve Kurallar1 (Association Rules)

1.7.1.Giris

Gegmis tarihli hareketleri ¢oziimlemek, karar destek sistemlerinde verilen kararin
kalitesini artrmak icin izlenen bir yaklasimdir. 90’11 yillarin basma degin teknik
yetersizlikten dolayi, kurumlara veya miisterilere satis yapildigi anda degil, belirli bir
zaman araliginda (gilinliik, haftalik, aylik, yillik) gerceklesen satis hareketlerinin
tamamina iliskin genel veriler elektronik ortamda tutulmaktaydi. Barkot
uygulamalarindaki gelisme ile bir harekete ait verilerin satig hareketi olustugu anda
toplanmas1 ve elektronik ortama aktarilmasi olanakli hale gelmistir. Genellikle
siipermarketlerin satig noktalarinda bu tiir veriler toplandigindan, toplanan bu veriye
market sepeti verisi ad1 verilmistir. Market sepeti verisinde yer alan bir kayitta, tekil
olan hareket numarasi, hareket tarihi ve satin alinan {iriinlere iliskin {iriin kodu,
miktari, fiyat1 gibi bilgiler yer almaktadir. Market sepet analizinde (market basket
analysis) amag, satiglar arasindaki iligkileri bulmak ve buna bagh kurallari
cikarmaktir. Bu iliskilerin bilinmesi, sirketin karimni arttirmak i¢in kullanilabilir. Eger
X irlinlinii alanlarmn Y {irtiniinii de ¢ok yiiksek olasilikla aldiklar: biliniyorsa ve eger
bir miisteri X Uriiniinii aliyor ama Y iriliniinii almiyorsa, o “potansiyel bir Y

miisterisidir” denilebilir. Buna benzer veri analizleri yaparak her {iriin i¢in bir sonraki
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ayin satis tahminleri ¢ikarilabilir, birlikte satin alinan {riinler i¢in promosyon
uygulamasi ve reyon dizilisleri yapilabilir, miisteriler satin aldiklar1 {irlinlere gore

gruplandirilabilir, yeni bir iirlin i¢in potansiyel miisteriler belirlenebilir [9].

.. Misteriler genellikle hangi urunleri brlikte aliyor 7777

ALISVERIS SEPETI

3.MUSTERI

nMUSTERI

Sekil 1.4. Market sepet verileri gdsterimi

1.7.2.Birliktelik kurallarn

Birliktelik kurallar1 (association rules), veri madenciligi alaninda iizerinde ¢ok fazla
arastirma ve calisma yapilmis olan ilgi ¢ekici bir konudur. Birliktelik kurallari, ayni
islem icinde cogunlukla beraber goriilen nesneleri igeren kurallardir. Birliktelik
kurallarinin kullanildig1 en tipik 6rnek market sepeti uygulamasidir. Bu islem,
miisterilerin yaptiklar1 aligveriglerdeki Ttriinler arasindaki birliktelikleri bularak
miisterilerin satin alma alisgkanliklarmi ¢6ziimler. Bu tip birlikteliklerin kesfedilmesi,
miisterilerin hangi {riinleri bir arada aldiklar1 bilgisini ortaya c¢ikarir ve market
yoneticileri de bu bilgi 1s1g1nda raf diizenlerini belirleyerek satis oranlarmni artirabilir
ve etkili satig stratejileri gelistirebilirler. Market sepeti ¢déziimlemesinin son
zamanlarda c¢ok bilyiik ilgi ile karsilasmasinin sebebi kullanim olayligr ve
anlasilabilirligidir. Market sepet analizi ile birliktelik kurallar1 ¢ikarimi ilk olarak

Agrawal ve digerleri tarafindan 1993 yilinda ele alinmistir [10].
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Kurallar1 olusturabilmek i¢cin destek (support) ve giliven (confidence) degerlerini
kullanarak, kullanici tarafindan belirlenmis minimum destek ve minimum giiven
degerlerinden yaygin birlikteliklerin belirlenmesi amaclanmistir. Market sepet
analizinde, nesneler miisteriler tarafindan satin alinan irlinlerdir ve bir hareket
(kayit) bir¢ok nesneyi i¢cinde bulunduran tek bir satin almadir. Birliktelik kurallarmin
kullaniglt olmasi i¢in hem konu ile ilgili hem de anlasilabilir olmas1 gerekir.
Birliktelik kurallarinda, kullanicinin kurallarin tipini ve sayisini kontrol edebilecegi
cesitli yollar vardir. En yaygin olarak kullanilan yontem, esik degerleri olarak bilinen
minimum destek ve minimum giliven degerlerinin belirlendigi yontemdir. Bu
yontemde sadece kullanici tarafindan belirlenen esik degerlerinden biiyiik olan
destek ve giiven degerlerine sahip kurallar bulunur ve kullanilir. Diger bir yontemde
kullanicinin ~ smirlanmig nesne tanimlamasidir. Simirlanmigs nesne, kurallarin

iceriginin sinirlanmasinda kullanilan mantiksal bir ifadedir.

Ornegin sinrlanmis nesne cips, kola ve hamburger olsun. Sadece cips, kola ve
hamburger igeren kurallar ile ilgilenilir. Birliktelik kurallarindaki bir nesnenin ve bir
islemin tanim1 uygulamaya baglidir. Market sepeti analizinde; nesneler, miisterilerin
aldig1 iriinler ve islem, beraber alinan biitiin nesnelerin kiimesidir. Birliktelik
kurallarinda siklikla kullanilan birkag 6nemli terim vardir. Bunlar; kuralin sol tarafini
ifade eden Once (antecedent), kuralin sag tarafini ifade eden sonug¢ (consequent),
destek degeri, giiven degeri, min_destek olarak gdsterilen minimum destek degeri,
min_giiven olarak godsterilen minimum giiven degeri, nesne kiime, yaygm nesne

kiimesi ve aday nesne kiimesidir.

X Uriinii alan bir miisterinin Y {riiniinii de alma durumu(birliktelik kuralt) X —» Y

ile gosterilir. Destek oOl¢iitii;

sayu(X,Y)

destek(X —»Y) = (1.1)

ile hesaplanir.



20

A ve B liriinlerinin birlikte saymn alinma olasilig1 giiven degeridir. Giiven degerti;

sayi(X,Y)

iven(X > Y) =
& ( ) sayi(X)

(1.2)

ile bulunabilir.

Destek ve giiven Olgiitlerinin yani sira, bu degerleri karsilastirabilmek i¢in esik
degerlerine de ihtiya¢ duyulmaktadir. Bulunan esik degerlerinin, hesaplanan destek
ve giiven degerlerinden kiiciik olmasi beklenir. Hesaplanan destek ve giiven
degerlerinin biiyiikliik derecesi birliktelik kurallarinin da o kadar gii¢lii oldugunu

ifade eder.

Ornegin 25 tane miisterinin bir defada aldig1 iiriin bilgilerinden yola g¢ikarak

birliktelik kurali su sekilde bulunmus olsun:

giiven(Pantolon, Kazak — Corap)

Burada X = {Pantolon,Kazak} ve Y ={Corap} degerleri i¢in pantolon ve kazak
alan misterilerin bunlarin yaninda g¢orap da satin alma olasiligini1 ifade eder.
Miisterinin bu 3 iriinii birlikte satin alma sayist 7 ve miisteri sayist 25 ise

belirttigimiz bu kuralin destek ol¢iitii sdyle olacaktir:

sayi(Pantolon,Kazak,Corap) 7

destek(Pantolon, Kazak — Corap) = 55 =0,28

musterisayisi

Eger pantolon ve kazak alanlarin sayisinin 14 oldugu farz edilirse. Giiven 6lgiitii

sayi(Pantolon, Kazak,Corap) _ T

=05
sayi(Pantolon, Kazak) 14

gitiven(Pantolon, Kazak — Corap) =

olacaktir.
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Aligveris yerleri genel olarak miisteri bilgileri ele gegirirler. Satilan her bir hareket
sepet (“basket”) olarak adlandirilir. Market —Sepet analizi, miisteri egilimlerini

tanimlayan sepet verilerini analiz eder.

Tablo 1.4. Miisteri ve aligveris tercihi

Miisteri Numarasi Aldigr Cikolata Markas

MSNO101 ERDEM, SOKOKO, CITPIT, DERYA
MSNO102 ENFES, DERYA, MAZLUM, SOKOKO
MSNO103 ERDEM, DERYA, ENFES

MSNO104 SOKOKO, CITPIT, DERYA, POTPORI,
MSNO105 ERDEM, DERYA, MAZLUM, CITPIT
MSNO106 MIS, DERYA, CITPIT

MSNO107 ERDEM, ZARIF, DERYA

MSNO108 MAZLUM, YURDUM, CITPIT

MSNO109 YURDUM, SOKOKO, CITPIT

MSNO110 CITPIT, MiS, ERDEM, MAZLUM, DERYA

Birliktelik kurallari, item-setler arasindaki egilimi ya da iliskiyi bulur. Item set,
itemlerin kiimesini olusturur. Her bir hareket, item set olarak adlandirilir. Ornegin
MSNO108 numarali miisterinin yapmis oldugu aligveristeki “MAZLUM-YURDUM-
CITPIT” bir item settir.

1.7.3.Apriori algoritmasi

Bu tez ¢alismasinda 6zellikle tercih edilen ve tizerinde durulan algoritma kullanimi
kolaylig1 ve verdigi yiiksek giivenilirlikte sonuclari nedeniyle “Apriori Algoritmas1”
olmustur. Bu alt boliimde Apriori algoritmasmin isleyisini anlatmayir amaglayan

ornek bir calisma sunulmustur.



Ornek Calisma
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Tablo 1.5. Miisteri ve aligveris tercihi

Miisteri Numarasi

MSNO101

MSNO102

MSNO103

MSNO104

MSNO105

MSNO106

MSNO107

MSNO108

MSNO109

MSNO110

Aldigr Cikolata Markas

ERDEM, SOKOKO, CITPIT, DERYA
ENFES, DERYA, MAZLUM, SOKOKO
ERDEM, DERYA, ENFES

SOKOKO, CITPIT, DERYA, POTPORI,
ERDEM, DERYA, MAZLUM, CITPIT
MIS, DERYA, CITPIT

ERDEM, ZARIF, DERYA

MAZLUM, YURDUM, CITPIT
YURDUM, SOKOKO, CITPIT

CITPIT, MiS, ERDEM, MAZLUM, DERYA

Oncelikle destek ve giiven él¢iilerini karsilastirmak icin esik degerleri belirlenir.

Destekegik= %30

Gl'ivenesikZ %380

Burada esik destek sayis1  0,30*%10 =3 dur.

Her bir iiriin icin destek sayillar1 hesaplanir. Esik degeri ile karsilastirilan

destek degerlerinin icinden esik degerinden diisiik olanlar cikarihir.
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Tablo 1.6. Uriin ve destek degeri iliskisi

Cikolata Markas1 | Destek Degeri

ERDEM 5
SOKOKO 4
CITPIT 7
MAZLUM 4
ENFES 2
DERYA 8
POTPORI 1
MIS 2
YURDUM 2
ZARIF 1

Tablo 1.7. En yiiksek destek degerine sahip olan {iriinler

Cikolata Markas1 | Destek Degeri

ERDEM 5
SOKOKO 4
CITPIT 7
MAZLUM 4
DERYA 8

Kalan iiriinler ikiserli gruplanarak, grup destek sayilar1 hesaplanir. Tekrar esik
degerleri ile karsilastirilan destek degerlerinden esik degerinin altinda kalanlar

iptal edilir.



Tablo 1.8. Tiim triinlerin destek degerleri

Cikolata Markasi

ERDEM , SOKOKO
ERDEM , CITPIT
ERDEM , MAZLUM
ERDEM , DERYA
SOKOKO , ERDEM
SOKOKO , CITPIT
SOKOKO , MAZLUM
SOKOKO , DERYA
CITPIT , ERDEM
CITPIT , SOKOKO
CITPIT , MAZLUM
CITPIT , DERYA
MAZLUM , ERDEM
MAZLUM , SOKOKO
MAZLUM , CITPIT
MAZLUM, DERYA
DERYA , ERDEM
DERYA , CITPIT
DERYA , MAZLUM

DERYA , SOKOKO

Destek Degeri

1 destek degerli 1 item set var,

2 destek degerli 2 item set var,

3 destek degerli 5 item set var,

5 destek degerli 2 item set var,

24
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Tablo 1.9. ikili gruplandirmada en yiiksek destek degerli iiriinler

Cikolata Markasi Destek Degeri

ERDEM , CITPIT 3
ERDEM, DERYA |5
SOKOKO, CITPIT | 3
SOKOKO , DERYA | 3
CITPIT, MAZLUM | 3
CITPIT , DERYA 5

MAZLUM, DERYA |3

Daha sonra iicerli, dorderli, beserli, vb. bicimde gruplar i¢cin aym karsilastirma
ve eleme islemi devam ettirilir. Esik degerlere uygun oldugu siirece islemler

siirecektir.

Tablo 1.10. Coklu gruplandirilmus tirtinler igin destek degerleri

Cikolata Markasi Destek Degeri
ERDEM , CITPIT , SOKOKO 1
ERDEM , CITPIT , DERYA 3
ERDEM , DERYA ,SOKOKO 2
ERDEM , DERYA ,CITPIT 3
ERDEM , DERYA ,ENFES 1

ERDEM , DERYA MAZLUM 3

ERDEM , DERYA ,MiS 1
SOKOKO , CITPIT ,ERDEM 1
SOKOKO, CITPIT ,DERYA 2

SOKOKO , CITPIT ,POTPORI 1
SOKOKO , CITPIT, YURDUM 1
SOKOKO , DERYA , ERDEM 1

SOKOKO , DERYA ,CITPIT 2



SOKOKO , DERYA ,MAZLUM
SOKOKO , DERYA ,ENFES
SOKOKO , DERYA ,POTPORI
CITPIT , MAZLUM , DERYA
CITPIT , MAZLUM ,ERDEM
CITPIT , MAZLUM , YURDUM
CITPIT , MAZLUM ,MIS
CITPIT , DERYA , SOKOKO
CITPIT , DERYA , ERDEM
CITPIT , DERYA , POTPORI
CITPIT , DERYA , MAZLUM

CITPIT , DERYA ,MiS

Ucglii birlikteliklerin destek degerleri dikkate alinirsa, destek 3 olarak secilebilir.

Tablo 1.11. Uglii gruplandirmada en yiiksek destek degerli iiriinler

Cikolata Markasi Destek Degeri
ERDEM , CITPIT , DERYA {1} 3
ERDEM, DERYA ,MAZLUM {2} |3
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Belirlenen iiriin grubunun destek olciilerine bakarak birliktelik kurallar:

tiiretilir ve bu kurallarinin her biri i¢in giiven olciileri belirlenir.

ERDEM , CITPIT , DERYA icin birliktelik kurallarmin alt kiimesi ; { ERDEM ,
CITPIT} , { ERDEM , DERYA} , {CITPIT , DERYA} , {CITPIT} , {DERYA} , {

ERDEM }



Tablo 1.12. Giiven odlgiilerinin belirlenmesi {1}

Birliktelik

ERDEM & CITPIT ->
DERYA

ERDEM & DERYA ->
CITPIT

CITPIT & DERYA ->
ERDEM

CITPIT -> ERDEM &
DERYA

DERYA -> ERDEM &
CITPIT

ERDEM -> CITPIT &
DERYA

{2} ERDEM , DERYA , MAZLUM i¢in birliktelik kurallarinin alt kiimesi ;

Aciklama

ERDEM ve CITPIT m
bulundugu item-sette DERYA
nin olma olasilig1

ERDEM ve DERYA nin
bulundugu item-sette CITPIT
mn olma olasilig1

CITPIT ve DERYA nin
bulundugu item-sette ERDEM
in olma olasilig1

CITPITin bulundugu item-
sette ERDEM ve DERYA nin
olma olasilig1

DERYA nin bulundugu item-
sette CITPIT ve ERDEM in
olma olasilig1

ERDEM in bulundugu item-
sette CITPIT ve DERYA nin

olma olasilig1

Giiven

3/3=%100

3/5=%60

3/5=%60

3/7 = %42

3/8 = %38

3/5 = %60
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{(ERDEM , DERYA} , {ERDEM , MAZLUM! , {DERYA , MAZLUM! ,
{DERYA!} , {MAZLUM} , {ERDEM!}



Tablo 1.13. Giiven odlgiilerinin belirlenmesi {2}

Birliktelik

ERDEM & DERYA > MAZLUM

ERDEM & MAZLUM -> DERYA

DERYA & MAZLUM -> ERDEM

DERYA -> ERDEM & MAZLUM

MAZLUM -> ERDEM & DERYA

ERDEM -> DERYA & MAZLUM

Aciklama

ERDEM ve DERYA bulundugu

item-sette MAZLUM un olma
olasilig
ERDEM ve MAZLUM un

bulundugu item-sette DERYA nin
olma olasilig1

DERYA ve MAZLUM un
bulundugu item-sette ERDEM in

olma olasilig1

DERYAin bulundugu item-sette
ERDEM ve MAZLUM un olma

olasilig

MAZLUM un bulundugu item-sette
DERYA nin ve ERDEM in

olma olasilig1

ERDEM in bulundugu
DERYA ve MAZLUM un olma

item-sette

olasilig
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Giiven

3/5=%60

2/3=%66

3/3=%100

3/4=%75

3/4= %75

3/5=%60

Bu iki birliktelik kuralinda Giivenesi,=80 degeri dikkate alinarak diizenleme yapilirsa;

DERYA & MAZLUM -> ERDEM = %100
ERDEM & CITPIT -> DERYA =%100

‘a gore asagidaki sonuclar ¢ikarilir:

DERYA ve MAZLUM un birlikte satildig1 ahsveriste ERDEM’in satilma

olasihig1 %100’ diir.

ERDEM in ve CITPIT in birlikte satildigi ahsveriste DERYA’nin satilma

olasihig1 %100°diir



BOLUM 2. TIPTA VERI MADENCILIGININ KULLANIM
ALANLARI

Veri madenciliginin ¢ok fazla sayida veriyi verimli ve dogru bir sekilde analiz edip
ilgili arastirma alaninda 6nemli ve ilk basta anlasilamayan bulgulara ulagsmak i¢in
kullanilan bir yontem oldugundan 6nceki béliimde bahsedilmisti. Veri madenciligi
ve yontemlerini kullanarak degiskenler arasinda daha 6nce bilinmeyen iliski ve
korelasyonlar1 ortaya ¢ikarmak, Gtesinde gelecege doniik egilimleri ve olasiliklar1
tespit etmek miimkiindiir. Bu nedenle veri madenciligi yaklasimi fen alaninda

kullanim1 fazlaca tercih edilen bir yaklagimdir [11].

Tip alaninda son donemlerde meydana gelen teknolojik gelismeler, o6zellikle
biyomedikal elektronigindeki ilerleme ve verilerin bir arada degerlendirilmesinin
oneminin kavranmasi hem ¢ok fazla sayida biyomedikal verinin hem de ayni sekilde
¢ok fazla sayida kavramsal verinin toplanmasini beraberinde getirmistir. Insan
algisinin bazi detaylar1 kagirma olasiligma karsin farkina varilmas: daha giic
detaylarin da tespit edilip hastaliklarin teshisinin yapilmasi ve muhtemel erken
miidahaleler ya da tedavi degisiklikleri veri madenciligi yaklasimi ile daha olas1 hale

gelmistir.

Sadece biyolojik konular degil hastane ve kurum yonetimi, klinik siireclerin
incelenmesinde de veri madenciligi 6nemli derecede kullanilir hale gelmistir. O
nedenle tipta veri madenciligi kullanimma biyolojik anlami disinda hem klinik hem

de yonetsel acidan bakmak gerekir.

2.1. Tipta Veri Biriktirilmesine Yol Acan Uygulamalar

Veri madenciliginin kullanilmast s6z konusuysa oOnemli miktarda veriden s6z
edilmesi gerekir. Bu veriler ¢esitli yollar ve sistemlerle biriktirilmekte olan ve veri

madenciligi yontem ve fonksiyonlar1 anlamli hale getirilmesi gereken veriler
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olacaktir. Detayli olarak incelenirse tipta veri biriktirilmesine neden olan

uygulamalar asagidaki ana basliklar altinda toplanabilir [12]:

— Goriintiileme

— Teshis Koyma

— Terapi

— Prognoz

— Hastalik Evrelerinin Kontrolii

— Biyomedikal ve biyolojik analizler
— Epidomolojik ¢aligmalar

— Hastane Yonetimi

— Tibbi yonergeler ve egitimler

Goriildigi tizere tip alaninda sadece biyolojik anlamda veriler biriktirilmemekte
hastane ve siire¢ yonetimi ile klinik yaklagimlar da 6dnemli bir veri yigmina sebep

olmamaktadir.

2.2. Veri Madenciliginin Tipta Biyolojik Anlamda Kullamldig1 Asamalar
Biyolojik anlamda ya da insan saghgma doniik uygulamalardan ve veri
madenciliginin buralardaki kullanimindan bahsetmek gerekirse 3 Oonemli asama 6n

plana ¢ikmaktadir. Bunlar teshis koyma, terapi ve prognoz asamalaridir [12].

Teshis Koyma: Hastanin tasimis oldugu belirleyici Ozellikler iizerinden tanida

bulunmak ve siniflandirmak

Terapi: Mevcut ve/veya uygun tedavi metotlarindan se¢im yapmak; bu tedavinin

hastaya uygunlugu ve verimliligi ile iliskilidir.

Prognoz (Hastah@in Sonucunun Tahmini): Daha Onceki tecriibelere ve mevcut

sartlara bagl olarak gelecekteki olgularin tahmini.
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Bu ii¢ asamada veri madenciliginin neden 6n plana ¢iktig1 ise su bakis agisiyla

verilebilir.

Veri madenciligini tipta bu asamalarda kullanmaya neden ihtiyac vardir?

1) T1ibbi verinin dogasi: giiriiltii iceren, tam, kesin ve dogrusal olmayan, bulanik
veriler icermektedir.

2) Bilgisayarli sistemlere geg¢ilmesiyle birlikte ¢ok fazla veri barindirilmaya
baslanmis, islenmesi zor veri yigmlar1 olugsmustur.

3) Teshis koyma asamasinda ¢ok fazla hastalik belirtisi ile kargilasilmaktadir.

4) Saglik hizmetleri i¢in artan bir talep s6z konusudur (Hastalarda ve hasta
yakinlarinda artan bir farkindalik ve daha uzun bir 6miir beklentisi...)

5) Stres yiiklii caligma sartlari.

Asirt veri yigilmasi, ilerleyen teknoloji ile birlikte veri sayisinin artmasi buna bagli
olarak daha fazla belirtinin anlamlandirilabilmesi ve teshis koymanin zorlasmasiyla
birlikte bilinglenen hasta ve hasta yakinlar1 veri madenciliginin kullanimiyla daha net
cikarimlar yapilmasin1 elzem hale getirmistir. Bu ihtiyaglarla kullanilan veri
madenciligi ve yontemleri ile nereye varilabilecegi ise en 6zet sekilde asagidaki gibi

aciklanabilir [12]:

Veri Madenciligi Sonucu Tipta Ne Elde Edilebilir?

1) Tibbi veri enformatigindeki asir1 veri yiikklenmesini anlamlandirmak ve bunu
bir sorun olmaktan ¢ikarmak.

2) Arttirilmig saglik hizmetleri kalitesi, diisiirtilmiis calisma masraflar1 ve tibbi
verilerin daha 1y1 derlendirilmesi.

3) Aglar tlizerinden paylasilan veriler, daha kolay bir sekilde model

gelistirilmesini ve agiklama yapma kabiliyetinin artmasini saglayabilir.
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2.3. Tip Alaninda Biyolojik Anlamda Ornek Veri Madenciligi Uygulamalan

T1p alaninda, yukaridaki alt bolimlerde isaret edildigi lizere, tek basma bir semptom
teshis koymak i¢in yeterli olmayacaktir. Ancak diger semptomlarla bir arada
degerlendirildiginde 6nem kazanan bir semptomu tek basma bir teshis i¢in
kullanmak miimkiin degildir. Benzer sekilde tek basina bir sey ifade etmeyen 2 ayr1
semptomun bir arada bir hastalig1 ortaya ¢ikarma ihtimali de her zaman mevcuttur
[13]. Ornegin bir kalp hastalig: teshisinde hastaya sorulan veya hastadan elde edilen
verilerden bazilar1 olan yas, cinsiyet, boy, agirlik, nabiz, EKG sonuglar1 ve gogiis
agris1 veri paketindeki yas ve boy digerlerine gore ¢ok da 6nem az eden veriler
olmasa da agirlik verisi ile bir arada degerlendirildiklerinde hastanimn asir1 kilolu olup
olmadigma iligkin bir bilgiye ulasilmasini saglayacaktir. Diger yandan kan basinci
kardiyovaskiiler bir hasar1 siniflandrmada 6nemli bir bilesen olarak ele
almabilecekken, normalde kullanigsiz olan verilerden yas ile birlikte muhtemel bir
hipertansiyon teshisinin konulmasini saglayabilir. Bu arka arkaya verilen iki 6rnek
degerlendirme sonucu elde edilen asir1 kiloluk ve hipertansiyon verileri kalp
hastaligma iliskin koyulacak teshisi daha netlestirirken ayni zamanda
kardiyovaskiiler bir hasara ugramis hastanin asir1 kilo ve hipertansiyon sahibi olma

thtimalinin de kuvvetle muhtemel oldugunu ispatlamaktadir [14].

Yukarida verilen 6rnek veri madenciligi yaklasiminin kullanildig: alanlardan sadece
biridir. Biyomedikal sistemlerin daha da gelistirilmesiyle birlikte 6zellikle viicuttan
edinilen elektriksel sinyallerin anlamlandirilmasi tizerinde durulmustur. Ekg, Emg,
Eeg, Ssr, Hrv gibi insan viicudundan elde edilen elektriksel cevaplarin hastalik
teshisinde laboratuar testleri ve psikolojik testlerle bir arada degerlendirilerek

hastalik teshisi ve tedavi planlamasinda kullanildig1 bilinmektedir [15].

Beynin uyku evrelerindeki davranisi incelenerek veri madenciligi yaklasimi ile

insomnia yani uykusuzluk hastaligina iliskin tespitlerde de bulunulmustur [16].

Gogiis kanserinin teshisinde viriislerin kanserli hiicrelerin ¢ogalmasimi tetikledigine
iliskin 6ne atilan teoriler veri madenciligi kullanilarak desteklenmistir. G6giis kanseri

tiimorlerinde bulunan DNA dizilimlerinin, aralarinda Hepatit B viriisiiniin de oldugu
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bazi virlis tiirlerinin DNA’lariyla cok benzer oldugu ve adi gegen viriitik
rahatsizliklar1 ge¢irmis olan kadmlarin gogiis kanserine yakalanma olasiliklarinin

normale gore ¢ok daha yliksek oldugunu gostermistir [17].

Veri madenciligi Radyoloji’de de son donemde basvurulan bir yaklasim halini
almistir. Bir ¢ok saglik kurulusunun PACS adi verilen “resim arsivleme ve iletisim
sistemler1” veritabani kullanimina baslamasiyla birlikte her giin biiyliyen radyolojik
imaj veritabanlar1 veri madenciligi icin bicilmis kaftan halini almistir. PACS
icerisinde x-1g1n1, CT taramasi, MR, ultrason v.b. goriintiileme sistemlerinden elde
edilen goriintiiler muhafaza edilmektedir. Bu goriintiiler hem hasta bilgileri hem de
uzmanlarin elde edilen goriintii lizerine yapmis olduklar1 yorumlar1 da igermektedir.
Dolayisiyla veri madenciligi ¢alismalarina son derece uygun bir veritabani halini
almaktadir PACS sistemleri. Ayni hastaliga iliskin teshisler ve gorsel verilerin Rad
Monitor denilen veri madenciligi yazilimi ile degerlendirilmesi sonucu, kesinlige

kavusturulamamis vakalar ¢oziilebilmektedir [18].

Veri madenciliginin bir diger kullanim alani da temporal lop epilepsisidir.
Epilepsinin teshisinde de diger hastaliklara benzer sekilde tibbi veriler kimi zaman
yetersiz kalmakta, tecriibeye veriler ve hasta sikayetleri on plana c¢ikmaktadir.
Biyolojik bir fenomenin teshisinde onceki gozlemler ve yasanmislhiklarin birlikte
degerlendirilmesi kusku yok ki veri madenciligi gibi bir yaklasim ile daha kesin
sonuclara ulasilmasini saglamaktadir. PSO (Particle Swarm Intelligence algorithm),
SVM (Support vector Machine) siniflandirmasi ve SVM veri madenciligi yontemleri
iizerinden yapilan epilepsiye doniik c¢alismalar sonucunda sadece 55 aday veri
bunlara iligskin verilerle olusturulan veri seti ile epilepsi teshisinde verimli sonuglar

verebilecek bir algoritmaya ulagilmistir [19].

2.4. Klinik Veri Madenciligi

Veri Madenciligi sadece hastalik teshisi, tan1 koyma ve prognoz asamalarinda degil

klinik siireclerde de ihtiya¢ duyulan ve ¢oziimler getiren bir yaklasimdir. Klinik

anlamda veri madenciliginin hedefleri su bagliklar altinda toplanabilir [20]:
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Klinik Veri Madenciliginin Hedefleri

e Klinik Durumlar1 Sorgulamak
e Illgili Verileri Cikarsamak

e Bilgi Kesfi

Bu hedeflere ulasma c¢abasi icerisinde veri madenciligi uygulamalarmin hayata
gecirilmesinde karsilasmast muhtemel sorunlar vardir. Bu sorunlarla dogru sekilde

bas edilerek ancak aranan ve gerekli olan bilgiye, anlamlandirilmis veri analizine

ulasilabilir.

Klinik Veri Madenciliginin Bas Etmesi Gerekenler

e Mevcut ¢ok cesitli veri kaynaklari
e Sinrrl olarak yapilandirilmis veri ve veri yigmlari

e Icige gegmis ontoloji

Klinik Veri madenciliginde karsilasilan sorunlarla bas edilebilir ve veri isleme

asamasina ulasilabilirse yapilmasi gereken islemler asagidaki gibi siniflandirilabilir.

Klinik Veri Madenciliginin Islemleri

1) Ilgili tiim verinin sayisal olarak sekillendirilmesi

2) Yap1 olusturulmasi

— Kodlanmis verinin elde edilmesi

— Dogal Dil Algilamas1 (Natural Language Understanding)

3) Cok genis bir sekilde erisilebilir bir veri ve yazilim havuzu yaratmak

2.5. Yonetsel Anlamda Veri Madenciligi

Saglik sistemi politikalarinin ve yonetsel kararlarinin temeli veri ve veriden elde
edilmis bilgidir. Saglik politika ve kararlarmin amaclara uygun ve etkin olabilmesi

giivenilir, giincel ve dogru veriye baghdir. Saglik bilgi sistemlerinin amaci biiyiik
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miktardaki saglik verilerinden faydali bilgi tretmektir [21]. Bu bilgiler hasta
diizeyinde daha 1yi saglik hizmeti sunumu, saglik kurumlarinin daha iyi yonetilmesi,
kaynaklarin etkin kullanimi ve saghk politikalarmin olusturulmasit amaclar1 ile
kullanilmaktadir. Saglik verileri hastaneler, diger saglik kurumlari, sigorta sirketleri

ve ilgili kamu kurumlar1 basta olmak iizere bir¢cok kurulus tarafindan toplanmaktadir.

Glinlimiizde dijital verilerin hacmindeki artis beraberinde yeni sorun alanlar1 da
yaratmistir. Bunlarin baglicalari; ¢ok miktarda, ¢cok boyutlu ve karmasik verileri
islemek i¢in yontem ya da sistemler gelistirmek; yeni tiirdeki verileri islemek i¢in
yontem ya da sistemler gelistirmek; dagilmis verileri islemek i¢in yontem, protokol
ya da altyapr gelistirmek; verilerin kullanimi ve giivenligi ile ilgili modeller
gelistirmek olarak siralanabilir. Biliylik miktarda verinin ilk cagristirdigi kavram

“Veri Madenciligi”dir.

Dolayisiyla hastane yOnetimi, hastanenin maruz kalacagi hasta yogunlugu, tedavi
siirelerinin 6nceden tahmini, mesai ve ndbet siirelerinin diizenlenmesi, yatak, ilac,
sarf malzemesi v.b. ihtiyaclarin 6nceden belirlenmesi gibi yOnetsel ihtiyaglarin
sekillendirilmesinde dnceki tecriibeler mevcut veri birikimlerine dayanarak yapilacak

veri madenciligi islemleri yonetsel anlamda tip alanima 6nemli artilar saglayacaktir.

Bu tez ¢alismasi daha ziyade biyolojik ya da medikal anlamdaki veri madenciligini
incelemekte, buna bagli olarak klinik ve yoOnetsel veri madenciligi islemleri ile

alakali uygulamalara ¢ok fazla girmemektedir.



BOLUM 3. MIGREN RAHATSIZLIGI VE BAS AGRISI

Glinlimiizde bas agris1 hem temel tipta hem de ndroloji pratiginde karsilastigimiz en
sik sikayetlerdendir. Bas agris1 6nemli bir konudur, zira toplumda ¢ok sik goriiliir,
toplumun ¢ok genis bir kismini etkiler, ciddi is glicii kayiplar: yaratabilir ve tabii ki
bas agris1 olan kisi i¢in en Onemlisi ise hayati tehlike yaratabilecek bir hastaligin

belirtisi olabilir [22].

Bas agris1 en eski uygarliklardan beri insanlari rahatsiz eden ve iizerinde calistiklar1
hastaliklardan olagelmistir. Milattan 6nce (M.O.) 7000 yilina ait neolitik insan
kafataslarinda bas agrisin1 tedavi etmek ic¢in trepanasyon denen bir islemin

uygulandig ve kafatasinin delindigi bilinmektedir [23].

Gilinitimiize degin, gegen binyillar siiresince bas agrisinin tanis1 ve tedavisinde pek
cok ilerleme kaydedilmistir. T1ibbi ve giincel yayinlarda bas agris1 tetikleyicileri, bas
agrisini rahatlatan etkenler, migren ve bilesenlerini olusturan bas agrisi, aura donemi
ve semptomlari, bulanti, kusma, fotofobi, fonofobi gibi eslik eden belirtiler ve ailevi
egilim tanimlanmistir. Ailevi egilimle ilgili olarak da bas agrisi ve ozellikle de

migrende genetik arastirmalar yogun bir sekilde devam etmektedir.

Bas agrisina iliskin kaynaklar M.O. 3000 yila kadar uzanmaktadir. Bir Siimer epik
siirinin yazili oldugu ve bas agrisim anlatan tablet bilinen en eski kaynaktir. M.O.
1200 yilma tarihlenen bir Misir bas agris1 regetesi ve M.O. 2500 yilina ait oldugu
bildirilen “Ebers Papirusu” migren, saplanici bas agrist ve nevraljiyi
tanimlamaktadir. Hipokrat da migren bas agrisma Onciiliik edebilecek olan ve

kusmayla rahatlayan gorsel aurayr M.O. 400 yilinda tanimlamistir.
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M.S. 2. ylizyilda, Aretaeus, ¢ogunlukla basin bir tarafinda hissedilen, bulant1 ile
birlikte olan ve agrisiz donemlerin izledigi bir bas agris1 tammmlamistir. Aretaeus bu

tanimla migrenin buluscusu olarak bilinir.

Migren terimi M.S. ikinci yiizyillda Yunanca’da yarim bas agrisi anlamina gelen
“hemicrania” kelimesinden tiiretilmistir. Migrenin sik goriilen diger bas agrilarindan
ayrimi ise ilk olarak 1783 yilinda Tisso tarafindan yapilmistir. Tisso migreni
supraorbital nevralji olarak isimlendirmistir. izleyen yiizyillda DuBois Reymond,
Mollendorf ve Eulenburg migren icin farkl vaskiiler teoriler ileri siirmiislerdir. 1783
yilinda Liveing “Megrim, hasta edici bas agris1 ve iliskili bozukluklar iizerine; sinir
firtinalarinin patolojisine bir katk:r” isimli yazisini kaleme almig ve bu monograf ile
migrenin noral teorisini ortaya koymustur. Liveing bu makalesinde otonom sinir
sistemindeki bozukluklar sinir firtinalar1 olarak adlandirmakta ve temel sorunu buna
baglamaktadir. Deyl, Spitzer ise 1900 yilinda bag agrisinin etyolojisine yonelik bazi
hipotezler 6ne stirmiistiir. 1930 yilinda da Johnn Grahom ve Harold wolf tarafindan
“vaskiiler teori” tamimlanmigtir. Vaskiiler teoriye gore aura intrakraniyal arterlerde
vazokonstriiksiyona; bas agrisi ise eksternal ve internal karotis arterlerinin dallarinda
asir1 genislemeye bagli olarak olusmaktadir [24]. Yine ayni yazarlar 1938 yilinda
ergotamin isimli ilacin kan damarlarii daraltarak etki ettigini géstermisler ve bunu
da vaskiiler teoriye kanit olarak sunmuslardir. 1944 yilinda Leao ve gectigimiz

dekatta da Lauritzen ve Olesen migren i¢in nérojenik teoriyi 6ne stirmiislerdir [25].

Norojenik teoriye gore; aura doneminden rafe niikleusunda ve lokus seruleusta
baslayan desarjlar sorumludur. Bu desarjlar bolgesel bir kan akim1 azalmasina neden
olurlar. Bolgesel kan akimi azalmasi ndéronal depresyona sebep olur ve bu noronal
depresyonda o©ne dogru yayilarak “yayilan depresyon dalgasini” (spreading

depression) olusturur [26].

Migren tedavisinde ergot kullanimi uzunca bir donem kurtarict olmustur. Ergot
kullanimina dair tibbi literatiirdeki ilk yaymlar 1883 yilinda Almanya’da Eulenberg,
1894 yilinda Amerika Birlesik Devletleri'nden Thompson ve yine ayni yilda
Ingiltere’den Campell tarafindan bildirilmistir. Stoll ve Hoffmann ise 1943 yilinda

dihidroergotamini sentezlemislerdir. Horton, Peters ve Blumenthal ise Mayoklinik’te
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dihidroergotamini migren tedavisinde basarili bir sekilde kullanmislardir. Pot
Humphrey ve ark. Tarafindan sumatriptanin gelistirilmesiyle migren tedavisindeki
modern yaklasim baslamistir. Pot Humphrey ve ark. serotoninin bas agrisini
giderebilecegi kavramma dayanarak serotonine benzeyen yapida ancak daha az yan
etkili ve daha dayanikli bir kimyasal bilesik olusturdular. Bu gelisme ile akut migren
tedavisi caligmalar1 yeni bir boyut kazandi ve bugiin triptanlar olarak bildigimiz

ilaglarin etki mekanizmalarinin agiga ¢ikmasini sagladi [25].

Migrenin onleyici tedavisi i¢in modern yaklasim ise migrenin asir1 serotonine bagli
oldugu inanisi ile basladi. Sicuteri migren ve kiime bas agrilarinda profilaktik tedavi
icin bir serotonin antagonisti olan metiserjidin gelistirilmesine katkida bulundu.
Uzun bir aradan sonra migrenin Onleyici tedavisinde yeni ilaglar denenmekte ve
gelistirilmektedir. Bazi anti-epileptik ilaglarm migrende etkili oldugunun bulunmasi
bu yeni ¢aligmalarin sonuglarindandir. Yeni tedavilerin gelistirilmesi ile birlikte, bas
agrisina iligkin temel bilimler de gelismekte, klinisyenlerin bas agrisi tedavisi ve
egitimine ilgileri de artmaktadir. Bas agris ile ilgili bilimsel ¢aligmalar 6zellikle 19.
yiizyilldan sonra c¢ok hizlanmistir. Son yillarda ailevi hemiplejik migrenin geni
bulunmus, migren ve kiime bas agrisinda sorumlu olabilecek beyin sap1 merkezleri
belirlenmistir. Biitiin bu gelismelerin sonucu olarak da 6zellikle son 20 yilda bas

agrisi i¢in tani kriterleri gelistirilmis ve farkl smiflamalar yapilmistir [27].

3.1. Birincil Bas agrilariin Simiflandirilmasi ve Tam Olgiitleri

Birincil bas agrilarmin tanimlanmasi ¢alismalar1 zaman i¢inde bazi giigliikleri de
ortaya c¢ikarmistir. Epidemiyoloijik ¢aligmalar1 giiglestiren en 6nemli etkenlerden
birisi taniya iligkin tek bir standart Glciitiin olmamasidir. Bu sebeple olsa gerek ki
birincil bag agrilariin prevalans ve insidanslariyla iligkili yapilan farkl ¢aligmalarda

farkli sonuglarin ortaya ¢iktig1 gzlenmektedir [25].

Bas agrisinin aralikli ve tekrarlayici olabilen seyirlerinden dolayr hastalar iyilik
donemlerinde bas agrilarinin  Ozellikleriyle 1ilgili  ayrintilar1  tam  olarak

hatirlayamayabiliyorlar. Bu hastalara bas agrilarinin oldugu dénemde ya da hemen
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akabinde bas agrilarmin Ozelliklerini not etmeleri istenerek caligmalardaki tani

yontemlerinde 6nemli iyilesmeler saglanabilmektedir [25].

Birincil bas agrilarinin ayrimida smirlarin ¢ok keskin olmayist da 6nemli bir
zorluktur. Ornegin migren bas agris1 ve gerilim tipi bas agrist ayr1 ayr1 hastaliklar
olarak simiflanmaktadir, ancak her iki tip agrinin birlikte bir siirekliligi de s6z konusu

olabilmektedir. Bu durum bu iki agrinin ayrimini bazen giiclestirebilmektedir.

Migren bas agrist her zaman tek bir klinik formda ortaya ¢ikmamaktadir. Farkli
ozellikler ve eslik eden farkli belirtiler nedeniyle hastalar arasinda degiskenlik
gosterebildigi gibi bazen ayni kiside bile zaman i¢inde migren belirtileri degiskenlik

gosterebilmektedir [25].

Diger onemli bir nokta, klinisyenlerin ve epidemiyologlarin hastalik belirtilerini
smiflarken hastanin ya da hasta bir ¢ocuksa cocugun bakimiyla ilgili kisilerin
hafizasina glivenmek zorunda kaliyor olmalaridir. Bu durum hastalarm ya da
yakinlarinin ancak daha siddetli, daha sik ve daha carpici bas agrisi1 ataklarini1 daha

1y1 hatirlamaya egilimli oluslarindan dolay1 ¢aligmalarda zorluk yaratabilir.

Bir¢ok migren hastasinda birden fazla bas agrisi tipi goriilebilir ve hasta hangi bas
agris1 tipinin hangi belirtilerle birlikte oldugunu karistirabilir. Bazi hastalarsa
gecmiste olmus bir olayr yakin bir zamanda meydana gelmis gibi hatirlayabilirler;

“teleskopi fenomeni” yasamaya egilimli hastalar.

Biitiin bu nedenlerden dolayr temel ve klinik bilimlere iliskin arastirma
calismalarinda standart bir kavram biitiinliigii olusturmak amaciyla ¢esitli bas agrisi
siniflamalar1 yapilmistir [27-29]. 1k bas agris1 smiflamasi Ad-Hoc Committee
tarafindan 1962 yilinda yapilmistir [29]. Bu smiflamanin yetersizligi nedeniyle
Olessen’in bagkanliginda olusturulan “Uluslararas1 Bas agris1t Dernegi” (IHS) 1988
yilinda tiim bas agrilarini igeren smiflamay1 ve tani Olgiitlerini yaymlamistir [30].
IHS 1988 smiflamasimin 6zellikle yeni tanimlanan bazi bas agrilarmi igermemesi ve
yetersiz kalmasi nedeniyle 2004 yilinda THS yeni bir siniflama ve tani Olgiitleri

kilavuzu yaymlamistir. Bu son smiflamada bas agrilar1 toplam tii¢ kategoriye ayrilmis
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ve 14 baslik altinda toplanmistir. Bu calismada birincil bas agrilar1 igerisinde

degerlendirilen “Migren” iizerinde durulmustur:

Birincil Bas Agrilan

MIiGREN

1) Aurasiz Migren

2) Aurah Migren
3) Olas1 Migren

a) Olas1 Aurasiz Migren
b) Olas1 Aurali Migren
C) Olas1 Siiregen Migren

3.2. Aurasiz Migren (Yaygin Migren, Hemikraniya Simpleks)

Tanmmmi: Ataklar seklinde ortaya cikan, 4-72 saat siiren, genellikle tek tarafli,
zonklayici, orta veya siddetli, glinliikk bedensel hareketlerle artis gosteren, fotofobi,
fonofobi, bulant1 ve kusmanin eslik ettigi tekrarlayic1 bir bas agris1 hastaligidir.

Wk

(asagida ile isaretlenen noktalar cocukluk ¢agi migren tanisinin erigkinlerden

farkli olan yanlarini géstermektedir.) [25].

Tam Olgiitleri:

A. B-D dlgiitlerine uyan en az 5 atak varligi

B. 4-72 saat siiren bag agris1 ataklar1 (tedavi edilmis olsun ya da olmasin)

(*erken ¢ocukluk doneminde 1-72 saat siiren bas agrisi ataklari, 15 yas disti
cocuklarda siire icin eriskindeki gibi 4-72 saat gegerli)

C. Bas agris1 ataklar1 agagidaki 6zelliklerden en az ikisini tagimalidir:

1. Tek tarafh

(* tek tarafli veya iki tarafli frontotemporal yerlesim)

2. Zonklayici ozellikte

3. Orta ya da agir siddetli
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4. Giinliik bedensel hareketlerle siddetlenme (yliriimek, merdiven ¢ikmak gibi)

D. Bas agris1 sirasinda asagidakilerden en az birisi bulunmalidir: (* bu durum,
cocugun ifadesi sart olmaksizin, davraniglarindan da anlasilabilir)

1. Bulant1 ve /veya kusma

2. Fotofobi ve fonofobi

E. Baska bir organik hastalik isareti olmamali

3.3. Aurah Migren (Klasik Migren, Oftalmik, Hemiparestezik, Hemiplejik ya da
Afazik Migren)

Tanmmi: Geri doniisiimlii fokal norolojik belirtilerin, 5-20 dakikadan fazla ve 60
dakikadan az siirdiigii, tekrarlayici ataklarla karakterize bas agris1 hastaligidir. Aura

belirtilerini genellikle aurasiz migren tipi bas agris1 izler.

Tam Olgiitleri

A. B ol¢iitlerini dolduran en az 2 atak olmali

B. Asagida belirtilen 4 6zellikten en az 3 tanesi olmalt:

1. Bir ya da daha fazla sayida, tiimiiyle geri doniisiimlii olan ve fokal serebral
kortikal ve/veya beyin sap1 fonksiyon bozukluguna isaret eden aura belirtilerinin
olmasi

2. Dort dakikadan daha uzun siirede yavas yavas gelisen en az bir aura belirtisi ya da
veya daha fazla sayida birbiri ard1 sira gelisen belirtiler

3. Aura belirtileri 60 dakikadan uzun stirmemeli

4.Bas agrisi, aurayi takiben 60 dakika i¢inde gelismeli (bas agris1 aura olmadan once
veya aura ile birlikte baglamis olabilir)

C. Organik hastalik isareti olmamali

3.4. Olas1 Migren (Migrenoz Bozukluk)

Tamim: Bas agris1 ve/veya atagi migren tani Olciitlerinden biri disinda digerlerini

karsiliyorsa olas1 migren ad1 verilir.
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3.4.1. Olas1 aurasiz migren

Tam Olgiitleri:

A. 1.1. Aurasiz migren i¢in A-D tani dlgiitlerinden biri disinda tiimiinii karsilayan
ataklar

B. Baska bir organik bozuklukla iligkili olmamali

3.4.2. Olas1 auralh migren

Tam Olgiitleri:

A. 1.2. Aurali migren veya onun herhangi bir alt formu i¢in A-D tami 6l¢iitlerinden
biri disinda tiimiinii karsilayan ataklar

B. Baska bir organik bozuklukla iligkili olmamal.

3.5. Diger Bas Agrilan

Diger Bas Agrilar1 ise su sekilde siiflandirilabilir:

- Gerilim Bas Agrilar1

- Kiime ve Diger Trigeminal Otonomik Bas Agrilar
- Diger Birincil Bas Agrilari

- Ikincil Bas Agrilar

— Kraniyal Nevraljiler, Santral ve Birincil Fasiyal

- Agr1 ve Diger Bas Agrilari

3.6. Migren Bas Agrisimin Klinigi

Migren Oykiiye dayanarak konan bir tanimdwr. Fizik muayene, norolojik muayene,
laboratuvar ve goriintiileme incelemeleri normaldir. Muayene ve diger incelemeler
baska bir hastaligi dislamak i¢in yapilir (23). Migren ataklar seklinde gelen bas

agrilariyla karakterize bir hastalik olmakla beraber nadiren baslangicindan itibaren
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hergiin agris1 olan hastalar da bildirilmstir. Migrenli hastalarin dortte birindeyse
ataklar halinde gelen bas agrisi, asir1 ilag kullanimi, artiric1 diger etkenler veya eslik
eden diger durumlar nedeniyle zaman i¢inde siklasip giinliik veya giinasir1 gelen bas
agris1 karakterine biirlinir. Migren tanis1 konurken oOykiide bas agrisi atagmin
ozellikleriyle birlikte bu ataklarin zamansal seyri bilgi vericidir. Migren ataklarinin
siklig1 migrenli kisi icin zamanla degisiklik gdstermekle birlikte genellikle birkag
aylik zaman dilimleri i¢inde belirgin degisimler gostermez. Migreni olan hastanin
%060 kadarinda bas agris1 ataklar1 ayda bir ya da daha seyrek olurken %10 hastada ise
ayda 5 veya daha fazladir. En sik goriilen migren formu aurasiz migren olup migren
vakalarmin %90’ 1 olusturur. Geri kalan %10 olguda ise “aurali migren” ataklar1 tek
basma ya da aurasiz migren ataklar1 ile birliktedir. Ozgiin bir migren atag: yalnizca

bas agrisi ile sinirli degildir. Klasik bir migren atag: baslica 4 evrede gerceklesir:

1) Oncii evre

2) Aura evresi

3) Bas agris1 evresi
4) Agr1 sonrasi evre

1) Oncii Evre: Bas agrisindan saatler hatta bazen giinler 6ncesinden baslayabilir.
Belirtilerinden hipotalamusun sorumlu oldugu diisliniilir. Bu evre migrenlilerin
yarisindan fazlasinda goriiliir (1,3,24). Bu donemin baslangici hasta tarafindan net bir
sekilde hatirlanmaz ancak istah degisikligi (acikma, susama, cani bir sey istememe),
duygu durum degisikligi (huzursuzluk, depresyon, 6fori), biligsel bozukluk belirtileri
(unutkanlik, beceriksizlik) ortaya ¢ikabilir.

2) Aura Evresi: Aurali migren ataklar1 migrenlilerin %10 kadarinda goriiliir. Bu

evre siklikla bas agrisindan once baslar ve hastalar dncii evreye gore daha agik bir
sekilde ifade edebilir. Aura evresi 4 dakikadan uzun ve 60 dakikadan kisa siirer ve
aura evresini takiben en ¢ok 1 saat icinde agr1 baslar (12,14). Nadir olarak aura evresi
bas agrilariyla birlikte baslar. Az bir hastada aura evresi 1 saatten fazla siirebilir.
Aura evresini bazen bas agris1 izlemeyebilir. Aura evresindeki bulgular ¢ogu kez
gorseldir ve bunlar c¢ogunlukla yar1 alam1 gérmeme (hemianopi), yarim gorme

alaninda bazen de biitlin gorme alaninda parlak 1siklar veya karanlik noktalar gérme,
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zigzag cizgiler gorme seklindedir. Seyrek olarak aura bulgular1 duysal
(hemihipoestezi veya parestezi), motor (hemiparezi veya pleji), afazi, oftalmople;ji,
beyin sap1 islev bozuklugu (baziler belirtiler; c¢ift gérme, bulanti, kusma, bas
donmesi, motor veya duysal kusurlar, dizartri gibi bulgularin biri, birkag1 yada tiimii)

seklinde olabilir ve bunlara gorsel bulgular eslik edebilir veya etmeyebilir [22].

3) Bas agnis1 Evresi: Bas agrisinin sekli, siiresi, siddeti ve eslik eden bulgular1
hastadan hastaya veya ataktan ataga degisebilir. Bununla birlikte cogunlukla agri
baslangigta tek yanli olup ilerleyen saatlerde diger yana da yayilabilir ya da ayni
yanda devam edebilir. %30 hastada ise baslangictan itibaren iki yanli baslar. Agri
zonklayict 6zelliktedir. Sakak ve goze yayilim gosterir. Agr1 cogu zaman ensede de
hissedilir. Agrilar cogunlukla orta ve ileri derecededir. Hafif agrilar seyrek goriiliir.
Migren agrist tipik olarak giinliikk bedensel hareketlerle (merdiven ¢ikmak v.b.) artis
gosterir. Agr1 swrasinda c¢ogunlukla 1s18a duyarlilik (fotofobi) ve sese duyarlilik
(fonofobi) vardr. Agrili kisi los ve sessiz bir ortam arayisindadir. Siklikla kokuya
artmis duyarlilik (osmofobi) bulunur. Genellikle agri basladiktan bir siire sonra
bulant1 hissi olur ve bazen kusma da gerceklesir. Agr1 ¢cogunlukla 4 saatten uzun
siirer ve ila¢ kullanilmasa dahi genellikle 72 saat i¢inde sonlanir. 4 saatten kisa siiren
ya da 72 saatten uzun siiren agr1 ataklar1 olan migren hastalar1 da vardir ama bunlar

az sayidadir. Uyku cogunlukla agriy1 dindiricidir [22].

4) Agn Sonras1 Evre: Agrinin gecmesinden sonraki evredir. Agr1 gectikten sonra
cogu zaman atak bitmez. Bu evrede hasta yorgunluk, bitkinlik, tedirginlik hisseder.
Bazen de asir1 iyilik hissi olabilir. Agr1 sonrasi evre saatler veya giin boyu siirebilir.
Migren atagi swasinda bas agrisinin neden oldugu yetersizlikler hesaplanirken
agridan sonraki bu dénemde g6z 6niinde bulundurulmalidir. Ciinkii agrisiz olan bu
donemde hasta bahsedilen belirtiler nedeniyle hala giinliik islevlerine donemeyebilir

[22].

3.7. Migrenin Tetikleyicileri

Baz1 migrenli hastalar bas agris1 ataklarmin nedensiz bir sekilde basladigini ifade

ederler ancak ¢ogunlukla hormonal degisimler gibi i¢sel ya da hava degisimi, bazi
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kokular vb. gibi bir digsal tetikleyici ya da tetikleyiciler birlikteligi agriy1 baslatir.
Her migreni olan kisi tetikleyici bu etkenlere ayni duyarlilikta olmayabilir.
Bazilarinda tek bir tetikleyici faktor agriyr baslatabilirken bazilarinda da birkag
tanesinin birlikte olmas1 ancak agriy1 baslatabilir. Ornegin tek basma bilgisayar
basinda ¢ok c¢aligmak agriyr baslatmazken, calisma sonrasinda alkol alimi, geg

yatmak ve sabah da kahvaltiy1 geciktirmek atagi baglatabilir.

Migreni en sik olarak tetikleyenler stres, menstruasyon, az uyumak, fazla uyumak,
oglin atlamak, yorgunluk, hava degisimleri (nem, basing, riizgar), alkol (6zellikle
sarap, bira), koku (parfim ya da keskin kokulu kimyasallar), parlak 1sik, sigara
dumani, yiiksek rakim, 6ksiiriik, bazi gidalardir. Bu tetikleyicilerin ¢ogu migren dis1
bas agrilarinda da tetikleyici Ozellige sahiptirler. Koku, sigara dumani, hava
degisikligi ve parlak 1s1k digerlerine gore daha ¢cok migrene 6zgi tetikleyicilerdir.
Gidalar i¢inde de peynir, alkol (6zellikle kirmiz1 sarap), nitrath besinler sayilabilir.

Az sayida hastaya 6zgii bagka gidalar da bildirilmistir [25].
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BOLUM 4. ANKET VE VERI MADENCILIGI UYGULAMASI

Bu tez calismasinda gerceklestirilen uygulama, Sakarya Universitesi akademik ve
idari personeline uygulanan anket verilerinden yararlanilarak gerceklestirilmistir.
Rastgele secilen 170 personele uygulanan olasi migren teshisine yonelik anket
sonuclarinda apriori algoritmas1 kullanilarak birliktelik kurallar1 ¢ikarilmaya
calisilmistir. Toplanan ham veriler SQL Server 2007 yardimiyla veri Onisleme
teknikleri kullanilarak analiz yapmaya uygun hale getirilmistir. Kayip degerli
alanlara, o nitelige ait diger degerlerin ortalamasi atanmistir. Béylece veri dagilimi
cok fazla degistirilmeden kayip degerli alanlarin kullanilabilir hale getirilmesi
saglanmistir. Veri toplanmasinda anket yontemi kullanildigindan dolay1
veritabaninda anlamsiz / niteliksiz verilere rastlanmamistir. Veri toplama yontemi
olarak anket uygulamasinin se¢ilmesi sonucunda veri kaybinin en aza indirgenilmesi

saglanmigtir.

Calismada kullanilan anket Tablo 4.1°de sorulariyla birlikte sunulmustur.

Birliktelik kuralarmin olusturulmasinda yararlanilan algoritma son derece yaygin
olarak kullanilan apriori algoritmasi olarak secilmis, Oncelikle destek ve giliven
Olciitlerini karsilastirmak i¢in esik degerler belirlenmistir.

Destekegik = % 60

Gﬁvenesik =% &0
Burada esik destek sayis1 0,60 * 170 =102 olarak belirlenmistir.
Her bir alan i¢in destek sayilar1 hesaplanmistir. Esik degeri ile karsilastirilan destek

degerlerinin i¢inden esik degerinden diisiik olanlar ¢ikarilmistir. 102 esik degerinden

biiyiik olan alanlara ait veriler Tablo 4.2’de sunulmustur.



Tablo 4.1. Anket sorulari ve cevap secenekleri

Slgf)“ Anket Sorular: S1 S2 S3 S4 S5 S6 S7 S8

1 Yas 20°den az 20-40 40-60
2 Boy 155’ten az 155-175 175’ten fazla
3 Kilo 40’dan az 40-60 60-80 80’den fazla
4 Cinsiyet Erkek Kadm
5 Kan Grubunuz 0 Rh+ 0 Rh- A Rh+ A Rh- B Rh+ B Rh- AB Rh+ | AB Rb-
6 Medeni Haliniz Evli Bekar Dul
7 | Kadro Durumu Akademik Idari
8 Adapazari’nda sanayi bolgesine

yakin bir yerde mi oturuyorsunuz? Evet Hayr
9 Ailenizde bag agrisi rahatsizlig Evet Hayir

olan var m1?
10 | Alkol kullantyor musunuz? Evet Hayir
11 Sigara kullaniyor musunuz? Evet Hayir
12 i}o:; bir y1l i¢inde bas agriniz oldu Evet Hayir
13 | Ne kadar siklikta bag agrisi Her giin Haftada Ayda 1-2 kez Birkag ayda bir

yastyorsunuz? 2-3 kez kez

~ o -
14 | Bas agrmizin sekli? Siirekli At.ak.sc?khnd.e
(ani gidis-gelis)

15 Ba 3 agriniz ortalama ne kadar 30dk- 4-8 saat 24 saatten fazla | 72 saatten fazla

suirliyor? 4saat
16 | Agn basimizin hangi bolgesinde Bagimizin Bagimizin Basmlz.m. o Basinizin

olusuyor? g herhangi bir Her iki tarafta | tamamin

saginda solunda .
yerinde da

17 | Zonklayici bas agriniz oluyor mu? Evet Hayir
18 Bflslnlzl hareket ettirdiginizde Evet Hayir

agriz artryyor mu?

- = s -
19 Evet ise bas agrinizin derecesi? 3- Fazla ama 3 Hastanfeye
1-Cok az gitmeniz
dayanilir .
gerekiyor




48

20 | Genel olarak bas agrmizin derecesi 4-6 Rahatsiz
edici fakat 7-9 Yaptiginiz 10-Hastaneye
1-3 Hafif ey . . .
. giinliik islere isi birakmaya gitmeniz
siddet .
devam sebep oluyor gerekiyor
edilebiliyor
21 Basg agrisi sirasinda bulanti kusma Bulant: Kusma Her ikisi Higbiri
oluyor mu?
22 Basiniz agrirken 1siktan rahatsiz Evet Hayir
oluyor musunuz?
23 | Basimniz agrirken sesten rahatsiz Evet Hayir
oluyor musunuz?
24 | Kag saat bilgisayar baginda 1-4 saat 4-8 saat 8-12 saat 12 saatten fazla

kaliyorsunuz?




Tablo 4.2. Esik degeri 102 tizerindeki veriler

Swra | Alan Deger Destek Degeri
No
1 YAS 20-40 143
2 BOY 155-175 103
3 CINSIYET Erkek 104
4 KADRO Idari 111
5 A SBO Hayir 143
6 A K Hayir 144
7 S K Hayir 121
8 SBYIBAO Evet 149
9 BASYAS Atak seklinde 116
10 |[BAONKS 30dk-4saat 114
11 |[ZBAO Evet 108
12 | BASBVKDO Hicbiri 129
13 [ BASRO Evet 118

Kalan alanlar ikiserli gruplanarak, grup destek sayilari1 hesaplanmistir. Tekrar esik
degeri ile karsilastirilan destek degerlerinden, esik degerinin altinda kalan alanlar

iptal edilmistir. ikiserli gruplardan destek degerleri esik degerine esit olan ve esik

degerinin lizerinde kalan alanlar Tablo 4.3’te sunulmustur.

Tablo 4.3. ikili gruplardan esik degerine esit ve iizerindeki destek degerli olanlar

Sira Alanl Degerl Alan2 Deger2 Destek
No Degeri
1 YAS 20-40 A SBO Hayir 121
2 YAS 20-40 A K Hayir 119
3 YAS 20-40 S K Hayir 103
4 YAS 20-40 SBYIBAO |Evet 127
5 YAS 20-40 B A S B V K O | Higbiri 107
6 ASBO Hayir A K Hayir 121
7 A SBO Hayir SBYIBAO |Evet 126
8 A SBO Hayir B A S B V K O | Higbiri 108
9 A K Hayir S K Hayir 107
10 A K Hayir SBYIBAO |Evet 124
11 A K Hayir B A S BV K O | Higbiri 110
12 S K Hayir SBYIBAO |Evet 104
13 SBYIBA O]|Evet B A S BV K O | Higbiri 109
14 SBYIBA O]|Evet BASRO Evet 106
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Son olarak tiigerli gruplar i¢cin ayni karsilastirma ve eleme islemi yapilmis, esik

degerinin iizerinde destek degere sahip olan dorderli gruplar ise arastirilmasina

karsm bulunamamuistir.

Tablo 4.4. Uglii gruplardan esik degerine esit ve iizerindeki destek degerli olanlar

Sira | Alanl Degerl | Alan2 Deger2 | Alan3 Deger3 | Destek
No Degeri
1 YAS 2040 |ASBO |Hayr |SBYIB A O] Evet 109
2 | YAS 2040 |A K Hayr |S B Y I B A O Evet 104
3 A S B O | Hayrr A K Hayir SBYIBA O]Evet 105

Bu tablodan yararlanilarak, ankete katilanlar ile ilgili olarak, ili¢ farkli yoruma

ulagilmistir;

— Yaglar1 20 ile 40 arasinda olan ve Adapazari’nda sanayi bolgesinde oturmayan

109 kisi son bir yil i¢cinde bas agris1 sikayeti yasamustir,

— Yaglar1 20 ile 40 arasinda olan ve alkol kullanmayan 104 kisi son bir yil i¢inde

bas agris1 sikayeti yasamustir,

— Adapazari’nda sanayi bolgesinde oturmayan ve alkol kullanmayan 105 kisi son

bir y1l i¢inde bas agris1 sikayeti yasamistir.

Belirlenen alanlarin destek Olciilerine bakarak birliktelik kurallar tiiretilmis ve bu

kurallarin her biri i¢in giiven Olgiileri belirlenmistir.

asagidaki gibi olacaktir;

- {YAS, ASBO},

- {YAS},

- {ASBO},




Tablo 4.5. Birliktelik kurallar1 igin giiven dlgiileri
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Birliktelik

Aciklama

Guven

Yaslar1 20-40 arasinda olup sanayi
bolgesinde oturmayan kisilerin son bir
yil i¢inde bas agris1 sikayeti olma
olasilig1

109/121 =% 90

YAS Son bir yil i¢inde bas agris1 sikayeti | 109/127 = % 86
SBYIBAO olan ve yaslar1 20-40 arasinda olan
2 ASBO kisilerin sanayi bdlgesinde oturmama
olasilig1
ASBO Son bir yil i¢inde bas agris1 sikayeti | 109/126 = % 87
SBYIBAO olup sanayi bolgesinde oturmayanlarin
2 YAS yaslarinn  20-40 arasmnda olma
olasilig1
YAS 2> Yaslar1 2040 arasinda olanlarin | 109/143 =% 76
SBYIBAO sanayi bolgesinde oturmayip son bir
ASBO yil iginde bas agrisi sikdyeti olma
olasilig1
ASBO=> Sanayi bolgesinde oturmayan kisilerin | 109/143 = % 76

yaslarmin 20—40 arasinda olup son bir
yil i¢inde bas agris1 sikdyeti olma
olasilig1

A S B O & YAS

Son bir yil i¢inde bas agris1 sikayeti
olanlarin yaslarmin 20-40 arasinda
olup sanayi bolgesinde oturmama
olasilig1

109/149 = %73

olacaktir;

- {YAS, AK},

- {vas},
- {A_K}a




Tablo 4.6. Birliktelik kurallar1 igin giiven dlgiileri
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Birliktelik

Aciklama

Guven

YAS & AK >
SBYIBAO

Yaglar1 20-40 arasinda olup alkol
kullanmayan kisilerin son bir yil i¢cinde
bas agrisi1 sikayeti olma olasilig1

104/119 = %87

Son bir yil icinde bas agrist sikayeti
olan 20-40 yaslar1 arasindaki kisilerin
alkol kullanmama olasilig1

104/127 = %382

Son bir yil icinde bas agrist sikayeti
olup alkol kullanmayanlarin yaslarinin
20—40 arasinda olma olasilig1

104/124 = %84

Yaglar1 2040 arasinda olanlarin alkol
kullanmama ve son bir yil icinde bas
agris1 sikayeti olma olasiligi

104/143 = %73

Alkol kullanmayanlarmn yaglarmin 20—
40 arasinda olup son bir yil i¢cinde bas
agris1 sikayeti olma olasiligi

104/144 = %72

Son bir yil icinde bas agrist sikayeti
olanlarin yaslarmmn 20-40 arasinda
olup alkol kullanmama olas1lig1

104/149 = %70

gibi olacaktir;

{ASBO, AK},

{ASBO},
{ A_K }’




Tablo 4.7. Birliktelik kurallar1 i¢in giiven dlgiileri
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Birliktelik Aciklama Giliven
ASB O & A K - |Sanayi bolgesinde oturmayan ve alkol | 105/121 = %87
SBYIBAO kullanmayan kisilerin son bir yil i¢cinde
bas agrisi1 sikayeti olma olasilig1
ASBO & | Son bir yil icinde bas agris1 sikayeti | 105/126 = %83
SBYIBAO olan ve sanayi bdlgesinde oturmayan
2> AK kisilerin alkol kullanmama olasilig1
A K & | Son bir yil i¢cinde bas agris1 sikayeti | 105/124 = %85
SBYIBAO olup alkol kullanmayanlarm sanayi
>ASBO bolgesinde oturmama olasihig
ASBO=> Sanayi  bolgesinde  oturmayanlarin | 105/143 = %73
SBYIBAO & | alkol kullanmama ve son bir yil iginde
A K bag agrisi sikdyeti olma olasiligi
A K-> Alkol kullanmayanlarin sanayi | 105/144 = %73
SBYIBAO& bolgesinde oturmayip son bir yil iginde
A SBO bas agris1 sikiyeti olma olasilig
SBYIBAO-> Son bir yil icinde bas agris1 sikayeti | 105/149 = %70

olanlarin sanayi bolgesinde oturmayip
alkol kullanmama olasilig1

Bu birliktelik kurallarinda Giivenegx = % 80 degeri dikkate

yapilirsa;

Tablo 4.8. Giiven degeri % 80°nin iizerinde olan durumlar

alinarak diizenleme

YAS & ASBO >

Yaslar1 2040 arasinda olup sanayi
bolgesinde oturmayan kisilerin son bir
yil i¢cinde bas agris1 sikayeti olma
olasilig1

109/121 =% 90

YAS & | Son bir yil i¢inde bas agris1 sikayeti | 109/127 = % 86
SBYIBAO olan ve yaslar1 2040 arasinda olan
2>ASBO kisilerin sanayi bolgesinde oturmama
olasilig1
ASBO & | Son bir yil icinde bas agris1 sikayeti | 109/126 = % 87
SBYIBAO olup sanayi bolgesinde oturmayanlarin
- YAS yaslarinin  20-40 arasinda olma
olasilig1
YAS & A K > | Yaslart 20-40 arasinda olup alkol | 104/119 = %87
SBYIBAO kullanmayan kisilerin son bir yil
icinde bas agrist1 sikayeti olma
olasilig1
YAS & | Son bir yil i¢inde bas agrisi1 sikayeti | 104/127 = %82
SBYIBAO olan 20-40 yaslar1 arasindaki kisilerin
2> AK

alkol kullanmama olasilig1
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A K Son bir yil i¢inde bas agrisi sikayeti | 104/124 = %84
SBYIBAO olup alkol kullanmayanlarin yaslarinin
- YAS 2040 arasinda olma olasilig1
ASBO & AK Sanayi bolgesinde oturmayan ve alkol | 105/121 = %87
SBYIBAO kullanmayan kisilerin son bir yil
icinde bas agrist1 sikayeti olma
olasilig1
ASBO Son bir yil i¢inde bas agris1 sikayeti | 105/126 = %83
SBYIBAO olan, sanayi bdlgesinde oturmayan
2> AK kisilerin alkol kullanmama olasilig1
A K Son bir yil i¢inde bas agris1 sikayeti | 105/124 = %85
SBYIBAO olup alkol kullanmayanlarin sanayi
2ASBO bolgesinde oturmama olasiligi

Tablo 4.8.’¢ gore veri madenciligi ¢alismasinin sonucunda asagidaki sonuclara

ulagilmigtir:

- Yaglar1 20 — 40 arasinda olup sanayi bdlgesinde oturmayan kisilerin son bir

yil iginde bas agris1 sikayeti olma olasilig1 % 90°dur.

- Son bir yil icinde bas agris1 sikdyeti olan, yaslar1 20 — 40 arasinda olan

kisilerin sanayi bolgesinde oturmama olasilig1 % 86°dur.

- Son bir yil icinde bas agrisi1 sikayeti olup sanayi bolgesinde oturmayanlarin

yaslarmin 20 — 40 arasinda olma olasilig1 % 87°dir.

- Yaglar1 20-40 arasinda olup alkol kullanmayan kisilerin son bir yil icinde bas

agris1 sikayeti olma olasilig1 % 87°dir.

- Son bir yil i¢inde bas agris1 sikayeti olan, sanayi bdlgesinde oturmayan

kisilerin alkol kullanmama olasilig1 % 82’dir.

- Son bir yil i¢inde bas agrisi sikayeti olup alkol kullanmayanlarin yaslarmin

20-40 arasinda olma olasilig1 % 84’tiir.
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Sanayi bolgesinde oturmayan ve alkol kullanmayan kisilerin son bir yil icinde

bas agris1 sikayeti olma olasiligi % 87°dir.

Son bir yil i¢inde bas agris1 sikayeti olan, sanayi bdlgesinde oturmayan

kisilerin alkol kullanmama olasilig1 % 83’tiir.

Son bir yil icinde bas agris1 sikayeti olup alkol kullanmayanlarin sanayi

bolgesinde oturmama olasilig1 % 85’tir.



BOLUM 5. SONUC VE ONERILER

Bu tez ¢aligmasi veri madenciliginin kullanildig1 bir¢cok sektérde saglamis oldugu
faydalar ve getirdigi farkli bakis acilarindan hareketle, daha 6nce yapilmis benzer
uygulamalarda eksik olarak saptanmis ya da iizerinde fazlasiyla durulmadigi
goriilmiis olan klinik/medikal veri madenciliginde birliktelik kurallarmin ¢ikariminin
yapilarak, veri madenciligi uygulamasinin tip alaninda kullanimmi amacglamaktadir.
Tip alaninda biyolojik / medikal, klinik ve yonetsel anlamda veri madenciliginden
faydalanmak olasidir. Ulasilmak istenen sonuglarin kullanim hedeflerine gore bu ti¢
asamadan birinde uygulanacak bir veri madenciligi algoritmasi ile gerek birliktelik
kurallarinin saptanmas1 gerekse veri madenciligi sonucu yapilacak veri analizleri ile

giivenilir bilgilere ulagilmas1 miimkiin olacaktir.

Veri madenciligi uygulamasi yapilirken siklikla kullanilan algoritmalardan biri olan
Apriori algoritmasi bu tez calismasinda yapilan anket calismasi sonucunda elde
edilen verilerin degerlendirilmesi ve birliktelik  kurallarmm  olusturulup
anlamlandirilmasinda kullanilan algoritma olmustur. 24 sorudan olusan ve Sakarya
Universitesi’nde rastgele olarak se¢ilmis toplamda 170 akademik ve idari ¢alisana
uygulanan ankette elde edilen verilerin tekli, ikili ve tiglii birliktelik durumlari
incelenmis, daha fazla sayili gruplandirmalarda bir birliktelige, destek esik degeri
iizerinde kalan bir de§er bulunamamasi nedeniyle, rastlanmamistir. Destek esik
degeri orneklem grubu i¢cin 102 yani % 60 olarak se¢ilmistir. Dolayisiyla 102
iizerinde destek degerine ulasan gruplandirmalarm birliktelik kurallar1 incelendiginde
migren ve migrene bagl gelisen bas agrisi rahtsizigma iliskin 9 adet birliktelik

kuralina ulasgilmistir.

Anlatildig: tizere gerceklestirilen anket uygulamasi hastalik teshisine yonelik degil,
birliktelik kurallarmin bulunmasi amaciyla yapilmis bir ¢alismadir. Miithendislik ve

bilgi islem mantig1 kullanilarak gelistirilen yazilim ve ulasilan sonuglarin, uzman bir
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hekim kontroliinde daha da gelistirilirse hastalik teshisine yonelik kullanilma ihtimali
cok yiiksek olacaktir. 2. Bolim’de sunulan literatiir 6rneklerinde anlatilan veri
biriktirme uygulamalarinda hangi verilerin anlamli olup hastaliklarin teshisi ve
terapisine doniik sonuglar verebilecegi ancak uzman hekimler tarafindan
bilinebilecek ve saptanabilecek bir gercektir. Bu tez calismasinda gelistirilen yazilim
anlatilan amaclar dogrultusunda degisikliklere agik olup farkl: tiirde veriler icin de
Apriori algoritmasi kullanilarak birliktelik kurallarinin ¢ikarilmasinda ve sonrasinda
veri analizi ve anlamlandirilmasinda teshis, terapi ve prognoz asamalarinda

detaylandirilarak kullanilabilir.

Bundan sonraki benzer ¢aligmalarda yaklasimin bir proje niteligi tagimasi ve yazilim
oldugu kadar tip alanindan uzmanlar1 da icerecek sekilde planlanip, veri

madenciliginin bir¢ok farkli agidan bakilarak yapilmasi son derece faydali olacaktir.
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