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OZET

Anahtar kelimeler: Makine 6grenmesi, Yazilim hata kestirimi, yazilim kalitesi, yazilim
metrikleri, siniflandirma

Yazilim sistemleri giinliik yasantimizda ¢ok énemli bir role sahiptir ve her gegen giin
kullanim1 daha da yayginlagsmaktadir. Makinelerin ve servislerin biiylik cogunlugu
kendi iclerinde farkli tiirde yazilim igerirler. Yazilim gelistiriciler, glinliik kullanimin
yayginlagtirmak ve rekabette geri kalmamak i¢in miimkiin oldugunca hizli bir sekilde
yazilimlar1 gelistirmektedirler. Yazilim yasam donglisii; genellikle analiz, tasarim,
kodlama, test ve kurulum safhalarindan olustur. Son kullanictya hatadan arindirilmis
bir yazilim sunabilmek i¢in test sathasi etkili olarak yiiriitiilmelidir. Yazilim metrikleri,
kaynak kodun kalitesini yansitmay1 amaglarlar ve icerigi ile ilgili niceliksel bilgi
verirler. Her bir metrik kodun farkli bir yoniinii degerlendirir. Kaynak kodun kalitesi
seviyesi ile risk seviyesi arasinda bir iliski vardir. Son 20 yillik donemde,
akademisyenler, yazilim hata kestirimi problemine giderek artan bir ilgi géstermisler,
daha giirbiiz bir kestirim i¢in ¢esitli makine 6grenmesi yaklagimlari uygulanmistir. Bu
calismada da bu problem i¢in g¢esitli makine 6grenmesi modelleri onerilmistir. Yapay
Sinir Ag1 ve Yapay Ar1 Kolonisi kombinasyonu, Lojistik Regresyon-tabanli Bender
Metot ve Naive Bayes bu ¢alismada kullanilan algoritmalardir. Onerilen yaklasimlar,
herkese acik NASA Metrik Veri Programi ve PROMISE havuzunda bulunan veri
setlerine uygulanmustir. Istatistiki olarak giivenilir sonuclar elde etmek ve drneklem
yanliligimi azaltmak i¢in deneyler n-kiime ¢apraz validasyon ile kurgulanmustir.
Performansi arttirmak i¢in Onerilen modellere 6zellik se¢imi, normalizasyon ve
ayriklastirma gibi gesitli veri 6n isleme teknikleri uygulanmistir. Deneylerden elde
edilen sonuclar diger calismalar ile karsilastirilmistir. Bu c¢alisma, 6zellikle, yazilim
gelistiricileri ve test personelinin kullanimi yoniiyle katki yapmaktadir. Yazilim
gelistiricileri, diizenlemeye ihtiya¢ duyulan sinif veya modiilleri goriirler; dolayisiyla,
bu modiillerin kalitesinin arttirilmasina ve risk seviyelerinin azaltilmasina katki
yapmus olurlar. Test personeli, daha ¢ok test yogunlagmasi gerektiren modiilleri tespit
eder ve bunun neticesinde modiillerin 6nceliklendirmesinin risk seviyelerine gore
yapilmasi saglanmis olunur.
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USING MACHINE LEARNING ALGORITHMS TO IMPROVE
SOFTWARE DEFECT PREDICTION

SUMMARY

Keywords: Machine learning, software defect prediction, software quality, software
metrics, classification

Software systems play a significant role in our daily lives and are becoming more
common day-by-day. Most machines and services have some type of built-in software.
Developers aim to advance such software as quickly as possible in order to expand its
everyday use and to stay competitive. The software development life cycle generally
includes analysis, design, implementation, test and release phases. The testing phase
should be operated effectively in order to release bug-free software to end users.
Software metrics aim to exhibit the quality of source code and give insight to it
quantitatively. Each metric assesses the code from a different aspect. There is a
relationship between the quality level and the risk level of source code. In the last two
decades, academicians have taken an increasing interest in the software defect
prediction problem, several machine learning techniques have been applied for more
robust prediction. In this study, different machine learning models for this problem are
proposed. A combination of traditional Artificial Neural Network and the novel
Artificial Bee Colony algorithm, Logistic Regression-based Bender Method and Naive
Bayes are algorithms used in this study. The proposed approaches were applied to
publicly available datasets from the NASA Metrics Data Program and PROMISE
repository. Experiments were set up by using n-fold cross-validation to obtain a
statistically reliable results and to reduce sampling bias. Different data preprocessing
techniques such as feature selection, normalization and discretization were also
applied to proposed models to increase the performance. Results revealed from
experiments were compared with other studies. This study makes contributions
primarily for use by software developers and testers. Software developers can see
classes or modules that require revising; this, consequently, contributes to an increment
in quality for these modules and a decrement in their risk level. Testers can identify
modules that need more testing effort and can prioritize modules according to their
risk levels.
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BOLUM 1. GIiRiS

1.1. Yazihm Kalitesi

Crosby (1979)’ye gore yazilim kalitesi isterlere uygunluktur. Yazilimin baglangic
asamasinda isterler eksiksiz ve yeterli diizeyde ifade edilir. Eger yazilim bu isterleri

karsiliyorsa kaliteli yazilimdar.

Yazilim Kalitesi; gelistirici, yazilim mimar1 ve son kullanict i¢in fakli anlamlar ifade
etmektedir. Son kullanici i¢in; kaliteli bir yazilim, kendisinden beklenen gorevleri tam
ve verimli (performansl) bir sekilde saglayan yazilimdir. Ornegin, online bir alis-
veris sitesinden beklenen; giivenli ve kolay bir sekilde alig-verisin yapilabilmesidir.
Yazilim gelistiricisi i¢in kaliteli yazilim, bakimi kolay ve hatalar1 hizli ¢oziilebilen
yazilimdir. Yazilim mimart igin ise kaliteli yazilim, dokiimantasyonu iyi yapilmis ve

tekrar kullanilabilir birimleri igeren yazilimdir.

Uluslararas1 bir standart olan ISO 9126, yazilimda kalite ile ilgili standartlari
icermektedir. 1991 yilinda yaymlanmis, 2001 ve 2004 yillarinda gilincellenmistir. Bu
standardin birinci boliimii olan ISO 9126-1 yazilim kalitesini tanimlayan karakteristik
ve bunlarin altinda yer alan alt karakteristikleri icermektedir (Coallier, 2001). Bu

standarda gore tanimlanmis olan karakteristikler Sekil 1.1.’de gosterilmistir.



Yazilim Kalitesi

Islevsellik Tasiabilirlik

Giivenilirlik Bakilabilirlik

Kullamilabilirlik Verimlilik

Sekil 1.1. ISO 9126°a gore yazilim kalite karakteristikleri

Bu karakteristiklerin tanim1 ve bunlarin altinda yer alan alt karakteristikler asagida

belirtilmistir (Erdemir ve ark., 2008):

Islevsellik: Yazilimin ihtiyaclar1 karsilama becerisi olarak tanimlanmaktadir.
Uygunluk, dogruluk, birlikte ¢alisabilirlik ve glivenlik konular1 bu kategori
altinda incelenmektedir.

Gilivenilirlik: Yazilimin diizgiin ¢alisma halini muhafaza edebilme becerisi
olarak tanimlanmaktadir. Olgunluk, hata toleransi ve geri kurtarma konular1 bu
kategori altinda incelenmektedir.

Kullanilabilirlik: Yazilimin kullanim kolayligi saglayan yetenekleri olarak
tanimlanmaktadir. Ogrenebilme, anlasilabilirlik, isletilebilirlik ve kullanici
etkilesimi konular1 bu kategori altinda incelenmektedir.

Verimlilik: Yazilimin ihtiya¢ duyulan 6lgiide yeterli performansla ¢aligabilme
becerisi olarak tanimlanmaktadir. Zaman ve kaynak kullanimi konular1 bu
kategori altinda incelenmektedir.

Bakilabilirlik: Yazilimin degisiklik veya diizeltme isteklerine adaptasyon
yetenegi olarak tanimlanmaktadir. Degistirilebilirlik, test edilebilirlik, analiz
edilebilirlik ve bagisiklik konular1 bu kategori altinda incelenmektedir.
Tasinabilirlik:  Yazilimin farkli ¢alisma ortamlarina uyum saglayabilme
yetenegi olarak tanimlanmaktadir. Adaptasyon yetenegi, yiiklenebilirlik
ozellikleri, ortam degistirme imkan1 ve diger yazilimlarla uyum konular1 bu

kategori altinda incelenmektedir.



Yazilimda kaliteyi saglamak i¢in kodlama standartlar1 ve yazilim metrikleri
kullanilmaktadir. Bu standartlara ve metriklere yonelik verilerin iiretildigi ve analiz
edildigi cesitli araglar mevcuttur. Agik kaynak kodlu bir yazilim olarak Sonar,
yazilimin kalitesini degerlendirmeye yonelik c¢esitli metrikler sunmaktadir. Sonar
haricinde; yazilim kalite analizinde Understand, SQuORE gibi farkli araglar da

kullanilmaktadir.

Kalite diisiikliigiinii gdsteren en iyi Ol¢lit, yazilimin testi sirasinda veya canli kullanimi
sirasinda bulunan hatalardir. Tez boyunca hata i¢in su tanimlama dikkate alinmistir:
“Bir hata bir yanlighgmn ortaya c¢ikmasidir. Bir hata, karsilasilmasi durumunda,

sistemin ¢alismasinda aksakliga sebep olabilir.” (IEEE, 1990).

1.2. Yazihm Hata Kestirimi

Yazilim hata kestirimi ile amaglanan; yazilim liretilmeden 6nce ¢esitli metriklerin girdi
olarak yer aldig1 teknikler kullanarak yazilimin hatali olup olmadiginin tespitidir.
Ozellikle son 10 yilda bu alanda ¢ok sayida ¢alisma yapilmistir. Yazilim hata kestirimi

ile ilgili yapilan ¢aligmalar tezin ilerleyen bdliimlerinde yer almaktadir.

1.3. Simiflandirma

Teknolojinin ve bilgi sistemlerinin gelismesi ile birlikte verinin islenmesi, analiz
edilmesi ve buna bagli olarak cikarimlar yapilmasi biiylik 6nem tasimaktadir. Veri
madenciligi, yliksek yogunluklu verilerden bilginin c¢ikartilmas: islemidir. Veri
madenciligi islemi ile veri tabaninda mevcut olan veriler iizerinden iliskilerin tespiti
ve Orlntiilerin (pattern) c¢ikartimi yapilir. Veri sayisi ve iliskilerin karmasikligindan
dolay1 bu desenin veya desenlerin ortaya ¢ikarilmasi elektronik ortamda ve yardimei

algoritmalar ile miimkiindiir.

Veriler, sahip olunan ortak 6zelliklere gore belli bir sinifi ifade ederler. Siiflandirma,

girdi olarak alinan verilere gore ait olunan kategorinin (sinif) tespitidir.


https://en.wikipedia.org/wiki/SQuORE

1.4. Arastirma Sorulari

Tez kapsaminda {i¢ ayr1 (bagimsiz) ¢alisma yapilmis ve yapilan ¢alismalarda asagidaki

ortak arastirma sorusuna cevaplar iiretilmeye ¢alisiimistir:

Yazilim kalite metrikleri ile yazilimi olusturan modiillerin hata kestirimi

arasinda iliski kurulabilir mi?

Bu ortak arastirma sorusunun yaninda ii¢ ¢alismada asagidaki detayli arastirma

sorular1 incelenmistir:

1. Calisma (B6lim 2): “Maliyet-duyarlt sinir ag1 kullanarak yazilim hata kestirimi”:

Yazilim hata kestirimi i¢cin maliyet-duyarli bir 6grenme modeli gelistirilebilir
mi?

Yapay Sinir Ag (YSA)’daki ndron baglantilarinin  agirliklarinin
optimizasyonunda Yapay Ar1 Kolonisi Algoritmasi (YAK) kullanilabilir mi?

2. Calisma (Bolim 3): “Ag¢ik kaynak kodlu yazilimlar icin esik degerlerinin tiiretimi

ve yazilim hata kestiriminde uygulanmasi1™:

Metrik esik degeri ile modiiliin hataya meyilliligi arasinda bir iliski var midir?
Yani, bir modiiliin metrik degeri, tiiretilen esik degerden daha biiyiikse, o
modiiliin daha fazla hataya meyilli oldugu anlamina gelir mi?

Tiiretilen esik degerleri belli karakteristiklere sahip diger agik kaynak kodlu
yazilimlarda etkili bir sekilde kullanilabilir mi?

Yazilim modiillerinin ii¢ risk seviyesine boliinmesinin kestirim performansi

uzerinde etkisi var midir?

3. Calisma (Bolim 4): Ozellik bagimli Naive Bayes yaklasimi ve yazilim hata

kestiriminde uygulanmasi:

Veri Onisleme adimlarmin Naive Bayes’in yazilim hata kestirimine etkisi
nasildir?
Naive Bayes’in 6zellik bagimsizlig1 azaltildiginda yazilim hata kestirimine

olumlu katkis1 var midir?



1.5. Kullanilan Algoritmalar

Tez kapsaminda ii¢ ayr1 calisma yapilmis ve her bir calismada asagidaki makine
O0grenmesi algoritmalar1 kullanilmigtir:
1. Calisma (B6liim 2): Maliyet Duyarli Sinir Ag1 Kullanarak Yazilim Hata Kestirimi:
- Yapay Sinir Ag1
- Yapay Ari Kolonisi

2. Calisma (Boliim 3): Acik kaynak kodlu yazilimlar i¢in esik degerlerinin tiiretimi ve
yazilim hata kestiriminde uygulanmasi:

- Lojistik Regresyon

- Bender Metot

- Yapay Ar1 Kolonisi

3. Cahigma (Bolim 4): Ozellik bagimli Naive Bayes yaklasimi ve yazilim hata
kestiriminde uygulanmasi:

- Naive Bayes

1.6. Kullanilan Veri Setleri

Tez kapsaminda ii¢ ayr1 ¢aligma yapilmis ve her bir calismada asagidaki veri setleri

kullanilmistir. Bu veri setini olusturan yazilim projelerinin hangi programlama dili ile

kodlandig1 da asagida yer almaktadir.

1. Calisma (B6liim 2): Maliyet Duyarli Sinir Ag1 Kullanarak Yazilim Hata Kestirimi:
- NASA: KC1, KC2, CM1, PCI1, JM1 - C, C++

2. Calisma (Boliim 3): Acik kaynak kodlu yazilimlar i¢in esik degerlerinin tiiretimi ve
yazilim hata kestiriminde uygulanmast:
- PROMISE: ant, camel, jedit, log4j, lucene, poi, synapse, velocity, xalan, xerces

—Java



3. Cahigma (Bolim 4): Ogzellik bagimli Naive Bayes yaklasimi ve yazilim hata
kestiriminde uygulanmast:

-  NASA: CM1, PC1, PC2, PC3, PC4, K3, KC4, MW1 - C, Java, Perl

1.7. Yayin Listesi

Bu tez boyunca ii¢ ayr1 calisma yapilmis; bunlardan ikisi uluslararasi bilimsel dergide
yayinlanmis; biri ise degerlendirme asamasindadir. Yayin listesi asagidadir:

- Bo6liim 2: Arar, Omer Faruk ve Ayan, Kiirsat. "Software defect prediction using
cost-sensitive neural network™. Elsevier Applied Soft Computing 33 (2015)

- Boliim 3: Arar, Omer Faruk and Ayan, Kiirsat. "Deriving thresholds of
software metrics to predict faults on open source software: Replicated case
studies". Elsevier Expert Systems with Applications 61 (2016): 106-121.

- Boliim 4: Arar, Omer Faruk ve Ayan, Kiirsat. “Feature dependent naive bayes
Approach and its application to software defect prediction”. Elsevier
Engineering  Applications of Artificial Intelligence (degerlendirme

asamasinda)

Tez kapsaminda bu ii¢ ¢alisma, detaylar ile anlatilacaktir.

1.8. Tezin Amaci

Bu tez kapsaminda ¢esitli makine 6grenme algoritmalart ve veri 6nisleme adimlar
kullanilarak hata kestirim modelleri olusturulmustur. Bu modellerde girdi olarak
yazilim kalite metrikleri kullanilmis ve ¢ikti olarak ise ilgili yazilim modiiliiniin hataya
meyilli olup olmadi@ bilgisi iiretilmistir. Ogrenme modellerinin kurulmasinda girdi ve
¢iktilarin belli oldugu egitim verileri kullanilmistir. Modellerin validasyonu ¢iktilarin
belli olmadigi, sadece girdilerin mevcut oldugu test verileri kullanilarak yapilmistir.
Bu durum, olusturulan modellerin gézetimli 6grenme oldugu anlamina gelmektedir.
Ogrenme modellerinin  kodlanmasinda MATLAB ve Eclipse platformlari

kullanilmastir.



BOLUM 2. MALIYET-DUYARLI SINiR AGlI KULLANARAK
YAZILIM HATA KESTIRIMIi

2.1. Giris

Yaymlanan bir rapora gore 2015 yilinda diinya genelinde yazilima toplamda 3,5
trilyon dolar harcanmistir (Woods ve Meulen, 2016). Bir anket ¢alismasi ise yazilim
projelerindeki harcamanin, 2013 yilinda %23’tiniin ve 2015 yilinda %35’inin kalite
glivence ve test faaliyetlerine ayrildigini gostermistir (CapGemini, 2016). Kiigiik bir
veri doniistiirme hatasindan dolay1 125 milyon dolarlik NASA uzay aracinin uzayda
kaybolmasi, testin 6nemini ortaya koyan yaygin olarak bilinen bir 6rnektir (Michaels,
2008). Amerika Birlesik Devletleri Savunma Bakanlig1, yazilim hatalarindan kaynakli
her y1l 4 milyar dolarlik harcama yapmaktadir (Dick ve ark., 2004). Biitiin bu sayilar,
yazilim kalite glivence ve testin 6nemini gostermekte; bu faaliyetlerin dikkatli ve etkili
yiiriitilmesine ihtiyaci ortaya cikarmaktadir. Bir yazilim hatasim1 ger¢ek ortamda
kullanimdayken ¢ozmek, gelistirme asamasindayken tespit edip ¢cozmekten 100 kat
daha maliyetlidir (Pelayo ve Dick, 2007). Biitiin bu gergeklere ragmen, yazilim
sirketlerinin sadece %30’u, projelerinde kalite giivence ve test faaliyetleri igin yeterli

biitge ayirmaktadir (Michaels, 2008).

Yazilim sistemlerinin karmagiklig1 ve kullanicilarin beklentilerinin artmasi ile birlikte
yazilim kalite disiplini ortaya ¢ikmustir. ISO/IEC 9126, yazilm kalitesini
degerlendiren uluslararasi bir standarttir. Bu standarda gore yazilim tirlinlerinin kalite
karakteristikleri, dahili (internal) ve harici (external) metriklerden elde edilir.
Standartta yer alan alt1 kalite karakteristigi sunlardir: fonksiyonellik (functionality),
giivenilirlik (reliability), kullanilabilirlik (usability), etkinlik (efficiency), bakim
yapilabilirlik (maintainability) ve taginabilirlik (portability). Dahili metrikler, {irliniin

calisma davranigina bakilmaksizin, kendi kaynak kodlar1 dikkate alinarak ol¢iiliir.



Diger taraftan, harici metrikler ise iirliniin davranisi ve ¢aligma sekliyle ilgilidir. Bu
calismanin odagi dahili metriklerdir; yani, yazilim sisteminin kaynak kodlaridir
(davranis ve fonksiyonelligi degil). Yazilim hata kestirim faaliyetleri, yazilim kalite
disiplini altinda ele alinabilir. Daha kaliteli bir yazilim sistemi, daha az hataya meyilli
yazilim demektir. Yazilim hata kestirim modelleri, yirmi yildan fazla bir siiredir
arastirmacilar tarafindan hatir1 sayilir bir ilgi ile karsilanmistir. Bu modeller, hataya
meyilli yazilim modiillerinin, manuel teste gegmeden 6nce otomatik bir sekilde tespit
edilmesini saglar. Boylelikle, proje test ekibi, modelin ¢iktilarini baz alarak personel,
zaman ve biitgelerini daha etkin kullanabilir. Hataya meyilli modiiller, hatasizliga
meyilli modiillere gore daha fazla odak gerektirir. Hata kestirim modellerinin test
faaliyetlerindeki genel rolii Sekil 2.1.’de gosterilmistir. Modiillerin siniflandirmasi, bir
sonraki boliimlerde anlatilacak olan yazilim kalite metriklerine gore yapilir. Yazilim
kalite metrikleri, modiiliin hataya meyillilik durumu ile ilgili bilgiler igerir (Basili ve

ark., 1996). Bu alanda yaymlanmis arastirma makaleleri bu baglantiy1 ortaya koyan

kanitlardir.
Onceki Versiyonlar Simdiki Versiyon
Yazilm Modiilleri Yazihm Modiilleri
Girdi: kalite metrikleri | gitim verisi N Girdi: kalite metrikleri
Giktiz hatall veya Siniflandiric) pe—=Stversl Cikti: bilinmiyor
hatasiz

Hatasizliga Meyilli
Modduller

| |

Daha Fazla Test Daha Az Test

Hataya Meyilli
Modiiller

Sekil 2.1. Test aktivitelerinde yazilim hata siniflandiricilarin rolii



Bir¢cok makine 6grenmesi algoritmasi, her bir siifin yanlis siniflandirma maliyetinin
esit oneme sahip oldugunu varsayar. Ancak, genellikle azinlik (minority) sinifin yanlis
siniflandirma maliyeti, cogunluk (majority) sinifin yanlis siniflandirma maliyetinden
daha yiiksektir. Ornegin; hatali bir modiiliin, hatasizliga meyilli (hsm) modiil olarak
tahmin edilmesi daha pahali onarma aktivitelerine sebep olabilir; ¢iinkd, ilgili yazilim
bu hatayi icerecek sekilde canli sistemde kullanilmak iizere yayinlanmis olabilir. Diger
taraftan; hatasiz bir modiiliin, hataya meyilli (hm) modiil olarak tahmin edilmesi,
projede gereksiz test faaliyetlerinin yapilmasina sebep olabilir; bu durum, genellikle
bir 6nceki durumdan daha kabul edilebilirdir. Maliyet-duyarli siniflandiricilar, bu iki
durumu da dikkate alir ve toplam yanlis siniflandirma maliyetini minimize etmeye

calisirlar (toplam yanlis siniflandirma sayisini degil).

Bu boliimde yer alan ¢alisma ile asagidaki literatiir katkilar yapilmigtir:
“Yapay Ari Kolonisi (YAK) ile optimize edilmis Yapay Sinir Ag1 (YSA)” ile
kurulmus hibrit model, yazilim hata kestirimi (tahmini) alanina uygulanmistir.
- Parametrik uygunluk (fitnes) fonksiyonu kullanilarak YSA’ya maliyet-
duyarhilik 6zelligi kazandirilmistir. Maliyet katsayilarmin degistirilmesi
yoluyla, azinlik ve ¢ogunluk sinifinin, smiflandirma performansi arasinda

secim (trade-off) yapilabilir.

Onerilen hibrit modelin validasyonu i¢in su yontemler kullaniimistir:

- Yaygm olarak kullanilan; Alici Isletim Karakteristik Egrisi (Receiver
Operating Characteristics (ROC)), Egri Altindaki Alan (Area Under Curve
(AUCQ)), hatali modiil tespit oran1 (probability of detection (pd)), yanlis alarm
orani (probability of false alarm (pf)), balance (bal) ve dogruluk (accuracy
(acc)) performans sonuglari verilmistir.

- AUC olgitii baz almarak diger algoritmalarla performans karsilastirmasi
yapilmustir.

- Farkli maliyet degerlerine gore pd, pf ve acc sonuglari verilmistir.

- Farkli maliyet oranlarina gore Normalize Edilmis Beklenen Yanlis

Smiflandirma Maliyeti (Normalized Expected Cost of Misclassification
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(NECM)) sonuglar1 gosterilmistir ve bu sonuglar diger bazi maliyet-duyarl

sinir aglari ile karsilastirilmistir.

Bu béliim su sekilde tasarlanmistir: Ilgili calismalar altbdliim 2.2°de dzetlenmistir.
Altbolim 2.3’de bu caligmada kullanilan veri setleri agiklanmigtir. Altboliim 2.4,
algoritmalar ve Onerilen kestirim modelini icermektedir. Performans Olgiitleri ve

sonuclar altboliim 2.5’de verilmistir. Calisma sonuglar altbéliim 2.6°da 6zetlenmistir.

2.2. Kaynak Arastirmasi

Yazilim hata kestirim problemini ¢6zmek iizere farkli istatistiki ve makine 6grenmesi
algoritmalar1 kullanilmistir. Random Forest (RF) (Guo ve ark., 2004), Yapay
Bagisiklik Tanima Sistemi (Artificial Immune Recognition System (AIRS)) (Catal ve
Diri, 2009), Naive Bayes (NB) (Padberg ve ark., 2004; Zimmermann ve ark., 2007;
Menzies ve ark., 2007), J48 (Koru ve Liu, 2005), aga¢ tabanli metotlar (Tree-based
Methods) (Selby ve Porter, 1988; Khoshgoftaar ve ark., 1999; Guo ve ark., 2004),
Durum bazli ¢ikarim (Case-based Reasoning) (Khoshgoftaar ve Seliya, 2003), Destek
Vektor Makinalar1 (Support Vector Machines) (Elish ve Elish, 2008), ve Lojistik
Regresyon (Gyimothy ve ark., 2005; Olague ve ark., 2007) bu problemin ¢dziimiinde
kullanilan bazi algoritmalardir. Menzies ve arkadaglar1 (2007), log filtreleme ile 6n
islenmis verinin NB’de kullanilmasinin Dogru Pozitif Oran1 (True Positive Rate
(TPR)) ve Yanlis Pozitif Orani (False Positive Rate (FPR)) baz alindiginda en 1yi
sonucu verdigini belirtmiglerdir. Malhotra (2015), 1991 ile 2013 arasinda yazilim hata
kestirimi amacl yapilan c¢alismalar1 derlemistir. Bu derleme ¢alismasinda kullanilan
makine Ogrenmesi ve istatistiki yontemleri ele almis ve performanslarini

karsilagtirmistir.

Bu smiflandirma algoritmalarinin yaninda, bazi optimizasyon algoritmalar1 da bu
problem fiizerinde uygulanmistir. Bunlar: Genetik Programlama (GP) (Evett ve ark.,
1998), Parcacik Siiriisii Optimizasyonu (Particle Swarm Optimization (PSO))
(Carvalho ve ark., 2010) ve Karinca Kolonisi Optimizasyonu (Ant Colony

Optimization)’dur (Vandecruys ve ark., 2008). YSA da bir kag ¢alismada kullanilmis
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ve performansi incelenmistir (Neumann, 2002; Thwin ve Quah, 2005). Khoshgoftaar
ve arkadaglar1 (1997) tarafindan yapilan c¢alisma, yazilim kalite tahmininde sinir
aglarimin  kullamildigr ilk c¢aligmalardan bir tanesidir. Bu c¢alismada bir
telekomiinikasyon sistemi uygulama veri seti olarak kullanilmis ve Ogrenme
modelinde ¢ikt1 olarak modiillerin hm veya hsm olarak siiflandirmasi yapilmistir.
Sinir aglarinin, istatistiki metotlardan daha basarili oldugu sonucuna varmiglardir.
Kanmani ve arkadaslar1 (2007) da nesne tabanli yazilim kalite metriklerinin girdi
olarak yer aldigi calismada sinir aglarin1 kullanmislardir. Sonuglarini, iki farkli
istatistiki metot ile karsilastirmislardir. Erturk ve Sezer (2015), Uyarlamali Sinirsel
Bulanik Cikarsama Sistemi (Adaptive Neuro Fuzzy Inference System (ANFIS)) ile
YSA, SVM yontemlerinin performanslarint karsilastirmislar ve ANFIS’in makul

sonugclar lirettigini belirtmislerdir.

Yazilim hatalarin biiyiik bir ¢ogunlugu, modiillerin kii¢iik bir kisminda tespit edilir
(Boehm ve Papaccio, 1988). Boehm, yazilim tiriiniinde tespit edilen hatalarin yaklasik
%80’1 modiillerin yaklasik %20’si icerisinde bulundugunu belirtmistir (80:20 kurali)
(Boehm, 1987). Hatali ve hatasiz modiillerin dengesiz (unbalanced) dagilimi
simiflandirma performansini olumsuz etkilerler. Bu olumsuzluk azinlik sinifinda
(hatali modiil) daha fazladir (Arisholm ve ark., 2010; Hall ve ark., 2011). Bu dagilim
problemi, veri veya algoritma seviyesinde ele alinmistir (Moser ve ark., 2008). Sinif
dagilimi dengelemek icin veri seviyesinde, cesitli Ornek arttirm ve azaltim
(oversampling ve undersampling) metotlar1 uygulanmistir (Zheng, 2010; Wang ve
Yao, 2013). Rastsal 6rnek arttirim/azaltim ve SMOTE (Chawla ve ark., 2002) gibi bu
metotlar kolay ve etkilidirler; ancak, problem uzayi ve kullanilan siniflandirma
algoritmast, etkinligini belirleyen 6nemli faktorlerdir (Estabrooks ve ark., 2004). Diger
taraftan, algoritma seviyesindeki metotlarda smif dengesizligi probleminin
¢oziimiinde, egitim mekanizmas1 degistirilerek daha 1yi azinlik smifi tespit
dogrulugunu elde etme amaglanir (Wang ve Yao, 2013). Buna iki 6rnek sunlardir: tek
simif 6grenmesi (one-class learning) (Japkowicz ve ark., 1995) ve maliyet-duyarli
o0grenme algoritmalar1 (Wang ve Yao, 2013; Zhou ve Liu, 2006). Bu galismada

onerilen model ile maliyet-duyarli YSA kullanilarak sinif dengesizligi algoritma
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seviyesinde ele alinmistir. Boylelikle, 6grenme modelinin 6nislem adim1 olarak 6rnek

arttirim veya azaltimina ihtiyag duyulmamastir.

Bir kag istisna diginda (Arisholm ve Briand, 2006; Zhou ve Liu, 2006) bu zamana
kadar Onerilen bir¢ok hata kestirim modeli, yanlis siniflandirma maliyetini dikkate
almamiglardir. Ancak, ger¢ek diinya sartlarinda, hatali modiiliin yanls
siniflandirilmasi, hatasiz modiiliin yanls siniflandirmasina gore ¢ok daha maliyetlidir.
Bu yanlis siniflandirmalarin 6nem seviyesini belirlemek i¢in katsayilar belirlenmistir.
Turney tarafindan oOnerilen yontemde maliyet-duyarli siniflandirma igin Genetik
Algoritma ile Karar Agaclarinin hibrit kullanilmistir (Turney, 1995). Ornek
arttirim/azaltim ve esik kaydirma (threshold moving) kullanarak sinir aglarin1 maliyet-
duyarli bir hale doniistiirme calismalar1 olmustur (Zhou ve Leung, 2006). Ornek
arttirim ve Ornek azaltim oranlari, iliskili maliyetlere gore belirlenmistir. Her bir
smiftaki egitim Ornegi sayisi, baglantili sinifin tespit orani etkiler. Optimal deger
elde edilene kadar bir sinir ag1 ¢iktisi i¢in kullanilan esik deger maliyet matrisi dikkate
alinarak kaydirilir. Zhou ve Liu (2006), sinir agin1 maliyet duyarh hale dontistiirmek

i¢in esik kaydirmanin iyi bir se¢im oldugunu gostermislerdir.

YAK, yakin zamanda sunulan bir optimizasyon algoritmasidir (Karaboga ve Basturk,
2007). ilerleyen boliimlerde YAK algoritmasi detayl bir sekilde aciklanacaktir. Noron
baglantilarinin agirlik optimizasyonunda bu algoritma kullanilmistir (Karaboga ve
ark., 2007). Bu hibrit yaklasim metodolojisi, UCI makine 6grenme veri setleri lizerinde
siiflandirma amaciyla uygulanmigs ve bilinen diger geleneksel ve evrimsel
yontemlerle karsilastirilmistir. Elde edilen sonuglar, YAK algoritmasinin, etkin bir
sekilde smiflandirma amaciyla, sinir aglarinin egitilmesinde kullanilabilecegini
gostermistir (Karaboga ve Ozturk, 2009). Bu ¢alismada, bu hibrit metodoloji baz
alinmak suretiyle YAK’1n fitnes fonksiyonu degistirilerek maliyet-duyarli sinir ag1

elde edilmis ve basarili bir sekilde yazilim hata kestirimi problemine uygulanmaistir.
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2.3. Veri Setleri

Yazilim hata kestirim probleminde, NASA MDP veri setleri ¢ok kullanilan kiyaslama
(benchmarking) verileridir (Chapman ve ark., 2004). Buradaki yazilim projeleri; uzay
ucus kontrol, yer sistemleri i¢in veri depolama yonetimi ve uzay araci
enstriimantasyonu amaciyla gelistirilmistir. Bu veri havuzundan en ¢ok kullanilan bes
veri seti bu ¢alismada kullanilmistir. Her bir veri seti, kalite metrikleri girdi olmak
tizere birgok yazilim modiiliinii icermektedir. Her bir modiil, herhangi bir hata tespit
edilmesi durumuna bakilarak atanan, hatali veya hatasiz ¢ikt1 etiketini igermektedir.
Etiketleme islemi, test asamasindan sonra manuel olarak yapilir. Tablo 2.1., bu
calismada kullanilan bes veri setine ait karakteristikleri gostermektedir. Hatali
modiillerin %6.94 ile %20.49 arasinda degisen yiizdesi, verilerin dengesiz dagilimda

oldugunu gostermektedir. Bu NASA projeleri C/C++ dili kullanilarak gelistirilmistir.

Tablo 2.1. Veri setlerinin temel 6zellikleri

Adi Dil Modiil (#) Hatasiz (#) Hatali (#)  Hata Orami (%)
KC1 C++ 2109 1783 326 15,45
KC2 C++ 522 415 107 20,49
CM1 C 505 449 49 9,83
PC1 C 1109 1032 77 6,94
M1 C 10885 8779 2106 19,35

NASA veri setleri, McCabe (McCabe, 1976) ve (temel ve tiiretilmis) Halstead
(Halstead, 1977)’den 21 metot-seviyeli metrik bilgisini igerir. Baz1 arastirmacilar,
tiretilmis Halstead metriklerinin yazilim hata kestirimine bir katkisinin olmadigi
yoniinde goriis sunmuslar ve genellikle bunlar1 ¢alismalarinda kullanmamaislardir.
McCabe ve Halstead metrikleri, yazilim kalitesinin analiz edilmesinde yaygin olarak
kullanilmaktadir.  Bir  modiil;  yordamsal  (procedural) dillerde (C)
prosediir/metot/fonksiyon olarak; nesne tabanli dillerde (C++, Java) ise sinif olarak
temsil edilirler. McCabe metrikleri, modiildeki akis yollarim1  saymak
suretiyle karmasiklig1 hakkinda bilgiyi sunarlar. Halstead metrikleri ise modiildeki

operator ve islenenleri hesaplamak suretiyle okunabilirligi hakkinda bilgiyi sunarlar.
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Karmasiklig1 fazla olan veya okunabilirli§i az olan bir modiiliin yiiksek olasilikla

hataya meyilli oldugu kabul edilir (Wang ve Yao, 2013). Her bir modiil bazinda

toplanan bu 21 metot-seviyeli metrik Tablo 2.2’de 6zetlenmistir.

Tablo 2.2. Calismada kullanilan metot-seviyeli metrikler

Tiir Metrik Kisaltmasi Metrik Tanimi
loc Toplam kod satir sayisi
(Total line of code)
V() Cevrimsel karmagiklik
McCabe g (Cyclomatic complexity)
ev(g) Esas karmagiklik
g (Essential complexity)
iv(g) Tasarim karmagikligi
g (Design complexity)
Toplam operatdr ve islenen sayisi
n (Total number of operators and
operands)
v Hacim (Volume)
| Program uzunlugu = (v/n)
(Program length)
Tiretilmis Halstead d Zorluk = (1/1) (Difficulty)
i Zeka (Intelligence)
e Programi yazmak i¢in efor = (v/1)
(Effort to write program)
b Efor tahmini
(Effort estimate)
t Zaman tahmincisi = E/18 saniye
(Time estimator)
Komut satir sayisi
I0Code (Count of statement lines)
Yorum satir sayisi
I0Comment (Count of comment lines)
Bos satir sayisi
10Blank (Count of blank lines)
l0CodeAndComment Kod ve yorum satir sayisi _
Temel Halstead (Count of code and comment lines)
. Ozgiin operatdr say1si
uniqOp (Number of unique operators)
. Ozgiin islenen say1si
unigOpnd (Number of unique operands)
totalOp Toplam operatdr sayist
totalOpnd Toplam iglenen say1si
branchCount

Toplam dal say1s1




15

Bu ¢alismada veri setindeki biitiin metriklerin kullanimi yerine, 6zelliklerin segilen bir
alt kiimesi girdi olarak kullanilmistir. Bunun i¢in, WEKA yazilimi (Hall ve ark., 2009)
kullanilarak Korelasyon-tabanli Ozellik Se¢imi (Correlation-based Feature Selection
(CFS)) (Hall, 1999) teknigi uygulanmustir. Ayni Ozellik se¢im teknigi, farkli
aragtirmacilarin ¢alismalarinda da yer almistir (Elish ve Elish, 2008; Catal ve Diri,
2009). CFS’nin bes veri setinde uygulanmasindan sonra segilen 6zellikler (metrikler)
Tablo 2.3’de gosterilmistir. Menzies ve arkadaslar1 (2007) 6zellik se¢im yonteminden
ziyade siniflandirici se¢iminin 6nemini vurgulamiglardir, bu sebeple, 6zellik se¢im
teknigi bu ¢aligmanin ana odagi degildir. Ayrica, Temel Bilesenler Analizi (Principal
Component Analysis (PCA)) ve Bilgi Elde Etmeye Dayali Ozellik Degerlendirmesi
(Info Gain Attribute Evaluation) gibi bazi diger oOzellik se¢im yoOntemleri de

deneylerde kullanilmis, ancak en 1yi sonuglarin CFS ile elde edildigi goriilmiistiir.

Tablo 2.3. Her bir veri seti i¢in secilen metrikler (Korelasyon-tabanl Ozellik Secimi sonrasinda)

Veri Seti Metrik (#)  Segilen Metrikler

KC1 8 v, d, i, I0Code, IOComment, I0Blank, uniqOpnd, branchCount

KC2 3 ev(g), b, uniqgOpnd

CM1 7 loc, iv(g), i, IOComment, IOBlank, unigOp, uniqgOpnd

PC1 6 v(g), I, I0Comment, I0OCodeAndComment, IOBlank, unigOpnd

JM1 8 loc, v(g), ev(g), iv(g), i, IOComment, IOBlank, I0OCodeAndComment

Diger taraftan; Onerilen modelin CFS teknigi kullanilmast durumundaki
performansinin, tim 21 metrik kullanilmas1 durumundaki performansina gore daha iyi
oldugu gorilmiistiir. CFS’de arama parametresi olarak iki yonlii (bi-directional) arama

secilmistir.

2.4. Onerilen Sistem

2.4.1. Yapay sinir agi

Bir sinir ag1, insan beyninden ilham alinarak gelistirilmis muhakeme tabanli bir

modeldir (Yao, 1993). YSA, noron olarak adlandirilan temel bilgi isleme tinitelerinden
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olusur. Ag, li¢ katmandan olusur: bir giris katmani, en az bir gizli katman ve bir ¢ikis
katmani. Giris verisi (sinyali), katmandan-katmana prensibine gore ileri yonlii olarak
iletilir. Noronlar aras1 baglantilar, agirliklarla temsil edilirler. Bu agirliklar, ilgili
ndronun Onemini (veya giiclinii) yansitirlar. Bir sinir aginin 6grenme islemi,

tekrarlayan agirlik diizenlemeleri ile yapilir.

Her bir noéron, 6nceki katmandaki néronlardan gelen girdileri alir ve bu girdiler ilgili
agirlik degerleri ile ¢arpilir. Sonrasinda, bu ¢arpimlarin sonuglar1 toplanir. Bir néron,
yeni bir aktivasyon seviyesini bu toplamdan hesaplar ve ¢ikt1 olarak bunu bir sonraki
katmana iletir. Bir ¢ikt1 sinyali, agin nihai ¢6ziimii veya baska bir ndronun girdisi

olabilir. Genel olarak bir néron bilesenleriyle birlikte Sekil 2.2.’de gosterilmistir.

Girisler Agirhklar Dogrusal Birlestirici  Aktivasyon Fonksivonu Cilas

1'11
K:
. —— fl —--}'i
\J_______.u :
Rn
E:’1
Bias

Sekil 2.2. Bilesenleri ile birlikte bir néron

Bir aktivasyon fonksiyonu adim (step), isaret (sign), sigmoid veya dogrusal fonksiyon
olabilir. Aktivasyon fonksiyonunun se¢imi agdan beklenen goreve (siniflandirma veya

regresyon) gore yapilir. Bir néronun ¢iktis1 asagidaki (2.1) denklemi ile hesaplanir.
Vi = fi(Xfy wix; + 6;) (2.1)

burada; y;, néronun ¢iktisini; n, bu nérona olan toplam girdi sayisini; x;, j no’lu girisi,

w;j, bu noron ile j no’lu giris arasindaki agirligi ve 6; ise noriiniin bias degerini
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belirtmektedir. f;, bu katmanin aktivasyon fonksiyonunu temsil etmektedir.
Aktivasyon fonksiyonu genellikle sigmoid ve gauss gibi dogrusal olmayan
fonksiyonlardir. Bu durum YSA’nin dogrusal olmayan iligkileri modellemesini saglar.
Y azilim kalite metrikleri ile modiillerin hataya meyillilik durumlari arasindaki baglanti
dogrusal degildir ve karmasiktir, bu nedenle YSA yazilim hata kestirimi problemi i¢in

uygun bir se¢imdir.

Agm optimizasyon hedefi; agdaki biitiin agirlik degerlerini (biitin w;;’ler) optimize
etmek suretiyle, hata fonksiyonunu minimize etmektir. Her bir iterasyondaki ag hatasi
farkli 6l¢iitlerle hesaplanir. Bu olgiitlerden bazilar sunlardir: kok ortalama kareli hata
(root mean squared error), ortalama mutlak hata (mean absolute error), goreli mutlak
hata (relative absolute error) ve kok goreli kareli hata (root relative squared error). Bu
hata ag lizerinde geriye dogru iletilir ve hatayr minimize etmek iizere agirliklar
diizenlenir. Bu iterasyonlar bir durma kriteri saglanana kadar devam eder. Maksimum

iterasyon sayis1 veya minimum hata degeri durma kriteri olarak kullanilmaktadir.

PC1 veri seti i¢in olusturulan sinir ag1 Sekil 2.3.”de gosterilmistir.

Girigler (Metrikler) Wi1j Gizli Katman W3z Cikis:
hataya meyilli

vig) veya
g - hatasizliga meyilli
~—_
|

IOComment

yi

I0CodeAndComment

I0Blank

unigOpnd

bias

Sekil 2.3. PCI veri seti i¢in sinir ag1 yapisi
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Bu calismada agirlik gilincellemeleri YAK algoritmasi ile yapilmistir ve maliyet-
duyarlilig1 saglayan &zel bir hata fonksiyonu olusturulmustur. Ogrenme modeli, ileri
beslemeli ag mimarisine sahip ve gozetimli 6grenme metodu ile egitilen bir yapiya

sahiptir.

2.4.2. Yapay ar1 kolonisi

YAK algoritmasi, bal arilarinin yiyecek arama davranigimi simiile eder. Karaboga
tarafindan sayisal optimizasyon problemlerinin ¢6ziimii i¢in 6nerilmistir (Karaboga ve
Basturk, 2007). Bu algoritma ayni zamanda gozetimli (supervised) (Karaboga ve
Ozturk, 2009) ve gozetimsiz (unsupervised) (Karaboga ve Ozturk, 2011) 6grenme
amactyla da kullanilir. YAK algoritmasi, Genetik Algoritma, Diferansiyal Evrim
(Differential Evolution) ve PSO gibi ¢ok bilinen diger popiilasyon tabanli
algoritmalarla karsilastirildiginda rekabetgi sonuglar vermistir (Karaboga ve Akay,
2009). Giincel birgok ¢alismada, YAK algoritmasi destekli YSA basariyla kullanilmis
ve dereceli algalma (gradient descent) ve Levenberg-Mardquardt gibi geleneksel geri

beslemeli algoritmalara gore daha iyi sonuglar vermistir (Karaboga ve ark., 2007).

Siirti tabanli YAK optimizasyon algoritmasinda bulunan {i¢ tip ar1 popiilasyonu (is¢i,
gozcii ve kasif), en iyl nektar kaynagi (¢6ziim) i¢in yiyecek kaynaklarini (¢ozliim
adaylar) kullamir. Isci arilar, nektar miktarim (fitnes) arttirmak igin yiyecek
kaynaklarim ziyaret ederler; gozcii arilar, yiyecek kaynaklari hakkinda bilgi almak i¢in
dans alaninda is¢i arilar1 beklerler. Belli bir sayida girisimden sonra bir yiyecek
kaynagindaki nektar miktar1 arttirilamazsa, sorumlu is¢i ar1 bu yiyecek kaynagini terk
eder ve kasif artya donisiir. YAK algoritmasinin gosterimi Sekil 2.4.’de verilmistir.
Onceki ¢alismalarda, YAK algoritmasimin agiklamasi akis semasi, sdzde kod (pseudo-
code) veya normal metin olarak yapilmistir; bu ¢calisma ile ilk defa grafiksel anlatim
kullanilmistir. Bu kullanim tiirii algoritmanin ¢alisma mekanizmasinin anlasilmasini

kolaylagtirmaktadir.
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Sekil 2.4. YAK algoritmasinin fazlar halinde ¢aligma mekanizmasi

Faz 1: Her bir yiyecek kaynag: i¢in sadece bir is¢i ar1 atanir. Is¢i ar1 ile gdzcii ar
sayilar esittir. N adet ¢6ziim, rastsal olarak arilar i¢in olusturulur. Her bir ¢6ziim z;
(i=1,2,...,N), D-boyutlu bir vektor igerir; D, problem uzaymndaki optimize edilmesi

amaglanan parametre sayisini temsil etmektedir. Faz 1’den sonra, c¢oziimleri
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gelistirmek ve en iyi ¢dziime ulasmak icin is¢i Ar1 Faz1 (Faz 2), Bilgi Paylasim Fazi
(Faz 3), Gozcii At Faz1 (Faz 4), Kasif Arn Fazi (Faz 5) ve Hafiza Faz1 (Faz 6)
Maksimum Devir Sayis1 (MDS) kadar ¢alistirilir.

Faz 2: Bir isci ar1, kendisine karsilik gelen yiyecek kaynaginda (¢6zlim), rastsal olarak
secilen bir komsunun parametre degerini dikkate alarak modifikasyonlar yapar. Yeni

bir parametre degeri (z;;) denklem (2.2)’deki gibi olusturulur.
zjj = zij + 04 (Zij — Zxj) (2.2)

burada; je{1,2, ..., D}, rastsal olarak segilen parametre numarasim ve ke{1,2, ..., N},
rastsal olarak seg¢ilen mevcut ¢oziimden (i) farkli olan baska bir ¢6ziimiin numarasini
gosterir. Ornegin, z; j» knumarali ¢6ziimiin j numaral1 parametre degerini temsil eder.
@;j, -1 ile +1 arasinda gergel (real) bir degerdir. Yeni nektar miktar1 (fitnes degeri)
degisen parametre degeri kullanilarak hesaplanir. Eger yeni fitnes degeri eskisinden
daha iyi ise eskisi unutulur ve yenisi hafizaya alinir. Aksi takdirde, eski parametre
degeri degistirilmez ve Basarisiz lyilestirme Denemesi (BID) bir arttirilir. Bagka bir
deyisle, ¢6ziim adayi ile eski ¢6ziim arasindaki se¢im isleminde, aggozlii (greedy) bir
secim yaklasimi uygulanir. Denklem (2.2)’de de goriildiigii lizere zj; parametresi
z;; parametresine yaklastikca, z; ¢oziimiindeki diizensizlik de azalir. Bu sebeple,

arama optimum ¢oziime yaklastik¢a, es zamanli olarak adim biiyiikligii de azalir

(Karaboga ve Ozturk, 2009).

Faz 3: Faz 2’nin tamamlanmasindan sonra is¢i arilar, yiyecek kaynaklarindaki nektar
miktarini (¢oziimlerin fitnes degerini) gézcii arilarla paylasmak tizere dans alanina geri
donerler. Bu fazda gozcii arilar tarafindan kaynaklarin ziyaret edilme olasiligi denklem

(2.3)’de gosterilen formiil ile hesaplanir.

pi = i 2.3)

YN_i fity

burada; fit; , i ¢oziimiiniin fitnes degeridir.
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Faz 4: Gozcii arilar, onceki fazda hesaplanan yiyecek kaynaklarmin olasilik
degerlerine gore bu kaynaklar1 ziyaret ederler. Diisiik fitnes degerine sahip yiyecek
kaynaklar1 gozcii arilar tarafindan hi¢ ziyaret edilmeyebilir; diger taraftan, yiiksek
fitnes degerine sahip yiyecek kaynaklari ise birden fazla ar1 tarafindan ziyaret

edilebilir. Gozcli arilar, Faz 2’deki modifikasyonun aynisinit uygularlar (Denklem

(2.2)).

Faz 5: YAK algoritmasinin bir diger parametresi, yiyecek kaynagini ne zaman terk
edecegini belirleyen limit degeridir. Eger, BID degeri 6nceden tanimlanmis bir limit
degerine ulasirsa, kasif ar1 bu yiyecek kaynagi ile degistirilmek iizere yeni bir yiyecek

kaynagi olusturur. Yeni ¢6ziim denklem (2.4)’e gére olusturulur.

zl =2 +rand(0,1)(z) . — 2] ) (2.4)

i = “min min

]

burada; terkedilen kaynak, z; ve z,, ., ve Z1J‘;lin ise olusturulacak olan parametrelerin
ist ve alt smirlarimi ifade etmektedir. Bu alt ve st sinir degerleri, parametre

giincellemelerinin yapildig1 Faz 2 ve Faz 4’de de kullanilmaktadir.
Faz 6: En iyi fitnes degerine sahip ¢6ziim hafizaya alinir.

Yukaridaki agiklamalardan anlasilacagi {izere, orijinal YAK algoritmasi ii¢ kontrol
parametresine sahiptir: koloni biyiikliigii (2xN), terk etme limiti ve Maksimum Devir
Sayis1 (MDS). Bullinaria ve ark (2014), koloni biiyiikliigii ve terk etme limitinin elde
edilen sonuglar iizerinde kiigiik bir etkisinin oldugunu belirtmislerdir. Diger taraftan,
MDS ve arama uzayinin alt/iist smir degerlerinin performansa etkisinin biiyiik
oldugunu belirtmislerdir (Bullinaria ve AlYahya, 2014). Karaboga ve Ozturk (2009),
biitiin veri setlerinde, koloni biiytikliigii olarak 30, terk etme limiti olarak 1000 ve
alt/tist sinir degerleri olarak da [-2, +2] kullanmiglardir. Fakat her bir veri seti igin bu
parametrelerin optimize edilmesi ile daha iyi sonuglar elde edilebilmekte ve alt/iist
sinir  degerlerinin  tamamen kaldirilmasinin  da  performansa etkisi  biiyiik

olabilmektedir (Karaboga ve Akay, 2009). Bu arastirmacilarin goriislerini dikkate
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alarak, bu calismada da YAK algoritmasinin kontrol parametreleri (6zellikle alt/iist

siir degerleri ve MDS) her bir NASA veri setine gore optimize edilmeye calisildi.
2.4.3. Onerilen simflandirict modeli

Bu calismada yazilim hata kestirim problemi i¢in YAK algoritmasi destekli maliyet-
duyarl bir YSA Onerilmistir. YSA’y1 maliyet-duyarl bir 6greniciye doniistiirmek i¢in
farkli bir hata fonksiyonu kullanilmistir. Beklenen Yanlis Siniflandirma Maliyeti
(Expected Cost of Misclassification (NECM)) (Johnson ve W.ichern, 1992),
maliyetleri ve hatali modiil oranin1 dikkate alan tekil bir formiildiir (Denklem (2.5)).
Crp, Yanlis Pozitif (FP) hatasi (hatasiz bir modiilli, yanlis olarak hataya meyilli
seklinde siniflandirma) ile ilgili maliyeti temsil etmektedir; Cry ise Yanlhis Negatif
(FN) hatasi (hatal1 bir modiilii, yanlis olarak hatasizliga meyilli seklinde siniflandirma)
ile ilgili maliyeti temsil etmektedir. Py, ve Py, sirastyla eldeki egitim verilerindeki
hsm ve hm modiil yiizdelerini gostermektedir. FPR ve FNR’ya ait yanlis siniflandirma
maliyetlerini ayr1 ayr1 belirlemek pratikte kolay degildir. Denklem (2.6)’da gosterilen
ECM formiilii, Cpp’ye gore normalize edilir ve Normalize Edilmis Yanlis
Siniflandirma Maliyeti (Normalized Expected Cost of Misclassification (NECM)) elde
edilmis olur (Khoshgoftaar ve Seliya, 2004). Yazilim ekipleri tarafindan maliyet
oraninin belirlenmesi, ayrik olarak maliyetlerin belirlenmesinden daha kolaydir. Bu

calismada kullanilan YAK algoritmasinin hedefi NECM degerini minimize etmektir.

NECM = FPR X Py, + =2 X FNR X Py (2.5)
FP

ECM = Cpp X FPR X Pyg + Cry X FNR X Py (2.6)

Algoritmanin ana fonksiyonunun sozde kodu Sekil 2.5.’de verilmistir. RUnABC;
EmployedBeesFly, OnlookerBeesFly ve ScoutBeeFly gibi diger fonksiyonlar1 ¢agiran
ana fonksiyondur. Veri setinin yiiklenmesinin yani sira YAK algoritmasinin degisken
tanimlamalar1 1 ile 7. satir arasinda yapilir. Veri seti, ¢apraz-validasyonda kullanilmak
lizere egitim ve test olarak ikiye boliinlir. Capraz-validasyonun detaylar1 sonraki

boliimlerde verilmistir. Yazilim metriklerinin deger araliklar1 ¢ok farkli oldugundan
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bir normalizasyon Onislemine ihtiya¢ duyulur. Menzies ve arkadaslar1 (2007), log-
filtreleme neticesinde 6n islenmis veri ile iyi sonuglar elde etmislerdir. Ancak, bu
calisma kapsaminda yapilan deneylerde, min-max (0-1) normalizasyonun, log-
filtrelemeye gore daha iyi sonuglar verdigi goriilmistiir. Bazi c¢alismalarda,
normalizasyon, egitim ve test verilerine ayr1 olarak uygulanmaktansa biitiin veri setine
uygulanmaktadir. Bu durum, smiflandirici performansini etkileyen yanlis bir
kullanimdir. Bu ¢alismada her bir metrige ait minimum ve maksimum degerler egitim
veri setinden elde edilir ve test setindeki her bir 6rnek bu deger baz alinarak normalize
edilir. 8 ile 17. satirlar arasinda; sinir aginin optimal agirliklarini bulmak i¢in bir egitim
faz1 uygulanir ve algoritmanin performansi bu agirliklar kullanilarak test veri seti

tizerinde hesaplanir (19. ve 20. satirlar).

function RunzpC
*/ INITIALIZATION
initizlize the variables of the ANN */ inputs, hidden neurons, output
initialize the variables of the ABC

*/ solution size (N), Foods, MCN, upper/lower bounds, limit, Fitness
*/ Foods include weights and itis N x D size matrix

=/ Fitness includes fitness values of each Food

4 FAT=0 */Failed Improvement Trial
5 load the dataset
6 shuffle the dataset
7 split dataset as troinSet and testSet (cross-validation)
*f TRAIN
repeat
9 normalize all metrics in the range [0.0, 1.0] */ trainSet
10 initialize Foods */ Random weight values between upper and lower bounds
11 [Foods, Fitness] = EmployedBeesEly ()
12 prob = Fitness / sum (Fitness)
13 [Foods, Fitness] = OnlookerBeesFly ()
14 [Foods, Fitness] = ScoutBeseFly ()
15 i = find { max({Fithess) }
16 bestSol = Foods (i)
17  until MCN times
*/ TEST

18 normalize all metrics in the range [0.0, 1.0] */ testSet
19 [tp, tn, fp, fn] = FunZNN (testSet, bestSol)
20 calculate performance results (AUC, fr, pd)

Sekil 2.5. Hibrit siniflandiricinin ana fonksiyonunun sézde kodu
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RUnANN fonksiyonu, belirlenen agirliklara gore ag1 kosturmak i¢in kullanilir ve agin
hata degeri hesaplanir. Hata degeri NECM formiilii ile hesaplanir (Denklem (2.6)).
Kullanicinin algoritmadan beklentisine gore Cry Ve Cpp’nin maliyet orani tanimlanir.
Maliyet orani Cpy’nin Onemi ile dogru orantilidir; yani, yliksek oran, Cgy’nin
oneminin fazla oldugunu, diisiik oran ise Cgy’nin Oneminin diisiik oldugunu
gostermektedir. Sekil 2.6.’da RUNANN fonksiyonunun sézde kodu verilmistir. Agin
ciktis1 (y2) 0.5’den biiyiikse, o modiiliin hm oldugu; aksi durumda ise hsm oldugu

varsayilir.

function RunZnn

Input : data, sol
Output : error, tp, tn, fp, fn

y = calculate output of the network with logsig activation functions using sol weights
¥2 = round (y)

calculate tp, tn, fip, fn by comparing dota output and y2

error = apply (6)

B W N

Sekil 2.6. Sinir aginin sézde kodu

EmployedBeeFly fonksiyonu, YAK algoritmasinin Faz 2’sine karsilik gelmektedir. Bu

fonksiyonun sézde kodu Sekil 2.7.”de verilmistir.

function EmployedBReesFly

Input : Foods, Fitness

Output : Foods, Fitness

1 fori=1toWN
2 sol = Foods(i)
3 newWeight = apply (2)
4 error = RUnANN (trainSet, sol) */ sol include also newWeight
5 newfFitness =1 f error
-] if newFitness » oldFitness
7 Foods(i) = sol *{ Change current Food with newWeight value
8 FIT(i) =0
9 Fitness(i) = newFitness
10 else */ No improvement on current Food
*{ No change in Foods and Fitness
11 FIT(i)++
12 end
13 end

Sekil 2.7. Is¢i ar1 fazinin sézde kodu



25

Y AK algoritmasinin Faz 3’1, ana fonksiyonun 12. satirinda kodlanmustir.

OnlookerBeesFly fonksiyonu, YAK algoritmasinin Faz 4’line karsilik gelmektedir. Bu

fonksiyonun sézde kodu Sekil 2.8.’de verilmistir.

function OnlookerBeesFly
Input : Foods, Fitness

Output : Foods, Fitness

1 i=0;t=0
2 whilet< N
3 if rand < prob{i} */rand is a real value between 0 and 1
4 t++
5 sol = Foods{i)
-] newWeight = apply (2)
7 error = Bun®NN (trainSet, sol) */ sol include also newWeight
8 newFitness =1/ error
9 if newFitness > oldFitness
*/ Change current Food with newWeight value
10 Foods(i} = sol
11 FIT(i) = 0
12 Fitness(i) = newFitness
13 else */ No improvement on current Food
*/ No change in Foods and Fitness
14 FIT(i)++
15 end
16 i+
17 end
1z ifi==N=+1
19 i=1
20 end
21 end

Sekil 2.8. Gozcii ar1 fazinin sézde kodu

Faz 5’in s6zde kodu (ScoutBeeFly fonksiyonu) Sekil 2.9.”da verilmistir.
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function ScoutBeeFly

Input : Foods, Fitness

Output : Foods, Fitness

i = find (max{FIT))}
if FIT(i} > limit

newFood = create a Food

w MO

*/ random weight values between upper and lower bounds
Foods (i) = newFood
error = RunZNN (trainSet, sol) */ sol include also newWeight

newfFitness =1 { error

Fitness(i) = newFitness

0~ @O ok

end

Sekil 2.9. Kasif ar1 fazinin sézde kodu

Biitiin ¢6ziim adaylar1 igerisinden en iyisinin hafizaya alinmasi ana fonksiyonun 15 ve
16. satirlarinda yapilir (YAK algoritmasinin Faz 6’s1). YSA’nin egitiminin
tamamlanmasi ile birlikte elde edilen néron baglantilarinin agirlik degerleri ile

smiflandirict modelinin testi yapilir.

2.5. Deneyler ve Arastirma Bulgulari

2.5.1. Performans olg¢iitleri

Ikili siniflandirma problemlerinde (6rnegin; hm veya hsm ¢iktili) tahmin modelinin
performansimin degerlendirilmesi genellikle Tablo 2.4.’de gosterilen hata matrisi
kullanilarak yapilir. Tabloda hm modiilleri pozitif (EVET) ve hsm modiilleri ise
negatif (HAYIR) olarak temsil edilmistir. Matris, olasi dort sonucu icermektedir: Eger
hatal1 bir modiil, hm olarak tahmin edildiyse, Dogru Pozitif (TP); hsm olarak tahmin
edildiyse FN olarak isaretlenir. Diger taraftan, hatasiz bir modiil, hsm olarak tahmin
edildiyse, Dogru Negatif (TN); hm olarak tahmin edildiyse FP olarak isaretlenir.
Emam ve arkadaslari, Bu dort ¢iktiyr kullanarak olusturulan farkli performans
Olgiitlerini agiklamiglardir (EI Emam ve ark., 2001). Bu c¢alismada sonuglarin
degerlendirilmesinde su Slgiitler kullanilmistir: hatali modiil tespit orani (probability
of detection (pd)), yanlis alarm oran1 (probability of false alarms (pf)), balans (bal) ve

dogruluk (accuracy (acc)). Bu Olgiitlerin yani sira, yazilim hata kestirimi alaninda ROC



27

ve AUC kullanim1 da ¢ok yaygindir. Bu sebeple, bu olgiitlere gére de degerlendirme
yapilmis ve diger ¢aligmalarla karsilastirma yapilmistir (Catal ve Diri, 2009; Sun ve
ark., 2012; Wang ve Yao, 2013).

Tablo 2.4. Hata matrisi

EVET HAYIR
(Tahmin Edilen)  (Tahmin Edilen)

TP FN
EVET (Gereek) o5y Pozitify  (Yanhs Negatif)

FP ™
HAYIR (Gerg¢ek)

(Yanlig Pozitif) (Dogru Negatif)

Duyarlilik olarak da bilinen pd degeri, dogru olarak siiflandirilan hatali modiil

ytizdesi olup denklem (2.7) ile hesaplanir. Ayni zamanda FNR ’nin tamlayanidir.

TP
TP+FN

pd = duyarhilik = =1-FNR (2.7)

pf degeri, yanlis olarak siniflandirilan hatasiz modiil oranin1 belirtmekte olup formiili

denklem (2.8) ile verilmistir.

FP
FP+TN

pf =FPR = (2.8)
bal degeri, (pf, pd) noktasindan ROC egrisinde arzu edilen nokta olan (0,1)’e olan

normalize edilmis 6klid uzakligina esit olup formiilii denklem (2.9) ile verilmistir

(Jiang ve ark., 2008).

bal = 1 — YIpDACI" 2.9)

acc formiilii, basit bir sekilde, dogru olarak siniflandirilan modiillerin orani olup

formiilii denklem (2.10) ile gosterilmistir.

TP+TN
acc = ——————— 2.10
FP+FN+TP+TN (2.10)
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Dengesiz smif dagilimi gosteren veri setlerinde acc olgiitiiniin  kullanimi uygun
degildir (Nickerson ve ark., 2001). Ornegin, PC1 veri seti %6.94 hatali modiil icerir.
Ilkel bir smiflandirici, biitiin 6rnekleri hsm olarak tahmin etse dahi performansi

%93.06 olmaktadir. Bu sebeple, bu durum dikkate alinarak bu 6l¢iit kullanilmamalidir.

ROC egrisi, Sekil 2.10.’da gosterildigi tizere y-ekseni pd ve x-ekseni pf olmak tizere 2
boyutlu bir gosterim tiiriidiir. ROC egrisi, biitliin muhtemel degerlerin farkli esik
degerleri ile ayrilmasi sonucunda olusturulur (Fawcett, 2006). Her bir ROC egrisi,
biitiin 6rnekleri hsm olarak tahmin edildigi anlamina gelen (0, 0) ve biitiin 6rneklerin
hm olarak tahmin edildigi anlamina gelen (1, 1) noktasindan gecer (Menzies ve ark.,
2007). (0, 0)’dan (1,1)’e olan dogru, bilgi igermez, siniflandirma yo6niiyle bir anlam
ifade etmez. Grafigin sol iist alanina denk gelen noktalar en ¢ok kabul edilebilir
olanlardir; yani, yiiksek pd ile birlikte diisiik pf elde edildigi anlamina gelmektedir.
Dengesiz veri setlerindeki ve farkli yanlis siniflandirma maliyetlerindeki direnci, ROC
egrilerinin avantajlaridir (Provost ve Fawcett, 2001). Yazilim hata veri seti bu
karakteristikleri sergiler, dolayisiyla bu egri tiiriinlin bu alanda kullanimi1 uygundur
(Khoshgoftaar ve Seliya, 2004). AUC, karsilastirmalar yapabilmek amaciyla ROC
egrisinin altinda kalan alanin hesaplanmasi ile tiiretilen sayisal bir degerdir. Dengesiz
veri setlerinde AUC yaygin olarak kullanilan bir olgiittiir. Jin Huang ve Ling (2005),
dengeli dagilmis ve dengesiz dagilmis veri setlerinde AUC’un, acc’ye gore istatistiki

acidan daha ayirt edici oldugunu deneysel olarak gostermislerdir.
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Sekil 2.10. Riskten-kaginan ve maliyetten-kaginan bolgeleri bulunduran 6rnek ROC egrileri

Hata kestirim modellerinin ana hedefi, yanlis alarm iiretimlerinden kaginmanin
yaninda, miimkiin oldugunca fazla sayida hatali modiillerin tespit edilmesidir (yiiksek
pd ve disiik pf degeri). Ancak, denklem (2.5)’deki hata fonksiyonunda Cry Ve Crp
katsayilarinin degistirilmesi ile pd ve pf performansi arasinda bir se¢im yapilir. Farkli
isletmeler farkli hedefler tercih ederler. Yiiksek pd’nin yaninda, ytliksek pf degeri
emniyet-kritik veya riskten-kaginan sistemler i¢in hala pratik olarak kullanish
olabilmektedir. Yani, bu tip sistemlerde hatasiz bir modiiliin yanlis siniflandirilmas,
hatali modiiliin yanhs siniflandirmasina gore ¢ok daha az onemlidir (Cpp<< Cpy)
(Song ve ark., 2011). Diger taraftan, test faaliyetleri i¢in sinirli zaman/biitceye sahip
olan maliyetten-kaginan yazilim projelerindeki beklenti miimkiin oldugunca diisiik pf
elde edilmesidir. Yani, bu tip projelerde hatasiz bir modiiliin yanlis siniflandirilmasi,
hatali modiiliin yanlis siniflandirilmasindan daha énemlidir (Cpy< Cpp). Sekil 2.10°da
gosterilen ROC egrisinde riskten-kaginan ve maliyetten-kacinan alanlarin gosterimi

yapilmistir (Menzies ve ark., 2010).
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2.5.2. Deneyler

Onerilen smiflandiricinin performansimi degerlendirmek igin yaygin olarak kullanilan
N-kiime ¢apraz validasyon (Kohavi, 1995) yontemi uygulanmistir. Bu yontem ile veri
seti, her biri esit 6rnek sayisina sahip N kiimeye boliiniir. Algoritma N defa kosturulur;
her bir kosumda (N-1) alt kiime, siniflandiric1 egitiminin ger¢eklestirilmesinde; geriye
kalan tek kiime ise testinin yapilmasinda kullanilir. Kiime sayis1 olarak genellikle 10
secilmektedir. Ancak, veri setindeki hata orani ¢cok diisiikse, bazi alt kiimeler azinlik
smifindan hi¢ 6rnek bulundurmayabilir. Bu sorunun tistesinden gelmek i¢in N sayist,
Tablo 2.5.de verildigi lizere, veri setindeki hatali modiil oranina (hmo) gore tayin
edilmistir. Bu yaklasim ile, KC1, KC2 ve JM1 veri setinin kullanildigi deneyler i¢in
N=10 olarak; CM1 ve PC1 veri setleri igin ise N=5 olarak hesaplanmistir. Hall ve
Holmes (2003), tarafindan yapilan ¢alismay1 temel alarak, istatistiki olarak giivenilir
sonuclar elde etmek i¢in deneyler 10 defa tekrarlanmistir. Bu calismanin sonug
kismindaki performans 6lciit degerleri, 100 veya 50 kosumdan elde edilmistir. Fisher
ve ark., veri setindeki Orneklerin siralamasinin bazi simiflandiricilarin basarilarini
etkileyebildiklerini; performanslarin1  6nemli Gl¢lide arttirip, azaltabildigini
belirtmislerdir (Fisher, 1992). Bu sebeple, bu ¢alismada algoritmanin her kosumundan

once orneklerin siralamasi rastsal olarak degistirilmistir.

Tablo 2.5. Hatali modiil oranina bagli olarak kiime sayilari

Kosul Kiime Sayist (#)
hmo < 10 5
10 <=hmo <15 7
hmo >= 15 10

YSA’nm temel yapisinda, gizli katmandaki ndron sayis1 ve gizli katman ile ¢ikis
katmanindaki aktivasyon fonksiyonu bulunur. Bu degiskenler, deneme yanilma
metodu ile belirlenmistir. Gizli katman ile ¢ikis katmaninda aktivasyon fonksiyonu
olarak sigmoid fonksiyonu [0, 1] secilmistir. Gizli katmandaki noron sayis1 ise 3 olarak
belirlenmistir. Deneyler, 2’den 20’ye kadar farkli gizli katman ndron sayisi
kullanilarak gergeklestirilmis ve belirlenen deger, bes veri setinde de en iyi sonucu

vermistir.
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YAK algoritmasinin kontrol parametreleri, otomatik bir yaklasim kullanilarak
belirlenmistir. Her bir deney kosumunda farkli kontrol parametre seti ayarlanmis ve
sonuglar bir dosyaya kaydedilmistir. Kontrol parametre seti otomatik olarak her
iterasyonda degistirilmistir. Boylelikle en iyi sonucu veren parametrelerin tespiti
yapilabilmistir. Sinir ag1, dogas1 geregi, yavas bir algoritmadir. Bir deneyi 100 defa
tekrarlamak, YAK algoritmasinin en iyi kontrol parametre setini tespit etmek ve YSA
kullanimi kaynak kodun defalarca ¢alistirilmasini gerektirmekte ve toplamda saatlerce
zaman alabilmektedir. Bu otomatik kosum yaklasimi ile emek ve zaman etkin bir
sekilde farkli parametre kombinasyonlar1 denenebilmektedir. Ogrenme modelinin
olusturulmasinda MATLAB platformu kullanilmis olup kodlamalar bu platform

tizerinde gergeklestirilmistir.

YAK algoritmasiin kontrol parametrelerinin degerleri Tablo 2.6.’da verilmistir.
Dikkat edilirse, bu c¢alismada belirlenen kontrol parametreleri orijinal YAK
algoritmasindan farklidir. Bullinaria ve AlYahya (2014), UCI makine 6grenmesi veri
setleri i¢in optimal parametreleri tespit etmek suretiyle “Optimize Edilmis YAK” elde

etmislerdir. Bu ¢alismada ise yazilim hata veri setleri i¢in “Optimize Edilmis YAK”

elde edilmis oldu.
Tablo 2.6. YAK algoritmasinin kontrol parametreleri
Parametre KC1 KC2 CM1 PC1 JM1
Koloni Biiyiikliigii 40 40 40 40 40
Ust / Alt Smir 1,0/-3,0 1,0/-2,8 1,0/-35 1,0/-4.0 1,0/-28
Limit 100 100 100 100 100
MDS 310 70 250 520 310

2.5.3. Arastirma bulgular

Onerilen simiflandiricinin performansini daha etkin bir sekilde aktarabilmek icin, bu
boliim iki kisma ayrilmigtir: ilki maliyet-duyarlilik dikkate alinmaksizin ve digeri ise
maliyet-duyarlilik dikkate alinarak. Her bir kisimda, elde edilen sonuglar diger

maliyet-duyarli ve maliyet-duyarli olmayan c¢alismalarla karsilagtirilmistir.
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2.5.3.1. Arastirma bulgular1 (maliyet-duyarhlik dikkate alinmaksizin)

Bu kisimdaki sonuglar, FP ve FN maliyetleri olmaksizin elde edilmistir. Diger bir
degisle, FP ve FN maliyetlerinin esit agirhga sahip oldugu kabul edilmistir
(Crn/Cpp=1). Egitim verisindeki hatali ve hatasiz modiil oranlart (Py,,Ve Pjspy) da
ihmal edilmigtir. Bu varsayimlar ile YAK algoritmas: hata fonksiyonu denklem

(2.11)’deki duruma doniismiistiir.

NECM = FPR x 0.5 + FNR x 0.5 (2.11)

Bu kisimdaki sonucglar maliyet duyarhilik dikkate alinmadan elde edilmistir. Bu
calismada, daha 6nce de bahsedildigi gibi NASA veri havuzunda bulunan bes veri seti
kullanilmistir. Onerilen siniflandirict, her bir veri seti icin Sekil 2.11.’deki ROC
egrilerini tiretmistir. Capraz validasyondaki her bir alt kiime kosumu ile birlikte bir
ROC egrisi tretilmistir; yani, eger capraz validasyondaki kiime sayisi 10 olarak
belirlendiyse 100 adet ROC egrisi iretilmis olur (algoritma kosum sayist da 10
oldugundan). Bu egriler, 6. dereceden polinom tabanli egri-uydurma (curve-fitting)
teknikleri kullanilarak tek bir egriye doniistiiriilmiistiir. Maliyet degerlerinin
degisiminin ROC tizerindeki etkisi ¢ok kiiciiktiir; ¢linkii, bu tip grafikler dogas1 geregi
farkli esik degerleri i¢in pd, pf ciftlerini icerirler. Diger bir degisle, ayn1 sinif ¢iktisina

sahip orneklerin ne kadar 1yi gruplandirildigini gosterirler.
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Tablo 2.7.’de her bir veri seti i¢gin AUC, pd, pf, bal ve acc performans sonuglari

gosterilmistir. Biitiin  AUC degerleri 0.5’den biiyiiktiir, bu durum Onerilen

siiflandiricinin kabul edilebilir sonuglara sahip oldugu anlamina gelir. KC1 ve KC2

veri setleri, 0.80 ve 0.85 AUC degerleri ile diger veri setlerinden daha iyi sonuglara
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sahiptirler. Algoritma kosumunun 10 defa tekrarlanmasi sonucunda hesaplanan
standart sapma degeri + isaretinden sonra verilmistir. Sonuclar algoritmanin
giirbiizliiglinii gostermektedir. CM1 ve PC1 veri setleri AUC bazinda maksimum
standart sapma degerlerine sahiptirler (sirasiyla 0.0156 ve 0.0083). Bunun sebebi, bu

iki veri setinin digerlerine gore daha dengesiz siif dagilimi gostermeleridir.

Tablo 2.7. Bes NASA veri setinde elde edilen standart sapma ile AUC, pd, pf, bal ve acc sonuglart

Veri Seti AUC pd (%) pf (%) bal (%) acc (%)
KC1 0,80 £ 0,0019 79 +£ 0,93 33 +£0,67 72 +£0,56 69 £+ 0,60
KC2 0,85 + 0,0068 79 £1,26 21+0,60 79 £0.,61 79 £ 0,46
CM1 0,77 £ 0,0156 75 +£2,93 33+1,17 71+1,11 68 £0,09
PC1 0,82 +0,0083 89+2,31 37+1,84 73 £1,07 65 +1,63
JM1 0,71 £ 0,0021 71+£1,22 41 £ 1,47 64 +0,44 61 +0,97
Ortalama 0,79 78,6 33,0 71,8 68,4

Onerilen siniflandiricinin, diger algoritmalarla AUC bazinda karsilastirmas: Tablo
2.8.’de yapilmigtir. En 1iyi performans: gdsteren sonug, koyu renkli olarak
isaretlenmistir. NB ve RF sonuglari, Wang ve Yao (2013)’nun ¢alismasindan; C4.5
sonuglar1, Sun ve arkadaslarinin (2012) calismasindan; Immunos ve AIRS sonuglari
ise Catal ve Diri (2009)’nin ¢alismasindaki 3 no’lu deneyden buraya aktarilmistir. 3
no’lu deneyde kullanilan metrik kiimesinin aynis1 bu calismada da kullanilmastir.
Immunos ve AIRS, insan bagisiklik sisteminden ilham alinarak gelistirilen
siniflandirma algoritmalaridir. Biitiin bu sonuglar, modifikasyon yapilmamis (orijinal)
algoritmalardan alinmistir. Aym algoritmalart kullanan diger ¢aligmalarda da asagi
yukar1 benzer sonuglar elde edilmistir. Basar1 siralamasi, her bir veri setindeki
sonuglara gore yapilmistir. Onerilen algoritma; KC1, KC2 ve CMI1 veri setlerinde en
1yi sonucu, PC1 ve JMI veri setlerinde ise en iyi ikinci sonucu iiretmistir. KC1 veri
setinde, Onerilen algoritma ile birlikte RF algoritmasi da en 1yi sonucu vermistir. Her
bir algoritmanin her bir veri seti i¢in basar1 siralamasi toplanmis ve veri seti sayisina
boliinerek ortalama basari siralamasi elde edilmistir. Tablonun son siitununda ise
siniflandirma algoritmalarinin ortalama basar1 siralamasi verilmistir. Daha diisiik

basar1 siralamasi, ilgili veri seti i¢in daha iyi performans anlamma gelmektedir.
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Onerilen smiflandirici, 1.4 degeri ile en iyi ortalama basar sirasini elde etmistir. RF
de 1.6 ile yakin bir performans siralamasi elde etmistir. NB ise 2.6 ile bunlardan sonra

gelmektedir. Diger algoritmalar ise zayif performans sonuglari elde etmislerdir.

Tablo 2.8. Onerilen smiflandiricinin, AUC bazinda farkli siniflandiricilar ile karsilastirmasi

Siniflandirict KC1 KC2 CM1 PC1 JM1 Ort. Siralama
Onerilen 0,80 0,85 0,77 0,82 0,71 1,4
NB 0,79 0,82 0,75 0,70 0,68 2,6
RF 0,80 0,82 0,74 0,85 0,75 1,6
C4.5 0,64 0,67 0,53 0,68 0,61 50
Immunos 0,71 0,73 0,63 0,64 0,63 4,0
AIRS 0,60 0,67 0,53 0,58 0,56 5,6

Parametrik olmayan Friedman test kullanilarak, onerilen siniflandirici, istatistiki
anlamlilik (statistical significance) yoniiyle diger algoritmalarla karsilagtirilmistir.
Vandecruys ve arkadaslart (2008) da yaptiklari ¢aligmada bu istatistiki yontemi
kullanmiglardir. Friedman testi, anlamlilik diizeyinin altinda bir deger dondiirmiistiir.
Bu, en az iki smiflandirict performansinin anlamli bir sekilde birbirinden farkli
oldugunu ifade etmektedir. Sonrasinda, Conover (1999)’un ¢alismasina dayanarak
ikili karsilastirmalar yapilmistir. Tablo 2.9.°da bu karsilastirmalarin  sonuglari
gosterilmistir. Tabloda da goriildiigii iizere; onerilen siniflandiricinin performansi, RF
haricindeki diger smiflandiricilardan anlamli bir sekilde farklidir (%99 anlamlilik
diizeyi baz alindiginda). Fakat bu durum 6nerilen siiflandiricinin, RF’den daha koétii

oldugu anlamina gelmektedir.

Tablo 2.9. Siniflandirict performanslarinin Friedman test karsilastirmasi

| J Farklar (1-J)
Onerilen NB 1.2 **
RF 0.3
C45 3.5 ***
Immunos 2.7 ***
AIRS 4.3 ***

*p<0.05 **p<0.01 ***p<0.001
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2.5.3.2. Arastirma bulgular (maliyet-duyarhlik dikkate alinarak)

Onerilen sistemin avantajlarin biri de maliyet-duyarlilik 6zelligine sahip olmasidir. Bu
kistmda maliyet-duyarlilik  6zelligi  dikkate alinmasi durumundaki sonuglar
sunulmaktadir. Ozel maliyet oranlar1 (Cry/Crp) kullanilarak, farkli (pd, pf) ikilileri
elde edilebilir. Sekil 2.12.’de dort farkli maliyet oranlarina gore pd, pf ve acc sonuglart
sunulmustur. Sekilden de gorildigi tizere; FN maliyeti (Cpy) azaldikga (disiik
maliyet oranlarinda), pd performansi da azalir. Ayn1 sekilde, FP maliyeti (Crp) arttik¢a
(yiiksek maliyet oranlarinda), beklenildigi gibi pf performansi da artar. Diisiik pf
degerleri, yanlis alarm bakimindan iyi performans anlamima gelmektedir. pf
performansi ile acc performansi arasinda direk bir iliski vardir. Ciinkii, ¢ogunluk
smifin1 negatif (hatasiz modiil) olanlar olusturmaktadir. Diisiik pf degeri, negatif
smiflardaki hatanin az oldugunu anlamina gelmektedir; dolayisiyla acc sonucunun

lyilesmesini saglamaktadir.
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NECM, maliyet-duyarli algoritmalarda kullanilan tekil bir performans olgiitiidiir.
Onerilen algoritmadaki sonuglar, Zheng (2010)’in calismasinda gegen degisik tiirdeki
sinir aglart ile karsilagtirilmistir. Calismasinda iki farkli sinir ag1 kullanmistir: Esik-
Kaydirmali Maliyet-Duyarli Hizlandirilmig Sinir Ag1 (Cost-Sensitive Boosting Neural
Networks with Threshold-Moving (CSBNN-TM)) ve Agirlik-Giincellemeli Maliyet-
Duyarli Hizlandirilmig Sinir Ag1 (Cost-Sensitive Boosting Neural Networks with
Weight-Updating (CSBNN-WU)). Orijinal agirlik giincelleme isleminde iki
modifikasyon yapmistir. Bu modifiye edilmis algoritmalar, CSBNN-WU1 ve
CSBNN-WU2 olarak isimlendirilmistir. Onerilen algoritmanin, bu ii¢ maliyet-duyarl
algoritma ile NECM baz alinarak karsilastirmasi Sekil 2.13.’de verilmistir. Zheng’in
calismasinda JM1 veri seti yer almamistir; dolayisiyla, karsilastirmalar diger dort veri
setine gore yapilmustir. Onerilen algoritma, (Cost-Sensitive Artifical Neural Network
with Artifical Bee Colony) CSANN-ABC olarak adlandirilmis, Sekil 2.13.’de bu ad
ile gosterilmistir. Farklt maliyet oranlarina (1°den 10’a kadar) gore NECM sonuglari
Sekil 2.13.”de gosterilmistir. X-ekseni maliyet oranlarini ve y-ekseni ise iligkili NECM
sonuglarmi gdstermektedir. Onerilen algoritma, dort veri setinde ve hemen hemen
biitiin maliyet oranlarinda en iyi sonucu vermistir. Sadece, CM1 veri setinde Cpp/Crp=
6 oldugunda ve PC1 veri setinde Cpy/Crp= 7 oldugunda daha kotii sonuglar vermistir.

NECM ¢iktisinin diisiik olmasi, sonucun iyi oldugu anlamina gelmektedir.
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Sekil 2.13. Onerilen algoritmanin NECM bazinda diger algoritmalarla karsilastirmas: a) KC1 icin b) KC2 igin c)
CM1 igin ve d) PCI igin

YAK algoritmasi, siniflandirict performansini etkileyen farkli kontrol parametreleri
icermektedir. MDS artarken performansin da arttig1 goriilmiis, ancak belli bir degere
ulastiginda dengeye ulasmistir. Diger bir degisle, MDS’nin stirekli artis1, performans
artisin1 saglamamaktadir. Ayrica, MDS’nin performans iizerindeki etkisinin ¢ok az
oldugu sdylenebilir. Arama uzayindaki alt ve iist sinir degerleri, YAK’1n diger 6nemli
parametreleridir. Tablo 2.6.’da goriildiigi tizere, alt ve iist sinir degerleri simetrik
degildir (0 orta deger olarak kabul edildiginde). Bu durum, YAK’m kullanildig: diger
caligmalardan farklilik géstermektedir. Diskriminant noktasinin 0 oldugu varsayilirsa,
negatif aralik pozitif aralifa gore daha genistir. Bu durum, algoritmay1 dengesiz sinif
dagilimli veri setlerine karsi daha gii¢lii hale getirmistir. Veri setindeki dengesizlik
orant ile alt sinir degeri arasinda iliski vardir. Ornegin, PC1 en dengesiz dagilimli veri

setidir ve en diislik alt sinir degerine sahiptir. Diger taraftan, KC2 ve JM1 veri seti
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dengesizlik dagilimi en az olan veri setleridir ve alt sinir degerleri en yiiksektir.
Bullinaria ve AlYahya (2014), UCI makine 6grenmesi veri setlerinde sinir degerlerinin
olmadig1 “Optimize Edilmis UABC” kullanilmasinin daha iyi sonuglar verdigini iddia
etmislerdir. Ancak, bu c¢alismada yazilim hata veri setlerinde smir degerleri

kullanilmadiginda performansin ¢ok diisiik ¢iktig1 goriilmiistiir.

2.6. Sonuc¢

Bu ¢alismada yazilim hata kestirim problemi i¢in hibrit bir siniflandirma ydntemi
Onerilmistir. YSA noron baglanti agirliklari, arilarin yiyecek arama davranisini
modelleyen YAK algoritmas: ile optimize edilmistir. Yeni bir hata fonksiyonu
olusturulmasi ile YSA’ya parametrik maliyet-duyarlilik 6zelligi eklenmistir. Pozitif ve
Negatif siiflarin yanlis siniflandirma maliyeti iligkili katsayilar ile belirlenir. Bu
maliyet degerlerinin pd, pf ve acc performansina etkisi vardir. Bu yontem ile riskten-
kacinan ve maliyetten-kac¢inan isletmeler, kendi yazilim projelerinin ihtiyaglarina gore

en uygun katsayilari belirleyebilmeleri saglanmustir.

Onerilen smiflandiricinin performanst bes NASA veri seti kullanilarak diger
algoritmalar ile karsilastirilmis ve elde edilen sonuglar performansinin digerlerinden

daha iyi oldugunu gostermistir.



BOLUM 3. ACIK KAYNAK KODLU YAZILIMLAR IiCiN
YAZILIM METRIK ESIK DEGERLERININ
TURETIMI VE HATA KESTIRIMINDE
UYGULANMASI

3.1. Giris

Yazilim sistemleri giinliik yasantimizda ¢6k 6nemli bir role sahiptir ve her gegen giin
kullanimi1 daha da yayginlagmaktadir. Makinelerin ve servislerin biiyiik ¢gogunlugu
kendi i¢lerinde farkli tiirde yazilim igerirler. Yazilim gelistiriciler, glinliik kullanimini
yayginlagtirmak ve rekabette geri kalmamak i¢in miimkiin oldugunca hizli bir sekilde
yazilimlart gelistirmektedirler. Yazilim gelistirmenin her bir sathasi etkin bir sekilde
yiirtitilmelidir. Test, en dnemli sathalardan bir tanesidir ve dikkatli bir sekilde ele
almmalidir. Etkin olmayan bir sekilde isletilen test safhasi, c¢esitli problemler
dogurabilir. Yazilimda mevcut olan bir hatanin test ekibi tarafindan tespit
edilememesinin maliyeti, canli kullanim sirasinda agir olabilir. Devam eden bir servisi
sekteye ugratabilir veya ilgili yazilimla baglantili diger sistemlerde arizalara sebep
olabilir. Eger, bu sistem, banka yazilim1 veya uzay araci gibi karmasik bir sistem ise
aksakligin sebep oldugu maliyet de cok daha agir olacaktir. Ornegin, 125 milyon
dolara gelistirilen NASA uzay araci gorevi sirasinda uzayda kayboldu. Bu durumun
sebebinin kii¢iik bir veri doniistiirme hatasi oldugu ortaya ¢ikt1 (Michaels, 2008). Daha
giincel bir gelisme olarak; yeni tasarlanmig Airbus A400M tipi askeri kargo ucagi test
ucusu sirasinda diistii. Teknik uzmanlar diisiis sebebinin hatalt motor kontrol yazilimi
oldugunu kesfettiler (Flottau ve Osborne, 2015). Amerika Birlesik Devletleri Savunma
Bakanliginin, yazilim hatalarindan kaynakli yaptig1 harcama miktar1 her yil 4 milyar
dolardir (Dick ve ark, 2004).
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Test islemlerinin etkinligini arttirmak i¢in son on yilda akademisyenler tarafindan
otomatik hata tespit ve erken uyari sistemleri iizerinde yogunlasma olmustur. Yazilim
modiillerinin hataya meyilli (hm) ve hatasizliga meyilli (hsm) olarak siiflandirildigi
bir liste sunulmasini saglayan bdyle bir hata tespit sistemi, yazilim projelerindeki test
ekiplerinin faaliyetlerini  kolaylastiracaktir. Bdylelikle, test personeli, hsm
modiillerden ziyade hm modiillere yogunlasir. Yazilim sisteminin dahili (internal)
kalite Ozellikleri, ilgili modiiliin hataya meyillilik durumu hakkinda ipuglar1 verir.
Kalite ile hataya meyillilik arasindaki bu iligki bir sonraki kisimda referanslari yapilan
ve bu ¢alismada yer bulmayan birgok calisma ile dogrulanmistir. Yazilim metrikleri,
yazilim sisteminin dahili kalitesini yansitmayi amagclar. Farkli metrik kiimeleri
onerilmistir. Bunlar arasinda en yaygin olarak kullanilanlar1 sunlardir: McCabe
(McCabe, 1976), Halstead (Halstead, 1977) ve Chidamber & Kemerer (CK)
(Chidamber ve Kemerer, 1994). McCabe ve Halstead metrikleri, kaliteyi metot-
seviyesinde yansitirlar; CK metrikleri ise kaliteyi sinif-seviyesinde yansitirlar. Farkli
metrik gruplari, yazilimi farli yonlerden degerlendirirler. Bu metriklere ait esik
degerlerin tiiretiminin; yazilim gelistiricileri, test personeli ve miisteriye katkisi
olacaktir. Bunun neticesinde yazilim gelistiricileri, versiyon yayinindan dnce esik
degerini asan modiillere yogunlasabilirler. Diger taraftan, yazilim kalitesini
degerlendirecek diizeyde teknik bilgiye genellikle sahip olmayan miisteriler, bu esik
degerlerinin yardimiyla teslim edilen yazilimin kalitesi hakkinda fikir sahibi olurlar.
Esik degerleri, bir 6rnegi genellikle iki grup seklinde kategorilendirmek igin
kullanilirlar; boylelikle, her 6rnek kategorisine gore ele alimir. Henderson-Sellers
(1996), esik degerlerinin pratik yararlarini vurgulamiglar ve su tanimlamay1
yapmuslardir: “Belirli bir dahili metrik degeri, 6nceden belirlenmis esik degerini astig1

zaman bir alarm olusturulur”.

Bu c¢alismada, bundan sonraki geri kalan kisimlarda kaynak c¢alisma olarak
adlandirilacak olan Shatnawi (2010)’nin ¢aligmasinin replikasyonu sunulmustur. Bu
replikasyonda, daha biiylik boyutta veri seti ve metrikler kullanilarak kaynak ¢alisma
genisletilmistir. Ayrica, kaynak calismada yapilan deneylerde projeler ayrik olarak
kullanilmistir; yani, egitim seti ve test setinin se¢imi ayni proje igerisinde yapilmastir.

Bu sebeple, tiiretilen esik degerleri proje bagimlidir. Diger proje ekipleri, kaynak
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calismanin ¢iktist olan esik degerlerinden faydalanamayabilirler. Bu replikasyon
calismasinda ise belli bir proje grubu i¢in iiniversal esik degerleri tiiretilmesine yonelik
deneyler yapilmistir. Boylelikle, benzer karakteristiklere sahip diger projeler de bu
calismanin ¢iktisindan yararlanabilirler. Calisma yapis1 kurgulanirken, Carver (2010)

tarafindan replikasyon ¢alismalari igin 6nerilen standartlara uyulmustur.

Bu boliim su sekilde yapilandirilmistir: Kaynak ¢alisma altboliim 3.1°de anlatilmastir.
Altboliim 3.2., kaynak ¢alismasini; altboliim 3.3 ise, replikasyon ¢alismasini; hedefler,
hipotezler ve baglamlariyla birlikte ele alir. Altboliim 3.4. , 6nceden yapilan ilgili
calismalari igeren kaynak aragtirmasini 6zetler. Bu ¢alismada kullanilan veri setleri ve
metrikler altbolim 3.5°de aktarilmistir. Altbolim 3.6., kullanilan algoritmalarin
yaninda esik degeri tliretim modelinin agiklamasini icermektedir. Altboliim 3.7°de,
calismanin bulgular1 bulunmaktadir. Gegerliligi tehdit eden faktorler altboliim 3.8°de

anlatilmistir. Calisma sonuglar ise altboliim 3.9°da 6zetlenmistir.

3.2. Kaynak Cahsma

Bu altboliimde kaynak calisma kisaca tanitilmistir. Kaynak caligsma ile ilgili diger
detaylar, ilgili altboliimlerde anlatilmistir; 6rnegin, kaynak ¢aligmada kullanilan veri
setleri ve metrikler ayni baslikli altbolimde aktarilmigtir. Shatnawi (2010),
caligmasinda Bender metodu (Bender, 1999) tabanli Lojistik Regresyon kullanmistir.
Eclipse 2.0°1 egitim veri seti ve Eclipse 2.1°1 ise test veri seti olarak kullanmustir.
Calismasinda analiz ettigi arastirma sorusu; CK metrikleri i¢in tiiretilen esik degerlerin
hataya meyillilik yoniiyle etkisinin incelenmesidir. Altt CK metrigi igerisinden ii¢
tanesi i¢in performans limiti ve istatistiki anlamlilik testini gegerek, etkili esik degerine
sahip oldugu sonucuna ulasmistir. Ancak, ayn1 modeli, farkli iki agik kaynak kodlu
sisteme (Mozilla ve Rhino) uyguladiginda az sayida pozitif esik degeri elde etmistir,
cogu negatif esik degeri olmustur. Shatnawi, onerilen modelin biitiin agik kaynak

kodlu sistemlerde kullanilacak sekilde genellestirilemeyecegi sonucunu ifade etmistir.
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3.3. Replikasyon Calismasi

3.3.1. Arastirma sorusu

Bu caligmadaki aragtirma sorusu kaynak caligma ile temel olarak aynidir. Bu
calismadaki ana hedef olan, benzer diger yazilim sistemlerinde de uygulanabilecek
etkili iiniversal esik degerlerinin arastirilmasi; kaynak ¢alismadan farklilik

gostermektedir.

3.3.2. Hipotezler

Bu calismanin amaci, yazilim metriklerine ait etkili iiniversal esik degerleri olup
olmadiginin deneysel olarak sorgulanmasidir. Boylelikle, bu calismada her bir metrik

icin test edilecek olan hipotez! ve sifir hipotez asagidaki gibidir:

Hipotez: Metrik esik degeri ile modiiliin hataya meyilliligi arasinda bir iliski vardir;
yani, bir modiiliin metrik degeri, tiiretilen esik degerden daha biiyiikse, o modiil daha

fazla hataya meyillidir.

Sifir Hipotez: Metrik esik degeri ile modiiliin hataya meyilliligi arasinda bir iligki
yoktur; yani, bir modiiliin metrik degeri, tiiretilen esik degerden daha biiyiikse, o

modiil daha fazla hataya meyilli olabilir veya olmayabilir.

3.3.3. Deney diizeni

Yazilim modiilleri hataya meyillilik grubu olarak ii¢ kategoriye ayrilmistir: sifir hataya
meyilli (Ohm), 1+hataya meyilli (1+hm) ve 3+hataya meyilli (3+hm). 1+hm yazilim
modiilii, o yazilimin kosumu sirasinda en az 1 hataya sahip olma potansiyelindeki
modiilii temsil eder. Diger taraftan; 3+hm yazilim modiilii, yazilim kosumu sirasinda
en az 3 hataya sahip olma potansiyelindeki modiilii temsil eder. Bu sekilde yapilan ti¢

seviyeli etiketleme yaklasimi ile gelistirici firma; kodlama ve test aktivitelerini

L Sifir hipoteze kargilik gelen alternatif hipotezlerdir.
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onceliklendirme konusunda fikir sahip olur. Test bakis agisindan; firma kaynaklarini
daha etkili bir sekilde tahsis eder. Sinirli kaynak olmasi durumunda, sadece 3+hm
modiiller dikkate alinir. Yeterli personel ve zaman durumunda ise, 1+hm modiiller de
dikkate alinir. Ayrica, modiillerin risk durumunu belirlemede, {i¢ seviyeli etiketleme,
baska calismalarda da kullanilmistir. Bu ¢alismada, hata sayilarinin dagilimi baz
alinarak, ti¢ hataya meyillilik grubu tanimlanmistir. Sifir hataya sahip modiiller
oldukea fazladir (%76); 1 ile 3 hata sayisina sahip modiillerin oran1 daha azdir (%21)

ve 3°den fazla hataya sahip modiiller ise azdir (%5).

PROMISE2 veri havuzundan (Jureczko ve Madeyski, 2010; Menzies ve ark.,
2012) acik kaynak kodlu yazilim sistemleri, deney veri seti olarak kullanilmigtir. Her
bir yazilim metriginin esik degerinin tiiretilmesinde, Bender metodu tabanli bir
Lojistik Regresyon modeli uygulanmistir. Deneylerin degerlendirilmesinde kullanilan
performans 6l¢iitl ise, Dogru Pozitif Oran1 (TPR) ile Dogru Negatif Oraninin (TNR)

geometrik ortalamasidir (g-mean).

3.3.4. Kaynak calismada yapilan degisiklikler

Bu ¢alismadaki esik degeri tiiretim modelinin olusturulmasinda, kaynak ¢alismadaki
model temel alinmistir. Kaynak caligsmaya gore bu ¢alismadaki katkilar ve farkli yonler
asagida listelenmistir:

- Universal esik degerlerine ulasmak icin 10 farkli acik kaynak kodlu sistem
kullanilmis ve esik degerlerin validasyonu, 27 veri seti iizerinde yapilmistir.
Kaynak caligma: 6grenme modeli, farkli agik kaynak kodlu sistemlere ayr1 ve
bagimsiz olarak uygulanmistir.

- Bu ¢alismada kullanilan metrik sayis1 daha kapsamlidir. CK metrik grubunun
yant sira farkli metrik gruplar da kullanilmistir. Kaynak ¢alisma: sadece alti
CK metrigini igerir.

- Ugrisk seviyesi (Ohm, 1+hm ve 3+hm) kullanilmistir. Bu kullanim durumunun
pratik katkisinin olmasi1 beklenmektedir. Kaynak c¢alisma: iki risk seviyesi

kullanilmistir (hataya meyilli ve hatasizliga meyilli)

2 Biitiin veri setleri agiklamalar ile birlikte http://openscience.us/repo/ adresinde bulunmaktadir.
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3.4. Kaynak Arastirmasi

3.4.1. Hata kestirimi

Yazilim hatalariin kestirimi amaciyla bir¢ok makine 6grenmesi teknigi kullanilmistir.
Su teknikler bu problem i¢in kullanilmistir: Random Forest (Guo ve ark., 2004), Yapay
Bagisiklik Sistemi (Catal ve Diri, 2009), Naive Bayes (Padberg ve ark., 2004; Menzies
ve ark., 2007; Turhan ve ark., 2013), J48 (Koru ve Liu, 2005), agag-tabanli metotlar
(Selby ve Porter, 1988; Khoshgoftaar ve ark., 1999; Guo ve ark., 2004), durum-tabanl
muhakeme (Khoshgoftaar ve Seliya, 2003), Bayesian Agi (Pérez-Minana ve Gras,
2006), ve Yapay Sinir Ag1 ( Zheng, 2010; Arar ve Ayan, 2015). Menzies ve arkadaslari
(2007), log-filtreleme veri oOnislemi ile birlikte Naive Bayes kullanimimin diger
O6grenme modellerine gore en iyi performansi verdigi sonucuna varmislardir. Destek
Vektor Makineleri (Elish ve Elish, 2008) ve Lojistik Regresyon (Olague ve ark., 2007;
Gao ve ark., 2011) gibi istatistiki yontemler de bu probleme uygulanmis olup dikkat
cekici sonuclar elde edilmistir. Birden fazla metrik kombinasyonu yerine metriklerin
tekil (bagimsiz) olarak etkisinin analiz edilmesinde tek degiskenli Lojistik Regresyon
kullanilmistir. Boylece, her bir metrigin hataya meyillilik ile baglantisinin kuvveti
ortaya ¢ikmistir. Gyimothy ve arkadaslar1 (2005) ve Zhou ve Leung (2006)’in
caligmalar1 ¢ok degiskenli ve tek degiskenli Lojistik Regresyonun kullanildigr iki
caligma ornegidir. Hall ve arkadaglar1 (2011), yaptiklar: kapsamli literatiir taramasi ile
2000 yilindan 2010’a kadar yapilan c¢alismalari analiz etmislerdir. Gelistirdikleri
kriterleri kullanarak, baglamsal ve metodolojik bilgi eksikligi olan bir¢ok calismayi
analizin sonraki agamalarina gecirmemisler, elemislerdir. Sonrasinda, geriye kalan 36
calismanin niceliksel ve niteliksel sonuglarini sentezlemislerdir. Sonug¢ kisminda, sunu
ifade etmislerdir: “bir¢ok hata kestirim ¢alismasi yapilmis olmasina ragmen; baglam,
metodoloji ve performansinin kapsamli olarak raporlandigi ve giivenilir metodolojinin
kullanildig1 daha fazla calismaya ihtiya¢ duyulmaktadir”. Yapilan bu g¢alismanin

motivasyon noktalarindan birisi de yazarlarin yaptiklari bu tespittir.
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3.4.2. Metrik esik degeri tiiretimi

Yazilim hata kestirim ¢alismalarina olan yogun ilgi ile kiyaslandiginda, metrik esik
degeri tiiretim ¢alismalar1 cok daha azdir. Genellikle, metrik esik degerleri, kodlama
tecriibelerine dayanarak kidemli yazilim uzmanlari tarafindan belirlenir (Oliveira ve
ark., 2014). Ancak, makine 6grenmesi tekniklerine dayali ¢esitli metrik esik degeri
cikartim yontemleri de Onerilmistir. Bender ve ROC metotlar1 bunlar arasinda en
popiiler olanlardir. Shatnawi (2010), c¢alismasinda Bender Metot tabanli Lojistik
Regresyon kullanmistir. Catal ve arkadaslar1 (2011), C++ dili kodlanmis genel erisime
acik NASA veri setleri iizerinde ROC tabanli esik degeri degerlendirme yontemini
kullanmiglardir. Bu veri setleri gogunlukla metot-seviyeli metrikler igerirler. Sanchez-
Gonzalez ve arkadaglar1 (2012), iki teknigi birlikte uygulayarak is siireci modelleri i¢in
esik degerler elde etmislerdir. Sonrasinda, performans sonuglarini, duyarlilik (recall),
kesinlik (precision) ve f-lgiitii (f-measure) yoniiyle karsilastirmislardir. Iki deney
kiimesinde ROC egrisi tabanli yaklagimin kullanimi ile daha giivenilir sonuclar elde
etmislerdir. Shatnawi ve arkadaslar1 (2010), farkli Eclipse siirlimlerine ait veri setlerini
kullanarak, ikili ve ordinal kategorizasyon esik degerlerini bulmak i¢in ROC
kullanmiglardir. Ancak, tiiretilen esik degerleri ile ikili kategorizasyon ig¢in kabul

edilebilir sonuglar tiretilememistir.

Diger istatistiki ve veri madenciligi teknikleri de ayn1 amag i¢in kullanilmustir. Ferreira
ve arkadaslari (2012), yazilim modiillerini metrik degerlerine gore iyi, normal ve koti
olarak smiflandirmislardir. Metriklerin esik degerlerini, Java dili ile kodlanmis 40 agik
kaynak kodlu yazilim programina ait verilerin istatistiki dagilimimi baz alarak
belirlemislerdir. Veri, en iyi uyuma sahip olasiliksal dagilima (Poisson veya Weibull)
donustiirilmiistiir. Kategorizasyonu, her metrigin frekansina gore yapmislardir.
Ferreira ve arkadaslar1 (2012), tiiretilen bu esik degerlerinin karar vermeye giiclii
olarak katkida bulunabilecegini; ancak, uzmanlarin gorilislerinin  yerine
gecemeyecegini  belirtmislerdir.  Ferreira ve  arkadaglari, kotii  olarak
kategorilendirilmis modiilleri; gercekten olasi tasarim kusurlarina ve yapisal kodlama
problemlerine sahip olup olmadigimi tespit etmek icin manuel olarak kontrol

etmislerdir. Bu inceleme sonucunda, 6nerilen esik degerlerinin yardimiyla, potansiyel
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olarak problemli olan modellerin tespitinin yapilabilecegi ortaya ¢ikmistir. Erni ve
Lewerentz (1996), metrik degerlerinin ortalama ve standart sapmalarini baz alarak esik
degerlerini bulmaya yonelik bir yaklasim 6nermislerdir. iki esik degerini belirlemek
i¢in iki formiil olusturmuslardir: Ty,;, = U — 0 V€ Tygx = U + o (4 ortalama sembolii
ve o standart sapma semboliidiir). Herbold ve arkadaslar1 (2011), kullandiklar
Diktortgensel Ogrenme (Rectangle Learning) adindaki baska bir makine 6grenmesi
yontemiyle,  farkli programlama dilleri i¢in ayr1 deneylerle esik degerleri
tiiretmiglerdir. Morasca ve Lavazza (2016), metrik esik degerlerini elde etmek igin
oncelikle egitim verisindeki metrik degerlerinden dagilim egrisini olusturmuslardir.
Bu egrinin egim ve anlik degisim noktalarina gore esik degerlerini belirlemislerdir.
Veado ve arkadaslar1 (2016), TDTool adin1 verdikleri, agik kaynak kodlu esik degeri
tiiretim yazilim ile literatiirde gecen ii¢c ¢alismay1 (Alves ve ark., 2010; Ferreira ve
ark., 2012; Oliveira ve ark., 2014), arastirmacilarin ve proje gelistiricilerin kullanimi
icin gelistirmislerdir. Rosenberg ve arkadaslar1 (1999), Yazilim Giivence Teknoloji
Merkezi (Software Assurance Technology Center)’nin NASA projelerinde kullanimi

icin Onerdikleri CK metriklerine ait esik degerlerini ele almiglardir.

Yukarida 6zetlenen ¢esitli ¢alismalar tarafindan tiiretilen esik degerleri Tablo 3.1.’de
gdsterilmistir. Ikinci siitun, kaynak calismadan elde edilen esik degerleridir. Ilgili
calismalarda istatistiki anlamlilig1 olmayan metrikler, tabloda U (Uygulanamaz) ile
ifade edilmistir. Bazi ¢alismalar tablodaki biitiin metrikleri igermemislerdir (tire ile
gosterilmistir); diger taraftan, bazi calismalar tablodaki metriklerden daha fazlasinm
icermiglerdir. Sadece bu c¢alismada da kullanilan metrikler tabloya aktarilmaistir,

digerleri aktarilmamaistir.
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Tablo 3.1. Farkli caligmalarda tiiretilen esik degerleri @

Shathawi (2010)  Ferreira ve ark. (2012) Her(bzoolgl\;e(z?rk. Rosen(ti%rgg\)/e ark.

Veri seti Eclipse 40 acik kaynakl sistem Eclipse Yok
Metot Bender Veri Dagilimlar Rectangle Learning -
Dil Java Java Java Genel
CBO 9 - 5 5
RFC 40 - 98 100
wWMC @ 20 - 99 100
DIT U 2 U 2-5
NOC U - U -
LCOM u 20 - -
LOC - - - -
Ca 20 - -

(@ Bu galisma kapsaminda kullanilan tiim metriklerin detaylar ilerleyen kisimlarda anlatilacaktir.

@ Esik degerleri, ayn1 zamanda C ve C++ dilleri icin de tiiretilmistir. Bu calisma ile baglantili olmasindan dolay1
sadece Java metrikleri buraya aktarilmustir.

() WMC hesaplamasi araglara gore degisebilmektedir: Bazilar1 her bir metot igin 1 degerini kabul etmekte, bazilart
ise McCabe’in metot bazindaki hesaplamasini yapmaktadir. Bu degiskenlikten dolayi, bu metrige goére bir
kiyaslama yapilmayacaktir.

Bir esik degeri belirleme metodolojisinin bazi gereksinimleri karsilamasi gerekir: 1)
Genis temsile sahip kiyaslamali veri seti iizerinde kurulmalidir, goriislere gore degil.
i) Veri, istatistiki olarak analiz edilmelidir. Diger bir deyisle, dagilim ve skalalar
dikkate alinmalidir. ii1) Anlasilir, sade, tekrarlanabilir ve kolayca diger sistemlerde
kullanilabilir olmalidir (Alves ve ark., 2010; Sanchez-Gonzalez ve ark., 2012). Bu ii¢

sartin da bu ¢alismada karsilanmasina dikkat edilmistir.

3.4.3. Universal modeller (capraz-proje hata kestirimi)

Bu calismadaki deneylerde incelenen projelere benzeyen diger projelerde de
kullanilabilecek tniversal esik degerleri elde etmek, bu calismanin amaclarindan
biridir. Hata kestirim caligmalari, genellikle 6grenme modelini kurarken yazilimin
onceki versiyonlarina ait ge¢mis verileri kullanirlar ve elde edilen modeli gelecek
versiyon verilerine uygularlar. Bu kullanim stratejisi, proje-i¢i (within-project) hata
kestirimi olarak adlandirilmaktadir. Ancak, ilk versiyonun gelistirilmesi asamasinda
olan veya ge¢mis verileri bulundurmayan projeler i¢in bu yaklagim uygulanamaz. Bu

sebeple, gecmis verilere ihtiyag duymayan yeni stratejilerin tanitilmasina ihtiyag
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duyulmustur (Jureczko ve Madeyski, 2010). Capraz-proje (cross-project) hata kestirim
stratejisi; diger projelerin verileri ile egitimi yapilan 6grenme modelinin, sinirli gegmis
veriye sahip baska bir projede basarili tahmin performans: elde etmesini
amaglar. Birgok c¢alismada bu senaryonun olabilirligi ele alinmistir (Canfora ve ark.,
2013; Zimmermann ve ark., 2009; He ve ark., 2015). Capraz-proje hata kestirim
problemi iki sebepten dolayi ilgi uyandirmaktadir: i) Sinirli gegmis veri bulunduran
projeler tarafindan kullanilabilir. ii) Universal hata kestirim modelleri gelistirilmis
olur. Projeler heterojen karakteristikler sergiledikleri i¢in bu problem zorludur ve
kestirim dogrulugu her zaman parlak olmamaktadir (Canfora ve ark., 2013). Ancak,
Koru (2005) tarafindan yapilan g¢alismada, genel kullanima O6zgii hata kestirim
modellerinin kurulabilecegi ve bu tarz modellerin oldukc¢a tatminkar sonuglar
verebilecegi belirtilmistir. Bu yondeki bir goriis, bu problem iizerindeki girisimleri
tesvik etmis olmaktadir. Ryu ve Baik (2016) tarafindan yapilan ¢calismada ¢ok amagh
Naive Bayes yontemi g¢apraz-proje hata kestiriminde kullanilmis ve proje-i¢i hata
kestirim modelleri ile kiyaslanabilir diizeyde performans degerlerine ulagilmistir. Ryu
ve ark. (2016) tarafindan yapilan ¢alismada, VCB-SVM adi1 verilen 6grenme modeli
ile Destek Vektor Makinesi algoritmasi gelistirilmis ve ¢apraz-proje hata kestirimine
uygulanmistir. Gergeklestirilen iki ayri deneyde NASA ve SOFTLAB veri setleri
kullanilmustir. Ik deneyde, 6grenme modelinin egitiminde NASA veri seti ve testinde
ise SOFTLAB verisi kullanilmustir. ikinci deneyde ise 6grenme modelinin egitiminde
her bir NASA veri seti kullanilmis ve testinde ise kalan NASA veri setleri
kullanilmistir. Elde edilen sonuglar, yaygin olarak kullanilan diger yontemlerle

karsilastirilmis ve basarili sonuglar elde edildigi goriilmiistiir.

3.5. Metrikler ve Veri Setleri

3.5.1. Metrikler

Yazilim metrikleri, yazilim modiillerinin niteliksel karakteristiklerini niceliksel olarak
yansitirlar. Metrikler, bir modiiliin daha anlasilabilir bir yol ile anlatilmasini saglarlar.

C ve Ada gibi yapisal dillerde, bir metot/fonksiyon, modiil olarak ele alinir; Java ve

C++ gibi nesne tabanli dillerde ise bir sinif, modiil olarak ele alinir. Ancak, veri
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toplama yaklasimi veya c¢alismanin yapisi dikkate alinarak, nesne tabanli dillerde
metot/fonksiyonlar da modiil olarak degerlendirmeye almabilirler. Bir metodun
Ozelliklerini temsil eden metrikler, metot-seviyeli metrikler olarak adlandirilir; diger
taraftan, bir sinifin 6zelliklerini yansitan metrikler ise sinif-seviyeli metrikler olarak
adlandirtlirlar. Diger bir degisle, sinif-seviyeli metriklerin degerleri ilgili sinifin
kaynak kodunu kullanarak hesaplanirlar. Bu ¢aligmanin odagi nesne tabanl dillerdir,
dolayisiyla smif-seviyeli metrikler kullanilmistir. B6liim boyunca genellikle “modiil”
kavrami kullanilmistir; yani, bir modiil bir Java smifim1 ifade etmektedir. “Sinif”
kavrami siniflandirma problemlerinde baska bir maksat i¢in kullanilmaktadir, bu
kavramin kullanilmasi ifade karmasikligina sebep olabilirdi. Ayrica, Fenton ve
Pfleeger (1998), metrikleri iki kategoriye bolmislerdir: dahili (internal) ve harici
(external). Dahili metrikler; davranisina bakilmaksizin, tiriiniin veya kaynagin kendisi
dikkate alinarak hesaplanir. Harici metrikler ise sadece {riiniin davranisi
(fonksiyonelligi) ile alakalidir. Bu ¢alismanin odagi1 dahili metriklerdir; yani, yazilim

sistemlerinin kaynak kodlaridir (davranis veya fonksiyonelligi degil).

CK, nesne tabanli programlama paradigmalarint Olgen bir metrik kiimesidir
(Chidamber ve Kemerer, 1994). Bu set, bir¢ok c¢alisma (Catal ve Diri, 2009b;
Radjenovi¢ ve ark., 2013) ile deneysel olarak dogrulanmis alt1 adet yaygin olarak
bilinen metrik igerir. CK metriklerinin yani sira, bu ¢alismanin deneylerinde, esik
degerlerinin tiiretilmesi amaciyla diger metriklerin de gegerlilik sonuglar1 analiz
edilmistir. Radjenovi¢ ve arkadaslari (2013), yaptiklari sistematik literatiir taramasi ile
farkli metrikleri kullanan yazilim hata kestirim c¢alismalarin1 kapsamli olarak
derlemislerdir. Bu ¢alisma kapsaminda kullanilan metriklerin listesi Tablo 3.2.’de
verilmigtir. Cevrimsel Karmagiklik (Cyclomatic Complexity (CC)) haricindeki
metrikler sinif-seviyeli metriklerdir. Bu sebeple, CC’yi simif-seviyeli hale
dontistiirmek i¢in bu metrikten MAX CC ve AVG_CC metrikleri tiiretilmistir.
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Tablo 3.2. Bu ¢aligmada kullanilan yazilim kalite metrikleri (Jureczko ve Spinellis, 2010)

Kisa Ad1 Metrik Grubu

Agiklama

WMC CK (Chidamber
and Kemerer,
1994)
DIT CK
NOC CK
CBO CK
RFC CK
LCOM CK
Ca Martin (1994)
Ce Martin (1994)
LCOM3 Henderson-

Sellers (1996)

NPM QMOOD
(Bansiya ve
Davis, 2002)

DAM QMOOD

MOA QMOOD

Swmifin Agwlikl Metot Sayisi (Weighted Methods per Class): Bir sinif
icerisindeki biitiin metotlarin karmasiklarinin toplamidir. Eger her bir metodun
karmagikligi 1 olarak kabul edilirse, siniftaki toplam metot sayisidir.

Kahtim Agacuin Derinligi (Depth of Inheritance Tree): Smniftan kalitim
agacinin kokiine olan uzakliklarmn en fazla olanidir.

Alt Stif Sayis1 (Number of Children): Siniftan tiiretilen alt sinif sayisidir.

Nesne Siniflart Arasi Bagimlilik (Coupling Between Object Classes): Sinifin
bagimli oldugu toplam sinif sayisidir (Afferent couplings + Efferent couplings).
Bagimlilik, bagka sinifin metodunun ¢agrilmasi, degiskenine erisim veya doniis
tipine erisim seklinde olabilir.

Swmifin Tetikledigi Metot Sayis1 (Response For a Class): Sinifin nesnesinden
potansiyel olarak alinan bir mesaja karsilik ayn1 sinif igerisinde tetiklenen metot
sayist. Kolaylik agisindan, metrik degeri, mevcut lokal metot sayisi ile lokal
metotlar tarafindan ¢agrilan metot sayis1 toplanarak hesaplanir.

Metotlarin Uyumlulugu (Lack of Cohesion in Methods): Sinifin uyumu, smif
icerisindeki metotlarm birbirleriyle ne kadar giiclii iligkiye sahip oldugudur.
Snf icerisindeki bazi metot ciftleri, en az bir ortak degisken paylasirlar, bazi
ciftler arasinda ise degisken paylagimi olmaz. Sonraki durumu saglayan c¢ift
sayisinin, onceki durumu saglayan ¢ift sayisindan ¢ikartilmasi ile bu metrik
degerinin hesaplamasi yapilir. Bu metrigin yiiksek degerleri; sinif igerisinde
ayrik fonksiyonelliklerin oldugunu gosterir.

Ice Bagimhilik (Afferent couplings): Meveut smifa bagiml diger simflarm
sayisidir.

Disa Bagimhilik (Efferent couplings): Mevcut smifin bagimli oldugu diger
smiflarm sayisidir.

Metotlarin Uyumlulugu (Lack of Cohesion in Methods): Asagidaki formiile
gore smif i¢i uyum seviyesini hesaplanir:
LCOM3 = (m - sum(mA)/a) / (m-1)

m: Swmiftaki metot sayist

a: Simiftaki degisken sayist

mA: Bir degiskene erigen metot sayist

sum(mA). Her degisken bazindaki hesaplanan mA degerlerinin toplami
Bu metrigin degeri 0 ile 2 arasinda degismektedir. 0, smifin iyi uyumlu
oldugunu ve 1 ise kotii uyumlu oldugunu gosterir. Bazi degiskenlerin hig
kullanilmamas1 veya sadece diger siniflar tarafindan kullanilmasi durumunda 1
ile 2 arasinda bir deger alir (Zimmermann ve ark., 2009).

Public Metot Sayist (Number of Public Methods): Sinif igerisindeki public
tipindeki metot sayisidir. Basitge, “public” anahtar sdzciigline sahip metot
sayilarinin toplanmasi ile hesaplanir.

Veris Erisim Metrigi (Data Access Metric): Smif igerisindeki private ve
protected tipindeki degisken sayisinin toplam degisken sayisina oranidir. Bu
metrik sinifin kapsiilleme (encapsulation) seviyesini gosterir.

Birlesim Olgiitii (Measure of Aggregation): Degiskenlerin tiplerine gore parga-
biitiin iliskisini hesaplar. Kullanict tanimli siniflara ait veri degiskenlerinin
toplanmasi seklinde hesaplanir.
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Tablo 3.2. (Devami)

Kisa Metrik Grubu  Agiklama
Adi

MFA QMOOD Fonksiyonel Soyutlama Olgiitii (Measure of Functional Abstraction):
Ust siniftan kalitimi yapilan metot sayisinin, o simiftaki metot sayisina oranidir
(kalitim1 yapilan siniftaki metot sayis1 da dahil edilmelidir).

CAM QMOOD Swnif Metotlari Arast Uyum (Cohesion Among Methods of Class): metotlarin
kullandig1 parametre listesi baz alinarak metotlar arasindaki iliskinin (bagin)
seviyesini gosterir.

IC Tang (Tangve Kaliim Baglantisi (Inheritance Coupling): Mevcut smifin tiretildigi ana simif
ark., 1999) sayisinin toplamuidir. Bir sinif asagidaki durumlardan biri gergeklesirse ana sinifi ile
baglantilidir:
- Tiretilen metot, tekrar diizenlenmis metodu ¢agirirsa
- Tiiretilen metot, yeni veya tekrar diizenlenmis bagka bir metoda ait en az bir
degiskeni kullanirsa
- Tiretilen metot, yeni veya tekrar diizenlenmis bagka bir metot tarafindan
cagrilirsa

CBM Tang Metotlar Arasi Baglanti (Coupling Between Methods): Tiiretilen metodun bagl
oldugu yeni/tekrar diizenlenmis metot sayisidir. Bagli olma durumu, IC metriginde
listelenen {i¢ durumdan en az birinin var olmasiyla gergeklesir.

3.5.2. Veri setleri

Yapilan deneylerde, PROMISE (PRedictOr Models In Software Engineering) veri
havuzundan (Jureczko ve Madeyski, 2010; Menzies ve ark., 2012) 37 veri seti
kullanilmistir. Bu veri setleri, Java tabanli agik kaynak kodlu 10 sistemin birden fazla
stirimiinden olusturulmustur. Bu veri setleri, 20 metrik degeri ve ¢ikti olarak ilgili
modiilde bulunan hata sayisini icermektedir. Modiillerin metrik degerleri, ckjm? araci
(Spinellis, 2005) kullanilarak hesaplanmistir. ckjm araci, derlenmis Java dosyalarinin
baytkodunu isleyerek, nesne tabanli yazilim metriklerini hesaplar. Bir bagka ara¢ olan
Buglinfo* ise degisiklik (commit) gegmisini, kuralli ifadeler (regular expression) ile
analiz eder ve yiiklenen bir degisikligin (commit) hata giderme aktivitesi olup
olmadigina karar verir. Kaynak kodda yapilan bir giincellemeye ait yiiklenen bir
degisiklik asagida verilen kuralli ifadeye uyuyorsa, bu gilincelleme bir hata giderme
aktivitesi olarak hesaba katilir. Sonrasinda, Buglnfo, yiiklenen bu degisiklikle alakali

biitiin modiillerin hata sayisin bir arttirir.

8 ckjm araci, http://www.spinellis.gr/sw/ckjm/ adresinde bulunmaktadir.

4 Buglnfo araci, https://kenai.com/projects/buginfo adresinde bulunmaktadir.


https://kenai.com/projects/buginfo

* [bB][uU[gG] TR [XX]
| [bB][uV][gG][zZ][I][IL][IL][aA] *
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10 acik kaynak kodlu sistemin ilk versiyonlar1 bir dosya halinde olacak sekilde

birlestirilir ve egitim veri seti olarak kullanilir. Kalan 27 veri seti ise tiiretilen esik

degerlerinin etkinligini dogrulamak i¢in test veri seti olarak kullanilir. Bu sistemlerin;

aciklamalari, versiyon bilgileri ve KLOC (Bin Kod Satir Sayisi) olarak bliyiikligi

Tablo 3.3.’de listelenmistir. Tabloda goriildiigii tizere; sistemlerin test versiyonlarinin

sayist ayn1 degildir. Bu esit olmayan dagilim validasyon sathasini etkilememektedir;

clinkii, her bir veri seti esit agirli§a sahip ayri bir set olarak degerlendirilmistir.

Tablo 3.3. Bu ¢alismada kullanilan veri setleri

Ad1

Egitim Seti Egitim Seti
olarak Biiytikligii
Agiklamast Kullanilan (KLOC)
Versiyonlar

Test Seti olarak
Kullanilan
Versiyonlar

Test Seti
Biiylikligi
(KLOC)

ant

camel

Jedit

log4j

lucene

poi

Yazilim ingas1 (build)
siireglerini 1.3 37 14,15,1.6,1.7
otomatiklestirir

Entegrasyon
kiitiiphanesi; Java
siniflar1 arasinda kural 1.0 33 1.2,14,1.6
tabanli iletigimi
saglar.

Yazilim kodlarinin

yazilmasini saglayan 3.2 128 4.0,4.1,42,43
geligmis bir metin

diizenleme aracidir.

Sistemin galigmasi
sirasinda tanimli
mesajlarin
kaydedilmesini 1.0 21 1.1,1.2
saglayan bir loglama
kiitiiphanesidir.

Gelismis metin arama
motoru 2.0 50 22,24
kiitiiphanesidir.

Microsoft Ofis
formatlarinda dosya
okuma ve yazmay1 15 55 2.0,25,3.0
saglayan Java
kiitiiphanesidir.

54,87,113,208

66,98,113

144,153,170,202

19,38

63,102

93,119,129
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Tablo 3.3. (Devami)

Faimded  ToUmSCl  TestSetiolarak 1Sl
olarak Biiyiikliigii Kullamlan Biiyiikligii
Kullanilan (KLOC) - (KLOC)
- Versiyonlar
Versiyonlar

Adi Aciklamast

Diiz metin, binary ve
JSON gibi formatlar
arasinda haberlesmeyi
saglayan yiiksek
performansl bir
kiitiiphanedir
(Enterprise Service
Bus (ESB)).

synapse 1.0 28 1.1,1.2 42,53

Bir formattan bagka
bir formata
velocity doniistiirmeyi 14 51 1516 53,57
saglayan Java tabanli
sablon motorudur.

XML dokiimanlarimi
farkli dokiiman
tiplerine
doniistirmeyi
saglayan XSLT
islemcisidir.

xalan 24 225 2.5,26,2.7 388,412,428

XML dosyalarmin
Xerces isleyen bir parser 1.2 159 13,14 167,141
kiitiiphanesidir.

Egitim verisi ve 0grenme algoritmasi, kestirim performansini etkileyen iki temel
faktordiir (He ve ark., 2011). Egitim verisinin rastgele bir sekilde secilmesi; biiyiik
olasilikla, yanlis sonuglar ve kararlara sebebiyet verecek kotii bir 6grenme modelinin
ortaya ¢ikmasina neden olacaktir (Zimmermann ve ark., 2009). Nagappan ve
arkadaslar1 (2006), hata kestirim modellerinin ortak (iiniversal) kullanimi iizerinde
calismis ve deneylerini bes Microsoft projesi lizerinde gerceklestirmislerdir. Biitiin
projelerde uygulanabilecek tek bir metrik kiimesine ulasamamakla birlikte kestirim
modellerinin egitim ve uygulamasinin, ayni veya benzer projelerde yapilmasi
durumunda, daha dogru sonuglar verdigini bulmuslardir (Nagappan ve ark., 2006). Bu
sebeple, projelerin sec¢ilmesi ve egitim veri setlerinin olusturulmasi dikkatli bir sekilde
yapilmalidir. Gegmis c¢alismalar, baz1 karakteristiklere goére projelerin
gruplandirilabilecegini gostermistir (Jureczko ve Madeyski, 2010). Bu calismada
asagidaki ortak karakteristikler dikkate alinarak 10 proje se¢ilmistir:

- Acik kaynak kodlu

- Aym yazilim dili (Java)
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- Benzer alanlar (birgogu metin isleme ile ilgili)
- Orta biiyiikliikte gelistirme ekibi (yazilim gelistirici sayis1 25’den az)
- Smif sayis1 bakimindan orta biiyiikliik (101 ve 1000 arasinda sinif sayis1)

- Benzer firmalar tarafindan gelistirme (¢ogu Apache)

Ayrica, bu ¢alismada kullanilan veri seti grubunu kullanan birgok gecmis ¢alisma da
bulunmaktadir (Jureczko ve Madeyski, 2010; Canfora ve ark., 2013; Herbold, 2013,
Turhan ve ark., 2013; Shatnawi, 2015). Yukarida listelenen karakteristiklere sahip
diger projeler, bu ¢alismadan elde edilen bulgular1 kullanabilirler. Kaynak ¢aligmada,
Eclipse, ana veri seti olarak kullanilmis olmakla birlikte bu yazilim yukaridaki
karakteristiklere uymamaktadir. Bu sebeple, bu calismada olusturulan 6grenme

modelinde ve tiiretilen esik degerlerin uygulanmasinda bu veri seti kullanilmamastir.

3.5.3. Egitim seti detaylari

Bu ¢alismada kullanilan egitim veri seti olusturma yaklasimi Liu ve arkadaslar1 (2010)
ile Turhan ve arkadaslar1 (2013)’nin ¢aligmalarina dayanmaktadir. Liu ve arkadaslar
(2010), su hipotez tizerinde galismislardir: tek bir sistem kullanmaktansa birden fazla
yazilim sisteminin egitim igsleminde kullanilmasi, 6grenme modeline ek bilgi saglar ve
kestirim performansini gelistirir. Bu aragtirmacilar, NASA veri havuzundaki yedi veri
setini kullanmiglar ve egitim/test verilerinin olusturulmasinda farkli stratejiler
uygulamislardir. Bu stratejilerden biri, ¢oklu veri seti temelli siiflandirict (multiple
datasets baseline classifier) olarak adlandirilmistir. Bu stratejide, test seti olarak bir
sistem kullanilmisg, geriye kalan alt1 sistem ise tek bir egitim seti olusturmak i¢in
birlestirilmistir (Liu ve ark., 2010). Turhan ve arkadaslar1 (2013), tarafindan yapilan
caligma ise karma proje (mixed project) verisi yaklagimina dayanmaktadir. Bu
yaklagimda, proje-i¢i hata kestirimin performansini arttirmak ic¢in diger projelerin
verilerini de kullanmiglardir. Modellerini, proje-igi ve ¢apraz-proje verilerinin
karmasindan olusturmusglar ve sinirli verinin oldugu durumlarda, karma proje hata
kestiriminin kabul edilebilir performans iirettigi sonucuna varmiglardir. Bu sebeple, bu
calismada da yazilim metriklerinin esik degerlerinin tiiretilmesinde karma proje

verileri kullanilmistir. Genelde, yazilimin ilk versiyonuna ait veriler, analiz etmek
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lizere mevcuttur; diger versiyonlar ise sonradan yaymnlanirlar. Bu sebeple, bu
calismada da modeli daha gergek¢i yapmak i¢in sistemlerin ilk versiyonlar1 egitim

modelinin olusturulmasinda kullanilmustir.

Her bir egitim setindeki (sistemlerin ilk versiyonlari) hata yiizdeleri Tablo 3.4.’de
verilmistir. Modiil sayisi, ilgili setteki sinif sayis1 anlamima gelmektedir. “1+hatali
(%)” siitunu, en az bir hata (1 dahil) tespit edilen modiillere karsilik gelmektedir. Ayn1
sekilde; “3+hatali (%) siitunu ise en az li¢ hata (3 dahil) tespit edilen modiillere
karsilik gelmektedir. Tekil egitim setlerinin birlestirilmesinden sonra, toplamda 2819
modil elde edilmistir; bunlarin %26.00°s1 “l+hatali” sinifinda ve %5.14°1 ise

“3+hatali” sinifindadir.

Tablo 3.4. Veri setlerinde hata bulunma yiizdeleri

Veriseti  Modiil Sayisi (#)  1+hatali (%) 3+hatali (%)

ant 125 16,00 3,02
camel 339 3,83 0,00
jedit 272 33,09 15,07
log4j 135 25,19 4,44
lucene 195 46,67 13,85
poi 237 59,49 17,72
synapse 157 10,19 0,64
velocity 196 75,00 6,63
xalan 723 15,21 1,24
Xerces 440 16,14 0,45
Toplam 2819 26,00 5,14

Egitim seti baz alinarak, 20 yazilim metriginin istatistiki karakteristikleri Tablo 3.5.’de
sunulmustur. Son siitun haricindeki biitiin siitunlar, birlestirilmis tek egitim setinden
elde edilmistir. Sekil 3.1.’de de gosterildigi iizere, egitim veri seti, yazilim
sistemlerinin ilk versiyonlarina ait verilerin birlestirilmesi ile olusturulur. Son siitun
(St. Sap. 2), bagimsiz ele alinan 10 egitim veri setine ait metrik ortalamalarinin farkini
gosterir. Kartiller aras1 bolge (interquartile range (IQR)) siitunu, 25. persentil degeri
(1. kartil) ile 75. persentil degeri (3. kartil) arasindaki farki gosterir. Bu degerler,
verinin nasil dagilim gosterdigi hakkinda fikir verirler. “N>0" siitunu, ilgili metrik

degeri sifirdan biiyiik olan modiil sayisim1 gostermektedir. Tabloda goriildiigii lizere;
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CK metrikleri arasinda, DIT ve NOC’un degiskenligi en diisiiktiir. Modiillerin
%75°den fazlasi, 0 NOC degerine sahiptir (ortalama, 0; IQR, 0; ve N>0 ise sadece
330’°dur). DIT’1n medyan degeri sadece 2’dir ve maksimum degeri ise 8’dir. Bu diisiik
degiskenlik diger ¢alismalarda da bulunmustur (Basili ve ark., 1996; Zhou ve Leung,
2006; Jureczko ve Madeyski, 2010; Shatnawi, 2010; Herbold ve ark., 2011). Diger
taraftan; LCOM degiskenligi, 450.15’lik standart sapma ile yiiksektir. Bu metrigin
biiyiik degerleri 4. kartilde dagilmistir (modiillerin %50’si icerisinde en biiylik deger,
5; IQR, sadece 33; ve ortalama deger ise yaklasik 90). LCOM un bu dagilimi, kaynak
calisma ile benzerlik sergilemektedir. Bu istatistiklerden dolayi, Shatnawi (2010)
calismasinda bu metrige yer vermemis olmakla birlikte bu ¢alismada kullanilmistir;
¢linkii, bu metrigin degiskenligi, DIT ve NOC kadar diisiik degildir. NPM haricindeki
biitin QMOOD (Quality Model for Object-Oriented Design) metrikleri de disiik
degiskenlige sahiptir. Biitiin bu sebeplerden dolayi, deneyin ileriki sathalarinda su
metrikler yer almamistir: DIT, NOC, LCOM3, DAM, MOA, MFA, CAM, IC ve CBM.
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Metrik N N>0 Min Medyan Max Ort. St. Sap. 1 IQR Carpiklik  St. Sap. 2
wmMmC 2819 2781 0 6 399 10,49 15,59 9 8,73 2,19
DIT 2819 2813 0 2 8 2,15 1,39 2 1,28 0,42
NOC 2819 330 0 0 100 0,53 3,25 0 15,76 0,14
CBO 2819 2633 0 6 185 10,48 14,96 9 4,68 2,87
RFC 2819 2781 0 18 487 26,82 32,86 26 4,45 6,08
LCOM 2819 2052 0 5 11469 90,20 450,15 33 12,98 47,26
Ca 2819 2166 0 2 184 5,19 13,11 3 6,06 1,38
Ce 2819 2350 0 4 93 5,90 7,43 7 3,11 2,02
LCOM3 2819 2690 0 0,87 2 1,12 0,68 1,36 0,25 0,18
NPM 2819 2687 0 5 169 8,10 10,97 7 4,57 1,94
DAM 2819 1556 0 0,5 1 0,47 0,46 1 0,09 0,19
MOA 2819 960 0 0 38 0,80 1,93 1 7,20 0,25
MFA 2819 1554 0 0,43 1 0,43 0,42 0,9 0,15 0,11
CAM 2819 2770 0 0,42 1 0,47 0,24 0,3 0,66 0,03
IC 2819 1142 0 0 5 0,59 0,86 1 1,55 0,21
CBM 2819 1142 0 0 30 1,68 3,16 2 3,14 0,91
AMC 2819 2463 0 13,60 780 22,67 35,79 22,16 8,92 6,28
MAX_CC 2819 2648 0 2 236 4,08 8,69 3 12,91 1,46
AVG_CC 2819 2648 0 1 22 1,30 1,17 0,75 4,91 0,25
LoC 2819 2795 0 107 23350 281,21 770,55 243 14,00 106,8

(@ Egitim seti calisma kapsaninda segilen yazilim sistemlerinin ilk versiyonlarinin birlestirilmesi ile elde edilir.

Sadece son siitun, birlestirilmemis (bagimsiz) egitim setleri dikkate alinarak hesaplanmustir.



ant1.3

Sinif 1
Smif 2

camel 1.0

Sinif 1
Smnif2

jedit3.2

Sinif 1
Sinif2

Editim Veri Seti

logdj 1.0

Smif1
Smif 2

lucene 2.0

Smif1
Smif 2

poi 1.5

Smif1
Smif 2

synapse 1.0

Smif1
Smif 2

velocity 1.4

Smif 1
Sinif2

Simif1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2
Sinif 1
Simif 2

xalan 2.4

Smif1
Sinif2

xerces 1.2

Smif1
Sinif2
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Sekil 3.1. Egitim veri setinin, yazilim sistemlerinin ilk versiyonlarinin tek dosyada birlestirilmesi ile olugturulmasi

Tablo 3.5.°deki St. Sap. 2 sonuglart baz alindiginda, 10 bagimsiz egitim setine ait

metrik degerlerinin benzer istatistiki karakteristikler gosterdigi goriilmistiir. Her bir

metrik i¢in St. Sap. 2 degeri denklem (3.1) ve (3.2) ile hesaplanmaktadir:
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N
Mean2 = % (3.2)

T, (ui—Mean2)?

St.Sap.2 = \/ 7 (3.2)

burada; N, bagimsiz egitim seti sayisini (10); u ortalamayz1; ve y; ise i no’lu egitim veri
setinde ilgili metrigin ortalamasini gostermektedir. St. Sap. 2 ve ortalama siitunlar
birlikte okunmalidir. Yiiksek bir ortalama degerine sahip metrigin, yliksek bir St. Sap.
2 degerine sahip olmast muhtemeldir. Tabloda gorildiigi iizere; veri setleri,
birbirlerinden ¢ok farkli olmamakla birlikte ayni1 da degillerdir. Bu durum, {iniversal
esik degerleri tiiretmek i¢in 1yi olabilir. Digerlerinden farkli olarak; LCOM ve LOC
metrikleri, sirasiyla 47.26 ve 106.8 standart sapma degerleri ile daha fazla degisiklik

gostermektedir.

Yazilim metrikleri dengesiz dagilimhidir; yani, veriler genellikle normal dagilim
gostermezler. Yazilim metriklerinin dagiliminin incelendigi bir¢ok c¢alisma
yapilmistir. Bu calismalarin ortak bulgusu, yazilim metrik verilerinin kuvvet yasasini
(power law) takip ettigidir (Baxter ve ark., 2006; Ferreira ve ark., 2012; Shatnawi ve
Althebyan, 2013). Bir kuvvet yasasi1 dagilimi, uzun kuyrukludur (heavy-tailed); yani,
rastsal degiskenlerin yiiksek degerleri ¢ok seyrek, daha diisiik degerler ise oldukca
siktir. Kuvvet yasasi, olasilik dagiliminin 6zel bir tiiriidiir: Rastsal bir X degiskeninin
X degerini alma olasiligi, X’in negatif giicii ile dogru orantilidir; yani, P(X = x) «
cx~k (Ferreira ve ark., 2012). Her bir metrigin dagilimi, olasilik dagilim fonksiyonu
(pdf) bazinda Sekil. 3.2’de gosterilmistir. Bu fonksiyon ile rastsal bir X degerinin
alacagi olasilik degeri gosterilir. Ayrica, carpiklik (skewness) gibi niimerik metotlar,
verinin normalitesi hakkinda fikir verirler. Tablo 3.5.in sondan bir énceki siitunu
carpiklik Olciitiinii igerir. Carpiklik 6l¢iitii, olasilik dagiliminin asimetri derecesini
Olger. Eger carpiklik sifirdan biiyiikse, dagilim sag-kuyrukludur (right-tailed); yani,
sol taraftaki 6rnek sayis1 daha fazladir. Normal dagilimli bir veri seti, sifira yakin bir

carpiklik degerine sahiptir (Shatnawi ve Althebyan, 2013).
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Sekil 3.2. Olasilik dagilim fonksiyonu baz alinarak her bir metrigin dagilimi
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Sekil 3.2. (Devami)

3.6. Esik Degeri Tiiretim Modeli

Bu calismadaki esik degeri tiiretim modeli, Shatnawi'nin (2010) ¢alismasini esas
almaktadir. Akis diyagrami seklinde gosterimi Sekil 3.3.’de verilmistir. Bu akis
diyagrami, modelin tasarimini daha anlagilir bir sekilde gdstermektedir. Esik degeri
tiiretimi {ic adimdan olusmaktadir: (I) Model Uyumu ve Istatistiki Analiz, (II) Esik
Degerlerin Tiiretimi ve (III) Esik Degerlerin Validasyonu. Birinci adimda; egitim
verilerine gore her bir metrik i¢in 6grenme modelleri olusturulur ve bu modeller, ilgili
metrigin istatistiksel anlamlilig1 olup olmadigini kontrol etmek i¢in anlamlilik testine
tabi tutulurlar. Ikinci adimda; Bender Metot kullanilarak anlamli metrikler igin esik
degerleri tiiretilir. En son adimda ise; Siiflandirma Agaci (Classification Tree)
performans sonuglarina gore tiiretilen esik degerlerinin gecerli (valid) veya gecersiz
(invalid) olmasi durumu incelenir. Birlestirilmis egitim veri seti, birinci ve ikinci
adimda girdi olarak kullanilir ve sonrasinda iigiincii adimda 6grenme modelinin ve esik

degerlerinin performansinin gézden gecirilmesinde test veri setleri kullanilir.
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Model Uyumu ve istatistiki Analiz Esik Dederlerin Cikartimi

|| Egitim Veri Anlamh
Seti Baz Olasilik

- — Hayir Evet
her bir metrik igin her bir metrik igin
Lojistik Regresyon | .
p-degeri < 0.05 Apply Bender

Uygula
her bir metrik igin her bir metrik igin

[alpha, beta]
listesi

p-degerlerini

Metrik Esik
hesapla

Degerleri

Esik Dederlerin Validasyonu

Gegerlenen Metrik - g-mean - .
ve Egik Deferi < listesi < Sinif Agact Uygula

Test Veri
Setleri

Sekil 3.3. Esik degeri tiiretim modelinin akis diyagrami

Biitiin bu adimlar ve kullanilan algoritmalar sonraki kisimlarda detayli olarak

anlatilmistir.

3.6.1. Model uyumu ve istatistiki analiz

Tek degiskenli Lojistik Regresyon, bu ¢alismadaki 06grenme modelinin
olusturulmasinda kullanilmisgtir. Lojistik  Regresyon, bagimli  degiskenin
(dependent variable) iki durumdan sadece birisi oldugu (dichotomous output)
istatistiki bir simiflandirma teknigidir. Yazilim hata veri setleri hatali ve hatasiz
modiiller igerdiginden, bu metodun kullanim:1 uygundur. Birden fazla bagimsiz
degisken, modelin girdisi olabilmektedir. Ancak, bu ¢aligmada her bir metrik bagimsiz
olarak incelenmektedir; bu da modeli tek degiskenli (univariate) yapmaktadir. Lojistik
Regresyon modelinin ¢iktisi, iki durumdan birinin olma olasiligidir (hataya meyilli

veya hatasizliga meyilli). Lojistik Regresyon formiilii denklem (3.3)’de verilmistir.

eBotB1X
14+ePBotB1X

P(X) = (3.3)
burada; X, metrik degerini; S, egri baslangi¢ (intercept) katsayisini ve f; ise egim
(slope) katsayisin1 gostermektedir. Farkli katsay1 degerlerinin kullanimi, dogrusal

olmayan lojistik egrilerin olugsmasini saglar. Bagimsiz degisken (6rnegin LOC metrik
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degeri) ve bagiml degisken (hatali olma olasiligi), sirastyla, bu egrinin X ve Y
eksenlerinde yer almaktadir. Egrinin kavis ve dogrusalsizlik seviyesi, baslangic ve
egim katsayilari ile belirlenir. Bu katsayilarin optimum degerleri, Y AK algoritmasi ile
taranir. YAK algoritmasi, bal arilarinin yiyecek arama davranisini simiile eder. Bu
yontem, optimizasyon problemlerinin niimerik ¢éziimiinde kullanilmak tizere (Dervis
Karaboga & Basturk, 2007) tarafindan 6nerilmistir. YAK algoritmasi bu ¢aligmanin
odag1 degildir; detaylarina gesitli referanslardan ulasilabilir (Karaboga ve ark., 2007;
Ayan ve Kilig, 2012; Ayan ve ark., 2015).

Katsayilarin istatistiki olarak anlamli olup olmadiginin belirlenmesinde, %95 giiven
seviyeli (@« = 0.05) tek kuyruklu p-degeri kullanilmistir (Bruin, 2006). Eger,
hesaplanan p-degeri giiven araliginin diginda (0.05’in alt1) ise, ilgili metrik anlamlilik
testini geger ve sonraki adimda kullanim igin kaydedilir. Aksi durumda; ilgili metrik,

sonraki analizlere gec¢irilmeden elenir.

3.6.2. Esik degerlerin tiiretimi

Tek kuyruklu testi gecen istatistiki anlamli metrikler, esik degerlerini bulmak iizere
incelenirler. Esik degerleri bulma islemi i¢in Bender Metodu kullanilir (Bender, 1999).
Bender, Lojistik Regresyon denklemini doniistiirerek, Kabul Edilebilir Risk Degeri
(Value of an Acceptable Risk Level (VARL)) adin1 verdigi bir yaklasim 6nermistir
(Denklem (3.4)).

VARL = - (In ({£) - ) (34)

burada; py, tanimli baz olasilig1 gosterir. Lojistik Regresyon egrisinde yliksek bir
olasilik degerine sahip bir modiil hataya meyilli olarak kabul edilir; Lojistik
Regresyon egrisinde diisiik bir olasilik degerine sahip bir modiil ise hatasizliga meyilli
olarak kabul edilir. Diger bir degisle, VARL’dan daha diisiik bir degere sahip olan
metrigin hatali olma olasilig1, baz olasilik degerinin altindadir. Ornegin, eger baz
olasilik 0.6 (%60) olarak segilir ve Lojistik Regresyon egrisinde bu baz olasiliga

karsilik gelen metrik degerinin 24 oldugu kabul edilirse; bu durumda, metrik degeri
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24’ten kiiglik olan modiillerin hatali olma olasilig1 %60’1n altinda olur. Diger taraftan,
metrik degeri 24’ten biiylik olan modiillerin hatali olma olasilig1 ise %60’ 1n iistiinde

olur. Baz olasilik ile esik degeri arasindaki iliski Sekil 3.4.”de gosterilmistir.

1.0

po (baz olasilik)

0.8

0.6

0.4

P (hata bulunma olasihgr)

o VARL (esik degeri)
o /
o

X (metrik degeri)

Sekil 3.4. Baz olasilik ile esik degeri arasindaki iligki

Bu caligmadaki deneylerde belirlenen baz olasilik degerleri, ilgili kisimlarda

anlatilacaktir.
3.6.3. Esik degerlerin validasyonu

Her bir metrige ait esik degeri bulunduktan sonra, test veri setlerinin girdi olarak
kullanildigi bir validasyon islemi gergeklestirilir.  Her bir test veri setindeki esik
degeri performansi, bagimsiz olarak kaydedilir ve sonrasinda bagimsiz ve biitiinciil bir
sekilde analiz edilir. Iliskili esik degerleri baz alinarak, her bir modiiliin hataya meyilli
veya hatasizliga meyilli olarak smiflandirilmasinda, Siniflandirma Agacit metodu
kullanilir. Denklem (3.5), bu iki durumu gostermektedir; eger i no’lu modiiliin j no’lu
metrik degeri, X;;, o metrik igin tiiretilen esik degerinden (T'HR;) biiyiikse, o modiiliin
sonucu hataya meyilli olarak belirlenir. Aksi durumda ise hatasizlia meyilli olarak

belirlenir (Denklem (3.5)).

j =

hataya meyilli eger X;; = THR; 35
Yi= {hatasmlaga meyilli  eger X;; <THR; (3.5)
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Sonuglari, tahmin edilen ve gercek ¢iktiya gore gosteren hata matrisi Tablo 3.6.’da
verilmistir. Burada; EVET hataya meyillilik durumuna ve HAYIR ise hatasizliga

meyillilik durumuna karsilik gelmektedir.

Tablo 3.6. Hata matrisi

Tahmin Edilen
EVET HAYIR
TP FN
’é EVET (Dogru Pozitif) (Yanlis Negatif)
1
-]
© HAYIR P ™

(Yanlis Pozitif) (Dogru Negatif)

Bir veri setinde; bir sinifa ait 6rnek sayisi, diger siniftaki 6rnek sayisindan ¢ok daha
fazla ise, dengesiz sinif dagilimli veri olarak tanimlanmaktadir. Temel dogruluk
(accuracy) olgiitiiniin, dengesiz siif dagilimli veri setlerinde kullanimi uygun degildir
(Nickerson ve ark., 2001). Ornegin; ant veri seti, %5.14 oraninda 3-+hatali modiil
icermektedir (bkz. Tablo 3.4). Herhangi bir makine 6grenmesi teknigi kullanmaksizin
biitiin 6rnekleri 3+hm olarak tahmin eden bir tahmin edici, %94.86’lik bir dogruluk
performansina sahip olacaktir. Bu ¢alismada, Kubat ve Matwin (1997) tarafindan
sunulan geometrik ortalama (g-mean), performans o6lgiitii olarak kullanilmistir.
Verinin dengesiz dagilim sergiledigi durumlar i¢in ¢g-mean’in diger temel
degerlendirme Olgiitlerine gore daha gilivenilir degerlendirme sonuglar1 verdigini
belirtmislerdir. Cogunluk (majority) ve azinlik (minority) sinifinin dogrulugu
birlikte g-mean hesaplanmasinda dikkate alinir (Malhotra ve Bansal, 2015). Shatnawi
(2010) de calismasinda g-mean kullanmistir. Kaynak ¢alisma ve ayni alandaki diger
bazi ¢aligmalara (Seliya ve ark., 2010; Wang ve Yao, 2013) dayanarak bu ¢alismada
da g-mean kullanilmistir. Birden fazla 6l¢iit kullanmak yerine tek bir Olgiit
kullanilmasinin, ¢aligmay1 kolay karsilastirilabilir yapmasi agisindan da pratik bir

faydasi vardir.

g-mean formiilii denklem (3.6)’da verilmistir.

g-mean =\ TPR x TNR (3.6)
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g-mean denklemin gecen TPR ve TNR hesaplama yontemi denklem (3.7) ve (3.8)’de

verilmigtir.

TP

TPR = Duyarlilik = TPTEN (3.7)
TN
TNR = 7875 (38)

burada; TPR, dogru olarak siiflandirilan hataya meyilli modiil oranini belirtmekte ve
TNR ise dogru olarak siniflandirilan hatasizliga meyilli modiil oranini belirtmektedir.
g-mean dlgiitii, bu iki oraninin geometrik ortalamasidir. Yiiksek bir g-mean degeri elde
edebilmek i¢in TPR ve TNR’nin birlikte yiiksek olmasi gerekmektedir. Bu iki

degerden birinin diisiik olmas1 durumunda, performans da diisiik olacaktir.

g-mean limit degeri olarak 0.6 kullanilmistir. Bu limit degerinin {izerindeki validasyon
sonuclar1 kabul edilebilir aralig1 gosterir ve ilgili metrik i¢in tiiretilen esik degerinin
gecerli oldugu onerilir. Gergekte, hata kestiriminin kabul edilebilir olup olmadigini
gosteren limit degeri konusunda arastirmacilar arasinda bir fikir birligi yoktur. Bu
calismada yukarida belirtilen limit degerinin kullanilmasindaki gerekceler asagida
Ozetlenmistir:

- Yazarin kendi arastirma, kodlama ve test tecriibesi, bu limit degerinin anlamli
oldugunu ve pratik olarak kullanish oldugunu gostermektedir.

- Menzies ve arkadaglar1 (2008, 2010) tarafindan yapilan calismalarda, hata
kestirim problemlerinde performans olarak bir {ist smira dayandigini
belirtmislerdir; bunun sebebi olarak da statik kod oOzelliklerinin igerdigi
bilginin siirh oldugunu vurgulamiglardir. Bu ¢alismada da statik kod
ozellikleri kullanildigindan, deneylerde ¢ok yiiksek performans sonuglarinin
alinmasi zordur. Baz1 ¢alismalar, kendi sonuglarini, duyarlilik ve kesinlik gibi
alternatif Olctitler ile degerlendirmislerdir. Zimmermann ve arkadaslari (2009),
siiflandiric1 performansina ait duyarlilik, kesinlik ve dogruluk sonuglarinin
0.75 tizerinde olmasi durumunda iyi olarak nitelemislerdir. Bir ¢cok calisma
duyarlilik i¢in 0.7 ve kesinlik i¢in 0.5 baz degerlerini kullanmislardir (He ve
ark., 2011; Herbold, 2013). Bunlardan farkli olarak, bu ¢alismada g-mean
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ol¢iitii kullanilmigtir. Duyarlilik ve TPR farkli isimlendirmeler olsa da aym
Olgiitlerdir. Ancak, kesinlik ve TNR farklidir. Bu farka ragmen; 6nceden
bahsedilen ¢alismalardaki duyarlilik ve kesinligin baz degerlerinin (0.7 ve 0.5)
aritmetik ortalamasi, g-mean limit degerinin 6nerilmesinde dikkate alinmistir.
Kaynak calismada, Shatnawi, ii¢ metrik i¢in 0.59, 0.64 ve 0.61 g-mean
sonuclarina ulagmig ve bu sonuglarin etkili oldugu seklinde yorumlamistir. Bu
yoruma dayanarak, bu ¢alismada Onerilen limit degerinin mantikli oldugu

sOylenebilir.

Bunlarin yani sira, 6nerilen limit degerinin pratik yoniinii gostermesi agisindan Tablo

3.7. yararli olacaktir. Tabloda, 0.6 g-mean sonucunu veren {i¢ TPR ve TNR 6rnegi yer

almaktadir. Ugiincii 6rnek, hatali modiillerin %70’inin model tarafindan yakalandig

anlamma gelmektedir. Eger, bir yazilim 10 hatali modiil igeriyorsa, bunlarin 7’si

yakalanmistir. Bu modiillerin goézden gegirilmesi ve diizenlenmesi sonrasinda

yazilimin yayinlanmasi, test personelinin is yiikiini hafifletecektir. 10 modiiliin

tamamina odaklanmaktansa, test personeli 3 modiile odaklanmis olur.

Tablo 3.7. 0.6 g-mean sonucu iireten TPR ve TNR &6rnekleri

TPR  TNR g-mean

0.6 0.6 0.6
051 0.70 0.6
0.70 051 0.6

3.6.4. Kaynak ¢alisma ile farklar

Sekil 3.3.”de gosterimi yapilan esik degeri tiiretim modeli, cogunlukla kaynak caligma

ile aynidir. Sadece asagida listelenen kiigiik degisiklikler yapilmistir:

VARL formiiliindeki baz olasilik se¢imi, ilgili veri setindeki hatali modiil
oranina gore yapilmistir (sekilde gosterilmemistir). Kaynak calismada,
Shatnawi, deneylerini 0.050, 0.060, 0.065, 0.075, ve 0.100 gibi farkli baz
olasiliklilarina gore kurgulamistir. Bu calismadaki deneylerde ise ayni baz

olasilik kullanimzt ile 1yi sonuglar elde edilmemistir.
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- Lojistik Regresyon formiiliindeki optimum katsayilarin bulunmasi igin YAK
algoritmasi kullanilmistir (sekilde gosterilmemistir). Kaynak calismada hangi
optimizasyon algoritmasinin  kullanildigindan  bahsedilmemistir. YAK
algoritmasinin bir¢ok avantaji vardir. Bazilar1 sunlardir: biitiin miithendislik
problemlerine yonelik kodlanmasi kolaydir; kapsamli bir uygulanabilirligi
vardir (aynt zamanda stirekli, ayrik veya karisik degiskenlerin oldugu
kompleks fonksiyonlarda); lokal c¢oziimleri bulma yetene§i vardir; erken
yakinsama riskine sahip yiiksek karmasiklik altinda dahi arama isleminde
etkilidir; ilk ¢6ziim popiilasyonundaki dagilim ve fizibilitesinden etkilenmez,
direnclidir. YAK’1n diger ¢ok bilinen optimizasyon algoritmalariyla yapilan
bir karsilastirma c¢alismast; bu algoritmanin siniflandirma problemlerinde daha
iyi sonug verdigini ortaya ¢ikarmistir (Karaboga ve Ozturk, 2009).

- Metriklerin esik degerlerinin sonuglari, 0.6 g-mean limit degerine gore
yorumlanmustir (sekilde gosterilmistir). Kaynak calismada, Shatnawi, {ig
metrik esik degeri i¢in 0.59, 0.64, ve 0.61 g-mean sonuglarina ulasmis ve bu
sonuglart etkili olarak yorumlamistir; ancak g-mean limit degerinden

bahsetmemistir.

3.7. Deneyler ve Bulgular

Bu ¢alismada iki farkli esik degeri kiimesi i¢in iki farkli deney uygulanmistir. Birincisi,
modiillert Ohm veya 1+hm olarak kategorize etmek i¢in tiiretilen esik degerleridir ve
ikincisi, modiillerin 3+hm olup olmadiginin kategorizasyonu i¢indir. Bu iki esik
degerleri, swrasiyla, Esik Degeri-1 (THR') ve Esik Degeri-3 (THR3) olarak
adlandirilmistir.
- Esik Degeri-1 (THR%Y): Bu esik degerinin iizerinde metrik degerlerine sahip
yazilim modiilleri bir veya daha fazla hata bulundurmaya meyillidir (1+hm).
Tersi durum; yani, bu esik degerinin altinda metrik degerine sahip olan
modiiller ise sifir hataya meyilliligi gosterir (Ohm).
- Esik Degeri-3 (THR?): Bu esik degerinin iizerinde metrik degerlerine sahip
yazilim modiilleri ti¢ veya daha fazla hata bulundurmaya meyillidir (3+hm).

Tersi durum; yani, bu esik degerinin altinda metrik degerine sahip olan
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modiiller ise lig’ten az hataya meyilliligi gosterir (hi¢ hata bulunmamasi
durumu dahil).

Kolaylik ve anlasilabilirlik agisindan, dnceki boliimlerde yer alan agiklamalar, sadece
Ohm ve 1+hm’ye gére yapilmis, 3+hm’den cok bahsedilmemistir. Iki esik degeri

kiimesinin gosterimi Sekil 3.5.’de yapilmustir.

Deney 1 Deney 2
X; ‘WTH&L Xy < WTH&'}
Hatasizhga  Bir veya daha fazla hataya Ug'tenaz hataya  Ug veya daha fazla
meyilli (Ohm) meyilli (1+hm) meyilli hataya meyilli (3+hm)

Sekil 3.5. Esik Degeri-1 ve Esik Degeri-3'un fonksiyonelligi (Siniflandirma Agaci gosterimi ile)

Ogrenme modelinin  olusturulmasinda ve iki deneye ait kodlamalarin

gerceklestirilmesinde MATLAB platformu kullanilmistir.

3.7.1. Deney 1: Esik Degeri-1 tiiretimi

Oncelikle, en az bir hataya sahip olan modiillerin giktisinin 1 olarak etiketlenmesi ile
bu deney i¢in birlestirilmis egitim verisi hazir hale getirilir. Sonrasinda, egitim verisi
kullanilarak, YAK optimizasyonu destekli Lojistik Regresyon c¢alistirilir. Aday
baslangi¢ ve egim katsayilarina gore her bir metrik i¢in Lojistik Regresyon egrileri
elde edilmis olunur. Bu egrilerde, Ohm ve 1+hm modiillerini ayirt etmek i¢in yatay
karar dogrular1 kullanilir. Hata ¢ikma olasiligi, bu karar dogrusunun iizerinde olan
modiiller 1+hm olarak; hata ¢ikma olasilig1 bu karar dogrusunun altinda olanlar ise
Ohm olarak kabul edilir. Olasiliksal karar dogrusu (p(kd)), her bir modiiliin ¢iktis1 (y;)
ve minimize edilecek olan maliyet fonksiyonu (Cost) sirasiyla denklem (3.9), (3.10)
ve (3.11)’de verilmistir.
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p(kd) _ N(1+i1:’atall) (3-9)

_ (Ohm  eger P(X;)) < p(kd) 3.10
Yi= 11+ hm eger P(X;;) = p(kd) -
Cost =1 — g-mean (3.11)

burada; N(1-+hatal1), toplam N adet modiil igerisindeki hatali modiilleri belirtir. Tablo
3.4. tekrar incelendiginde; biitiin modiillerin %74’liniin sifir hataya sahip oldugu
goriiliir. Bu sebeple, karar dogrusunun olasilik degeri, bu deney igin 0.74 olarak
belirlenmistir. YAK’mn her bir iterasyonunda, tahmin edilen katsayilar ile Lojistik
Regresyon egrisi olusturulur. i no’lu modiiliin ¢iktisi, y;; incelenen metrige (j) karsilik
gelen hatali gikma olasihigl, P(X;;), p(kd)’den biiyiikse 1+hm olarak tahmin edilir;
tersi durumda ise Ohm olarak tahmin edilir. Hatali ¢ikma olasiligi, P(X;;), Lojistik
Regresyon esitligi kullanilarak hesaplanir (Denklem (3.1)). Bu karsilastirmanin biitiin
modiillerde yapilmasi ile TP, TN, FP, FN sayilar1 elde edilmis olur. Bu sayilarak
kullanilarak g-mean hesaplamasi yapilir. YAK’1n amaci, Cost’u minimize etmektir;
diger bir deyisle, g-mean’i maksimize etmektir. Her bir iterasyonda elde edilen Cost
degerine gore Lojistik Regresyon Kkatsayilari giincellenir. On tamimli sartlar
saglandiginda, baslangic ve egim katsayilari, Bender Metodunda kullanilmak iizere
kaydedilir. Bender Metodu, Lojistik Regresyon katsayilarinin yaninda, baz olasilik
degerine (p,)’ye de ihtiyag duyar. Bu ¢aligmada, karar dogrusuna ait olasilik degeri
(p(kd)) baz olasilik degeri olarak kullanilir ve sonug¢ olarak buna karsilik gelen X
degeri, metrigin esik degeri olarak kabul edilir. Bu deneyde, her bir metrik icin elde
edilen optimal katsayilar, p-degeri ve tiiretilen esik degerler Tablo 3.8.°de

gosterilmistir.
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Tablo 3.8. Lojistik Regresyon ve Bender Metodu sonuglar1 (Deney 1)

Metrik Baglangi¢ Egim p-degeri Esik Degeri

WMC -0616 0,233 0,035 7,13
CBO -4,000 0,666 0,031 7,58
RFC -0,973 0,100 0,009 20,19
LCOM -0,603 0,222 0,000 7,42
Ca -2,289 2,741 0,000 1,22
Ce -0,572 0,407 0,000 3,98
NPM -0,183 0,251 0,000 4,90
AMC -1,145 0,217 0,011 11,37
MAX_CC  -4,000 2,936 0,000 1,72
AVG_CC  -1,469 2,449 0,000 1,03
LOC -3,779 0,042 0,000 114,11

p-degeri siitununda goriildiigii iizere; biitiin metrikler istatistiki olarak anlamlidir
(0.05’den diisiik degerler oldugundan). Beklendigi iizere, biitiin egim katsayilari
pozitiftir; bu durum, hataya meyillilik olasilig1 ile metrik degerinin ayni yonlii
oldugunu gostermektedir (yani, daha yiiksek metrik degeri, daha yiiksek hataya

meyilliligi ifade eder). Tablonun en son siitununda, tiiretilen esik degerleri verilmistir.

Bu esik degerlerinin degerlendirilmesi, toplamda 12090 modiilden olusan, 27 test veri

seti kullanilarak yapilmistir. g-mean bazinda sonuglar Tablo 3.9.’da 6zetlenmistir.
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Tablo 3.9. Metrik bazinda g-mean sonuglarinin detaylari (Deney 1)

Metrik Min g-mean Max g-mean St. Sap. N(g-mean)>0.6 Ort. g-mean

WMC 0,47 0,79 0,08 15 0,62
CBO 0,40 0,69 0,15 16 0,60
RFC 0,52 0,77 0,07 17 0,63
LCOM 0,47 0,73 0,08 14 0,60
Ca 0,39 0,67 0,06 4 0,54
Ce 0,51 0,80 0,08 14 0,62
NPM 0,43 0,70 0,07 14 0,60
AMC 0,44 0,75 0,08 9 0,57
MAX_CC 0,32 0,76 0,08 11 0,57
AVG_CC 0,39 0,69 0,07 11 0,57
LOC 0,48 0,74 0,07 19 0,62

Tablodaki Min g-mean ve Max g-mean siitunlari, test veri setleri arasinda en iyi ve en
kotii performans sonuglarini gdstermektedir. St. Sap. siitunu, her bir veri setindeki
performansin ne kadar farkli oldugunu belirtir. N(g-mean)>0.6, 6n tanimli limit
degerinin (0.6) lizerinde olan test veri setlerinin sayis1 anlamina gelmektedir. Son
situn ise biitlin g-mean’lerin ortalamasidir. Yapilan bu deney sonucunda, yedi
metrigin kabul edilebilir sonuglar iirettigi ortaya ¢ikmistir (g-mean’i 0.6’dan biiyilik
olanlar). Bu durum, bu metriklere ait tiiretilen esik degerlerinin gecerli oldugunu
gostermektedir. Boliim 3.3.2°de verilen sifir hipotezin ret edildigi, yani alternatif
hipotezin kabul edildigi metrikler sunlardir: WMC, CBO, RFC, LCOM, Ce ve LOC.
Diger taraftan, dort metrik tatminkar sonuglar vermemistir (g-mean’i 0.6’dan kii¢iik
olanlar). Bu durum, bu metriklere ait tiiretilen esik degerlerinin gegerli olmadigini
gostermektedir. Sifir hipotezin kabul edildigi, yani alternatif hipotezin ret edildigi
metrikler sunlardir: Ca, AMC, MAX_CC ve AVG_CC. Ancak, Ca haricindeki biitiin
metrikler en diisik 0.57 g-mean’e sahiptir. Bu durum, ilgili metriklerin esik
degerlerinin de modiiliin hataya meyilliligi konusunda fikir verebilecegini

gostermektedir. 27 test setinden 17’°sinde 0.6’dan biiyiik g-mean degerini iireten RFC,
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metrikler arasinda en iyi sonuca sahiptir. Ilging bir bulgu ise Ce metriginin kabul
edilebilir esik degerine sahipken, Ca metriginin olmamasidir. Bu durum, su anlama
gelmektedir: Diger modiillere bagimlilig1 olan bir modiil daha fazla hataya meyillidir.
Ancak, daha sorumlu bir modiiliin daha fazla hataya meyilli oldugu yargisina

varilamaz.

Daha detayl1 bir istatistiki gosterim, kutu diyagramlar1 ile Sekil 3.6.’da yapilmustir.
Kutu diyagramlari, sonuglarin dagilimmi gostermek i¢in uygun bir ydntemdir

(Williamson ve ark., 1989).

;
09
L] — : T T
| | -
g 07k ‘ ‘ o } — I - -
s —_ ) ) | T
£ ! 5 I | E—
I -4 [ I; L | T |
s e | ! . \ LT
I L L \
0.4 1 1 =
0.3
E & Geo Qg(: OO\-\\ e @ g‘@ v‘!\o . & . & \9(_,
i W &

Metrikler

Sekil 3.6. g-mean sonuglarinin kutu diyagramlart ile gosterimi (Deney 1)

Kesik ¢izgili yatay dogru, bu calisma kapsaminda belirlenen limit degerini temsil
etmektedir. Her bir kutu icerisindeki kiigiik sembol, ortalama degerini ve diiz ¢izgiler
ise medyan degerlerini gostermektedir. Kararlilik yoniiyle en 1yi sonucu LOC metrigi
vermistir; hemen hemen kutunun alt boliimi (1. kartil) limit dogrusunun {istiindedir.
Diger bir degisle, LOC metrigine ait tiiretilen esik degeri tiniversal kullanima daha
uygundur; yani, diger benzer yazilim sistemlerinde daha az ¢ekince ile uygulanabilir.

Kararlilik yoniiyle LOC’dan sonra gelen metrikler sirasiyla, RFC, CBO ve WMC’dir.

3.7.2. Deney 2: Esik Degeri-3 tiiretimi

Oncelikle, en az ii¢ hataya sahip olan modiillerin ¢iktisinin 1 olarak etiketlenmesi ile
bu deney i¢in birlestirilmis egitim verisi hazir hale getirilir. Sonrasinda, egitim verisi

kullanilarak, YAK optimizasyonu destekli Lojistik Regresyon calistirilir. Bu deneyde
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kullanilan karar dogrusu, 3+hm ile 3’den az hataya meyilli modiilleri ayirt etmek i¢in
kullanilir (Denklem (3.12)).

3'den az hataya meyilli eger P(X;;) < p(kd
yi :{ y y 8 (Xi;) <p(kd) (3.12)

3+ hm eger P(X;;) = p(kd)

Tablo 3.4 tekrar incelendiginde; biitiin modiillerin %94.86’sin1n ii¢’ten az hataya sahip
oldugu goriiliir. Bu sebeple, karar dogrusunun olasilik degeri, bu deney i¢in 0.9486
olarak belirlenmistir. Eger, bir modiil i¢in Lojistik Regresyon denkleminin ¢iktisi, bu
karar dogrusunun {izerindeyse, bu modiil 3+hm olarak; hata ¢ikma olasilig1 bu karar

dogrusunun altindaysa 3’den az hataya meyilli olarak kabul edilir.

Bu deneyde, her bir metrik i¢in elde edilen optimal katsayilar, p-degeri ve tiiretilen

esik degerler Tablo 3.10.’da gosterilmistir.

Tablo 3.10. Lojistik Regresyon ve Bender Metodu sonuglari (Deney 2)

Metrik Baglangic Egim p-degeri Esik Degeri

WMC -3,513 0,384  0.042 11,87
CBO -4,000 0,624 0.011 8,09
RFC -1,905 0,099 0.001 29,71
LCOM 0,266 0,037  0.000 20,83
Ca -0,265 0,599  0.000 2,19
Ce -0,751 0,268  0.017 6,71
NPM -0,072 0,159  0.000 7,05
AMC -2922 0,230 0.021 17,22
MAX_CC -1,751 0,755 0.000 3,70
AVG_CC -0,732 1,733  0.000 1,03

LOC -3,093 0,024 0.000 170,91
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p-degeri siitununda goriildiigli iizere; biitiin metrikler istatistiki olarak anlamlidir.
Biitiin egim katsayilar1 pozitiftir. Tablonun en son siitununda, tiiretilen esik degerleri

verilmistir.

Bu esik degerlerinin degerlendirilmesi, toplamda 10991 modiilden (sinif) olusan, 24
test veri seti kullanilarak yapilmistir. ant-1.5, jedit-4.3 ve poi-2.0 test setleri ti¢’ten
fazla hataya sahip modiil igermemektedir; bu sebeple, bunlar, bu deney ¢alismasindan

¢ikarilmigtir. g-mean bazinda sonuglar Tablo 3.11.’de 6zetlenmistir.

Tablo 3.11. Metrik bazinda g-mean sonuglarinin detaylari (Deney 2)

Metrik Min g-mean Max g-mean St. Sap. N(g-mean)>0.6 Ort. g-mean

WMC 0,41 0,85 0,11 20 0,70
CBO 0,54 0,82 0,07 22 0,69
RFC 0,60 0,82 0,06 24 0,72
LCOM 0,47 0,84 0,11 14 0,65
Ca 0,35 0,72 0,08 14 0,61
Ce 0,51 0,83 0,08 20 0,68
NPM 0,46 0,83 0,11 13 0,66
AMC 0,43 0,80 0,08 14 0,62
MAX_CC 0,53 0,76 0,08 14 0,64
AVG_CC 0,50 0,79 0,07 17 0,64
LOC 0,61 0,77 0,05 24 0,71

Tablonun son siitununda goriildiigii lizere; biitiin metrikler makul sonugclar iiretmistir.
Bolim 3.3.2°de verilen sifir hipotez, biitiin metrikler i¢in ret edilmis; yani alternatif
hipotez biitiin metrikler icin kabul edilmistir. Bu deneyde elde edilen sonuglar, bir
onceki deney ile karsilastirildiginda, oldukga iyidir. Bu bulgular 1s18inda su tespit
yapilabilir: 3-+hatali modiillere ait metrik degerlerinin ayirt edici yonii daha fazladir.
Tablo 3.12., 1+hatali modiiller ile 3+hatali modiillerin metrik degerlerinin

ortalamalarinin farklarin1 gostermesi bakimimdan bilgilendiricidir. Bu tablonun
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birlestirilmis egitim veri setinden olusturuldugu dikkate alinmalidir. En biiyiik fark,
sirasiyla ortalama 431 ve 741 kod satir sayisi ile LOC metrigindedir. Tablo 3.11.’deki
degerlendirmelere doniilecek olursa; RFC metrigi i¢in ortalama g-mean degeri 0.72 ve
LOC metrigi i¢in ise 0.71°dir. En diistik performans Ca metrigine aittir; buna ragmen,

bu metrige ait ortalama g-mean degeri 6n tanimli limit degerinin tizerindedir.

Tablo 3.12. Egitim verisinde yer alan 1+hatali ve 3-+hatali modiillerin metrik degerlerinin ortalamalari

Ortalama /

Metrik 1+hatal1 3+hatali
WMC 14,84 21,81
CBO 13,52 20,23
RFC 40,10 66,29
LCOM 161,77 374,95
Ca 7,16 11,07
Ce 7,44 11,23
NPM 11,22 15,40
AMC 26,68 32,56
MAX_CC 5,78 8,66
AVG_CC 1,51 1,86
LOC 431,61 741,88

Sonuglarin, kutu diyagramlar1 seklinde gosterimi Sekil 3.7.’de verilmistir.
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Metrikler

Sekil 3.7. g-mean sonuglarmin kutu diyagramlari ile gdsterimi (Deney 2)

RFC ve LOC metriklerinin esik degerleri, tiim 24 test setinde 0.6’dan biiyiik g-mean

sonucu Uretmistir. Diger bir degisle, RFC ve LOC metriklerine ait tiiretilen esik
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degerleri tiniversal kullanima daha uygundur; yani, diger benzer yazilim sistemlerinde
daha az ¢ekince ile uygulanabilir. Kararlilik yoniiyle RFC ve LOC’dan sonra gelen
metrikler sirasiyla, CBO, WMC ve Ce metrikleridir. Bu deneydeki kararlilik
siralamasi, birinci deney ile nerdeyse aynidir. Test setleri bazinda degerlendirme
yapilacak olursa; bazilar1 esik degerlerine karsilik zayif sonuclar vermis, bazilar1 ise
cok iyi sonuglar vermistir. Ornegin; log4j-1.2 ortalama 0.57 g-mean performansina
sahipken, log4j-1.1’nin performans ortalamasi 0.76’dir. Bu bulgu dikkat ¢ekicidir;
¢linki, ayn1 esik degerine karsilik, ayni1 yazilim sisteminin farkli versiyonlar1 ¢ok farkli
bir sekilde reaksiyon gostermistir. Diger sonuglar daha detayli bir sekilde analiz
edildiginde; ayn1 yazilim sisteminin farkli versiyonlarinin benzer sonuglar verdigi
goriilmiistiir. Bu durum, log4j-1.2’nin bir istisna oldugunu gosterir; bunun olasi

sebepleri sonraki kisimlarda anlatilacaktir.

3.7.3. Tiiretilen esik degerlerine genel bakis

Deney 1 ve Deney 2 sonucunda gecerli kilinan esik degeri kiimeleri (Esik Degeri-1 ve
Esik Degeri-3) Tablo 3.13.’de 6zetlenmistir. Pratikte, AVG_CC haricinde nerilen
esik degerleri, tamsay1 (integer) olmalidir; gercel (real) deger degil. Bu sebeple,
tiretilen esik degerleri en yakin tamsayiya yuvarlanmigtir. CBO haricindeki tiim
metriklerde, THR! ve THR? arasindaki fark makuldiir. CBO igin iki esik deger de
aynidir (8). Ancak, THR®, g-mean performansi bakimindan THRYden daha basarili
sonuglar vermistir (sirasiyla 0.69 ve 0.60; bkz. Tablo 3.11. ve Tablo 3.9.). Bu nedenle,
CBO metrik degeri 8’den biiyiik olan bir modiiliin en az ii¢ hataya meyilli (3+hm)
oldugu sdylenebilir. Diger taraftan, bir modiiliin LOC metrik degeri 114’den fazla ise,
o modiiliin en az bir hataya meyilli oldugu (1+hm); LOC metrik degeri 171°den fazla
ise en az li¢ hataya meyilli (3+hm) oldugu sdylenebilir. Benzer ¢ikarimlar tablodaki

diger metrikler i¢in de yapilabilir.
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Tablo 3.13. Deney 1 ve Deney 2 sonucunda tiiretilen esik degerleri

Esik Degeri /

Metrik THR THE
WMC 7 12
CBO 8 8
RFC 20 30
LCOM 7 21
Ca - 2
Ce 4 7
NPM 5 7
AMC - 17
MAX_CC - 4
AVG_CC - 1
LOC 114 171

3.7.4.Sonug¢larin kaynak ¢alisma ile karsilastirmasi

Kaynak ¢alisma ve bu replikasyon ¢alismasinin genel 6zellikleri ve bulgular1 Tablo
3.14.de sunulmustur. Kaynak ¢alismada, esik degeri deneyinde sadece ii¢ metrik yer
almistir. Bu sebeple, bu replikasyon ¢alismasinin birinci deneyindeki bu ii¢ metrige ait
sonuclar tabloya aktarilmistir. Kaynak calismada veri seti olarak Eclipse
kullanilmistir. Eclipse, IBM sirketi tarafindan gelistirilen, 4454 modiil (sinif) sayisi ile
biiyiik 6l¢ekli bir Entegre Gelistirme Ortami (Integrated Development Environment
(IDE))’dir. Bu ozellikler, bu g¢alisma kapsaminda belirlenen gruplama
karakteristiklerinden farklidir. Bunun haricinde, kaynak ¢alismanin amaci, proje-ici
esik degerlerinin tespit edilmesidir; halbuki, bu ¢alismanin amaci, 6zel bir grup acik
kaynak kodlu yazilim sistemlerinde kullanilabilecek {iniversal esik degerlerine
ulagmaktir. Bu sebeplerden dolayi, bu iki calisma kapsaminda tiiretilen esik
degerlerinin birebir karsilagtirmasi yapilamaz. Sonuglarla ilgili dikkat ¢eken bir bulgu
sudur: Bircok gecmis literatlir g¢aligmalarinda proje-ici 0grenme modellerinin
performans olarak daha istiin oldugu belirtilmesine ragmen (Zimmermann ve ark.,
2009; Briand ve ark., 2002), bu replikasyon ¢alismasinda elde edilen g-mean sonuglari

kaynak ¢aligmaya gore daha iyidir.
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Tablo 3.14. Kaynak ¢alisma ve replikasyon galismasinin 6zellikleri ve bulgulari

Veri seti Amag Esik Degerleri g-mean

RFC CBO WMC RFC CBO WMC

Kaynak ¢aligma Eclipse Proje-ici 40 9 20 0,635 0,588 0,605
Replikasyon .
Bkz. Tablo 3.3  Universal 20 8 7 0,635 0,600 0,630
¢aligmasi

3.8. Gegerliligi Tehdit Eden Faktorler

Bu ¢alismay1 ve deney sonuglarini etkilemesi muhtemel tehditler bulunmaktadir. Bu

tehditler asagida listelenmistir:

Yazilim modiillerine ait metrik degerleri, formiilleri ve tanimlar1 dikkate
alinarak, ¢esitli kalite araclari ile toplanabilmektedir. Ancak, bagimli degisken
olan hata verisi, test ekibi veya son kullanici tarafindan raporlanir ve
kaydedilir; bu durum, bu islemi siibjektif yapar. Test personeli veya son
kullanici, yazilimin kullanimi sirasinda biitiin hatalar1 yakalayamayabilir veya
hata ortaya ¢ikmasina ragmen kaydetmeyi unutabilir. Bazi yazilim sistemleri,
dogas1 geregi, tiim Ozellikleri ile yogun kullanima maruz kalabilir; bazilar1 ise
seyrek kullanilabilir. Bu durum, bagimli ve bagimsiz degiskenler arasi iligkinin
kurulmasi 6niinde ciddi bir tehdit olusturabilir. Bu sebeple, potansiyel olarak
var olabilecek bir desen, veri setine yansimamis olur.

Diger bir tehdit ise ilgili biitiin hatalarin raporlanmamasidir. Ozellikle kiigiik
boyutlu projelerde; test personeli tarafindan kiiclik bir hata tespit edilmesi
durumunda, bunu kaydetmeksizin direk olarak yazilim gelistirici ile irtibata
gecip, sozel bildirim yapabilir. Bu sebeple, giivenilir bir kestirim modeli
olusturulamaz.

Deneysel sonuglar sunu gostermistir: sistemlerin farkli olmasindan dolayi, bir
sistem i¢in elde edilen esik degerleri, diger sistemlere uygulanamaz (Briand ve
ark., 2002). Iyi bir esik deger; organizasyonun yapisi, programlama dili,
kullanilan araglar ve yazilim gelistiricilerinin pratik ve tecriibesine gore

degisebilmektedir (Herbold ve ark., 2011). Projeye ozgii baglam, model
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gelistirme asamasinda dikkate alinmasi gereken bir durumdur (Dejaeger ve
ark., 2013). Bu tehdidi asmak igin; bu ¢alismadaki deneylerde, farkli agik
kaynak kodlu yazilim sistemlerine ait veri setleri birlestirilerek, tek bir egitim
veri seti olusturmus ve sonugta, belli bir yazilim grubu i¢in makul sonuglarin
elde edildigi esik degerlere ulagilmaya ¢alisiimistir. Ancak, bu ¢alismadaki
deneylerde, ¢ok genis gelistirme ortamlarindan ve farkli programlama
dillerinden yazilimlar kullanilmamistir. Bu nedenle, tiiretilen esik degerleri,
onceki boliimlerde listelenen yazilim karakteristiklerini igermeyen farkli bir
ortama uygulandiginda, buradaki ile ayn1 performansi sergilemeyebilirler.

- Bucalismada, g-mean limit degeri i¢in onerilen 0.6 degeri, onceki boliimlerde
listelenen referanslara dayanilarak belirlenmistir. Varsayimi yapilan bu limit
degeri, esik degerleri hakkinda varilan sonuglarin yorumlanmasini etkilemistir.
Diger aragtirmacilar, kendi ¢alismalarinda farkli limit degeri kullanabilirler;

¢linkii, arastirmacilar arasinda bu konu hakkinda ortak bir goriis olugsmamastir.

3.9. Sonu¢

Yazilim kalite metrikleri, yazilimin niteligini niceliksel olarak yansitir. Bu metrikler,
projenin yonetilmesine, yazilimin gelistirilmesine ve 6zellikle yazilimin testine destek
olurlar. Proje yoneticileri, yazilim miisteriye teslim edilmeden 6nce riskli taraflarin
gorebilirler. Yazilim gelistiricileri, gézden gegirilmeye ihtiyag duyulan modiilleri
Ogrenir ve yapacaklar1 diizenleme ile yazilim kalitesini arttirmis ve dolayisiyla risk
seviyesini azaltmis olurlar. Test personeli, daha fazla tizerine yogunlasilmas: gereken
modiilleri tespit eder ve kalite durumuna gore faaliyetlerini 6nceliklendirebilirler. Bu
calismada, her bir metrik i¢in modiillerin risk kategorisinin belirlenmesine yonelik
etkili esik degerleri bulunup bulunmadiginin deneysel arastirmasi yapilmistir.
Oncelikle, ii¢ farkl risk kategorisi tanimlanmustir: hatasizliga meyilli, hataya meyilli
ve 3’ten fazla hataya meyilli. Bu risk kategorilerinin belirlenmesini destekleyen iki
esik degerinin tiiretilmesi i¢in iki farkli deney gercgeklestirilmistir. Bu ¢aligmanin ana
hedeflerinden birisi, farkli yazilim sistemlerine de basarili bir sekilde uygulanabilecek
etkili iiniversal esik degerleri elde etmektir. Bu sebeple, toplamda 37 versiyon iceren

10 acik kaynak kodlu yazilim sistemi, veri seti olarak kullanilmistir. 10 veri seti
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birlestirilerek olusturulan tek bir egitim verisi ile 6grenme modeli kurulmus ve geriye
kalan 27 veri seti ise modelin validasyonu amaciyla kullanilmigtir. Sonugta; bazi

metrikler i¢in gegerliligi tespit edilen etkili iki farkli esik degeri Onerilmistir.



BOLUM 4. OZELLIK BAGIMLI NAIVE BAYES YAKLASIMI VE
YAZILIM HATA KESTIRIMINDE UYGULANMASI

4.1. Giris

Yazilim Yasam Dongiisti (YYD) bir yazilim iirliniiniin ¢esitli asamalarini temsil eder.
YYD; planlama, analiz, tasarim, gelistirme ve test sathalarin1 ya dogrusal olarak
(waterfall) ya da dongiisel olarak (incremental, iterative, agile) i¢cermektedir. Test
sathasi, YYD’nin en 6nemli sathalarindan biridir. Bu sathada yazilimin dogrulama ve
validasyon kontrolleri yapilir, iriiniin hatasiz olmasi saglanir ve gercek g¢alisma
ortamina kurulumuna onay verilmis olunur. Yazilim gelistirme asamasinda tespit
edilen bir hatanin etki maliyeti, miisteri tarafindan gergek ortamda bulunmasindan ¢ok
daha distktir (Pelayo ve Dick, 2007). Miisteri tarafindan bulunan bir hata,
operasyonel islemleri durdurabilir, hatta {iriin gérev-kritik ise daha 6liimciil sonuglara
sebep olabilir. Bu durumu gosteren ge¢misten iki 6rnek verilebilir: 1) 125 milyon
dolarlik biitge ile gelistirilen NASA uzay araci gérev ugusu sirasinda uzayda kayboldu.
Bu durumun, kiigiik bir veri doniistiirme hatasindan kaynaklandigi ortaya c¢ikti
(Michaels, 2008). 2) Airbus A400M askeri kargo ugagi, test ugusu sirasinda diistii.
Sonrasinda yapilan aragtirmalarda, diisiisiin motor kontrol yazilimindaki bir hatadan
kaynaklandig tespit edildi (Flottau ve Osborne, 2015). Yazilim testi, YYD safhalari
icinde en fazla zaman ve en fazla maliyet gerektiren safthadir. Bu nedenle, son yillarda
makine Ogrenmesi algoritmalarina dayali teste yardimci olacak yaklasimlar
arastirmacilar tarafindan Onerilmistir. Bu yaklasimlarla hataya meyilli olan ve
olmayan yazilim modiilleri otomatik olarak siniflandirilmaktadir. Boylelikle, yazilim
ve test ekibinin kaynaklarini maliyet ve zaman etkin bir sekilde kullanmasina yardimci
olunmaktadir. Bu smiflandirma yaklasimlari, genel olarak yazilim hata kestirimi

olarak adlandirilmaktadir.
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Simdiye kadar yapilan ¢aligmalar yazilim kalitesi ile hata kestirimi arasinda bir iligki
oldugunu gostermistir (Basili ve ark., 1996; Gyimothy ve ark., 2005; Singh ve ark.,
2010; Malhotra ve Bansal, 2015). Yazilim kalitesi, Chidamber & Kemerer (Chidamber
ve Kemerer, 1994), Halstead (Halstead, 1977) ve Kod Satir Sayisi1 gibi Onerilmis
metrik kiimeleri ile degerlendirilmektedir. Yazilim hata kestiriminde bu metrikler
bagimsiz girdi; yazilimin hata egilimli olma durumu (hataya meyilli (hm), hatasizliga
meyilli (hsm)) ise ikili bagimli ¢ikt1 olarak ele alinmaktadir. Yazilim hata kestiriminde
en ¢ok kullanilan yontemlerden biri Naive Bayes (NB) yontemidir. NB, 6zelliklerin

bagimsizligi ve esit agirliga sahip olmasi varsayimlarina sahiptir.

Bu calismada 6nisleme adimlari sonrasinda, 6zelliklerin bagimliligina dayanan Naive
Bayes smiflandirmasi (Feature Dependent Naive Bayes (FDNB)) yontemi
Onerilmistir. Bu yontem, NASA PROMISE veri seti kullanilarak yazilim hata
kestiriminde uygulanmistir. Elde edilen sonuglar, bu yontemin standart Naive Bayes’e
gore daha iyi ve direngli oldugunu gostermistir. Bazi caligsmalarda yanlis siniflandirma
altyapis1 kullanilmasi sonucunda olmasi gerekenden daha iyi sonuclar alinabilmekte
ve diger arastirmacilar yanlis yonlendirilebilmektedir. Bu durumun 6niine gegmek i¢in
onerdigimiz siniflandirma altyapisi kurulurken, Song ve arkadaslari (2011) tarafindan

Onerilen standart ¢erceve (framework) temel alinmistir.

4.2. Kaynak Arastirmasi

Yazilim hata kestiriminde NB birgok c¢alismada uygulanmistir. Bunlarin en
Oonemlilerinden birinde, Menzies ve arkadaslar1 (2007) yaptiklar1 ¢alisma sonucunda
log-filtre ve Ozellik secimi sonrasinda kullanilan NB’nin en iyi sonucu verdigini
belirtmislerdir. Turhan ve Bener (2009) vyaptiklari ¢alismada, Menzies ve
arkadaglarinin  (2007) calismasini karsilastirma amach dayanak noktasi olarak
kullanmislar ve NB’nin 6zellik bagimsizlig1 ve 6zelliklerin esit agirliga sahip olmasi
varsayimlarini sorgulamislardir. Birinci varsayimi kaldirmak igin veriyi Temel
Bilesenler Analizi (Principal Component Analysis (PCA)) onisleme sonrasinda
siniflandirmaya tabi tutmuslar. lIkinci varsayimi kaldirmak igin ise ozellik

agirliklandirma semasi kullanilmiglardir. Iki yontem ile elde edilen sonuglarin standart
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NB’ye gore daha basarili oldugu goriilmiistiir. Jiang ve arkadaslar1 (2016) derin 6zellik
agirliklandirma (Deep Feature Weighting (DFW)) adinda, NB algoritmasinin sartl
olasilik hesaplamalarinda kullanilmak iizere yeni bir yontem 6nermisler ve bunu metin
siniflandirma amagh kullanmiglardir. Standart NB ile yaptiklar1 performans
kargilastirmasina gore daha iyi sonuglar elde etmislerdir. NB algoritmasinin iki
varsayimini sorgulayan bagka calismalar da yapilmis ve basarili sonuglar elde
edilmistir (Zheng ve Webb, 2000; Zhang ve Sheng, 2004; Hall, 2007; Zhang ve ark.,
2016). Yapilan bir galismada, egitim verisinde agirliklandirilmis 6zellik frekansi
hesaplanarak NB formiiliindeki kosullu ihtimal tahmininde kullanilmistir. Bu yontem,
Deep Feature Weighting (DFW) olarak adlandirilmistir (Jiang ve ark., 2016). Yapilan
bu ¢alismada Onerilen yontem ile NB’nin 6zellik bagimsizligini sorgulanmis ve
ozelliklerin birbiriyle birlikte ikili olarak ele alinmasi durumundaki performansi
degerlendirilmistir. Song ve arkadaglar1 (2011), Menzies ve arkadaslarinin (2007)
calisgmasinda M X N g¢apraz validasyon kullanilmasina ragmen, oOzellik sec¢imi
yaklasimlariin problemli oldugunu ve degerlendirme sonuglarinda bir sapmaya sebep
oldugunu belirtmislerdir. Biitiin veri seti iizerinde yapilan bir 6zellik siralamanin
yanlis oldugunu, ¢iinkii gercekte elde sadece egitim verilerinin oldugu ve dnisleme
adimlarinin bu egitim verileri iizerinde yapilmasinin dogru oldugunu vurgulamislardir.
Bu yanlis yaklasimin potansiyel sonucu; siiflandiricinin olmasi gerekenden daha iyi
sonu¢ vermesi ve dolayisiyla calismayr temel alan arastirmacilarin yaniltilmasina
sebebiyet vermesidir. Onerilen ydntem ile elde edilen sonuglar, Song ve arkadaslar
(2011) tarafindan uygulanan log-filtreleme ve Ozellik se¢im Onislemlerinden

gecirilmis NB siiflandirma sonuglart ile karsilagtirilmistir.

4.3. Veri Setleri ve Metrikler

Bu ¢alismada, arastirmacilar tarafindan yaygin olarak kullanilan NASA MDP (Metrics
Data Program) havuzundan sekiz veri seti kullanilmigtir (Chapman ve ark., 2004). Bu
veri setleri NASA tarafindan gelistirilen uzay ucus kontrol, yer kontrolii i¢in veri
depolama ydnetimi ve uzay araci enstriimantasyon yazilim projelerinden tiiretilmistir.
Her bir veri seti yazilim modiillerinden olugsmaktadir. Her bir yazilim modiilii ise,

siniflandiricida girdi olarak kullanilacak olan ¢esitli statik yazilim kod metrikleri ve



87

cikt1 olarak ise, ilgili modiilde bulunan hata sayisini igermektedir. Hata sayisi ikili
yaptya donistiiriilmiistiir. Yani, birden fazla hata varsa, hatali modiil; hi¢ hata yoksa
hatasiz modiil olarak etiketlenmistir. Tablo 4.1., kullanilan sekiz veri setine ait genel
Ozellikleri icermektedir. Tablonun en son siitununda, hatali modiillerin oraninin
%0.41°den %48.80’e degiskenlik gosterdigi goriilmektedir. Bu sekiz veri setinin
ortalama hata orani ise %13.14°diir. Veri setlerindeki hata oranlar1 incelendiginde
yazilim hata verilerinin dengeli dagilmadig (unbalanced) goriilmiistiir. Siniflandirici

altyapist kurulurken bu durum dikkate alinmalidir.

Tablo 4.1. Calisgmada kullanilan veri setlerinin genel 6zellikleri

Adi Ozellik (#) Modiil (#) Hatali (#) Hatali (%)

CM1 38 505 48 9,5
PC1 38 1107 76 6,87
PC2 38 5589 23 0,41
PC3 38 1563 160 10,24
PC4 38 1458 178 12,21
KC3 38 458 43 9,39
KC4 38 125 61 48,80
MW1 38 403 31 7,69

Kullanilan bu veri setleri, 38 adet McCabe, Halstead, Kod Satir Sayisi (LoC) ve diger
mubhtelif tiiretilmis kalite metriklerinden olusur. Bu metrikler kaynak kodun boyutu ve
karmagiklig1 hakkinda fikir verirler. Her bir metrik kiimesi, farkli bir yonden kodun
kalitesini gosterir. LOC, basit olarak kaynak kodun satir sayisini baz alarak boyutunu
belirtir. McCabe ve Halstead ise sirasiyla kodun dallanmasim1i baz alarak
karmasikligin1 ve okunabilirligini degerlendirir. KC3 ve KC4 haricindeki yazilimlarin
gelistirilmesinde C dili kullanilmistir. KC3, Java ve KC4 ise Perl dili ile kodlanmustir.
Bu metriklerin detayli agiklamalarina orijinal MDP veri seti kaynagindan (Chapman
ve ark., 2004) ve Menzies ve arkadaslariin (2007) ¢alismasindan ulasilabilir.

4.4. Ogrenme Modeli Cercevesi

Ogrenme modeli altyapisi olusturulurken, daha énce de bahsedildigi gibi Song ve ark.

tarafindan uygulanan ¢erceve (framework) (Song ve ark., 2011) 6rnek alinmistir. Bu
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cercevenin esaslarindan en Onemlisi, 6grenme modelinin test verisinden bagimsiz
olarak, tamamen egitim verisinden olusturulmasidir. Siniflandirict performansinin
yeni veriler ile degerlendirilmesi i¢in bu durum gerekli bir 6n sarttir. Bu calisma

kapsaminda olusturulan 6grenme modelinin gosterimi Sekil 4.1.’de verilmistir.

M X N Capraz Validasyon

— |
~—W 1
Egitim Verisi : Test Verisi
(Gecmis Veriler) (Yeni Veriler)
Ozellik Segimi |- —i-
Normalizasyon - _i_
\ 4
Ayriklasgtirma - —i-
) 4 :
Sinif Dagilimi Lo Sinif Dagilimm E
T .
Dengeleme . Dengeleme 5
Islenmis Egitim : Islenmis Test
Verisi : Verisi
A 4 ' \ 4
Ogr§qme -FDNB | __ Test
Matrisini Olusturma

Performans Sonuglari

Sekil 4.1. Ogrenme modeli altyapist

Egitim seti lizerinde veri 6nigsleme adimlari uygulanmis ve bu uygulama sonucunda
elde edilen parametrelere gore test seti de ayn1 dnislemlerden gecirilmistir. On islenmis
egitim verisi baz almarak smiflandirici formiiliinde kullanilacak degiskenler

belirlenmistir. Test verisindeki her bir 6rnegin sinif tahmini, siniflandirici formiiliine
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gore yapilmakta ve sonugta bir performans raporu ortaya ¢ikmaktadir. Bu adimlar,
MXN capraz validasyon yontemine gore tekrarlanmaktadir. Bu yonteme gore tiim veri
seti N alt kiimeye boliiniir ve bir kiime test verisi, geriye kalan (N-1) alt kiime ise egitim
verisi olarak kullanilir. Bu islem her bir alt kiimenin test verisi olarak kullanilmasini
saglamak icin N defa tekrarlanir. Boylelikle, 6rnek seciminden kaynaklanabilecek
yanilgilt sonu¢ (sampling bias) minimize edilmis olur. Diger taraftan, verideki
orneklerin siralamasinin etkisini azaltmak ve istatistiki olarak gilivenilir sonuglar elde
etmek icin bu islem de M defa tekrarlanir ve her seferinde veri seti siralamasi rasgele
olarak karistirilir. Bu MXN capraz validasyon yontemi Sekil 4.2.’de gosterilmistir. Bu
calismada yapilan deneylerde 20x10 capraz validasyon kullanilmistir (M=20 ve
N=10). Deney performansi olarak 6grenme modelinin 200 kosumdan elde edilen

sonuclar1 degerlendirilmis ve diger calismalarla karsilastirilmistir.

M defa tekrarla

1. Kosum 2. Kosum e N. Kosum

VERISETI VERISETIi VERISETi VERISETI
—— S\ —\

Kiime 1 Kiime 1 Kiime 1 Kiime 1
Kiime 2 Kiime 2 Kiime 2 Kiime 2
Kiime N Kiime N Kiime N Kiime N
\. J J \_ J \, J
Egitim Verisi Test Verisi

Sekil 4.2. MxN capraz validasyon yontemi

Ogrenme modeli altyapisi, Java dili ile kodlanmistir. Capraz validasyon, dzellik se¢imi
ve veri Onisleme (normalizasyon, ayriklastirma, sinif dagilimi1 dengeleme) adimlarinin
uygulanmasinda WEKA® yazilimindan (Hall ve ark., 2009) yararlanilmistir. Bu

calisma kapsaminda Onerilen yOntemin gelistirilmesi veya aragtirmacilarin kendi

5 http://www.cs.waikato.ac.nz/~ml/weka
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modellerini olusturabilmeleri i¢in kaynak kodlar1 acik hale getirilmistir. Bu kaynak
kodlarmin igerisinde kullanilan veri setleri de bulunmaktadir, yani indirilip

derlenmeye ve calistirilmaya hazir Eclipse projesi seklinde internete yiiklenmistir®.

Bu boliimiin diger kisimlarinda 6grenme modelinde yer alan o6zellik seg¢imi,
normalizasyon, ayriklastirma, sinif dagilimi dengeleme ve modelin performansini

degerlendirmek {izere kullanilan dl¢iimler ele alinacaktir.
4.4.1. Ozellik secimi

Veri setleri, sadece yazilim hata kestiriminde kullanilmasi amaciyla
olusturulmamiglardir. Her bir metrik farkli gérevler icin yararli olsa da hata kestirim
modeline katkisi olmayabilir. Bu nedenle egitim verisi tizerinde 6zellik se¢im Onislemi
uygulanmalidir. Bu islem sonucunda modelin basar1 performansina katkisi olmayan
ozellikler elenmektedir. Ozellik secim yontemleri, filtre (filter) ve sarmalama
(wrapper) olarak iki kategoride toplanir (Chandrashekar ve Sahin, 2014). Filtre
yontemleri, kullanilan siniflandirma algoritmasindan bagimsiz olarak egitim verisinin
genel karakteristiklerine gore ozellikleri degerlendirir. Sarmalama yontemlerinde ise

smiflandirici ile beraber kullanilarak en iyi alt 6zellik kiimesinin se¢imi yapilir.

Bu ¢alismada ise yaygin olarak kullanilan bir filtre yontemi olan Korelasyon-tabanli
Ozellik Seg¢imi (Correlation-based Feature Selection (CFS)) kullanilmustir (Hall ve
Smith, 1999). Bu yontemde 6zellik alt kiimelerin yararliligi sezgisel bir fonksiyona
gore yapilir. Bu sezgisel degerlendirme fonksiyonu, secilen alt kiimenin siniflandirma
tahmin  (kestirim) giicline ve Ozelliklerin birbirleriyle olan korelasyon
(intercorrelation) seviyesine bakar. Bu fonksiyon denklem (4.1)’deki gibi tanimlanir
(Hall ve Holmes, 2003).

TlT‘Cf

/k+(k—1)w

Merit, = (4.1)

6 https://github.com/ofarar/fdnb-classifier
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burada;

- Merits, n ozellik igerisindeki S alt 6zellik kiimesinin yararliligini gosteren

sezgiseldir.

- Ortalama simf-6zellik korelasyonu 7¢ ile gosterilir, (fes).

- Ortalama 6zellik-6zellik interkorelasyonu ise 75 ile gosterilir.
Merits’in uygulanabilmesi i¢in korelasyon matrisi hesaplanmali ve iyi bir 6zellik
altkimesi bulunmasi i¢in bu matris Tlzerinde sezgisel arama algoritmasi
calistirlmalidir. Bu ¢alismada, en iyi alt kiimeyi bulmak igin A¢gdzlii ileriye Dogru

Arama (Greedy Stepwise Forward) kullanilmistir.

Ozellik se¢imi ile ilgili kullanilan WEKA paketi ve parametreleri:
- weka.filters.supervised.attribute. AttributeSelection
- evaluator: CfsSubsetEval
- search: GreedyStepwise

- search direction: forward
4.4.2. Normalizasyon

Yazilim metrik degerlerinin araligi ¢ok farkliliklar gosterebilmektedir. Standart
sapma, minimum ve maksimum degerler her metrik icin ¢ok farkli olabilmektedir. Bu
durum smiflandirma performansini genellikle olumsuz etkilemektedir. NB’nin log-
filtre’den gegirilmis verilerle daha etkili sonuglar {irettigi bazi c¢aligmalarda

belirtilmistir (Menzies ve ark., 2007; Turhan ve Bener, 2009).

Bu c¢alismada olusturulan 6grenme modelinde, veriye min-max normalizasyon
isleminin uygulanmasi ile daha iyi sonuglar elde edildigi goriilmiistiir. Bu yontem ile
veriler belli bir sabit araliga ¢ekilir. Bu durumda 6zellik igerisindeki ve 6zellikler arasi
standart sapma azaltilmis olur; dolayisiyla, ugdegerlerin (outlier) smiflandirict
tizerindeki negatif etkisi de giderilmis olur. Veri setindeki her bir v 6zellik degeri,
denklem (4.2)’deki formiil ile v’ degerine doniistiirtiliir:

) _ _ v—ming

W (yem_maxf — yem_mmf) + yeni_ming (4.2)
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burada;
- fozelligine ait veri setindeki minimum deger min,
- fozelligine ait veri setindeki maksimum deger maxy
- Donistiiriilmek istenen araligin minimum degeri yeni_ming
- Dontstiiriilmek istenen araligin maksimum degeri yeni_maxy

olarak ifade edilir.

Yapilan deneylerde en iyi sonucun [0-10] doniisiimii ile elde edildigi goriilmiistiir.

Normalizasyon ile ilgili kullanilan WEKA paketi ve parametreleri agagida verilmistir:
- weka.filters.unsupervised.attribute.Normalize
- translation: 0

- scale: 10

4.4.3. Ayriklastirma

Yazilim metrik 6zellikleri, nlimerik degerlere sahip oldugundan, Fayyad ve Irani’nin
onerdigi ayriklastirma semasi yontemi (Fayyad ve Irani, 1992) ile kategorik degerlere
donustiirtliir. Ayriklastirma yonteminin yazilim hata kestirim performansina olumlu
katkis1 oldugunu gosteren ¢esitli ¢alismalar yapilmistir (Singh ve Verma, 2009;
Hewett, 2011). Normal bir ayriklagtirma islemi dort adimdan olusur (Liu ve Hussain,
2002):

- Ayriklagtirilacak 6zellige ait biitiin siirekli (continuous) degerler siralanir.

- Veriyi ayirmak i¢in bir kesme noktasi (cut point) secilir.

- Sirekli degerleri igeren araliklar boliiniir veya birlestirilir.

- Ayriklastirma iglemi i¢in bir durma kriteri secilir.
Bu calismada ayriklastirma yontemi olarak, entropi tabanli bolme ile beraber durma
kriteri olarak minimum betimleme uzunlugu (minimum description length)

kullanilmastir.

Ayriklastirma ile ilgili kullanilan WEKA paketi ve parametreleri agsagida verilmistir:
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- weka.filters.supervised.attribute.Discretize

- Tim parametreler: varsayilan

Verilerin, ayriklastirma Onislemi sonrasinda NB siniflandiricida kullanimu, ilgili

boliimde anlatilmaktadir.

4.4.4. Simf dagihm dengeleme

Yazilim hata veri setleri dengesiz (unbalanced) dagilim gosterirler. Hatali modiil sayisi
(minority class), hatasiz modiil (majority) sayisindan azdir. Bu durum veri onisleme
ile giderilmedigi veya smiflandirici altyapisi kurulurken dikkate alinmadig: takdirde
basarisiz sonuglar alinabilmektedir. Veri Onisleme asamasinda bu dagilim
dengesizligini gidermek lizere egitim verisinde, azinlik smifina ait 6rnek arttirimi
(oversampling), cogunluk sinifina ait 6rnek azaltimi (undersampling) ve SMOTE gibi

cesitli tekrar ornekleme (resampling) yontemleri uygulanmaktadir (Wang ve Yao,
2013).

Olusturulan 6grenme modelinde, WEKA nin ilgili paketi kullanilmistir. Bu paket ile
hatali modiil 6rnekleri ¢ogaltilarak ve hatasiz modiil 6rnekleri azaltilarak sinif dagilimi

dengelenmis olur.

Tekrar Ornekleme ile ilgili kullanillan WEKA paketi ve parametreleri asagida
verilmistir:

- weka.filters.supervised.instance.Resample

- biasToUniformClass: 1.0

- sampleSizePercent: 100

- noReplacement: false

4.4.5. Performans olciitleri

Bu c¢alismada elde edilen sonuglarin, NB metodunu kullanan diger calismalarla

(Menzies ve ark., 2007) Kkarsilastirabilmek i¢in ayni performans Olgiitleri
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kullanilmigtir. Hata matrisi Tablo 4.2.’de gosterilmistir. Bu matriste test veri setindeki
orneklerin gergek sinifi ve siiflandirici tarafindan yapilan kestirim (tahmin) sinifinin
gosterimi yapilmistir.
Tablodaki kisaltmalar su anlamlara gelmektedir:

- TP, gergekte hatali olan modiillerden kag tanesinin dogru tahmin edildigi

- FP, gergekte hatasiz olan modiillerden kag tanesinin yanlis olarak hatali tahmin

edildigi
- TN, gercekte hatasiz olan modiillerden kag tanesinin dogru tahmin edildigi
- FN, gercekte hatali olan modiillerden kag tanesinin yanlig olarak hatasiz tahmin

edildigi

Tablo 4.2. Hata matrisi
Gergek Simif

Hatah Hatasiz

Hatah TP FP

Hatasiz FN TN

Tahmin Edilen Simif

Hata matrisinden tiiretilen hatali modiil tespit oran1 (pd, probability of detection) ve
yanlig alarm oran1 (pf, probability of false alarm) formiilleri denklem (4.3) ve (4.4)’de

gosterilmistir.

TP

pd = TP+FN (4'3)
FP
pf = FP+TN (4'4)

Arastirmacilarin 6grenme modeli sonuglarini tek 6lgiit ile karsilagtirabilmeleri i¢in pd
ve pf’den balans (bal) 6l¢iitii tiretilmistir (Denklem (4.5)). Bu deger ideal (pd, pf)

noktasi olan (1,0)’a olan normalize edilmis 6klid uzakligidir:
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_ 1 _ Va-pd)2+(0-pf)?
bal =1 e (4.5)

4.5. Onerilen Ogrenme Modeli

Bu boliimde calisma kapsaminda &nerilen Ozellik Bagimli Naive Bayes (Feature
Dependent Naive Bayes (FDNB)) yontemi anlatilacaktir. FDNB yo6ntemi, ordinal
(swral1) degerlere sahip Ozelliklerin nominal (kategorik) degere doniistiirilmiis
oldugunu varsaymaktadir. Bu doniisiim i¢in ayriklastirma (discretization) on islemi
yapilmaktadir. Burada FDNB’yi daha etkin anlatabilmek adina dncelikle standart NB

ve veri ayriklastirma islemlerinden bahsedilecektir.

4.5.1. Naive bayes

En etkili simiflandirict yontemlerinden bir tanesi NB yontemidir. Bu yontem, diger
makine Ogrenmesi algoritmalar1 ile kiyaslandiginda anlasilmasi kolay ve bunun

yaninda sasirtici derecede iyi sonuglar iireten bir siniflandiricidir.

Bayes teoremine gore bir 6rnegin sonraki (posterior) dagilimi, 6nceki (prior) dagilimi

ve olabilirligi (likelihood) ile orantilidir. NB formiilii denklem (4.6) ile verilmistir.

P(Cp)P(X|Ck)

P(Cilx) = 29278

(4.6)

burada;
- Cy belli bir sinifi ifade etmektedir. k=0,1 (hataya meyilli (hm), hatasizliga
meyilli (hsm))
- X = (xq,x5, ...,x,) ise bir yazilim modiiliine ait metrik degerlerini ifade

etmektedir.

Siniflandiric; test veri seti igerisinde X metrik degerlerine sahip bir yazilim modiiliinii,
egitim veri setindeki dagilimlar1 dikkate alarak hm veya hsm seklinde etiketler.

Olasilik degeri daha yiiksek ¢ikan sinifa gore etiketleme yapilir: argmax;, (P(Cy|X)).
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Formiilde gegen payda biitiin kK siniflart i¢in ayn1 olacagindan en son etiketleme
kararimi etkilemeyecektir, dolayisiyla formiilden ¢ikartilabilir ve sonunda denklem
(4.7)’deki ifadeye dondstiiriliir:

P(Ck|X) = P(Ck)P(X|Ck) (4-7)

P(Cy) ve P(X|Cy) olasiliklari, egitim veri setinden tiiretilmelidir. Ancak, egitim veri
setinde X = (xq, x5y, ...,x,) metrik degerlerine sahip bir yazilim modili biiyiik
olasilikla olmaz. Bu problemden dolayr NB’de &zelliklerin bagimsizlig1 varsayimi
yapilmustir. Yani, her bir metrik degerinin olasilig1 ayr1 hesaplanmaktadir. Bu durumda
NB formiilii denklem (4.8)’deki gibi olur.

P(CielX) = P(Ci) [Ti=y P(x:1C) (4.8)

Ug 6zellige sahip bir drnek i¢in NB gosterimi Sekil 4.3.’deki gibi olur.

Sekil 4.3. Naive Bayes’de 6zellikler ile sinif arasindaki iligki

Nominal (kategorik) degerlere sahip Ozellikler i¢in olasilik degeri, basitce ilgili
kategorilerin toplanmasi ile elde edilir. Ordinal (siralt) 6zelliklerin olasilik degeri ise
genel varsayim olarak normal dagilima sahip oldugu kabul edilerek hesaplanir (Witten
ve ark., 2011). Ancak, pratikte veriler bu dagilimi géstermeyebilir. Bu durum
smiflandirma performansinda kayiplara sebep olabilmektedir (Taheri ve ark., 2014).
Veri ayriklagtirma Onislemi ile dagilima bakilmaksizin veriler anlamli araliklara

boluniirler.
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4.5.2. Ayriklastirma

Birg¢ok canli sistem uygulamasina ait veri setleri numerik degerler igerirler. Yazilim
hata kestirimi i¢in kullanilan metrikler de ayn1 sekilde numerik degere sahiptirler. Bu
veri setlerinde NB performansini arttirmak ic¢in en bilinen yontem, bu degerlerin
araliklar seklinde ayriklagtirllmasidir. NB simiflandirict i¢in bir¢ok ayriklastirma
yontemi uygulanmistir (Lu ve ark., 2006; Kayah, 2008; Wu ve ark., 2008; Yang ve
Webb, 2009). Ozellikler, entropi tabanli yontem ile ayriklastirildiginda, NB
performansi 6nemli derecede artmaktadir (Dougherty ve ark., 1995). Bu nedenle bu
calismada Fayyad ve Irani (Fayyad ve Irani, 1992) tarafindan 6nerilen minimal entropi
sezgiseline (minimal entropy heuristic) dayali ayriklastirma yontemi kullanilmistir. Bu
yontemin ayrintili agiklamalarina ¢esitli kaynaklardan ulasilabilir (Dougherty ve ark.,
1995; Kayah, 2008). Ayriklastirma igslemi sonunda (x4, x5, ..., X,,) numerik 6zellik
degerleri, (x7,x3, ..., Xxy) nominal aralik degerlerine doniistiiriilmiis olur. Her bir x;
degeri, (a;, bj] araligin1 temsil etmektedir. Orijinal numerik deger olan x; € (a;, bj],
x; aralik degeri ile degistirilmis olur. Kullandigimiz ayriklagtirma yontemine gore
aralik sayisit (interval number) her bir ozellik i¢in farkli olabilmektedir. NB
formiiliinde gegen olasilik hesaplamalari, metrik degerleri bu araliklara denk gelen
yazilim modiil sayist dikkate alinarak yapilir. Bir 6rnek iizerinde anlatmak gerekirse;
asagida dort egitim verisi ve en alt satirda bir test verisi bulunmaktadir. Bu verilerde
tic ozellik (LOC_CODE_AND COMMENT, HALSTEAD_CONTENT,
MAINTENANCE_SEVERITY) ve smif degeri bulunmaktadir:

0.71, 0.27, 1.53, hsm
0.24, 0.08, 4.90, hsm
7.38,1.21, 0.10, hm
0.24, 0.16, 3.16, hsm
1.19,0.24,4.55,?

Egitim veri seti, Fayyad ve Irani’nin yontemine gore ayriklastirma isleminden

gegirilince her bir 6zellik i¢in Tablo 4.3.’deki araliklar {iretilmis olur. Bu tabloda



98

gosterilen degerler PC-3 veri seti biitiin olarak kullanilarak elde edilmistir. Tabloda
gorildiigli iizere LOC CODE AND COMMENT (x;) metrigi ti¢ aralia
boliinmiistiir: 0.12°ye kadar olan degerler 1. araligi (A1); 0.12 ile 0.83 arasindakiler 2.
aralig1 (A2) ve 0.83’1in iizerindeki degerler ise 3. aralig1 (A3) temsil etmektedirler.
Dikkat edilirse aralik sayis1 farkli olabilmektedir. Ornegin, x; ve x, ozellikleri ii¢

araliga boliinmiisken, x5 6zelligi ise iki araliga boliinmiistir.

Tablo 4.3. PC-3 veri seti i¢in aralik degerleri
Ozellik Al A2 A3

x;,  (-inf-0,12] (0,12-0,83] (0,83-inf)

x,  (-inf-0,11] (0,11-0,22] (0,22-inf)

x;  (-inf3,11]  (3,11-inf) -

Ozelliklere ait bu aralik degerleri dikkate almarak, ordinal degerler nominal degerlere
dontistiirilecektir. Yukarida verilen 6rnek egitim ve test verisi ayriklagtirma islemi

sonrasinda Tablo 4.4.’deki gibi aralik degerlerine sahip olacaktir.

Tablo 4.4. Ayriklagtirma islemi sonrasi ornek veri seti

VeriNo x;, x, x5 C

1 A2 A3 Al hsm
2 A3 Al A2 hsm
3 A3 A3 Al hm
4 A2 A2 A2 hsm

5(testy A3 A3 A2 ?

NB formiiliinde yer alan olasilik hesaplamalar1 bu nominal degerler dikkate alinarak
yapilacaktir. Verilen sette her bir araliga denk gelen hm ve hsm 6rnek sayilari sirasiyla

Tablo 4.5. ve Tablo 4.6.”da gosterilmistir.

Tablo 4.5. Ornek veri setinde her bir araliktaki hm modiil say1st
Ozellik A1 A2 A3
X1 0 0 1
X, 0 0 1
X3 1 0 -
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Tablo 4.6. Ornek veri setinde her bir araliktaki hsm modiil sayisi
Ozellik Al A2 A3
X 0 2 1
Xy 1 1 1
X3 1 2

Bu tablolarda baz1 6zelliklerin bazi araliklarda 0 degerine sahip oldugu (yani o aralikta
hi¢ ornek olmadigi) gorilir. NB formiilindeki c¢arpimlarda bu sifir olasilik
degerlerinin oniline ge¢cmek icin Laplace diizeltme (Laplace smoothing) yapilir. En
bilinen Laplace diizeltme, bir ekle (add one) yontemi ile yapilir (Manning ve Schiitze,
1999). Yani, biitiin 6zelliklerin biitiin aralik degerleri hm ve hsm 6rnekleri igin 1
arttirthir. Bu durumda Tablo 4.5. ve Tablo 4.6.’daki degerleri bir arttirarak NB

formiiliinde kullanmak gerekir.

NB formiiliindeki P(xiA j |C hm) hesaplamasinda, payda kisminda kii¢lik bir degisiklik
yapilarak formiil denklem (4.9)’daki hale doniistiirtiliir.

hmN (xfu )
hmN (x?j )+hsmN (xfj )

P(x|Chm) = (4.9)
burada; 1 no’lu o6zelligin j no’lu araliginin (A4j), hm smnifina ait olma olasilig
hesaplamas1 verilmektedir. hmN (xlfL1 4 ), egitim verisinde i Ozelliginin j araliginda

bulunan hm smifindaki 6rnek sayisimi temsil etmektedir. hsmN (xlf4 J ) ise egitim

verisinde i ozelliginin j araliginda bulunan hsm sinifindaki 6rnek sayisini temsil

etmektedir. P(xlf‘1 J |Crsm ) hesaplamast da ayni sekilde denklem (4.10)’daki gibi olur.

hsmN (x{lj )
Aj Aj
hmN(x; " )+hsmN(x; ")

P (x| Crom) = (4.10)

Tiim bunlardan sonra, test verisinin sinifinin belirlenmesi i¢in NB hesaplamasi
sonucunda hm olma olasilig1 asagidaki gibi olur (Laplace diizeltme ile tablodaki her

deger 1 arttirilmis hali ile formiilde kullanilmistir):
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P(hm|x{3, x53, x42) = P(hm) X P(x3|hm) x P(x53|hm) x P(x5?|hm)

2 2 2 1
P(hm|x{3, x53, x4 )— (ZX4 Z)—OOZS

Test verisinin hsm olma olasilig ise agagidaki gibi olur:

P(hsm|x{3, x43, x41) = P(hsm) X P(x{3|hsm) X P(x53|hsm) x P(x4t|hsm)

2 2 3
A3 A1y _ x—x—)z _
P(hsm|x{3, x43, x41) = (4 2 %2 0.114

P(Chsm|X) > P(CpmlX) oldugundan, NB smiflandiricisi, test verisini hatasizliga

meyilli (hsm) bir modiil olarak tahmin etmis olur.
4.5.3. Ozellik bagimh naive bayes

Ozelliklerin bagimsiz ele alinmasi varsayimy, iliskili 6zelliklere sahip olan durumlarda
NB’nin performansina negatif olarak yansimaktadir (Jiang ve ark., 2007). Bu
varsayimi gevsetmek i¢in arastirmacilar tarafindan esitli yontemler Onerilmistir.
Bunlardan, Tree Augmented Naive Bayes (TANB) yontemi aga¢ yapisini kullanarak
ozellikler arasindaki iliskiyi belirlemeye ¢alisir (Friedman ve ark., 1997). Improved
Naive Bayes (INB) yontemi ise Ozellikler arasindaki iliskiyi belirlemede kosullu
olasiliklar1 kullanir (Taheri ve ark., 2011). Bu calismada onerilen Ozellik Bagiml
Naive Bayes (Feature Depedent Naive Bayes (FDNB)) yontemi ile 6zellikle ikili
olarak hesaplamaya katildi. Ug 6zellige sahip bir 6rnek i¢in FDNB gosterimi Sekil
4.4.°deki gibi olur. Burada her bir 6zellik kendisi haricindeki diger biitiin 6zellikler ile

beraber ele alinir.
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Sekil 4.4. FDNB’de 6zellikler ile sinif arasindaki iliski

Buna gore FDNB siniflandirict formiilii denklem (4.11)’deki gibi verilir:

argmax; P(CilX) = P(C) ITizq [ls=1 51 P Cxis %51 Ci) (4.11)

burada; egitim verisinde her bir 6zelligin digerleri ile birlikte bulunma olasilig1 hesaba
katilir. Ozellikler ve araliklar ikili olarak diisiiniildiigiinde dért boyutlu bir matris
karsimiza ¢ikmaktadir. Bu dort boyut sunlardir:

1. Boyut: Ozellikler (birincil olarak kullanilacak), i

2. Boyut: Ozelliklere ait tiim aralik degerleri

3. Boyut: Ozellikler (ikincil olarak kullamlacak), s

4. Boyut: Ozelliklere ait tiim aralik degerleri

Bir dnceki boliimde verilen ayriklastirilmis 6rnek veriler (Tablo 4.3.) tizerinden FDNB
simniflandirict  hesaplamasi1 Orneklendirilebilir. Dort boyutlu matris gosteriminin
karmagikligindan dolayi, veriler iki boyutlu matrise dontistiirilmistiir. Tablo 4.3.’de
verilen sette her bir araliga denk gelen hm ve hsm 6rnek sayilari sirasiyla Tablo 4.7.
ve Tablo 4.8.’de gosterilmistir. Her bir veri 6rneginden 6zellik sayisinin faktoryeli (n!)
kadar ikili iliski ortaya cikar. Ilk 6rnekteki (Tablo 4.4.) 6zelliklerin ikili iliskileri
denklem (4.12)’deki gibi olur:
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(ef?, xf®, x4 = (e ef), (e g ), 08 ef2), (8, 41), (e, x£), (g, g

(4.12)

Tablo 4.7.°de koyu renkle isaretli olan hiicreyi su sekilde okumak gerekir: ikinci
ozelligin birinci aralign (x41) ve iiglincii 6zelligin ikinci arahginm (x42) birlikte
bulundugu ve smif degeri hm olan egitim verisi sayisi. Tablo 4.8.’de koyu renkle
isaretli olan hiicreyi ise su sekilde okumak gerekir: ikinci 6zelligin birinci araligr (x21)
ve igiincii 6zelligin ikinci araligmin (x4?) birlikte bulundugu ve simf degeri hsm olan

egitim verisi sayisl.

Tablo 4.7. Ornek veri setinde her bir araliktaki hm modiil say1st

X1 X2 X3

Ozellik Aralilk Al A2 A3 Al A2 A3 Al A2

AL - - - 0 0 0 0 o0

X A2 - - - 0 0 0 0 o0
A3 - - - 0 0 1 1 o0
AL 0 0O 0 - - - 0 .

x, A2 0 0 0 - - - 0 0
A3 0 0 1 - - - 1 o0

Al 0 0 1 0 0 1 = =

X3
A2 0 0 0 0 0 0 - -

Tablo 4.8. Ornek veri setinde her bir araliktaki hsm modiil sayist

X1 X2 X3

Ozellik Aralik Al A2 A3 Al A2 A3 Al A2

AL - - - 0 0 0 0 o0

X A2 - - - 1 1 0 1 1
A3 - - - 1 0 0 0 1
AL 0 0 1 - - - o0 .

x,z A2 0 1 0 - - - 0 1
A3 0 1 0 - - - 1 o0

Al 0 1 0 0 0 1 = =

X3
A2 0 1 1 1 1 0 - -
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FDNB formiiliindeki ikili olasilik degerleri, hm sinif tahmini i¢in denklem (4.13)’de
verildigi sekilde hesaplanir:

th(x A xAry

hmN (xl x4T)+hsmN (xfj ATy

P(x, x| Crm) = (4.13)

burada; i no’lu 6zelligin j no’lu araliginin, s no’lu 6zelligin r no’lu araligi ile birlikte
bulunma durumlarindaki hm smifina ait olma olasilig1 verilmistir. hmN (xlf4 J , x4,
egitim verisinde 1 6zelliginin | araliginda ve s 6zelliginin r araliginda bulunan hm
smifindaki 6rnek sayisini temsil etmektedir. hsmN (xlf‘1 ], x4 ise egitim verisinde i
Ozelliginin j araliginda ve s 6zelliginin r araliginda bulunan hsm sinifindaki 6rnek

sayisini temsil etmektedir. P(xf1 J ,x§4T|Chsm) hesaplamasi da ayni sekilde denklem
(4.14)’deki gibi olur:

hsmN (xflj xATy

hmN (xfj X8T)+hsmN (xfU E7

P(x”, 28| Chsm) = (4.14)

Tim bunlardan sonra, test verisinin sinifinin belirlenmesi i¢in NB hesaplamasi
sonucunda hm olma olasiligi denklem (4.15)’deki gibi olur (Laplace diizeltme ile

tablodaki her deger 1 arttirilmis hali ile formiilde kullanilmistir):

P(hm|x{?, x5, x4%) = P(hm) x P(x{**, x5%|hm) x P(x{"®, x{?|hm) x

P(x53, x23|hm) x P(x43, x42|hm) X P(x42, x#3|dp) x P(x42, x43|hm) (4.15)

) 11 2 1 2 1 1 1
P(hm|x1 ,Xz ,X3)— (3X3X§XEX§XE>

Test verisinin hsm olma olasilig ise asagidaki gibi olur (Denklem (4.16)):

P(hsm|x{3,x43,x42) = P(hsm) x P(x{3, x53|hsm) x P(x{3, x4%|hsm) X
P(x43, x{3|hsm) x P(x43, x42|hsm) x P(x42%, x#3|hsm) x P(x42, x43|hsm)

(4.16)
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17 1 2 1 1 2 1
P(hsmle3,xé43,x§42) :%X<§X§X§XEX§XE> = 0.008

P(Cpsm|X) > P(Cpml|X) oldugundan, FDNB siniflandiricisi, test verisini hatasizliga

meyilli (hsm) bir modiil olarak tahmin etmis olur.
4.6. Aragtirma Bulgular:

Bu c¢alismada olusturulan 6grenme modeli ile sekiz veri seti i¢in Tablo 4.9.’daki
sonuclar elde edilmistir. Bu tabloda her bir veri seti i¢in 200 kosum sonucundaki
ortalama pd, pf ve bal degerleri verilmektedir. Ortalama basar1 degerleri tablonun en

alt satirinda yer almaktadir.

Tablo 4.9. FDNB 6grenme modeli performans sonuglari
Adi pd (%) pf (%) bal (%)

CM1 71 31 70
PC1 69 25 72
PC2 56 6 69
PC3 78 28 75
PC4 96 28 80
KC3 71 27 72
KC4 86 27 78
MwW1 49 12 63
Ort. 72 23 72,38

Elde edilen bu sonuclar, Menzies ve arkadaslar1 (2007) tarafindan yapilan ve 6zellik
secimi ve log fitrenin kullanildig1 caligsma ile karsilastirnlmistir. Bu makaleyi
karsilagtirma amagli kullanmamizdaki sebepler sunlardir:
- Arastirmacilar tarafindan ¢ok fazla atif yapilmasi (su ana kadar 703 atif)
- Referans model olarak kabul edilmesi (state of the art) ve karsilagtirmalarin
buradaki sonuglara gore yapilmasi
- Birden fazla siniflandiric1 kullanimi1 sonrasinda en basarili performansi, 6zellik

secimi+log filtre+NB ile elde etmis olmalari
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Ancak, Song ve arkadaslari1 (2011), daha 6nceki boliimlerde deginilen gerekgelerden
Otiirli, bu ¢alismanin mantik olarak yanlis kurgulandigini belirtmisler ve Onerilen
modeli dogru kurgulayarak tekrarlamislardir. Bu nedenle bu ¢alismada karsilastirma
yapilirken Song ve arkadaglarinin tekrarladiklar1 deney sonuglarina yer verilmistir. Bu
calismada sadece bal sonuglari verildiginden, karsilagtirma bu 6lglite gore yapilmustir.
Onerilen FDNB smiflandirict ile bu ¢alismadaki sonuglarm karsilastirmasi bal esas

almarak Tablo 4.10.’da verilmistir.

Tablo 4.10. FDNB ile NB karsilagtirmasi
Adi FDNB NB
CM1 70 69,5
PC1 72 62,7
PC2 69 76,2
PC3 75 71,0
PC4 80 82,2
KC3 72 69,7
KC4 78 68,1
MWwW1 63 66,5
Ort. 72,38 70,74

Bu calismada 6nerilen yontem 8 veri setin 5’inde daha 1yi sonug tiretmistir. Daha 1yi
sonu¢ degerleri tabloda koyu renkli olarak isaretlenmistir. Ortalama degerde ise
%1.64’lik bir iyilesme olmustur. Bu durumda, NB’de 6zellik bagimhilik ve diger
Onigleme yontemleri kullanildiginda, performansinin daha yukariya cekilebilecegi

gorilmiistiir.

Tablo 4.11.’¢ bakildiginda, Song ve arkadaslari (2011) tarafindan vurgulanan, veri 6n
islemenin biitiin veri setinde uygulanmasinin yaniltict sonuglar doguracag: iddiasinin
desteklendigi goriilmiis olur. Bu tablodaki sonuglar; 6zellik se¢imi, normalizasyon ve
ayriklastirma islemleri biitiin veri setinde uygulanarak ve sonrasinda N capraz
validasyon ile egitim ve test boliimlendirmesi yapilarak elde edilmistir. Bu yanlis
kullanim sonucunda FDNB siniflandiricinin ¢ok yiiksek performans sonuglari iiretmis
oldugu goriilmektedir. En sondaki siitun ise performans degisimini oransal olarak

gostermektedir. Biitiin veri setlerinde pozitif yonlii bir performans artis1 oldugu
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goriilmektedir. Ortalama bal degeri %72.38’den %76’ya yiikselmistir, yani yaklasik
%35’lik performans artist gerceklesmistir. Tiim bunlar, 6grenme modelinin yanlis

tasarlanmasinin yaniltict sonuglar dogurabilecegini acik bir sekilde gostermektedir.

Tablo 4.11. Tim veri setinde veri onisleme yapilmas: durumunda FDNB performans sonuglari

Adi pd (%) pf (%) bal (%) Degisim (%)

CM1 82 29 76 8,57
PC1 78 26 76 5,56
PC2 69 8 78 13,04
PC3 82 27 77 2,67
PC4 97 27 81 1,25
KC3 67 18 74 2,78
KC4 87 27 79 1,28
MWwW1 54 10 67 6,35
Ort. 77 215 76 5,00

4.7. Sonug

Bu calismada NB’de varsayim olarak kabul edilen ozelliklerin bagimsizlig
sorgulanmis ve FDNB yontemi Onerilmistir. Pratikte 6zelliklerin birbiriyle iliskili
oldugu gerceginden hareketle, bunun NB’ye aktarilmasi durumundaki siniflandirma
performansi degerlendirilmistir. Olasilik degerleri hesaplanirken, 6zellikler ikili olarak
ele alinmistir. Yani, her bir 6zelligin digerleri ile birlikte bulunma sayis1 hesaplamaya
katilmistir. Uygulama alani olarak ise yazilim hata kestirimi problemi secilmistir.
NASA tarafindan genel erisime acilan ve arastirmacilarin siklikla kullandig sekiz veri
seti deneylerde kullanilmistir. Elde edilen sonuglar, veri 6nisleme adimlar ile birlikte
kullanilan FDNB yonteminin standart NB’ye gore daha basarili sonuglar verdigini
gostermistir. Ayrica, 6grenme modelinin yanlis kurgulanmasimin yaniltict yiiksek
performans sonuglar1 dogurabilecegi de bu galisma kapsaminda gosterilmistir. Ideal
o6grenme modelinde, veri 6n igleme parametreleri sadece pratikte elde bulunan egitim
verisi ile belirlenebilir. Tiim veri setinin 6n islemede kullanilmasi 6grenme modelinin

beklenenden daha 1yi sonuglar vermesine sebep olur.



BOLUM 5. SONUCLAR VE ONERILER

Bu tez kapsaminda ii¢ ayr1 ¢calisma yapilmistir. Bu li¢ ¢alismadaki ortak amag; makine
O0grenme algoritmalar1 ve g¢esitli veri madenciligi islemleri kullanilarak yazilim hata
kestiriminin yapilmasidir. Birinci ¢alismada; YSA ve YAK algoritmalar1 hibrit bir
sekilde kullanilarak maliyet-duyarli bir 6grenme modeli sunulmus ve yazilim hata
kestirimi problemine uygulanmistir. Bu yontem ile riskten-kacinan ve maliyetten-
kacinan isletmeler, kendi yazilim projelerinin ihtiyaclarina gore en uygun katsayilari
belirleyebilmeleri saglanmistir. Elde edilen sonuglar, hem maliyet-duyarlilik yoniiyle
hem de maliyet-duyarlilik yonii dikkate alinmaksizin, ayni amag i¢in yayinlanmisg
diger caligmalar ile karsilastirilmis ve performansinin digerlerinden daha i1yi oldugu
goriilmiistiir. Ikinci ¢alismada; Lojistik Regresyon destekli Bender Metodu ile yazilim
kalite metriklerinin, yazilim hata kestiriminde kullanilabilecek esik degerlere sahip
olup olmadig1 deneysel olarak incelenmistir. Sonugta, tanimlanan iki risk kategorisi
icin bazi metriklerin etkili esik degerlerine sahip oldugu goriilmiistiir. Ayrica, bu
calismadaki deney kurgusu olusturulurken, tiiretilen esik degerlerinin benzer
ozelliklere sahip diger acik kaynak kodlu yazilim sistemlerinde de uygulanabilmesi
amaclanmistir. Son olarak iiglincii ¢alismada ise yazilim hata kestiriminde yaygin
olarak kullanilan NB algoritmasinin etkinligi arttirilmaya c¢alisilmistir. Bunun igin,
NB’nin varsayimlarindan biri olan 6zelliklerin bagimsizligi sorgulanmustir.
Ozelliklerin bagimsiz olarak ele alinmasindansa, ikili olarak NB formiiliinde
kullanilmast durumundaki performansi analiz edilmistir. Elde edilen sonuglar,
ozelliklerin ikili bagimli yapilmasi ile yazilim hata kestirim performansinda

tyilesmelerin oldugunu gostermistir.

Bu ii¢ caligsma ile ¢esitli makine 6grenmesi algoritmalar1 ve veri 6n isleme adimlariin
yer aldigi yazilim hata kestirim modelleri olusturulmustur. Bu modeller, projenin

yonetilmesine, yazilimin gelistirilmesine ve 6zellikle yazilimin testine destek olurlar.
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Proje yoneticileri, yazilim miisteriye teslim edilmeden o©nce riskli taraflarim

gorebilirler. Yazilim gelistiricileri, gézden gecirilmeye ihtiya¢ duyulan modiilleri

Ogrenir ve yapacaklar1 diizenleme ile yazilim kalitesini arttirmis ve dolayisiyla risk

seviyesini azaltmis olurlar. Test personeli, daha fazla lizerine yogunlasilmasi gereken

modiilleri tespit eder ve kalite durumuna gore faaliyetlerini dnceliklendirebilirler.

Tezin caligmalarinin  tamamlanmas1 ile beraber gelecek c¢aligmalar olarak

asagidakilerin yapilmasi planlanmaktadir:

Tiiretilen esik degerleri, farkli diller (C++, C# gibi) ile kodlanmis yazilim
sistemlerini i¢eren daha fazla veri seti kullanilarak test ve analiz edilecektir.
Ayrica, bu esik degerlerinin etkinligi biiyiik boyutlu endiistriyel projelerde de
degerlendirilecektir.

Tez kapsaminda gelistirilen esik degeri tliretim modeli, metot-seviyeli
metriklere de uygulanacak ve yapisal diller i¢in de esik degerleri 6nerilecektir.
Esik degeri tliretim modeli, metriklerin bagimsiz ele alinmasinin yam sira,
metrikler aras1 korelasyon da dikkate alinacak sekilde gelistirilecektir

Veri 6n isleme adimlar tizerinde yogunlasarak, farkli 6n isleme yontemlerinin
kullanilmasiin FDNB siniflandirict performansina etkisi degerlendirilecektir.
Bu calismada ikili ozelliklerin agirliklart esit olarak degerlendirmeye
katilmistir. Ikili 6zelliklerin agirhiklarinin farkli olmasi durumundaki FDNB
smiflandirict  performanst degerlendirilecektir. Ozellikler ikili olarak ele
aliirken, 1ki 6zelligin de esit agirliga sahip oldugu varsayilmistir. PCA benzeri
bir yaklasimla ikili 6zellikler kendi icerisinde, her bir 6zellige farkli agirlik
degerleri atanmast durumundaki FDNB smiflandirict  performansi

degerlendirilecektir.
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