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OZET

Anahtar kelimeler: Protein etkilesimleri, patojen-konak etkilesimleri, makine
O0grenmesi, hesaplamali yontemler

Tiirler aras1 patojen-konak protein etkilesimlerin bilinmesi enfeksiyonel hastaliklarin
teshis ve tedavisi icin gelistirilecek ¢Ozliim stratejileri acgisindan hayati Oneme
sahiptir. Etkilesim tespitinde kullanilan deneysel yontemlerin maliyetli olmasi ve
uzun zaman almasindan dolayr proteinler arasi etkilesimlerin modellendigi
hesaplamali yontemlerin bu alanda 6nemli bir yeri vardir. Hesaplamali yontemler,
tespit siiresinin kisaltilmasi ve maliyetin disiiriilmesine ek olarak deneysel
yontemlerle yanlis tespit edilen etkilesimlerin kontroliinde de kullanilmaktadir.

Veri seyrekligi, veri yetersizligi ve dogrulanmis negatif veri setinin olmamasi,
patojen-konak protein etkilesim tahmini i¢in kullanilan hesaplamali yontemlerin
ortak problemidir. Bu ¢alismada amag patojen-konak etkilesim tahmin dogrulugunu
arttirmak ve veri yetersizliginden kaynaklanan olumsuzluklari gidermektir. Bu
kapsamda genisletilmis ag modeli ve lokasyon tabanli kodlama yontemleri onerildi.
Genigsletilmis ag modeli “tiirler aras1 yeterli etkilesim verisinin olmadig1 patojen
konak etkilesimleri ile patojen ve konak proteinlere ait tiir i¢i etkilesimlerin entegre
edilmesi tahmin dogrulugunu arttirir” hipotezinden esinlenerek gelistirildi. Lokasyon
tabanli kodlama, proteinlerin amino asit diziliminin kodlandig: bir 6znitelik ¢ikarim
yontemidir. Makine 6grenmesi algoritmalarinda patojen konak etkilesim tahmininde
basarimi1 etkileyen faktorlerden biri kullanilan 6zniteliklerdir. Biyolojik veri
tabanlarinda proteinlere ait en fazla veri amino asit dizilim bilgisidir. Sadece amino
asit dizilimini baz alarak gelistirilen giiclii bir 6znitelik ¢ikarim yontemi, patojen
konak etkilesim tahmin dogrulugunu arttiracaktir. Ayrica amino asit dizilim bilgisinin
kullanilmas1 sayesinde bilinen tiim etkilesimler i¢in Oznitelik vektorlerinin daha
kolay ¢ikarilmasi saglanir.

Tezde protein kodlama ve protein etkilesim tahmini iizerine ¢alisan arastirmacilarin
kullanilabilecegi, licretsiz erisilebilen, kullanici dostu bir ara yiize sahip web tabanl
PROSES (Protein Sequencebased encoding system) yazilimi gelistirildi. Yazilim
ozellikle programlama bilgisi olmayan kisiler i¢in faydalidir PROSES su anda
Yalova Universitesi web sunucusunda yer alan http://proses.yalova.edu.tr adresinde
kullanilmaktadir.


http://proses.yalova.edu.tr/

PREDICTION OF HOST-PATHOGEN PROTEIN
INTERACTIONS BY COMPUTATIONAL METHODS

SUMMARY

Keywords: Protein interactions, pathogen-host interactions, machine learning,
computational methods

Knowledge of the pathogen-host protein interactions in the inter species has a vital
prospect for a solution strategy to be developed against diagnosis and treatment of
infectious diseases. Modeling interactions between proteins has necessitated the
development of computational methods in this field, since detection of interactions
by experimental methods is both time-consuming and costly. Computational methods
are used in decreasing of the detection time and cost; in addition checking of the
false detected interactions via experimental methods.

Data scarcity, data inadequacy, and negative data sampling are the common problems
of computational methods for used in prediction of pathogen-host protein interaction.
In this study, the purpose is that prediction accuracy of the pathogen-host interaction
increase and negativeness eliminate because of data inadequacy. Within
thisframework, extended network model and location based encoding approaches are
proposed. Firstly, the extended network model is created by inspired from the
hypothesis of that “integrating the known protein interactions within host and
pathogen organisms improve the success of prediction of unknown pathogen-host
interactions”. Secondly, location based encoding is feature extraction method which
is used for encoding of amino acid sequences. One of the important factors is feature
which affects success in prediction of pathogen-host interaction within machine
learning algorithms. In biological databases, the most data is the information of
amino acid sequence regarding proteins. Prediction accuracy of pathogen-host
interaction will be increased by that a robust feature extraction method is developed
on the basis amino acidsequence. Furthermore, extraction of feature vectors for all
the known interactions are provided in easier way by the sake of using the
information of amino acid sequence.

In this thesis, PROSES (Protein SequencebasedEncodingSystem) which is a user-
friendly interface and freely accessible web server, has been designed for
researchers, who are working on the field of protein encoding and prediction of
protein interaction. The web server is especially useful for those who are not familiar
with  programming languages. PROSES is currently being used at
http://proses.yalova.edu.tr which is storedin the web server of Yalova University.



BOLUM 1. GIRiS

Proteinler 20 farkli aminoasidin farkli say1 ve sirada molekiiler seviyede bir araya
gelmesiyle olusmus makro molekiillerdir. Hiicre biiylimesi, iireme, besin alimi,
hiicreler arasi iletisim, gen ekspresyonu gibi yasamsal faaliyetlerin her adiminda
gorev almaktadir. Biyolojik sistemin isleyisinde gorev alan proteinlerin bazilar1 kendi
baslarina bir fonksiyon icra ederken, bircogu diger proteinler ile dogrudan veya
dolayli olarak etkilesim igerisindedir. Proteinlerin kendi baslarina veya diger
proteinlerle etkilesime girerek gerceklestirdikleri fonksiyonun bilinmesi biyolojik
isleyisin anlagilmasi ve isleyis sirasinda yasanan sikintilarin tespit edilmesi ve gerekli
Onlemlerin alinmasi agisindan Onemlidir. Hastaliklarin teshis edilmesi ve tedavi
stireglerinin belirlenmesinde sadece proteinler arasi etkilesimlerin bilinmesi yeterli
olmamakla birlikte 6nemli bir yere sahiptir. Hastalik teshis ve tedavisinde dort
asamal1 arastirma ve bilgiye ihtiyac vardir. Bunlar; ilk asamada, molekiiler seviyede
etkilesimlerin tespit edilmesi, ikinci asamada proteinler aras1 etkilesimler géz Oniine
alinarak etkilesim aglarinin (yolaklar-pathways) bilinmesi, {iglincli asamada hiicresel
islemlerin bilinmesi ve son asamada dokusal seviyede etkilerin tespit edilmesidir.
Tezde oOnerilen yontemler ile ilk asamaya katki sunularak proteinler aras1 molekiiler

seviyedeki etkilesimler tahmin edilecektir.

Literatiirde protein-protein etkilesimleri (PPE) tiir i¢i ve tiirler aras1 etkilesimler
olarak incelenmektedir [1]. Tir ici etkilesimler, hiicre ic¢indeki proteinlere ait
fonksiyonlarin ve biyolojik isleyisin nasil kontrol edildiginin anlagilmasi agisinda
Oonemlidir [2], [3]. Tiirler arasi etkilesimler genellikle patojen-konak etkilesimleri
(PKE) olarak adlandirilir. Bu tiir etkilesimlerde patojen canli, viriis, bakteri, mantar,
parazit vb. gibi bagka canlilarda hastaliklara sebep olan organizmalara denmektedir.
Patojen organizmalar konak denilen baska canlilar lizerine herhangi bir yolla yerlesip

kendi proteinlerini konak canlinin hiicre ¢ekirdeginden igeri birakmaktadir. Konak



hiicrenin ¢ekirdegine yerlesen patojen proteinler buradaki birtakim proteinlerle
molekiiler seviyede etkilesip, konak proteinlerin yapisini bozmaktadir. Yapisi
bozulan konak hiicredeki proteinler yapmalar1 gereken fonksiyonlar1 yerine
getirememekte, dolayisiyla bu durum konak canlida biyolojik isleyisin aksamasina
sebep olmaktadir. Patojenlerin baska bir canli lizerine yerlesip ¢cogalmasiyla olusan
hastaliklara bulasici, enfeksiyonel hastalik veya salgin denmektedir. Salginlar,
insanlik tarihi boyunca cok biiyiik kitlesel dliimlere sebep olmustur. Ozellikle eski
caglarda salginlarin sebep oldugu patojenlerin bilinmemesinden dolay1 hastaligin

toplum i¢inde yayilmasini engelleyecek tedbirler de alinamamuistir.

Tarihte yasanan salginlar icerisinde en cok kayip verilenlerden biri kara vebadir.
1330’larda yersinia pestis adi1 verilen bakterinin sebep oldugu veba salgininin Dogu
Asya veya Orta Asya’nin bir bolgesinde ortaya ¢iktigir tahmin edilmektedir. Savasa
giden ordular, sigcanlar ve pireler araciligiyla diinyanin farkli bolgelerine yayilmistir.
Asya, Avrupa ve Kuzey Afrika’da hizla yayilmistir. Kara veba, Avrasya niifusunun
dortte birinden fazlasinin canina mal olmustur. Diinya genelinde 75 ila 200 milyon

arasinda insanin dliimiine sebep oldugu tahmin edilmektedir [4].

Tarihte biiylik kayiplara sebep olan patojenlerden biri de ¢igek virlisiidir. 1520
yilinda Kiiba’dan Meksika’ya giden bir Ispanyol filosunda yer alan koleler
aracilifiyla Meksika’nin Cempoallan kasabasinda yayilmaya baslamig, alt1 ay gibi
kisa bir siirede iilkenin timiini sarmistir. 1520 yilinda 22 milyon olan Meksika
niifusu salgin siiresince sekiz milyon insanin hayatina mal olmustur [5]. Bu salgindan
yaklasik iki ylizy1l sonra, 1778 senesinde, ci¢ek virlisii ile beraber tifo viriisii de
Ingiliz denizciler araciligiyla Havvaii adalarma bulasmuistir. Hastaliktan &nce
adalarda yarim milyon insan yasamaktaydi. Bes sene gibi bir siire i¢in salgin 400

binden fazla kisinin 6liimiine sebep olmustur [6].

Salginlar 20. Yiizyila gelene kadar diinyanin farkli bolgelerinde benzer Kkitlesel
Oliimlere sebep olmaya devam etmistir. Birinci diinya savasi sirasinda Kuzey
Fransa’daki askerler arasinda giiclii bir grip tiirii olan “Ispanyol gribi” yayilmaya

baslamistir. 20. Yiizyilda ulagim agmin da gelismesiyle birlikte salginlarin yayilma



hizida artmustir. Oyle ki ispanyol gribi birkag ay i¢inde diinya niifusunun {igte birine
bulagmisti. Virlis Hindistan niifusunun %35’inin (15 milyon insan) Tahiti adasi
niifusunun ylizde 14’linlin, Samoa adas1 niifusunun %20’sinin Oliimiine sebep
olmustur. Salgin diinya genelinde yaklasik 50 ila 100 milyon arasinda insanin

6limiine neden olmustur.

20. Yiizyila gelindiginde c¢igek, grip, tifo, veba gibi salgin hastaliklarin tedavisinde
onemli basarilar elde edilmistir. Bu salgmlara karsi gelistirilen cesitli asi, anti
bakteriyel ve diger medikal alt yapi sayesinde tarihte biiylik 6limlere sebep olan
salginlarin bazilar1 neredeyse yok denecek kadar azalmistir. Ornegin ¢icek
hastaligiyla kiiresel ¢apta yapilan miicadele sonucu, 1979 yilinda diinya saglik
orgiitiiniin yaptig1 aciklamada hastaligin neredeyse bittigi ifade edilmistir. 21.
Yiizyilda enfeksiyonel hastaliklarin bazilarinda onemli mesafeler kat edilmesine,
hatta birgok salginin ortadan kaldirilmasina ragmen, halen patojenlerin sebep oldugu
Ebola, HIV, Influenza, SARS, E. coli gibi hastaliklar her yil milyonlarca insanin
sagligini kotii yonde etkilemekte ve oliimlere sebep olmaktadir. Sadece 2013 yilinda
salgin hastaliklardan dolayr 9,2 milyon kisi hayatin1 kaybetmistir. Bu say1 o sene

icerisinde gergeklesen Oliimlerin tiimiiniin % 17’sine karsilik gelmektedir [7].

Salginlar insan sagligint ve yasaminm tehdit etmenin yaninda ekonomik olarak da
biiyiik maliyetlere sebep olmaktadir. Hastaliklara kars1 tedavi stratejileri gelistirerek
maddi ve manevi kayiplarin Oniine ge¢mek icin enfeksiyon mekanizmasinin
anlasilmas1 onemlidir. Patojen ve konak organizmalara ait proteinler arasi fiziksel
etkilesimlerin tespiti, patojenlerin konak canlida sebep oldugu enfeksiyonel hastalik
mekanizmasinin anlasilmasi acisindan ilk ve en 6nemli asamadir. Hastaliklara sebep
olan etkilesimlerin tespiti ile tedavi yontemlerinin (as1, antibiyotik vb.) gelistirilmesi

saglanacak ve hastaligin yayilmasini engellemede daha etkili ¢éziimler bulunacaktir.

Hem tiir i¢i hem tiirler arasi1 protein etkilesim tespitinde kullanilan yontemler
deneysel (in vivo, in vitro) ve hesaplamali (in silico) olarak iki ana baglik altinda
toplanmaktadir. Deneysel yontemler kiiciik 6lgekli ve genis dlgekli yontemler olarak

ayrilir. Genetik, biyokimyasal ve biyofiziksel 6zelliklere bakilarak yapilan tespitler



kiigiik 6l¢ekli yontemler olarak adlandirilmaktadir. Kiigiik 6l¢ekli yontemlerde tek
deney ile bir protein ¢iftine ait etkilesim incelenmektedir [8]. Son yillarda binlerce
protein ciftinin tek seferde tespit edildigi genis olgekli yontemler gelistirilmistir [9].
Yeast two hybrid systems, mass spectromety, protein chip gibi yontemler genis
Olcekli deneysel tespit yontemleridir. Deneysel yontemler etkilesim tespitinde zaman
alan, pahali yontemlerdir dolayisiyla bu yolla bulunan etkilesimler olast etkilesim
ciftlerinin ¢ok azin1 kapsamaktadir. Ornegin insanda yaklasik 100 000 olan protein
sayisi, 1000 farkli proteini olan bir organizma ile c¢aprazlandiginda olasi tiim
etkilesimlerin kontrolii i¢in 10® deney gerektirmektedir. Deneysel yontemlerin
uygulama zorlugu, proteinler arasi etkilesimlerin modellenmeye ¢aligilarak
etkilesimlerin tahmin edilmeye calisildigi hesaplamali yontemlerin gelistirilmesi
thtiyacin1  dogurmustur. Bu yaklasim biyomolekiiler ve medikal bilimler ile
matematiksel hesaplamalar ve mihendislik disiplininin bir araya getirildigi
disiplinler arasi bir arastirma alanmidir [10], [11]. Deneysel olarak dogrulanmis
etkilesim verilerinden yola ¢ikarak bilinmeyen etkilesimler hesaplamali yontemlerle
tahmin edilmektedir [12]. Bu yontemlerde protein ¢iftlerine ait protein yap1 bilgisi,
domain, gen komsulugu, filo genetik profil, gen ekspresyonu ve literatlir tarama
bilgisi gibi Oznitelikler tek baslarina veya kendi aralarinda kombine edilerek

etkilesim tahmininde kullanilmaktadir [13].

Hesaplamali yontemler proteinler arasi etkilesim tespitinde, tespit siiresinin
kisaltilmas1 ve maliyetin diisiiriilmesi disinda deneysel yontemlerle yanlis tespit

edilen etkilesimlerin kontroliinde de kullanilmaktadir.

Tezde amag¢ makine 6grenmesi tabanli hesaplamali yontemler kullanarak konak ve
patojen organizmalara ait proteinlerin etkilesim tahmininde, literatiirde gecen
yontemlere gore daha dogru sonuglar elde etmektir. Bu kapsamda danigmanl
O0grenmeyi esas alan makine Ogrenmesi algoritmalar1 kullanilarak proteinler arasi
etkilesim tahmininde dogrulugu arttirmak tiizere ¢aligsmalar yapilmistir. Tahmin
dogrulugunun arttirilmasi amaciyla danigsmanli 6grenmenin farkli adimlarma
uygulanabilecek genisletilmis ag modeli ve lokasyon tabanli 6znitelik kodlama

olarak adlandirilan iki farkli yontem Onerilmistir. Genisletilmis ag modeli, konak



patojen arasi etkilesim aglarina tiir i¢i aglarin eklenmesi (genisletilmesi) ile tahmin
dogrulugunun artacagi hipotezi iizerine gelistirilmistir. Bu yontemde yeterli verinin
olmadig1 tiirler arasi etkilesim aglari, tiir i¢i aglar kullanarak genisletilmistir.
Lokasyon tabanli 6znitelik kodlama ile de, 6grenme siirecinde proteinlerin ayirt
edilebilirligini arttirmak, dolayisiyla daha dogru tahminlerde bulunmak amaciyla
dizilim tabanli yeni bir Oznitelik vektér c¢ikarim yontemi Onerilmistir. Yapilan
deneyler sonrasi tezde Onerilen her iki yontemin de tahmin dogrulugunu arttirdigi

gorilmiistiir.

Tezgiris boliimii ile birlikte toplamda alt1 boéliimden olugsmaktadir.

Ikinci boliimde protein etkilesim tespitinde kullanilan hesaplamali ve deneysel
yontemlere ait literatiir 6zeti verilmistir. Deneysel yontemlerin neler oldugu kisaca
aciklanmis ve literatiirde gecen caligmalara ait referanslar verilmistir. Hesaplamali
yontemler farkli basliklar altinda incelenmektedir. Bu basliklar kisaca aciklanmis ve

literatiirde yapilan 6nemli ¢aligmalara deginilmistir.

Uciincii boliimde deneysel calismalarda kullanilan veri setlerinin erisildigi veri
tabanlari, tezde gecen protein kodlama ve etkilesim tahmin yontemleri agiklanmustir.
Hesaplamali yontemlerin gelistirilmesi i¢in kullanilan biyolojik aglara ait verilere
ulagilacak ¢evrimigi veri tabanlar1 tamitilmistir. Yontemler basligi altinda deneylerde

kullanilan tahmin metotlar1 ve 6znitelik kodlama yontemleri agiklanmustir.

Dordiincti boliimde, tezde onerilen genisletilmis ag modeli ve lokasyon tabanli
oznitelik kodlama yontemleri agiklanmistir. Onerilen ydntemler haricinde tez
kapsaminda gelistirilen, etkilesim tahmini 6ncesi gerekli 6n islemlerin yapilmasinda
ve protein kodlama, protein dizi sorgulama gibi islemlerin gerekli oldugu diger

calismalarda kullanilabilecek PROSES yazilimi tanitilmistir.

Dordiincii boliimde Onerilen yontemlerin dogrulugu i¢in yapilan deney sonuglar
verilmistir.  Deneylerde kullanilan  degerlendirme metrikleri  agiklanmistir.

Genisletilmis ag modeli ile ilgili deney sonuglar1 “deneysel c¢alisma 17, lokasyon



tabanli kodlama yontemi ile ilgili deney sonuglari ise “deneysel ¢aligma 2” baslig

altinda detayli olarak yorumlanmastir.

Tezin son bolimiinde Onerilen yontemler ve gelistirilen yazilim hakkinda

degerlendirmeler yapilip sonuglar 6zetlenmistir.



BOLUM 2. LITERATUR OZETI

Proteinler arasi etkilesimlerin tespiti ve etkilesim sonucu olusan aglar ile ilgili bir¢ok
calisma yapilmistir. Bu ¢alismalarin biiyiik cogunlugu tiir i¢i etkilesim aglar ile ilgili
olup konak-patojen etkilesimleri kapsayan tiirler arasi etkilesimler iizerine yapilan

calismalar daha azdir [14].

Proteinler arasi etkilesim tespitinde kullanilan yontemler, deneysel ve hesaplamali
olarak iki ana baslik altinda toplanmaktadir. Deneysel yontemler, fiziksel etkilesimler
ve fonksiyonel yakinligi tespit eden yontemler olarak ayrilir. Fiziksel etkilesim tespit
yontemleri de karmasik (complex) ve ikili (binary) tanimlama olarak ayrilmaktadir.
Bu yontemler ayrica canli {izerinde (in vivo) yapilan ve canli disinda (in vitro)
yapilan tespitler olarak da farklilik gostermektedir [15]. Tablo 2.1.’de farkli deneysel
etkilesim tespit yontemi, deney ortami, etkilesim tipi ve detayl bilgiye ulasilacak

referanslar verilmistir.

Deneysel yontemler, tek bir deneyde tespit edilen etkilesim sayisina gore kiiciik
Olcekli ve genis Olgekli yontemler olarak ikiye ayrilmaktadir. Kiigiik 6lgekli etkilesim
tespit yontemlerinde her bir deneyde bir protein ¢iftine ait etkilesim durumu test
edilmektedir [16]. Son yillarda gelistirilen Y2H, affinity purification, Mass
spectrometry, DNA ve protein microarrays gibi genis Olcekli tespit yOntemleri
sayesinde ayni1 anda binlerce protein ¢ifti arasindaki etkilesim durumunu test etmek

miimkiin hale gelmistir.

Tiir 1¢1 ve tiirler aras1 etkilesimlerin deneysel yontemlerle tespit edilmesi uzun zaman
almakta ve yiiksek maliyet gerektirmektedir. Ayrica farkli deneysel yontemlerle tespit
edilen etkilesimlerde yanlis tespitler (false positive, false negative) olabilmektedir

[17].



Deneysel yontemlerin bu tiir dezavantajlarindan dolayr son yillarda etkilesim
tespitinde hesaplamali yontemler 6nem kazanmigtir. Deneysel yontemlerle bulunan
protein etkilesimleri VirHostNet [18], PHI-base [19], PHIDIAS[20], HPIDB[21],
STRING[22] gibi veri tabanlarinda paylasilmaktadir. PPE ve PKE verilerinin
paylasildigi bu kaynaklar kullanilarak etkilesim tahmininde kullanilmak {izere
hesaplamali modeller gelistirilmektedir. Literatiirde hesaplamali yontemler genel
olarak makine 6grenmesi, homoloji, yapisal, domain-motif tabanli yontemler olarak
dort ana baghk altinda kategorize edilmektedir [14], [23]. Tahmin performansini
arttirmak amaciyla bu yontemler kombine edilerek de kullanilmaktir. PPE ve PKE
tahmininde veri eksikligi, 6zniteliklerin ¢ikarilamamasi ve dogrulanmis negatif veri,

hesaplamal1 yontemlerin tiimiinde karsilasilan en énemli ii¢ problemdir [1].

Tablo 2.1. Deneysel etkilesim yontemleri, deney ortamlari, etkilesim tipi ve ilgili referans tablosu.

Deneysel Yontem Deney Ortami Etkilesim Tipi Referans
Y2H Canlh Fiziksel (ikili) [24], [25]
Affinity purification-MS Yapay Fiziksel (karmasik) [26]
DNA microarrays/Gene coexpression Yapay Fonksiyonel [27]
Yakinlik
Protein microarrays Yapay Fiziksel (karmasik) [28], [29]
Synthetic lethality Canli Fonksiyonel [30], [31]
Yakinlik
Phage display Yapay Fiziksel (karmagik) [32]
X-ray crystallography, NMR Yapay Fiziksel (karmagik) [33]
spectroscopy
Fluorescence resonance energy transfer  Canh Fiziksel (ikili) [34]
Surface plasmon resonance Yapay Fiziksel (karmasik) [35]
Atomic force microscopy Yapay Fiziksel (ikili) [36]
Electron microscopy Yapay Fiziksel (karmasik) [37]

Proteinlerin yapisal ozellikleri, yerel pargalarin siralanisi, iic boyutlu bicimleri ve
atomlarin {ic boyutlu uzaydaki konumlarina bakilarak belirlenir. Bu 6zellikler goz
Oniine alindiginda proteinler, yapisal olarak birincil, ikincil, iiglinciil ve dordiinciil
olarak incelenmektedir. Ornegin proteine ait ikincil yapi, bir biyopolimerin hidrojen
bag1 yapilara bakarak tanimlanirken, tigiinciil yapilar atomik diizeydeki konumlar
ile ilgilidir. Bu tir yapisal 6zellikler PPE tahmininde kullanilmaktadir. Cai ve
arkadaslar1 [17], proteinlerin ikincil yapilarindan yola ¢ikarak SVM tabanli bir model
ile etkilesim tahmini yapmis ve %88 basar1 elde etmistir. Benzer sekilde Yu ve
arkadaglar1 [38] proteinlerin ikincil yapilarindan yola ¢ikarak helix ve diizensiz

yapilarin etkilesim bolgelerinin tespitinde kullanilabilecegini gostermislerdir. Ancak



proteinlere ait yapisal bilgilerin sinirlt olmasi ve tespit edilen yeni protein ¢iftlerinin

giin gegtikce artmasi, modelin uygulanmasini zorlastirmaktadir.

Etkilesim tahmininde kullanilan niimerik yontemler ile sik¢a kullanilan bilgilerden
biri de proteinlerin kokensel olarak yakinligini gosteren homolog bolgelerdir.
Homolog bolgeler proteinler arasinda farkliliklar olmasina ragmen aradaki yapisal ve
fonksiyonel benzerlik hakkinda bilgi vermektedir. Proteinlerin homoloji bilgisi PPE
tahmininde de kullanilmistir. Zhao ve arkadaslar1 [39], etkilesim tahmininde skor
matrisleri ve oto kovaryans degerlerini kullanarak tiir i¢i etkilesim tahminin de
%90.71 dogruluga ulasmistir. Benzer sekilde Liu ve arkadaslar1 [40] amino asitlerin
hidropati profilinden yola ¢ikarak proteinlere ait yeni bir 6znitelik vektdrii onermistir.
Bu yontemle yapilan tahminlerde protein dizilimleri arasinda diisiik benzerligin

olmasi (dolayistyla homolog bdlgelerin az olmasi) PPE tahminini zorlagtirmaktadir.

Proteinlere ait domain ve motif bilgisi de PPE tahmininde kullanilan bir diger
yontemdir. Domain, protein dizilimi icerisinde dizinin geri kalanindan bagimsiz
olarak kendi basina bir fonksiyon gerceklestirebilen alt pargalara denmektedir. Bu
bilgiyi kullanan c¢alismalarda proteinlere ait domain bilgisinden yola c¢ikarak
etkilesim tahmini yapilmaktadir. Dyer ve arkadaslar1 [41], etkilesim tahmininde en az
bir domain iceren konak ve patojen proteinlerin etkilesim ve domain bilgisini
kullanarak istatistiksel tabanli bir algoritma Onerdiler. Aralarinda etkilesim oldugu
bilinen proteinlerin domain bilgilerinden bayes tabanli bir tahmin modeli
gelistirdiler. Bu alanda yapilan caligmalar genellikle tek bir organizma iizerinde
uygulanip basarili sonuclar elde edilmistir. Domain ve motif tabanli yontemlerde

karsilagin en 6nemli problem veri yetersizligidir.

Literatiirde tiirler aras1 etkilesim aglarina ait 6zellikler de PKE tahmin probleminde
kullanilmistir. Protein aglarina ait derece (degree), merkezilik (centrality), kiimeleme
katsayist (clustring coefficient) gibi Ozelliklerden yola ¢ikarak PKE tahmininde
bulunulmustur. Dyer ve arkadaglar1 [42] patojen ve konak proteinlere ait derece ve
merkezilik (betweenness centrality) 6zelliklerini tahmin i¢in kullanmistir. Tastan ve

arkadaslar1 [43], Nouretdinov ve arkadaslar1 [44] ¢alismalarinda derece, kiimeleme
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katsayist1 ve merkezilik Ozelliklerini kullanarak tahminde bulunmuslardir. Bu
yontemin PKE probleminde kullanilabilmesi i¢in organizmalara ait protien aglarina

ihtiyag vardir.

Makine 6grenmesi tabanli, danismanli ve yar1 danigmanli metotlar tiir i¢i ve tiirler
arasi protein etkilesim tahmini problemine basariyla uygulanmistir [45], [46]. Bu
yontemler siniflandirma yapmak i¢in negatif ve pozitif olarak etiketlenmis veriye
ihtiya¢ duymaktadir. Pozitif veriler deneysel olarak tespit edilmesine ragmen
proteinler arasi etkilesimin olmadigina dair kanitlanmig veriler mevcut degildir. Bu
sebeple yapilan ¢aligmalarda negatif verilerin olusturulmasi 6nemli bir problemdir.
Daha 6nce makine 6grenmesi tabanli ¢6ziim 6neren caligmalarda bu probleme farkli
¢oziimler onerilmistir. Bunlardan biri negatif veri seti ihtiyacinin ortadan kaldirildig:
veri madenciligi teknikleri ile sadece pozitif veri setleri kullanilarak etkilesim
tahminleriyapmaktir [47]-[50]. Ancak negatif veri setinin goz ardi edildigi bu tiir
yontemlerde model pozitif sinif lehine 6grenmede bulunmakta, dolayisiyla yanlis

pozitif oraninin artmasina sebep olmaktadir [51].

Makine 6grenmesi tabanli yontemleri kullanan ¢ogu calismada, negatif veri setleri
olasi tiim etkilesim uzayi iginden rastgele secilmektedir [14]. Rastgele se¢im yapilan
caligmalarda negatif verinin pozitif verilere orami farklilhik gdstermektedir. [52],
[53]’te bu oran 1/100 olarak belirlenmistir. [51]’de pozitif, negatif siniflar esit sayida
alinmis ancak negatif smiflarin olusturulmasinda sabseliiler ortak lokalize ciftler
(subcellular co-localized pairs) ayri tutulmustur. Bu sekilde olusturulan negatif
simiflarin rastgele olusturulana gore daha iyi performans sagladigi goriilmiistiir.
[54]’de yapilan c¢alismada negatif, pozitif veriler farkli oranlarda rastgele
secilmesinin model performansini nasil etkiledigi incelenmistir. Yapilan gozlemlerde,
pozitif verinin negatif verilere oraninin sonuclar degistirdigi ancak dogruluk

tizerinde ¢ok biiyiik bir etkisinin olmadig1 gortilmiistiir.

Makine Ogrenmesi tabanli yontemlerde karsilagilan diger bir problem veri
yetersizligidir (data scarcity). Deneysel calismalarin smirli oldugu patojen

sistemlerde bu sorunun iistesinden gelmek i¢in birden fazla tiire ait etkilesimlerin
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birlikte kullanilabilecegi matematiksel modeller gelistirilmis. Bu yontemlerde farkl
veri setleri iizerinde es zamanli 6grenme yapilarak tahmin performansini arttirmak
hedeflenmistir. PKE tahmininde performansi arttirmak igin farkli organizmalara ait
veri setlerinin kombine edildigi ¢alisma sayisi azdir. [14], [55]’te kismen etiketlenmis
veri setinden PKE tahmini yapmak tiizere yari danismali ¢oklu-gérev (multitask)
yontemi Onerilmistir. Bu yontemde temel fikir danigmali bir siniflandiricinin yaninda
diizenleme parametresine sahip yar1 danismali bir yontemi yardimci olarak kullanip
coklu-gérev bir O6grenme yapmaktir. Xi ve arkadaslar1t [56] ortak matris
faktorizasyonu (collactive matrix factorization) yaklasimini kullanarak birden fazla
etkilesim agina ait iligki matrisini es zamanl faktorize etmislerdir. Bu islem sirasinda
faktorlerin ortak kullandig1 parametreler sayesinde veri setleri arasi bilgi paylasimi
yapilmaktadir. Kshirsagar ve arkadaslarimin [52] yaptigi calismada matris
tamamlama temelli bir yontem ile farkli PKE verileri iizerinden es zamanli 6grenme
yaptlmisti. Bu c¢alismada tiirler arasi etkilesimlere has benzerlik matrisleri

kullanilarak farkl: etkilesimler bir arada degerlendirilmistir.

Literatiirde hesaplamali yontemlerle PPE ve PKE tahmini iizerine yapilan
calismalara bakildiginda tiim yontemlerin veri yetersizligi (buna baglh olarak
Ozniteliklerin ¢ikarilamamasi) ve dogrulanmis negatif veri setinin olmamasi gibi
ortak problemlerinin oldugu goriilmektedir. PKE tahmininde dogrulugu arttirmak
amaciyla Onerilecek yeni modelin bu tiir problemleri géz 6niinde bulundurmasi
gerekmektedir. Bu calismada oOnerilen genisletilmis ag modelinde yetersiz oldugu
diisiiniilen tiirler aras1 etkilesim aglarina ag icerisinde yer alan proteinlere ait tiir igi
etkilesimler de dahil edilerek veri yetersizligi problemi asilmaya ¢alisilmistir. Tez de
Onerilen bir diger yontem olan lokasyon tabanli 6znitelik ¢ikarimi ile proteinlere ait

veri sikintisinin yasanmadigr birincil yapilar kullanilarak PKE tahmini yapilmistir.



BOLUM 3. MATERYAL VE YONTEM

Bu boliimde oOnerilen yontemlerin basari degerlendirmesinde kullanilan veri
setlerinin temini, kullanilan makine 6grenmesi tabanli tahmin yontemleri ve protein
kodlama yontemleri agiklanmigtir. Alt bagliklarda ilk olarak tezde Onerilen
yontemlerin test edilmesi i¢in gerekli veri setlerinin temin edilecegi ¢evrimigi veri
tabanlar1 ve bu veri tabanlarinda hangi verilerin test i¢in uygun oldugu aciklanmaistir.
Daha sonra etkilesim tahmininde kullanilan makine 6grenmesi tabanli etkilesim
tahmin yOntemleri anlatilmistir. Son olarak tahmin ydntemine verilecek 6znitelik

vektorlerinin olusturulmasi i¢in kullanilacak kodlama yontemleri anlatilmistir.

3.1. Biyolojik Aglar ve Cevrimici Veri Tabanlari

Teknolojideki ilerleme ile beraber farkli organizmalara ait PPE verilerinin kullanima
acildigr ¢ok sayida veri tabanmi bulunmaktadir. Son yillarda proteinlerin ve PPE
etkilesimlerinin yer aldig1 100 den fazla ¢evrimigi veri tabanmi bilimsel yayinlarda
tanitilmis ve arastirmacilarin kullanimina sunulmustur [57]. Protein etkilesimlerinin
yer aldigr bu veri tabanlarindan bir kismi sadece deneysel olarak dogrulanmig
etkilesimleri, bir kism1 hesaplamali yontemlerle bulunan etkilesim tahminlerini, bir

kismi da her iki yontemle bulunan verileri paylagsmaktadir.

Veri tabanlarinda paylasilan etkilesim verileri biitiin olarak disiiniildiigiinde bu
veriler ile bir etkilesim ag1 olusturulabilmektedir. Etkilesim aglarinin analiz edilmesi
ile organizmalarin kendi i¢inde ve farkli tiirler arasinda olusan karmasik yapi

hakkinda 6nemli bilgiler elde edilmektedir.

PPE verilerinin analiz edilmesi ve etkilesim aglarinin gorsellestirilmesi i¢in de son

yillarda ¢ok sayida yazilim araci gelistirilmistir. Bu araglar sayesinde etkilesim
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verilerine ait aglar ¢ikarilmakta ve aglara ait derece (degree), merkezilik (centrality),
kiimeleme katsayis1 (clustring coefficient) gibi Ozellikler verilmektedir. Yapilan
sorgulamalarda proteinler arasi etkilesimlerin tespit edildigi yontemler belirlenerek
de sorgulamalar yapilabilmektedir. Sekil 3.1.’de insana ait 6rnek 200 protein
arasindaki etkilesimler, STRING veri tabanindan yapilan sorgulama ile
gorsellestirilmigtir.  Sisteme proteinlerin  UniProt kimlikleri verilmis ve bu
etkilesimlere ait yonsiiz bir graf olusturulmustur. Sekilde nodlar arasi kenarlar, tespit
edilen yonteme gore farkli renklerle gosterilmistir. Grafin tiimii i¢in ve yontemlere

gore kiimelenmis haliyle ¢ikarilan istatistiksel sonuglar da ¢ikti olarak tiretilmektedir.
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Sekil 3.1. String veri tabanindan insana ait proteinler i¢in olugturulmus drnek etkilesim agi.
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Tablo 3.1. Literatiirde en sik ge¢en PPE ve PKE veri tabanlar

Veritabani URL Referans
VirHostNet http://virhostnet.prabi.fr/ [18]
PHI-base http://www.phi-base.org/ [19]
PHIDIAS http://www.phidias.us/ [20]
HPIDB http://hpidb.igbb.msstate.edu/index.html [21]
BIND http://binddb.org/ [58]
DIP http://dip.doe-mbi.ucla.edu [59]
MINT http://mint.bio.uniroma2.it/mint [60]
BioGrid http://www.thebiogrid.org [61]
STRING http://string-db.org/ [22]
HPRD http://www.hprd.org/ [62]
IntAct http://www.ebi.ac.uk/intact/ [63]
PDBsum www.ebi.ac.uk/pdbsum [64]
ProPrint http://crdd.osdd.net:8081/ProPrint/ [65]
MIPS http://mips.gsf.de [66]
PDZBase http://abc.med.cornell.edu/pdzbase [67]
iReflndex http://irefindex.org [68]
KEGG http://www.genome.ad.jp/kegg/ [69]
PHISTO http://www.phisto.org [70]

Tablo 3.1.’de PPE ve PKE etkilesiminde en ¢ok kullanilan veri tabanlar ve ilgili
referanslar verilmistir. Veri tabanlarinda, paylasilan etkilesimlerin hangi organizmaya
ait oldugu, etkilesim tipinin nasil belirlendigi ve gilincel etkilesim sayilar1 web
sayfalarinda paylasilmaktadir. Arastirmacilar bu verileri XML, SIF, txt, xls, xIsx, v.b.
dosya formatlarinda kullanmaktadir. Veriler veri tabanlarindan bu formatlarin birinde
veya birkagindan indirilebilmektedir. Veri tabanlarinda aramalar, protein adi veya
protein kimligi gibi tekil anahtar kelimelere gore yapilmaktadir. Bu ¢aligmada
kullanilan veriler STRING (Search Tool for the Retrieval of Interacting
Genes/Proteins), PHISTO (Pathogen host interaction search tool) ve UniProt veri
tabanlarindan indirildi. STRING veri tabanmi1 ¢ok sayida organizmaya ait aralarinda
fiziksel ve anlamli fonksiyonel iliski olan proteinler arasi etkilesimleri tutar.
Calismada genisletilmis ag modelinde Onerilen tiir i¢i etkilesimler bu veri tabanindan
elde edildi. Tiirler aras1 etkilesimler ise PHISTO veri tabanindan alindi. PHISTO
aslinda etkilesim verilerinin bir laboratuvardan veya arastirma merkezinden alinip
paylasildig1 bir veri tabani degildir. PHISTO, bir¢ok organizmaya ait proteinlerin
insan proteini ile yaptig1 patojen konak etkilesimlerinin paylasildigi dokuz farkli veri
tabanindan (IReflndex, MPIDB, APID, Reactome, STRING, BIND, MINT, IntAct,
DIP) sorgulanip kullanici dostu bir ara yiiz ile bir araya getirildigi bir aragtir.
STRING ve PHISTO yazilimlarinda veriler sorgulandiktan sonra etkilesimlere ait
gorsel ve istatistiksel bilgilere ulasmak da miimkiindiir. Sekil 3.1.’de STRING veri
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tabanindan alinan etkilesim verilerine ait ag gorseli verilmistir. Caligmada makine
Ogrenmesi tabanli algoritmalar ile yapilan tahminlerde proteinlerin amino asitlere ait

dizi bilgileri kullanildu.

Tiir i¢i ve tiirler aras1 etkilesim aglar1 indirildikten sonra ag icinde gecen her bir
proteine ait amino asit dizi bilgisi UniProt veri tabanindan indirildi. Protein etkilesim

tahmininde kullanilan en 6nemli veri tabanlar1 Tablo 3.1.’de verilmistir.

3.2. Deneylerde Kullanilan Tahmin Yo6ntemleri

Bu boliimde, oOnerilen yontemlerin basar1 degerlendirmesinde kullanilan tahmin
yontemleri  acgiklanmistir.  Yontemlerin  basari  degerlendirmesinde  matris
faktorizasyonu, karar agaglari, istatistiksel ve Ornek tabanli smiflandiricilar gibi
literatiirde farkli problemlerin ¢6ziimiinde sik¢a kullanilan makine 6grenmesi tabanli
tahmin metotlar1 kullanilmistir. Kullanilan simiflandiricilarin bir kismi1 daha onceki
calismalarda PKE tahmininde kullanilmisken bir kismi ilk defa bu calismada test
edilmistir. Kullanilan tahmin metodunun PKE problemine uygun olup olmadigi

deneysel ¢aligsmalardan elde edilen sonuclara gore degerlendirilmistir.

3.2.1. Matris faktorizasyonu

Matris faktorizasyonu (Matrix factorization), danismali 6grenme baghigi altinda yer
alan bir makine O6grenmesi yontemidir. Daha cok puanlama tahmininde matris
tamamlama amaciyla kullanilmaktadir. Kullanicilarin bazi {riinlere yaptiklar: tercih
puanindan yola ¢ikarak diger iiriinlere verebilecegi puanlar tahmin edilmektedir. Bu
metot proteinler arasi etkilesim tahmininde iliski matrisi iizerinden, puanlama
tahminine benzer sekilde, bilinmeyen etkilesimlerin tahmin edilmesi mantig1 ile
calisir. [52]’de proteinlere ait Oznitelik vektorlerini haritalayan faktorize edilmis
matrisler yardimiyla konak patojen etkilesimi tahmin edilmistir. Bu yayinda [71]’den
aliman faktorizasyon modeli genisletilerek birden fazla tiire ait verilerin es zamanl

degerlendirilmesine olanak saglanmustir.
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PKE etkilesim verileri, tiirlerin her biri bir tarafta olmak iizere ikili bir graf seklinde
gosterilir. G, v ve ¢ tipinde nodlar birbirine baglayan ikili bir graf olsun m; ve
n; sirastyla v ve ¢ nod tiirlerine ait nod sayilari olsun. M € R™xnt matrisi Gt grafi
icerisindeki etkilesimleri gosteren bir iliski matrisi olsun. Graf igerisindeki tiim
kenarlar Q kiimesinde tanimli olsun. v tipinde nodlarin 6znitelik uzayr X ve ¢
tipindeki nodlarm &znitelik uzayr Y olsun. Oznitelik vektdr uzunluklari esit ve dy
oldugunu varsayalim. v tipindeki nodlarin her birine ait 6znitelik vektorii x; € X ve ¢
tipindeki nodlara ait Oznitelik vektorii yi € Y olmaktadir. Matris tamamlama
probleminde amag, M matrisinde nodlar arasindaki iliskiyi tanimlayan bir :XxY—>R
fonksiyonunu 6grenmektir. f fonksiyonunun XxY uzayi iizerinde bilineer oldugu

kabul edilir ve asagidaki formda yazilir.
f(xi,y,-) = xiTHyi = xiTUVTyj (3.1)

Denklem 3.1'de H € RYxdt matrisi X ve Y 6znitelik uzayini haritalamaktadir. Bu
modelde H matrisinin U € R%xk yve V € R*k boyutlarinda olan matrislerin garpimi
seklinde yazilabilecegi kabul edilir. H=UV" denkleminde bulunan U ve V matrisleri
iki 0znitelik uzaym haritalamakta kullanilmaktadir. Burada amag egitim veri setini
kullanilarak optimum U ve V matrislerini bulmaktir. Denklem 3.2°de matrislerin
faktorize edilmesinde kullanilan amag¢ fonksiyon verilmistir. Bu denklem, Q
kiimesindeki her bir eleman gz Oniine alinarak yapilan tahminin ne kadar iyi
oldugunu gosteren bir uyum (data fitting) terimi ve dongiisel adimlar1t H matrisi i¢in

kontrol eden bir diizenleme (regularization) teriminden olusmaktadir.

L,v) = Z cij £(Mij, x[ UV"y;) + 2UIVIE+IVIR

e 3.2)

£(a,b) = (a — b)?

Veri uydurma terimi, kareli hata, lojistik-kayip gibi herhangi bir kayip fonksiyonu
olabilir. Kayip fonksiyonu c¢oziilecek problemin hassasiyetine ve tahmin edilecek

degiskenin dogasina gore segilir [71].
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Denklem 3.2°de PKE problemi i¢in daha hizli yakinsadigi ve adim boyutunun daha
hassas oldugu diisiiniilerek karesel hata fonksiyonu kullanilmistir. Denklemde gegen

A, kayip fonksiyonu ve diizenleme terimi arasinda bir karar parametresi olarak
kullanilmaktadir. cij, € kiimesi i¢indeki (i,j) ¢ifti arasindaki hata oranini belirlemeye

imkan saglayan bir agirhk katsayisidir. Formiilde &grenme islemi, H = UVT
denkleminde optimum U ve V faktdrlerinin bulunmasi, yani |U|[g? + ||V||¢? teriminin

minimize edilmesi anlamina gelir.
3.2.2. Naif bayes

Naif bayes (Naive Bayes), bayes tabanli kurallar1 esas alan istatistiksel bir
siiflandirma algoritmasidir. Bayes teorisine gére X hipotezinin dogru verilmesi
durumunda Y olaymin gergeklesme ihtimali denklem 3.3’te verilmistir. Asagidaki
denklemde verilen X hipotezi siniflandirma i¢in verilen Oznitelik vektoridir ve
birden fazla 6znitelikten olusur. Y olay1 ise X 6zniteliginin yer alabilecegi olas1 tim
siiflarin birini temsil eder. Egitim tamamlanip modelin olusturulmasi sonrasinda X
Oznitelik vektoriiniin verilmesi halinde hangi olayin gerceklesecegi (6rnegin hangi

siifa atanacagi) tahmin edilir.

PX[Y)P(Y)

P(Y|x) = P00

(3.3)

Naif bayes (NB) Oznitelik vektoriindeki tiim degiskenlerin kosullu bagimsiz
oldugunu varsayar. Y ’nin verilmesi durumunda n adet 6zelligin X i¢in tahmin degeri

asagidaki gibi olmaktadir:
n

P(Xy, .., Xn | Y) = HP(Xi|Y) (3.4)
i=1

Genel olarak Y'nin herhangi bir ayrik degerli degisken oldugunu varsayarsak, (X1, ...
,Xn) Oznitelikleri ayrik ya da gercek degerli Ozniteliklerdir. Gergek degerli
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Oznitelikler icin sartli olasilik, ortalamanin p ve standart sapmanin ¢ oldugu,

denklem 3.5°teki olasilik dagilim fonksiyonuna gore hesaplanir.

1 (x=w?
_ o (3.5)
f(x) NP 2

Siniflandirilmast gereken her X Ornegi icin olast Y degerleri {izerinde olasilik
dagilimi ¢ikaracak bir siiflandirici tanimlanir. Bayes kuralina gore k. olasi deger

i¢in Y'nin olasiligini veren ifade soyledir:

P(Y =y | Xuy o X) = P(Y =y ) TLP(X: | Y = ) 3.6

_ZjP(YZ)’j)HiP(Xilszk)

Denklem 3.6, NB siniflandiricisinin kullandig1 temel denklemdir. Yeni bir Xyeni(X1,
,Xn) Ornegi verildiginde olast Y degerini bulmak icin NB su kurah

kullanmaktadir:

P(Y =y ) I P(X: | Y = yi)
y < argmax (3.7
e LP(Y=y)ILPX|Y =)

3.2.3. Bayes aglari

Bayes aglari(Bayesian Networks), rastgele degiskenler arasindaki istatistiksel
iligkilerin tanimlandig1 graf tabanli bir modeldir. Bayes aglar1 (BN), V = (A1, Az, As,
..., An) seklinde degisken dizisi ve yonlii kenarlardan (E) olusmaktadir. Bu aglar
rastgele degiskenler iizerinde birlesik olasilik dagilimini tanimlamayi saglayan, G =
(V, E) olarak gosterilebilen dongiisel olmayan yonlii graflardir [72]. Verilen bir G
grafindaki her bir degisken kendi atasindan kosullu bagimsiz olmaktadir [73]. Bir
bayes aginda, P(V) degiskenlerine ait birlesik dagilim, ag icinde belirtilen tiim
kosullarin ¢arpimina esittir. P(V) asagidaki sekilde tanimlanmaktadir:

N
P(Al,Az,A3, ’AN) = HP(ALIPal) (3.8)

i=1
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Yukaridaki denklemde P(Ai, A2, Asz, ..., An), V degiskenlerinin herhangi bir
kombinasyonuna ait olasiliktir. P(Aj|Pai) ise Pai'nin verilmesi durumunda A; olayinin
ger¢eklesme ihtimalidir. Bu denklemdeki her bir degiskene ait kosullu dagilimin,
maksimum benzerlik (maximum likelihood) tahmini ile 6grenilebilen parametrik bir

formu vardir.
3.24.C45

C4.5, karar agaci tabanl bir siniflandirma ¢esididir. Karar agaglar1 diigtim kenar ve
yapraklardan olusmaktadir. Karar agacinin diigiimlerinde egitim verisinin
Oznitelikleri, yapraklarinda ise karar sonucu ulasilan siniflar yer almaktadir. Agag
tizerindeki dallanmalar kenarlar {izerinde yer alan spesifik bir degere veya araliga
gore gerceklesir. Karar agaclarinin olusturulmasinda genel prensip verilen egitim
verisinden yola c¢ikarak belirlenen bir Ol¢iim fonksiyonu ile tiim Oznitelikler
arasindan veriyi en iyl aywran Ozniteligi se¢mektir. En iyi ayiran Oznitelik
belirlendikten sonra veri seti tekrar siniflara gére gruplanir. Tiim gruplar ayni sinifa
dahil olana kadar iglemler rekiirsif olarak tekrar eder. Veri setindeki tiim 6rneklerin
ayni sinifa dahil olmasi ile islem sonlandirilir. Karar agaci ailesine dahil olan
algoritmalar arasindaki fark kullandiklart 6l¢iim fonksiyonuna gore farklilik
gostermektedir. C4.5, Quinlan [74] tarafindan karar agaclarina dayali gelistirilen ve
daha once gene kendisinin gelistirmis oldugu ID3 [75] algoritmasinin giincellenmis
halidir. C4.5 Ozniteliklerin ayrigtirllmasinda  kullandig1  bilgi kazanim oram
(information gain ratio) ile ID3 algoritmasindan ayrilmaktadir. C4.5 algoritmasinin

matematiksel ifadesi asagida agiklanmstir.

C egitim verisindeki smif sayisi, S j. simif ve T egitim verisi olsun. S sinifina ait

entropi degeri denklem 3.9’a gore hesaplanir.

Cc
Entropy(s) = = ) p(S,)) x logp(S. ) (39)
=
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Entropi degeri bulunduktan sonra T egitim verisine ait bilgi kazanci denklem 3.10’a

gore bulunur.

. |Ts.0|
Gain(S,T) = Entropy(S) — ]
S

veValues(Ts)

Entropy(S,) (3.10)

Denklem 3.10°da gegen Ts egitim verisinde S Ozniteligine ait alt veri setidir.
Tsyegitim verisinde S Ozniteliginin v degerine sahip oldugu orneklere ait alt veri
setidir. Bu degerler bulunduktan sonra S 6zniteligine ait kazang orani (GainRatio)

denklem 3.11°deki gibi hesaplanir.

) ) _ Gain(S,T)
GainRatio(S,T) = Splitinfo(S,T) (3.11)

Denklem 3.11°de S 0Ozniteliginin T egitim verisinden ayrilma bilgisini ifade eden

SplitInfo(S,T) degeri denklem 3.12°deki gibi hesaplanir.

[Tl 1o o (3.12)

Splitinfo(S, T) = — | |

veValues(Ts)
3.2.5. Rastsal orman

Karar agaclart Ozetle yiiksek entropiye sahip Ozniteliklerin ebeveyn olarak
belirlenmesi mantigiyla olusturulur. Bu durum siniflandiricinin egitim verisine fazla
odaklanmasina (overfit) ve test sirasinda 6nemli baz1 6znitelikleri kagirmasina sebep
olabilmektedir. Dolayisiyla test asamasinda kacgirilan 6zniteliklerden dolayr diisiik
dogruluk sonuclar1 elde edilebilir. Rastsal orman (Random Forest) siniflandirma
yonteminde egitim verisi, rastgele K alt kiimeye ayrilir. Bu alt kiimelerin her biri i¢in
farkli karar agaclari olusturularak cesitliligin artmasi saglanir. Bu yaklasim ile
yiikksek oy modeli kullanilarak test 6rnegi en fazla oyun alindigi sinifa atanir. Bu

sayede birden fazla karar agaci kombine edilerek tek bir model haline getirilir.
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Rastsal orman (RF) algoritmasinin gelistirmeye calistigi ¢oziimlerden biri aralarinda
korelasyonun olmadig1 veya diisiik oldugu karar agaglari tiretmektir. Bu problem alt
veri setleri ve bu veri setlerine ait agacin olusturulmasinda farkli bir yol izlenerek

¢cOziilmiistiir. Asagida RF metodunun ¢alismasina ait algoritma adimlar verilmistir.

1. Veri setinde tekrarli olabilecek sekilde N boyutunda 6rnek al.

2. Tekrarlanmayacak sekilde rastgele 6z nitelikler seg

3. Segilen 6z nitelikler ile gini indeksini kullanarak verilere gore karar agaci
olustur.

4. Adim 2’yi tiim 6znitelikler kullanilana kadar tekrar et.

5. 1-4 aras1 adimlar istenilen sayida tekrar et.

Yukaridaki algoritmada birinci adimda olusturulan alt veri setinde tekrar eden
ornekler olabilmektedir. Bu sekilde farkli karar agaglari olusturmak miimkiin
olmaktadir. Ikinci adimda oznitelikler rastgele secilir ve bunlar secim listesinde
yeniden yer almaz. Bu adimda genellikle tek adimda iki veya ii¢ 0znitelik birlikte
secilir. Bu se¢imlere gore karar agaci sekillenir. 1-4 arasi adimlar uygulandiginda her
dongii sonrasit yeni bir karar agact olusur. Besinci adimda algoritmanin
sonlandirilmas1  kullanicinin  verecegi K parametresine gore degismektedir.
Literatiirde bu saymin ka¢ olmasi gerektigi ile ilgili ¢caligmalar yapilmistir. Ancak
olmast gereken karar agaci sayis1 problemde kullanilan veri setine gore

degismektedir.

3.2.6. k-en yakin komsuluk

k-en yakin komsuluk (k-Nearest Neighborhood), 6rnek tabanli bir smiflandirict
tirtiidiir. Danismanli 6grenme algoritmalart sinifina dahildir. Sinifi bilinmeyen her
hangi bir 6rnegi en yakin k komsusuna bakarak siniflandiran bir algoritmadir. Bu
algoritmada siniflandirma dogrulugu segilen k degerine duyarlidir. Bu sebeple test
stirasinda segilen k komsu sayis1 siniflandirict performansin1 dogrudan etkilemektedir.
Yontemin kolay uygulanabilir olmasi ve lineer olarak siniflandirilmasi, farkli

dagilima sahip veri setlerinde basarili sonuglar elde etmesi en 6nemli avantajlaridir.
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Yontemin egitim fazinin olmamasi dolayisiyla tiim islemlerin test asamasinda
yapilmasit bir hesaplama maliyeti getirmesi en Onemli dezavantajidir. Ayrica
siniflandirma sonras1 dogrulugun yiiksek olmasi i¢in de genis bir veri setine ihtiyag

duymaktadir.

Calismada kullandigimiz 6zniteliklerin tiimii sayisal degerlerden olusmaktadir. Bu
sebeple iki Oznitelik arasindaki benzerligin bir metrik ile tanimlanmasi
gerekmektedir. Uzaklik metrikleri probleme gore ¢ebisev, Oklid, kare (manhattan),
hamming gibi metriklerden biri olabilir. Ornegin egitim verisinin 6znitelik vektorii
X, test verisinin 6znitelik vektdrii X ve vektdr uzunlugu n olsun. Egitim ve test

vektorleri aras1 d Oklid uzakligi denklem 3.13’teki gibi hesaplanur.

d =1 — 22+ (0 — )% + -+ (% — x7)? (3.13)

Smnifin belirlenmesi i¢in verilen bir X ornedi ile veri setindeki her bir 6rnek
arasindaki d uzaklig1 hesaplanir. Egitim verisindeki her 6rnek i¢in bulunan uzakliklar
stralanir. Bu adimdan sonra kullanicilarin belirledigi ‘k” komsuluk degerine gore en
yakin &rnekler almir. Verilen X drneginin atanacagi sinif, komsular arasinda en fazla
benzerligin oldugu sinifa atanir. Problemde her bir smif A kiimesinin bir elemant
olsun. Buna goére ornegin her bir sinifa ait olma sarth olasiligr denklem 3.14’e gore

bulunur.

1 .
Py =jIX =) =7 ) 11 ==))

i€A

(3.14)

Yukaridaki denklemde gegen I fonksiyonu, aldigi parametrelerin esit olmasi
durumunda 1, diger durumlarda 0 déndiirmektedir. Sonug olarak X &rnegi olasiligi

en yiiksek olan sinifa atanmaktadir.

3.2.7. K*
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K*, drnek tabanl bir simiflandiricidir. Ornek tabanli metotlar her hangi bir veriyi,
onceden smiflandirilmig  egitim  veri setindeki Orneklerle karsilastirarak
siniflandirmaktadir [76]. Bu siiflandirici, 6rnekler arasi benzerligin belirlenmesinde
baz1 uzaklik ve benzerlik fonksiyonlarindan yararlanir. K* algoritmasi entropi temelli

bir uzaklik fonksiyonu kullanarak diger 6rnek tabanli siniflandiricilardan ayrilir [77].

3.3. Oznitelik Cikarim Yontemleri

Bu boliimde literatiirde sik¢a kullanilan protein kodlama yontemleri anlatilmistir.
Anlatilan  yontemlerin bir kismi yapilan deneylerde Onerilen ydntemlerin
performansin1 kiyaslamak i¢in kullanilmistir. Deneylerde kullanilmayan kodlama
yontemleri PROSES yazilimi i¢inde yer almakta olup biyoinformatik alaninda
calisan arastirmacilarin kullanimma sunulmustur. Bu yontemlerden amino asit
kompozisyon (AAC), Amino asit ¢ifti (AAP), Bitisik Uclii (CT), Komposizyon-
Gecis-Dagilim ve dipeptit kompozisyon (DC) yontemleri protein dizi uzunlugundan
bagimsiz olarak esit uzunlukta Oznitelik vektorleri iiretmektedir. Kompozisyon
moment vektor (CMV) yonteminde, M kaginci dereceden moment alinacagini
belirten parametre olmak iizere, 6znitelik vektdr boyutu 20xM olmaktadir. Residue-
couple model (RCM) yonteminde, R 6znitelik vektoriiniinrank parametresi olmak
lizere, Oznitelik vektor boyutu Rx400 olmaktadir. Vektér boyutu verilen bir
parametre ile degisen yontemlerde, sabit uzunlukta 6znitelikler tiretmek miimkiindiir.
Geri kalan Ortonormal kodlama (OE), OETMAP, Taylor Venn Diyagram (TVD)
yontemlerinde ise Oznitelik vektdr boyutu protein dizi uzunlugu ile orantili
olmaktadir. Her bir yontemin olusturdugu 6znitelik vektor boyutu ve ilgili referans,

Tablo 3.2.°de verilmistir. Her bir metoda ait detayli bilgi ilgili baslik altinda

anlatilmustr.
Tablo 3.2 Yontemlere ait 6znitelik vektor uzunlugu ve ilgili referans.

Metot Uzunluk Referans Metot Uzunluk  Referans
AAC 20 [78] CMV 20xM [79]
AAP 400 [80] DC 400 [78]

CT 343 [3] OE Nx20 [81]
CTDC 21 [82] OETMAP Nx30 [83]
CTDD 105 [82] RCM Rx400 [84]

CTDT 21 [82] TVD Nx10  [85]
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3.3.1. Amino asit kompozisyon

Amino asit kompozisyon (Amino Acid Composition) kodlama yontemiyle 20 farkl
amino asidin protein dizilimindeki frekanslarina bakilarak 6znitelik vektorii ¢ikarilir.
Protein dizilimi igerisinde her bir amino asidin tekrar sayis1 hesaplanip toplam dizi
uzunluguna bdliinerek Oznitelik vektorli igerisindeki niimerik deger hesaplanir.
Amino asit dizi uzunlugundan bagimsiz olarak 1x20 boyutunda bir 6znitelik vektorii
olusur. Dizi uzunlugu N ve Oznitelik degeri hesaplanmak istenen i. aminoasidin
tekrar sayisina n; dersek bu proteine ait Oznitelik vektorii denklem 3.15’e gore

olusturulur.

n; np nzo]

Fase = [ (3.15)

Denklem 3.15’te bulunan 6znitelik vektorii sadece proteinde yer alan amino asitlerin

kompozisyon bilgisini igcermektedir.
3.3.2. Amino asit cifti

Amino asit ¢ifti (Amino Acid Pair) Chen ve ark. [80] tarafindan gelistirilmistir. Bu
yontemde bir dipeptidin protein diziliminde ge¢me siklig1 diger dipeptitlerinki ile
kiyaslanir. Ornegin, MTAEEMK dizilimine sahip bir protein MT, TA, AE, EE, EM,
MK seklinde dipeptitlere ayrilir. Olas1 tim dipeptitler géz Oniine alindiginda
aminoasit dizi uzunlugundan bagimsiz olarak 20 farkli aminoasit i¢in 20x20
boyutunda oznitelik vektorii olusmaktadir. Bir dipeptitin dizi igerisinde geg¢me
sikhigina f'aap, diger tiim dipeptitlerin sayisina faap dersek, bu dipeptit igin AAP
degeri denklem 3.16’ya gdre hesaplanir.

f+
R =g (722)

Her bir dipeptit icin R degeri hesaplandiktan sonra bulunan degerler denklem

3.17°deki gibi [-1,+1] araligina normalize edilir. Normalizasyonun amaci 6grenme

stirecinde herhangi bir Ozniteligin diger Ozniteligi baskilamasina engel olmaktir.
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Denklem 3.17°de gecen min ve max degiskenleri sirasiyla dizilimdeki en diisiik ve en

yiiksek R degerine sahip dipeptitlere karsilik gelmektedir.

Raap — min) 3

Ryap =2 ( -
A4p max —min

(3.17)

3.3.3. Kompozisyon moment vektorii

Proteinlerin birincil yapisina (amino asit dizilimi) bakarak amino asitlerin frekans ve
konum bilgileri ¢ikarilabilir. AAC ve AAP kodlama yontemleri frekans bilgisini
kullanirken konum bilgisini géz ardi etmektedir. Kompozisyon moment vektorii
(Composition Moment Vector) yonteminde ise proteinlerin birincil yapisindan hem

konum hem frekans bilgisi kullanilarak 6znitelik vektorii ¢ikarilmaktadir.

P herhangi bir protein, A; bu proteinin aminoasit dizisi i¢erisinde gegen i. amino asidi
olsun. Tiim amino asitlerin A, C, D, E,F, G, H,, K, L, M, N,P, Q,R, S, T, VW, Y
seklinde siralandigini ve her birinin sirastyla (X1,X2,...,X20) degiskenlerine karsilik
geldigini diisiinelim. N boyutundaki bir aminoasit dizisine sahip bir proteinin, 1 =
1,2,...20 ve k>0 i¢in k. dereceden moment vektorii denklem 3.18’e gore hesaplanir.
Denklemde gecen n;j i. amino asidin j. lokasyonuna, K; ise 1. aminoasidin dizi

icerisindeki toplam sayisina karsilik gelir.

K;
1
() — k.
T NIN-D (N - k)ZnU (3.18)
]:

k = 0 i¢in olusan Kompozisyon moment vektorii (CMV), sadece frekans bilgisi olup
AAC kodlama ile ayn1 sonucu vermektedir. K’nin maksimum degeri i¢in P proteinine

ait moment matrisi denklem 3.19’a goére hesaplanir.

0 0 0
[xi ) xg > xgo)]
e €3] 1
ka1 =% Xz X2 |

(3.19)

® ® K
LC1 Xy Xy
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Herhangi iki protein i¢in olusturulan moment matrisinin ayni1 olmasi bu iki proteinin
ayni oldugunu gostermektedir. CMV kodlamaya gore olusturulan 6znitelik vektor
boyutu K parametresine gore degiskenlik gosterip Kx20 boyutunda olmaktadir. N
dizi uzunluguna sahip bir protein i¢in verilecek maksimum K degeri N-1 olmak

zorundadir.

3.3.4. Bitisik iiclii

Bitisik Uclii (Conjoint Triad) kodlama ydnteminde proteinlere ait 6znitelik vektorleri
amino asitlerin frekanslarina ve kimyasal 6zelliklerine bakilarak g¢ikarilir. Amino
asitlerin elektrostatik ve hidrofobik o6zellikleri gbz oniine alinarak belirlenen yedi
farkli siniftan birine atanmaktadir. Daha sonra proteinin birincil yapisindaki her bir
amino asit kendisinden sonra gelen iki amino asit ile birlikte ii¢lii birimlere ayrilir.
Yapilan bu smiflama ve gruplamaya gore, proteinlerin aminoasit dizi uzunlugundan
bagimsiz olarak toplamda 343 (7°) farkli {iclii grup olusabilir. Herhangi bir P
proteinine ait Oznitelik vektorii tim ticlii gruplara ait frekanslarin hesaplanip
normalize edilmesi ile bulunur. Aminoasit dizisi i¢inde gegen i. ii¢lii gruba ait tekrar
sayisina f; dersek, bu proteine ait R 6znitelik vektoriindeki ri degeri denklem 3.20’ye

gore hesaplanir.

1y = (fi —min{fy, f5, ..., f3a3 D/(max{f, f2, -, f343})
(3.20)

3.3.5. Kompozisyon, gecis, dagilim

Kompozisyon, Gegis ve dagilim (Composition, Transition, Distribution) 6znitelikleri
proteinlerin amino asitlere ait kimyasal ve yapisal 6zelliklerini gostermektedirler. Bu
ozelliklerin her biri ayr1 ayr1 veya birlestirilerek tek bir 6znitelik vektorii olarak

kullanilabilir [86]. Oznitelik vektorii iki adimda olusturulmaktadar.
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[lk adimda protein dizisi amino asitlerin yedi farkli kimyasal 6zelligine
(hydrophobicity, normalized Van der Waals volume, polarity, polarizibility, charge,
secondary structures, solvent accessibility) gore siniflandirilir. Yedi farkli 6zelligin
her biri Tomii ve Kanehisa [82], [87] tarafindan belirlenen ii¢ farkli gruptan birine
atamir. Ornegin polarity 6zelligi; pozitif, negatif ve neutral olarak, secundary
structure Ozelligi; helix, strand ve coil olarak gruplanir. Bu ydnteme gore yapilan

gruplama ve siniflandirma detaylar1 Tablo 3.3.’te verilmistir.

Kompozisyon yonteminde (CTDC), kimyasal 6zelliklerine gore etiketlenen amino
asitlerin frekanslari hesaplanip normalize edilir. Bu yontemde oznitelik vektor

uzunlugu 21 (7x3) olmaktadir.

Gecis yonteminde (CTDT), Oznitelik vektorii, etiketlenmis her bir aminoasidin
kendisinden sonra gelen amino asidin sinif ve grubuna gecislerinin sayilip normalize
edilmesi ile bulunur. Olasi tiim gecis sayis1 21 olup bu ayn1 zamanda 6znitelik vektor

boyutudur.

Dagilim yonteminde (CTDD), 6znitelik vektori, belirli bir gruba ait aminoasidin ilk,
%25, %50, %75 ve %100’ linilin gegtigi lokasyonlar belirlenerek bu gruba ait
dagilimlarin normalize edilmesiyle bulunur. Her bir grup icin bes farkli lokasyon

olasilig1 oldugundan 21 grup i¢in 105 (21x5) farkli 6znitelik degeri ¢ikarilir.

3.3.6. Dipeptit kompozisyon

Bu ydntemde amino asit dizisi ikili gruplar (dipeptide) halinde ayrilir. Ornegin,
MTAEEMK dizilimine sahip bir protein MT, TA, AE, EE, EM, MK olacak sekilde
dipeptitlerine ayrilir. 20 farkli aminoasit i¢in olusturulabilecek dipeptide sayis1 400
(20x%20) olmaktadir. Herhangi bir amino asit dizisinde dipeptitler bulunup frekanslar
hesaplandiktan sonra olas1 tim dipeptitlere boliinerek 6znitelik hesaplanir.

Buyontemde 6znitelik vektdr boyutu 400 olmaktadir. F; i. dipeptide ait 6znitelik ve
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bu dipeptidin verilen dizi igerisinde gegen tekrar sayr di olsun. Oznitelik

degerleridenklem 3.21°e gore hesaplanir.

F = -
' = 200 (3.21)
Tablo 3.3. Amino asitlerin kimyasal 6zelliklerine gore gruplanmasi
Simif Grup-1 Grup-2 Grup-3
Hydrophobicity Polar Neutral Hydrophobicity
R,K,E,D,Q,N G, A STPHY CLV,IMFW
Normalized Van der ~ Volume range 0— Volume range 2.95-94.0 Volume range
Waalsvolume 2.78 4.03-8.08
GAST,PD N,V.E,Q,l,.L M,H.K,F,R,Y,W
Polarity Polarityvalue 4.9— Polarityvalue 8.0-9.2 Polarityvalue
6.2 10.4-13.0
L,ILF,W,C,M\V,Y P,ATG,S H,Q,R,K\N,E,D
Polarizibility Polarizabilityvalue Polarizabilityvalue Polarizabilityval
0-1.08 0.128-120.186 ue 0.219-0.409
G,ASD,T C,P.N\VE,Q,IL KM,H,FRY W
Charge Positive Neutral Negative
K,R AN,C,Q,G,H,I,L,M,F,P, D.E
S, TW,YV
Secondarystructures Helix Strand Coil
EALMQKRH VIYCWFT G,N,P,SD
Solventaccessibility Buried Exposed Intermediate
A.LFCG,IV,W P.K,Q.E,N,.D M,P,S, T,H,Y

3.3.7. Ortonormal kodlama

Ortonormal kodlaman(Orthonormal Encoding) yonteminde 20 farkli aminoasidin her
biri 1x20 boyutunda bir edili.  Bu
{A,R,N,D,C.E,Q,G,H,LL. K. M,F,P,S,T,W,Y,V} kiimesindeki amino asit dizilimine

vektor ile ifade vektor P=
gore olusturulur. Ozniteligi olusturulacak amino asidin P kiimesindeki lokasyon
degeri ‘1° geri kalan degerler ‘0’ olacak sekilde atama yapilir. Ornegin P kiimesinde
lokasyonu bir olan ‘A’ amino asidine ait vektér Fa=[1, 0, 0,0, 0, 0, 0, 0, 0, 0, 0, O,

0, 0,0, 0,0, 0, 0, 0] olmaktadir. F;, P kiimesindeki 1. aminoaside ait vektor olmak
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tizere, MTAEEMK dizilimine sahip bir proteine ait 6znitelik vektdrii F=[Fwm, Fr, Fa,
Fg, Fg, Fm, Fx] olur. N uzunlugunda bir diziye sahip proteine ait F 6znitelik vektorii

Nx20 boyutunda olmaktadir.

3.3.8. Taylor venn diyagram

Taylor venn diyagrami (TVD), amino asitlerin fizikokimyasal 6zellikleri arasindaki
iliskilerden yola ¢ikarak proteinleri kodlayan bir yontemdir. Bu yontemde ilk olarak
amino asitlerin sahip olduklar fizikokimyasal 6zellikler belirlenir. Sekil 3.2.’de 10
farkli fizikokimyasal Ozellik diyagramlar halinde gosterilip amino asitler bu
diyagramlara yerlestirilmistir. Diyagramlarin birbiriyle kesisme ve kapsama
durumlart oldugundan dolay1 bir amino asit birden fazla fizikokimyasal 6zellige
sahip olabilmektedir. Amino asitlerin sahip olduklar1 6zellikleri niimerik formatta
gostermek amaciyla 10x 1 boyutunda vektor tanimlanir. Bu vektoriin her bir elemani
bir fizikokimyasal Ozellige karsilik gelir. Kodlanmak istenen aminoasidin sahip
oldugu ozelliklerin vektorde karsilik geldigi yerler 1, geri kalan degerler 0 olarak
atanir. Bu mantiktan hareketle Sekil 3.2.’te verilen diyagrama gore her bir aminoasit
icin 10x1 boyutunda vektor elde edilir. Her bir amino asidin kimyasal 6zelliklerini

gosteren niimerik degerler Tablo 3.4.’te verilmistir.



30

tiny
‘ __proline
aliphatic _ G S
A
v C
| G N
r 1
D
-\\'\ E charged
hydrophobic) \ \.' '
’/Ry negative
positive

Sekil 3.2. Taylor Venn diyagram [88]

Proteinler, TVD yontemine gore kodlanirken dizilimde yer alan her bir amino asit
Tablo 3.4.’teki niimerik vektore bakilarak kodlanir. Ornegin ‘W’ amino asidi Fw = [1
0010000 0 0] vektorii ile nlimerik olarak tanimlanir. N uzunlugunda bir diziye

sahip proteine ait F 6znitelik vektorii Nx 10 boyutunda olmaktadir.
3.3.9. OETMAP

OETMAP, ortonormal kodlama ve TVD yontemlerinin birlikte kullanildig: hibrit bir

yontemdir. L uzunlugunda bir P proteinine ait i. amino asidin 20 bitlik OE vektorii

{d;} ve 10 bitlik TVD vektorii {Bi} olsun. OETMAP yo6nteminde bu aminoaside ait
vektor {¥;} olsun. Bu vektor asagida gorildiigii gibi OE ve TVD vektorlerinin

birlestirilmesi ile elde edilir.

%=({a;|1{b;}) (3.22)

L uzunlugundaki P proteininin OETMAP ile kodlanmasiyla elde edilen X dznitelik
vektorii Lx30 boyutunda olmaktadir.



31

Ornek verecek olursak ‘ALDFEQEM’ dizilimine sahip bir proteinde ‘D’ amino asidi
icin OETMAP vektorii asagidaki gibi bulunur.

{;=[00010000000000000000]}

(b;=[0011110000]}
(%, =[000100000000000000000011110000]}

Yukarida yapilan islem tiim amino asitler i¢in yapilip bulunan vektorler hesaplanarak

birlestirilir ve 6znitelik vektorii ¢ikarilir.

Tablo 3.4. TVD kodlama yonteminde her bir amino aside ait niimerik vektor.

Ozellik A RNDICOQEGHI L KMFPSTWYV
Hydrophobic 1 0 0 o0 1 0 o0 1 1 1 1 1 1 1 0 0 1 1 1 1
Positive 010 0 00O O0OOT1 O0OO0OT1O0 O0OO0OO0OO0OO0O 0O O
Negative 0 o 01 00 1 0 0 O0OO0OO0OO0OO0OOUOOTU O 0O
Polar 0 111 01 1 01 0O0O1 0 O0O0OT1T1 1 10
Charged o 1 0 1 0 0 1 0 1 0O 11 0 O0OOUO0OO OO
Small 101 1 1 0 01 0 O0OOO OT1T1 1 0 0 1
Tiny 10 0 0 O O O1 O OO O O OO0OT110 0 0 O
Aliphatic 0 o0 0 0O OOUOT111O0 0 0O0O0O0O0 0 1
Aromatic 0 o 0 0 0OO0OO0OO0OT1TO0O0OOWO0ODTU010001 10
Proline 0 0 0 0O OO OO 0O O0OOOO0OT1 00 0 00

3.3.10. Amino asit asleme modeli

Amino asit esleme modelinde (Residue-Couple Model) amino asit dizilimine bakarak
farkli desenlere sahip ciftler (dipeptide) olusturulur. Dizilimden ¢ikarilan ¢iftler olas1
tiim ciftlerin yer aldig1 vektor icerisinde 1, geri kalanlar ise 0 olacak sekilde kodlanir.
Aminoasit dizi uzunlugundan bagimsiz olarak bir proteinde 400 (20x20) aminoasit
cifti olusturulabilir. Bu yontemde farkli desende dipeptitler olusturmak i¢in ¢iftlerin
secildigi lokasyonlar yontem uygulanmadan once secilen k parametresine gore
degismektedir. Proteine ait dizilimde ilk amino asidin secildigi konuma n dersek,
ikinci aminoasit n+k konumundan segilmektedir. Amino asit ¢iftlerinin dizilim

icinden se¢ilip kodlanmasina ait formiil denklem 3.23’te verilmistir.



32

1 N-k
k) _
X = m Zl H;j(n,n+k)
n=

k<Ni=12..20vej =1.2,..20
(3.23)

n-1
x® = ;z H; (n,n+ 1)
L] (N _ 1) ] 2]
n=

n-2
x® = ;z H; ,(n,n+ 2)
LJ (N _ 2) ] 2]
n=

Denklem 3.23’te n. konumdaki amino asidin i. , ntk konumundaki aminoasidin j.
olmasi durumunda H;j(n,n+k) = 1 diger durumda H;j(n,n+k) = 0 olur. Sekil 3.3.’de k
= 3 degeri i¢in sirastyla dizilimin birinci, ikinci ve l¢iincii dereceden ranklarinin

nasil olusturuldugu gorsel olarak aciklanmaistir.
RCM metodunda her bir rank icin 400x1 boyutunda 6znitelik vektorii olusturulur.

Kodlanmak istenen proteinden kaginci dereceye kadar rank alinacagina k parametresi

ile karar verilir. Olusan 6znitelik vektorii 400 xk boyutunda olur.

H0.2) Hig&3) Higi34) Hijie5)  Hyji5.6)

d

Sekil 3.3. k =3 degeri i¢in 6rnek bir dizilimin birinci, ikinci ve tiglincii dereceden ranklara gére amino asit
¢iftlerinin se¢ilmesi.



BOLUM 4. ONERILEN YONTEMLER VE PROSES YAZILIMI

Bu boliimde, patojen ve konak organizmalar arasinda gergeklesen protein
etkilesimlerinin tahmin dogrulugunu arttirmak amaciyla Onerilen yOntemler
aciklanmistir. Yontemlere ek olarak, PPE probleminin, amino asit dizilim tabanli
Oznitelik vektorleri kullanilarak, makine 6grenmesi algoritmalar ile ¢dziimiinde
gerekli On islemlerin yapilacagi web tabanli PROSES yazilimi gelistirilmistir.
PROSES yazilimi ile yapilacak islemler ve yazilima ait modiiller bu bolimde

aciklanmustir.

4.1. Genisletilmis Ag Modeli

Genisletilmis ag modeli, PKE tahmininde karsilagilan veri yetersizligi problemi
dikkate alinarak gelistirilmistir. Tiir i¢i ve tiirler arasi protein etkilesimlerinin
deneysel yontemlerle belirlenmesi yiiksek maliyet ve uzun zaman gerektirmektedir.
Deneysel yontemlerle belirlenen ve veri tabanlarinda paylasilan etkilesim verilerinin
az olmas1 hesaplamali modellerin gelistirilmesi agisindan dezavantajdir. iki tiire ait
tiim proteinlere ait olas1 tiim etkilesim sayis, tiirlere ait protein sayilariin ¢arpimina
esittir. Veri tabanlarinda tiirler arasi bilinen etkilesimler, olabilecek tiim etkilesimlerin
cok azii olusturmaktadir. Bilinen etkilesimlerin kodlanmas ile egitilen bir model,
olas1 tiim etkilesimlerin ¢ok az bir boliimiinii kullanmaktadir. Tiirler arasi etkilesim
havuzu modelin 6grendiginden ¢ok daha fazla cesitlilik barindirmaktadir. Bu sebeple
danismali 6grenmeye dayali algoritmalar tiirler arasi etkilesim tahmininde istenilen

basartya ulagmamaktadir.

Genisletilmis ag modeli, tiirler arasi etkilesim agina, agda yer alan proteinlerin tiir
icinde yaptig1 etkilesimlerin dahil edilmesi ile egitilen danismali modelin tahmin

dogrulugunu arttiracagi hipotezi temel alinarak gelistirilmistir. Bu dogrultuda konak-
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patojen etkilesime ek olarak her iki tiire ait proteinlerin kendi i¢lerindeki etkilesim
ag1 da 6grenme siirecine katilmigtir. Boylece 6grenme modeli ¢esitliligin daha fazla

oldugu bir veri seti kullanarak tahmin yapacaktir.

Proteinler aras1 etkilesimler iliski matrisleri kullanilarak sayisallastirilir. iliski
matrisinin boyutunu organizmalarin sahip oldugu protein sayisi belirler. Tiirlere ait
proteinler ayr1 ayr1 satir ve siitunlara yerlestirilir. Aralarinda etkilesim olan proteinler,
satir ve siitunlarin kesistigi yerde 1 olarak kodlanir. Bilinen tiim etkilesimler 1 olarak
kodlandiktan sonra geri kalan kisimlar O olur. iliski matrisinde 0 olan yerler
bilinmeyen etkilesimleri gosterip, 1’lere, yani bilinen etkilesimlere oranla hayli

fazladir. Bu durum veri seyrekligi (data scarcity) olarak ifade edilir.

Genisletilmis ag modelini matematiksel olarak ifade edelim. Konak organizmaya ait
proteinlerin sayisi m ve bu proteinlerin kiimesi X = {xi, X2, ... , Xm} olsun. Patojen
organizmaya ait proteinlerin sayisi n ve bu proteinlerin kiimesi de Y = {yi, y2, ...,
yn} olsun. Konak-patojen proteinler arasi etkilesimleri gosteren iligki matrisi M €
R™*n olsun. M iligki matrisine gore dgrenme siirecinde kullanilacak {(xi,yi)} pozitif
etkilesimlerin veri seti olsun. M iliski matrisine, patojen ve konak organizmalara ait
proteinlerin eklenmesi ile olusan yeni iligki matrisi (k = m+n olmak {izere), Myeni €
Rkxk boyutlarinda genisletilmektedir. Veri setindeki etkilesimlerin yer aldigi Qyeni

veri seti s0yle olmaktadir:

Q= {(xi,yj)},patojen — konak(PH )etkilesimler

Q, = {(xi,xj)},i # j, konak — konak(HH)etkilesimler 4.1)
Qs ={(y1,v;)}, i # j, patojen — patojen(PP)etkilesimler

Qnew = 04 UQ, U Q,

Konak-patojen iligski matrisinin (PH) tiir i¢i etkilesimleri de i¢ine alacak sekilde nasil
genisletildigi Sekil 4.1.’de goriilmektedir. Sekilde konak organizmaya ait tiir ici
etkilesimler ‘HH’, patojen organizmaya ait tiir i¢i etkilesimler ‘PP’ kare matrislerinde
yer almaktadir. Bu matrislerin tiirler arasi etkilesim matrisi ‘PH’ ile birlestirilmesi

sonucu Myeni iliski matrisi olusmaktadir. Yeni olusan iligki matrisi simetrik bir kare
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matristir. Bu matris protein sayisi fazla olan organizmalar i¢in devasa boyutlara
ulasabilir. Ornegin, insana ait 70.000, bacillus anthracis bakterisine ait 5000
civarinda protein vardir. Bu iki tiir igin GAM yoOntemiyle olusturulacak yeni iliski
matrisi 75000%x75000 boyutunda olacaktir. Bu matrisin PH alaninda (70000x5000)
bilinen etkilesim sayisi, diger bir deyisle 1’lerin veya veri setinde pozitif etiketli
orneklerin sayis1 5000 civarindadir. Insan proteinlerinin kendi icindeki bilinen
etkilesim sayis1 (HH alani) diger alanlarda yer alan bilinen etkilesimlerden ¢ok daha
fazladir. Egitim verisinde, yeni iliski matrisindeki tiim pozitiflerin yer almasi tahmin
modelinin sayica fazla olan tiir i¢i etkilesim lehine 6grenme yapmasina sebep olacak
ve patojen-konak etkilesim tahmininde yetersiz kalacaktir. Bu nedenle, GAM
yonteminde danismali 6grenme yontemleri ile kullanmak iizere hazirlanacak veri
setinde olusan yeni iliski matrisinde yer alan bilinen etkilesimlerin tiimii kullanilmaz.
Veri seti olusturulurken ilk olarak patojen-konak etkilesimler baz alinir. Her bir
organizmanin ag i¢inde yer alan proteinleri kullanilarak tiir i¢i etkilesimler icin
yapilan sorgulamada veriler giivenirligine gore siralanir. Bu islem STRING veri
tabaninda etkilesim gilivenirligini gosteren bir indekse gore yapilmaktadir. Veri seti
olusturulurken tiir i¢i pozitif 6rnek sayisi, tiirler arasi bilinen pozitif 6rnek sayisina

yakin olacak sekilde secilir. Boylece || =|Q2|+|Q3] olur.

GAM yoOnteminde Onemli noktalardan biri de negatif veri setinin nasil
olusturuldugudur. Biyolojik veri tabanlarinda dogrulanmis negatif etkilesim verisi
olmadigindan dolayr negatif etiketli veriler bilinmeyen etkilesimler arasindan
rastgele secilmektedir. Iliski matrisi iizerinden sdyleyecek olursak negatif rnekler 0
olan alanlardan rastgele secilmektedir. GAM yOntemine gore negatif veri seti
olusturulurken sadece PH bolgesinde yer alan yani tiirler arasi bilinmeyen etkilesim
verileri arasindan rastgele se¢im yapilir. Literatiir calismalarinda genellikle negatif
ornek sayis1 pozitif 6rnek sayisindan fazla olacak sekilde veri seti olusturulur. Pozitif
etiketli Orneklerin negatif etiketli orneklere oran1 1/1, 1/5, 1/10 arasinda

degismektedir.
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Sekil 4.1. Tek tiir i¢in genisletilmis iligki matrisi

T
& my HH, PH:
'
my. | PH o PHY | oy M HH, PH;'
24
@
Y T PH, PP,

Ny n, M - 1 ng- PH, PP,
m, n m, N

Sekil 4.2. Coklu veri setleri igin genisletilen iligski matrisleri

4.2. Lokasyon Tabanh Kodlama

Hesaplamali yontemlerde veri seyrekligi veya yetersizligi (data scarcity) disinda,
veriden kaynakli bir diger sorun yontemin kullandig1 protein bilgisine erisememe
durumudur. Hesaplamali yontemler proteinlere ait farkli bilgileri kullanarak
tahminde bulunmaktadir. Proteinlere ait bu bilgiler hesaplamali yontemler igin
etkilesim verisi disinda ikinci bir kisit olarak karsimiza g¢ikmaktadir. Ornegin
proteinlerin ikincil yapisini kullanan hesaplamali yontemler i¢in etkilesim aginda yer
alan tiim proteinlere ait ikincil yapiya erismek zordur. Bu nedenle etkilesimin
bilinmesi yeterli olmayacak, ayn1 zamanda etkilesimde yer alan proteinlerin ikincil

yapisina ihtiya¢ duyulacaktir. Ikincil yapilar bilinmedigi takdirde agdaki etkilesimler
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kullanilmayacak ve veri yetersizligi problemi daha da derinlesecektir. Biyolojik veri
tabanlarinda proteinlere ait en genig bilginin amino asit dizilimleri oldugu
gorilmektedir. Dolayisiyla amino asit verisinden yola ¢ikarak gelistirilecek

dogrulugu yliksek bir tahmin metodunun biiyiik 6nemi vardir.

Lokasyon tabanli kodlama (LTK), amino asit dizilimlerinin kullanildig1 bir 6znitelik
cikarim yontemidir. Danigmali makine 6grenmesi algoritmalar ile kullanilacak veri
setindeki tlim Orneklerin esit uzunlukta Oznitelik vektorlerine sahip olmasi
gerekmektedir. PKE tahmini i¢in kullanilacak kodlama yonteminin farkli uzunluktaki
amino asit dizisini, sabit uzunlukta 6znitelik vektoriine dontistiirmesi gerekmektedir.
Bu sebeple LTK oOncelikle sabit uzunlukta oznitelik vektorii olusturacak sekilde

gelistirildi.

Literatiirde sabit uzunlukta 6znitelik vektorii olusturan diger yontemler genellikle
amino asitlerin dizilim igerisindeki frekans veya kimyasal yap1 bilgisini
kullanmaktadir. LTK yontemi ise amino asitlerin dizi igerisindeki konumlarinin bir
proteinin karakteristigini ortaya koyabilecegi hipotezi lizerine gelistirilmistir.
Yontemin uygulamast ii¢ asamaya ayrilmistir. Birinci adimda amino asit dizisi
onceden belirlenmesi gereken bir parametreye gore alt dizilere ayrilir. Ikinci adimda
her bir dizi niimerik olarak kodlanir. Bu asamada amino asitlerin indeks faktorii goz
Oniline alinarak ayni islem alt dizilerin tersine de uygulanir. Son adimda patojen ve
konak proteinlerine ait Oznitelik vektorleri birlestirilerek PKE tahmininde
kullanilacak nihai 6znitelik vektorii olusturulur. Her bir adima ait detayli agiklama

asagida verilmistir.

— Adim 1. Aminoasit dizisinin alt dizilere ayrilmasi

Bu adimda ilk olarak proteine ait dizilimin kag alt diziye ayrilacagina karar verilir.
Yontem, amino asit dizisine uygulanmadan Once alt dizi sayisi parametre olarak
verilmelidir. Burada alt dizi sayis1 L degiskeni ile ifade ediliyor olsun. Alt dizisi
bulunmak istenen amino asit dizi uzunlugu N, ve her bir alt dizi indeksi i olsun.

Amino asit dizisinin alt dizilere ayrilacagi lokasyonlar: belirten d; degerleri denklem
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4.2’ye gore hesaplanir. Islem sonrasi dizinin kesilme yerlerini gdsteren virgiillii

sayilar bir alt tamsayiya yuvarlanir.

d; = li * %J 4.2)

Tablo 4.1.’de protein dizi uzunlugu 49 olan bir amino asit dizisinin L = 5 degeri igin
alt dizilere ayirma 6rnegi goriilmektedir. Alt dizilerin sonuncusu proteinin amino asit

dizilimiyle aynidir.

Tablo 4.1. L =5 degeri i¢in alt diziye ayirma 6rnegi

Dizi Uzunluk
Sn VQDLMETDLYKLLKSQQLSNDHICYFLYQILRGLKYIHSANVLHRDLKP 49
S1 VQDLMETDL 9
S, VQDLMETDLYKLLKSQQLS 19
53 VOQDLMETDLYKLLKSQQLSNDHICYFLY 29
54 VOQDLMETDLYKLLKSQQLSNDHICYFLYQILRGLKYIHS 39
55 VOQDLMETDLYKLLKSQQLSNDHICYFLYQILRGLKYIHSANVLHRDLKP 49

— Adim 2. Amino asit dizisine ait 6znitelik vektoriiniin ¢ikarilmasi

Bu adimda protein diziliminde yer alan 20 farkli amino asidin her biri i¢in, dizilimde
yer alan amino asitlerin lokasyonuna gore niimerik bir deger hesaplanmaktadir.
Yapilan islemler sonrasi bulunan 6znitelik vektorii F, dizi i¢erisindeki her hangi bir n;
amino asidinin dizi igerisindeki indis degerleri kiimesi c; ve amino asit dizi uzunlugu
N olsun. Bu degiskenlere gore ni amino asidinin 6znitelik vektoriindeki niimerik

degeri denklem 4.3’e gore hesaplanir.

Fn) =y 2 4.3)

JECy

Yukarida verilen denkleme gore her amino asit i¢in niimerik bir deger hesaplanir. Bu
yonteme gore protein diziliminden bagimsiz olarak 1x20 boyutunda bir 6znitelik
vektorii olusur. Sekil 4.3.te uzunlugu 26 olan Ornek bir protein icin 6z nitelik

vektoriiniin nasil olusturuldugu gosterilmistir. Denklem 4.3’iin daha iyi anlagilmasi
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icin Sekil 4.3.’te verilen dizilime gore 'L' amino asidine ait 6zniteligi hesaplayalim.
Dizilimde 'L' amino asidine ait lokasyonlar {2,6,7,15,20}, tekrar sayis1 j=4 ve dizi
uzunlugu 26 olmaktadir. Denklem 4.4’te L amino asidine karsilik gelen 6znitelik

hesaplanmustir.

i 2 6 7 15 20
F(L) = tz— et —t—+—+—=192 4.4
(L9 _ N 26+26+26+26+26 (*4)
je{2,6,7,15,20}

Ornek amino asit dizisi ve her diziye ait indeks
MILIE|Q|G|L|L|V|T|A|G|V|A|F|L|T|S|V|A|IL|S|P|F|I|P]|F
1Ll 2|3|a|S|ae|Fla2]9 (1001111121123 (14|15116]17118|19)120]121|22]|22]124]25]26

Y

Ornek amino asit dizisine ait oznitelik vektoru
A|R|IN|ID|CIE|Q|G|H|TI|L|K|M|F|P|IS|T|W|Y|V

0.61 '] ! 0.15 | 011 | 061 0 1.53 | 1.92 L] 003 | 242 | 1.80 | 1.46 | 0.34 0

(=]

1.46

(=]
(=]

Sekil 4.3. Verilen bir protein dizisi i¢in 6znitelik ¢ikarim 6rnegi

— Adim 3. KPE tahmininde kullanilacak 6z nitelik vektoriiniin olusturulmasi

Bu asamada amino asit dizisine sirasiyla adim 1 ve adim 2’de anlatilan alt dizilere
ayirma ve Oznitelik ¢ikarma islemleri uygulanir. Dizinin sonlarinda yer alan amino
asitler, indislerinden dolay1 daha biiylik Ozniteliklere sahip olacaktir. Bu amino
asitlerin, frekansi yiiksek amino asitlerle karigmamasi i¢in her bir alt dizinin devrik
haline de adim 2 uygulanir. Proteinin tiimiinii temsil edecek 6z nitelik vektorii her
bir alt diziden elde edilen 6zniteligin birlestirilmesi ile elde edilir. Bagimsiz bir
dizilime ait 6znitelik vektor boyutu 1x20 olmaktadir. Buna gore LTK algoritmasi,
L=5 degeri i¢in 1x200 (5 alt dizi ve devrik halleri i¢in toplamda 10 farkli dizilim elde
edilir) boyutunda 6znitelik vektorli olusturur. Anlatilan islemler konak ve patojen
proteinler i¢in yapilip sonuglar bir araya getirildiginde, PKE tahmininde kullanilacak

nihai 6znitelik vektorii 1400 boyutunda olmaktadir.
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| Konak P. || Devrik Konak . ||  Patojen P. || Devrik Patojen P. |
5, = LVT..¥YIK S, = KIY...TVL 5, = MSW...IER S, = REL..WsSM
I Bélimleme we Oznitelik Cikarimi (L=5) |
gn I511 221 E21 231 :_j31 241 E-u
12 12 22 22 32 32 42 42
513 —J» F13 S23 —J» Fa3 533 —J= F33 S43 —J= Fa3
514 F14 524 Fa2a 534 F34 544 Faq
515 F15 525 F25 535 F35 545 F45

I Fu=[F11.F12.F13.F14,F15.F21.F22.F23.F24,Fagl1x200 " Fp=[F31,F32,F33,F34,F35,Fq1,.Fa3.Fa3,Faq.Fasli w200 I

l FHP = [FH,FP]1X400 |

Sekil 4.4. PKE tahmininde kullanilacak nihai 6z nitelik vektorii ¢ikarma 6rnegi

Sekil 4.4.’te LTK yoOnteminin Ornek protein iizerine uygulanig asamalari
goriilmektedir. LTK yontemi amino asit dizi uzunlugundan bagimsiz olarak sabit
boyutta Oznitelik vektorii olusturur. Vektdr uzunlugu alt dizi sayisim gosteren L
parametresine gore degisir. PKE tahmininde optimum L degerinin kag¢ olacagi veri
setine gore degiskenlik gosterebilir. Bu nedenle en iyi performansin elde edildigi alt

dizi uzunlugu deneysel olarak belirlenebilir.

4.3. PROSES

Son yillarda proteinlerin aminoasit dizi bilgileri ¢ok hizli bir sekilde artmis ve bu
veriler ¢evrimi¢i veri tabanlari aracilifiyla iicretsiz erisime acilmistir. Dizilim
verilerinin hizla artmasiyla birlikte proteinler ile ilgili problemlerin ¢dziimiinde
amino asit dizilim verisinin kullanildig1 makine 6grenmesi algoritmalarinin kullanimi
da yayginlagmistir. Problemlerin bu algoritmalarla ¢6ziimiinde, yeterli miktarda veri,
verilerin ayirt edilmesinde kullanilacak giiclii kodlama yontemi ve probleme uygun
siniflandirma algoritmasi ile bagarili sonuglar alinmaktadir. Biyoinformatik alaninda
calisan ve programlama bilgisi olmayan veya kodlama ile zaman harcamak
istemeyen arastirmacilar i¢in her bir asamada kullanilacak ac¢ik kaynak kodlu veya
ticretli yazilim araglari mevcuttur. Biyolojik verilerin indirildigi veri tabanlarinda
genellikle verinin analizi ve gorsellestirmesi icin gerekli modiiller bulunmaktadir.
Ayni sekilde veri setinden 6zniteliklerin ¢ikarilmasindan sonra siniflandirma yapmak
icin kullanilan Weka, Rapidminer benzeri bircok yazilim mevcuttur. Ancak ¢aligilan

probleme bagli olarak kullanilan veri setlerinin ¢ok ¢esitlilik gostermesinden dolay1
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her veriye uygun kodlama aract bulunmamaktadir. Tezde yapilan deneysel
caligmalarin tiimiinde, kullanilan veri setinde yer alan proteinlere ait amino asit
dizilimleri farkli yontemler ile kodlandi. Amino asit dizilim kodlamasinda PROFEAT
[89], [90], iFrag [91], PseAAC[92], oftline matlab protein encoding toolbox [93] gibi
internet iizerinden veya ¢evrimdisi kullanilabilecek programlar mevcuttur Ancak bu
programlarda literatiirde gecen kodlama yontemlerinin tamamini bulmak miimkiin

degildir. Ayrica bu programlarin bazilarina ticretsiz erisim izni yoktur.

Tezde Onerilen yontemlerin dogrulanmasi amaci ile kullanilan veri setleri, veri
tabanlarindan indirilmesinden tahmin metotlarina verilmesine kadar birgok ©n
islemden ge¢mistir. Veriler {i¢ farkli kaynaktan (STRING, PHISTO ve UniProt)
sorgulanmistir. PHISTO ve STRING veri tabanlarindan proteinler arasi etkilesim
verileri ¢ekilmistir. UniProt veritabanindan deneylerde kullanilan organizmalara ait
amino asit dizilimlerinin tiimii indirilmistir. Etkilesim aginda yer alan proteinlere ait
Oznitelik vektoriinlin ¢ikarilmasi i¢in ayrica bu proteinlerin amino asit dizilimlerinin
bilinmesi gerekmektedir. Agdaki proteinlere ait dizilimler UniProt veri tabanindan
indirilen veri igerisinden UniProt id anahtar1 kullanilarak cekildi ve etkilesimde yer
alan proteinler ile eslendi. Yapilan eslemeden sonra her bir amino asit dizilimi farkl
yontemler ile kodlandi. Su ana kadar yapilan islemler ile veri setindeki pozitif etiketli
simnif olusturuldu. Negatif siniftaki 6rnek sayisi yapilan deneysel c¢aligmaya gore
belirlenmektedir. Istenilen sayida negatif 6rnek, her bir organizmanin proteinleri
arasindan rastgele secilerek eslenir. Negatif Orneklere ait dizilimler de benzer

yontemler ile kodlanir ve pozitif sinif ile birlestirilerek veri seti olusturulur.

Yukarida anlatilan iglem adimlarina ait kodlar PHP web programlama dili ile
kodlanarak PROSES yazilimi tasarlandi. Tezde yapilanlara ek olarak literatiirde
gecen bir¢cok protein kodlama yontemi de yazilima eklendi. Yazilim, protein
kodlama, protein etkilesimi, arama ve dosya doniistirme olmak iizere dort ana
modiilden olusmaktadir. Bu modiiller bir sonraki baglikta detayli olarak agiklanmaistir.
PROSES su anda Yalova Universitesi resmi web sunucusu altinda yer alan

http://proses.yalova.edu.tr adresinde kullanima agilmistir


http://proses.yalova.edu.tr/
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4.3.1. PROSES modiilleri

PROSES, kullanic1 dostu ve esnek bir ara yiiz ile tasarlanmistir. Yazilim protein
kodlama, arama, protein-protein etkilesimi ve dosya dontistiiriicii olmak {izere dort
ana modiilden olusmaktadir. Modiillerin her biri farkli bir sayfada yer almakla
birlikte herhangi bir modiil i¢inde yer alan fonksiyon diger modiiller i¢inde de
kullanilmaktadir. Ornegin arama modiiliinde proteinlerin UniProt kodlarmma gore
yapilan amino asit dizi sorgulama fonksiyonu hem protein kodlama modiiliinde hem
de protein-protein etkilesim modiiliinde kullanilmaktadir. Modiillere ait diyagram ve

modiller arasi iligki Sekil 4.5.’te goriildiigi gibidir.

PROSES yaziliminda, tiimii dizilim tabanli olmak tizere 12 farkli protein kodlamasi
yer almaktadir. Bu yontemlerden amino asit kompozisyon (AAC), amino asit ¢ifti
(AAP), bitisik iicli (CT), kompozisyon (CTDC), gecis (CTDT), dagilim (CTDD) ve
dipeptit kompozisyon (DC) yontemleri amino asit dizi uzunlugundan bagimsiz olarak
esit uzunlukta Oznitelik vektorleri iiretmektedir. Kompozisyon moment vektori
(CMV) yonteminde, M kaginct dereceden moment alinacagini belirten parametre
olmak tizere, 6znitelik vektdr boyutu 20xM olmaktadir. Amino asit esleme modeli
(RCM) yonteminde, R 6znitelik vektoriiniin rank parametresi olmak {lizere, 6znitelik
vektor boyutu R x400 olmaktadir. Geri kalan Ortonormal kodlama (OE), OETMAP,
Taylor Venn Diyagrami (TVD) yontemlerinde ise 6znitelik vektor boyutu protein dizi
uzunlugu ile orantili olmaktadir (Yontemlerin detayli agiklamasi i¢in bakiniz bolim

3.3).
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Sekil 4.5. PROSES modiilleri ve modiiller arasi iligki diyagrami

Kullanilan kodlama ydntemlerinin her biri ayr1 fonksiyon olarak yazilmigtir. Girilen
aminoasit dizilimleri kullanicinin se¢imine gore ilgili yonteme ait fonksiyonun
cagrilmasi ile kodlanmaktadir. Kodlama modiiliine ait calisma prensibi Sekil 4.6.’da

verilen akig diyagraminda goriilmektedir.

Protein etkilesim modiilli, etkilesim aginda yer alan protein ¢iftlerini kodlama
modiiliinde yer alan yontemlerden herhangi biri ile kodlar ve her bir protein ¢iftine
ait bir Oznitelik vektorii iretir. Veriler sisteme, etkilesim halinde olan protein
ciftlerine ait UniProt kodlarin her biri bir siitunda olan dosya halinde veya dogrudan
PHISTO veri tabanindan indirilen dosya olarak verilir. Etkilesim tablosunda yer alan
her bir proteine ait aminoasit dizilimi arama modiilii kullanilarak sorgulanir.
Kullanicinin sectigi kodlama yontemine gore diziler kodlanir. Kodlanan proteinler
etkilesim tablosunda verilen protein ¢iftlerine bakilarak 6znitelik vektorleri
birlestirilir. Sistem, ayni zamanda etkilesim ag1 icerisinde yer alan proteinlerin

tlimiine ait amino asit dizilimlerinin tek dosyada indirilmesine olanak tanir.
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1
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Sekil 4.6. Protein kodlama modiiliine ait akis diyagrami

Arama modiilii, kodlanmak istenen proteinlerin amino asit dizilimine PROSES
tizerinden erismeyi saglar. Dizilimler UniProt koduna gore http://www.uniprot.org/
adresindeki veri tabanindan sorgulanmaktadir. Sorgulamada UniProt kodu, yazilimda
yer alan metin kutusu araciligiyla maniiel olarak veya kodlarin tek siitun halinde yer
aldig1 dosyanin sisteme yliklenmesi ile girilebilir. Veriler girildikten sonra her bir
proteine ait kod, ilgili fonksiyona parametre olarak verilir. Fonksiyon, parametre
olarak aldigr UniProt kimligine ait dizilimi geri dondiiriir. Sekil 4.7.°de arama

modiliiniin ¢calismasina ait akis diyagrami verilmistir.

PROSES yaziliminda kullanicilarin farkli dosya formatlar ile ¢aligmasina imkan
vermek ve sistem iginde lretilen verileri farkli formatlara doniigtirmek amaciyla
dosya doniistirme modiili hazirlanmistir. Dosya doniistiirme fonksiyonlar1 aym
zamanda diger modiillerin tirettigi verileri kullanicilarin farkli formatta indirmelerine
olanak saglamalar1 i¢in de kullanilmaktadir. Proteinlere ait amino asit dizilimleri
genellikle fasta formatinda tutulur. PROSES yaziliminda da protein kodlama modiilii
verileri fasta formatinda almaktadir. Ancak verilerin kullanicilar tarafindan sikca

kullanilan “txt, xls, xlsx, arff” gibi formatlara da cevrilmesinin faydali olacag:


http://www.uniprot.org/
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diisiiniilerek bu modiil hazirlanmistir. Dosya doniistirme modiiliiniin isleyisine ait

akis diyagrami Sekil 4.8.’de verilmistir.

Actor |

: rlver
1: input File or Uniprot ID 1

I

I

|

1.1: Input File or Uniprot ID(Post) ki D ‘T' Spcorlin:=endl)
|

|

|
|
: 3: Return Result{(JSON)
|
|
|

I< 3.1: Create Table
|
|
|
|

2: Request:www.uniprot.org

Sekil 4.7. Arama modiiliine ait akis diyagrami

Actor Server
1: input File

|
|
|
1.1.1: File&Format:(Post) :
|
|

e

2: Download File
o

i L FiIe&F?rmat:Send(}

Sekil 4.8. Dosya doniistiirme modiiliine ait akig diyagram



BOLUM 5. ARASTIRMA BULGULARI

Bu boliimde, dnerilen iki yontemin basarisi test edilmis ve degerlendirme sonuglari
verilmistir. Yontemlerin dogrulanmasinda kullanilan degerlendirme metrikleri
aciklanmustir. ilk deneyde genisletilmis ag modelinin etkilesim tahmininde yaptig
iyilestirmeler dl¢lilmiistiir. Bu amagla konak canlinin insan, patojen canlinin bacillus
anthracis ve ebola oldugu veri setleri kullanilmustir. Ikinci deneyde LTK yonteminin
tahmin dogrulugunu nasil etkiledigi test edilmistir. LTK yonteminin dogrulanmasinda
yersinia pestis ve bacillus anthracis patojenlerinin insan proteinleri ile yaptigi

etkilesim verileri kullanilmistir.
5.1. Degerlendirme Metrikleri

PKE probleminde tahmin metotlari, ikili siniflandirma (var/yok, dogru/yanlis v.b.)
yapmaktadir. Deneysel c¢alismalarda Onerilen yontemlerin bagari/basarisizlik
degerlendirmesi dogruluk (accuracy), ozgiillik (precision), duyarlilik(recall), F1,
AUC ve MCC metrikleri kullanilarak test edildi. Bu metrikler karmasiklik matrisi
(confusion matrix) denilen 2x2 boyutunda bir matristen tiiretilmektedir. Karmasiklik
matrisinde, tahmin modelinin test asamasinda yaptig1 tahminler (predicted class) ve
tahmin edilen verilerin gergek siniflar1 (actual class) yer alir. Sekil 5.1.’dekarmasiklik
matrisi verilmistir. Bu matriste dogru pozitif (DP) ve dogru negatif (DN) sirasiyla
dogru tahmin edilen pozitif ve negatif 6rnek sayilaridir. Yanlis pozitif (YP) ve yanlis
negatif (YN) degerleri ise sirasiyla yanlis tahmin edilen pozitif ve negatif 6rnek

sayilardir.
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Tahmini Simf
P N
Dogru Yanhs
P Pozitif Negatif
(DF) (YN)
Gereek
Sl
Yanlig Dogru
N Pozitif Negatif
(YP) (DN)

Sekil 5.1. Karmagiklik Matrisi

Modelin, test verilerini siniflandirmasinin ardindan pozitif ve negatif etiketli

orneklerin siiflandirma sonucuna bakilarak karmasiklik matrisi olusturulur.

Denklem 5.1°de verilen dogruluk metrigi, tahmin modelinin negatif ve pozitif ayrimi
yapmadan, dogru tahmin edilen ornek sayisinin tiim Ornek sayisina oranidir.
Dogruluk metrigi siniflandirmanin genel basarist hakkinda fikir vermektedir. Bu
metrige bakarak modelin hangi simifi daha iyi tahmin ettigi anlasiimaz. Dogruluk,
veri setinde siniflara ait Ornek sayisinin ¢ok farklt oldugu durumlarda, model
basarimini 6lgmede kullanilacak saglikli bir metrik degildir. Modelin 6grenme
asamasinda negatif veya pozitif sinifi daha iyi 6grenmis olma ihtimali vardir. Bu
durumda model test igin verilen tiim rnekleri tek bir smifa atayabilir. Ornegin, tezin
ilk deneysel calismasinda negatif 6rneklerin pozitiflere orani 1/10 olarak secilmistir.
Bu veri seti i¢in negatif lehine 6grenmenin gerceklestigi model tiim pozitif 6rnekleri
yanlig tahmin edip, negatifleri dogru tahmin etmesi durumunda bile dogruluk orani
%090 olmaktadir. Dolayisiyla bu tiir veri setlerinin degerlendirilmesinde dogruluk tek

basina, siniflandirma basaris1 hakkinda fikir vermez.

S DP + DN 60
OB = b Y YP + DN + YN '

Tahmin modellerini saglikli bir sekilde analiz etmek icin bagka metriklere de ihtiyag
duyulur. Smiflandirma probleminde dogru tahmin edilmesi istenen asil drnekler

hedef sinif olarak verilir ve pozitif olarak etiketlenir. Bu calismada aralarinda
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etkilesim olan proteinler pozitif olarak etiketlenmistir. Pozitif sinifin ne kadar iyi

tahmin edildigini gérmek icin 6zgiilliik ve duyarlilik metrikleri kullaniimaktadir.

Denklem 5.2°de verilen Ozgiillik metrigi, dogru bulunan pozitif 6rnek sayisinin,
tahmin sonucu bulunan pozitif érnek sayisina oramidir. Ozgiillik metrigine gére
modelin pozitif sinifi ne kadar iyi tahmin ettigi anlasilabilir. Diislik 6zgtilliik degeri,
negatif olarak etiketlenmesi gereken orneklerin dogru tahmin edilmedigini gosterir.

Bu metrik negatif 6rneklerin tahmin basaris1 hakkinda fikir vermez.

N DP
. . - 5.2
Ozgillik P TP (5.2)

Denklem 5.3’te duyarlilik metriginin elde edilmesi i¢in kullanilan denklem
verilmigtir. Duyarlilik, degeri dogru bulunan pozitif 6rnek sayisinin veri setindeki
pozitif etiketli 6rnek sayisina oranidir. Herhangi bir tahmin modelinde duyarlilik
degerinin diisiik olmas1 modelin pozitif olarak siniflanmasi gereken 6rnekleri negatif

olarak etiketledigi anlamina gelir.

DP
R — 5.3
Duyarlilik DPTVN (5.3)

Ozgiillik ve duyarlilik metrikleri ayr1 ayri siiflandirma basaris1 hakkinda fikir
vermektedir. Bu metrikler arasindaki farkin fazla olmasi, siniflandirmanin pozitif
veya negatif sinif lehine oldugunu gostermektedir. Bu iki metrige ayr1 ayr1 bakmak
yerine her ikisinin kullanimiyla bulunan F1 skor degeri her iki metrik hakkinda fikir
verir. Denklem 5.4’te verilen F1 skor degeri 6zgiilliik ve duyarlilik metriklerinin
harmonik ortalamasi alinarak bulunur. Ozgiilliik ve duyarlilik degerlerinden birinin
yiiksek, digerinin diisiik olmasi durumunda ikisinin harmonik ortalamasini veren F1

skor degerine bakarak siniflandirmay1 daha saglikli yorumlamak miimkiindiir.

2% Ozgulliik * Duyarlilik

Fl=— 54
Ozgullik + Duyarlilik (54)
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Deneysel ¢aligmalarda kullanilan bir diger degerlendirme metrigi MCC (Mathews’s
correlation coefficient) degeridir. Denklem 5.5°te verilen karmasiklik matrisine gore

MCC’nin nasil hesaplandig1 goriilmektedir.

~ TP x TN — FP X FN
J(TP + FN) X (TN + FP) x (TP + FP) X (TN + FN) (5.5)

MCC

Yapilan deneylerde modellerin basarilar1 6zgiillik-duyarlilik grafikleri kullanilarak
da gorsel ve sayisal olarak degerlendirilir. F1 skor degerine benzer sekilde
siiflandirma basarisi, ¢izdirilen 6zgiilliik-duyarlilik egrisine bakarak yorumlanir. Bu

yorumun sayisal sonucu egrinin altinda kalan alanin hesaplanmasi ile ¢ikarilir.

Deneysel sonuglar, kalite metriklerinin yani sira veri setinin test ve egitim olarak
nasil ayrildigina gore de degisir. Modelin egitimi sirasinda kullanilan verilerin, test
asamasinda kullanilmamas1 gerekmektedir. Bu nedenle veri seti test ve egitim verisi
olarak ayrilir. Literatiirde yapilan ¢aligmalarda veri setinin egitim ve test olarak
ayrilmasinda farkli yollar izlenmektedir. Bazi ¢alismalarda test verisi egitim verisine
esit veya kiiciik olacak sekilde belirli bir yilizdeye gore ayrilir. Kullanilan bir diger
yontem ise c¢apraz dogrulama (cross validation) yontemidir. Capraz dogrulama
yonteminde veri seti, kullanicinin sectigi ‘k’ sinifa ayrilir. Bu siniflardan ‘k-1’ tanesi
egitim sirasinda, geri kalan sinif ise test asamasinda kullanilir. Bu islem her seferinde
farkli bir test siifinin kullanilmasi ile ‘k’ kez tekrar eder. Her tekrar sonrasi gelen
sonuclar toplanip ortalama alinir. Ortalama sonu¢ modelin basarimi olarak kabul
edilir. Sekil 5.2.de c¢apraz dogrulama yoOnteminin c¢alisma mantigina ait gorsel

verilmistir.
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Sekil 5.2. Capraz dogrulama yontemi ile veri setinin test ve egitim verisi olarak ayrilip sonucun
degerlendirilmesi.

5.2. Deneysel Calisma 1

Bu boliimde genisletilmis a§ modeli yonteminin basarisi test edilip yorumlanmustir.
Onerilen yontemin basarist farkli veri setleri {izerinde, farkli tahmin ve kodlama
yontemlerinin ¢aprazlanmasi ile test edilmistir. Konak ve patojen organizmalara ait
proteinlerin amino asit dizilimleri AAC, AAP ve CTDC yontemleri (Yontemlerin
detay1 icin bakiniz bélim 3.3) ile kodlanarak 6znitelikler ¢ikarilmistir. Kodlanmis
patojen ve konak canlilara ait proteinler arasi etkilesimler BN, NB, RF, C4.5, kNN,

k* ve MF yontemleri (detaylar i¢in bakiniz boliim 3.2) ile sniflandirilmastir.

5.2.1. Veriseti

Birinci deneysel ¢alismada genisletilmis ag modeli yontemi, bacillus anthracis ve
ebola patojenlerinin insan proteinleri ile yaptigi etkilesim verileri iizerinde test

edilmistir.

Genisletilmis ag modeli patojen ve konak proteinler aras1 bilinen etkilesimlerin yani
sira ag icindeki proteinlere ait tiir i¢i etkilesim aglarini da kullanmaktadir. Bu sebeple
tiirler arasi etkilesim verileri, mevcut yontemlerin uygulanmas: i¢in yeterli olurken,
genisletilmis ag modeli tiirler arasi etkilesimlerin yan1 sira tiir i¢i etkilesimlere de

ihtiya¢ duyar.
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Deneysel ¢alismada kullanilan tiirler arasi etkilesim verileri PHISTO veri tabanindan
indirildi. Etkilesim aginda her bir tiire ait proteinler ayrilip, bu proteinlerin tiir igi
etkilesimleri STRING veri tabanindan sorgulandi. Yapilan sorgulamada ¢ok sayida
etkilesim verisi donmektedir. Yontemin dogrulanmasi i¢in kullanilan veri setinde tiir
ici ve tlirler arasi yontemlere ait Ornek sayisinin bir birine yakin olmasi
gerekmektedir. Bu sebeple STRING veri tabanindan yapilan sorguda etkilesimler
giivenirliklerine gore siralanarak PKE aginda yer alan 6rnek sayisina esit olacak

sekilde ayrildi.

Tablo 5.1.’de ¢aligmada kullanilan ebola ve bacillus verilerine ait bilgiler verilmistir.
Tabloda, organizmalarin bilinen tiim protein ve PKE aginda gecen farkli protein
sayilar1 yer almaktadir. Her iki veri setinde de konak olarak insan proteinleri
secilmigtir. Tabloya bakildiginda tiirler aras1 PK, patojen organizma i¢i PP ve konak

organizma i¢i HH etkilesim sayilar1 goriilmektedir.

Aralarinda etkilesimin olmadig1 kabul edilen negatif etiketli veriler patojen ve konak
organizmalara ait proteinlerin rastgele eslenmesi ile olusturulmustur. Literatiir
calismalarinda veri setinde kullanilan pozitif 6rnek sayisi genellikle negatif 6rnek
sayisindan az olmaktadir. Bu deneyde pozitif 6rneklerin negatif 6érneklere orani 1/10

olarak secildi.

Tablo 5.1. Veri setinde olan proteinler ve ag i¢indeki etkilesim sayilari.

B. anthracis Ebola
Protein sayist 5493 90
Ag icindeki protein sayist 907 3
Bilinen PK etkilesim sayis1 3050 147
Negatif etiketli etkilesim sayis1 30500 1470
Ag igindeki konak protein say1st 1568 399
Ag i¢indeki HH etkilesim sayist 1550 147
Ag icindeki PP etkilesim say1st 1500 -

Tabloda da goriildiigli gibi ebola viriisiiniin etkilesim agindaki protein sayisi
bacillus’a gore daha azdir. Ayrica bu viriisiin proteinleri arasindaki etkilesimlere
erisilemediginden bizim yontem i¢in Sekil 4.1.de verilen etkilesim matrisinde PP
alan1 bos kalmaktadir. Onerdigimiz yontem, iliski matrisinde PP ve HH alanlarindan
birinin eksik olmast veya olmamasi durumunda da mevcut verilere gore

siiflandirma yapabilmektedir.
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5.2.2. Veri setlerinin ayrik degerlendirilmesi

Bacillus anthracis ve Ebola veri setlerine ait sonuglar sirasiyla Tablo 5.2. ve Tablo
5.3.’te verilmistir. Yontemlerin test sonuglari, veri seti, protein kodlama ve tahmin
yontemi bazinda yorumlanmistir. Yorumlar kodlama yontemlerinin tahmin
metotlarina gore basarisi, tahmin metotlarinin  kodlama yontemlerine gore
kiyaslanmas1 ve bu sonuglarin ebola ve bacillus veri setlerinde nasil degistigi

seklinde yapilmistir.

AAC kodlama ile yapilan tahmin sonuglarina bakildiginda GAM yonteminin tim
deneylerde F1 sonucunu iyilestirdigi goriilmektedir. Deneylerde F1 sonucunun hem
Ozgillik hem duyarlilik metrikleri ile birlikte yiikselmesi onemlidir. Bu durum
dikkate alinarak tablodaki sonuclara bakildiginda, RF ve MF metotlarinin duyarlilik
degerleri disinda, tiim deneyler i¢in her iki metrigin arttigi goriilmektedir. Tim
tahmin metotlar1 kiyaslandiginda en iyi F1 sonucu klasik tahmin yonteminde BN,
GAM yonteminde ise RF yontemi ile alinmistir. RF yontemi ile klasik yontemde ¢ok
diistik duyarlilik sonucu alinmistir. Diigiik duyarlilik, pozitif 6rneklerin iyi tahmin
edilmedigini gostermektedir. GAM yonteminde bu deger 6zgiilliik sonucu ile birlikte
yiikselmis bu da F1 sonucuna yansmmstir. Ornek tabanli kNN ve K* sonuglarma
bakildiginda GAM ydntemi ile sonuglarin iyilesmesi ile beraber bu iki yontemin
birbirine yakin sonuglar verdigi goriilmektedir. MF tahmin metodu, hem klasik hem
GAM veri setinde yiiksek duyarlilik, diisiik 6zgilliik degerleri iiretmistir. Bu da
yontemin, ornekleri pozitif olarak siniflandirma egiliminde oldugunu gostermektedir.
MF yonteminde, sayica fazla olan negatif O6rneklerin yanlis simiflandirilmasindan
dolay1 dogruluk degerleri diisiik ¢itkmistir. Benzer sebepten dolay1, NB yontemi ile de
diisiik dogruluk degerleri elde edilmistir.

AAP kodlama ile yapilan deneylerin timiinde F1 sonucunun arttig1 goriilmektedir.
En iyi F1 sonucu klasik veri setinde BN yontemi ile alinirken, GAM veri setinde
kNN ve RF yontemleri ile alinmisti. kNN ile yapilan tahminlerde 6zgiilliik,
duyarlilik metrikleri arasindaki fark daha az oldugundan dolay1 daha saglikli sonuglar

verdigi sOylenebilir. KNN ve K* Ornek tabanli siniflandiricilarda GAM yontemi ile
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basarimin Onemli oOlgiide arttigt gorilmektedir. Bu yontemlerde o6zgiillik ve
duyarlilik sonuglar1 yakin oldugundan dolay1 pozitif ve negatif 6rnek siniflamasinda
hata oranlar1 neredeyse aynmidir. MF yontemi ile yapilan siniflandirmada duyarlilik
orant AAC yontemine gore daha diisiiktiir. Ancak burada pozitif siniflandirma egilimi
AAC kodlamasina gore daha azdir. NB yontemine bakildiginda ise tiim metriklerde

AAP kodlamanin AAC’ye gore daha iyi sonuglar verdigi goriilmektedir.

Tablo 5.2. Bacillus Anthracis veri seti i¢in deneysel sonuglar

PKE GAM

Oznitelik Metot  F1 Ozg. Dyr. Dgr. F1 Ozg. Dyr. Dgr.
BN 0.4090 0.3540 0.4840 87.31  0.6230 0.5430 0.7320  85.50
NB 0.3450 0.2280 0.7080 7558  0.5420 0.4140 0.7850  78.23
RF 0.1650  0.9620  0.0900 91.70  0.6290 09410 0.4720  90.86

AAC C45 02700 03010 02450 87.97  0.5670 0.5740 0.5610 8598
KNN  0.3090 02770 03500 8587  0.5550 0.4770 0.6620 82.57
K* 0.3330  0.2350  0.5740  79.12  0.5380 0.4060 0.7960  77.54
MF 02142 0.1259 0.8342 40.87  0.3706  0.2614 0.7342  56.07
BN 0.3960 0.2790 0.7110 80.33  0.5710 04750 0.7160  82.15
NB 0.3520 0.3140 04010 86.62 04590 0.5240 0.4090  84.01
RF 02640 0.7860 0.1590 91.96  0.6460 09110 0.5010  90.89

AAP C45 03480 03670 03320 88.72  0.6060 0.6180 0.5950 87.16
KNN  0.3370 0.7180 02200 92.13  0.6460 0.8660 0.5150  90.62
K* 0.4700  0.6400 03720 92.10  0.5870 0.7460 0.4840 87.34
MF 0.2348  0.2094 04715 6745 04262 0.8356 03533  76.65
BN 0.3010 0.2100 0.5340 7748  0.5000 0.3840 0.7140 76.22
NB 02730 0.1720 0.6610 68.01 04570 03220 0.7880 68.86
RF 0.1520  0.8850 0.0830 91.57  0.6480 0.9580 0.4900 91.16

CTDC C45 0.1820 0.3030 0.1300 89.38  0.5730 0.6200 0.5320 86.81
KNN  0.2460 02840 02170 87.93  0.6090 0.5790 0.6420  86.29
K* 0.2800 0.2220 03790 82.30  0.5680 0.4690 0.7180  81.81
MF 0.2068 0.1234  0.7389 47.10  0.3313  0.2110 0.8309 42.81

CTDC kodlamada, klasik veri seti ile en 1yt F1 sonucu BN simniflandiric1 ile
alimmistir. Diger kodlama yontemlerine benzer sekilde GAM veri setinde, en iyi
sonu¢ RF siniflandirict ile alinmistir. RF smiflandiricida pozitif 6rnek sayisinin
artmasi her ii¢ kodlama yonteminde de tahmin dogrulugunu arttirmis, ayrica her li¢
yontemde de diisiik duyarlilik, yiiksek oOzgiillik degerleri gozlendi. Karar agaci
yontemleri kendi aralarinda kiyaslandiginda klasik veri setinde C4.5 metodunun
RF’e gore daha iyi sonug¢ verdigi goriilmiistiir. C4.5 metodunun, GAM veri setinde
RF’e gore daha diisiik F1, daha yiliksek duyarlilik sonucu iirettigi goriilmektedir.
CTDC kodlamada dikkat ¢eken bir diger sonu¢ MF tahmin yonteminin ¢ok diisiik
dogruluk degerine sahip olmasidir. MF yonteminde her iki veri seti ile diisiik
ozgiillik ve duyarlilik degerinden dolayr F1 ve dogruluk sonuclar1 da diger

yontemlere gore daha diisiik kalmistir. GAM veri seti 6rnek tabanli siniflandiricilar
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olan Knn ve K* yontemlerinde, F1 sonucunu %100 oranindan fazla iyilestirmistir.
Karar agact yontemleri olan RF ve C4.5 yontemlerinde de benzer sekilde GAM veri

seti ile tahmin sonuglarinda %100°den fazla bir iyilesme goriilmektedir.

Bacillus veri setindeF1 skoru goz oniine alinip, her ii¢ protein kodlama ydntemi
karsilagtirildiginda klasik veri setinde en iyi tahmin, AAC kodlama ve BN
siniflandirict ile alinmistir. GAM veri setinde en iyi F1 sonucu CTDC protein
kodlamasi ve RF tahmin metodu ile alinmistir. Dogruluk bizim yontem igin her ii¢
kodlama yonteminde de RF tahmin metodunda en yiiksek degere ulagsmistir. RF
smiflandirici, diger metrikler de géz oniline alindiginda GAM yonteminde etkilesim
tahmini i¢in yliksek dogrulukta oldugu goriilmiistiir. Ancak PKE veri seti ile yapilan

deneylerde pozitif sinif tahmininde yetersiz kalmistir.

Ebola veri setinde AAC kodlama ile en yiiksek F1 0.756 ile RF siniflandiricida
goriilmiistiir. Bu deger bizim yontemle 0.1390 arttirilarak 0.8950 olurken, bizim
yontemin, tim metrikler i¢in tahmin dogrulugunu arttirdigi goriilmiistiir. Ebola veri
setinde AAC kodlama ve RF ile bulunan duyarlilik degerine bakildiginda bacillus
verisinden farkli olarak negatif sinif tahmininde de basarili oldugu goriilmektedir.
Smiflandiricilar, ebola veri seti ve AAC kodlama yontemi ile daha yiiksek tahminler
yapmustir. Dogruluk degerlerine bakildiginda bizim yontemin, en iyi artist BN
yonteminde %10 oraninda arttirdig1 goriilmiistiir. Bizim yontem BN disinda NB, RF,

K* ve MF smiflandiricilart i¢inde dogruluk degerini arttirmistir.

Tablo 5.3. Ebola veri seti i¢in deneysel sonuglar

PKE GAM

Oznitelik  Metot  F1 Ozg. Dyr. Dgr. F1 Ozg. Dyr. Dgr.
BN 0.4790 0.3170 09770 80.68 0.7690 0.6300 0.9890  90.16
NB 05760 0.4170 0.9300 87.56 0.8010 0.8600 0.7470  93.82
RF 0.7560  0.8490 0.6820  96.01 0.8950 0.9340 0.8590  96.65

AAC C4.5 0.7310 0.7210  0.7420  95.05 0.8240  0.8280  0.8210  94.19
kNN 0.7140 0.6420 0.8030  94.15 0.8230  0.7770  0.8700  93.75
K* 0.6480 0.5470  0.7950  92.16 0.7960  0.7200  0.8900  92.43
MF 0.2994  0.2017  0.7502  64.39 0.4406  0.4938 0.6077  70.51
BN 0.4790 0.3170 09770 80.68 0.6480 0.4820 0.9850  82.22
NB 0.4600 0.3010 09770 79.17 0.4460 0.2930 0.9320 61.60
RF 0.7020  0.8490 0.5980  95.39 0.8620 0.9220 0.8100 95.71

AAP C45 0.6720 0.6940 0.6520 94.22 0.8100 0.8100 0.8100  93.69
kNN 0.7060 0.7410 0.6740 94.91 0.8720 0.8770 0.8670  95.77
K* 0.5470  0.6200  0.4900  90.03 0.6510 0.7030 0.6070  83.29
MF 0.3547  0.3857 0.4746  84.47 0.4045 04431 05104 75.73
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Tablo 5.3. (Devami)
BN 0.6420 0.4780 0.9770 90.10 0.7850  0.6520  0.9850  91.04
NB 05450 0.3880 0.9170 86.11 0.6360 0.6130 0.6620 87.45
RF 0.7380 0.7750 0.7050  95.46 0.8620 0.8940 0.8330  95.58
CTDC C4.5 0.1820 0.3030 0.1300 89.38 05730 0.6200 0.5320 86.81
kNN 0.6390 0.6340 0.6440 93.40 0.7810 0.7680  0.7950  92.62
K* 0.7020 0.6290 0.7950  93.88 0.8320 0.7860  0.8820  94.07
MF 0.1811 0.1013 0.9036  25.97 0.4260 0.7044 04221  78.71

Ebola AAP kodlamasinda, RF ve kNN siniflandiricilari ile birbirine yakin sonuglar
vermistir ve diger siiflandiricilardan daha iyi performans gostermistir. Ozgiilliik-
duyarlilik arasindaki fark RF i¢in daha biiyiikken kNN icin bu sonuglar daha
dengelidir. kNN bizim yontemde tiim metrikler i¢in daha yiliksek sonu¢ vermekle
beraber, 0.872 F1 ve 95.77 dogruluk degeri ile en yiiksek sonuglar alinmistir. F1
sonuclarina bakildiginda bizim yontemin NB haricindeki tiim siniflandiricilarda
tahmin dogrulugunu arttirdig1 goriilmiistiir. KNN, RF ve BayesNet siniflandiricilarin

dogruluk degerleri bizim yontemde daha yliksek ¢ikmistir.

Ebola veri setinde CTDC kodlamasinda en yiiksek F1 0.73 ile RF siiflandiricisinda
gbzlenmistir. Bu sonug¢ bizim yontemle 0.16 artarak 0.862 olmustur. F1 ve dogruluk
sonucuna gore en iyi ikinci smiflandirict K* olmustur. Bu kodlama yontemine gore
kNN ve BN smiflandiricilarda dogruluk sonuglart %80 {izerinde ve 0Ozgiilliik-
duyarlilik degerleri dengelidir. NB ve MF siiflandiricilan diistik 6zgiilliik sonucu ile
pozitif etkilesimlerin tahmininde yetersiz kalirken bizim yontemde bu degerler

yiikselmis olup daha dengeli sonuglar gozlenmistir.

Ebola veri seti bacillus verilerine kiyasla daha az etkilesim icermektedir. Ancak
kodlama yontemleri ve siniflandiricilar i¢in genel sonuclara bakildiginda bacillus

verileri ile alinan sonuglar arasinda paralellik vardir.

Bacillus veri setinde, tiim protein kodlama yontemleri ve simiflandiricilar i¢in F1
sonuclart g6z Oniline alindiginda en iyt smiflandiricinin K*, en iyi kodlama
yonteminin ise AAP oldugu goriilmektedir. Bu siniflandirici-kodlama eslemesi i¢in
bizim yontem F1 degerini 0.47°den 0.587’e yiikseltmistir. Bizim yontem igin
etkilesim tahmininin en yiiksek F1 sonucu CTDC kodlamasi ile birlikte kullanilan

RF smiflandiricisidir. Smiflandiricilarin farkli kodlama yontemleri ile kullaniminda
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genel olarak onemli bir degisim goriilmemistir. Kodlama yonteminin siniflandirici
tizerindeki etkisi en fazla K* ve RF yontemlerinde AAP ve CTDC kodlamalari
arasinda gozlenmistir. Diger yontemlerde kodlamanin etkisi 0,1’den daha diisiik

olmustur.

Ebola veri setinde, tiim protein kodlama yontemleri ve smiflandiricilar i¢in F1
sonuglar1 géz oniline alindiginda 0.756 ile en iyi siniflandiricinin RF, en 1yi kodlama
yonteminin ise AAC oldugu goriilmektedir. Bu smiflandirici-kodlama eslemesi igin
GAM yontemi F1 degerini 0.139 arttirarak 0.895’e yiikseltmistir. Bizim yontemde de
etkilesim tahmininde en yiiksek F1, RF ve AAP yontemleri ile elde edilmistir. Bu
veri setinde bizim yontemde tahmin dogrulugunun distiigii tek yontem AAP
kodlamasi ile kullanilan NB simiflandiricisidir. Siniflandiricilar arasindaki tahmin
dogrulugu kiyaslandiginda genel olarak MF yonteminin diger siniflandiricilardan

geride oldugu gorilmiistiir.

Bacillus ve ebola veri setleri i¢in tablolarda verilen sonuglara bakildiginda
genisletilmis ag§ modelinde Onerilen hipotezi destekledigi goriilmektedir. Her iki veri
seti ile yapilan 42 deneyin 41’inde F1 skor degerinin genisletilmis ag modeli ile
arttigr  gorilmektedir. F1 skor degerinde kullanilan o6zgiillik ve duyarhlik
metriklerine bakildiginda 42 deneyin 40’1inda daha iyi 6zgiilliik, 42 deneyin 36’sinda
daha iyi duyarlilik degerine ulasildigi goriilmektedir. Baz1 deneylerde ¢ok yiiksek
ozgiillik sonucu elde edilmesine ragmen duyarlilik sonucunun ¢ok diisiik oldugu
(6zellikle RF metodunda) goriilmektedir. Bu durum protein etkilesim tahmininde

modelin negatif sinif lehine bir 6grenme gerceklestirildigini gostermektedir.

Patojen ve konak organizmalarin proteinleri aras1 var olan etkilesimler olasi tiim
etkilesimlerin ¢ok az bir kismini olusturmaktadir. Bu sebeple patojen ve konak
proteinler arasi olusan etkilesim aglarinin seyrek oldugu sdylenebilir. Ornegin Tablo
5.1.°de bacillus anthracis ve insan proteinleri aras1 etkilesim bilgilerine bakildiginda
konak ve patojen organizmalar arasi bilinen etkilesimlerin 3050 oldugu
goriilmektedir. Bu etkilesim aginda patojen canliya ait 907 protein, konak canliya ait

1568 protein oldugu goriilmektedir. Protein sayilar1 géz dniine alindiginda patojen ve
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konak organizma arasi olasi tiim etkilesim sayis1 yaklasik 1,4 milyondur (907x1568).
Dolayisiyla etkilesim aginda yer alan bilinen etkilesimler olasi tiim etkilesimlerin
9%0,2’s1 kadardir. Deneysel calismalarda veri setleri olusturulurken bu durum goéz
Oniine alinarak Ogrenme ve test asamasinda kullanilan veri setlerinde negatif
etkilesim sayisinin pozitif etkilesimlerden sayica fazla olmasma dikkat edildi. Bu
deneysel calismada pozitif etkilesimlerin negatif etkilesimlere orani 1/10 olarak

secildi.

Negatif veri setinin pozitif verilere oranin fazla olmast her iki veri seti i¢inde
degerlendirme metriklerini etkilemistir. Deneysel sonuglarda hedef sinifin pozitif
kabul edildigi 6zgiilliik, duyarlilik metrikleri ve bunlarin harmonik ortalamasi olan
F1 degerinin deneylerin ¢ogunda daha basarili oldugu goriiliirken negatif sinifinda
g0z Oniine alindig1 dogruluk metrigi i¢in Oyle olmadig1 goriilmektedir. Sonug olarak
yapilan degerlendirmelerde dogruluk metriginin patojen-konak etkilesim tahmininin
basarisini yorumlamak i¢in saglikli bir yontem olmadigi, bu metrik yerine hedef
simifin pozitif oldugu o6zgiillik ve duyarlilik ile birlikte bu degerlerin harmonik

ortalamasi olan F1 metrigi ile daha saglikli degerlendirilebilecegi sdylenebilir.

5.2.3. Coklu veri seti ile yapilan tahmin degerlendirmesi

Literatiirde PKE tahmini {izerine yapilan ¢aligsmalara bakildiginda en biiyiik
problemlerden birinin veri yetersizligi olduguna Onceki béliimlerde deginilmisti.
Yapilan bazi calismalarda, farkli patojen-konak etkilesim aginin tahmin modeli
basarisini nasil etkiledigi gozlemlenmek istenmistir. Bu boliimde benzer amagcla daha
once ayr1 ayri1 degerlendirilen bacillus ve ebola veri setlerini birlestirerek yapilan
testlerde, tahmin dogrulugunu nasil etkiledigi test edilmistir. Bu amacla birlestirilmis
veri seti Onceki boliimde kullanilan ii¢c kodlama yontemi, yedi tahmin yontemi ile
caprazlanarak klasik PKE ve GAM yontemleri ile etkilesim tahminleri yapilmis ve

bulunan sayisal sonuclar Tablo 5.4.’te verilmistir.

Onceki boliimde her bir tiire ait etkilesimin ayr1 degerlendirildigi sonuglar ile

birlestirilmis veri setleri lizerine yapilan testler kiyaslanarak veri seti birlestirmenin
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tahmin dogrulugunu nasil etkiledigi yorumlanabilir. Ornegin dnceki boliimde bacillus
veri setinde en iyi tahminin elde edildigi K* smiflandiricis1 ve AAP kodlama
sonuglarini goz oniine aldigimizda birlestirilmis verilerde F1 degeri 0.506 olurken bu
deger bacillus icin 0.47, ebola icin 0.547 olarak bulunmustu. Dolayisiyla veri
setlerinin birlestirilmesi bacillus i¢in yapilan tahmini arttirmigken, ebola i¢in yapilan

tahminde diislise sebep olmustur.

Benzer sekilde ebola i¢in en iyi sonucun alindigr RF yonteminde F1 degeri 0.415
olarak bulunmustur. Bu deger bacillus verisinde 0.1650, ebola veri setinde 0.756
olarak bulunmustu. Sonug¢ olarak birlestirilmis veriler {izerinden yapilan tahmin bir
veri setinde diiserken digerinde yiikselmistir. Birlestirilmis verilerde, ayr1 yapilan
degerlendirmelerle benzer sekilde yiiksek 6zgiilliik, diisiikk duyarlilik degerleri elde
edilmistir. F1 sonuglarina bakildiginda en iyi sonucun bacillus veri setine benzer
sekilde AAP protein kodlamasi ve K* siniflandiricist ile alindigr goriilmiistii. GAM
veri seti ile yapilan tahminlerde en iyi F1 sonucu AAP kodlama ile kullanilan kNN

siniflandiricisinda gézlenmistir.

Birlestirilmis veri setleri iizerinde klasik PKE tahmin metotlari ve GAM yontemi ile
bulunan sonuglar kiyaslandiginda tiim smiflandirici ve kodlama yontemlerinde F1
degerinin arttig1 goriilmektedir. Dogruluk sonuclarina bakildiginda GAM ile bulunan

sonuglarin diger yonteme yakin sonuclar verdigi goriilmektedir.

Tablo 5.4.te verilen sonuglar Onceki testler ile kiyaslanip genel olarak
yorumlandiginda bir tiire ait etkilesimlerin ayr1 ayr1 degerlendirilmesi ve bir bagka
tir ile birlestirilmesi sonucu yapilan 6grenmenin etkilesim tahminine 6nemli bir
katki saglamadigr goriilmektedir. Tahmin dogrulugunun O6nemli bir artisin
olmamasinda farkli sebepler aranabilir. Bunlardan ilki farkli patojen proteinlerine ait
aminoasit dizilerinin farkli dizilim karakteristigine (dolayisiyla dizilimden ¢ikarilan
Ozniteliklerin farklilagmasi) sahip olmasi diisiiniilmektedir. Bir diger sebep tiirlere ait
bilinen etkilesim sayilarinin farkli olmasindan dolayr 6grenme modelinin etkilesim

sayis1 fazla olan tiir lehine 6grenmenin gerceklesmis olma olasiligidir. Yapilan
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deneyde bacillus veri setinin eboladan fazla olmasi ve tahmin dogrulugunun da

bacillus verisinde daha yiiksek olmasi bu ihtimali gii¢clendirmektedir.

Bu boliimde birlestirilen etkilesim verilerinde organizmalarin filogenetik yakinligi
g0z ard1 edilmistir. Ayrica yukarida da deginildigi gibi veri setlerindeki 6rnek sayilar
da bir birbirinden farklidir. Veri yetersizliginin oldugu organizmalar aras1 etkilesim
tahminlerinde dogrulugu arttirmak icin 06zellikle filogenetik yakinligin oldugu
organizmalara ait etkilesim verilerinin  birlestirilmesinde fayda olacag
disiiniilmektedir. Ayrica birlestirilen veri setlerine ait Oznitelik vektorleri
olusturulurken organizmalar arasi durumlart goz Oniine alarak, proteinlere ait bir

agirlik katsayis1 kullanmak da miimkiindiir.

Tablo 5.4. Birlestirilmis veri seti icin degerlendirme sonuglari

PKE Genisletilmis Ag Modeli
Oznitelik Metot F1 Ozg. Dyr. Dgr. F1 Ozg. Dyr. Dgr.
BN 0.3970 0.3610 0.4430 87.81 0.6200 0.5270 0.7520 84.82
NB 0.3670 0.2520 0.6770 78.78 0.5150 0.3900 0.7560 76.54
RF 0.4150 0.9090 0.2699 93.12 0.6840 0.9410 0.5370 91.82
AAC C45 04260 04340 0.4180 89.76 0.6230 0.6290 0.6170 87.70
kNN  0.4360 0.3880 0.4990 8830 0.6180 0.5570 0.6950 85.86
K* 0.4130 0.3020 0.6530 83.15 0.5980 0.4700 0.8220 81.81
MF 0.1978 0.1165 0.7275 4580 0.3137 0.1955 0.8217 40.16
BN 0.3740 0.2580 0.6800 79.33  0.4910 0.3980 0.6380 77.97
NB 0.3150 0.2860 0.3500 86.17 0.3490 .0.3720 0.3280 79.64
RF 0.4080 0.9000 0.2640 93.05 0.6990 0.9440 0.5550 92.06
AAP C45 04310 04490 0.4160 90.05 0.6450 0.6500 0.6410 88.29
kNN  0.4900 0.7000 0.3770 92.87 0.6950 0.8210 0.6030 91.22
K* 0.5060 0.6270 0.4240 8996 05940 0.7250 0.5040 84.83
MF 0.2291 0.1966 0.4563 68.77 0.3584 0.3173 0.5021 68.29
BN 0.3910 0.3490 0.4450 87.43 0.5900 0.4810 0.7610 8241
NB 0.2520 0.1550 0.6770 6355 0.4090 0.2800 0.7600 63.56
RF 0.3940 0.7520 0.2670 9254  0.7210 0.9300 0.5880 92.42
CTDC C45 0.6550 0.6290 0.6820 9347 0.8020 0.8050 0.7980 88.15
kNN  0.3400 0.3780 0.3080 89.12 0.6440 0.6280 0.6620 87.86
K* 0.4090 0.3390 0.5160 87.86 0.6460 0.5630 0.7570 86.22
MF 0.1850 0.1076 0.8548 29.25 0.3232 0.2148 0.8069 42.54

5.2.4. Ozgiilliik-duyarhhk grafikleri

Bu deneysel ¢alismanin son degerlendirmesi, matris faktorizasyon yontemi ile klasik
PKE ve GAM tahminlerine ait 6zgiilliik-duyarlilik grafikleri yorumlanarak yapildi.
Matris faktorizasyon yonteminde, iki protein arasindaki etkilesime Denklem 3.1°den
elde edilen sayisal sonuca bakarak karar verilir. Etkilesim kararinin verilmesinde

model, bulunan sayisal sonucun hangi sinifa ait oldugu kararin1 vermek i¢in bir esik
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degere ihtiya¢ duyar. Siniflandirma yapmadan once belirlenen esik deger modelin
basarisini dogrudan etkilemektedir. Bulunan metriklerin basarisi verilen esik degere
gore degismektedir. Yapilan tahminlerde esik deger 6zgiilliikk-duyarlilik degerlerinin
harmonik ortalamasi olan F1 skorun maksimum oldugu yer olarak belirlendi.
Boylece en iyi F1 performansinin saglandigi esik deger segilerek modelin basarisi

maksimize edildi.

Ozgiillik-duyarlilik  grafikleri cizilirken, xi ve vyi Oznitelik vektdrleri arasi
etkilesimlerin sayisallastirildig f(xi,yi) fonksiyonunda (denklem 3.1) tiim 6rneklerin
pozitif ve negatif oldugu esik degerler sirasiyla maksimum ve minimum olarak
secildi. Bulunan [max,min] deger aralig1 100 esit pargaya boliindii. Bu araliktaki her
bir esik deger icin Ozgiilliik ve duyarlilik degerleri hesaplanip 6zgiilliik-duyarlilik
grafikleri ¢izildi. Sekil 5.3.’te her bir veri seti ve kodlama yontemi i¢in bulunan
grafikler klasik PKE ve GAM yontemleri igin verilmistir. Bu grafiklere bakildiginda
GAM yonteminin dokuz deneyin sekizinde daha iyi sonug¢ verdigi goriilmektedir.
Grafiklere bakildiginda GAM yodnteminin tiim duyarlilik degerleri i¢in daha ytliksek
Ozgullik degerine sahip oldugu goriilmektedir. Her bir esik deger i¢in duyarlilik
degerinin artmasi ile 6zgiilliik degerinin azalma egiliminde oldugu goriilmektedir
ancak Onerilen yontem biliylik oranda klasik PKE tahmininden daha iyi sonug

vermektedir.
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Yukarida verilen grafiklere bakildiginda onceki boliimlerde, bacillus, ebola ve
birlestirilmis veri setleri i¢in elde edilen sonuglar ile benzerlik gosterdigi

anlasilmaktadir.

5.3. Deneysel Calisma 2

Protein etkilesim tahmini i¢in kullanilan makine Ogrenmesi yoOntemlerinde
karsilagilan en 6nemli problem veri yetersizligidir. Son yillarda proteinlere ait amino
asit dizilim verilerinin hizla artmasi ile birlikte etkilesim tahminlerinde dizilim
verilerine dayali yontemlere olan ilgi de artmigtir. Dizilim tabanli tahmin
modellerinin basarili olmasindaki en 6nemli noktalardan biri verileri ayirt etmek i¢in
kullanilan 0Oznitelik kodlama yontemidir. Yeterli miktarda veri, verilerin ayirt
edilmesinde kullanilacak giiclii kodlama yontemi ve probleme uygun tahmin modeli

etkilesim tahminindeki dogrulugu arttiracak etmenlerdir.

Bu bdliimde konak-patojen protein etkilesim tahmininde dogrulugu arttirmak
amaciyla tezde Onerilen amino asit dizilimi tabanli LTK yonteminin basarisi,
literatiirde sik¢ca kullanilan farkli 6znitelik kodlama ve tahmin yontemleri ile

kiyaslanmistir.

LTK, amino asitlerin protein dizilimindeki konumun, herhangi bir proteinin
karakteristiginin  ¢ikarilmasinda kullanilabilecegi hipotezinden yola ¢ikarak
onerilmistir. Protein diziliminde gecen amino asitlerin her biri, zincir igindeki
konumlar1 dikkate alinarak, 6znitelik vektoriinde niimerik bir degerle kodlanmistir.
Konak ve patojen organizmalarin proteinlerine ait dizilimlerden yola ¢ikarak bulunan
Oznitelik vektorleri birlestirilerek etkilesim tahmininde kullanilmistir (detaylar i¢in
bakiniz boliim 4.2). Deneyler Bacillus Anthracis ve Yersinia Pestis veri setlerine
uygulandi. Deneylerde: Naive Bayes, Bayesian Networks, Random Forest, C4.5 ve
kNN tahmin metotlar1 kullanildi (detaylar i¢in bakiniz bolim 3.2). Bu tahmin
yontemlerinden C4.5ve Random Forest karar agaclari; Naive Bayes ve Bayesian
Networks istatistiksel; kNN ise Ornek tabanli smiflandiricilardir. Tahmin

yontemlerinin tiimii, bu ¢alismada 6nerilen LTK yOnteminin yani sira protein dizilim
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tabanli AAC, AAP ve CT protein kodlama yontemleri (detaylar i¢in bakiniz boliim
3.3) ile test edildi. Farkli kodlama ve tahmin yontemi kombinasyonlar1 ile yapilan
deneylerde elde edilen sonuglarin 6nemli boliimiinde Onerilen yontemin tahmin

dogrulugunu arttirdig1 goriildii.

Sonuglar degerlendirilirken daha 6nemli oldugu diisiiniilerek yorumlar genellikle F1
metrigi lizerinden yapildi. PKE tahmin probleminde asil amag etkilesimin oldugu
protein ¢iftlerini tahmin etmek oldugundan dolay1r oOzgiillik ve duyarlilik
metriklerinin  harmonik ortalamast olan F1 metrigi tahmin sonuglarinin
degerlendirilmesinde kullanilacak en 6nemli metriktir. Bu metrik sayesinde modelin,
yanlis siiflandirilmis pozitif ve negatiflerin pozitif 6rneklere oran1 hakkinda fikir
edinilecektir. Her ne kadar PKE probleminde pozitif 6rneklerin dogru tahmini 6nemli
olsa da aralarinda etkilesim olmayan protein ¢iftlerinin bilinmesi de dnemlidir. Bu
sebeple verilen diger metrikler ile kodlama ve tahmin metotlarinin her iki sinifin
tahmini ile ilgili basaris1i da tablolarda verilmis ve dikkat ceken sonuglar

yorumlanmustir.

5.3.1. Veri seti

Caligmada deneysel yontemler, konak canlinin insan, patojenlerin bacillus anthracis
ve yersinia pestis oldugu etkilesim verileri iizerinde test edilmistir. Yapilan testlerin
timiinde makine oOgrenmesi temelli tahmin yontemleri kullanilmistir. Tahmin
yontemlerinin tiimiinde negatif ve pozitif (etkilesim olan ve olmayan) etiketli verilere
gore 6grenme modeli ¢ikarilmistir. Deneysel testlerde her iki tiir i¢in de kullanilan

pozitif olarak etiketli etkilesim verileri PHISTO veritabanindan indirilmistir.

PKE ve PPE tahmin probleminde danismali 6grenme tabanli tahmin metotlarinda
yapilan literatiir ¢calismalarinin ¢ogunda, negatif veri seti konak ve patojen proteinler
arasindan rastgele segilip eslenmektedir. Konak ve patojen proteinler arast pozitif
etkilesimler olas1 tiim eslemelerin ¢ok kiiciik oranini kapsadigindan dolay1 negatif
sinif i¢inde hata paymin kii¢iik oldugu diisiiniilmektedir. Egitim verisi olusturulurken

bu oran dikkate alinarak genellikle negatif veri seti, pozitif veri setinden daha biiyiik
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olacak sekilde secilir. Bu deneyde benzer bir yol izlenerek pozitif verilerin negatif
verilere oran1 1/5 olarak secildi. Rastgele olusturulan veri seti i¢inde pozitif verilerin
olmasi1 ihtimaline kars1 veri setleri karsilastirilarak benzerligin tespit edildigi protein

ciftleri negatif veri setinden ¢ikarildi.

Tablo 5.5. LTK yoénteminin degerlendirilmesinde kullanilan veri setlerine ait bilgiler

Bacillus Anthracis Yersinia Pestis
Agdaki pozitif etkilesim sayis1 3050 4097
Agdaki negatif etkilesim sayis1 15250 20485
Agdaki patojen protein sayist 936 1227
Agdaki konak protein sayisi 1686 2150
Toplam protein sayisi 5493 3909

Tablo 5.5.te, kullanilan veri setlerine ait sayisal bilgiler verilmistir. Tabloda
kullanilan etkilesim ag1 i¢indeki farkli patojen proteinlerin sayisi ve o tiire ait bilinen
tiim proteinlerin sayis1 verilmistir. Ornegin bacillus patojenine ait etkilesim aginda
1686 farkli protein oldugu goriilmektedir. Bacillus patojenine ait bilinen tiim protein
sayisinin 5493 oldugu ve etkilesim aginda tiim proteinlerin yaklagik %25’inin yer
aldig1 goriilmektedir. Bu orana yersinia pestis patojeni icin baktigimizda %55
civarinda (2150/3909) oldugu goriilmektedir. Calismada bilinen etkilesimler harig
tutulup olasi tiim etkilesimler arasindan bacillus icin 15250, yersinia pestis igin
20485 rastgele protein eslemesi (pozitif verinin bes kati) negatif olarak etiketlenip

veri seti olusturulmustur.

5.3.2. Bacillus anthracis veri setine ait sonuclar

Tablo 5.6.’de bacillus anthracis i¢in yapilan 20 farkli deneye ait degerlendirme
sonuclar1 goriilmektedir. Yontemlerin kalite degerlendirmesinde 6zgiilliik, duyarhlik,
F1, dogruluk, MCC ve AUC metrikleri kullanilmistir. Onerilen ydntemin dizilim
tabanli yontemlerle kiyaslamanin yaninda farkli tahmin metotlar1 ile yapilan

karsilastirmanin nasil degistigi de degerlendirilmistir.

Tablo 5.6.’da tiim kodlama ve tahmin yontemi kombinasyonlar1 arasinda her bir
kalite metrigi i¢in en iyi sonuglar tabloda kalin karakterler ile gosterilmistir. Bu

sonuglara bakildiginda F1, MCC, Dogruluk ve AUC metriklerine gore en 1yi sonuglar
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LTK kodlama yontemi ve RF tahmin modeli ile elde edilmistir. Ayrica duyarlilik
metriginde en iyi sonucun LTK kodlama ve BN tahmin modeliyle elde edildigi
gorilmektedir. Sadece 6zgiillik metrigi icin CT kodlama yonteminin RF tahmin

metoduyla daha 1yi oldugu goriilmektedir.

Deney sonuglarinin tiimiine bakildiginda LTK yontemine en yakin sonuglarin AAC
yontemiyle alindig1 goriilmektedir. LTK algoritmasinin dogas1 geregi frekans1 yiiksek
olan amino asitlerin Oznitelik degeri yiiksek c¢ikmaktadir. Dolayisiyla tahmin
metotlarina gére yapilan siralamada AAC ile benzerlik goriilmektedir. Ornegin F1,
Dogruluk, MCC ve AUC metriklerine gore her iki kodlama yonteminde de C4.5
tahmin metodu NB metodundan daha iyi sonuclar iiretmistir. Bu metrikler i¢in RF,

kNN ve BN tahmin metotlarinda, siralama ufak farklarla degismistir.

LTK yontemi AAP metodu ile kiyaslandiginda NB tahmin metodu disinda diger
yontemlerin tiimii ile daha iyi sonuglar vermistir. Bu iki kodlama arasindaki en
onemli fark kNN tahmin metodunda goriilmektedir. Ornegin dogruluk metriginde
%10’luk bir artig vardir. Yine AUC metrigi icin 0.102°lik bir artis oldugu
goriilmektedir. Bu sonuglara gére amino asit diziliminde kimyasal 6zelliklere gore
yapilan bir gruplamadan elde edilen frekans degerinin etkilesim tahmininde lokasyon
bilgisinden daha az etkili oldugu sdylenebilir. Diger bir deyisle amino asitleri dizilim
icinde ayr1 ayr1 degerlendirmenin, kimyasal gruplar halinde degerlendirmeden daha

fazla ayirt edici 6zellik verdigi sonucunu ¢ikarabiliriz.

Tablo 5.6. Bacillus anthracis veri seti i¢in bulunan degerlendirme sonuglari

Ozgiilliik Duyarlilik ~ F1 Dogruluk MCC AUC
BN 0,477 0,807 0,6 0,803 0,51 0,862
NB 0,546 0,375 0,445 0,829 0,356 0,811
LTK RF 0,805 0,565 0,664 0,895 0,618 0,931
kNN 0,688 0,602 0,642 0,877 0,57 0,857
C45 0,586 0,607 0,596 0,85 0,504 0,725
BN 0,52 0,72 0,604 0,627 0,508 0,873
NB 0,351 0,747 0,478 0,701 0,347 0,79
AAC RF 0,891 0,442 0,59 0,888 0,578 0,922
kNN 0,432 0,728 0,542 0,775 0,43 0,755
C4.5 0,548 0,527 0,537 0,834 0,436 0,724
BN 0,455 0,704 0,553 0,792 0,442 0,84
NB 0,54 0,393 0,455 0,828 0,362 0,826
AAP RF 0,828 0,465 0,596 0,884 0,565 0,922
kNN 0,667 0,529 0,59 0,866 0,516 0,737

C4.5 0,569 0,579 0,574 0,843 0,478 0,708
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Tablo 5.6. (Devami)

BN 0,45 0,778 0,571 0,786 0,47 0,851
NB 0,354 0,802 0,491 0,696 0,372 0,795
CT RF 0,894 0,453 0,601 0,89 0,588 0,927
kNN 0,468 0,778 0,585 0,798 0,488 0,848
C4.5 0,564 0,588 0,575 0,841 0,478 0,729

Son olarak LTK yontemi CT yontemi ile F1 metrigi i¢in kiyaslandiginda 0.05 daha
diistik sonug irettigi goriilmektedir. F1 metriginde LTK geri kalan tiim tahmin
metotlarinda daha iyi sonuglar vermistir. CT kodlamasi ile yapilan tahminlerde
dikkat ¢eken sonuglardan biri BN yonteminin NB haricindeki tiim tahmin

metotlarinin gerisinde kalmasidir.

o7 T T T T T
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Sekil 5.4. Bacillus veri seti i¢in bulunan MCC sonuglarinin kodlama ve tahmin yontemlerine gore kiyaslanmast

Sekil 5.4.te Bacillus veri seti icin MCC metrigine gore kodlama ve tahmin
metotlarina gore yapilan PKE sonuclart verilmistir. Yukarida tablodaki sayisal
sonuglara gore yapilan yorumlarin, tek bir metrik i¢in gorsel sonuglarina bakildiginda
LTK yo6nteminin NB tahmin metodu disinda tiim yontemlerde en iyi kodlama
yontemi oldugu goriilmektedir. Grafige gore tiim deneyler icin sonuglar g6z dniine
alindiginda AAP-kNN eslemesi disinda en iyi tahmin metodunun LTK-RF

kombinasyonu ile elde edildigi goriilmektedir.
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Tablo 5.7.°de dort kalite analiz metrigine gore LTK yonteminin diger kodlama
yontemleri ile yapilan kiyaslamada, daha iyi oldugu deney sayilari verilmistir.
Tablodaki sonuglara bakildiginda LTK yonteminin, tahmin metotlar1 ve sonuglar
arasindaki fark géz ardi edilerek sadece deney sayilarina gore yapilan kiyaslamada
LTK yonteminin her li¢ kodlama yonteminden diizenli olarak daha iyi sonuglar
verdigi goriilmiistiir. Yine benzer yaklasimla yapilan degerlendirmede AAC
yonteminin AAP ve CT yontemlerinin gerisinde kaldigi, AAP ve CT yontemlerinin

ise esit sayida deneyde basarili oldugu goriilmektedir.

Tablo 5.7. Bacillus veri seti i¢in LTK ile diger kodlama yontemlerinin deney sayisi iistiinliigiine gore

kiyaslanmast
AAC AAP CT Toplam Bagari
Dogruluk 3 4 4 11/15
F1 5 5 5 15/15
MCC 5 4 4 13/15
AUC 5 4 4 13/15

5.3.3. Yersinia pestis veri setine ait sonugclar

LTK ydnteminin uygulandig1 ikinci veri seti yersinia pestis organizmasidir. Onerilen
yontem, farkli kodlama yontemleri ile karsilastirmanin yaninda farkli organizmaya
ait veri setine benzer deneyleri uygulayarak sonuglar arasinda kiyaslama yapildi.
Tablo 5.8.°de Yersinia pestis organizmasina ait degerlendirme sonuglari

goriilmektedir.

Asagidaki tabloda verilen 20 deney sonucuna bakildiginda en 1yi F1, dogruluk, MCC
ve AUC sonucunun LTK-RF kodlama- smiflandirict yontem eslemesinde alindigi
goriilmektedir. Bacillus veri setinde de en iyi sonucun LTK-RF eslemesi ile alindig1
diisiiniildiiglinde bu ¢alismada 6nerilen LTK yonteminin RF tahmin metoduyla PKE
tahminin de en iyi sonuglar1 verdigi daha net goriilmiis oldu. Diger veri seti ile
benzer olarak BN tahmin metodunda LTK ve AAC kodlama yontemleri ile ¢ok yakin
sonuglar alinmistir. BN yontemi ile AAP ve CT kodlamasinda %2 seviyesinde yakin

sonuclar alinmistir. Bu sonuglar hem Yersinia hem bacillus veri setleri i¢in gecerlidir.
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AAC kodlamasi, LTK kodlamasina gére BN tahmin metodunda F1 metrigi i¢in yakin
sonuclar alinmasina ragmen, dogruluk metriginde %12 oraninda bir diisiis olmustur.
Bu diisis BN tahmin metodunun AAC kodlamasinda negatif siif tahmininde daha
kotii sonuglar dondiirdiigiinii géstermektedir. Bu durum AAP ve CT kodlamasi igin

gecerli olmayip yontemler dogruluk metriginde de beklenen sonuglari vermistir.

AAP ve CT kodlama yontemleri LTK ile kiyaslandiginda dogruluk metriginde %1-2
oraninda yakin sonuclarin alindig1 goriilmektedir. Ancak F1 skor degerinde fark %3-
5 seviyesine ulagsmaktadir. Bu durum LTK kodlamasi ile pozitif etiketli drneklerin

AAC ve CT kodlamalarina gore daha iyi tahmin edildigini gostermektedir.

kNN tahmin metodu en iyi F1 sonucunu LTK kodlamasi ile vermistir. LTK’dan sonra
en yakin sonu¢ AAP kodlamasiyla elde edilmistir. Daha sonra gelen CT ve AAC

kodlama dogruluk sonuglari neredeyse aynidir.

Yersinia pestis veri seti icin elde edilen genel sonuglara bakildiginda en koti
sonuclarin NB tahmin metoduyla alindig1 goriilmiistiir. Bunun yaninda gene bayes
tabanli bir yontem olan BN her ii¢ kodlama yontemi ile de yapilan tahminlerde diger

yontemlere yakin sonuglar dondiirmiistiir.

Sekil 5.6.’da yersinia veri seti i¢in her bir kodlama ve tahmin yontemi i¢in bulunan
MCC sonuglarn grafikte goriilmektedir. Bacillus veri seti ile benzer olarak en iyi
sonuglar RF-LTK yontemleri ile elde edilmistir. Gene diger veri seti ile benzer
sekilde LTK yontemi NB tahmin metodunda tiim kodlama ydntemlerinde geride
kalmakla birlikte AAC ile ¢ok yakin sonucglar vermistir. LTK’nin diger tiim tahmin

yontemlerinde en i1yi sonucu verdigi grafikten anlasilmaktadir.

LTK yontemi AAC ile bayes tabanli siiflandiricilarda (BN ve NB) yakin sonuglar
verirken, diger siiflandiricilarda aradaki fark daha fazladir. Yersinia veri setine ait
MCC grafigine bakildiginda basar1 siralamasmin bacillus veri seti ile ¢ok yakin

oldugu goriilmektedir.



Tablo 5.8. Yersinia pestis veri seti i¢in bulunan degerlendirme sonuglari

Ozgiilliik Duyarlilikk  F1 Dogruluk  MCC AUC
BN 0,432 0,778 0,555 0,772 0,451 0,833
NB 0,443 0,402 0,421 0,798 0,3 0,775
LTK RF 0,793 0,451 0,575 0,878 0,538 0,914
kNN 0,604 0,539 0,569 0,851 0,48 0,825
C4.5 0,542 0,558 0,55 0,833 0,447 0,688
BN 0,485 0,659 0,559 0,809 0,45 0,842
NB 0,329 0,692 0,446 0,685 0,298 0,754
AAC RF 0,929 0,335 0,492 0,873 0,513 0,903
kNN 0,447 0,642 0,527 0,789 0,407 0,797
C4.5 0,523 0,484 0,503 0,825 0,397 0,711
BN 0,415 0,668 0,512 0,767 0,388 0,806
NB 0,459 0,419 0,438 0,803 0,319 0,791
AAP RF 0,839 0,379 0,522 0,873 0,509 0,903
kNN 0,625 0,478 0,542 0,852 0,461 0,827
C4.5 0,539 0,54 0,54 0,831 0,436 0,698
BN 0,394 0,735 0,513 0,744 0,392 0,809
Conjoint NB 0,331 0,775 0,464 0,672 0,331 0,761
Triad RF 0,915 0,349 0,505 0,875 0,518 0,906
kNN 0,441 0,728 0,55 0,781 0,439 0,823
C4.5 0,512 0,528 0,52 0,821 0,41 0,689
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Sekil 5.5. Yersinia veri seti i¢in bulunan MCC sonuglarinin kodlama ve tahmin yontemlerine gére kiyaslanmasi

Tablo 5.9.’da yersinia veri seti ile yapilan deneylerde LTK yonteminin diger kodlama

yontemlerine gore daha basarili oldugu deney sayilar1 verilmistir. Bu tablo yersinia

veri seti i¢in verilen sayisal sonuglara bakilarak ¢ikarilmis ve okuyucularin daha

rahat bir degerlendirme yapmasi i¢in hazirlanmistir. Tablo 5.9.’da basarili olunan

deneylerin hangileri oldugu g6z ardi edilerek sadece kodlama yontemlerinde basarili

olunan toplam deney sayilar1 verilerek tablo olusturulmustur. Burada amag Onerilen
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LTK kodlamasinin deneylerin biiyiilk ¢ogunlugunda diger kodlama yontemlerinden
daha iyi oldugunu gostermektir.

Tablo 5.9. Yersinia veri seti i¢in LTK kodlama ile diger kodlama yontemleri arasinda yapilan kiyaslamada
basarili olunan deney sayisi

AAC AAP CT Toplam Basar1
Dogruluk 4 3 5 12/15
F1 3 4 4 11/15
MCC 5 4 4 13/15
AUC 3 2 4 9/15




BOLUM 6. TARTISMA VE SONUC

Organizmalarin proteinleri arasindaki olasi etkilesim sayisinin ¢ok yiiksek boyutta
olmas1 proteinler arasi etkilesimleri tespit etmede kullanilan deneysel yontemleri
yetersiz kilmaktadir. PKE tahmininde hesaplamali yontemler kullanarak deneysel
yontemlerin yiiksek maliyet ve uzun zaman dezavantajlar1 ortadan kaldirilmak
istenmektedir. Hesaplamali1 yontemler kullanilarak yapilan ¢alismalarda karsilagilan
en Onemli problem veri vyetersizligidir. Veri yetersizligini iki acidan
degerlendirebiliriz. ilki patojen ve konak organizmalar arasinda deneysel olarak
dogrulanmis etkilesimlerin olmamasi veya bu saymin yetersiz olmasidir. ikincisi
proteinler arasi etkilesimin bilinmesine ragmen kullanilan hesaplamali yontemin
ihtiyag duydugu protein bilgisine erigememektir. Ornegin proteinlerin ikincil
yapisindan yola ¢ikarak gelistirilen bir tahmin yonteminde az sayida proteinin ikincil

yapisinin bilinmesi yontemin uygulanabilirligi agisindan 6nemli bir problemdir.

Tezde, PKE tahmini iizerine yapilan ¢aligmalarda genel olarak tahmin dogrulugunu
arttirmak ve veri yetersizliginden kaynaklanan eksikleri gidermek amaglandi. Veri
yetersizligi goz Oniine alinarak, ¢alismada PKE tahmini i¢in en fazla verinin oldugu
hesaplamali yontemden yola ¢ikildi. Veri tabanlarinda proteinlere ait en fazla veri,
amino asit dizilim bilgisidir. Bu sebeple sadece amino asit dizilim verisi kullanilarak
etkilesim tahminini arttirmaya yonelik ¢aligsmalar yapildi. Bu kapsamda ilk olarak
konak ve patojen organizmalara ait yeterli sayida dogrulanmis etkilesim verisinin
olmadigi durumlar i¢in GAM yo6ntemi Onerildi. GAM yodnteminde temel hipotez
tirler aras1 etkilesim aginda yer alan proteinlerin, tiir i¢i etkilesim kurduklar
proteinlerle benzer karakteristige sahip oldugudur. Dolayisiyla tilirler arasi
etkilesimde yer alan proteinlere ait tiir i¢i etkilesimlerin PKE ag1 ile birlestirilmesi
sonucu tahmin dogrulugunun artacag diisiiniildii. ki farkli veri seti ile yapilan

deneysel ¢alismalarin biiyiik cogunlugu hipotezi destekledi. Bu boliimde ayrica farkli
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tiirlere ait veri setlerinin birlestirilmesi sonucu tahmin dogrulugunun nasil degisecegi
gozlenmek istendi. Birlestirilen veri setlerinin tahmin dogruluguna 6nemli bir katki
saglamadigr sonucuna ulagildi. Yapilan deneylerde dogruluga etkisi olabilecek
etkenlerden biri, veri setlerinde tiirler arasi tiim proteinler arasindan rastgele
olusturulan negatif veri sinifidir GAM yontemine ait deneylerde, pozitif sinifin
negatif sinifa oran1t 1/10 olacak sekilde rastgele negatif 6rnek se¢ildi. Bu oranin
artmasi ile birlikte tahmin yontemleri, negatif sinifa ait 6rnekleri daha 1yi 6grenip,
daha az orana sahip pozitif siifi tahminde zayif kalmaktadir. GAM modeline gore
artan pozitif smif sayesinde siniflandirma algoritmalarimin tahmin dogrulugu
artmaktadir. Tahmin dogrulugunun artmasi tiir i¢i ve tiirler arasi agda yer alan
proteinlerin benzer karakteristige sahip oldugu tezinin dogrulugunu gostermektedir.
Tahmin metotlar1 arasinda rastsal orman gibi veri setini, alt veri setlerine ayiran
yontemlerde de sadece PKE verileri ile yapilan tahminlerde pozitif sinif tahmini ¢ok
kotii sonuglar vermistir. Bunun sebebi 1/10 pozitif negatif sinif oranina sahip veri
setinde alt veri setlerinin ¢ogunun sadece negatif 6rneklerden olusmasidir. Rastsal
orman yontemi alt veri setlerinin her biri i¢in bir karar agaci olusturup daha sonra test
ornekleri bu karar agaglarindan gelen sonuglarin oylanmasi ile siniflandirilmaktadir.
Biiytik ¢ogunlugu negatif verilerden olusan karar agaglari, pozitif 6rnek tahmininde
daha az oy alacak, dolayisiyla yanlis siiflandirma yapacaktir. GAM yontemi ile
pozitif ornek sayisi arttirilarak bu problemin de Oniine geg¢ilmistir. Rassal orman
metodu ile yapilan deneylerde 6zgiilliikk, duyarlilik ve F1 sonuglar1 énemli dlciide
artig gostermistir. Benzer durum naif bayes ve bayes aglarinda da gecerlidir. Ornek
tabanli siniflandiricilarin bu duruma daha toleransli oldugu sdylenebilir. Deneylerde
GAM yontemine ait sonuglar daha az artis gdstermesine ragmen her iki deney igin
ozgiillik ve duyarhilik sonuglarina bakildiginda sonucglarin daha dengeli degistigi

gorilmektedir.

Makine ogrenmesi algoritmalarinda amino asit dizilimi tabanli patojen konak
etkilesim tahmininde basarimi etkileyen faktorlerden biri de kullanilan
Ozniteliklerdir. Tezde tahmin dogrulugunu arttirmak amaciyla etkilesimleri daha iyi
ayirt edecek protein kodlamasi iizerine ¢alisildi. Tahmin metotlarina Oznitelik

vektorii olarak verilecek kodlanmis amino asit dizilerinin sabit uzunlukta olmasi
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gerekmektedir. Literatlirde gegen ve sabit uzunlukta 6znitelik vektorii tireten kodlama
yontemleri genellikle amino asitlerin kimyasal 6zelliklerini veya dizi igerisindeki
frekanslarin1 gz Oniine almaktadir. Calismada amino asitlerin frekans ve kimyasal
Ozellikleri disinda dizi igerisindeki lokasyonlarmin da proteinleri ayirt etmede
kullanilabilecegi diisiiniildii. Dizide yer alan her bir amino asidin indis degeri dizi
uzunluguna boliiniip benzer amino asitlerin degerleri ile toplandi. Bu iglem sonrasi
yirmi amino asidin her birine karsilik bir nlimerik bir deger elde edildi. Proteinler
arast farklilig arttirmak i¢in amino asit dizi uzunlugu 6nceden belirlenen bir
parametreye gore alt diziler ayrildi. Bu alt dizilerden sonuncusu amino asit dizisinin
tiimiinden olusmaktadir. Alt diziler olusturulduktan sonra her bir alt dizi i¢in niimerik

degerler hesaplandi.

Dizinin sonlarinda yer alan amino asitler daha biiyiik indise sahip olduklarindan
dolay1 benzer amino asidin baslarda yer aldig1 ve daha yiiksek frekanslara sahip
oldugu proteinler ile karigma ihtimali vardir. Bu durumun 6niine gegmek icin ayni
islem amino asit dizisinin tersine de uygulandi. Alt dizi ve dizilerin tersinden olusan
niimerik vektorler birlestirilerek proteine ait Oznitelik vektorii olusturuldu. Alt
dizilere ayirma ve dizinin tersine ¢evrilmesi ile farkli proteinlerden benzer niimerik

vektor olugsma ihtimali dnemli 6l¢iide diistirilmiistiir.

LTK algoritmasinin alt dizi sayisini belirleyen parametre, dogrudan 6znitelik vektor
uzunlugunu belirlemektedir. Amino asit dizi uzunlugu kisa olan proteinler goz 6niine
almmarak alt dizi parametresinin c¢ok biiyiikk se¢ilmemesi gerekmektedir. Ayrica
parametrenin biiylik olmasi 6znitelik vektoriiniin de biiyiik olmasina, dolayisiyla
hesaplama maliyetinin artmasina sebep olacaktir. LTK yonteminde secilmesi gereken
kesin bir alt dizi sayist yoktur. Optimum alt dizi sayist kullanilan veri seti lizerinde
farkli deneylere gore belirlenmelidir. LTK basariminin 6l¢iildiigii deneysel ¢alismada

alt dizi say1s1 bes olarak belirlendi.

Onerilen 6znitelik kodlama ydntemi ve genisletilmis a§ modeli yapilan deneylerin

bliylik ¢ogunlugunda daha iy1 sonuglar verdi.
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