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SAYISAL HARITALAMA TEKNIiKLERiIi KULLANILARAK DNA

DiZILIMLERi UZERINDEN LOSEMi HASTALIGININ TEMEL

TURLERININ YAPAY ZEKA TABANLI ALGORITMALAR iLE
SINIFLANDIRILMASI

OZET

Kanser, viicudun herhangi bir yerindeki hiicrelerin kontrolsiiz ¢ogalmasi ile ortaya
c¢ikan bir hastaliktir. Bu hastalik ile viicudun diizenli bir sekilde ¢alisan mekanizmasi
yavas yavas bozulur ve erken teshisin saglanamamasi ile diizeltilemeyecek bir duruma
gelir. Bu siire¢ hastaligin tiiriiniin  konulabilmesi ve tedavi yontemlerinin
belirlenebilmesi acisindan 6nemlidir. Bu calismada kanser tiirleri arasinda yer alan
16semi malignitesi irdelenmistir. Ciinkii 16semi, en sik rastlanan kanser tiirtidiir. Tiim
yas gruplarinda goriilme ihtimali vardir. Hastaligin kiside seyretme durumuna gore
akut veya kronik olarak iki grupta incelenir. Ozellikle hastaligin aniden belirdigi ve
viicut i¢erisinde yayilimin hizli gergeklestigi akut 16semi hastalarinda uzun bir yagam
beklentisi i¢in erken tani sarttir. Bununla birlikte yaklasik 40 yil 6nce doktorlar
tarafindan 16seminin temel alt tiirlerinden olan ALL ve AML tanisinin konuldugu belli
hasta tiplerinde karisik soy 16semisi (MLL) olarak tanimlanan bir 16semi tiirii
kesfedilmistir. MLL 16semi tiiriiniin yeni bir tiir olarak kesfedilmesinden sonra 16semi
hastaliginin halen kesfedilebilecek yeni alt olusumlar barindirdig1 diisiiniilmektedir.
Genis bir gergevede ele alinan 16semi kanserine iliskin alt tiirlerin net bir sekilde ayirt
edilmesi, dogru tani siirecinin gergeklesmesi ile birlikte dogru tedavi protokoliiniin
uygulanmasini saglayacaktir. Ote yandan tedaviye verilen yanitin degerlendirilmesi ve
sonraki tedaviler i¢in uygulanacak protokoliin netlestirilmesi agisindan da hayatidir.
Tip diinyasinda kesin sonuglara ulagsmak i¢in periferik kan yaymasi, kemik iligi
aspirasyonu, kemik iligi biyopsisi, immiinfenotipleme, ¢esitli goriintiilemeler ve testler
kullanilmaktadir. Ancak bu yéntemler bazen belirsiz durumlar igermektedir. Ornegin,
periferik kan yayma yonteminin manuel degerlendirme stireci doktorun bilgi, tecriibe,
fiziksel yogunlugu ve zihinsel yorgunlugu gibi parametrelere baghdir. Kanser hastasi
olan bir kigsiden biyopsi yontemi ile alinan pargada kanserli doku yer almayabilir.
Loseminin tanisinda ayirag olan lenfosit hiicre tipine iliskin artig ayn1 zamanda hepatit
viriisleri ve brusella hastaligi sonucunda da artabilir.Gorlintiileme yontemlerinin ¢esitli
tibbi parametrelere bagli olarak uygulanma basarisi ya da ulasilan goriintiilemelerin
doktorlar tarafindan degerlendirilmesi standart bir ¢ikti tiretmeyebilir. Bu nedenle
genetik temelli maligniteler tizerinde molekiiler ve sitogenetik degerlendirme yapmak
taninin dogrulugunu netlestirecektir. Ancak genom teknolojisindeki son gelismeler
DNA dizilimlerinde bir artisa neden olmustur. Bu nedenle sitogenetik analiz
dogrultusunda verilerin manuel olarak dogru ve hizli bir sekilde yorumlanmasi
giiclesmistir. Ote yandan molekiiler degerlendirme imkan1 sunan mikrodizi teknolojisi
degerlendirilmistir. Ancak Kkanser arastirmalarinda umut kaynagi olan mikrodizi
teknolojisinin analiz islemi, genleri temsil eden Gzellikler {izerinden saglandigi i¢in
yiiksek boyut sunar. Makine Ogrenmesinde boyutlulugun laneti olarak bilinen bu
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durum sonucunda hesaplama yiikii ve yanlis kararlar {ireten giiriiltii olusabilir. Tiim bu
yontemler kapsaminda kisi iizerinde uygulanmasi planlanan tedavi yaklasimlarinin
sayisi, maliyet parametresi ¢ercevesinde hasta lizerinde anksiyeteye neden olabilir.
Ayn1 zamanda gereksiz radyasyon maruziyeti ve doktorlar igin is yiikii ve zaman kaybi
diger olumsuz ciktilaridir. Bu calismada daha az tibbi yontem ile erken taninin
saglanmas1 amaciyla 7 ayr1 kisimda bilgisayar destekli bir yapi insa edilmistir.
Doktorlara fikir vermek amaci ile tasarlanan bu yap1 ile 7 farkli ama¢ dogrultusunda
l6semi hastalig1 analiz edilmistir.

Sitogenetik degerlendirmenin saglandigi ilk asamada, 16seminin temel tiirlerinden olan
ALL ve KML malignitelerinin tanisinda 6énemli bir ayirag olan BCR-ABL genleri
analiz edilmistir. NCBI veri kiimesinden tedarik edilen BCR-ABL genleri haritalama
teknikleri kullanilarak sayisallastirilmistir. Ardindan sayisallastirilan  dizilimler
tizerinde canliliga iligkin kritik bilgiler igeren ekson bdlgelerinin tespiti igin sinyal
isleme yaklasimi kapsaminda fourier doniisiimii ve kisa zamanli fourier doniistimi
yontemleri kullanilmistir. Sinyal isleme yontemleri ile DNA dizilimlerinden elde
edilen spektral yogunluk bilgileri EfficientNetB7 transfer 6grenme mimarisi ile
simiflandirilmigtir. Farkli DNA baz uzunluguna iliskin spektral yogunlugun ifade
edildigi gorsel verilerin egitim veri kiimesinde yer almasi sonucunda test veri kiimesi
tizerinde ulasilan dogruluk oran1 %100’diir. Bununla birlikte sadece belirli aralikta yer
alan DNA baz uzunluguna iliskin spektral yogunlugun ifade edildigi gorsel verilerin
egitim veri kiimesinde yer almasi sonucunda test veri kiimesinde ulasilan dogruluk
orani %50 - %70 arasindadir.

Sitogenetik degerlendirmenin saglandigi ikinci asamada, NCBI veri kiimesi vasitasiyla
ALL ve KML hastalarindan elde edilen BCR-ABL genleri kullanilarak malignitelerin
ayirt edilmesi saglanmistir. Bu siire¢ iki ayr1 kisimda gerceklesmistir. ilk kisimda
sayisallastirilan DNA dizilimlerinin spektral yogunluk bilgisi kisa zamanl fourier
dontigimii  ve siirekli dalgacik doniislimii  yontemleri ile  spektrogramlara
yansitilmistir. Ardindan zamansal ve uzaysal bilgi ¢ikarimi saglayan DGCNN ydntemi
ile spektrogramlar siiflandirilmistir. DNA baz uzunluguna bagli bir siniflandirmanin
gerceklestigi bu kisimda hem kisa zamanli fourier doniistimii hem de siirekli dalgacik
donilistimii yontemleri i¢in ulasilan maksimum dogruluk orant %75 olarak elde
edilmistir. Diger kisimda DNA baz uzunlugundan bagimsiz bir ¢alisma
gerceklestirilmistir. Bu dogrultuda Shannon entropi temelli haritalama teknigi
kullanilarak sayisallagtirllan DNA dizilimlerinden istatistiksel ve yapisal ozellikler
cikarilmistir. Ardindan bu 6zellikler adaptif bulanik mantik algoritmasina girdi olarak
verilmistir. DNA’nin bulanik konfigiirasyon yapisina uygun oldugu diisliniilen bu
yontem ile %80 dogruluk orani elde edilmistir.

Molekiiler degerlendirmenin saglandigi {iglincii asamada, bioinformatics laboratory
vasitasiyla temin edilen 16seminin temel tiirleri olan ALL ve AML malignitelerine ait
mikrodizi veri kiimesi kullamlmustir. Ilk asamada parcacik siirii optimizasyon
algoritmasi, karmca optimizasyon algoritmasi ve balina optimizasyon algoritmasi
kullanilarak yiiksek boyut sunan mikrodizi veri kiimesinden potansiyel genler
secilmistir. Ardindan her bir optimizasyon algoritmasi i¢in secilen genlere iliskin
spektral yogunluk bilgisi siirekli dalgacik doniisiimii yontemi ile spektrogramlara
yansitilmistir. Son olarak ALL ve AML kategorilerinin eslestirildigi spektrogramlar
DGCNN yontemi ile siiflandirilmistir. Maksimum basar1 orani karinca optimizasyon

XX



algoritmast kullanilarak secilen potansiyel genlerin DGCNN yontemi ile
siniflandirilmasinin sonucunda %93.33 dogruluk orani elde edilmistir.

Molekiiler degerlendirmenin saglandigi dordiincii asamada bioinformatics laboratory
vasitastyla temin edilen ALL, AML ve MLL l6semi tiirlerine iliskin mikrodizi veri
kiimesi kullanilmistir. Yiiksek boyut sunan mikrodizi veri kiimesinden balina
optimizasyon algoritmasi kullanilarak segilen genler LSTM sinir ag1 mimarisine girdi
olarak verilmistir. Segilen genlerin birbiri ile iliskisini hatirlama eylemleri ile dinamik
tutma yetisine sahip olan LSTM mimarisinin farkli seed degerleri ile olusturulan 100
farkl veri kiimesindeki ortalama dogruluk orani %89.883 olarak bulunmustur.

Patolojik degerlendirmenin saglandigi besinci asamada Acute Lymphoblastic
Leukemia Image Database vasitasiyla temin edilen ALL-IDB1 ve ALL-IDB2 periferik
kan yayma goriintiileri kullanilmistir. Loseminin temel tiirii olan ALL malignitesinin
tanisinda Onemli bir ayirag olan blast hiicrelerinin tespitine ve sayim bilgisinin
tiretilmesine iliskin gercek zamanl bir ¢ikt1 lireten bu calismanin egitimi YOLOv4
algoritmasi tarafindan gergeklestirilmistir. Modele verilen girdi i¢in 3-4 saniye
icerisinde ¢ikt1 {ireten bu sistemin dogruluk orani %98.87 olarak bulunmustur.

Molekiiler ve immiinfenotipik degerlendirmenin saglandigi altinci asamada
bioinformatics laboratory vasitasiyla temin edilen lenfoblast hiicre tiirlerine iliskin T-
ALL, B-ALL ve T-LL malignitelerine ait mikrodizi veri kiimeleri kullanilmustir. i1k
olarak yiiksek boyut sunan mikrodizi veri kiimelerinden balina optimizasyon
algoritmas1 kullanilarak secilen potansiyel genler ANFIS yapisi ile siniflandirilmistir.
Boylece bulanik ¢ikarimlar elde edilmistir. Ardindan bulanik mantigin ¢ikarim giicii
ile yapay zekanin veriler iizerindeki 6grenme giiclinii birlestiren ANFIS yapisindaki
tiyelik fonksiyonuna iligkin parametre optimizasyonu sirasiyla ABC ve PSO
optimizasyon algoritmalar1 ile iyilestirilmistir. Son olarak ANFIS, ANFIS+ABC ve
ANFIS+PSO yapilarindan gelen 3 farkli bulanik ¢ikti, kolektif 6grenme yaklagimi
kapsaminda lojistik regresyon algoritmasi ile siniflandirilmistir. Ulasilan dogruluk
orant %86.6 olarak elde edilmistir.

Patolojik degerlendirmenin saglandig1 yedinci asamada Raabin Health veri kiimesi
vasitasiyla temin edilen bazofil, eozinofil, lenfosit, monosit ve nétrofil beyaz kan
hiicrelerine iliskin dijitallestirilmis periferik kan yayma goriintiileri kullanilmistir.
Losemi hastaliginin tanisinda 6nemli bir ayira¢ olan lenfosit hiicre tipinin tanima
oranini gelistirmek i¢in Onerilen YOLOvS5x yaklasimi ve hibrit yap1 sunulmustur.
Onerilen YOLOV5x yaklasimi ile lenfosit tanima orani ve genel tespit dogruluguna
iliskin tanima orani i¢in sirasiyla 0.133 ve 0.006 dogruluk oraninda bir iyilesme
saglanirken hibrit yapr i¢in %3,44 ile %14,7 dogruluk oraninda bir iyilesme
saglanmustir.

Bu calismada farkli alt tiirlere sahip olan 16semi hastaliginin bilgisayar destekli
sistemler ile tan1 ve tedavi siirecine iliskin sitogenetik, molekiiler, molekiiler ve
immiinfenotipik, patolojik degerlendirmelerin yer aldigi biitiinsel bir analiz
yapilmistir. Giincel bir aragtirma alani olan ve halen non-invaziv ya da alternatif
yaklasimlarin kesfi {izerinde ¢alismalar yapilan I6semi kanserine iligkin sunulan 7 ayr1
degerlendirme ile karar destek sistemi insa edilmistir. Doktorlara fikir vermek
amaciyla tasarlanan bu sistem vasitasiyla dogru ve erken tani ile baslayan basarili
tedavilerin gergeklesmesi hedeflenmektedir.
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CLASSIFICATION OF MAIN TYPES OF LEUKEMIA DISEASE WITH
ARTIFICIAL INTELLIGENCE-BASED ALGORITHMS ON THE DNA
SEQUENCES USING DIGITAL MAPPING TECHNIQUES

SUMMARY

A cell is a unit containing structural and functional properties related to life. It has the
ability of controlled divisibility. Thus, injured tissues are repaired or dead cells are
renewed. However, genetic or environmental parameters can negatively affect this
division process. In such a case, malignancies occurrences can happen. Malignancies
are described as malignant tumors. It is formed by the uncontrolled proliferation and
spread of cells in a particular tissue or organ.

Cancer is a malignancy that occurs with the uncontrolled proliferation of cells in any
part of the body. With this disease, the body's regular working mechanism gradually
deteriorates and becomes irremediable if an early diagnosis is not provided. This
process is important in terms of determining the type of disease and deciding the
treatment methods. In this study, leukemia malignancy, which is among the cancer
types, was examined. Because leukemia is the most common type of cancer. It can be
seen in all age groups. According to the course of the disease in the person, it is
examined in two groups as acute or chronic. Early diagnosis is essential for a long life
expectancy, especially in patients with acute leukemia, where the disease appears
suddenly and spreads rapidly throughout the body. However, about 40 years ago, a
type of leukemia, defined by doctors as mixed lineage leukemia (MLL), was
discovered in certain types of patients diagnosed with ALL and AML, which are the
main subtypes of leukemia. After the discovery of the MLL leukemia type as a new
species, it is thought that the leukemia disease still contains new sub-formations that
can be discovered. Clearly distinguishing the subtypes of leukemia cancer, which is
considered in a wide framework, will ensure the implementation of the correct
treatment protocol together with the realization of the correct diagnosis process. On
the other hand, it is also vital in terms of evaluating the response to treatment and
clarifying the protocol to be applied for subsequent treatments. Peripheral blood smear,
bone marrow aspiration, bone marrow biopsy, immunophenotyping, and various
imaging and tests are used to reach definitive results in the medical world. However,
these methods sometimes involve uncertain situations. For example, the manual
evaluation process of the peripheral blood smear method depends on the doctor's
knowledge, experience, physical intensity and mental fatigue. Cancerous tissue may
not be present in the part taken by the biopsy method from a person with cancer. The
increase in lymphocyte cell type, which is an indicator in the diagnosis of leukemia,
may also increase as a result of hepatitis viruses and brucella disease. The success of
applying imaging methods depending on various medical parameters or the evaluation
of the achieved imaging by doctors may not produce standard output. Therefore,
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molecular and cytogenetic evaluation of genetic-based malignancies will clarify the
accuracy of the diagnosis. However, recent advances in genome technology have led
to an increase in DNA sequences. For this reason, it has become difficult to manually
interpret data accurately and quickly in line with cytogenetic analysis. On the other
hand, microarray technology, which offers the possibility of molecular evaluation, was
evaluated. However, the analysis process of microarray technology, which is a source
of hope in cancer research, offers a high dimension because it is provided through
features that represent genes. This situation, known as the curse of dimensionality in
machine learning, can result in computational burden and noise that produces wrong
decisions. In the scope of all these methods, the number of treatment approaches
planned to be applied to the person may cause anxiety in the patient within the
framework of the cost parameter. At the same time, unnecessary radiation exposure
and workload and time loss for doctors are other negative outcomes. In this study, a
computer-aided structure was built in 7 separate sections in order to provide an early
diagnosis with fewer medical methods. With this structure, which was designed to give
an idea to doctors, leukemia disease was analyzed for 7 different purposes.

In the first stage, where cytogenetic evaluation is achieved, BCR-ABL genes, which
are an important indicator in the diagnosis of ALL and CML malignancies, which are
the main types of leukemia, were analyzed. BCR-ABL genes supplied from the NCBI
dataset were digitized using mapping techniques. Then, fourier transform and short-
time fourier transform methods were used in the scope of the signal processing
approach to detect exon regions containing critical information about life on the
digitized array. Spectral density information obtained from DNA sequences with
signal processing methods was classified with EfficientNetB7 transfer learning
architecture. With the visual data expressing the spectral density of different DNA base
lengths included in the training dataset, the accuracy rate reached on the test dataset is
100%. The accuracy rate achieved in the test dataset is between 50% and 70% for
visual data expressing the spectral density of DNA base length in a certain range in the
training dataset.

In the second stage, where cytogenetic evaluation is achieved, malignancies were
differentiated by using BCR-ABL genes obtained from ALL and CML patients via the
NCBI dataset. This process took place in two separate parts. In the first part, the
spectral density information of the digitized DNA sequences was reflected to the
spectrograms with short-time fourier transform and continuous wavelet transform
methods. Then, the spectrograms were classified with the DGCNN method, which
provides temporal and spatial information extraction. In this part, where a
classification based on nucleotide base length takes place, the maximum accuracy rate
achieved for both short-time fourier transform and continuous wavelet transform
methods was obtained as 75%. In the other part, a study independent of nucleotide
base length was performed. In this direction, statistical and structural features were
extracted from digitized DNA sequences using Shannon entropy-based mapping
technique. Then, these features are given as input to the adaptive fuzzy logic algorithm.
With this method, which is thought to be suitable for the fuzzy configuration structure
of DNA, a accuracy rate of 80% was achieved.

In the third stage, where molecular evaluation is achieved, the microarray dataset of
ALL and AML malignancies, which are the main types of leukemia, obtained by the
bioinformatics laboratory, was used. In the first step, potential genes were selected
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from the high-dimensional microarray dataset using the particle swarm optimization
algorithm, ant optimization algorithm and whale optimization algorithm. Then, the
spectral density information of the selected genes for each optimization algorithm was
reflected in the spectrograms with the continuous wavelet transform method. Finally,
spectrograms matching ALL and AML categories were classified by the DGCNN
method. The maximum accuracy rate was obtained as 93.33% as a result of the
classification of the potential genes selected using the ant optimization algorithm with
the DGCNN method.

In the fourth stage, where molecular evaluation is achieved, a microarray dataset of
ALL, AML and MLL leukemia types supplied by the bioinformatics laboratory was
used. Genes selected from the high-dimensional microarray dataset using the whale
optimization algorithm were given as input to the LSTM neural network architecture.
The average accuracy rate in 100 different datasets created with different seed values
of the LSTM architecture, which has the ability to keep dynamic with the actions of
remembering the relationship of the selected genes with each other, was found to be
89.883%.

In the fifth step, where pathological evaluation is achieved, ALL-IDB1 and ALL-1DB2
peripheral blood smear images obtained from the Acute Lymphoblastic Leukemia
Image Database were used. The training of this study, which produces a real-time
output for the detection of blast cells and the production of count information, which
is an important indicator in the detection of ALL malignancy, which is the main type
of leukemia, was carried out by the YOLOvV4 algorithm. The accuracy rate of this
system, which produces an output within 3-4 seconds for the input given to the model,
was found to be 98.87%.

In the sixth stage, where molecular and immunophenotypic evaluation is achieved,
microarray datasets of T-ALL, B-ALL and T-LL malignancies related to lymphoblast
cell types obtained by the bioinformatics laboratory were used. First, potential genes
selected from high-dimensional microarray datasets using the whale optimization
algorithm were classified with the ANFIS structure. Thus, fuzzy inferences were
obtained. Then, the parameter optimization of the ANFIS structure, which combines
the inference power of fuzzy logic and the learning power of artificial intelligence on
data, is provided by ABC and PSO optimization algorithms, respectively. Finally, 3
different fuzzy outputs from ANFIS, ANFIS+ABC and ANFIS+PSO structures were
classified by logistic regression algorithm within the scope of the ensemble learning
approach. The achieved accuracy rate is 86.6%.

In the seventh stage, where pathological evaluation is achieved, digitized peripheral
blood smear images (basophil, eosinophil, lymphocyte, monocyte, and neutrophil
white blood cells) were supplied through the Raabin Health dataset. The proposed
YOLOvV5x approach and hybrid structure were presented to improve the recognition
rate of lymphocyte cell type, which is an important indicator in the diagnosis of
leukemia disease. With the proposed YOLOvV5x approach, an improvement of 0.133
and 0.006 was achieved for the recognition rate for lymphocyte recognition rate and
overall detection accuracy, respectively, while an improvement of 3.44% and 14.7%
was achieved for the hybrid structure.

In this study, a wide analysis including cytogenetic, molecular, molecular and
immunophenotypic, pathological evaluations related to the diagnosis and treatment
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process of leukemia, which has different subtypes, was performed with computer-
aided systems. A decision support system was built with 7 separate evaluations
presented on leukemia cancer, which is a current research area and is still being studied
for the discovery of non-invasive or alternative approaches. It is aimed to realize
successful treatments that start with accurate and early diagnosis through this system,
which is designed to give an idea to doctors for leukemia, which reduces the quality
of life of the person, causes loss of workforce loss and is life-threatening.
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1. GIRIS

Hiicre, canliligin yapisal ve islevsel 6zelliklerini barindiran temel birimdir. Bu birimin
kontrollii boliinebilme yetisi, yaralanan dokularin onarilmasini ya da 6len hiicrelerin
yenilenebilmesini saglar. Ancak genetik ya da cevresel etkenler boliinme siirecini
etkileyebilir. Boyle bir ihtimalin gergeklesmesi durumunda malignite olusumlar
meydana gelir [1]. Fakat maligniteler timor ile karigtirllmamasi gereken yapilardir.
Ciinkii timor, anormal biiyiiyen hiicrelerin kétii huylu (kanserli olan) ya da iyi huylu
(kanserli olmayan) olarak nitelendirilmesidir [2]. Ote yandan maligniteler kotii huylu

timorler olarak tanimlanmaktadir.

Kanser, ilgili doku ya da organdaki hiicrelerin hizli ve kontrolsiiz bir sekilde ¢ogalip
yayilmasi ile ortaya ¢ikan bir malignitedir[2]. Losemi, akciger, kolon, meme ve prostat

en sik goriilen kanser tiirleri arasinda yer almaktadir [3].

Losemi kanseri, viicudun kan ftiretim sistemini (kemik iligi ve lenfatik sistem)
etkileyen ve kan hiicrelerinin miktarinda degisiklige neden olan bir hastaliktir. Bu
nedenle kan kanseri olarak da ifade edilmektedir [1]. Farkli yas gruplarinda goriilebilir.
Losemi kanseri hiicre tipi ve kiside seyreden ilerleme durumuna gore 2 ana tiire ayrilir
[4]. Bu gergevede hastaligin aniden belirdigi ve viicut igerisinde gozlemlenen
yayilimin hizli gergeklestigi 16semi tiirleri akut 16semiler olarak isimlendirilir. Ote
yandan teshisin hemen konulamadigi ve viicut icerisindeki yayilimin yavas seyrettigi
16semi tiirleri kronik 16semiler olarak isimlendirilir [1]. Miyeloid ve lenfoid seklindeki
nitelendirmeler ise hiicre tipini ifade etmektedir. Loseminin temel tiirleri, Akut
Myeloid Losemi(AML), Kronik Miyeloid Losemi(KML), Akut Lenfoblastik
Losemi(ALL) ve Kronik Lenfositik Losemi(KLL) dir [5].

Loseminin viicutta olusum siireci, olgunlasmamis kotii huylu hiicrelerin kemik iligi
hiicrelerinin yerine gegmesi ve ilik kisminda meydana gelen bir hasar1 igerir. Bu durum
savunmada 6nemli olan 16kosit miktar ile pthtilasmada 6nemli olan platelet miktarina
zarar verir ve savunma mekanizmasinin giigsiizlesmesine neden olur. Bu durumun

sonucu olarak hastada enfeksiyon riski artar [1]. Ek olarak kisinin yagam kalitesi diiser



ve is giicii kayb1 ortaya cikar. Ileriki asamalarda &liimle sonuglanabilme ihtimali

barindiran 16semi hastaligi i¢in erken teshis hayati bir konudur.

Tip diinyasinda, fiziksel muayene tani1 koyma siirecinin ilk agamasidir. Yeterli bir
ciktinin elde edilemedigi bu kisimda biyopsi ve kan tahlili islemleri gergeklestirilir.
Bununla birlikte doktorlar tarafindan ihtiyag duyulan durumlarda farkh
goriintiilemeler (ultrason ya da CT tarama) ve testler (akis sitometrisi, karaciger
fonksiyonu testi) de tani siirecinin bir parcasidir. Ote yandan hiicre tiplerinin ve
sayisinin analiz edilmek suretiyle kansere iligkin alt tiirlerin teshis edilmesinde
periferik kan yayma yontemi kullanilabilir [6]. Hastalig1 genetik ya da molekiiler
temelli olgular iizerinden incelemek tercih edilebilen degerlendirme metotlarindan
digerleridir. Bu yontemler kapsaminda kisi {izerinde uygulanmasi planlanan tedavi
yaklagimlarinin artigi, maliyet parametresi ¢evresinde hasta iizerinde anksiyete
olusturabilir. Ayn1 zamanda doktorlar i¢in is yiikiine ve zaman kaybina neden olur. Ek
olarak yapilan analizlerin degerlendirilmesi, kisinin bilgisi ve uzmanligi ile iliskilidir.

Bu durum manuel hatalarin ortaya ¢ikmasina neden olabilir.

Bu calismada, bilgisayar destekli sistemler ile doktorlara fikir vermek ve daha az tibbi
yontem ile erken teshisi saglamak hedeflenmistir. Bu kapsamda, 7 farkli agidan l6semi

hastalig1 analiz edilmis ve 7 farkli baslik altinda ele alinmistir.

1.1. DNA Genom Dizilimlerindeki Ekson ve intron Bélgelerinin Simiflandirilmasi

Kanser, yasami tehdit eden bir hastaliktir. Canliligin temel birimi olan hiicrelerin
genetik bilesenlerinde ortaya ¢gikan degisimler sonucunda meydana gelir [7]. Bu durum
hiicre ¢ekirdegindeki DNA ve 6zel proteinlerin birlesmesinden olusan kromozomlar
ile ifade edilir [8]. Bu birlesmede hayati islevselligi bulunan DNA genom pargast,
genler ve genler arasi [9] bosluklardan meydana gelir. Protein sentezinde gorevli olan
bu gen bolgeleri 6karyot hiicreler i¢in protein kodlayan (ekson) ve protein kodlamayan
(intron) bolgelerin ayrimina sahiptir [10]. Ekson bolgeleri, protein senteziyle ilgili tim
bilgiyi barindirir ve yasama iligkin 6nemli ayrintilarin degerlendirilmesinde 6nemli
role sahiptir [11]. Ote yandan, 6karyot bir hiicre DNA’sinin yaklasik %3 liik bir kismi
ekson bolgelerinden olusmaktadir [11].

Bahsedilen tip terimlerinin eslestirildigi Okaryot hiicre DNA’sma iliskin gorsel

tanimlamalar Sekil 1.1°de verilmistir.
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Sekil 1.1. Okaryot hiicre DNA’sma iliskin gorsel tanimlamalar [9].

Sekil 1.1°de gosterilen DNA molekiilii; seker, fosfat ve organik bazlarin bir araya
gelmesi ile olusan biiyiik bir biyomolekiildiir [8, 9]. Sembolik bir yapiya sahip olan
bu DNA molekiilii; Adenin, Timin, Guanin ve Sitozin organik bazlar ile ifade
edilmektedir [8]. Sarmal bir yapida birbirini tamamlayan diizende iki iplige sahip olan
DNA biriminde, adenin baz1 kars1 iplikteki timin bazi ile eslesirken guanin bazi sitozin
bazi ile eslesmektedir [9]. Bu eslesme siirecinde hidrojen baglar1 vasitasiyla bazlarin
birbirlerine tutunmasi saglanir. Tutunma eylemi i¢in Adenin ve Timin arasinda ikili
hidrojen bagi, Guanin ve Sitozin arasinda ticlii hidrojen bagi olusur. Ek olarak azotlu
bazlar iki ayr tip olarak degerlendirilir. Bu dogrultuda, Adenin ve Guanin, piirin
bazlaridir. Sitozin ve Timin, pirimidin bazlaridir [9]. Ayni1 zamanda, DNA diziliminin

mevcut diizeni igerisinde genetik bilginin saklanildigina inanilmaktadir [9].

Bu boliimde genetik bilgilerin yer aldigi genom pargast olan [9] ve DNA dizilimi
icerisinde yer alan gen bdlgelerindeki ekson ve intron kisimlarmin ayirt edilmesi
hedeflenmistir. Yasam siire¢lerinde olusan veya olusabilecek bir¢ok olaymn
aydinlatilmasinda 6nemli bir nokta olan ekson bdlgeleri; canliligin biiylime ve gelisme
siireclerinde yasanan diizenlemelerin, hiicrelerin ¢ogalma ve sonlanma durumlarinin,
kok hiicrelerin yasadiklar1 degisikliklere iliskin bilgilerin, kanserin gelismesi ile ilgili
degerlendirmelerin ve genlerin mutasyon geg¢irip gegirmedigine iliskin verilerin
barindirildigi énemli bir aywragtir [8, 12]. Bununla birlikte ekson bolgelerinin ayirt
edilmesi arastirmacilar tarafindan zorlu bir problem olarak ifade edilmistir [9, 11, 13,

14].



Birinci boliimde bilgisayarli tani sistemlerinin destegi ile 16semi kanserinin temel
tirlerinden olan ALL ve KML’nin tanisinda 6nemli bir ayira¢ olarak nitelendirilen
BCR-ABL geni iizerindeki ekson ve intron bolgelerinin siniflandirilmasi igin alternatif

bir yaklagim onerilmistir. Bu kisimda sitogenetik analiz yapilmastir.

1.2. DNA Dizilimleri ile ALL ve KML Malignitelerinin Siniflandiriimasi

Viicutta genomik yapiin korunmasi amaciyla DNA’da meydana gelme ihtimali olan
problemlerin diizeltilmesinde sorumlu hiicresel mekanizmalar gorev alir. Ancak bazi
durumlarda bu mekanizmalar gerekli onarimlari saglayamaz ve anomaliler ortaya
cikar. Ornegin genlerde meydana gelen mutasyonlardan bazilar1 kansere neden
olmaktadir [1]. Bu dogrultuda 16seminin temel tiirleri olan kronik miyeloid 16semi ve
ph-pozitif adi verilen akut lenfoblastik 16semi hastaliginin iizerinde etkili olan
Philadelphia kromozomu incelenmistir [15]. PH kromozomu ya da BCR-ABL geni
olarakta ifade edilen bu anomali, 22 numarali kromozomun q11 bandindaki BCR geni
ve 9 numarali kromozomun q34 bandindaki ABL genleri arasinda gergeklesen
karsilikli parga degisimi t(9; 22) (q34; 11) olarak tanimlanmaktadir [4, 16]. BCR-

ABL genine iliskin translokasyon siirecinin gorsel tasviri Sekil 1.2°de sunulmustur.

Translokasyondan Once Translokasyon sirasinda Translokasyondan sonra
Kromozom 0 e Kromozom @'un
bir parcas: fo
Kromozom 22'nin
ir pargas:
yor
dogigtinya Philadelphia (Ph)
abl gerw e e kromozomu
N\
Fazyon geni
\ — (ber-abl
N\ e birlesmig)
Kromozom 22 \
ber genl Doduiokug sonucunda Philladoiphin

ya da Ph kromozomu meydana Qo
Bu mutasyon sonucunda
yens be fizyon geni (bor-abl biresmig)
olugmugtur

Sekil 1.2. BCR-ABL genine iliskin translokasyon siirecinin gorsel tasviri [1].
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Yetigkin KML hastalarinin %901, ¢ocuk KML hastalarinin %51, yetiskin ALL
hastalarinin yaklagik %30’u ve cocuk ALL hastalarinin yaklasik %5°1 i¢in PH
kromozomu, hastaligin tanisinin konulmasinda onemli bir ayractir [1, 15]. Aym
zamanda bu ayirag tip diinyasinda da kullanilmaktadir. Ancak maliyetin minimuma
indirgenmesi, zamanin verimli kullanilmasi ve hastanin viicut biitlinliigliniin
bozulmamasi amaciyla alternatif pcr tekniklerinin ve non-invaziv ydntemlerinin

gelisimi halen devam etmektedir [17-22].

Ikinci béliimde bilgisayarli tani sistemlerin destegi ile BCR-ABL geni iizerinde 16semi
kanserinin temel tiirlerinden olan ALL ve KML hastalarinin siniflandirilmasi igin

alternatif bir yaklagim onerilmistir. Bu kisimda sitogenetik analiz yapilmistir.

1.3. Mikrodizi Veri Kiimesi Kullamlarak ALL ve AML Malignitelerinin
Smiflandirilmasi

Canli viicudu kendi kendini onaran ve diizenleyen miikemmel bir mekanizmaya
sahiptir. Ancak hiicrelerin kontrollii boliinebilme 6zelliklerini yitirmeleri sonucunda
ortaya ¢ikan kanser hastalig1 ile diizenli bir sekilde isleyen bu mekanizma yavag yavas
diizeltilemeyecek bir duruma gelir. Bu silire¢ hastaligin tiirinlin konulabilmesi ve
tedavi yontemlerinin belirlenebilmesi agisindan 6nemli bir asamadir. Bu asamada
genlerin ekspresyon seviyeleri ile basarili bir siniflandirma gergeklestirilebilir [23]. Bu
nedenle mikrodizi teknolojisi, analiz siirecinde tercih edilen bir metottur. Bdylece,

genlerin fonksiyonel protein yapilarina doniisiim siireci degerlendirilir [24].

Organizmanin genetik kodonunun alt kiimesi olarak ifade edilen gen ekspresyonu [23]
farkl1 birgok genin nispi ekspresyon seviyesi lizerinden molekiiler tani imkam
saglayarak belirli hastaliklarin siniflandirmasinda 6ncii olan bir yaklasimdir [25].
Analiz islemi genleri temsil eden 6zellikler {izerinden saglanir. Bu nedenle yiiksek
boyutluluk mevcuttur [26]. Gen ekspresyon seviyelerindeki bu boyutsal {stiinliik,
makine 6grenmesinde boyutlulugun laneti olarak tanimlanmaktadir [27]. Bu durum
smiflandirma asamasinda ekstra bir hesaplama yiikii olusturmaktadir [27] ve hastalikla
iliskisiz genlerin hastalikla iliskili genler {izerinde giiriiltii olusturmasiyla meydana
gelebilecek yanlis yonlendirmelere neden olmaktadir [28, 29]. Bu problemin

istesinden gelebilmek ve hastalikla iligkili bilgili genleri veri kiimesinden titizlikle



secebilmek igin Ozellik se¢im metotlart kullanilmistir [25]. Ardindan molekiiler

siiflandirma saglanmistir

Ucgiincii boliimde bilgisayarli tan1 sistemlerin destegi ile 16semi kanserinin temel
tiirlerinden olan ALL ve AML hastalarinin mikrodizi teknolojisi kullanilarak
siiflandirilmasi i¢in alternatif bir yaklagim onerilmistir. Bu kistmda molekiiler analiz

yapilmustir.

1.4. Mikrodizi Veri Kiimesi Kullanilarak ALL, AML ve MLL Malignitelerinin
Siniflandirilmasi

Losemi hastaligina iliskin spesifik genetik degisiklikler, dogru bir tanmnin
konulabilmesi i¢in ivedilikle teshis edilmesi gereken anormalliklerdr. Ciinkii 16semi,
alternatif durumlarin halen kesfedildigi bir kanserdir [30]. Bu dogrultuda yaklasik 40
yil once doktorlar tarafindan loseminin temel alt tiirlerinden olan ALL ve AML
malignitesinin konuldugu belli hasta tiplerinde; hastalik siirecinin daha siddetli gegtigi
gbzlemlenmis ve ilerleyen zamanlarda bu hastalik karisik soy 16semisi (MLL) olarak
tanimlanmistir [31]. Baskin olarak pediatrik hastalarda goriilen bu malignite, 1123
kromozomunda mevcut olan ve MLL genini etkileyen agresif bir 16semi tiirii olarak
tanitilmistir [31]. Ayni zamanda bu hastalik kotii bir prognoza sahiptir. Bu durum
erken teshisin gerekliligini 6n plana ¢ikarmaktadir. Tiim 16semi vakalarinin yaklasik
%10’u [32], bebek ALL vakalarinin yaklasik %80’i, pediatrik AML vakalarinin
yaklasik %35-50’s1, yetiskin ALL vakalarinin yaklasik %5°1 ve yetiskin AML
vakalarmin yaklasik %5-%10"u 11923 kromozomunda goriilen anomalilerden
kaynaklanmaktadir [33]. 11¢23 kromozomuna ait tiim bu oranlarin ortak paydasi ise
hastaya uygulanacak yontemlerin ve hastaliga iliskin seyrin belirsizlik icermesidir
[33]. Ornegin, bebek MLL hastasi i¢in uygulanacak tedavi ALL ya da AML seklinde
belirlenen ilk siniflandirma sonrasinda ongoriilmektedir. Ek olarak, vakalarin ALL ya
da AML tiirlerine olan yatkinlig1 da tedavi siirecini etkileyen farkli bir parametredir
[33]. Hem ALL hem de AML alt tiplerinde gézlemlenen bu malignitenin farkli birgok
belirsizlik icermesinden dolay1 diinya saglk orgiitii (WHO) 11q23 sapmalarini farkh
bir baslik altinda degerlendirmistir [31].

Bu malignitelerin analiz edilmesinde nispeten yeni bir teknoloji olarak kullanilan ve

kanser arastirmalarinda olaganiistii bir etkisi olan mikrodizi veri kiimesi [34, 35] tercih



edilmistir. Ancak mikrodizi veri kiimesi karmagik ve maliyetli bir yapiya sahiptir [35].
Ote yandan az &rnek sayisiyla birlikte yiiksek boyut sunmas1 nedeni ile smiflandirma
dogrulugunu olumsuz yonde etkilemektedir [34]. Bu problemin iistesinden gelebilmek
ve hastalikla iligkili bilgili genleri veri kiimesinden titizlikle segebilmek i¢in 6zellik

secim metotlart kullanilmistir [25]. Ardindan molekiiler siniflandirma saglanmistir.

Dordiincii boliimde bilgisayarli tani sistemlerinin destegi ile 16semi kanserinin
tirlerinden olan ALL, AML ve MLL’nin mikrodizi teknolojisi kullanilarak
siniflandirilmasi igin alternatif bir yaklagim onerilmistir. Bu kisimda molekiiler analiz

yapilmustir.

1.5. Dijitallestirilmis Periferik Kan Yaymasi Goriintiilleri Kullamlarak ALL
Malignitesinin Tespiti

Kan oksijen, karbondioksit ve minerallerin damarlar vasitasiyla dolagimini miimkiin

kilan kirmizi renkli yasam sivisidir [36]. Bu kan sivisinin igerisinde yer alan ¢esitli

unsurlarin miktarindaki niteliksel ve niceliksel degisiklikler viicutta olusum gosteren

cesitli hastaliklar sonucunda meydana gelmektedir [36, 37]. Ozellikle 15semi

hastaliginin temel tiirlerinden olan ALL, kanda meydana getirdigi degisiklikler ile

verilebilecek basarili bir 6rnektir.

ALL olgunlasmamis, kotii huylu beyaz kan hiicrelerinin (blast hiicreleri) kontrolsiiz
ve asir1 bir sekilde cogalmasina neden olan bir malignitedir [38]. Kan dolagimina ve
diger hayati organlara hizli bir sekilde yayilir. Canliligin siirdiiriilebilmesi i¢in erken
teshis temel hedeftir [38]. Bununla birlikte hastaligin semptomlari halsizlik, anemi,
nefes darligi, eklem ya da kemik agrilar1 gibi genel belirtilerdir [38]. Spesifik bir belirti

gostermediginden dolay1 dogru ve erken teshisin saglanmasi glictiir.

ALL malignitesinin teshisinde 6nemli bir biyobelirte¢ olan blast hiicreleri, kemik
iliginde iiretilir. Ancak zaman igerisinde blast hiicrelerinin miktarinda artis goriiliir.
Boylece kemik iligine sigmayan blast hiicreleri kanda da belirmeye baglar. Kan
stvisinin - degerlendirilip mevcut ¢iktilar {izerinden yorum yapilmasi igin tip
diinyasinda periferik kan yayma yontemi tercih edilir [38]. Ancak mikroskop araci
kullanilarak bir cam iizerine yayilan kan sivisinin boyanmasi ve ardindan farklh
biiylitme oranlar1 ile elde edilen goriintiiler lizerinde manuel degerlendirmelerin

gerceklestirilmesi yavas ve zaman alicidir. Ciinkii bu siirecte yapilan morfolojik analiz
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degerlendirmesi, ilgili uzmanin ya da operatdriin bilgisine ve tecriibesine gore degisir.
Ayn1 zamanda kisinin yorgunluk ve mesguliyeti de nihai ¢iktiy1 etkileyen faktorlerdir
[38]. Ek olarak mikroskop vasitasiyla temin edilen goriintiilerdeki blast hiicrelerinin
arka plan kontrastina iligskin bir eksiklik dahi hiicrelerin morfolojik analizi lizerinde
temellenen manuel degerlendirmeleri zorlastirmaktadir [36]. Hiicrelerin taninmasi ile
saglanan ALL teshisinin yani sira taninan hiicrelerin kandaki yogunlugunun
belirlenmesi de tedaviye verilen yanitin degerlendirilebilmesi agisindan hayatidir. Bu
dogrultuda hiicrelerin sayilmasina yonelik iiriinler vardir. Ancak bu iirlinlerin analiz
esnasinda kan orneklerini yok ettikleri belirtilmektedir [37]. Ote yandan akis
sitometrisi adi verilen bir teknoloji ile blast hiicrelerine iligkin sayisal bir analiz
yapmak miimkiindiir. Ancak bu teknoloji pahalidir. Bu nedenle iicretsiz ve gercek
zamanli bir yapt sunan sistem gereklidir. Boylece periferik kan yayma
goriintiilerindeki blast hiicreleri iizerinde gerceklestirilen tespit siireci ile ALL
hastaligina iligkin taninin konulabilmesi ve tespit edilen blast hiicrelerinin toplam
sayisinin ifade edilebilmesi ile tedaviye verilen yanit doktorlar tarafindan

degerlendirilecektir.

Besinci boliimde bilgisayarli tani sistemlerinin destegi ile 16semi kanserinin temel
tirlerinden olan ALL’nin periferik kan yayma yontemi ile siniflandirilmasi i¢in bir

yaklasim Onerilmistir. Bu kisimda patolojik analiz yapilmistir.

1.6. Mikrodizi Veri Kiimesi Kullanmlarak T-ALL, B-ALL ve T-LL
Malignitelerinin Simiflandirilmasi

Losemi, farkli karakteristik bulgular gosteren bir kanser tiirtidiir [39]. Hiicre kokenine
gore miyeloid veya lenfoid olarak smiflandirilmaktadir. Ayrica bu smiflandirma,
hastaligin viicut igerisinde ilerlemesine gore akut veya kronik seklinde
farklilasmaktadir. Bu 6zellikler, 4 ana l6semi tiiriiniin varliina isaret etmektedir. Akut
Myeloid Losemi(AML), Kronik Miyeloid Losemi(KML), Akut Lenfoblastik
Losemi(ALL) ve Kronik Lenfositik Losemi(KLL) temel 16semi tiirleridir [5].

Losemi, tiim yas gruplarinda goriilebilen bir malignitedir. Bu malignite ¢ocukluk
caginda goriilen kanserlerin %25-30’unu olusturmaktadir. Bununla birlikte bu 6l¢ekte
degerlendirilen kanserlerin %97’si akut 16semilerden meydana gelmektedir [39]. Akut

l6semiler, miyeloid ve lenfoid hiicrelerin farklilagma siirecinde ortaya c¢ikan bir



bozukluktur. Bu bozukluk, kemik iliginde kontrolsiiz ¢ogalan ve ardindan kana ve
dokulara gegen blast hiicrelerin varlig: ile ifade edilmektedir [39]. Kok hiicrenin

farklilasma asamalarini igeren tasvir Sekil 1.3’te verilmistir.
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Sekil 1.3. Hematopoetik kok hiicrenin farklilagsma asamalari [40].

Lokosit olarak nitelendirilen akyuvar ve beyaz kan hiicrelerinin kemik iliginde
olusmast ve farklilasmas ile I6semi hastalii olusmaktadir. Ote yandan kemik iliginde
olusan lokositlerin olgunlagmalar1 i¢in lenfoid organlara tasinmasi ile lenfoma

hastalig1 meydana gelmektedir [40].

Blast hiicrelerin alt tiplerinin siniflandirilmasi sathasinda immiinfenotipik, morfolojik
ve biyokimyasal dzelliklerin degerlendirilmesi nemlidir. Ozellikle immiinfenotipik
degerlendirme, ALL tanisinin teyit edilmesi ve T/B ya da non T/B hiicre sinifinin
belirlenebilmesi agisindan gerceklestirilmektedir [39]. Prekiirsér B akut lenfoblastik
16semi (B-ALL), prekiirsor T akut lenfoblastik 16semi (T-ALL), T lenfoblastik
lenfoma(T-LL); B ve T hiicre serisinden meydana gelen ve canliligin mekanizmasi

disinda davranan olusumlardir [41]. Diinya Saglik Orgiiti (WHO) niin 2001



simiflandirmasinda, immiinolojik, sitogenetik, patolojik, klinik ve molekiiler
ozelliklerinden dolay1 ALL ve LBL maligniteleri ortak terminoloji altinda
degerlendirilmistir [41]. Ancak bu yapilar1 birbirinden ayiran farkli 6zellikler de
bulunmaktadir. Ornegin teshis ve tedavi siirecinde faydalanilan kemik iligi tutulumu
ve periferik kan incelemeleri ALL vakalarmin degerlendirilmesinde kullanilirken
kitlesel doku bozukluklarinin analiz edilmesi LBL vakalarinin degerlendirilmesinde
kullanilmaktadir [41, 42]. Ayn1 zamanda T-ALL ve B-ALL vakalarinin genomik ve
molekiiler anormallikleri farklidir. Dolayisiyla tedavi protokollerine farkli yanitlar
verirler [42, 43]. Ek olarak T-ALL ve T-LL vakalari i¢in kok hiicre nakli, mediastinal
1sinlama ve kemoterapi yontemleri de farkli sekilde uygulanir [44]. Bu nedenle alt
tirlerin net bir sekilde ayirt edilmesi, dogru tani siirecinin gergeklesmesi ve
uygulanilacak tedavi protokoliiniin belirlenmesi agisindan hayati bir kriterdir. Periferik
yayma, kemik iligi aspirasyonu, kemik iligi biyopsisi, immiinfenotipleme ve
sitogenetik incelemeler; 16semi hastaligi kapsaminda kesin sonuglara ulagabilmek

amaciyla faydalanilan yontemlerdir.

Altinct bolimde bilgisayarli tan1 sistemlerinin destegi ile ortak ve farkli 6zelliklere
sahip olan T-ALL, B-ALL ve T-LL vakalarmin mikrodizi teknolojisi kullanilarak
simiflandirilmasi igin alternatif bir yaklasim onerilmistir. Bu kisimda molekiiler ve

immiinfenotipik analiz yapilmustir.

1.7. Beyaz Kan Hiicrelerinin Tespiti ve Stmflandirilmasi

Viicudun metabolizma hizinin kontrol edilmesinde rol oynayan kan oksijen,
karbondioksit veya minerallerin taginmasina yardimci olan yasam sivisidir [36, 45].
Pihtilagma ya da bagisiklik gibi viicudun temel fonksiyonlarindan sorumludur [45]. 4
temel bilesenden meydana gelir ve saglikli bir insana ait viicut agirhi@inin yaklasik

%?7’sini olusturur[46].

Kan sivisinin 4 ana bileseni; plazma, trombositler, beyaz kan hiicreleri ve kirmizi kan
hiicreleridir [45, 46]. Minimum maliyet ile yasamsal fonksiyonlarin degerlendirilmesi
i¢in hiicre tiplerine iligskin kan testleri, tip diinyasinda yaygin olarak kullanilmaktadir.
Periferik kan yayma, mevcut kan testlerinden biridir [46]. Bu hematoloji testinde
hastadan alinan kan, cam malzemesi lizerine yayilir. Boyalar vasitasiyla kan boyanir.

Ardindan cam lami, mikroskop altina konulur ve farkli biiyiitme oranlar1 ile morfolojik
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analizi gergeklestirilir. Doktorlar ya da operatorler tarafindan gerceklestirilen bu
degerlendirme siirecinde, ¢esitli hiicre tipleri boyaya farkli tepkiler verir. Bu durum
hiicre tiplerinin ayirt edilmesini kolaylastirir [46]. Bununla birlikte hekimin bilgisi ve
tecriibesi manuel degerlendirme asamasinin basarisini etkiler [38]. Dolayisiyla manuel
degerlendirme ile periferik yaymanin okunmasi kisiden kisiye degisir. Ek olarak
zaman alic1 bir islemdir. Ayn1 zamanda kan elementlerinin incelendigi goriintiilerin
kontrast durumu, bu elementlerin operatdrler ya da doktorlar tarafindan segmente
edilmesini de zorlastirir [36, 38]. Ote yandan kan s1visinda, kirmizi kan hiicreleri beyaz
kan hiicrelerinin 600 katidir [45]. Bu durum yasam sivinin manuel analiz edilmesini
olumsuz etkileyen diger bir konudur. Fakat yiliksek dogruluk orani ile kanin
degerlendirilmesi énemlidir. Ozellikle hayati yapilar olan ve viicudun korunmasinda
rol oynayan beyaz kan hiicrelerinin analizi bir¢ok hastaligin kesfedilmesinde yardimci

olmaktadir.

Beyaz kan hiicreleri 5 alt tiire sahiptir. Monosit, Eozinofil, Bazofil, Lenfosit ve
Notrofil olarak isimlendirilen bu elementler; ¢ekirdek, sitoplazma ve hiicre duvarindan
meydana gelir [45]. Beyaz kan hiicrelerinin boyama maddelerine verdikleri tepkiler
farkli oldugu igin periferik kan yayma yontemi ile mikroskop altinda hiicre tiplerinin
ayirt edilmesi miimkiindiir [46]. Boylece elde edilen analiz ¢iktilarina gore tedavi plani

olusturulacaktir.

Beyaz kan hiicreleri, kemik iligi ve lenfoid dokularda iiretilen yapilardir. Beyaz kan
hiicrelerine iligkin alt tiirlerin kandaki yogunlugu farkl: hastaliklara isaret etmektedir.
Ornegin; hemoliz, metabolik bozukluklar ya da kanama durumlar igin nétrofil yapilart
kan sivisinda normal degerin iizerinde goriiliir. Bakteriyel ve viral enfeksiyonlar,
kandaki monosit oraninda bir artisa sebep olur. Alerjik ya da atopik rahatsizliklar,
kanda bulunan eozinofil oranindaki yiikselise isaret eder. Malign miyeloproliferatif ya
da hemolitik anemi, bazofil hiicre tipinin sayisin etkiler. Kandaki lenfosit orani ise su
cicegi ya da tiiberkiiloz da azalirken hepatit viriisler, brusella ya da 16semi de artar

[47].

Yedinci boliimde bilgisayarli tan1 sistemlerinin destegi ile 16semi hastaligina iliskin
degerlendirmelerin yapilabilmesi amaciyla Monosit, Eozinofil, Bazofil, Lenfosit ve
Notrofil hiicrelerinin periferik kan yayma yontemi ile siniflandirilmasi i¢in bir
yaklasim Onerilmistir. Bu kisimda patolojik analiz yapilmistir.
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Sunulan yedi alt boliimde, 16semi hastaliginin sitogenetik, molekiiler, patolojik,
molekiiler ve immiinfenotipik degerlendirmeleri icin bilgisayar destekli analizler
yapilmustir. Bu analizler ile doktorlara yardimci fikirler iretilerek tip diinyasinda
kullanilan yontem miktarmi azaltmak temel amactir. Boylece maliyet parametresi
cergevesinde hem hastalar hem de doktorlar i¢in zaman kaybi azalacak, uzun ve
yorucu siire¢ nedeniyle hastalarda olusan anksiyete ¢iktilarina bir ¢oziim

saglanacaktir.
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2. KAYNAK ARASTIRMASI

Son yillarda teknolojinin biiylimesi ile hastaliklara iliskin tan1 modelleri gelistirilmeye
baslanmistir. Ozellikle tip ve bilisim diinyasinmn hibrit calismalar1 aktif bir siireg
icerisindedir. Bu siiregte bilgisayar destekli sistemler vasitasiyla yapilan analizlerde
geemis veya giincel verilerden faydalanilmaktadir. Boylece bir¢ok model ve algoritma

gelistirilmektedir.

Bu kisimda 16semi hastaligi kapsaminda ele alinan 7 farkli konu iizerinde 6nerilen

analizler incelenmis ve degerlendirmeler yapilmistir.

2.1.DNA Genom Dizilimlerindeki Ekson ve Intron Bolgelerinin
Smiflandirilmasina Iliskin Cahsmalar

[8] calismasinda, viicutta gerceklesen ya da gergeklesecek hayati olaylarin
degerlendirilmesinde &nem tasiyan ekson ve intron bélgeleri analiz edilmistir. Tlk
olarak MEFV genine ait sembolik DNA dizilimleri 9 farkli haritalama teknigi ile
sayisallastirilmistir. Ardindan fourier doniisiimii, destek vektor makineleri ve k en
yakin komsu metotlar1 ile smiflandirma saglanmistir. Maksimum basar1 integer
haritalama teknigi ile sayisallagtiritlan DNA dizilimlerinin Ayrik Fourier Doniistimii

yontemi ile siniflandirilmasinin sonucunda %96.2 olarak elde edilmistir.

[10] calismasinda, protein kodlayan bolgelerin tanimlanmasi igin niikkleotit diizeyinde
bir calisma gerceklestirilmistir. Ik olarak 10 farkli haritalama teknigi ile veriler
sayisallastirilmistir. Ardindan kisa zamanli ayrik fourier doniisiimii (ST-DFT)
yonteminin rectangular, bartlett, hann, hamming ve blackman pencereleme
fonksiyonlart ile AUC degerleri iizerinden degerlendirilmistir. Maksimum AUC
degeri hem Voss hem de Tetrahedron haritalama teknigi ile sayisallastirilan DNA
dizilimlerinin Hamming pencereleme yaklasimini kullanan ST-DFT yontemiyle analiz

edilmesinin sonucunda %83.21 olarak elde edilmistir.

[48] c¢alismasinda, sembolik bir yapiya sahip olan DNA dizilimlerinin

sayisallagtirilmasi i¢in yeni bir yaklasim Onerilmistir.  Geleneksel haritalama



tekniklerinin yan1 sira 6nerilen bu yeni yaklagim iizerinde tekil deger ayrigimi, ayrik
fourier doniistimii (DFT) ve kisa zamanli fourier doniisimi yontemi (STFT) ile
siniflandirma saglanmistir. DFT ve STFT yoOntemleri i¢in ulasilan performanslar

strastyla %96.116 ve %92.037 olarak elde edilmistir.

[14] calismasinda, zorlayic1 bir gorev olarak nitelendirilen ekson ve intron bolgelerinin
tanimlanabilmesi i¢in ilk asamada niikleotit dizilimleri tizerinden istatistiksel bilginin
cikarilabilmesi hedeflenmis ve wavelet temelli zaman serisi yaklagimi Onerilmistir.
Ardindan varyans bilgisi ile 6zellik vektorii olusturulmustur ve optimize edilmis
destek vektor makineleri algoritmasi ile siniflandirilmigtir. Homo sapiens tiirii igin
egitim sirasinda goriilmeyen ekson ve intron veri kiimeleri tizerinde %88.95 dogruluk

oranina ulasildig belirtilmistir.

[49] ¢alismasinda, kodlama bdlgelerinin tahmini tizerinde sayisal sinyal isleme tabanli
uyarlamal bir yaklasim onerilmistir. Onerilen teknigin performansinin SCM, OSCM
ve MGWT tekniklerine kiyasla daha basarili oldugu belirtilmistir. Onerilen yaklasimim
ASP67, HMR195 ve ALLSEQ veri kiimeleri iizerinde ulastigi dogruluk oranlari
sirasiyla %83, %79 ve %77 olarak bulunmusgtur.

[50] galismasinda, ekson ve intron bolgelerinin net bir sekilde tanimlanabilmesi
amaciyla topolojik entropi hesaplamasi, genomik sinyal isleme ve tekil deger ayrisimi
yaklasimlarinin kullanildigi bir analiz 6nerilmistir. Ardindan ekson ve intron
bolgelerindeki karmasikligin Olgtimii ile siniflandirma saglanmistir.  AJ229040
geninde ekson bdlgelerinin tespiti icin ROC egrisi altinda kalan alan 0.69 olarak

bulunmustur.

[51] calismasinda, ekson bdlgelerinin tahmini igin EIIP haritalama teknigi ile
sayisallagtirllan DNA dizilimleri, parametrik olmayan spektral tahmin teknikleri ile

grafikler tizerinden degerlendirilmistir.

[52] c¢alismasinda, DNA sinyallerinin degerlerlendirilmesinde Onemli olan
periyodiklik kavrami irdelenmistir. Bu ¢er¢evede STDFT ve ANF gibi sayisal sinyal
isleme tabanli yontemler kullanilarak spektral alandaki {i¢ temel periyodiklik 6zelligi
tizerinde deneyler yapilmistir ve grafikler {izerinden degerlendirilmistir.
Gergeklestirilen analizler sonucunda periyot-3 0Ozelliginin uzun dizilime sahip

eksonlar i¢in daha basarili oldugu ifade edilmistir.
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[53] caligsmasinda, ekson ve intron bdlgelerinin tanimlanmasi amaciyla giiglii ve zayif
hidrojen baglarinin varligindan faydalanarak numerik degerlerin atamasi yapilmistir.
Ardindan parametrik spektral tahmin yontemleri uygulanmistir. Ortalama standart
sapma, varyans ve normalize edilmis varyans istatistiksel degerlerinin
hesaplanilmasimin sonucunda ekson ve intron bolgelerinin spektral yogunluguna

iliskin ayirt edici bir 6zellik gosterdigi belirtilmistir.

[13] calismasinda, ekson boélgelerinin tahmini i¢in trigonometrik haritalama ve
uyarlanabilir kaiser pencere yontemlerinin birlikte kullanildigir hibrit bir yap1
olusturulmustur. Onerilen yaklasimin ulastigi maksimum AUC degeri E3 ekson

bolgesi igin 0.923 olarak elde edilmistir.

[11] c¢alismasinda, hem kisa hem de uzun dizilime sahip ekson bolgelerinin
tanimlanabilmesi i¢in bulanik kural {izerinde temellen gabor dalgacik doniisiimii
tekniginin 6lgekleme faktorii uyarlanmistir. Onerilen yaklasimin C. elegans igin
tirettigi maksimum basart orant 0.943 olarak E5 ekson bolgesi kapsaminda elde

edilmistir.

2.2. DNA Dizilimleri Kullamlarak Anomalilerin Simiflandirilmasmna fliskin
Calismalar

[54] calismasinda, kanserli ve kanserli olmayan gen dizilimlerinin smiflandirilmasi
hedeflenmistir. Ilk olarak sayisallastirilan gen dizilimlerine, ayrik dalgacik doniisiimii
metodu uygulanmig ve ortaya ¢ikan dalgacik alaninin ortalama, medyan, standart
sapma, ceyrekler arasi aralik, basiklik ve carpiklik gibi istatistiksel degerleri elde
edilmistir. Ardindan bu istatistiksel 6zellikler, destek vektér makineleri algoritmasi ile

siiflandirilmistir ve %100 dogruluk orani elde edilmistir.

[55] ¢alismasinda, prostat, mide, kolon, meme ve saglikli genler EIIP haritalama
teknigi ile sayisallastirilmistir. Ardindan ayrik fourier doniisiimii ve bayesian fusion
teknigi ile analiz edilmistir ve grafikler iizerinden degerlendirilmistir. Bu ¢alismanin

saglikli ve kanserli genlerin ayirt edilmesinde basarili oldugu ifade edilmistir.

[56] calismasinda, kanser hastaliklarinin smiflandirilmast igin ilk olarak EIIP
haritalama teknigi kullanilmis ve dizilimler sayisallagtirilmistir. Ardindan ayrik
dalgacik yontemi uygulanilarak sayisallastirilan bu dizilimlerin ekson bdlgelerindeki
anormallikler tizerinden kanser tanimlamalar1 grafikler ile degerlendirilmistir.
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[57] calismasinda, prostat verileri lizerinden kanser ile iligkili olabilecek genetik
dizilim varyantlarimin tespiti ile ilgili bir caligma yapilmistir. Bu dogrultuda, kanserli
ve normal Orneklerin dizilimlerine iliskin varyantlarin istatistiksel 0Ozellikleri

tizerinden karsilastirma saglanarak anlamli bir istatistiksel akis elde edilmistir.

[7] calismasinda, kanser hastaliginin olusumunda ve yayiliminda rol oynayan DNA
dizilimleri ele almmustir. Oncelikle dizilimler iizerinden gerekli analizlerin
gergeklestirilebilmesi i¢in z egrisi yontemi ile dizilimler sayisallastirilmistir. Ardindan
ayrik fourier doniisiimii ile anti-notch filtresinin birlikte kullanildigi bir yaklasim
uygulanmistir. Elde edilen ¢iktilar {izerinden yapilan smiflandirma islemi sonucunda

ulagilan maksimum bagar1 oran1 0.98 olarak SVM-RBF ile elde edilmistir.

[58] calismasinda, kansere neden olabilen genetik anormalliklerin belirlenmesi
hedeflenmistir. Bu nedenle sembolik bir yapiya sahip olan normal DNA dizilimleri ve
mutasyona ugramis DNA dizilimleri kullanilarak mutasyon noktalarinin tespiti i¢in
dalgacik doniisiimii  yontemi ile her bir DNA diziliminden elde edilen
spektrogramlarda; ortalama genlik, standart sapma ve ortalama genlik/standart sapma

degerleri ile mutasyon noktalar1 saptanmistir.

[59] c¢alismasinda, normal prostat hiicrelerinden kanserli prostat hiicrelerinin ayirt
edilmesi icin EIIP haritalama teknigi ile sayisallastirilan aminoasit dizilimleri ayrik
fourier doniisiimiine girdi olarak verilmistir. Boylece her bir DNA dizilimi i¢in
spektral tahmin elde edilmistir ve spektrumlardaki genlik degerleri hesaplanmigtir.
Ardindan bu genlik degerlerinin de kullanildigt PCA yontemi ile korelasyon
katsayilar1 hesaplanmistir. 8 kanserli ve 8 prostat hiicresi i¢in %0.8 bir hata degerinin
tiretildigi belirtilmistir.

[60] ¢alismasinda karaciger kanseri ile iligkilendirilen hepatit b viriisiiniin DNA
dizilimleri amino asit bilesimine doniistiriilmistiir. Ardindan KNN, DT ve SVM
algoritmalarinin kolektif kullanilmasi ile karaciger kanserine iliskin analiz yapilmigtir

ve %88.4 dogruluk orani elde edilmistir.

[61] calismasinda, NCBI veri kiimesinden elde edilen genlere iliskin tanima
stireclerinin gerceklestirilebilmesi i¢in entropi tahmini, karsilikli bilgi hesaplama ve

sayisal sinyal igleme yontemleri kullanilmistir. Ardindan minimum entropi degerleri
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ile kanser gen tiplerine iliskin grafikler iizerinden analiz (prostat, gogiis ve kolon

kanseri) saglanmustir.

2.3. Mikrodizi Veri Kiimesi Kullamlarak Anomalilerin Simflandiriimasina
Iliskin Calismalar

[24] calismasinda, mikrodizi veri kiimeleri tizerinde 4 farkli kanser tirii i¢in

gergeklestirilen tani siirecinde 6zellik se¢im yaklasimi ile destek vektdr makineleri

algoritmasinin birlikte kullanildig1 aktif bir 6grenme modeli gelistirilmistir. Onerilen

yaklagimin Prostate, DLBCL, Leukaemia, ALLGSE412 veri kiimeleri i¢in iirettigi

maksimum basar1 orani sirastyla %93.86, %93.78, %93.56 ve %85.89 olarak elde

edilmistir.

[27] ¢alismasinda, kanser tiirleri arasinda dogru taninin saglanilabilmesinde umut
kaynag1 olan mikrodizi veri kiimesi kullanilmustir. Ik olarak parcacik siirii eniyileme
yontemi ile potansiyel genler secilmistir. Ardindan bu genler uyarlanabilir rezonans
teorisine dayanan ve smiflandirma i¢in uygun oldugu ifade edilen ssEAM sinir ag1
mimarisi ile siniflandirilmistir. Acute leukemia ve ALL veri kiimesi i¢in sSSEAM sinir
ag1 ile elde edilen maksimum basar1 orani sirastyla %97.50 ve %98.29 olarak elde

edilmistir.

[62] ¢alismasinda, yiiksek boyutlu veri kiimelerinde kanser arastirmalari igin hastalikla
iligkili gen belirteclerinin belirlenmesinin kritik 6neme sahip oldugu belirtilmis ve ilk
olarak RFGS ve SVST yontemleri ile veri kiimelerinden iligkili genler secilmistir.
Ardindan tan1 koyma performansi SNR, t-Test, LSD, TNoM, MDMR, WEPO, RFGS,

SVST metotlari ile degerlendirilmis ve grafikler tizerinden karsilastirma saglanmustir.

[63] ¢alismasinda, mikrodizi veri kiimelerinde kansere ait ayiraglarin dogru bir sekilde
tanimlanmast ic¢in ¢ekirdeklestirilmis bulanik kaba kiime yontemi kullanilmustir.
Ardindan yar1 denetimli destek vektdr makineleri ile siniflandirilmistir. 'Yontemlerin

12 ayr1 kombinasyonu ile elde edilen ¢iktilar grafikler ile degerlendirilmistir.

[64] ¢alismasinda, mikrodizi veri kiimesi tizerinde MOCSVMEN isminde yeni bir
destek vektor makinesi tabanli  kiime toplulugu yontemi gelistirilmistir. Bu

yaklasimin genlerin kiimelenmesi i¢in basarili bir performans gosterdigi belirtilmistir.
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[65] calismasinda, yiiksek boyut sunan mikrodizi veri kiimeleri lizerinde yeni bir
topluluk yontemi onerilmistir. Mikrodizi veri kiimeleri iizerinde korelasyon analizi
teknikleri kullanilarak segilen gen ozellikleri, siniflandirici komitenin olusturulmasi
icin Onerilen topluluk yontemine girdi olarak verilmistir. Losemi, kolon, akciger
kanseri ve yumurtalik veri kiimelerinde test dogruluk oranlar sirastyla %98.6, %95.2,

%100, %99.6 olarak elde edilmistir.

[66] calismasinda, mikrodizi veri kiimeleri kullanilarak kanser tiirleri arasinda
belirleyici gen dizilimlerini bulmak amaciyla gii¢lii hiper kutu muhafazasi (hyper-box
enclosure/HBE) yontemi Onerilmistir. Parametre optimizasyonuna ihtiyag duymayan
bu yontem ile farkl veri kiimeleri {izerinde de etkili ve tutarli bir ¢ikt1 saglandig ifade
edilmistir. HBE yontemi ile maksimum basar1 orani1 leave-one-out cross validation
yaklagimi kapsaminda %98.61 orani ile leukemia(AML-ALL) veri kiimesinde elde

edilmistir.

[67] calismasinda, mikrodizi veri kiimesi iizerinde tiimdrlerin kiimelenmesi i¢in kendi
kendini organize eden haritalar adi1 verilen tanimlama gorevine uygun bir yaklagim
Onerilmistir. Bu teknik ile veri kiimesinde her merkez kendine uygun olan bir kiimeyi
tanimlamaktadir. Boylece ALL ve AML I6semi tiirleri arasindaki farkin kesfedilmesi

i¢in bir strateji sunulmustur.

2.4. Mikrodizi Veri Kiimesi Kullanilarak Anomalilerin Siniflandirilmasina
Iliskin Calismalar - 2

[35] calismasinda, mikrodizi veri kiimelerinden potansiyel genlerin se¢imi igin fil

arama ve ates bocegi arama algoritmalar1 kullanilmistir. Ardindan secilen genler Derin

Sinir Ag1 siiflandiricist ile simiflandirilmistir. Bu dogrultuda Leukemia veri kiimesi

tizerinde %100 ve MLL veri kiimesi iizerinde %80.56 basar1 orani elde edilmistir.

[68] calismasinda, mikrodizi veri kiimelerinden uygun gen alt kiimesi elde edebilmek
amaciyla knn tabanli uyarlanabilir PSO algoritmas1 6nerilmistir. Bu yaklagimda tercih
edilen k degeri ile uygun sayida komsuluk olusturularak veri kiimesinin basarili bir
sekilde smiflandiriimasi saglanmistir. Onerilen yéntem ALL-AML ve MLL veri

kiimeleri tizerinde sirastyla %97.05 ve %100 dogruluk oranlari iiretmistir.

[69] calismasinda, mikrodizi veri kiimeleri ilizerinde genetik algoritma ve ileri
beslemeli yapay sinir agimin hibrit kullanimimi saglayan bir model gelistirilmistir.
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Uygun parametreler ile uygulanan model sonucunda kanserin 6zel bir tipini ifade eden
belirli genler igin biyolojik olarak anlamli ¢ikarimlar elde edilmistir ve MLP, SVM,

RF algoritmalar ile siniflandirilmastir.

[70] ¢alismasinda, mikrodizi veri kiimesinin yiiksek boyutunu azaltmak igin k-
ortalama kiimeleme ve sinyal giiriiltii oran1 siralama yontemlerinin birlikte kullanildig:
bir yaklasim Onerilmistir. Ardindan karinci kolonisi optimizasyonuyla birlestirilmis
hiicresel 6grenme otomati kullanilarak optimize edilmis gen alt kiimelerine ulasilmistir
ve destek vektor makinesi, en yakin komsu algoritmasi, naive bayes algoritmasi ile
simiflandirilmigtir. ALL-AML veri kiimesi lizerinde destek vektdr makinesi, k-en
yakin komsu algoritmasi ve naive bayes algoritmasi i¢in ulasilan basari oranlari

strasiyla %58.82, %70.59 ve %94.13 olarak elde edilmistir.

[71] calismasinda, mikrodizi veri kiimesi tizerinde kanser siniflandirmasi i¢in SBDNE
yontemi sunulmustur. Smiflar arasi sagilimi maksimize ederken optimal izdiigim
matrisinin bulunmasi i¢in sinif i¢i dagilimi minimize eden bu yaklasimin kanser

siniflandirmasinda basaril ¢iktilar tirettigi belirtilmistir.

[34] ¢alismasinda, mikrodizi veri kiimeleri igerisinden uygun genlerin se¢ilmesi igin
yapay ar1 kolonisi ile genetik algoritmanin hibrit kullanim1 6nerilmistir. Genetik ar1
kolonisi olarak adlandirilan bu yaklasim ile secilen genler, destek vektor makinesi
algoritmasi ile siniflandirilmigtir. Colon, Leukemial, Lung, SRBCT, Lymphoma ve
Leukemia2 veri kiimeleri i¢in ulagilan smiflandirma dogrulugu sirasiyla 9%98.38,

%100, %100, %100, %100 ve %100 olarak elde edilmistir.

[72] calismasinda, farkli kanser tiplerine ait mikrodizi veri kiimeleri iizerinde gen
secimi ve transdiiktif destek vektdr makinelerinin birlikte kullanildigi yeni bir
yaklagim Onerilmistir. Ulasilan maksimum dogruluk oranm1 SRBCT veri kiimesi
tizerinde CBFS+TSVM yontemlerinin birlikte kullanilmasi ile %93.71 olarak elde

edilmistir.

[73] calismasinda, gogiis kanseri, CNS, kolon kanseri, DLBCL-MIT, DLBCL-
Stanford, Leukemia ALL-AML, Leukemia-MLL, akciger kanseri ve prostat timori
mikrodizi veri kiimelerinin yiliksek boyut sunan yapisina bir ¢éziim iiretmek i¢in ii¢
asamal1 gen se¢imi Onerilmistir. Bir¢ok state-of-the art Bayesian siiflandiricilart ile

siniflandirma saglanmistir. Yazarlar tarafindan onerilen C-RPDAG simiflandiricist ile

19



dokuz veri kiimesi iizerinde ulasilan ortalama basari orant %99.84 olarak elde

edilmistir.

[74] calismasinda, mikrodizi veri kiimesinden potansiyel genlerin se¢imi i¢in
Ozyinelemeli memetik algoritma modeli 6nerilmistir. Ardindan segilen genler MLP,

KNN, SVM algoritmalari ile siniflandirilmistir ve grafikler tizerinden analiz edilmistir.

2.5. Dijitallestirilmis Periferik Kan Yayma Goriintiilleri Kullanilarak
Anomalilerin Tespitine Iliskin Calismalar

[75] calismasinda, beyaz kan hiicreleri olan lenfosit, monosit, nétrofil, eozinofil,
bazofil ve anormal hiicrelerin ayirt edilmesi i¢in geleneksel goriintii isleme ile derin
O0grenme yaklagiminin kullanildigi bir smiflandirma siireci gerceklestirilmistir.
Ortalama smiflandirma sonuglari sirasiyla %99.8 ve yaklasik %99 olarak elde

edilmistir.

[76] calismasinda, kan elementleri igerisindeki notrofil, eozinofil, bazofil, lenfosit,
monosit, olgunlasmamis graniilosit, eritroblast ve trombosit elementlerinin
smiflandirilmast  amaciyla transfer Ogrenme yaklagimi kullanilmistir. Genel

smiflandirma dogrulugu %96.2 olarak elde edilmistir.

[46] calismasinda, insanin saglik durumu hakkinda 6nemli bilgiler tagiyan beyaz kan
hiicrelerinin sayis1 ve yapist lizerinde degerlendirme saglamak amaciyla bazofil,
eozinofil, lenfosit, monosit ve nétrofil hiicreleri yeni bir derin 6grenme yontemi olan
kapstil aglart ile siniflandirilmigtir. Test veri kiimesi tizerinde %96.8 dogruluk orani

elde edilmistir.

[77] calismasinda, viicutta meydana gelen bir¢ok diizensizligin sebebi olan ve kiginin
saglik durumu ile ilgili bilgiler barindiran kan sivisi lizerinde gerceklestirilen analizler

ile ilgili bir tarama (review) calismasi yapilmustir.

[78] calismasinda, 16kositlerin taninmasina ve siniflandirilmasina iliskin bir ¢alisma
yapilmistir. Bu kapsamda DeepLabv3+ yaklasimi ile segmente edilen bazofil,
eozinofil, lenfosit, monosit ve noétrofil hiicrelerine iliskin mikroskobik goriintiiler
AlexNet transfer 6grenme yontemi ile siniflandirilmistir. Onerilen algoritma beyaz
kan hiicresi lokalizasyonunda %98.42 ortalama kesinlige ve %98.87 siiflandirma

dogruluguna ulagmustir.
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[79] calismasinda, insanin bagisiklik sisteminde Onemli rol oynayan beyaz kan
hiicreleri incelenmistir. Bu dogrultuda BCCD, ALL-IDB2, JTSC ve CellaVision veri
kiimelerinden faydalanarak lokalize edilen beyaz kan hiicreleri 6nerilen CNN yapisi
ile stniflandirilmistir. Onerilen CNN yapisinin nétrofil, eozinofil, monosit ve lenfosit

hiicre tipleri i¢in dogruluk oranlari sirastyla %95.93, %96.48, 9%99.45 ve %99.92 dir.

[80] calismasinda beyaz kan hiicreleri (WBC) ile kirmizi kan hiicrelerinin (RBC)
segmentasyon ve sayim islemleri i¢in yinelemeli yapilandirilmis daire algilama
algoritmas1 kullanilarak hizli ve daha dogru sonug¢ sundugu belirtilen bir yaklagim
onerilmistir. Onerilen ydntemin ortalama dogrulugu RBC’ler i¢in %95.3 ve WBC’ler

icin %98.4 olarak elde edilmistir.

[81] calismasinda, hastaliklarin tanisinda ilk adim olan kan hiicrelerinin tespiti ve
sayimi i¢in kirmizi ve beyaz kan hiicreleri iizerinde bulanik mantik algoritmasi
uygulanmistir. Bu c¢alisma sonucunda kisa siirede ¢iktt saglayan bir analiz

gerceklestigi ifade edilmistir.

[82] ¢alismasinda, kan hastaliklarina iligskin nitelendirmeler i¢in kullanilan beyaz kan
hiicrelerindeki gekirdegin morfolojisi lizerinde aktif kontiir teknigi ile segmentasyon
stireci gergeklestirilmistir. Ardindan hiicrelerin tipleri belirlenmis ve siniflandirma

saglanmstir.

[83] calismasinda lenfositlerin lenfoblastlardan ayirt edilmesi i¢in spektral ve uzaysal
ozelliklerin birlestirildigi SVM-RFE yontemi kullanilmistir. Ardindan entegre
Oznitelikler lizerinden tanimlamay1 saglamak amaciyla MLVQ sinir ag1 yonteminden
faydalanilmistir. Dogruluk, duyarlilik ve 6zgiilliik degerleri sirastyla %92.9, %93.3 ve
%92.5 olarak elde edilmistir.

[84] calismasinda, beyaz kan hiicreleri iizerinde birkag dijital goriintii isleme
algoritmasinin entegrasyonu ile ¢ekirdek ve sitoplazma bolgelerinin segmentasyonu
tizerinde temellenen bir yaklasim onerilmistir. Cekirdek segmentasyonu i¢in %92 ve

sitoplazma segmentasyonu i¢in %78 dogruluk oran1 elde edilmistir.
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2.6. Mikrodizi Veri Kiimesi Kullamilarak Anomalilerin Simiflandirilmasina
Iliskin Calismalar - 3
[85] ¢alismasinda, mikrodizi veri kiimesinden kanser geninin taninmasi igin ANFIS
yaklasimi kullanilmistir. Ancak ANFIS yaklagimi ile ulasilan tanima dogrulugunun ve
genel siniflandirma basarisinin iyilestirilmesi hedeflenmistir. Bu nedenle MaFO
(Manta Ismn1 Arama Optimizasyonu/Manta ray foraging optimization) algoritmasi
ANFIS algoritmast ile birlikte kullanilmistir. Leukemia, Colon, Lymphoma, Prostate
ve Breast Cancer veri kiimeleri i¢in sirastyla %68, %92, %95, %99.65 ve %69 basari

oranlari elde edilmistir.

[86] ¢alismasinda farkli tiirdeki mikrodizi veri kiimelerinden 6zelliklerin segilmesi i¢in
t-testi ve genetik algoritmaya dayali bir yaklasim sunulmustur. Ardindan en uygun
ozellik alt kiimesinin elde edilmesi amaciyla I¢ Ice Genetik Algoritma (Nested Genetic
Algorithm) isimli bir yaklagim tercih edilmistir. Son olarak en kiiciik optimal gen alt
kiimelerinin aciga cikarilmas: i¢in Artimli Ozellik Se¢im (Incremental Feature
Selection) tekniginden faydalanilmigtir. Nested-GA iki farkli kanser alt tipi igeren

akciger kanserine iligkin veriler iizerinde %98.4 siniflandirma dogrulugu tiretmistir.

[87] calismasinda, mikrodizi veri kiimelerindeki siniflandirma performansini
tyilestirmek i¢in Symmetrical Uncertainty (SU) ve Multi Layer Perceptron yontemleri
kullanilarak dagitilmis 6zellik secim yaklasimi onerilmistir. Bu dogrultuda onerilen
yaklasim kullanilarak c¢esitli kiimeler arasinda tekrar olmaksizin Ozellikler
dagitilmistir. Ardindan MLP ile bir¢ok kiimeden sinirli sayida 6zellige sahip bir kiime
olusturulmus ve Ridor, Simple Cart, KNN, SVM algoritmalar ile siniflandirilmastir.
Onerilen ydntemin 16semi veri kiimesi iizerinde ulast1ig1 maksimum basar1 oran1 SVM
yontemi ile %98.61 olarak elde edilmistir. MLL veri kiimesi lizerinde ulasilan

maksimum basar1 oran1 SVM yontemi ile %100 olarak elde edilmistir.

[28] ¢alismasinda mikrodizi veri kiimesi kullanilmistir. Calismanin ilk asamasinda
hastalikla iliskili genlerin secilebilmesi i¢in temel bilesenler analizi ve lojistik
regresyon lizerinde temellenen bir yaklasim Onerilmistir. Segilen genler LNNDP,
SVM RBF, SVM LIN, ELM, MLP, Bayes Net, Naive Bayes ve RBF 12 yontemleri
ile siniflandirilmistir. Lésemi veri kiimesinde secilen genler i¢in ulasilan maksimum

kesinlik %88.24 olarak elde edilmistir.
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[88] calismasinda, yiiksek boyut sunan ALL-AML 16semi, prostat timdori, MLL
16semi ve ALL-AML-4 mikrodizi veri kiimeleri {izerinde fisher kriteri ile genlerin
sayis1 indirgenmistir. Ardindan karinca kolonisi ve hiicresel 6grenme otomati tizerinde
kurulan bir yaklagim ile 6zelliklerin alt kiimesi secilmistir. Segilen alt kiime, destek
vektor makineleri, en yakin komsu, naive bayes yontemleri ile siniflandirilmistir ve

grafikler iizerinden analizler yapilmistir.

[89] ¢alismasinda, yiiksek bir boyuta sahip olan mikrodizi veri kiimesinde hastaliklar1
temsil eden genler, metasezgisel 6zellik tabanli 6zellik se¢im yontemi ile se¢ilmistir.
Bu dogrultuda fedakar balina optimizasyon algoritmasi ile yinelemeler boyunca
kiiresel optimuma ulasabilecek aday ¢oziimlerin verimli bir sekilde yayilmasi
saglanmigtir. Onerilen yontem Idsemi veri kiimesi iizerinde %100 dogruluk orani

gostermistir.

2.7. Beyaz Kan Hiicrelerinin Tespiti ve Siniflandirilmasina fliskin Cahsmalar

[90] calismasinda beyaz kan hiicrelerinin 5 temel tiiriiniin ayirt edilmesi i¢in yeni bir
segmentasyon yaklasimi Onerilmistir. Bu yaklasim ile segmente edilen bdlgelerden
cikarilan ozellikler cok katmanli algilayici, destek vektor makinesi ve hiperdikdortgen
kompozit sinir ag1 yaklasimlari ile simiflandirilmistir.  Maksimum dogruluk oram

%99.11 olarak elde edilmistir.

[91] calismasinda beyaz kan hiicrelerinin siniflandirilmasi igin derin 6grenme temelli
transfer 6grenme yaklasimlar: kullanilmistir. Xception, VGG19, EfficientNetB1 ve
DenseNet121 tercih edilen transfer 6grenme mimarileridir. DenseNet-121 %94°liik

genel dogruluk orani ile maksimum basar1 gostermistir.

[92] ¢alismasinda hematolojik hastaliklarin teshisinde Onemli olan beyaz kan
hiicrelerinin siniflandirilmast amaciyla mikroskobik kan goriintiilerinden istatistiksel
ve geometrik Ozellikler ¢ikarilmistir. Ardindan DT, k-NN, MLR, NB, RF ve SVM
algoritmalar1 ile smiflandirilmistir. Ortalama %95 test basarisi ile Multinomial

Logistic Regression (MLR) algoritmasi en iyi sonucu iiretmistir.

[93] calismasinda Fine-Grained Interactive Attention Learning (FIAL) olarak
isimlendirilen yar1 denetimli kan hiicresi siniflandirma yontemi Onerilmistir. Bu

yontemde etiketli veriler ile egitilen model, etiketsiz beyaz kan hiicreleri
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goriintiilerinden tahmini olasilik vektorleri liretmis ve olasilik siralamasina gore
yiiksek oranda iliskili goriintiilerin se¢ilmesi saglanmistir. Cok az miktarda agiklamali
WBC goriintiisii ile FIAL, BCCD veri kiimesindeki verilerden ¢ikarilan 6zniteliklerin
Resnet mimarisi ile smiflandirilmasinin sonucunda maksimum %93.59 basar1 orani

tiretmistir.

[45] calismasinda Gnerilen evrisimsel sinir agi tabanli bir mimari kullanilarak beyaz
kan hiicrelerine ait alt tiirlerin tespiti yapilmistir. Bu dogrultuda eozinofil, lenfosit,

monosit ve notrofil hiicreleri igin elde edilen dogruluk oranlari sirasiyla %97.35,

%99.75, %99.92, %97.19 olarak elde edilmistir.

[46] calismasinda, beyaz kan hiicrelerinin siniflandirilmasi amaciyla kapsiil aglar

kullanilmistir. Test verileri iizerinde %96.86 dogruluk iiretmistir.

[47] calismasinda, kan yayma goriintiileri tizerinde beyaz kan hiicrelerinin tespiti igin
bolgesel evrigimsel sinir ag1 yontemi kullanilmistir. Boylece girdi olarak alinan
goriintiideki nesnelerin sahip oldugu koordinatlar ve bu nesnelerin veri etiketleri
tiretilmistir. Ardindan maksimum basari orant Resnet50 transfer 6grenme mimarisi ile
gerceklestirilen test sonucunda monosit hiicre tipi i¢in %98.40, bazofil hiicre tipi i¢in
%98.48, eozinofil hiicre tipi i¢in %96.16, notrofil hiicre tipi icin %95.04 ve lenfosit
hiicre tipi i¢in %99.52 olarak elde edilmistir.

[94] calismasinda beyaz kan hiicrelerinin siniflandirilmasi i¢in derin &grenme
mimarileri iizerinde temellenen kanonik korelasyon analizi gergeklestirilmistir.
Kanonik korelasyon analizi ile tek bir goriintiiden ¢ikarilan iki farkli gériintii 6zelligi
CNN ve RNN’e ayr1 ayr1 uygulanmistir. Ardindan bireysel RNN ve CNN c¢iktisi
birlestirilmistir. Yogun bir softmax katmani kullanilarak tahmin saglanmistir ve

grafikler lizerinden analiz edilmistir.

[95] calismasinda beyaz kan hiicrelerinin siniflandirilmasi i¢in sifirdan olusturulan
WBCsNet isimli yeni bir evrisimsel derin mimari 6nerilmistir. WBCsNet tarafindan

ulasilan genel sistem dogrulugu %96.1 olarak elde edilmistir.
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3. MATERYAL VE YONTEM

3.1. Materyal — Kullanilan Ara¢-Gerecler

Bu ¢aligmada, Intel i7-9750H CPU @ 2.60 GHz ve 32 GB ram 6zelliklerine sahip
bilgisayar tizerinde R2019b matlab ve anaconda navigator 2.0.3 kullanilmistir. Ek

olarak Google Colaboratory’den faydalanilmistir.

3.2. Veri Kumeleri

Bu ¢alismada iicretsiz ve halka agik olan veri kiimeleri kullanilmigtir. Her bir boliim

icin faydalanilan veri kiimeleri sirasiyla agiklanmistir.

3.2.1. DNA genom dizilimlerindeki ekson ve intron boélgelerinin siniflandiriimasi
icin tercih edilen veri kiimesi

Bu boliimde, NCBI (Ulusal Biyoteknoloji Bilgi Bankasi) [96] gen bankasindan elde
edilen AM400881.1, AM600680.1, AM886138.1, ve EU447303.1 numaralarina sahip
4 farkli BCR-ABL fiizyon geni {izerindeki ekson ve intron bélgelerinin bilgisayar
destekli sistemler ile tanimlanmasi i¢in ¢aligmalar gergeklestirilmistir. BCR-ABL

genlerindeki ekson ve intron bdlgelerinin lokasyonlari Tablo 3.1°de sunulmustur.

Tablo 3.1. BCR-ABL genlerindeki ekson ve intron bolgelerinin lokasyonlart.

AM400881.1

1-14 Ekson Bolgesi
15-71 Intron Bélgesi
72-527 Intron Bolgesi
AM600680.1

1-29 Ekson Bolgesi
30-578 Intron Bolgesi
579-1114 Intron Bélgesi

1115-1180 Ekson Bolgesi



https://www.google.com/search?q=Google+Colaboratory&spell=1&sa=X&ved=2ahUKEwiVh8XamPL7AhVVQvEDHRVKAzQQkeECKAB6BAgHEAE

Tablo 3.1. (Devami) BCR-ABL genlerindeki ekson ve intron
bolgelerinin lokasyonlari.

AMB886138.1

1-31 Ekson Bolgesi
32-280 Intron Bélgesi
281-790 Intron Bolgesi
791-853 Ekson Bolgesi
EU447303.1

1-145 Ekson Bolgesi
274-488 Ekson Bolgesi

NCBI veri kiimesinden tedarik edilen DNA dizilimleri, ekson ve intron bolgelerinin

siiflandirilmasi i¢in kullanilmistir.

3.2.2. DNA dizilimleri ile ALL ve KML malignitelerinin simiflandirilmasi icin
tercih edilen veri kiimesi

Bu boliimde, NCBI (Ulusal Biyoteknoloji Bilgi Bankasi) [96] gen bankasindan elde
edilen insan tiirline ait ALL ve KML l6semi tiirlerine iliskin 6rneklerin BCR-ABL
genleri kullanilarak bilgisayar destekli sistemler ile ayirt edilebilmesi igin bir ¢alisma
gerceklestirilmistir. ALL ve KML 16semi tiirlerine iliskin DNA dizilimleri Tablo

3.2’de sunulmustur.

Tablo 3.2. ALL ve KML 16semi tiirlerine iliskin DNA dizilimleri

ALL KML

Niikleotit DNA Niikleotit DNA

Numarasi Uzunlugu Numarasi Uzunlugu
FN820215.1 718 FN820207.1 377
FN820216.1 356 FN820208.1 205
FN820219.1 445 FN820209.1 516
FN820222.1 776 FN820210.1 767
FN820223.1 667 FN820211.1 698
FN820224.1 484 FN820212.1 545
FN820225.1 683 FN820213.1 195
FN820226.1 676 FN820214.1 723
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Tablo 3.2. (Devami) ALL ve KML 16semi tiirlerine iliskin DNA dizilimleri.

FN820227.1 291 FN820217.1 561
FN820228.1 548 FN820218.1 272
FN820229.1 609 FN820220.1 262
FN820231.1 585 FN820237.1 708
FN820232.1 660 FN820238.1 835
FN820233.1 282 FN820239.1 621
FN820234.1 611 FN820243.1 761
FN820235.1 395 FN820248.1 708
FN820236.1 804 FN820250.1 218
FN820240.1 670 FN820252.1 564
FN820241.1 783 FN820255.1 357
FN820242.1 586 FN820259.1 212
FN820244.1 647 FN820260.1 422
FN820245.1 643 FN820261.1 489
FN820246.1 582 FN820262.1 373
FN820247.1 695 FN820265.1 994
FN820249.1 508 FN820266.1 707
FN820251.1 555 FN820267.1 809
FN820253.1 895
FN820254.1 912
FN820256.1 388
FN820257.1 547
FN820258.1 629
FN820263.1 691
FN820264.1 429
FN820268.2 604

NCBI veri kiimesinden elde edilen DNA dizilimleri, 16seminin temel tiirii olan ALL

ve KML malignitelerinin siniflandirilmasi i¢in kullanilmastir.
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3.2.3. Mikrodizi veri kiimesi kullamilarak ALL ve AML malignitelerinin
simiflandirilmasi icin tercih edilen veri kiimesi

Bu boliimde, bioinformatics laboratory [97] vasitasiyla temin edilen gen ekspresyon
verileri kullanilmistir. Bu dogrultuda 5147 gen ve 72 6rnekten (47 ALL ve 25 AML)
olusan I6semi hastaligina ait gen ekspresyon verileri excel dosyasina aktarilmis ve csv

formatina dondstirilmistiir. Leukemia isimli veri kiimesine ait gen ekspresyon

verilerinin bir kismi1 Sekil 3.1°de sunulmustur.

ALL 218 6479 171 -30 =97, 448 2822 70
ALL 132 22143 211 101 -92 73 404 -1(
ALL -24 24327 253 23 =95 -104 153 16
ALL -36 36417 229 98 -60 30 594 171
ALL 255 14989 67 -32 -168 147 659 -14
ALL 316 18343 32 23 -113 191 753 49,
ALL 54 12801 161 4 -113 35 495 29
ALL 81 25673 366 67 =119 -62 503 79!
AML 101 16716 172 18 -66 182 378 50
AML 132 45492 67 7 =79 45 372 21
AML 318 23865 -14 7 216 227 722 58
AML 325 17359 286 -1 1287 810 1378 21
AML 392 19406 227 -13 207 260 720 81!
AML 241 17878 218 52 51 132 647 101
AML 193 26052 121 6 22H) -22 202 44,
AML 312 11983 114 32 -435 135 423 45
AML 230 23508 61 45 -125 85 295 90
AML 330 17996 371 6 -36 123 532 51!
AML 337 19679 238 -16 2003 1735 3995 12

Sekil 3.1. Leukemia isimli veri kiimesine ait gen ekspresyon verileri

Bioinformatics laboratory vasitasiyla temin edilen Leukemia isimli mikrodizi veri
kiimesi, loseminin temel tiirlerinden olan ALL ve AML malignitelerinin

siniflandirilmasi i¢in kullanilmistir.

3.2.4. Mikrodizi veri kiimesi kullamlarak ALL, AML ve MLL malignitelerinin
siiflandirilmasi igin tercih edilen veri kiimesi

Bu boliimde, bioinformatics laboratory [97] vasitasiyla temin edilen gen ekspresyon
verileri kullanilmigtir. Bu dogrultuda 12533 gen ve 72 6rnekten (24 ALL, 20 MLL ve
28 AML) olusan losemi hastaligina ait gen ekspresyon verileri excel dosyasina
aktarilmis ve csv formatina doniistiiriilmistiir. MLL isimli veri kiimesine ait gen

ekspresyon verilerinin bir kism1 Sekil 3.2°de sunulmustur.
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ALL -52 -62 -50 =91 326 140 -33
ALL -102 98 21 -1 158 158 -21
MLL -66 -57 2 -106 237 -100 -10
MLL -79 -28 -65 -125 54 87 -43
MLL -185 -62 -41 -45 116 259 3

MLL -359 -86 o -121 325 -317 -40
MLL -139 8 -72 -128 140 -47 -40
MLL -164 16 -34 -29 214 -205 -52
MLL -84 -42 26 -138 428 -300 -14
MLL -79 53 -75 i 246 32 142
MLL -135 100 -10 -77 164 55 151
MLL -232 118 -9 -178 805 -149 -59
MLL -74 =9 -33 -60 308 37 -14
MLL -231 132 =15 96 537 -34 -19
MLL -363 -180 -84 -216 376 -124 -46
MLL -177 73 -24 -112 97 -103 -21
MLL -261 14 -46 -50 573 148 -53
MLL -252 -8 -103 272 451 117 -39
MLL -278 -33 -93 -135 469 68 -49
MLL -235 -148 -105 -146 311 -179 -89
MLL -348 88 41 -140 460 126 -49
MLL -295 72 -24 -190 379 115 -70
AML =217 -119 19 215 -173 184 -57
AML -217 114 67 338 17 -26 -46
AML -160 -114 19 -129 753 -30 -80
AML -213 -190 -81 213 337 -258 -52
A acc 117 140 hn 110 2na =

Sekil 3.2. MLL isimli veri kiimesine ait gen ekspresyon verileri

Bioinformatics laboratory vasitasiyla temin edilen MLL isimli mikrodizi veri kiimesi,
l6semiye iliskin ALL, AML ve MLL malignitelerinin siniflandirilmast icin

kullanilmastir.

3.2.5. Dijitallestirilmis periferik kan yayma goriintiilleri kullamlarak ALL
malignitesinin tespiti icin tercih edilen veri kiimesi

Bu boliimde, Acute Lymphoblastic Leukemia Image Database [98] vasitasiyla temin
edilen normal ve ALL hastaliklarina sahip bireylerin dijitallestirilmis periferik kan
yayma gortntiileri kullanilarak kan elementleri analiz edilmistir. Canon PowerShot G5
kamera kullanilarak yakalanan jpg formatindaki tiim goriintiiler, hematologlar
tarafindan blast ve normal hiicreler olarak koordinatlari ile ifade edilmistir. ALL-IDB1
veri kiimesindeki kan elementleri ve bu kan elementleri arasindan hematologlar

tarafindan tanimlanan blast hiicrelerinin koordinatlari ile ALL-IDB2 veri kiimesindeki
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blast hiicrenin ve saglikli hiicrenin gorsel temsili sirasiyla Sekil 3.3. ve Sekil 3.4’te

verilmigtir.

162 178

79 331

50 6l

254 655

218 805

164 1077
170 1229
232 1297
€04 1139
506 555

888 397

870 499

746 ©17

812 775
1004 417
982 519
1060 333
1090 435
1134 553
1096 701
1088 805
1058 899
1490 885

Sekil 3.3. ALL-IDB1 veri kiimesindeki kan elementleri ve bu kan elementleri
arasindan hematologlar tarafindan tanimlanan blast hiicrelerinin koordinatlari

Sekil 3.4. ALL-IDB2 veri kiimesindeki blast hiicre ve saglikl hiicre

Periferik kan yayma goriintiilerinde hasta (blast) ve saglikli hiicrelerin bilgisayar
destekli sistemler ile ayirt edilebilmesi i¢in modelin egitiminde gerekli bir asama olan

segmentasyon islemi ALL-IDB1 ve ALL-IDB2 veri kiimelerinde yapilmistir.

3.2.6. Mikrodizi veri kiimesi Kkullanillarak T-ALL, B-ALL ve T-LL
malignitelerinin simiflandirilmasi igin tercih edilen veri kiimesi

Bu béliimde, bioinformatics laboratory [97] vasitasiyla temin edilen gen ekspresyon
verileri kulanilmigtir. Bu dogrultuda 15434 gen ve 48 6rnekten (20 T-ALL, 10 B-ALL
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ve 18 T-LL) olusan 16semi hastaligina ait gen ekspresyon verileri excel dosyasina

aktarilmis ve csv formatina doniistliriilmiistiir. GSE1577 isimli veri kiimesine ait gen

ekspresyon verilerinin bir kismi Sekil 3.5’te sunulmustur.

3 202.5 138.6 459 85.2 1135.8 27.2 T-LL

> 125.5 26.5 724 36.2 2092 49.3 T-LL

4 3154 105.8 48.5 19.1 2195.1 49.5 T-LL

7 127.1 82.3 54.7 33 611.2 66.3 T-LL

3 269.7 45.1 844 97 1017.1 42 T-LL
197 190.8 37.6 49 1841.5 25.1 T-LL

> 340.6 88.2 40.1 75.9 1292.6 105.7 T-LL

3 2654 65.1 12.2 20 1340.3 43 T-LL

> 579.1 98 31.7 20.9 3399 40.5 T-LL

> 65 53.6 37.7 25.5 2422 53 T-ALL

3 99.3 704 i3 5 632.3 394 T-ALL

3 183.6 66.1 41.1 1.8 391 70.1 T-ALL

3 13.7 211.6 322 4.4 79.5 18.6 T-ALL

) 54.5 414 376 13 179.3 62 T-ALL

) 54.5 414 376 13 179.3 62 T-ALL

> 34.1 40.9 32.8 3 934 34.6 T-ALL

I 63.1 233 19.6 3.1 309.6 723 T-ALL

> 754 116.1 342 5.5 810.6 22 T-ALL

> 195.2 87.1 43 4.6 778.1 23 T-ALL

: 974 59.9 45.8 17.5 529.3 39.9 B-ALL

4 198.7 60 455 3.6 359.5 335 B-ALL

. 58.5 54.8 52.9 84 278.6 13.2 B-ALL

) 255.3 38.3 68.1 29.9 1102.8 21.6 B-ALL

4 128.2 38.3 40.3 2 440.2 20.9 B-ALL

I 176 69.2 44.9 15.5 514.1 404 B-ALL

> 175.2 54.1 29.3 6.3 4974 574 B-ALL

Sekil 3.5. GSE1577 isimli veri kiimesine ait gen ekspresyon verileri

Bioinformatics laboratory vasitasiyla temin edilen GSE1577 isimli mikrodizi veri
kiimesi, 10semiye iliskin T-ALL, B-ALL ve T-LL malignitelerinin siniflandirilmasi

amaciyla kullanilmigtir

3.2.7. Beyaz kan hiicrelerinin tespiti ve simflandirilmasi i¢in tercih edilen veri
kiimesi

Bu béliimde hastalik olusturan maddelere ve Sliimciil enfeksiyonlara karsi viicut
savunmasinda rol oynayan beyaz kan hiicreleri i¢in bir analiz yapilmistir. Bu
dogrultuda iicretsiz ve halka agik olan Raabin Health veri kiimesi kullanilmistir. Bu
veri kiilmesinde glemsa boyama tipi ile boyanan eozinofil, bazofil, monosit, notrofil ve
lenfosit kan hiicreleri, Samsung Galaxy S5 ve LG G3 telefon kameralar1 ile 100x

bliyiitme oraninda Olympus CX18 ve Zetss mikroskoplari kullanilarak elde edilmistir.
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Raabin Health veri kiimesinden tedarik edilen dijitallestirilmis beyaz kan hiicrelerinin

[99] gorsel tasviri Sekil 3.6°da verilmistir.

Bazofil Eozinofil Lenfosit Monosit Notrofil

Sekil 3.6. Raabin Health veri kiimesinden tedarik edilen dijitallestirilmis beyaz kan
hiicreleri [99]

Eozinofil, bazofil, monosit, nétrofil ve lenfosit kan hiicrelerinin bilgisayar destekli
sistemler ile ayirt edilebilmesi icin modelin egitiminde gerekli bir agama olan

segmentasyon islemi Raabin Health veri kiimesi i¢in gergeklestirilmistir.

3.3. Yontemler

3.3.1. DNA genom dizilimlerindeki ekson ve intron bdlgelerinin
smiflandirilmasina iliskin is akisi

DNA A, T, G ve C harflerinden olusan sembolik bir yapiya sahiptir. Genler ve genler
aras1 bosluklardan meydana gelen bu yapi, 0karyot hiicreler i¢in ekson ve intron
bolgelerinin ayrimina sahiptir [9]. Ekson bolgeleri canlilikla ilgili bilgiler barindiran
ay1rt edici bir kisimdir. Bu bélgenin dogru bir sekilde tanimlanabilmesi arastirmacilar

tarafindan zorlu bir problem olarak ifade edilmistir [9, 11, 13, 14].

Bu boliimde NCBI veri kiimesinden elde edilen BCR-ABL DNA dizilimleri iizerinde
ekson ve intron bolgelerinin tespiti ile ilgili bir calisma yapilmistir. Calismanin ilk
kisminda, DNA dizilimlerinin 5 farkli sayisal haritalama yontemi (EIIP haritalama
teknigi, Reel Haritalama Teknigi, Molekiiler Kiitle Haritalama Teknigi, Eslestirilmis
Haritalama Tekniginin Hidrojen Bagi Enerji Kurali, Shannon Entropi Temelli
Haritalama Teknigi) ile sayisallastirilmasi saglanmis ve ardindan sayisal sinyal isleme
yontemi olan fourier doniisiimii ile dizilimlere ait spektral yogunluk bilgisi grafikler
ile ifade edilmistir. Ardindan ekson ve intron bdlgelerinin siniflandirilmasi amaciyla
kullanilan 10 ayri transfer 6grenme mimarileri ile (VGG16, VGG19, Xception,
MobilenetV2, Inception, ResnetV2, DenseNetl69, DenseNet201, Resnetl01,
Resnet150, EfficientNetB7) goriintii lizerinde yapilacak g¢ikarimlarin nihai sonucu
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etkilemesinden dolay1 kenar, kose gibi 6nemli noktalarin CLAHE yontemi ile
belirginlestirilmesi saglanmistir. Son olarak goriintiiler, bu transfer 6grenme
mimarileri ile smiflandirilmistir. Ekson ve intron bdlgelerinin siniflandirilmasi

amaciyla ilk adimda Onerilen akis semas1 Sekil 3.7’de verilmistir.

DNA Dizilimler:

AM400881.1 [AM600680.1|AM886138.1([EU447303.1
ID'ye sahip [ID'ye sahip |ID'ye sahip ([ID'ye sahip
DNA dizilimi [DNA dizilimilDNA dizilimyDNA dizilims

Haritalama Teknikleri

H. Bag Shannon
EIIP HTReet HT.M Kitld 7 | Eatropi
HT. Temell:

Kuraly HT

¥
Saysallagtirslan DNA
dizilimlerine pencerelenmig
ayrik fourier doniigima
uygulanilarak bolgelerin
grafikleri elde edilir.

r—‘%

CLAHE yontemi
uygulanir.

Goruntiiler diger aktarim 6grenme

mimarilerine kiyasla daha bagarils
olan EfficientNetB7 mimarisi ile

suniflandiriimagtir. Mimarinin glict
ROC egrisi ile tasvir edilmigtir.

0.0 | s > _Ihtron Sfy
00 02 04 06 08 10

Sekil 3.7. Ekson ve intron bolgelerinin siniflandirimasi amaciyla ilk adimda 6nerilen
akis semasi

[lk asama icin ulasilan en basarili performansin eslestirilmis haritalama tekniginin

hidrojen bagi enerji kurali ile sayisallastirilan dizilimlere sinyal isleme yaklagimi
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uygulanarak elde edilen grafiklerin transfer 6grenme mimarisi yontemi olan
EfficientNetB7 ile siniflandirilmasi sonucunda tiretildigi Tablo 4.1- Tablo 4.5’te ifade

edilmistir.

Calismanin ikinci kisminda, ilk asamadaki en basarili sayisal haritalama teknigi olan
eslestirilmis haritalama tekniginin hidrojen bagi enerji kurali ile sayisallagtirilan DNA
dizilimlerine kisa zamanli fourier doniisiimii uygulanmistir. Boylece duragan olmayan
serilerin analizi i¢in disik performans gosteren [100] ayrik zamanli fourier
doniisiimiiniin bu dezavantajina problem kapsaminda bir ¢oziim iiretilmistir. Kisa
zamanl fourier donilisiimii yontemi ile elde edilen spektrogramlarin 6rnek bir DNA
diziliminden goriintiiye doniisim siirecini ifade eden temsili akis Sekil 3.8’de
verilmistir.

cagatgctga ccaactcgtg tgtgaaactc cagactgtcc acagcattcc gctgaccatc
aataaggaag atgatgagtc tccggggctc tatgggtttc tgaatgtcat cgtccactca
gccactggat ttaagcagag ttcaatatga aatagaatct ctctggctge tatgatctga
aggaggacaa gggagcaggg attccacggg ggcattgatt gcacagagcc agaaatttgt
aatatagaag aaaacagaag tttcaattgt gggaagccct tcagcggcca gtagcatctg
actttgagcc tcagggtctg agtgaagccg ctcgttggaa ctccaaggaa aaccttctceg
ctggacccag tgaaaatgac cccaaccttt tcgttgcact gtatgatttt gtggccagtg
gagataacac tctaagcata actaaaggtg aaaagctccg ggtcttaggc tataatcaca

atggggaa {}

Sayisal Haritalama Teknikleri ile DNA dizilimlerinin Sayisallastiriimasi

U

Sayisallastirilan DNA dizlimlerinin Sinyal isleme Yaklasimi olan Kisa
Zamanli Fourier Dontistimil Kullanilarak Spektrogramlar ile ifade

Edilmesi

EKSON EKSON EKSON EKSON EKSON EKSON
" - - |
- » “s
L . - -—

— ] .
_ .
INTRON INTRON INTRON INTRON INTRON INTRON

[

Sekil 3.8. Ornek bir DNA diziliminden gériintiiye doniisiim siirecini ifade eden
temsili akis

Kisa zamanli Fourier doniisiimii ile elde edilen spektrogram goriintiileri, ilk asamanin
en basarili transfer Ogrenme yontemi olan EfficientNetB7 mimarisi ile
simiflandirilmigtir. Ekson ve intron boélgelerinin simiflandirimas: amaciyla ikinci

adimda Onerilen akis semasi Sekil 3.9°da verilmistir.
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DNA Dizilimleri

AM400881.1 [ AM600680.1 | AN886138.1 | EU447303.1
ID'ye sahip ID'ye sahip ID'ye sahip ID'ye sahip
DNA dizilim: |DNA dizilimi | DNA dizilimi | DNA dizilimi

Hidrojen bag: enerji kural ile
sayisallagtirilan DNA
dizilimlerine uygulanilan kisa
zamanl fourier donigimd
metodu ile spektrogramlar elde
edilir.

|

Ekson Spektrogramlar

Intron Spektrogramlan
R — fmf;' 1'\‘
il Ll
|

EfficientNetB7 mimarisi
kullanilarak ekson ve intron
bolgelerinin simflandiriimasy

gergeklegtirilir.
Modelin Bagar: Oran: Modelin Bagars Oram:

10 oy 10 _ff 79
09/ J i os| "
08 os||f
07 o7l
06| Egitim Verisi 0- / Egitim Verisi
0.51 Test Verisi 0.3 ) ~ Test Verisi

0 20 40 60 80 100 0 20 40 60 80 100

Sekil 3.9. Ekson ve intron bolgelerinin smiflandirimas: amaciyla ikinci adimda
Onerilen akis semasi

Bu boliimde, DNA dizilimleri iizerinde ekson ve intron bolgelerinin ayirt edilmesi

amaciyla iki farkli kisimda gergeklestirilen bir ¢alisma yapilmistir.

3.3.1.1. DNA genom dizilimlerindeki ekson ve intron bélgelerinin
siniflandirilmasi i¢in Kullanilan yontemler

DNA, organizmanin insa edilmesi, canlilik islevlerinin gergeklestirilmesi ve biyolojik
gelismelerin siirdiiriilebilmesi i¢in kritik bilgilerin yer aldigi 6nemli bir genom
pargasidir [9]. A, T, G ve C organik bazlarindan meydana gelen bu genom pargasinda
bazlarin olusturdugu kombinasyonlar, DNA’nin gen dizilimlerini ifade etmektedir [8].
Biyolojik siire¢lerde gorev alan genler, 6karyot hiicreler i¢in protein kodlayan (ekson)

ve protein kodlamayan (intron) bdlgelerin ayrimina sahiptir. Bu bdlgelerin ayirt
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edilmesi arastirmacilar tarafindan zorlu bir problem olarak ifade edilmistir [9, 11, 13-

14].

Bu boliimde, yasam siireglerinin analiz edilmesinde énemli bir ayira¢ olan ekson ve
intron bolgeleri arastirilmistir. Ancak DNA dizilimleri sembolik bir yapiya sahiptir.
Bu durum analizleri zorlastirmaktadir. Bu nedenle sayisal haritalama teknikleri

kullanilarak DNA dizilimleri sayisallagtirilmistir.

Sayisal haritalama teknikleri

Sembolik bir yapiya sahip olan DNA dizilimlerinin sayisallastiriimasinda kullanilan
sayisal haritalama teknikleri sabit haritalama teknikleri ve fiziko-kimyasal 6zellik
tabanli haritalama teknikleridir [12]. Ancak yeni ve farkli haritalama teknikleri halen
literatiire kazandirilmaya devam etmektedir. Literatiirde yer alan bazi sayisal

haritalama yontemleri asagida sunulmustur.

Reel haritalama teknigi
Sabit haritalama teknikleri igerisinde yer alan reel haritalama tekniginde A-T ve G-C
organik bazlari, tamamlayict olma 6zelligine sahiptir [101]. Bu durum DNA dizisinin

tamamlayict sarmalini1 bulmada etkilidir [101].

Reel haritalama teknigi ile sayisallagtirilmasi hedeflenen DNA dizilimindeki A, T, C
ve G organik bazlarina sirasiyla -1.5, 1.5, 0.5 ve -0.5 atamalar1 yapilir [12]. Reel
haritalama teknigine gore sayisallastirilan 6rnek bir DNA dizilimi igin yapilan sayisal
temsil Tablo 3.3’te gosterilmistir.

Molekiiler kiitle haritalama teknigi

Sabit haritalama teknikleri igerisinde yer alan haritalama teknigidir. Molekiiler kiitle
haritalama teknigi ile sayisallastiriimast hedeflenen DNA dizilimindeki A, T, C ve G
organik bazlarina sirastyla 134, 125, 110 ve 150 atamalar1 yapilir [12]. Molekiiler kiitle
haritalama teknigine gore sayisallastirilan 6rnek bir DNA dizilimi i¢in yapilan sayisal

temsil Tablo 3.3’te gosterilmistir.

EIIP haritalama teknigi

Fiziko-kimyasal 6zellik tabanli teknikler icerisinde yer alan haritalama teknigidir. Bu
teknik kullanilarak DNA diziliminde yer alan her bir niikleotidin EIIP temsilindeki
yar1 degerlik sayisi ile eslestirilmesi saglanir. EIIP haritalama teknigi ile

sayisallagtirilmasi hedeflenen DNA dizilimindeki A, T, C ve G organik bazlarina
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sirastyla 0.1260, 0.1335, 0.1340 ve 0.0806 atamalar1 yapilir [12]. EIIP haritalama
teknigine gore sayisallastirilan ornek bir DNA dizilimi i¢in yapilan sayisal temsil

Tablo 3.3’te gosterilmistir.
Eslestirilmis Haritalama Teknigi

Fiziko-kimyasal 6zellik tabanli teknikler igerisinde yer alan haritalama teknigidir.
Birbirini tamamlayan sarmal bir diizende iki iplige sahip olan DNA yapisinin kargilikli
eslesen adenin-timin ve guanin-sitozin bazlarina 1 ve -1 degerleri atanarak dizilimin
sayisallagtirilmasi saglanir [9, 12]. Karmasikligin indirgendigi bir DNA yapisi sunan
bu teknik kapsaminda 7 farkli kural mevcuttur [12, 101].

Pirimidin-piirin kurah
Pirimidin-piirin kurali ile sayisallastirilmas1 hedeflenen DNA dizilimindeki adenin ve

guanin bazlarina 1, sitozin ve timin bazlarina -1 degerlerinin atanmasi ile dizilim

sayisallagtirilir [12].

AA’ kurah

AA’ kurali ile sayisallagtirilmasi hedeflenen DNA dizilimindeki adenin bazina 1,
timin, guanin ve sitozin bazlarina -1 degerlerinin atanmasi ile dizilim sayisallastirilir
[12].

TT’ kurah

TT’ kurali ile sayisallastirilmas1 hedeflenen DNA dizilimindeki timin bazina 1, adenin,

guanin ve sitozin bazlarina -1 degerlerinin atanmasi ile dizilim sayisallastirilir [12].
GG’ kurah

GG’ kural ile sayisallastirilmas: hedeflenen DNA dizilimindeki guanin bazina 1,
adenin, timin ve sitozin bazlarina -1 degerlerinin atanmas: ile dizilim sayisallagtirilir

[12].

CC’ kurah
CC’ kurali ile sayisallagtirilmasi hedeflenen DNA dizilimindeki sitozin bazmna 1,
adenin, timin ve guanin bazlarina -1 degerlerinin atanmasi ile dizilim sayisallastirilir

[12].
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Hibrit kurah
Hibrit kural ile sayisallastirilmasi hedeflenen DNA dizilimindeki adenin veya sitozin
bazlarina 1, timin veya guanin bazlarma -1 degerlerinin atanmasi ile dizilim

sayisallagtirilir [12].
Hidrojen bagi enerji kurah

Hidrojen bagi enerji kurali ile sayisallagtirilmasi hedeflenen DNA diziliminde 3’li
hidrojen bagi ile birbirine baglanan guanin ve sitozin bazlarina 1, 2’1i hidrojen bagi ile
birbirine baglanan adenin ve timin bazlarina -1 degerinin atanmasi ile dizilim

sayisallagtirilir [12].

Bu calismada eslestirilmis haritalama teknigi kapsaminda incelenen 7 kural arasindan
hidrojen bag1 enerji kurali ile DNA dizilimleri sayisallastirilmistir. Hidrojen bagi
enerji kuralina gore sayisallastirilan 6rnek bir DNA dizilimi i¢in yapilan sayisal temsil

Tablo 3.3’te gosterilmistir.

Tablo 3.3. Sayisal haritalama tekniklerine gore sayisallastirilan 6rnek bir DNA

dizilimi [12].
Haritalama Ornek Dizilim icin Sayisal Temsiller
Teknikleri (HT) ... ATGCATGCAG ...
Reel HT ...-15,15,-05,05,-15,15,-0.5,0.5,
Sabit HT -1.5,-0.5 ...
MolekiilerKiitle HT ... 134,125,150, 110, 134, 125, 150,
110, 134, 150 ...
Tam Sayr HT ...2,0,3,1,2,0,3,1,2,3 ...
Karmagik HT o g, 1), =14, -1, 14, 14, 14, <14,
14, -145 ...
EIIPHT ... 0.1260, 0.1335, 0.0806, 0.1340,
Fiziko- 0.1260, 0.1335 0.0806, 0.1340, 0.1260,
Kimyasal 0.0806 ...
Ozellik Atomik Say1 HT ... 70, 66, 78, 58, 70, 66, 78, 58, 70, 78
Tabanlit HT
DNA-Yiriyis HT ...-1,0,0,1,-1,0,0,1,-1,0 ...
Eslestirilmis Sayisal
HT (Hidrojen Bagi L.-1,-1,1,1,-1,-1,1,1,-1,1
Enerji Kurali)

Literatiirde yer alan bazi sayisal haritalama tekniklerinin avantaj ve dezavantajlar

Tablo 3.4’te verilmistir.
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Tablo 3.4. Sayisal haritalama tekniklerinin avantajlari ve dezavantajlari [12, 101,102].

Haritalama _
Teknikleri Avantajlar Dezavantajlari
A-T ve G-C organik bazlar DNA diziliminde
Reel HT tamamlayici olma 6zelligine bulunmayan matematiksel
sahiptir. ozelliklerin tanitilmasi
gerekmektedir.
MolekiilerKiitle DNA dizilimlerinin ¢ok boyutlu Daha fazla arastirilmasi
HT bir uzaya haritalanmasini gerekmektedir.
saglamaktadir.
Tam Say1 HT Basit bir gosterime sahiptir. DNA diziliminde
Verimli bir haritalama siireci bulunmayan matematiksel
saglamaktadir. ozelliklerin tanitilmasi
gerekmektedir.
Karmasik HT Niikleotitlerin eslenik olma Zaman alanindaki baz
Ozelligini yansitarak daha dogru yanilmasinin (base bias)
bir gen tahmini saglamaktadir. tanitilmasi gerekmektedir
EIIP HT DNA’nin fiziko-kimyasal Bazi genomlar i¢in kodlama
0zelligini yansitarak hesaplama  bolgesinin tespiti hususunda
yiikiinii azaltir ve gen ayrim basarisizliklari mevcuttur.
yetenegini gelistirir.
Atomik Say1 DNA’nin fiziko-kimyasal Cesitli kodlama semalarinda
HT ozelligini yansitir. farkli sonuglar vermesinden
dolay1 arastirma kapsaminda
tekdiizelige neden
olabilmektedir.
DNA-Yiriyiis Uzun menzilli korelasyon 1000 bazdan daha uzun olan
HT bilgisini kullanarak niikleotit dizilimler i¢in uygun
bilesimindeki degisiklikleri degildir.
ortaya cikarir.
Eslestirilmis Karmagiklig1 azaltilmis bir Karmasgikligin azaltilmasi
Sayisal HT DNA yapist sunmaktadir. amaciyla sundugu 7 kural
(Hidrojen Bagi igerisinden ¢alisma
Enerji Kural) kapsaminda basaril1 olacak

kuralin se¢ilmesi 6nemlidir.

Farkli avantajlar ya da dezavantajlar igeren sayisal haritalama tekniklerine gore
sayisallastirilan DNA dizilimlerine ek olarak son zamanlarda literatiirde onerilen ve
haritalama teknikleri arasinda yer alan Shannon Entropi Temelli Haritalama Teknigi

de bu ¢alismada kullanilmustir.
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Shannon entropi temelli haritalama teknigi

DNA, canlilikla ilgili devasa bilgi barindiran genom birimidir. ~ Sembolik
tanimlamalardan olustugu i¢in matematiksel olarak analiz edilebilmesi zordur. DNA
dizilimlerinin sayisallastirilmasi i¢in farkli bir¢ok calisma gercgeklestiren bilim diinyasi
halen alternatif yontemler liretmeye devam etmektedir. [48] makalesinde Onerilen
shannon entropi temelli haritalama teknigi, DNA dizilimlerinin sayisallagtirilmasi

amaciyla gelistirilen yeni bir yaklagimdir.

Bu yaklasimin temelinde olan shannon entropisi, karmasikligin bir 6l¢timii olarak
nitelendirilmektedir ve 1948 yilinda Shannon tarafindan tanitilmistir. Zaman
icerisinde topolojik, metrik, kolmogorov gibi farkli yapilarda ifade edilen shannon
entropisi, DNA dizilimlerinin sayisal temsili i¢in yetersiz olarak kabul edilmistir. Bu
nedenle DNA dizilimlerinin sayisallastirilmasinda Shannon entropi temelli haritalama
teknigi onerilmistir [48] . Bu yaklasimda, Ali Karci tarafindan gelistirilen shannon
denkleminin kesirli bir tiirevi olan fraksiyonel shannon entropi temelli yaklasim
tizerinden DNA dizilimlerinin sayisal temsili saglanmistir. Kodon dagilimlarina iliskin
entropi degerlerinin hesaplandig1 bu yontemin matematiksel ifadesi denklem 3.1°de

verilmistir [12].

St=-Y,[ (p(x) “‘p(x)logp(x:)] (3.1)

Denklem 3.1°de ifade edilen p(xi), her bir kodonun tekrarlanma siklig1 ve ai, dizilim
tizerinden uyarlamali olarak hesaplanilan degiskendir. a parametresinin matematiksel
tanimi denklem 3.2°de verilmistir [12].

1

1 2
%= fog (0e) (32)

Bu yaklagim ile kodon olasiliklarina ait korelasyonlarin net bir sekilde ifade edildigi
ve DNA dizilimine iliskin sayisal temsilin daha genis bir Glgekte saglandigi

belirtilmistir [12].

Calismada kullanilan sayisal sinyal isleme yontemleri

Biyoenformatik, biyolojik verilerin analizinde ve degerlendirilmesinde tercih edilen
disiplinler arasi bir alandir [56]. Bu alan ¢ergevesinde gelismekte olan genomik sinyal
isleme verilerin icerisindeki iligkilerin, desenlerin ve periyodiklik durumlarinin analiz

edilmesini saglar [56]. Ayn1 zamanda genomik verilere iligkin karanlik noktalarin
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aydinlatilmasinda umut kaynagidir ve genom teknolojisindeki son gelismelerle birlikte
manuel degerlendirmelerin yetersiz kaldig1 noktada sundugu hizli ¢iktilar ile tercih
edilen bir teknolojidir [9, 56]. 2000’1li yillarin basindan beri genomik veriler igin
sayisal sinyal isleme yaklagimlarimin kullanildigi genomik sinyal isleme alaninda

gerceklestirilen ¢aligmalar, biiyliyen bir gelisim egrisi olusturmustur [7, 56].

Bu boliimde, sayisallastirilan DNA dizilimleri sayisal sinyal isleme yaklasimlari
kapsaminda degerlendirilen pencerelenmis fourier doniisiimii ve pencerelenmis kisa

zamanl fourier doniisiimii ile analiz edilmistir.

Pencerelenmis fourier doniisiimii

Fourier doniisiimii, belirli bir zaman periyodunda siralanmig verilerin zaman
ortamindan frekans ortamina aktarilmasini saglayan bir yontemdir. Aktarim siireci
sonunda zamana ait frekans bilgisi korunurken zaman bilgisi vyitirilir. Bu durum
yontemin dezavantajidir. Ote yandan duragan serilerin analizinde anlamli sonuglar
iretir. Bunedenle frekans bilgileri izerinden ¢ikarim yapilmasi gereken durumlar i¢in
tercih edilmektedir [100]. Duragan ve duragan olmayan zaman serilerine iliskin

doniistimiin tasviri Sekil 3.10°da verilmistir.

Sekil 3.10. Duragan olan ve duragan olmayan zaman serilerine iliskin doniistimiin
tasviri [100]

Sekil 3.10. incelendiginde frekanslarda goriilen ani dalgalanmalar, egimler ya da
kirtlmalar duragan olmayan serilerde goriilmektedir. Bununla birlikte duragan seriler,

fourier doniistimiiniin analizi i¢in uygun ¢iktilar sunmaktadir [100].

Fourier doniisiimiiniin temel matematiksel ifadesi denklem 3.3’te verilmistir.

x(H="7 x(t) e~ dt (3.3)
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Verilen esitlikte f, frekansi; t, zamani; x(f), fourier doniisiimiinii ve x(t), zaman serisini
tanimlamaktadir [100]. x(t), sinyalin periyodik olmadig1 durumlarda sinyali periyodik
olarak gosterebilmek amaci ile yapay olarak uzatilan bir degiskendir. Bu durum
sonlanma kisimlarinda ek siireklilikler olusturdugundan dolay1 pencerelenmis fourier

doniisimii ¢6ziim olarak kullanilmistir [103].

Pencerelenmis Fourier doniistimiinde giris sinyalinin pencere fonksiyonu ile ayrilan
her bir bolgesi, mevcut frekans igerikleri igin tek tek incelenir [103]. Ani gegislere
sahip olan sinyal ic¢in giris verileri sonlanma noktalarinda sifir olacak sekilde
pencerelenir [103]. Periyodik olmayan sinyaller igin iyilestirme imkani sunan
pencerelenmis  fourier donlisiimiinde pencerenin  etkisi, sinyali zamanda
yerellestirmesi olarak ifade edilir [103]. Ote yandan pencerenin biiyiikliigii nihai bagari
oranin1 etkileyebilen bir parametredir [100]. Bu nedenle farkli pencereleme
fonksiyonlart kullanilarak elde edilen ¢iktilar iizerinde ¢esitlilik arttirilmistir. Bu
dogrultuda ¢alismada kullanilan pencereleme fonksiyonlari, daha iyi spektral sonug
sagladig1 ifade edilen [104] hibrit pencereleme fonksiyonlar igerisinden seg¢ilmistir.
Calismanin ilk boliimiinde tercih edilen hibrit pencereleme fonksiyonlarinin

matematiksel ifadeleri denklem 3.4 - 3.12 verilmistir [104].

w1l = 0.5(cosh) + 0.5(bohman) (3.4)

w2 = 0.5(cosh) + 0.5(cos3(x)) (3.5)

w3 = 0.5(cosh) + 0.5(cos4(x)) (3.6)
w4 = 0.5(cosh) + 0.5(hamming) (3.7)
w5 = 0.5(cosh) + 0.5(blackman) (3.8)
w6 = 0.5(cosh) + 0.5(optimized blackman) (3.9
w7 = 0.5(cosh) + 0.5(triangular) (3.10)

w8 = 0.5(cosh) + 0.5(von-hann) (3.11)

w9 = 0.5(cosh) + 0.5(welch) (3.12)

Bu yontem kapsaminda kullanilan 9 farkli hibrit pencereleme yaklasimi ile DNA
dizilimlerinin ekson ve intron bolgelerine ait spektral yogunluk bilgilerini ifade eden

grafikler tiretilmistir.
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Pencerelenmis kisa zamanh fourier doniisiimii

Kisa zamanli fourier doniisiimii, fourier doniisiimiiniin es zamanl1 olarak iiretilemeyen
zaman ve frekans bilgisine iligskin eksikligin tolere edilebilmesi amaciyla gelistirilen
bir yontemdir. Gabor doOniisiimii olarakta tanimlanan kisa zamanl fourier
dontisimiinde analiz edilecek zaman serisi, zaman ve frekans fonksiyonu olarak 2
farkli boyutta ifade edilir. Ancak aym1 anda i1yi bir zaman ve frekans ¢oziintrligi

sunmaz [100].

Doniistim sirasinda zaman serisi kiiciik parcalara boliiniir ve bu pargalarin duragan
oldugu kabul edilir. Ardindan bir zaman penceresi igerisinde fourier doniisiimiinii
uygulamak amaciyla zaman serisine ait kii¢iik parcalar pencere fonksiyonu ile ¢arpilir.

Boylece kisa zamanli fourier doniisiimii yapilir [100].

Omnek bir zaman ekseni {izerinde K noktasina yerlestirilecek w(t) pencere
fonksiyonunun f frekansindaki fourier dontlisiimiiniin matematiksel ifadesi denklem

3.13’te verilmistir [100].
gre(t) = e*™tw(t — K) (3.13)

Pencerenin kaydirilmasi ve fourier doniigiimiiniin tekrar alinmasi ile islem devam eder.

Bu islemin matematiksel ifadesi denklem 3.14’te verilmistir [100].
KZFD (tf) = [*> x(t)w(t — K) e 2"tdt =< g;,(£), x(t) > (3.14)

Kisa zamanli fourier dontisiimiinde tercih edilecek pencere fonksiyonlarina ait mevcut
enerjinin sonsuz olmamasindan dolayi integrali alinir. Ote yandan pencere fonksiyonu

(w(t)) doniisiime iliskin performansi belirler [100].

Sekil 3.11’de zaman serisine uygulanan kisa zamanli fourier doniisiimii ve

pencerelemenin tasviri verilmistir.

Frekans

x(t)

Kisa
Zarnanl

Fourier
Doniigiirmii

Zaman

Zarman

Sekil 3.11. Zaman serisine uygulanan kisa zamanli fourier doniisiimii ve pencereleme

[100]
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Zaman ve frekans bilesenleri arasinda zaman serisine iligkin bir uyumun yakalandigi
kisa zamanli fourier doniisiimii, frekans ve olay arasindaki baglantinin bilgisini saglar.
Bu durum fourier doniisiimiine kiyasla 6ne ¢ikan bir 6zelliktir. Ancak elde edilen bilgi
pencerenin biiyikligi ile de iliskili oldugu i¢in farkli pencere fonksiyonlari
kullanilarak elde edilen ¢iktilarin gesitliligi arttirilmistir [100]. Bu dogrultuda bartlett,
blackman, blackman-harris, bohman, chebwin, gausswin, hamming, rectangular ve

triang pencereleme fonksiyonlar1 kullanilmistir.

Goriintiilerin Iyilestirilmesi

Devasa bilgi barindiran DNA genom pargasi, protein lireten ve protein iiretmeyen
bolgelere sahiptir. Bu bdlgelerin analiz edilmesi canlilikla ilgili farkli birgok konunun
aydinlatilmasini saglamaktadir. Bu amagla calismanin ilk agsamasinda sayisallastirilan
DNA dizilimlerine sinyal isleme yontemi olan fourier doniislimii uygulanmistir.
Boylece ekson ve intron bolgelerinin spektral yogunluk bilgisi grafikler ile ifade
edilmistir. Fakat goriintiilerdeki kenar, kose gibi kritik bolgelerin konumu 6nemli
oldugu i¢in bu kritik bolgelerin CLAHE (Contrast Limited Adaptive Histogram
Equalization) yontemi ile netlestirilmesi ve belirginlestirilmesi saglanmistir. Sonug

olarak gii¢lii ¢ikarimlarin tiretilmesi hedeflenmistir.

CLAHE yontemi

Dijital goriintiilerdeki kontrasti iyilestirmek i¢in histogram tabanli bir yaklasim olan
histogram esitleme (HE), goriintiiniin tamamini igeren histogram dagilimi iizerinde
islem yaparak goriintiiniin genel kontrastini iyilestiren bir yontemdir. Fakat homojen
olmayan alanlarda goriintiiniin kontrastinin diizeltilmesinde basaril1 ¢iktilar verirken
homojen bolgelerde giiriiltiiyli arttirmaktadir. Bu nedenle uyarlanabilir histogram
esitleme (AHE) yontemi, bahsedilen probleme bir ¢6ziim olarak sunulmustur. Bu
yontem ile goriintii ¢akismayacak sekilde alt boliimlere ayrilmakta ve her bir parganin
histogram esitleme yontemi ile kontrast1 iyilestirilmektedir. Ardindan iyilestirilmis her
bir alt bloktan elde edilen sonuglar birlestirilmektedir. Ancak AHE yontemi igin de
yerel bolgelerdeki giiriilti ve Ozelliklerin ayirt edilmesi zordur ve homojen
bolgelerdeki giirtiltiiler biiylir. Homojen alanlardaki tiim bu olumsuz durumlarin 6niine
gegmek amaciyla kontrast smurlt uyarlamali histogram esitleme yOntemi
gelistirilmistir. Kontrast iyilestirmenin sinirlandirildigt CLAHE yonteminde goriintii

pargalara ayrilir ve her bir par¢anin histogrami elde edilir. Ardindan histogram kirpma
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limiti ile kirpilan her bir par¢anin kontrast1 histogram esitleme yontemi ile gelistirilir
ve tiim parcalar birlestirilir. Boylece gorlintliniin yerel kontrasti giiriiltiiniin etkisi

arttirtlmadan iyilestirilir [105].

Simiflandirma siireci

Sinyal isleme yontemleri kullanilarak frekans alaninda ifade edilen goriintiilerin analiz
edilmesi ile potansiyel ¢oziimler sunan ¢iktilar iliskilendirilir ve elde edilen bilgiler
anlamlandirilir. Bu ¢alismada iliskilendirme ve anlamlandirma siireci, yapay zeka
tabanli transfer 6grenme yontemi ile gergeklestirilmistir. Boylece ekson ve intron

bolgelerine iligskin bir siniflandirma saglanmaistir.
Transfer Ogrenme

Bir gorevin egitiminde sifirdan kazanilan bilgilerin farkli bir gorev i¢in yeniden
kullanildigi makine 6grenme teknigidir [106]. Bu yontemde yeni gorevin hedef veri
kiimesine uyarlanmasi siirecinde egitilen agin son birka¢ katmani kaldirilir ve model,
yeni gorev i¢in uygun hale getirilir. Hedef veri kiimesine uyarlanacak transfer 6grenme
mimarileri sifirdan iiretilmedigi i¢in zaman ve donanim kisitindan dolayr modelin
yeterince egitilememesi problemine karsi bir ¢oziim tretilir [106, 107]. Ek olarak her
bir transfer 6grenme mimarisi farkli bir yapiya sahiptir. Bu nedenle modelin egitim
asamasinda evrisim katmanlar1 vasitasiyla c¢ikarilan 6zelliklerin ayni olmamasindan
dolay1 kazanilan bilgilerin hedef goreve uyarlandiktan sonra iiretecegi basar1 oranlari
da farklilik olusturacaktir. Bu ¢alismada 10 farkli transfer 6grenme mimarisi
kullanilmis ve karsilagtirmalar yapilmistir. Derinlik sayilarina gore calismada

kullanilan bazi1 transfer 6grenme mimarileri Tablo 3.5’te verilmistir.

Tablo 3.5. Derinlik sayilarina gore bazi transfer grenme mimarileri

Transfer 6grenme Mimarileri ~ Derinlik Sayisi

VGG16 16
VGG19 19
Xception 71
MobileNetV2 53
InceptionResnetV?2 164
DenseNet169 169
DenseNet201 201
Resnet101 101
Resnet150 150
EfficientNetB7 813
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Tablo 3.5’te yer alan her bir transfer 6grenme mimarisinin siniflandirma agamasinda
200x200 olarak yeniden boyutlandirilan goriintiiler i¢in kullandig1 kayip fonksiyonu,

ikili ¢apraz entropidir. Matematiksel ifadesi denklem 3.15’te verilmektedir.
ICE(h,t)=-(h*log(t)+(1-h)*log(1-t)) (3.15)

Yukarida verilen denklemde h, hedef vektoriinii ve t, tahmin edilen simif vektoriini
tanmimlamaktadir [108]. Ekson ve intron bdlgelerinin siniflandirilmasi i¢in ¢alismada

kullanilan transfer 6grenme mimarilerinin is akis1 Sekil 3.12°de sunulmustur.

Goriintii ven CLAHE Yeniden Aktanim ogrenme Gn;eden egitilen
kiimesi Ham yontemi Tyilestirilen boyutlandirma 200x200 mimarisi Egitilen derin k_cn\'clus_\'on
gorintiiler oorintiler coziniirligine agirlildar S AE
- sahip
gorintiler
Simflandirma
sonuglar

Sekil 3.12. Ekson ve intron bolgelerinin siiflandirilmasi igin ¢alismada kullanilan
transfer 6grenme mimarilerinin is akisi [108]

Transfer 6grenme yonteminde kullanilan her bir mimarinin egitimi, RMSprop
optimize edicisinin 0.00007 6grenme orani, 0.7 momentum ve le-07 epsilon degeri ile
saglanir. ince ayar1 yapilan mimarilerin her bir yineleme sirasinda kayip degeri

tyilestirilir. Boylece minimum kay1p degerine ve maksimum basar1 oranina ulasilir.

3.3.2. DNA Dizilimleri ile ALL ve KML Malignitelerinin Simiflandirilmasina
Lliskin Is Akasi

DNA canliligin insa edilmesine, gelistirilmesine ve siirdiiriilmesine iligkin devasa bilgi
barmdiran hiicre pargasidir [9]. Sembolik bir yapiya sahip olan bu hiicre pargasi, DNA
molekiiliiniin analiz edilmesini zorlastirmaktadir. Dolayisiyla c¢alismanin ilk
asamasinda DNA dizilimlerinin sayisallagtirilmasi saglanmis ve ardindan sayisal
sinyal isleme yontemi olan kisa zamanli fourier dontistimii ile dizilimlerin igerisindeki
gizli bilgiler spektrogramlara yansitilmistir. Ancak kisa zamanl fourier doniisiimii,
genis frekans araliklarindaki sinyallerin analizi i¢in uygun degildir [109]. Bu nedenle,
daha bagarili bir analiz i¢in sayisal sinyal isleme yontemi olan siirekli dalgacik
doniistimii yontemi de kullanilmistir. Hem Kisa Zamanli Fourier Doniisiimii hem de
Siirekli Dalgacik Doniisiimii yontemi vasitasiyla spektrogramlara aktarilan spektral
yogunluk bilgisi, yapay zeka temelli sinir ag1 mimarisi olan DGCNN yontemi ile

siniflandirilmstir.
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Bu bdliimiin ikinci asamasinda, farkli niikleotit uzunluklarina sahip olan ALL ve KML
malignitelerinin  DNA baz uzunlugundan bagimsiz smiflandirma performansi
arastirtlmistir. Bunun i¢in sembolik DNA dizilimlerinin sayisallastiriimasinda DNA
baz uzunlugundan bagimsiz bir islem uygulanmistir. Bu dogrultuda, [46]
calismasindaki kodon olasiliklar1 arasindaki korelasyonu ifade eden ve DNA
dizilimlerinin sayisallastirilmasinda daha genis bir aralik sunan [12] entropi temelli
haritalama teknigi kullanilmistir. Ardindan sayisallastirilan dizilimlerin istatistiksel,
yapisal bilgileri ¢ikarilmis ve adaptif bulanik mantik algoritmasi ile siniflandirilmistir.
Loseminin temel tiirleri olan ALL ve KML malignitelerinin siniflandirilmasina iligkin

ikinci boliimde onerilen akig diyagrami Sekil 3.13’te sunulmustur.

NCBI gen bankasindan
| veri toplama
Gelegeksel ha.rl_tale?ma ln_ek_njldeﬂ Entropi temelli haritalama
ile DNA dizilimlerinin teknigi ile DNA dizilimlerinin
saysallagtiriimast sayisallagtirilmasy

Kisa zamanh fourier doniigumu ve strekli Niikleotit uzunlugundan
dalgacik donisimi yontemleri kullamilarak bagimsiz yapisal ve istatistiksel

elde edilen spektral yogunuk bilgisimin bilginin elde edilmesi

spektrogramlara yansitilmas:

|

ALL ve KML malignitelerinin Adaptif bulamk mantik
DGCNN teknolojisi kullanilarak algoritmast ile bu bilgilerin
spektrogramlar iizerinden simflandiriimasi
simflandirilmas:
Modellerin —/
kargilagtirilmas:

l

Modellere 1ligkin son karar

Sekil 3.13. Loseminin temel tiirleri olan ALL ve KML malignitelerinin
siiflandirilmasina iligkin ikinci boliimde 6nerilen akis diyagrami

Bu boliimde, 16seminin temel tiirlerinden olan ALL ve KML malignitelerinin

siiflandirilmasi i¢in iki farkli asamada gergeklestirilen bir ¢calisma yapilmistir.

3.3.2.1. DNA Dizilimleri ile ALL ve KML Malignitelerinin Simiflandirilmasi icin
Kullanmilan Yontemler

Losemi farkli karakteristik bulgular gosteren bir kanser olusumudur. Tim yas

gruplarinda goriilebilir ve hastaligin viicut igerisinde ilerleme durumuna gore kronik
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veya akut olarak farklilagir. Ayni1 zamanda hiicre kdkenine gore miyeloid veya lenfoid

seklinde siniflandirtlir [4].

Bu béliimde 16seminin temel tiirlerinden olan akut lenfoblastik 16semi (ALL) ve
kronik miyeloid 16semi (KML) malignitelerinin DNA dizilimleri {izerinden
siiflandirilmasi saglanmistir. Bu siniflandirmada ALL ve KML l6semi tiirlerinin ayirt

edilmesinde hayati bir ayirag olan Philadelphia(Ph) kromozomu analiz edilmistir [15].

Bu ¢alisma iki asamadan olusmustur. ilk asamada sayisal haritalama teknikleri (Reel
Haritalama Teknigi, Molekiiler Kiitle Haritalama Teknigi, Tamsay1 Haritalama
Teknigi, Karmasik Haritalama Teknigi, EIIP Haritalama Teknigi, Atomik Say1
Haritalama Teknigi, DNA-Yiirlylis Haritalama Teknigi, Eslestirilmis Haritalama
Tekniginin Hidrojen Bagi Enerji Kurali) ile dizilimler sayisallastirilmistir. Ardindan
say1sallastirilan biyolojik verilerin analizi ig¢in genomik sinyal isleme yaklagimi tercih
edilmistir. Bu yaklasim kapsaminda, Pencerelenmis Kisa Zamanl Fourier Doniisiimii
ve Siirekli Dalgacik Donilisimii yontemleri kullanilmistir. Pencerelenmis Kisa
Zamanli Fourier Doniisiimii yonteminde tercih edilen pencereler hamming, gausswin,
chebwin, blackman ve bartlett olarak belirlenmistir. Pencerelenmis Kisa Zamanh

Fourier Doniisiimii igin ayrintili agiklama 3.3.1.1. boliimiinde verilmistir.
Dalgacik Analizi

Morlet ve Grossmann tarafindan tanitilan dalgaciklar, sinyalin icerdigi bilgiyi farklhi
frekans bilesenlerine ayiran ve sonrasinda belirli bir dl¢cege sahip bilesenler {lizerinde
calisan matematiksel fonksiyonlardir. Gergeklestirilen analizlerde dalganin
Otelenmesi (zaman ekseninde dalganin kaydirilmasi) ve ol¢eklenmesi (dalganin
genisletip daraltilmasi) ile olusturulan baz fonksiyonlarina isaretin izdiistimii alinir.
Boylece farkli frekanslara sahip bilesenlerin zaman bilgisi elde edilir. Bu analizde tiim
sinyalin bir pencere vasitasiyla incelenmesinin ardindan pencerenin kaydirilmasi ile
sinyalin icerisindeki en kii¢lik anlarin dahi bilgisi degerlendirilir. Dinamik sinyallerin
incelenmesinde kullanilan dalgacik doniisiimiiniin tasviri Sekil 3.14°te verilmistir

[110-113].
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E Oleek

Dalgacik
Déniisimi

Zaman

} Zaman

Sekil 3.14. Dalgacik doniisiimiiniin gosterimi [110]
Sekil 3.14’te verilen zaman-frekans diizlemi incelendiginde yiiksek frekanslarin kisa
siireli, diistik frekanslarin uzun siireli dalgacik ile belirtilmesi; gii¢lii bir zaman ve

frekans ¢ozlintirligiinii ifade etmektedir [110].

Ote yandan dalgacik doniisiimleri, biyosinyaller gibi zaman ve frekans bilgisinin
o6nemli oldugu dinamik sinyallerin analizinde ¢oklu ¢6ziiniirliik yaklagimi ile bagarili
bir degerlendirme saglamaktadir. Dalgacik doniisiimleri siirekli ve ayrik alanda ifade

edilmektedir. Bu ¢aligmada siirekli dalgacik dontisiimii yontemi kullanilmistir [56].

Siirekli dalgacik doniisiimii
Siirekli Dalgacik Doniistimii, kaydirilan dalgacik fonksiyonunun belirli bir 6l¢ek ile
carpilmasindan sonra zaman alani boyunca toplanmasi ile elde edilmektedir.

Matematiksel ifadesi denklem 3.16°da verilmistir [112].
SDDs n=["" g(t). Y*sx(t)dt (3.16)

Denklem 3.16’da verilen ¥s(t), dalgacik fonksiyonunu; g(t), doniisiimii yapilacak
fonksiyonu; t, kaydirma parametresini; s, belirlenen 6l¢egin parametresini ve * |
kompleks eslenigi ifade etmektedir. Siirekli dalgacik doniisiimii fonksiyonu, ana
dalgacik fonksiyonu vasitasiyla olgek ve kaydirma faktorlerinin kullanilmasi ile

hesaplanir. Matematiksel ifadesi denklem 3.17°de verilmistir [112].
=L e
PrsO=79() (3.17)

Denklem 3.17 de verilen 1/v/s ifadesi, farkli 6lgeklere sahip normalizasyon faktorii

olarak ifade edilmektedir. Bu esitligin 3.16 denkleminde yerine konulmasi ile denklem

3.18 elde edilmektedir [112].

SDDs 1= % 27 g(0). e (St (3.18)
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Secilen potansiyel genlere uygulanan siirekli dalgacik doniistimii sonucunda iliskili

genlerin spektral yogunluk bilgisinin ifade edildigi spektrogramlar elde edilmistir.

Kisa zamanli Fourier doniisiimii ve Siirekli Dalgacik Donlistimii yontemleri ile elde

edilen spektrogramlar DGCNN yaklasimi ile siniflandirilmistir.

Derin graf evrisimsel sinir aglar:

DGCNN (deep graph convolutional neural network), spatial-temporal graf temelli bir
yapidir. Graf evrisim katmanlari ile 1 boyutlu CNN yapilarinin ard arda modellenmesi
ile olusur. Bu yapida graf evrisim katmanlari ile uzaysal bagimlilik ortaya ¢ikarilir.

Ardindan 1 boyutlu CNN katmanlari ile zamansal bagimlilik yakalanir [114].

DGCNN mimarinin temsili yapis1 Sekil 3.15°de tasvir edilmektedir [115].

Grafik Evrigim Katmanlari

Siralama Havuzu 1-D Evrisimi .
Yogun Katmani

Girdi Goriintiisii
A

P e

/—/! / =i N A

\ //A\‘ \
AN
";\( v“' \I‘:“»I‘_

|

) © ¢ 1/A \§ 4' ‘\V
®0 e e /\V N = "/
eeee

Sekil 3.15. DGCNN mimarisinin temsili yapisi [115]

Bu boliimde akut 16semilerin temel tiirlerinden olan ALL ve KML malignitelerine ait
spektrogramlar, DGCNN yo6ntemi ile siniflandirilmistir. Tlk asamada ALL ve KML
malignitelere 6zgili spektrogramlara SIFT (Scale Invariant Feature Transform)
algoritmas1 uygulanmis ve goriintiilerdeki bireysel goriintii diizeyi temsilleri
(individual image-level representationlar(D)) agiga ¢ikarilmigtir. Ardindan elde edilen
bu temsillere k ortalama kiimeleme yontemi uygulanmistir ve N tane kiime merkezi
(X € RNXD) belirlenmistir. Kiime merkezleri korelasyonu gériintiilerin iliskilerini tasvir
eden bir bagintidir. Bu dogrultuda her bir goriintii i¢in tasarlanan komsuluk matrisi A

e RN denklem 3.19°da verilmistir [116].
Amn = {1 if Xm € KNN(Xn) V Xn € KNN(Xm)
0  aksidurumda} (3.19)

Burada V operandi “or” ve KNN () kosiniis benzerligi lizerinde temellenen en yakin k

tane komsu anlamina gelir. A komsuluk matrisi ve gorilintlintin sahip oldugu diigiim

50



ozellikleri tasarlanan 4 katmanlit GNN’e girdi olarak verilir. Sekil 3.16’da KNN temelli

A komguluk matrisinin temsili bir gorseli bulunmaktadir [116].

Sekil 3.16. KNN temelli komsuluk matrisinin gosterimi [116]

Spektrogramlarin ifade edilmesinde kullanilan her bir piksel, diiglim olarak ifade
edilir. Bu nedenle piksellerin ¢evresindeki pikseller ile baglantili olmasi, bilginin
yayilmasinit miimkiin kilar. Bu durum mesaj geciren sinir aginin (MPNN) varligi ile
aciklanmaktadir. Graf evrisim isleminde mesaj gegisi bir diiglimden diger bir diigiime
iletilerek saglanir ve bilgilerin daha fazla yayilmasi i¢in mesaj gegislerinin iterasyon
say1s1 bilgisi kullanilir. Graf evrisim isleminde ger¢eklesen mesaj gegis fonksiyonu

denklem 3.20’de verilmistir [114]
k k— k— k—
h$9 = U (b0, T enioy M (RS0, 057D, x8,)) (3.20)

Denklem 3.20’de, hl(,O)ZXv ve Uk () , Mk () Ogrenilebilir parametreleri igeren
fonksiyonlart; k, iterasyon sayisini; v her bir pikseli ifade eden diigiimii; u, komsuyu

temsil etmektedir [114-116].

Bu kapsamda diiglimlerin V olarak ifade edildigi bir goriintii G=(V,E) i¢in E, herbir
diiglime karsilik gelen baglantilara (Vi,Vj) sahiptir. Tiim diiglimlerin iligkisini igeren
komsuluk matrisi AEV*V olarak tanimlanir. Her bir diigiimiin 6zellik boyutu (D)
vasitastyla goriintiilerin kodlanmasini gergeklestiren graf sinir ag1 yaklagimi f(X,A),
XeV*D ile ifade edilmektedir. Denklem 3.21°de diigiim ozelliklerinin

giincellenmesini saglayan kural verilmistir.
HO+D = fre(AHIWY) (3.21)

Denklem 3.21°de verilen A, komsuluk matrisinin normalize edilmis temsilidir ve
komsuluk matrisi ile derece matrisi vasitasiyla hesaplanir. Derece matrisinin

matematiksel ifadesi denklem 3.22°de verilmistir [116].
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_(deg(v;) ifi=j
Oijdef= L 3.22
jce {0 otherwise ( )

Freu cikisa relu fonksiyonunun uygulandigimi ifade eder. H' I’inci katmanimn
ozelliklerini belirtir. H? €|V[*D', I’inci katmanm ozellik temsilidir [116]. Sekil
3.17°de gosterilen 4 katmanli GNN yapisinda diigiim 6zelliklerinin giincellenmesini

saglamak amaciyla denklem 3.23-3.26°da gosterilen islemler gergeklestirilmektedir.

0000
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o >

Grafik Evrisimi Grafik Evrisimi Grafik Evrisimi

Sekil 3.17. 4 katmanl graf evrisimsel sinir aginin gosterimi [116]

HO = fre(AXW©®) (3.23)
H® = fren (AHIWD) (3.24)
H®)=fre(AHZW @) (3.25)
H®=frel(AH3W®)) (3.26)

Bu yaklasimda GNN vyapist ile girdinin tiim digim bilgileri komsu diigiimler
vasitastyla yayilir. Ardindan kose ozelliklerinin siralandigi siralama havuzu (sort
pooling) katmanina iletilir. Bu katmanda n*Y% ¢ (Z*") tensor yapisinda olan girdi
icin her bir satir, kdsenin 6zellik tanimlayicist ve her bir siitun, 6zellik kanalidir.
Siralama havuzu katmaninda girdi Z*"‘e gore satir bazinda siralama gerceklestirir.
Ayni1 zamanda graf evrisim katmanlarindaki h degerlerinin ytiksek bir say1 kullanilarak
ifade edilmesiyle koselere ince bir ayar verilir. DGCNN mimarisinde graf evrisim
katmaninm ¢iktilar siirekli WL renkleri (Z', t=1,2,..,h) oldugu i¢in siralama havuzu
katmani koselerin siralanmasinda bu durumu kullanir. Boylece graflarin yapisal roliine
gore koselerin siralanmasi gergeklestirilir. Katmanin ¢ikisinda elde edilen ¢ikti degeri,
k*¥" ¢ boyutunda Z* tensoriidiir. CNN yaklasimini ¢ikti iizerinde gergekleyebilmek
amaciyla ilk olarak Z% satir bazinda bir k(Y.} ¢;) x 1 vektdriine yeniden sekillendirilir

ve havuzlama katmanindan sonra CNN mimarisi eklenir. 2 katmanli ve 1 boyutlu
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geleneksel sinir ag1 mimarisi ile tam baglantili katmanlar kullanilarak siralanmis graf
temsilleri iizerinden tahminler saglanir. Burada belirtilen k degeri kullanici taniml

(user-defined integer) bir degerdir [115].

RAR ve IIR bilgilerinin agiga ¢ikartilmasini saglayan yapay zeka temelli DGCNN
yaklagimi, hem zamansal hem de uzaysal bilgi ¢ikarimi gerceklestiren bir egitim siireci

sunar [115].

Bu boliimiin ilk asamasinda geleneksel haritalama teknikleri ile sayisallagtirilan DNA
dizilimleri, Kisa Zamanli Fourier Doniisiimii ve Siirekli Dalgacik Dontistimii
yontemleri ile spektrogram olarak ifade edilmistir. Ardindan DGCNN yontemi ile
simiflandirilmistir. Béylece DNA baz uzunluguna bagl olarak bir sonug elde

edilmistir.

Bu bolimiin ikinci asamasinda, DNA baz uzunlugundan bagimsiz bir yapi insa
edilmistir. Bu yapida ilk olarak Shannon Entropi Temelli Haritalama Teknigi ile
sayisallastirilan DNA dizilimlerinden istatistiksel ve yapisal ozellikler ¢ikarilmistir.
Ardindan ¢ikarilan bu Ozellikler adaptif bulanik mantik algoritmas: ile
siiflandirilmistir. Sayisallagtirilan DNA dizilimlerinden ¢ikarilan 6zellikler asagida

aciklanmugtir.

Ortalama mutlak deger
Verilerin isaret genliginin mutlak deger ortalamasidir. Matematiksel ifadesi denklem

3.27’de verilmistir [12]
1
23 Il (327)

Standart sapma
Verilerin nasil dagildigin1 ve ortalamadan ne kadar uzakta oldugunu agiklayan bir

olgiittiir. Matematiksel ifadesi denklem 3.28°de verilmistir [117].
1
S=V L3, (xp)? (3.28)
Denklem 3.28’de y, verinin ortalamasini ifade etmektedir.

Varyans
Verilerin aritmetik ortalamadan sapmalarinin kareler toplamidir. Matematiksel ifadesi

denklem 3.29’da verilmistir [117].
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1
V=——3%iL; [x-uf? (3.29)
Denklem 3.29’da y, verinin ortalamasini ifade etmektedir.

Basit kare integral
Verinin enerjisini ifade etmek amaci ile kullanilan bir 6l¢iittiir. Matematiksel ifadesi
denklem 3.30°da verilmistir [12].

a=YN, |xi|? (3.30)

Dalga boyu

Zaman dilimi boyunca uzanan verinin kiimiilatif uzunlugunun o6l¢iisiidiir. Genlik,
frekans ve zaman terimleri ile iligkilidir. Matematiksel ifadesi denklem 3.31°de
verilmistir [12].

=YV |xis1xi (3.31)

Kovaryans
Iki rastgele degiskene iliskin degisimlerin incelendigi bir dlgiittiir. Matematiksel

ifadesi denklem 3.32’de verilmistir [117] [118].
1
cov(A,B)= EZ?’ﬂ |Ai-pal*|Bi-us|  (3.32)
Denklem 3.32’de y, verinin ortalamasini ifade etmektedir.

Carpikhik
Ortalama cevresindeki verilerin simetriden sapma oranini ifade eden asimetrisinin

olgtisiidiir. Matematiksel ifadesi denklem 3.33’te verilmistir [117].
S=E(x-n)3/o3 (3.33)

Denklem 3.33’te p, verinin ortalamasini; o, verinin standart sapmasini ve E,

beklenen degeri temsil etmektedir.

Basikhik

Dagilimin aykiri degere olan egilimine iliskin bir Olgiittiir. Matematiksel ifadesi

denklem 3.34’te verilmistir [117].
k= E(x-p)*/o* (3.34)

Denklem 3.34’te p, verinin ortalamasini; o, verinin standart sapmasini ve E,

beklenen degeri temsil etmektedir
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Entropi
Diizensizlik derecesinin Ol¢iilmesinde kullanilan bir olgiittir. Matematiksel ifadesi

denklem 3.35’te verilmistir [12].

H(p)=-XiL, pilogpi (3:35)
GMDH ( Group method of data handling ) aglar
Bir dizi ¢oklu giris ve tek ¢ikis veri ¢iftlerinin performansini degerlendirmek amaciyla
olusturulan ileri beslemeli bir yontemdir. Bu yontemde girdi ve ¢ikt1 arasindaki iligki
Polinom Sinir Aglart seklinde tanimlanmaktadir. Bu yapmin matematiksel ifadesi

denklem 3.36°da verilmistir [119].

Y(X1,.oXn)=a0+ Yoy aixit Xing Xie; aiXiXj+ Xing Xis; Xk=; aikXiXjXkt ..

(3.36)

GMDH aglar1, egitim siirecinde kendi kendine organize olur ve yliksek Ongdrme
Ozelliklerine sahiptir. Bu nedenle veri madenciligi, optimizasyon ve goriintli tanima

gibi bir¢ok yapay zeka uygulamasinda tercih edilen regresyon tabanli bir yaklagimdir

[120].

Sayisallastirilan DNA dizilimlerinden ¢ikarilan bu 6zellikler, adaptif bulanik mantik

algoritmasi ile siniflandirilmigtir.

ANFIS (Adaptive neuro fuzzy inference system)

ANFIS bir yapay sinir ag1 teknigidir. Yapay sinir aglarinin 6grenme performansi ile
bulanik mantik algoritmasinin veriler lizerindeki madencilik yeteneginin birlikte
kullanilmast ile verilerden ¢ikarim saglar [121, 122]. IF THEN kurali ¢er¢evesinde
calisir ve bulaniklastirict modiilii ile segilen tiyelik fonksiyonuna gore (liggen, yamuk,
gauss,sigmoidal vb.) karakterize edilen bulanik kiimelere net girdi modellerini esler.
Bununla birlikte ndro adaptif teknikler bulanik kural tabanli sistemler i¢in bir 6grenme
stratejisi saglayabilir. Bu durum girdi ¢ikt: ¢iftlerinden uygun kurallarin 6grenmesini
ifade eder. Ayn1 zamanda ANFIS, girdi ¢ikt1 veri kiimesinden iiyelik fonksiyonlari ile
sonu¢ parametrelerini ayarlayabilme yetisine sahiptir. Matematiksel olarak ANFIS,
denklem 3.37°de ifade edildigi gibi rastgele dogrusal fonksiyon i¢eren bir sonug kismi
sunmaktadir [121].

Ri=IF xiis A] ANDx2 is A, AND..AND xnis A}
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THEN yi=a)+alx1+...4a)xn (3.37)
Denklem 3.37°de verilen R, j’inci bulanik kuraldir. N-boyutlu girdi vektériiniin k’mc1
girdi degiskeni xk’dir ve j’inci bulanik kural i¢in xk ile iliskilendirilen bulanik iiyelik

fonksiyonu, Ai’dir. Denklem  3.37’deki aé ...... a dogrusal  katsayilari

tanimlamaktadir. Sekil 3.18’de temsili bir ANFIS mimarisi verilmistir [121].

x1i IF KISMI TS |
x2 | nAJ | N —+@ Y
X3, nAy Y . M .
M Taay 1@ ——— QT N-T@ Q)Y
: A LAE
X1, 1 ' :
nAy wr|
__________________ N+
Jr
' THEN KISMI Vi

Lyi=agtapX....apXn

Sekil 3.18. Temsili ANFIS yapis1 [121]

Bu c¢aligmada girdi Oriintiilerini bulanik degerlere doniistiirmek icin gauss tiyelik
fonksiyonu (GUF) segilmistir. Bu yapinin ilk katmaninda GUF, denklem 3.38’deki
gibi bulaniklagtirilmaktadir [121].

_cJ
1, =exp [-0.5(%) 7] (3.38)
k

Denklem 3.38’de verilen c,{ ve O'{;, k’mcr girdi degiskeni igin j’inci GMF’nin
merkezini ve genisligini temsil eder. Ikinci katman, atesleme giiciinii ve iigiincii
katman, normallestirilmis ¢iktisin1 hesaplar. Onciil kisminda VE islemi ile her bir kural

icin elde edilen ¢ikt1 denklem 3.39°da gosterilmektedir [121].
W=TTies ny (3.39)

j. kuralin normallestirilmis sonucu denklem 3.40°da verilmistir.

Y,
Wi (3.40)

R

Denklem 3.40°da verilen nJ, atesleme giiciidiir ve son ag ¢ikisindaki her bir kural i¢in
katki miktarina denklem 3.41’de gosterildigi gibi karar vermektedir [121].
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y=X5, Wy (3.41)

Sonuglarin matematiksel hesab1 dordiincii katmanda yapilir ve kesin ¢ikt1 fonksiyonu
vasitastyla sonug¢lanan kurallarin sonu¢ boliimlerine dogrusal bir kombinasyon ile

durulagtirma islemi gergeklestirilir [121].

Adaptif bulanik mantik algoritmasi kullanilarak istatistiksel ve yapisal bilgiler
tizerinden gergeklestirilen siniflandirma eylemi ile DNA baz uzunlugundan bagimsiz

bir ¢ikt1 elde edilmistir.

3.3.3. Mikrodizi Veri Kiimesi Kullamlarak ALL ve AML Malignitelerinin
Smiflandirilmasina Iliskin is Akis1

Kanser, kontrolsiiz boliinebilme yetisi kazanmis hiicrelerin viicutta olusturduklar
eylemler sonucunda ortaya ¢ikan bir malignitedir. Hastaligin tani siirecinde kullanilan
geleneksel yontemler ile elde edilen parametreler nihai kararin verilmesi yoniinde
belirsizlikler barindirabilmektedir. Ancak genlerle iliskili kanser hastaliklar1 igin
molekiiler tan1 imkani sunan mikrodizi teknolojisi, kanser arastirmalarinda bir umut
kaynagi olmustur [27]. Bu calismada, ALL ve AML maligniteleri mikrodizi

teknolojisi ile siniflandirilmistir.

Bu ¢alismada ilk olarak yiiksek boyuta sahip mikrodizi veri kiimelerindeki hastalikla
iligkili potansiyel genler 6zellik ¢ikarim yontemleri ile secilmistir. Ardindan uygun
genlere iligkin spektral yogunluk bilgisi, sinyal igleme yontemi olan siirekli dalgacik
doniistimii yontemi ile spektrogramlara yansitilmistir. Spektral yogunluk bilgilerin
netlestirilmesi amaciyla CLAHE yOonteminin uygulandig spektrogramlar, yapay zeka
temelli DGCNN yaklasimai ile siniflandirilmistir. Loseminin temel tiirleri olan ALL ve
AML malignitelerinin smiflandirilmasina iligkin ti¢linci boliimde Onerilen akis

diyagrami Sekil 3.19°da verilmistir.
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Girdi:
Mikrodizi

Veri Kiimesi

|
| | }
PSO optimizasyon Karinca optimizasyon  Balina optimizasyon

algoritmasi algoritmast algoritmasi
kullamlarak kullanilarak kullanilarak
potansiyel genlerin potansiyel genlerin potansiyel genlerin
secimi segimi segimi

Karninca Optimizasyon PSO Optimizasyon Balina Optimizasyon

Algoritmast Algoritmas: Algoritmast
ALL AML ALL AML ALL AML
T
i
Cikti- ALL Ciktis AML
Malignitest Malignitesi

Sekil 3.19. Loseminin temel tiirleri olan ALL ve AML malignitelerinin
siniflandirilmasina iligkin tiglincii boliimde 6nerilen akis diyagrami

58



Bu bolimde 16seminin temel tirleri olan ALL ve AML malignitelerinin

siiflandirilmasi i¢in bir ¢alisma yapilmistir.

3.3.3.1. Mikrodizi Veri Kiimesi Kullanilarak ALL ve AML Malignitelerinin
Siniflandirilmasi i¢in kullanilan yontemler

Canli viicudu kendini onarabilen bir yapiya sahiptir. Ancak bazi durumlarda hiicreler
kontrollii boliinebilme yetilerini yitirir ve diizenli ¢alisan bu mekanizmanin yavas
yavas bozulmasina neden olur. Bu asamada dogru taniya ve dogru tedavi protokoliine
karar vermek dnemlidir. Bu nedenle kanser hastaliklarinin tanisinda umut kaynagi olan
ve molekiiler tan1 imkani sunan mikrodizi teknolojisi ile akut 16semiler
siiflandirilmistir [27]. Bununla birlikte mikrodizi veri kiimelerinde genleri temsil
eden ozellikler yiiksek boyutluluga sahiptir [26]. Bu durum makine 6grenmesinde

boyutlulugun laneti olarak ifade edilmektedir [27].

Bu béliimde ilk olarak yiiksek boyutlu mikrodizi veri kiimelerinin boyutu Parcacik
Siirti, Karinca ve Balina 6zellik se¢im algoritmalari ile indirgenmistir. Ardindan her
bir ozellik se¢im algoritmast igin indirgenen mikrodizi veri kiimesi ile akut

lenfoblastik 16semi ve akut miyeloid 16semi maligniteleri siniflandirilmistir.

Ozellik secim yontemleri

Parcacik siirii optimizasyon algoritmasi

PSO, ¢ok boyutlu bir uzayda parcacik siiriisii ile optimum durumu bulmay1 amaglayan
bir algoritmadir. Bu algoritmada her bir pargacik, problem i¢in olas1 bir ¢6ziimii temsil
eder ve optimum g¢ikt1 liretme siirecine katki saglar. Algoritmanin ilk asamasinda
parcaciklar ¢ok boyutlu bir uzayda rastgele bir konuma atanir. Her bir pargacigin
pozisyonu, kendi tecriibeleri ve komsularinin tecriibelerine gore belirlenir. Her bir
parcacik icin konumu tasvir eden pozisyon vektorii tarafindan optimal bir ¢éziim
iiretilir. Iterasyon sayist boyunca pargaciklarin kendi deneyimleri ile diger
parcaciklarin deneyimleri lizerinden bir arama davranisi olusturulur. Bu yinelemeler
sonucunda parg¢aciklarin sundugu optimum durum ile tarihsel bir yol insa edilir [65,

123, 124].

Parcaciklarin konum ve hiz durumlarinin gilincellenmesine iliskin matematiksel
ifadeler, denklem 3.42 ve denklem 3.43’de verilmistir.
Vi[t+1]=wvi[t]+c1r1(Xibest[t]-Xi[t]) +C2r2(Xgbest[t]-xi[t]) (3.42)
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Xi[t+1]= xi[t]+vi[t+1] (3.43)

Denklem 3.42°deki vi[t] degiskeni, par¢aci@in mevcut durumunu belirten hiz
vektoriidiir; w sabiti, parcacigin kendi yoniindeki hareketinin katsayisidir; xi[t]
degiskeni, pargacigin mevcut durumunu belirten konum vektoridiir; Xipest[t]
degiskeni, pargacigin ge¢gmis yinelemeler ¢ercevesinde elde ettigi en iyi konumdur; c1
sabiti, parcacigin kendi ge¢misinden gelen d6grenme katsayisidir; Xgnest[t] degiskeni,
tim pargaciklar kapsaminda elde edilen en iyi konumdur; c2 sabiti, parcacigin
toplumun ge¢misinden gelen 6grenme katsayisidir; r1 ve rz ise (0,1) araliginda atanan
rastgele degerleri ifade eden degiskenlerdir. Calismada kullanilan algoritmanin sézde

kodu asagida verilmistir.
Algoritma 1: PSO Algoritmasi [123]
N boyutlu bir siirii olustur ve baslat;
DO
FORiFROM 1TOnNnDO
if f(Xq)) < Poest(i) then
(Poest()= X(0);
end
iIT Poest(i) < Obest(i) then
(Gpest= Phest(i));
end
if grest(i) > threshold_value then
(selection_featuresg)= Qoest(i);
end
END FOR
FORiFROM1TONnDO

Denklem 1 ile pargacigin hizini giincelle

60



Denklem 1 ile pargacigin pozisyonunu giincelle
END FOR
WHILE (maksimum iterasyona ulasilana kadar)

Mikrodizi veri kiimeleri tizerinde parcacik silirii optimizasyon yontemi ile

gerceklestirilen 6zellik ¢ikarimi sonucunda potansiyel genler elde edilmistir.

Balina optimizasyon algoritmasi

2016 yilinda Seyedali ve Andrew Lewis tarafindan onerilen balina optimizasyon
algoritmasi, kambur balinalara 06zgli olan kabarcik-ag§ avlanma metodundan
esinlenerek olusturulmustur. Bu yaklasim avin kusatilmasi, ava dogru ilerleme ve av

arama seklinde balinalara 6zgii olan 3 temel avlanma stratejisinden olusmaktadir

[125].

[k asamada algoritma tarafindan en iyi ¢6ziim av ya da ava en yakin ¢oziim olarak
kabul edilir Ardindan en iyi arama ajanina gore diger arama ajanlarinin konumu
giincellenir. Bu siirece iliskin matematiksel ifadeler denklem 3.44 ve 3.45’te
verilmistir [125].

—

D = |CX*(t)-X ()| (3.44)

X(t+1)=| X*(t) - AD| (3.45)

-

X, arama ajanina iliskin konum vektoriidiir; X*, optimum konum vektoriidiir.
Optimum konum vektdrii her iterasyon sonunda incelenir ve daha iyi bir ¢6ziimiin elde
edilmesi igin giincellenir [125]. AveC , katsay1r vektorleridir. Bu vektdrlerin
hesaplanabilmesi i¢in kullanilan matematiksel ifadeler denklem 3.46 ve 3.47 ‘de
verilmistir [125].

A=2d7-d (3.46)

C =27 (3.47)

Denklem 3.46 ve 3.47°de verilen r vektord, [0,1] araliginda atanan rastgele bir

degerdir. Denklem 3.46°da verilen a vektori, iterasyon boyunca 2’den 0’a dogru

azalan bir degerdir [125].
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Ava dogru hareket eylemi, kabarcik ag yaklasimi ic¢in 2 farkli matematiksel model
sunmaktadir. Ik davranis modeli, daralan kusatma mekanizmasidir. Bu eylem,
denklem 3.46°da yer alan a vektoriiniin azalmasi ile gergeklesir. Diger davranis
modeli, spiral harekettir. Spiral hareket modelinde balinanin (X,Y) seklindeki konumu
ile avin (X*,Y*) konumu arasindaki mesafe hesaplanir. Ardindan kambur balinalarin

sarmal hareketi, denklem 3.48’de gosterildigi gibi modellenir [125].
X(t+1)= D’ .ebl.cos(2ml)+ X*(t) (3.48)

Denklem 3.48’de verilen 1, [-1,1] araliginda rastgele atanan bir say1y1; b, spiral modelin
belirlenebilmesi i¢in kullanilan sabiti ifade etmektedir. D vektorii, balina ile av
arasinda elde edilen optimum ¢6ziimdiir. D vektoriiniin matematiksel ifadesi denklem

3.49°da verilmistir [125].
D’ = X*()- X(v) (3.49)

Kabarcik ag metoduna gore kambur balinalarin hem daralan kusatma mekanizmasi
hem de spiral hareket modeline gore es zamanli olarak yiizme davranisi 2 farkl siirecin
secilmesine iligkin %2 ‘lik olasilik meydana getirir. Bu harekete iliskin matematiksel

model denklem 3.50°de verilmistir [125].
X(t+1) = {X*(©)-AD, p<0,5
D’.ebl.cos(2ml)+ X*(t) } p=0,5 (3.50)

Kambur balinalarin kabarcik ag metodu disinda faydalandiklar1 av arama davranis,
rastgele avlanma bigimidir. Kabarcik ag modelinden farkli olarak bu davranis
modelinde arama ajani rastgele segilen bir arama ajanidir. A vektoriiniin 1°den biiyiik
olmas1 durumunda balina optimizasyon algoritmast global arama yapar. Bu
mekanizmaya iligkin matematiksel model denklem 3.51 ve 3.52’de verilmistir [125].

D=|C.Xrana-X | (3.51)
X(t + 1)= Xrana-4.D (3.52)

Denklemlerde verilen Xang degiskeni, rastgele atanan bir ¢6ziim vektoriidiir. A vektori

aldig1 degere gore global aramanin ya da yerel aramanin yapilacagina karar verir [126-

127].
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Mikrodizi veri kiimeleri iizerinde balina optimizasyon yontemi ile gergeklestirilen

0zellik ¢ikarimi sonucunda potansiyel genler elde edilmistir.

Karinca kolonisi optimizasyon algoritmasi

Karincalarin koloni seklinde yiyecek arama davranigindan esinlenerek gelistirilen
metasezgisel optimizasyon algoritmasidir. Temel amag karincanin yuvasi ile yemek
kaynag1 arasindaki yolun optimum olarak belirlenmesidir. Algoritma 3 temel asamaya

sahiptir [128].
1-) Karincalarin ¢6ziim yollarini olusturmak [128].

2-) Karincalarin belirlenen yollardan gegerken en uygun mesafeyi bulmak amaci ile
salgiladigt feromon maddesini buharlagtirarak algoritmanin tek bir ¢6ziime

yakinsamasini saglamak [128].

3-) Adim 2’deki yerel bilgiler ile adim 3’teki global bilgiler arasindaki farkin dikkate
alinmasi kosuluyla global bilgiye dayali olarak karar vermek [128].

Bu 3 temel asama yakinsamanin gergeklesmesi ya da belirlenen iterasyon sayisina

ulasilmasina kadar devam edecektir [128].

Karinca algoritmasinda k’inc1 karincanin kaynak noktast olan i diigiimiinden hedef
noktas1 olan j diiglimiine hareket ederken gidecegi yolu secmek amaci ile kullandigi

kuralin matematiksel modeli denklem 3.53’de verilmistir [129].
Pij= { argmax [ € Ni {ti[nu]b}, if q<q0;
], otherwise } (3.53)

Burada q, [0,1] araliginda tekdiize (uniform) dagilan rastgele bir degiskendir. g0,
(0=<q0<1) araligindaki bir degiskendir. J, olasilik dagilimina gore rastgele segilen bir
degerdir. Olasilik tabanli matematiksel model, denklem 3.54’te verilmistir [129].

J=[tij]2[ni;]°/3 [tia]2[nit]°, ifj € Ni and 1€ Ni (3.54)

Denklem 3.54’te n, iki nokta arasindaki maliyeti; t, iki nokta arasindaki feromon
seviyesini; a, feromon seviyesinin formiile etkisini ve b, maliyetin formiile etkisini

olger [129].

Karinca kolonisi optimizasyon algoritmasinda tiim karincalarin kullandig1 buharlagsma

stratejisi ile yerel feromon izi giincellenir. Ardindan en iyi performans gosteren karinca
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tarafindan feromon eklenmesi ile global feromon izi giincellenir. Yerel ve global
feromon maddesinin giincellenmesine iliskin matematiksel modeller sirasiyla denklem

3.55 ve 3.56°da verilmistir [129].
tij=(1-e) tij+e to (3.55)
(ti)) =(1-r) (tij)+ rAtibs, Vv(i,j) € Tbs (3.56)

Verilen denklemlerde e, 0<e<l araligindaki degiskeni; to, feromon izinin baglangic

degerini ve r, buharlasma oranini gosteren bir sabiti ifade etmektedir [129].

Mikrodizi veri kiimeleri iizerinde karinca optimizasyon algoritmasi ile gergeklestirilen

ozellik ¢ikarimi sonucunda potansiyel genler elde edilmistir.

3 farkl 6zellik se¢im algoritmas ile elde edilen hastalikla iligkili potansiyel genlerin
spektral yogunluk bilgisi siirekli dalgacik doniisiimii yontemi ile spektrogramlara
yansitilmigtir. Ardindan goriintliiniin yerel kontrasti giiriiltiiniin etkisi arttirilmadan

CLAHE yontemi ile iyilestirilmistir. Ornek bir spektrogram iizerinde CLAHE

yonteminin uygulanma asamalar1 Sekil 3.20°de verilmistir.

Gerlek Goriintii

I

1 ka'nall a kanali

. R
!

Histogram
Esitleme

gL

b l;analx

Tiim Kanallar
Birlestirilir

Giirtiltiiyii Gidermek Amaciyla Medyan
Bulaniklik Filtresi Uygulanir

!

Maskelenmemis
Arkaplan - Ggriintiiden
Maske Tiiretilir

+ ! .
Son Gortintti

Sekil 3.20. Ornek bir spektrogram iizerinde CLAHE y&nteminin uygulanma agamalari
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CLAHE yontemi ile iyilestirilen spektrogramlar, transfer 6grenme mimarileri ve
DGCNN yaklagimi ile siniflandirilmistir.

Ek olarak 6zellik ¢ikarim asamasindan sonra ulasilan potansiyel genlere uygulanan

klasik makine 6grenme teknikleri ile bir kiyaslama siireci daha gerceklestirilmistir.

Klasik makine 6grenmesi algoritmalar

Makine Ogrenmesi, hedef gorev dogrultusunda mevcut veriler igin bir matematiksel
model iizerinde temellenen ¢er¢evedir. Makine 6grenmesi denetimli, denetimsiz ve
pekistirmeli 6grenme yaklasimlarina sahiptir. Bu yaklasimlar ile veriler igerisindeki
Orlintiilerin ortaya cikarilmasini hedefler [130]. Bu c¢alismada, denetimli 6grenme
yaklagimi ile ALL ve AML maligniteleri siniflandirilmistir. Bu ¢calisma i¢in kullanilan
siiflandirma algoritmalar1 K En Yakin Komsu Algoritmast (KNN), Karar Agaci
Algoritmasi, Rastgele Orman Algoritmast ve Destek Vektor Makineleri

Algoritmasidir.

K en yakin komsu (KNN) algoritmasi

Bu algoritma, en yakin k tane komsu 6rnegi ile parametrik olmayan bir siniflandirma
sistemi inga eder. Mevcut tim durumlar arasindan benzerlik Olciisiine gore yeni
durumlarin smiflandirilmasint saglar. Basit ve en eski siniflandirma algoritmalar
arasinda degerlendirilir. K en yakin komsu algoritmasinin ¢aligma akis1 Sekil 3.21°de

verilmistir [130].

A
+ K o
+ 4 7 ¢
| o B
4+ il £
- A A
+4 T o ¢ o
. » ‘9
4 ¢

v

Sekil 3.21. K en yakin komsu algoritmasinin ¢alisma akis1 [130].

Sekil 3.21°de verilen 6rnekte, hedef nesnenin siniflandirilmasi i¢in en yakin komsu
sayist 4 ve 6 olarak belirlenmistir. Siniflandirma islemi sonucunda komsu sayis1 4 olan
bir hesap i¢in yeni nesnenin ¢iktisi yi1ldiz; komsu sayist 6 olan bir hesap i¢in yeni

nesnenin ¢iktist kare olarak tasvir edilmistir [130].
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Karar agaci algoritmasi

Karar Agaci algoritmasi tiimevarim mantigini kullanan basit ve anlasilir bir yontemdir.
Ayrik degerler ile ¢alisabilir. Bu durum algoritmaya giiriiltiiye kars1 dayanikli olma
yetisi kazandirir. Karar agact algoritmasi altinda benzer yaklagimlar tizerinde
temellenen ID3, C4.5 ve CART yontemleri bulunmaktadir. Bu ¢alismada
GINI(CART) algoritmasi kullanilmigtir [131].

Gini (CART) algoritmasi

Gini, hedef agacin karar diiglimiinden itibaren iki ayr1 dala ayrilmasini temsil eden bir
algoritmadir. Agacin boliinme degeri ve boliinecegi nitelik se¢imi gini indeks degeri
sonucunda belirlenmektedir. Gini indeks degeri sol ve sag gini degerlerinin
hesaplanmasi ile bulunur. Giniso Ve Ginisg Olgiitlerinin matematiksel ifadeleri

denklem 3.57 ve 3.58’te verilmistir [132].

.. L;
Ginigey =1 — §=1[@] 2 (3.57)
.. R;

Denklem 3.57 ve denklem 3.58’de k, siniflarin sayisi; Tsol, agacin sol kolundaki
orneklerin sayisi; Tsag, agacin sag kolundaki drneklerin sayist; Li, agacin sol kolunun i
kategorisinde yer alan 6rneklerin sayist; Ri, agacin sag kolunun i kategorisinde yer alan
orneklerin sayist olarak karakterize edilmektedir. Sag ve sol gini ¢iktilarindan

yararlanarak bir nitelik i¢in hesaplanan gini degeri, denklem 3.59°da verilmistir [132].
.1 . .
Gini; = - (|Tso1|Ginigyp + |Tsag|Glnlsag) (3.59)

Her bir nitelik i¢in hesaplanan gini degerleri icerisinden en kiiciik degere sahip olan
nitelik tlizerinden boliinme gergeklesir. Kalan veri kiimesi i¢in gergeklesecek diger

bolinmede ilgili adimlar yeniden uygulanir ve siiflandirma islemi yapilir [132].
Rastgele orman algoritmasi

Karar Agaglar1 toplulugundan meydana gelen siniflandirma algoritmasidir. Model
olusturma siirecinin kisa bir zaman diliminde gerceklesmesi, basit, hizli ve esnek
olmas1 algoritmanin birgok alanda kullanilmasin1 saglar. Bu g¢alismada agaclarin
tiretilmesi igin CART algoritmasi tercih edilmistir. Sekil 3.22°de N adet karar agacinin

bir araya gelmesi ile olusan bir orman yapisi yer almaktadir [131].
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Sekil 3.22. N adet karar agacinin bir araya gelmesi ile olusan bir orman yapisi [131]

Rastgele orman algoritmasi ile girdi veri kiimesindeki bir nesnenin siiflandirilmasi
hedeflendiginde ilgili girdi, ormanda insa edilen tiim agaglara uygulanir. Ardindan
mevcut tiim agaglar ile bir siniflandirma sonucu elde edilir ve agaglar arasinda bir

oylama islemi gergeklestirilir. Son asamada en ¢ok oyu alan sinifa atama yapilir [131].

Destek vektor makineleri algoritmasi

Istatistiksel 6grenme teorisine dayali, hassas sonuglar iireten etkili bir algoritmadir. Bir
hiper diizlem vasitasiyla verilerin siniflandirilmasini saglar. SVM algoritmasi,
minimum siniflandirma hatasina ve maksimum marjinal mesafeye sahip bir karar
diizlemi insa eder. Mesafelerine gore dogrusal ayrilabilen veriler i¢in Sekil 3.23te

temsili destek vektor makineleri algoritmasinin ¢alisma hiyerarsisi verilmistir [131].
Optimal Hyperplane
Support vectors 2
A 4
+ / ’
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Sekil 3.23. Temsili destek vektor makineleri algoritmasinin ¢alisma hiyerarsisi [130].

Sekil 3.23’te gosterilen destek vektorleri, siniflandirmaya iliskin bilgi veren
oOl¢iitlerdir. Hiper diizlem ve destek vektorlerine iliskin matematiksel ifadeler sirastyla

denklem 3.60 ve denklem 3.61’de verilmistir [131].
W.X+b=0 (3.60)
W.X+b=+1 (3.61)

Denklem 3.60 ve 3.61 ‘de ifade edilen W, agirlik vektoriinii; {-1,+1}, sinif etiketlerini;
b, egilim degerini ve X, N boyutlu bir uzay1 ifade etmektedir [131].
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Bu béliimde mikrodizi veri kiimelerinin boyutu Pargacik Siirii, Karinca ve Balina
ozellik se¢im algoritmalar1 ile indirgenmistir. Ardindan indirgenen mikrodizi veri
kiimeleri ile akut lenfoblastik l6semi ve akut miyeloid l6semi maligniteleri

siniflandirilmastir.

3.3.4. Mikrodizi Veri Kiimesi Kullamlarak ALL, AML ve MLL Malignitelerinin
Simiflandirilmasina iliskin s Akis1

Genetik ya da cevresel etkenler sonucunda meydana gelen 16semi hastaligi, tedavi
edilmedigi taktirde 6liimle sonuglanabilen bir malignitedir. Hastalik siirecinde genetik
anormallikleri tanimlamak, 16semi tiirlerinin ayirt edilmesi ve tedavi protokoliiniin
belirlenmesi i¢in 6nemli bir faktordiir. Hastaligin tanisi i¢in molekiiler kesif imkani
taniyan mikrodizi teknolojisi, genler arasi iligkilerin ortaya ¢ikarilmasinda ve anormal
durumlarin ifade edilmesinde tercih edilmektedir [27]. Bu ¢alismada, ALL, AML ve
MLL malignitelerinin smiflandirilmasinda yiiksek boyut sunan mikrodizi veri
kiimeleri kullanilmistir. Ancak mikrodizi veri kiimeleri tizerinde hesaplama
karmasikliginin indirgenmesi ve segilen potansiyel genler ile basarili ¢gikarimlarin elde
edilmesi i¢in balina optimizasyon algoritmasindan faydalanilmistir. Ardindan sec¢ilen
uygun genlerin birbiri ile etkilesiminin degerlendirilmesi i¢in LSTM sinir ag1 mimarisi
kullanilmistir. Ldseminin temel tiirleri olan ALL, AML ve MLL malignitelerinin
siniflandirilmasina iliskin dordiincii boliimde Onerien akis semasi Sekil 3.24°te

verilmistir.

Balina Optimizasyon
Algoritmasi

. " scsall ~ llanilarak ! ~
Girdi : Mikrodizi makr:‘silgi me‘:venn Girdi : Segilen
Veri Kiimesi P YL geIR potansiyel genler

segimi

LSTM sinir agi
mimarisi ile
siniflandirma
basarisinin
hesaplanmasi

Gikti : ALL,AML ve
MLL [6semi

maligniteleri igin

Uretilen basari
orani

Sekil 3.24. Loseminin temel tiirleri olan ALL, AML ve MLL malignitelerinin
smiflandirilmasina iliskin dordiincii béliimde Onerilen akis semasi.
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Bu boliimde 16seminin temel tiirleri olan ALL, AML ve MLL malignitelerinin

siiflandirilmasi i¢in bir ¢aligma yapilmastir.

3.3.4.1. Mikrodizi Veri Kiimesi Kullanilarak ALL, AML ve MLL
Malignitelerinin Siniflandirilmasi i¢in kullanilan yontemler

Tiim 16semi tiirlerinin yaklasik %10°luk bir kismin1 olusturan MLL translokasyonlari
hem ALL hem de AML hiicrelerinde bulunma ihtimali olan yapilardir. Bu yapilarin
dogru bir sekilde smiflandirilmasi tedavi protokoliiniin belirlenmesinde hayati bir
konudur. Bu ¢alismada, ALL, AML ve MLL mikrodizi veri kiimelerinden Balina
Optimizasyon Algoritmas: (3.3.3.1. kisminda Balina Optimizasyon Algoritmasi
aciklanmustir) ile potansiyel genler segilmistir. Ardindan se¢ilen bu genler LSTM sinir

ag1 ile siniflandirilmistir.

LSTM (Long-Short Term Memory) sinir ag:

LSTM, uzun bir menzil boyunca bilgileri depolayan sinir agidir. Giris kapisi, giris
modiilasyon kapisi, unutma kapist ve ¢ikis kapisi bu sinir agindaki 4 6nemli kisimdir.
Giris kapisi, disaridan gelen yeni verileri alir ve igler. Bellek hiicresi giris kapisi, son
iterasyonda LSTM sinir ag1 hiicresinin ¢ikisindan girdiyi alir. Unutma kapisi, ¢ikis
sonuclarinin ne zaman unutulacagina karar verir. Ayn1 zamanda hiicrenin 6nceki
durumunun hatirlanmasi veya unutulmas: da bu kapr ile saglanir. Cikis kapisi, tiim
sonuglart alarak LSTM sinir ag1 i¢in ¢ikis iiretme eylemini gergeklestirir ve bellek

hiicresinin ¢ikislar tizerindeki etkisini belirleyebilir. LSTM sinir agiin temsili yapisi
Sekil 3.25’de verilmistir [133].

h(t-1) () h(t+1)

v [ @ } i > ' | ©
Lo LR 2?7 L R €

x(t-1) (xv)

&(t+1)

Sekil 3.25. LSTM sinir aginin temsili yapis1 [133].
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Girdi zaman serisi, gizli durum hiicreleri ve ¢ikis dizisi sirasiyla X =(xx, xx2, ..., xxr7),
HH = (h1, he, ... hr1), ve YY = (yy1, yy2, ..., yyrr) olan LSTM sinir aglar1 i¢in hesaplama

islemleri denklem 3.62 ve 3.63’te verilmistir.
ht = H(Whyxt + Whhht—l + bh) (3.62)
yt = Wh_‘yht + by (3.63)

Denklem 3.62. ve denklem 3.63’te tasvir edilen LSTM yapisi, denklem 3.64 - 3.68’de

verilen fonksiyonlar ile uygulanir (t=1,....,T i¢in).
ip = @(Wyixe + Wpihe—q + Weiceq + by) (3.64)
fe = oWysxe + Wyphe_y + Wepcr_q + by) (3.65)
¢t = fy * o1 + i * tan h(Wyexp + Wyche—q + b)) (3.66)
0r = 0(WyoXe + Whohe—q + Weoce + bo) (3.67)
hs = o,tan h (¢;) (3.68)

Denklemlerdeki o, standart sigmoid fonksiyonunu temsil eder ve ¢ ile tanh, eleman
bazinda uygulanan aktivasyon fonksiyonlaridir. Giris kapisi, i; unutma kapist, f; ¢ikis
kapisi, o ve hiicre aktivasyon vektorleri, ¢ ile karakterize edilmektedir. W, agirlik

matrisini temsil etmektedir [133].

LSTM, genellikle metin analizinde ve zaman serilerinin tahmininde kullanilir. Ancak
tip alaninda iretilecek karar destek sistemleri ig¢in de sahip oldugu fiziksel iiniteler

yardimiyla basarili ¢ikarimlar saglamaktadir.

3.3.5. Periferik kan yayma goriintiilleri iizerinde YOLOv4 algoritmasi
kullamlarak ALL hastaliinin erken teshisine iliskin is akisi

Loseminin temel tiirlerinden biri olan ALL, kan dolagimina ve hayati organlara hizl
bir sekilde yayildig1 i¢in erken teshisi 6nemli olan bir hastaliktir. Bu hastaligin tan1 ve
tedavi siirecinin Ongoriilmesinde kullanilan periferik kan yayma yontemi ile
olgunlasmamis beyaz kan hiicreleri tespit edilir ve kandaki yogunlugu incelenir.
Ardindan elde edilen sonuglar ile bir degerlendirme yapilir. Bu ¢alismada ALL
hastaliginin tanisinda ya da tedaviye verilen yanitin degerlendirilmesinde doktorlara
yardimer bir fikir sunmak amaciyla YOLOv4 algoritmasi kullanilarak beyaz kan

hiicrelerinin degerlendirildigi bilgisayar destekli bir sistem insa edilmistir. Loseminin
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temel tiiri olan ALL malignitesinin smiflandirilmasina iligkin besinci bdliimde

oOnerilen akis diyagrami sekil 3.26°da verilmistir.

Saghkh bireylerin

periferik kan yayma
goriuntuleri
r - ‘ ALL

Blast hiicrelerini diger kan "| hastalan
elementlerinden ayirmak ve
saymak icin YOLO
algoritmast ile model egitimi ‘ Normal

“ bireyler

ALL hastalarinda blast
hiicrelerinin
segmentasyon
isleminin saglanmasi

ALL hastalarinin
periferik kan yayma

goruntuleri

— Losemi tespiti

Sekil 3.26. Loseminin temel tiirli olan ALL malignitesinin siniflandirilmasina iliskin
besinci boliimde onerilen akis diyagrami

Bu béliimde 16seminin temel tiirii olan ALL malignitesinin degerlendirilmesine iliskin

bir ¢aligma yapilmistir.

3.3.5.1. Periferik kan yayma goriintiilleri iizerinde YOLOv4 algoritmasi
kullamlarak ALL hastaliginin erken teshisi icin kullanilan yontemler

Akut lenfoblastik 16semi (ALL), beyaz kan hiicresi kanseri olarak bilinen hematik bir
rahatsizliktir. Bu hastaligin ilk sathasinda blast ya da lenfoblast olarak bilinen kotii
huylu kan hiicrelerinin kemik iliginde asir1 {iretimi goriiliir. Bu {iretim sonucunda
kemik iligine sigmayan kotii huylu blast hiicreleri kan sivisinda da goriilmeye baslar.

Periferik kan yayma, kan sivisinin incelenmesi i¢in kullanilan bir tekniktir.

Bu c¢alismada dijitallestirilmis periferik kan yayma goriintiileri tizerinde YOLOv4
nesne tanima yaklasimi kullanilarak blast hiicrelerinin otomatik tespiti ve sayimi

yapilmustir.
YOLO nesne tanima yaklasimi

YOLO, [134] ¢alismasinda 6nerilen yeni bir nesne tanima yaklasimidir. Bu yaklagim,
siirlayicr kutular tizerinde temellenen ve iligkili sinif olasiliklaria gore hesaplanan
bir siireci igerir. Ger¢ek zamanli bir ¢ikti sunan bu yapinin ilk agamasinda giris
goriintiisii SXS’lik 1zgara hiicrelerine boliintir. Izgara hiicrelerinin her biri nesnenin

algilanmasindan sorumlu oldugundan dolay1 her bir hiicre i¢in siirlayict kutular ve
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kutularmn giiven puanlar1 tahmin edilir. Gliven puanlari, modelin kutu i¢erisinde nesne
olma durumunun dogrulugunu ve tahmin ettigi nesnenin ne kadar dogru oldugunu
belirler. YOLO nesne tanima algoritmasinin temel mantigi Sekil 3.27°de tasvir

edilmistir.

S x S grid on input B [ Final detections

Class probability map

Sekil 3.27. YOLO nesne tanima algoritmasinin ¢alisma akisi [134]

YOLO zaman igerisinde gelistirilmistir. Bu ¢alismada, YOLOv3 mimarisinin
gelistirilmis versiyonu olan YOLOv4 mimarisi kullanilmigtir. YOLOv4 omurga
(backbone), boyun (neck) ve bas (head) kisimlarindan olugsmaktadir [135]. Omurga
kismi CSPNet ve Darknet53 mimarilerinin birlikte kullanildigi CSPDarknet53
yapisidir.  Ozniteliklerin ¢ikarilmasini saglayan bu kisim, hesaplama ve bellek
maliyetlerini azaltir ve CNN’in 6grenme kabiliyetini gelistirir [136]. Bu durum temel
(base) katmana iligkin 6zellik haritasinin 2 pargaya boliinmesi ve ardindan g¢apraz

asamal1 hiyerarsik yapi ile birlestirilmesinden kaynaklanir.

Boyun kismi SPP ve PAN yaklagimlarindan olusur. SPP, alict alani iyilestiren
modiildiir. Mekansal Piramit Eslestirmeden (SPM) meydana gelir. SPM, giris
goriintiisiinii SXS’lik 1zgaraya boler ve SPP modiiliiniin yardim1 ile CNN’e entegre
eder. PAN modiilii, farkli omurga seviyelerinden parametreleri toplar [135-137]. Bas

kismi, farkli boyutlardaki nesnelerin algilanmasini saglar [138].

YOLOV4 agimin mimarisi Sekil 3.28’de verilmistir.
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CSPDarknet53

| Inputs(416,416,3) |

| DarknetConv2D_BN Mish(416416,32)|

Resblock_body(13,13,1024)x4

[ Resblock_body(208,208,64)x1 I

| Resblock_body(104,104,128)x2 | PANet
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l Conv I

l Resblock_body(26,26,512)x8 I ;l Concat + Conv x5 l—-pl Concat + Conv x5 }——bl Yolo Head |
+ | Conv + UpSampling | Downsampling

| | ‘

Convx3
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Sekil 3.28. YOLOv4 yaklasiminin mimarisi [139]

il

Bu boliimde [6seminin temel tiirli olan ALL malignitesinin periferik kan yayma teknigi
ile tespiti i¢in YOLOV4 nesne tanima yontemi kullanilmistir. Ayni1 zamanda tedavi
protokoliiniin belirlenmesi ya da tedaviye verilen yanitin degerlendirilmesinde 6nemli

bir kriter olan blast hiicre sayim1 da bu boliim kapsaminda gergeklestirilmistir.

3.3.6. Mikrodizi veri kiimesi kullanilarak T-ALL, B-ALL ve T-LL
malignitelerinin simflandirilmasina iliskin is akisi

Losemi ve lenfoma; klinik, patolojik, sitogenetik, molekiiler ve immiinolojik 6zellikler
olarak birbiri ile Ortiisen malignitelerdir [41]. Ancak tami ve tedavi siirecinde
birbirinden ayrilan kisimlarin mevcut olmasi malignitelerin siniflandirma gerekliligini
on plana ¢ikarmistir. Ornegin, 16semi hastaligmin tan siirecinde periferik kan yayma
ve kemik 1ligi tutulumu tizerinden incelemeler yapilir. Ancak lenfoma hastalig icin bu
incelemeler ¢ok fazla bir etkiye sahip degildir [41, 42]. Ote yandan T-ALL ve T-LL
maligniteleri i¢in kullanilan mediastinal 1sinlama, kok hiicre nakli ve kemoterapi
yontemlerinin hastaya uygulanma bi¢imlerinde farkliliklar vardir [44]. Ek olarak T-
ALL ve B-ALL malignitelerinin sahip oldugu farkli molekiiler ve genomik yapilar,
tedavi yontemlerinde farkl ¢iktilar sunmaktadir. Bu nedenle T-ALL, B-ALL ve T-LL
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ayr1 ayr1 incelenmesi gereken malignitelerdir [42-43]. Losemi hastaligina iligkin T-
ALL, B-ALL ve T-LL malignitelerinin siniflandirilmasi i¢in altinct boliimde onerilen

akis semasi Sekil 3.29°da verilmistir.

GIRDI :
Mikrodizi Veri
Kimesi

O

Balina Optimizasyon
{ Algoritmasi kullanilarak |
potansiyel genlerin secimi‘

ANFIS+ABC

ANFIS+PSO

ANFIS

Secilen potansiyel genler
arasindaki iliskilerden ve
maodelierden bulanik
cikanmiar eide etme

Lojistik Regresyon
Algoritmasi ile
immunfenotipik

siniflandirma
gerceklestime

{ OUTPUT:T-LL |
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f
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)
/ | J
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Sekil 3.29. Losemi hastaligina iliskin T-ALL, B-ALL ve T-LL malignitelerinin
siniflandirilmasi i¢in altinci boliimde 6nerilen akis semasi

Bu ¢alismada 16semi kanseri ile iliskili olan T-ALL, B-ALL ve T-LL malignitelerinin

siiflandirilmasina iligkin bir ¢alisma yapilmistir.
74



3.3.6.1. Mikrodizi veri kiimesi kullamlarak T-ALL, B-ALL ve T-LL
malignitelerinin simflandirilmasi icin kullanilan yontemler

Akut 16semiler, miyeloid ve lenfoid hiicrelerin farklilasma siirecinde meydana gelen
malign hastaliklardir ve blast hiicrelerin varligr ile karakterize edilir [39]. Blast
hiicrelerine iligkin alt tlirlerin siniflandirilmasinda farkli degerlendirmeler mevcuttur.
Bu béliimde immiinfenotipik degerlendirme irdelenecektir. Boylece ALL tiirii tespit

edilecek ve T/B ya da non T/B seklinde hiicre sinifi belirlenecektir.

Bu caligmada sitogenetik, patolojik, immiinfenotipik, klinik ve molekiiler 6zellikleri
ortiisen ve bununla birlikte tan1 ve tedavi siiregleri farklilik gésteren T-ALL, B-ALL
ve T-LL vakalar1 simflandirilmustir. Ik olarak balina optimizasyon algoritmas: ile
mikrodizi veri kiimesinden hedef hastaliklarla iligkili genler se¢ilmistir. Ardindan
secilen potansiyel genler arasindaki desenlerden ANFIS algoritmasi ile bulanik
cikarimlar elde edilmistir. Yapay sinir aglar1 ile bulanik mantik yapisini birlikte
kullanan ANFIS, bir¢cok alanda ve farkli sistemlerin modellenmesinde tercih
edilmektedir. Ancak nitelikli ¢iktilar iretmek amaciyla ANFIS yapisinin egitim siireci
onemlidir [122]. Bu nedenle PSO ve ABC optimizasyon algoritmalari ile ANFIS
yapisindaki tyelik fonsiyonunun parametre optimizasyonu saglanmistir. Ardindan
ANFIS, ANFIS+ABC, ANFIS+PSO yapilar1 dogrultusunda ulasilan c¢ikarimlar
kullanilarak daha giiclii, daha istikrarl1 ve daha basarili sonuglar iiretmek amaciyla
topluluk makine Ogrenmesi yaklasimi c¢ergevesinde yer alan lojistik regresyon

algoritmasi ile maligniteler siniflandirilmigtir.
ANFIS yapisinin optimizasyonunda yapay ar1 kolonisi algoritmasi

Yapay ar1 kolonisi (ABC), bal arilariin yiyecek arama davranigindan esinlenen bir
optimizasyon algoritmasidir. Kolonide tiim isler i¢in 6zellesmis arilar mevcuttur. Bu
arilar, i boliimii yapabilme ve kendi kendine organize olma 6zelliklerine sahiptir

[124].

Yapay ar1 kolonisi optimizasyon algoritmasinda 3 farkli grup vardir. Bu gruplar isci,
gbzcli ve izci arilaridir. Her bir kaynaga iliskin nektar bir gorevli ar1 tarafindan alindigi
i¢in is¢i arilarin sayis1 toplam yiyecek kaynagma esittir. Ote yandan is¢i ve gozcii
arilarin da esit sayida oldugu kabul edilir. Nektar1 tiikenen besinin gorevli aris1 son

durumda kasif ar1 olarak nitelendirilir [122-124].
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ABC algoritmasinda optimizasyon islemi 3 asamadan meydana gelmektedir. Ilk
olarak, denklem 3.69’da belirlenen matematiksel ifade ile arama uzayinda ¢oziimlere

karsilik gelen rastgele yiyecek kaynagi yerleri tiretilir [122-124].
Xi; = XM + rand (0,1) (X" — X™™) (3.69)

Bu optimizasyon algoritmasinda SN, popiilasyon boyutudur. [1, SN] arasindaki
herhangi bir deger, i tarafindan kullanilir. Xji’inci ¢6ziimii ifade eder. Her ¢6ziim

optimize edilecek parametre sayisini belirten D elemanli bir vektérden olusur. X ]-mi"

ve X% sirastyla en diisiik ve en yiiksek degeri tanimlar [122-124].

Her kaynak, besin kaynaginin bulundugu c¢evrede yeni kaynaklar belirleyen is¢i
arilardan olusmaktadir. Bu arilar, tespit ettikleri kaynagin kalitesini bir Onceki
kaynagin kalitesine goére degerlendirir ve yeni kaynagin daha kaliteli olmasi
durumunda hafizasinda bu bilgiyi saklar. Denklem 3.70’de yeni bir besin kaynaginin

kaynak komsulugunda belirlenmesine iliskin benzetimin matematiksel ifadesi yer
almaktadir [122-124].

Vij = Xij + @4 (Xij — X;) (3.70)

Algoritmada, BN is¢i ar1 sayisini gdsteren bir parametredir. [1, BN] arasindaki
herhangi bir deger, k tarafindan kullanilir. @, [-1,1] arasinda rastgele atanan bir sayidir

ve Vi besin kaynagi, Xi’nin bir parametresi degistirilerek bulunur.

Arama iglemi tiim gorevli arilar tarafindan tamamlandiktan sonra dans alaninda
kaynaklara iliskin bilgiler goézcii arilar ile paylasilir. Gozcii arilar paylasilan bilgileri
yorumlar ve olasilik degerine gore yeni kaynak se¢imi gergeklestirir. Yeni kaynagin
miktarina gére mevcut pozisyon, dnceki pozisyon ile karsilastirilir ve degerlendirilir.
Yeni kaynagin gozcii ar1 tarafindan segilmesi denklem 3.71°de verilen P olasilik
degerine gore belirlenir [122].

p = fitness;
i — ZSN
J

1 fitness]-

(3.71)

Denklem 3.71°de yer alan fitness; parametresi, i’inci ¢éziimiin gorevli aris1 tarafindan
elde edilen uygunluk degeri ya da besinin kalitesidir. SN, besin kaynaklarinin sayisidir

[124].
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Bu boliimde ANFIS yapisi, parametre optimizasyonu i¢in ABC algoritmast ile birlikte
kullanilmistir. Bu yapinin dnciil ve sonug kismindaki parametreler, besin kaynagini ve
besin kaynaklarinin konumu problem ile ilgili bir ¢6ziimii temsil etmektedir [122].
Egitim sonucunda en iyi ¢6ziimii bulmak icin kasif arilarin baslangi¢ sayisi 10,
degisken sayilarinin minimum degeri -10 ve maksimum degeri +10 olarak secilmistir.
Boylece ABC algoritmasi ile ANFIS yapisinda kullanilan gauss iiyelik fonksiyonuna

iliskin parametrelerin iyilestirilmesi saglanmistir.

ANFIS yapisiyla birlikte kullanilan ABC algoritmasi ile parametre optimizasyonu

saglanmistir. BOylece daha giiclii ¢ikarimlar yapilmistir.
ANFIS yapisinin optimizasyonunda PSO algoritmasi

PSO, kuslarin yemek arama davranisindan esinlenerek olusturulan metasezgisel

optimizasyon algoritmasidir [121] ve 3.3.3.1.’de detaylica anlatilmistir.

Bu kisimda verilere iligskin daha giiclii ¢ikarimlar yapilabilmesi icin ANFIS yapis1 PSO
algoritmasi ile birlikte kullanilmistir. Bu yapinin 6nciil ve sonu¢ kismindaki
parametreler besin kaynagini1 temsil etmektedir. Ek olarak gida kaynaklarinin konumu,
problem kapsaminda bir ¢oziimii temsil etmektedir. Egitim sirasinda en iyi ¢6ziimii
bulabilmek i¢in 6grenme faktorleri 1.5, kendi yolunun hareket katsayisi 0.8, atalet
agirhigmin azalma orant 0,99, popiilasyon biyiikligi 10, degisken sayilarinin
minimum degeri -10 ve maksimum deger +10'dur. Béylece PSO algoritmasi ile ANFIS
yapisinda kullanilan gauss tiyelik fonksiyonuna iliskin parametrelerin iyilestirilmesi

saglanmstir.

ANFIS yapisiyla birlikte kullanilan PSO algoritmasi ile parametre optimizasyonu

saglanmistir. Boylece daha gii¢lii ¢ikarimlar yapilmistir.

3.3.7. Beyaz kan hiicrelerinin tespitine ve simiflandirilmasina iliskin is akisi

Hayati fonksiyonlarin gerceklesmesini miimkiin kilan kan, hastanin mevcut
durumunun degerlendirilebilmesini saglayan yasamsal bir sividir [45]. Tip diinyasinda
minimum maliyet ile kiginin saglik durumunun degerlendirilebilmesi i¢in kan iizerinde
testler yapilmaktadir [46]. Periferik kan yayma yontemi, mevcut testlerden biridir.
Ozellikle hastalik olusturan maddelere ve oliimciil enfeksiyonlara karsi savunma
gosteren beyaz kan hiicrelerinin degerlendirilmesi i¢in periferik kan yayma yontemi
tercih edilen hemotoloji testidir [47]. Ancak periferik kan yayma yonteminin manuel
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olarak degerlendirilmesi ¢evresel ve insani olarak olumsuz bir¢ok parametre
igermektedir [36-38]. Bu ¢alismada bilgisayar destekli sistemlerin yardimiyla periferik
kan yayma yOntemi kullanilarak beyaz kan hiicreleri, gergek zamanli olarak tespit
edilmis ve siiflandirilmistir. Losemi hastaliginin tanisinda onemli bir biyobelirteg
olan lenfosit hiicre tipinin yiiksek bir dogruluk orani ile tespiti i¢in yedinci boliimde

onerilen akis semasi Sekil 3.30°da verilmistir.

Tyilestirilmis
YOLOVS Yéntemi
ve
Hibrit Yaklasim

Sekil 3.30. Losemi hastaliginin tanisinda 6nemli bir biyobelirte¢ olan lenfosit hiicre
tipinin yliksek bir dogruluk orani ile tespiti i¢in yedinci boliimde 6nerilen
akis semasi

Bu calismada beyaz kan hiicrelerinin alt tiirleri olan Monosit, Eozinofil, Bazofil,

Lenfosit ve Notrofil yapilarinin degerlendirilmesine iligkin bir analiz yapilmistir.

3.3.7.1. Beyaz kan hiicrelerinin tespiti ve smiflandirilmasi i¢in kullamlan
yontemler

Beyaz kan hiicreleri, hastaliga neden olan maddeler i¢in savasan yapilardir. Ayni
zamanda Oliimciil enfeksiyonlara kargi savunma gosterirler [3]. Bu hiicrelerin kandaki
yogunluklari, hastaliklara iliskin dogru taninin konulmasinda 6nemli bir ayiractir. Bu
nedenle sunulan ¢alismada Monosit, Eozinofil, Bazofil, Lenfosit ve Notrofil isimli
dijitallestirilmis beyaz kan hiicreleri YOLOvVS ve Detectron2 nesne tanima mimarileri
ile siniflandirilmistir. Ardindan bu mimarilerden elde edilen basari performanslarinin
gelistirilmesi i¢in iyilestirilmis YOLOvVS ve hibrit yapinin kullanildig: iki yaklasim

Onerilmistir.
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Nesne tammma yaklasimi

Nesne tanima, veri kiimesinde yer alan goriintiiler {izerinde hedef nesneleri bulmak,
dikdortgen simirlayict kutular ile gostermek, giiven degerini belirtmek ve
simiflandirmak i¢in tercih edilmektedir. Nesne tanima kapsaminda iki temel yaklasim
vardir. Birinci yaklagimda bolge onerileri yapilir ve ardindan yapilan 6neriler, nesne
kategorisine gore siniflandirilir. Detectron2 mimarisi birinci yaklasim dogrultusunda
degerlendirilir. ikinci yaklasimda, nesne algilama siireci bir regresyon ya da
siniflandirma problemi olarak ele alinir ve birlesik bir ¢cer¢eve mantigi ile nihai giktilar

elde edilir. YOLOVS mimarisi, ikinci yaklagim dogrultusunda degerlendirilir [140].

Nesne algilama g¢ercevesinde yer alan ve iki ayri degerlendirme yaklagimi kullanan
Regresyon/Smiflandirma temelli ve bolge Onerisi temelli iki ayr1 yonteme iliskin

degerlendirme yaklasimlarinin farki Sekil 3.31°de tasvir edilmistir.

R-CNN Yaklagimi

arped region

' Imgfi@%\ao
‘.“_ L i CNNiN

&

1. Input 2. Extract region 3. Compute 4. Classify
image proposals (~2k) CNN features regions

Sekil 3.31. Regresyon/Smiflandirma temelli ve bolge onerisi temelli iki ayr1 yonteme
iligkin degerlendirme yaklagimlarinin farki [140]

Calisma kapsaminda nesne tespit siireci i¢in 0.3 esik degeri kullanan YOLOVS5 ile
Detectron2 mimarilerine iliskin detaylar ve Onerilen yeni yaklagimlar asagida

aciklanmustir.
YOLOVS5 yaklasimi

YOLOVS yiiksek tespit dogrulugu, hafif siklet 6zelligi ve ivedi algilama hizi sunan bir
agdir. Giris (Input), Omurga (Backbone), Boyun (Neck) ve Bas (Head) kisimlarindan
olusur. YOLOVS agi, dort temel 6n egitimli mimariye sahiptir [141]. Bu mimariler
YOLOvV5s, YOLOvSm, YOLOvVSI ve YOLOvS5x’tir. Mimariler arasindaki temel fark,
ozellik ¢ikarma modiillerinin ve evrisim cekirdeklerinin sayisidir. Bu dogrultuda
YOLOvSs ve YOLOv5Sm mimarisi, basitlestirilmis modeller; YOLOvSI
karsilastirmali model ve YOLOV5x genisletilmis model olarak tanimlanmaktadir

[141]. YOLOVS yaklagiminin mimarisi Sekil 3.32’de gosterilmistir.
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Sekil 3.32. YOLOVS yaklagiminin mimarisi [142]

Mimarinin omurga kismi Ozniteliklerin ¢ikarildigi evrisimsel sinir agidir. Burada
152x152, 76x76, 38x38 ve 19x19 boyutlarinda 6zellik haritalart mevcuttur. Boyun ag1
bu 6zellik haritalarin1 birlestirerek bilgi kaybinin azalmasia yardimci olur. Fiizyon
isleminde ise giiglii semantik Ozellikleri, iist Ozellik haritalarindan alt 6zellik
haritalarina aktaran FPN yapisi ile diisiik 6zellikli haritalardan daha yiiksek 6zellikli
haritalara gii¢lii yerellestirme 6zelliklerini aktaran PAN yapis1 kullanilir. Bu iki yap1
sayesinde boyun aginin 6zellik birlestirme kabiliyeti artar. Boylece 76 x 76 x 255, 38
x 38 x 255 ve 19 x 19 x 255 boyutlarinda ii¢ 6zellik fiizyon katmani olusur. Biiyilik
nesnelerin algilanmasi igin 19x19x255 ozellik haritalart ve kiiglik nesnelerin
algilanmasi i¢in 76x76x255 ozellik haritalar1 uygundur. Bu yeni 6zellik haritalar

vasitastyla nesnelerin tespiti ve siniflandirilmasi ¢ikis aginda geceklesir.

Mimarideki odak (Focus), alt ornekleme sirasinda goriintiilerin ayrilmasimni ve
ardindan birlestirilmesini gergeklestirerek 0Ozelliklerin daha nitelikli ¢ikarilmasini
saglayan modiildiir. SPP (spatial pyramid pooling), goriintii 6zelliklerini yiiksek bir
soyutlama diizeyinde temsil eden uzaysal piramit havuzlama modiiliidiir. Bu modiil,
Ozellik haritasint kiiciilterek agin hesaplama karmagikligin1 basitlestirir ve ana
ozellikleri ¢ikarir. CSP (cross-stage partial network), agin ¢ikarim hizin arttiran ve 6n
ile arka katmanlar1 birbirine baglayan kisimdir. Yapisal farkliliklar olan iki ayr1 CSP
ag1 mevcuttur. Omurgada yer alan CSP ag1 bir ya da daha fazla residual iinitelerdan

meydana gelir. Bununla birlikte boyun kisminda yer alan CSP agi, CBL modiilleri ile
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residual {nitelerin  degistirilmesi ile olusur. Concat modiilii tensorlerin

birlestirilmesinden sorumludur [142].
Detectron 2 yaklasimi

Detectron2, goriintiilerdeki nesnelerin tespiti ve segmentasyonu amaciyla kullanilan
Facebook yapay zeka arastirmasi kiitiiphanesidir [143]. Detectron ve MaskRCNN
Benchmark’in halefi olan bu yaklagimin Detectron ve MaskRCNN’e gore en gelismis
sonuglar tirettigi kabul edilir [143].

Detectron2 ag1, R50-C4, R50-DC5, R50-FPN, R101-C4, R101-DC5, R101-FPN ve
X101-FPN seklinde 6n egitimli modellere sahiptir. Farkli omurgalar yardimiyla elde
edilen hazir on egitimli modeller
https://github.com/facebookresearch/detectron2/blob/main/MODEL_Z0OO.md

linkinde mevcuttur [27]. Bu 6n egitimli modeller COCO veri kiimesi ile egitilmistir.
Modellerdeki R50 ifadesi ResNet50 yaklasiminin kullanildigimi ve FPN son eki
omurgada FPN yapisinin yer aldigin1 gosterir. FPN, yukaridan asagiya ve asagidan
yukariya bir yol ile 6zelliklerin giris goriintiisiinden ¢ikarilmasini saglayan kisimdir

[144]. Detectron yaklasimindaki temsili yol yapisi Sekil 3.33’de gosterilmektedir.

bottom-up pathway top-down pathway

Sekil 3.33. Detectron yaklagimindaki temsili yol yapis1 [144]

On egitimli modellerin hedef veri kiimesine uygulanmasi siirecinde mevcut sinif
sayisina gore On egitimli model ayarlanir ve ardindan ince ayar yapilarak egitime

uygun hale getirilir [27].
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Tyilestirilmis YOLOv5x mimarisi

Bu boliimiin orijnal ilk kism1 olarak nitelendirilen iyilestirilmis YOLOvS mimarisinde
iki farkli katki mevcuttur. ilk katki, mimaride yer alan Convolution modiiliiniin
DeepWise Convolution modiilii ile degistirilmesidir. Bu durum parametre ve islem
boyutunun kii¢iiltiilmesini saglar. Ayn1 zamanda model giiciiniin arttirilmasina imkan
tantyan bir yap1 olusturulur. ikinci katki, sinir aginin egitiminde nemli bir rol oynayan
aktivasyon fonksiyonun optimize edilmesidir. Aktivasyon fonksiyonu, egitim
performansinin arttiritlmasini saglayarak gergek diinya problemlerinin 6grenilmesinde
titizlikle se¢ilmesi gereken bir kriterdir [30]. Bu nedenle, en uygun ¢6ziimii bulmak ve
gercekei bir cagrisim saglamak amaci ile bu c¢alismada optimize edilmistir.
Optimizasyon, sigmoid fonksiyonundan esinlenerek olusturulan SiLU aktivasyon
fonksiyonu {izerinde gergeklestirilmistir [32]. SiLU aktivasyon fonksiyonunun

matematiksel ifadesi denklem 3.72’de verilmistir.
SiLU(x) = x * sigmoid (X) (3.72)

SiLU aktivasyon fonksiyonunda yer alan sigmoid fonksiyonu Altin Oran Arama
algoritmasi ile optimize edilmistir. Ardindan optimum c¢iktilar elde etmek ve dogrusal
olmayan durumlari sinir agmma Ogretmek amaciyla optimize edilen sigmoid
fonksiyonun yer aldigi SiLU aktivasyon fonksiyonu kullanilmistir. Bu y&ntemin

detayl1 aciklamasi asagida verilmistir.
Altin oran arama algoritmasi

Optimizasyon ya da hesaplama gibi farkli uygulamalarda tercih edilen altin oran arama
algoritmasi, tiirevlenemeyen ya da zor problemlerin ¢ozliimiinde kullanilan bir
yaklasimdir. Ornegin [a,b] araliginda yer alan fonksiyonun f(x) minimum noktasim
bulmak amaciyla x1 ve x2 olarak tanimlanan iki nokta iizerinde hesaplama saglanir

[145]. Bu noktalarin matematiksel esitligi denklem 3.73 ve 3.74 ‘te verilmistir [145].

-1+/5
c=
2
x1l=ca+ (1-c)b (3.73)
x2=(1-c)a+cb (3.74)
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Hesaplama sonrasinda x1 ile x2 olarak tanimlanan noktalar arasinda bir karsilastirma
yapilir. Fonksiyonun f olarak karakterize edildigi f(x1) ve f(x2) ¢iktilari i¢in f(x1)’in
f(x2)’den kii¢iik olmas1 durumunda [a,x2] noktasi, f(x1)’in f(x2)’den biiylik olmasi
durumunda [x1,b] noktas1 optimal nokta olarak belirlenir. Arama islemi durdurma

kriteri saglanana kadar devam eder [145].

Dogrusal olmayan durumlarin sinir agia Ogretilmesi i¢in kullanilan bu mimaride

durdurma kriteri 1e-5 ve aralik [-1,+1] olarak belirlenmistir.

Altin oran arama algoritmasi vasitasiyla optimize edilen aktivasyon fonksiyonu ve
DeepWise Convolution modiilitlyle degistirilen Convolution modiilii ile yeniden

olusturulan ag yapisi kullanilarak nesne tespit oraninda iyilesme saglanmustir.
Hibrit nesne tanima yaklasimi

Beyaz kan hiicrelerinin tespiti ve smiflandirilmasi igin Tretilecek sistemin
giivenilirligini arttirmak amaciyla YOLOvS ile Detectron2 yontemlerinin hibrit
kullanildig1 bir yap1 nerilmistir. Bu hibrit yap1 farkli degerlendirme yaklagimlarina
sahip olan YOLOV5 ve Detectron2 yontemleri ile iiretilen nesne tespit oranlarimnin
karsilastirilmasini igerir. Bu dogrultuda Detectron2 mimarisinin {irettigi nesne tespit
basar1 oran1 yanlis ise YOLOvS yaklasimi ile elde edilen basari oranina bakilir.
YOLOVS yaklagiminin basari oraninin Detectron2 algoritmasindan biiyiik olmasi
durumunda YOLOVS yaklagiminin rettigi ¢cikti dogru cevap olarak kabul edilir. Aksi

bir durumda ise karsilagtirma yapilmaz.

Bu boliimde monosit, eozinofil, lenfosit, bazofil ve nétrofil isimli dijitallestirilmis
beyaz kan hiicrelerin tespiti ve siiflandirilmasi i¢in 2 orijinal yaklagim 6nerilmistir.
Ardindan bu yaklagimlar kullanilarak ulasilan sonuclar ile YOLO ve Detectron

yontemlerinden elde edilen sonuclar BOLUM 4’te karsilastiriimistir.
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4. ARASTIRMA BULGULARI

Kanser, hiicrelerin kontrolsliz ve hizli bir sekilde yayilmasi ile olusum gosteren bir
malignitedir [2]. Losemi, akciger, kolon, meme ve prostat en sik goriilen kanser

tirleridir [3].

Bu tezde 16semi hastalig1 ele alinmistir ve ardindan sitogenetik, molekiiler, patolojik,
molekiiler ve immiinfenotipik degerlendirme yontemleri ile analiz edilmistir. Ciinkii
16semi alt tiirlere sahip bir malignitedir ve alt tiirlere iliskin dogru bir tan1 saglamak
hayatidir. Dogru bir tan1 sonucunda hastaya uygun tedavi protokolii belirlenecektir.
Ote yandan tedaviye verilen yanitin degerlendirilmesi ve bu degerlendirme sonucuna
gbre yeni ve basarili bir siirecin baglamasi da dogru tani karari ile saglanacaktir. Ek
olarak MLL 16semi tiirlinlin yeni bir tiir olarak kesfedilmesinden sonra l6semi
hastaliginin halen kesfedilebilecek yeni alt olusumlar barindirdigi diisiniilmektedir.
Bu nedenle 16semi hastaliginin farkli degerlendirme yontemleri ile analiz edilmesi ve

tiretilen ¢iktilar ile yorumlanmasi 6nemlidir.

Bu ¢alismada 16semi hastalig1 7 farkli hedef i¢in analiz edilmistir. Elde edilen sonuglar

degerlendirilmistir ve literatlirdeki benzer ¢alismalar ile karsilagtiriimistir.

41.DNA Genom Dizilimlerindeki Ekson ve Intron Bolgelerinin
Smiflandirilmasinin Sonucunda Elde Edilen Bulgular

Bu boliimde ekson ve intron bdlgelerinin smiflandirilmasi amaciyla 2 asamada
gerceklestirilen bir ¢alisma yapilmistir. Calisma kapsaminda NCBI gen bankasindan
insana ait 4 ayrt BCR-ABL geni tedarik edilmistir. Bu genler AM600680.1,
AM400881.1, AM886138.1 ve EU447303.1 numaralarina sahiptir ve farkli sayida

organik bazdan olusmaktadir.

Bu c¢alismanin ilk asamasinda AM600680.1, AM400881.1, AMS886138.1 ve
EU447303.1 numaralarina sahip sembolik DNA dizilimleri sayisallagtirilmistir.
Sayisallagtirma islemi i¢in EIIP Haritalama Teknigi, Reel Haritalama Teknigi,
Molekiiler Kiitle Haritalama Teknigi, Eslestirilmis Haritalama Tekniginin Hidrojen



Bag1 Enerji Kurali ve Shannon Entropi Temelli Haritalama Teknigi kullanilmistir.
Sayisallastiritlan DNA yapilarina pencerelenmis fourier doniisiimii uygulanmistir.
Boylece zaman alani sinyali esdeger frekans alani sinyaline doniistliriilmistiir ve ilgili
dizilim bolgelerinin sinyal ¢iktilar1 elde edilmistir. Bu ¢iktilar, goriintii kontrastinin
iyilestirilmesi amaciyla kullanilan CLAHE yontemi ile belirginlestirilmistir.
Smiflandirmada farkli pencereleme yaklagimlart kullanilarak ekson ve intron
bolgelerine ait grafikler arttirllmistir ve 63 adet ekson bdlgesi ile 54 adet intron
bolgesini tasvir eden grafikler vasitasiyla olusturulan veri kiimesi kullanilmustir.
Ardindan VGG16, VGG19, Xception, MobilenetV2, InceptionResnetV2,
DenseNet169, DenseNet201, Resnetl01, Resnetl50 ve EfficientNetB7 transfer
ogrenme mimarileri ile siniflandirma saglanmistir. Her bir transfer 6grenme igin
RMSprop optimize edicisi, 0.00007 6grenme orani, 0.7 momentum, le-07 epsilon
degeri ve ikili capraz entropi kayip fonksiyonu kullanilarak egitim gerceklestirilmistir.
Egitim asamasainda son 3 katman (tamamen bagli katman/fully connected layer)
kaldirilmistir ve modelimize uygun bir sekilde yeni katmanlar eklenmistir. Eklenen ilk
katman transfer 6grenme yapmak istedigimiz modeldir. Modelimiz igerisinde
kullanilan agirliklar imagenet veri kiimesi iizerinde gerceklestirilen egitimin
agirliklaridir.  Ardindan, asir1  Ogrenme  problemini azaltilmasi  amaciyla
GlobalAveragePooling2D ve Dropout (0.1 unutma orani) katmanlari sirasiyla
eklenmigtir. Son olarak sigmoid aktivasyon fonksiyonu ile modele 2 ayri ¢ikis
sunulmustur. Her bir haritalama teknigi i¢in tercih edilen transfer 6grenme mimarileri

ve bu mimariler tarafindan elde edilen sonuglar Tablo 4.1 - 4.5’te verilmistir.

Tablo 4.1. Reel haritalama teknigi i¢in elde edilen deneysel 6lgiitler.

Ogr. Akt M. DN YP YN DP BO DYR OZG KSN FO.

VGG16 21 0 20 0 %512 0 %I00 0 0
VGG19 21 0 20 0 %512 0 %100 0 0

Xception 318 1 19 %53.6 %95 %142 %513 %66.6
MobilenetV2 4 17 1 19 %56 %95 %19 %52.7 %67.7
Inception 15 6 3 17 %78.04 %85 %714 %739 %79
ResnetV2
DenseNetl69 0 21 0 20 %487 %100 0  %48.7 %65.5
DenseNet20l 0 21 0 20 %487 %100 0 %487 %65.5
Resnet101 15 6 5 15 %731 %75 %714 %714 %73.1

Tablo 4.1. (Devami) Reel haritalama teknigi i¢in elde edilen deneysel dlgiitler.
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Resnet150 16 5 4 16 %7804 %80 %76.1 %76.1 %78
EfficientNetB7 18 3 6 14 %78.04 %70 9%85.7 %823 %75.6

Tablo 4.2. Molekiiler kiitle haritalama teknigi i¢in elde edilen deneysel 6lgiitler.

Ogr. Akt M. DN YP YN DP BO DYR O0ZG KSN FO.

VGG16 21 0 20 0O 9%51.2 0 %100 0 0
VGG19 1 20 0 20 %51.2 %100 %0.047 %50 %66.6
Xception 8 13 4 16 %585 %80 %38  %55.1 %65.2

MobilenetvV2 18 3
Inception
ResnetV2 120
DenseNet169 4 17
DenseNet201 6 15
Resnet101 13 8
Resnet150 6 15
EfficientNetB7 11 10

[EEN

3 7 %609 %35 %857 %70 %46.6
18 %46.3 %90 9%0.047 %47.3 %62

18 %53 %90 %19 %514 %65.4
18 %585 %90 %285 %545 %67.8
14 %65.8 %70 %619 %63.6 %66.6
14 %48.7 %70 %285 %48.2 %57
15 %634 %75 %523 %60 %66

go oM DN

Tablo 4.3. EIIP haritalama teknigi i¢in elde edilen deneysel dlgiitler.

Ogr. Akt M. DN YP YN DP BO DYR OZG KSN FO.

VGG16 14 7 4 16 %731 %80 %66.6 %69.5 %74.3
VGG19 12 9 6 14 %634 %63.6 %57.1 %60.8 %62.1
Xception 8 13 3 17 %60.9 %85 %38.0 %56.6 %67.9

'V'Ot\)/”ze”“ 21 0 18 2 %560 %10 %100 %100 9%18.1

Inception 51 1 19 o463 %5 0  W4AT5 %633
ResnetVV2

Derl‘zeg'\'“ 17 4 6 14 %756 %70 %80.9 %77.7 %73.6

Derz‘%el'\'“ 11 10 4 16 %658 %80 %52.3 %615 %69.5
Resnetl0l 19 2 13 7 %634 %35 %904 %77.7 %482
Resnetl50 12 9 6 14 %634 %70 %57.1 %60.8 9%65.0

Efﬁcéf?”t'\'et 14 7 5 15 %707 %75 %66.6 %68.1 %713

Tablo 4.4. Shannon entropi temelli haritalama teknigi icin elde edilen deneysel
Olctitler.

Ogr. Aktt M. DN YP YN DP BO DYR 0ZG KSN FO.

VGG16 21 0 20 0O %51.2 0 %100 0 0
VGG19 21 0 20 O %512 0 %100 0 0
Xception 12 9 1 19 %756 %95 %57.1 %67.8 %79.1
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Tablo 4.4. (Devami) Shannon entropi temelli haritalama teknigi i¢in elde edilen
deneysel oOlgiitler.

Mobilenet 5 16 0 20 %60.9 %100 %23.8 %555 %70.9
V2
Inception 16 5 4 16 %78.04 %80 %76.1 %76.1 %78
ResnetV2
DenseNetl69 13 8 5 15 %68.2 %75 %619 %652 %69.7
DenseNet 2 19 1 19 %512 %95 %0.095 %50 %65.5
201
Resnet101 17 4 5 15 %78.04 %75 %80.9 %78.9 %76.9
Resnet150 14 7 8 12 %634 %60 %63.6 %63.1 %61.5
EfficientNetB7 15 6 5 15 %731 %75 %714 %714 %73.1

Tablo 4.5. Eslestirilmis haritalama tekniginin hidrojen bagi enerji kurali igin elde
edilen deneysel oOlglitler.

Ogr. Akt M. DN YP YN DP BO DYR OZG KSN FO.

VGG16 21 0 20 0 %512 0 %100 0 0
VGG19 21 0 20 0 %512 0 %100 O 0
Xception 14 7 4 16 %731 %80 %66.6 %669.5 %74.3
Mo'i’/"ze”et 19 2 12 8 9658 %40 9904 %80 9653.3

Inception 15 6 5 15 %731 %75 %714 %714 %73.1
ResnetV2

Derl‘ZegNEt 10 11 4 16 %634 %80 %47.6 %59.2 9668.0
DenseNet

ool 7 14
Resnet101 13
Resnet150 15
EfficientNetB7 16

18 9%60.9 %90 %33.3 %56.2 %69.1

17 %731 %85 %619 %68 %75.5
14 %70.7 %70 %714 %70 %70
17 %804 %85 %76.1 %77.2 %80.9

o1 O 0
Wow N

Tablo 4.1 - 4.5 incelendiginde performans degerlendirme kriterlerine gore eslestirilmis
haritalama tekniginin hidrojen bagi enerji kurali kullanilarak sayisallagtirilan DNA
dizilimleri iizerinde EfficientNetB7 mimarisinin ulagtigi basarim kriterleri diger
haritalama teknikleri ve transfer 6grenme mimarilerine kiyasla daha basarili sonuglar
tiretmistir. Ayn1 zamanda EfficientNetB7 mimarisi i¢in énemli bir kisim olan mobil
ters ¢evrilmis dar bogaz konvoliisyonu (Mobile Inverted Bottleneck Layer/MBConv)
ile konvoliisyon katmaninin basi ve sonu arasinda olusturulan bir gecis ile hesaplama
oraninda iyilesme saglanmistir.  Sonuglarin  yorumlanmasinda  kullanilan

degerlendirme kriterleri asagida agiklanmistir.
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Dogru Negatif (DN)
Uzmanlar tarafindan ekson bolgesi olarak etiketlenen DNA dizilimleri i¢in bilgisayar

destekli sistemler tarafindan ekson bolgesi olarak yapilan dogru tahminlerin sayisidir.

Yanhs Pozitif (YP)
Uzmanlar tarafindan ekson bolgesi olarak etiketlenen DNA dizilimleri i¢in bilgisayar

destekli sistemler tarafindan intron bolgesi olarak yapilan yanlis tahminlerin sayisidir.

Yanhs Negatif (YN)

Uzmanlar tarafindan intron bolgesi olarak etiketlenen DNA dizilimleri i¢in bilgisayar
destekli sistemler tarafindan ekson bolgesi olarak yapilan yanlis tahminlerin sayisidir.
Dogru Pozitif (DP)

Uzmanlar tarafindan intron bolgesi olarak etiketlenen DNA dizilimleri i¢in bilgisayar

destekli sistemler tarafindan intron bolgesi olarak yapilan dogru tahminlerin sayisidir.

Basar1 Oram (BO)
Ekson ve intron bolgeleri i¢in yapilan dogru tahmin sayisinin tiim tahminlere oranini

ifade eden degerlendirme olgiitiidiir.
Matematiksel ifadesi denklem 3.75’te verilmistir.
DO=(DP+DN)/(DP+YP+DN+YN) (3.75)

Elde edilecek basar1 orani kriterinin %100 ya da %100’e yakin bir sonug iiretmesi
hedeflenmektedir.

Duyarhhk (DYR)
Uzmanlar ve bilgisayar destekli sistemler tarafindan intron bdlgeleri i¢in yapilan ortak
tahminlerin intron boélgeleri kapsaminda yapilan tiim tahminlere oranini ifade eden

degerlendirme oSlgiitiidiir. Matematiksel ifadesi denklem 3.76°da verilmistir.
DYR=DP/(DP+YN) (3.76)

Elde edilecek duyarlilik kriterinin %100 ya da %100’e yakin bir sonug liretmesi
hedeflenmektedir.

Ozgiilliik (OZG)

Uzmanlar ve bilgisayar destekli sistemler tarafindan ekson bolgeleri i¢in yapilan ortak
tahminlerin ekson bolgeleri kapsaminda yapilan tiim tahminlere oranini ifade eden
degerlendirme oOlgtitiidiir. Matematiksel ifadesi denklem 3.77°de verilmistir.
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OZG=DN/(DN+YP) (3.77)

Elde edilecek 6zgiillik kriterinin %100 ya da %100’e yakin bir sonug iiretmesi
hedeflenmektedir.

Kesinlik (KSN)

Ekson ve intron bolgeleri kendilerine 6zgii kritik bilgiler tastyan bolgelerdir ve bu
bolgelerin  dogru bir sekilde birbirinden ayirt edilmesi 6nemlidir. Kesinlik
degerlendirme Olgiitli, bilgisayar destekli sistemler i¢in bolgelerin ayirt edilme

dogrulugu ifade eder. Matematiksel ifadesi denklem 3.78’de verilmistir.
KSN=DP/(DP+YP) (3.78)

Elde edilecek kesinlik kriterinin %100 ya da %100’e yakin bir sonug¢ iretmesi

hedeflenmektedir.

F Olciitii (F O.)
Kesinlik ve duyarlilik kriterlerinin  harmonik ortalamasinin ifade edildigi

degerlendirme oGlgiitiidiir. Matematiksel ifadesi denklem 3.79’da verilmistir.
F O. =(2*kesinlik*duyarlilik)/(kesinlik-+duyarlilik) (3.79)

Elde edilecek F Olgiitii’niin %100 ya da %100’e yakin bir sonug iiretmesi

hedeflenmektedir.

Bu bilgiler 151g1nda Tablo 4.6 - 4.10°da yer alan performans o6lgiitleri incelendiginde
calismanin birinci kismi i¢in en basarili haritalama teknigi, eslestirilmis haritalama
tekniginin hidrojen bagi enerji kurali ve en basarili transfer 6grenme mimarisi,
EfficientNetB7’dir. Ayn1 zamanda hidrojen bag1 enerji kurali ile sayisallagtirilan DNA
dizilimlerinin ~ EfficientNetB7  transfer =~ 6grenme  mimarisi  kullanilarak
siniflandirilmasinin sonucunda ekson ve intron bdlgelerinin ayirt edilmesine iliskin

basarimin ROC egrisi lizerinden tasviri Sekil 4.1°de gosterilmistir.
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Sekil 4.1. Hidrojen bagi enerji kurali ile sayisallagtirllan DNA dizilimlerinin
EfficientNetB7 transfer grenme mimarisi kullanilarak siniflandirilmasinin
sonucunda ekson ve intron bdlgelerinin ayirt edilmesine iliskin bagsarimin
ROC egrisi ile tasviri

ROC egrisi grafiginde her bir kategori i¢in ¢izilen egrilerin altinda kalan alanin %100

ya da %100’e yakin olmasi hedeflenir. Bu durum mevcut kategorilere iligkin tanima

oranlarinda basarili tahminler iiretildigini gostermektedir. Bu dogrultuda Sekil 4.1°de
verilen ROC egrisi grafigi incelendiginde ekson ve intron bolgelerinin tanima

performansinda basarili ¢iktilar {retildigi goriilmiistiir. Ancak ulasilan tanima

performansinin iyilestirilmesi planlanmis ve ikinci agsama gerceklestirilmistir.

Calismanin ikinci asamasinda, AM600680.1, AMA400881.1, AMS886138.1 ve
EU447303.1 numaralarina sahip olan sembolik DNA dizilimleri ilk agsamadaki en
basarili haritalama teknigi olan Eslestirilmis Haritalama Tekniginin Hidrojen Bagi
Enerji Kurali ile sayisallastirilmistir. Ardindan sayisallastirilan DNA dizilimlerine
Pencerelenmis Kisa Zamanli Fourier Doniisiimii uygulanmistir. Boylece kisa zamanl
fourier doniistimii yontemi ile fourier doniisiimii yonteminin es zamanli olarak
iiretilemeyen zaman ve frekans bilgisine iliskin eksiklik kismen tolere edilmistir.
Pencerelenmis kisa zamanli Fourier doniisiimii yontemi ile elde edilen spektrogramlar

Sekil 4.2°de verilmistir.
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Ekson Spektrogramlari

Intron Spektrogramlari

AR LU

Sekil 4.2. BCR-ABL gen dizilimlerindeki ekson ve intron bdlgelerine iligkin
spektrogramlar

Pencerelenmis kisa zamanli fourier dontisiimii ile elde edilen spektrogramlar, birinci
asamadaki en basarili transfer Ogrenme mimarisi olan EfficientNetB7 ile
siiflandirilmistir. Siiflandirmada farkli pencereleme yaklasimlari kullanilarak ekson
ve intron bolgelerine ait spektrogramlar arttirilmistir ve 63 adet ekson bolgesi ile 54
adet intron bolgesini tasvir eden spektrogramlar vasitasiyla olusturulan veri kiimesi
kullanilmistir. AM600680.1, AM886138.1, AM400881.1, EU447303.1 numaralarina
sahip her bir DNA diziliminde yer alan bolgelerin test veri kiimesi ve kalan verilerin
egitim veri kiimesi olarak sirasiyla kullanilmasinin sonucunda ulasilan dogruluk

oranlarina ve kayip degerlerine iliskin grafikler Sekil 4.3. ve Sekil 4.4°te verilmistir.

Modelin Bagar1 Oran1 Modelin Bagar: Orami
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Sekil 4.3. 4 farkli test kiimesi iizerinde gercgeklestirilen siniflandirma sonucunda elde
edilen dogruluk oranlari
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Sekil 4.4. 4 farkl test kiimesi lizerinde gergeklestirilen siniflandirma sonucunda elde
edilen kay1p degerleri

Dogruluk oranina iligskin grafikler incelendiginde AM600680.1 ve AMS886138.1
numaralt DNA dizilimleri i¢in basar1 oranlar1 %100’e ulasmaktadir ve kayip degeri
0’a yaklagsmaktadir. Bununla birlikte AM400881.1 ve EU447303.1 numarali DNA
dizilimlerine iligskin basar1 oranlar1 %50-%70 seviyelerindedir ve kayip degerleri 1.0-
2.0 arasinda seyretmektedir. Ayn1 zamanda AM400881.1 ve EU447303.1 numaral

DNA dizilimleri i¢in basar1 oranlar1 ve kayip degerlerine ait ¢iktilar istikrarsizdir.

Bu calismada iiretilen AM600680.1 ile AM886138.1 ve AM400881.1 ile EU447303.1
DNA dizilimlerine iliskin grafikler iki farkli sekilde yorumlanmaktadir. Ilk olarak
AM600680.1 ile AM886138.1 DNA dizilimleri i¢in yiiksek performans gosteren bir
siniflandirma eylemi gerceklesmistir. Bunun sebebi egitim veri kiimesinde farkli DNA
baz uzunluguna sahip olan DNA dizilimlerinin spektral yogunluk bilgisini i¢eren
spektrogramlarin yeterli sayida bulunmasidir. Farkli uzunluktaki DNA dizilimlerinin
spektral yogunluk bilgisini igeren zengin bir veri kiimesi sayesinde egitilen model
cesitli DNA uzunluklarina ait spektral yogunluk bilgisini 6grenecektir. Boylece test
veri kiimesi 6grendigi bilgiler iizerinden test edilecektir. Ote yandan diisiik performans

gosteren AM400881.1 ve EU447303.1 DNA dizilimleri i¢in modelin egitildigi egitim
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veri kiimesi belirli uzunluktaki niikleotit dizilimlerinden olusmaktadir. Bdylece
yetersiz veri barindiran egitim veri kiimesi vasitasiyla spektral yogunluk bilgisi ile
eslesen kategori bilgisi yapay zeka tabanli transfer 6grenme mimarileri tarafindan
eksiksiz bir sekilde 6grenilemeyecektir. Bu durumun sonucunda kararsiz tahminler

tiretilecek ve basar1 oran1 diisecektir.

Bu kisimda AM600680.1, AMS886138.1, AM400881.1, EU447303.1 DNA
dizilimlerinin her biri, test kiimesi olarak kalan dizilimlerin de egitim kiimesi olarak
63+54 gorintii lizerinden analiz edilmistir. Bununla birlikte yeni bir degerlendirme
stireci daha sunulmustur. Bu dogrultuda eslestirilmis haritalama tekniginin hidrojen
bagi ile sayisallastirilan dort ayrt DNA diziliminin ekson ve intron bolgelerine ait
toplam 117 adet spektrograma veri ¢ogaltma yaklasimi uygulanmigtir. Bdylece ekson
ve intron bolgelerine iliskin spektrogramlar; yatay cevirme, dikey ¢evrime, dondiirme,
kirpma, giiriiltii ekleme, kontrast degistirme teknikleri ile arttirilmistir. Ekson
bolgesine ait 220 adet spektrogram ve intron bolgesine ait 210 adet spektrogram ile
yeni veri kiimesi olusturulmustur. Bu veri kiimesindeki spektrogramlar, egitim ve test
kiimesi i¢in %70 ve %30 oranlarinda 42 olarak atanan seed parametresi ile rastgele
dagitilmistir. Ardindan EfficientNetB7 derin 6grenme mimarisi ile siniflandirma
asamas1 gerceklestirilmistir.  Veri c¢ogaltma yaklasimi ile sayist arttirilan
spektrogramlarin EfficientNetB7 derin 6grenme mimarisi ile siniflandirilmasinin

sonucunda elde edilen basar1 oranina ve kayip degerine iliskin grafikler Sekil 4.5°te

verilmistir.
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Sekil 4.5. Veri cogaltma yaklasimi ile sayis1t arttirilan  spektrogramlarin
EfficientNetB7 derin 6grenme mimarisi ile siniflandirilmasi
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Egitim veri kiimesindeki 301 adet goriintii ile egitilen model, 129 adet goriintiiniin yer
aldig: test veri kiimesinde test edilmistir. Egitim ve test veri kiimesinde ulagilan basar1
oranlar1 sirastyla %100 ve %86.05 olarak elde edilmistir. Egitim ve test veri kiimesine
rastgele atanan spektrogramlar ile gergeklestirilen egitim boyunca istikrarli sonuglar
tiretilmesi basarili bir egitim siirecini ve ulasilan c¢iktilarin kararli oldugunu

gostermektedir.

4.2. DNA Dizilimleri ile ALL ve KML Malignitelerinin Simiflandirilmasinin
Sonucunda Elde Edilen Bulgular

Bu boliimde l0seminin temel tiirlerinden olan ALL ve KML malignitelerinin
siiflandirilmasi amaciyla 2 farkli asamada gerceklestirilen bir ¢alisma sunulmustur.
Bu c¢alismada genetik temelli ALL ve KML malignitelerinin tanisinda 6énemli bir
ayira¢ olan BCR-ABL geni kullanilmigtir. NCBI gen bankasindan tedarik edilen ve
farklt DNA baz uzunluklarina sahip olan ALL tanis1 almis 35 ayrt BCR-ABL geni ile
KML tanis1 almig 27 ayr1 BCR-ABL geni analiz edilmistir.

Bu ¢aligmanin ilk asamasinda 35+27 farkli BCR-ABL gen dizilimi sabit haritalama
teknikleri ve fiziko-kimyasal 0Ozellik tabanli  haritalama teknikleri ile
sayisallagtirllmistir. Sayisallastirilan DNA dizilimlerinin spektral yogunluk bilgisi,
Kisa Zamanli Fourier Dontisiimii ve Siirekli Dalgacik Dontigtimii yontemleri ile
spektrogramlara yansitilmistir. Ardindan ALL ve KML malignitelerine iliskin
kategoriler ile eslestirilen spektrogramlar DGCNN yaklagimi ile siniflandirilmistir.
Her bir haritalama teknigi igin tercih edilen sinyal isleme yontemi ile ulasilan sonuglar

Tablo 4.6. ve 4.7°de verilmistir.

Tablo 4.6. Kisa zamanl fourier doniisiimii kullanilarak elde edilen spektrogramlarin
DGCNN yaklagimi ile siniflandirilmasinin sonucunda elde edilen deneysel
Olctitler.

Haritalama DP YP YN DN BO DYR 0zG KSN FO.
Teknikleri

Reel HT 9 2 6 3 055 060 050 054 056
Molekiiler
Kiitlo HT 4 4 5 055 057 050 072 063
Tamsayt HT 11 0 5 4 0,65 0,62 0,75 0,90 0,73
Kaﬁ?slk 5 6 3 055 057 050 072 063
EIIP HT 9 2 3 6 045 050 044 009 015
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Tablo 4.6. (Devami) Kisa zamanli fourier doniisiimii kullanilarak elde edilen
spektrogramlarin DGCNN yaklagimi ile siniflandirilmasinin
sonucunda elde edilen deneysel olgiitler.

Atonﬁ; Sayt 19 1 5 4 075 075 075 081 077
DNA-

vingteur 8 37 2 055 057 050 072 063

Eslestirilmis

ot 9 25 4 065 064 066 081 071

Tablo 4.7. Siirekli dalgacik doniisiimii kullanilarak elde edilen spektrogramlarin
DGCNN yaklasimi ile siniflandirilmasinin sonucunda elde edilen deneysel
Olciitler.

Haritalama DP YP YN DN BO DYR 0ZG KSN F O.
Teknikleri

Reel HT 6 5 4 5 060 060 060 081 0,68
Molekiiler 8 3 6 3 060 063 055 063 0,63
Kiitle HT

Tamsayt HT 10 6 3 0,75 0,68 1 1 0,81
Karﬁ“ﬁ‘k 8 3 6 3 055 050 037 054 051
EIIP HT 1 10 1 8 075 075 075 081 0,77

Atorﬁﬁsayl 9 2 3 6 070 066 080 090 0,76

DNA-
4 72 1

Yirtiyiis HT 8 3 6 3 050 053 040 O 0,6

Eslestirilmis
SawalHT 0 2 5 4 065 064 066 081 071

Tablo 4.6 ve 4.7°de verilen degerlendirme kriterleri incelendiginde siirekli dalgacik
doniistimii yontemi ile elde edilen sonuglarin kisa zamanli fourier donisiimii
yontemine kiyasla daha basarili ¢iktilar tirettigi goriilmektedir. Bu durum dalgacik
donlisimii  yonteminin giiglii bir zaman ve frekans ¢Oziniirliigli sunmast ile
aciklanmaktadir. Ek olarak dalgacik donilisiimii yontemi, yiiksek frekanslarin kisa
stireli ve diisiik frekanslarin uzun siireli dalgacik ile belirtilmesi nedeniyle dinamik
sinyallerin analizinde tercih edilmektedir. Bununla birlikte ¢alismanin bu kisminda
yapilan analizler DNA uzunlugu ile iliskili ¢iktilar sunmaktadir. Bu nedenle ALL ve
KML malignitelerinin siniflandirma performansinmi iyilestirmek ig¢in ikinci asama

gerceklestirilmistir.

Calismanin ikinci asamasinda 35+27 farkli BCR-ABL gen dizilimi i¢in sayisallastirma

islemi [48] makalesinde Onerilen Shannon Entropi Temelli Haritalama Teknigi ile
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yapilmustir. Bu teknik ile kodon dagilimlarina iliskin entropi degerleri hesaplanmuistir.
Ardindan DNA uzunlugundan bagimsiz bir degerlendirme saglamak icin
sayisallagtirilan DNA dizilimlerinden istatistiksel ve yapisal 6zellikler ¢ikarilmistir.
Bu 6zellikler, uyarlanabilir bulanik mantik algoritmasi (ANFIS) ile siniflandirilmastir.
Uyarlanabilir bulanik mantik algoritmasi ile gergeklestirilen siniflandirma islemi

sonunda ulasilan degerlendirme kriterleri Tablo 4.8’de verilmistir.

Tablo 4.8. Uyarlanabilir bulanik mantik yaklasimi kullanilarak gergeklestirilen
siniflandirma sonucunda elde edilen deneysel 6l¢iitler

Haritalama DP YP YN DN BO DYR 0ZG KSN F O.
Teknikleri

Bulanik
Mantik 8 4 2 6 0,70 0,80 0,60 0,66 0,72
Y ontemi*

Bulanik
Mantik 10 2 2 6 0,80 0,83 0,75 0,83 0,83
Y Ontemi**

DGCNN Approach1*=GMDH aglar1 ile elde edilen sayisal ¢ikarimin ozellikler
icerisinde yer almamasi sonucunda elde edilen deneysel dlgiitler

DGCNN Approach2**=GMDH aglar1 ile elde edilen sayisal ¢ikarimin o6zellikler
icerisinde yer almasi sonucunda elde edilen deneysel dlgiitler

Tablo 4.8’de verilen degerlendirme kriterlerine gére ANFIS algoritmasi tarafindan
ALL ve KML malignitelerinin ayirt edilme giicii ve tespit dogrulugu iyilestirilmistir.
Bu durum DNA uzunlugundan bagimsiz bir ¢ikarim saglanmasi ve DNA ‘nin bulanik
konfiglirasyon yapisina uygun olan ANFIS algoritmasinin kullanilmasi ile

acgiklanmaktadir.

4.3. Mikrodizi Veri Kiimesi Kullanillarak ALL ve AML Malignitelerinin
Siniflandirilmasinin Sonucunda Elde Edilen Bulgular

Bu boliimde ldseminin temel tiirlerinden olan ALL ve AML malignitelerinin
siiflandirilmasi amaciyla 2 farkli asamada gerceklestirilen bir ¢aligma sunulmustur.
Bu ¢alismada Bioinformatics laboratory [97] vasitasiyla temin edilen gen ekspresyon
verileri analiz edilmistir. Organizmanin genetik kodonunun alt kiimesi olarak ifade
edilen gen ekspresyonu [23] farkli birgok genin nispi ekspresyon seviyesi iizerinden

molekiiler tan1 imkani1 saglamaktadir [25]. Bu calismada kullanilan gen ekspresyon
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verileri 5147 gen ve 72 6rnekten (47 ALL ve 25 AML) olusmaktadir. Ancak 5147 gen
verisinin hepsi aragtirilan malignitelere iligkin bilgi tasimaz. Bu durum hesaplama
yukii ve zaman kayb1 olusturur. Ayn1 zamanda hastalikla iliskisiz genlerin hastalikla
iliskili genler {izerinde giiriiltii olusturmasiyla yanlis ¢ikarimlar olusturma ihtimali
barindirir. Bu problemlerin iistesinden gelmek ve basarili bir ¢gikarim yapmak amaciyla
yiiksek boyut sunan mikrodizi veri kiimesine sirasiyla pargacik siirii optimizasyon
algoritmasi, karinca optimizasyon algoritmasi ve balina optimizasyon algoritmasi
uygulanmistir. Her bir optimizasyon algoritmasi i¢in elde edilen potansiyel genlerin
spektral yogunluk bilgisi siirekli dalgacik doniisiimii yontemi ile spektrogramlara
yansitilmigtir.  Ardindan spektrogramlarin yerel kontrastt CLAHE yontemi ile
tyilestirilmistir. Son olarak ALL ve AML maligniteleri i¢in iyilestirilen bu
spektrogramlar DGCNN yaklagimi ile smiflandirilmistir. Her bir optimizasyon
teknigine gore tercih edilen siniflandirma algoritmalar1 i¢in ulasilan sonuglar Tablo

4.9, 4.10. ve 4.11°de verilmistir.

Tablo 4.9. Karinca optimizasyon algoritmasi kullanilarak se¢ilen potansiyel genlerin
smiflandirma performansi tizerindeki etkisini gosteren deneysel kriterler

Yontemler BO DYR 0ZG KSN F O.
VGG19 Mimarisi %73.3 0 %2100 0 0
Inceptionv3 %73.3 0 %100 0 0
Mimarisi
MobilenetV2 %66.6 %75 %63.6 %42.8 %54.5
Mimarisi
DenseNet201 %73.3 %2100 %63.6 %50 %66.6
Mimarisi
Resnet150 %80 %75 %381.8 %60 %66.6
Mimarisi
DGCNN Yaklasimi 9093.3 %80 %2100 %2100 %388.8
KNN Algoritmasi %80 %100 %72.72 %57.14 %72.72
Karar Agaci Alg. %80 %50 %90.90 %66.6 %57.11
Rastgele Orman %73.33 %25 %90.90 %50 %33.33
Alg.
SVM Alg. %386.6 %75 %90.90 %75 %75
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Tablo 4.10. Pargacik siirii optimizasyon algoritmasi kullanilarak secilen potansiyel
genlerin siniflandirma performansi iizerindeki etkisini gosteren deneysel

kriterler
Yoéntemler BO DYR 0zZG KSN FO.
VGG19 Mimarisi %73.3 0 %2100 0 0
Inceptionv3 %33.3 %100  %09.09 %28.5 %44.4
Mimarisi
MobilenetV?2 %66.6 %100 %54.5 %44.4 %61.5
Mimarisi
DenseNet201 %33.3 %100  %09.09 %28.5 %44.4
Mimarisi
Resnet150 %73.3 %50 %81.8 %50 %50
Mimarisi
DGCNN Yaklasimi %086.6 %80 %90 %80 %80
KNN Algoritmasi %80 %75 %81.81 %60 %66.6
Karar Agaci Alg. %80 %50 %90.90 %66.6 %57.11
Rastgele Orman %73.33 %25 %90.90 %50 %33.33
Alg.
SVM Alg. %386.6 %75 %90.90 %75 %75

Tablo 4.11. Balina optimizasyon algoritmasi kullanilarak segilen potansiyel genlerin
smiflandirma performansi tizerindeki etkisini gosteren deneysel kriterler

Yontemler BO DYR 0ZG KSN F O.
VGG19 Mimarisi %73.3 0 %100 0 0
Inceptionv3 %26.6 %100 0 %26.6 %42.1
Mimarisi
MobilenetV2 %380 %100 %72.7 %57.1 %72.7
Mimarisi
DenseNet201 %46.6 %100  %27.27 %33.3 %50.01
Mimarisi
Resnet150 %53.3 %100 %36.3 %36.3 %53.3
Mimarisi
DGCNN Yaklagimi %86.6 %60 %100 %100 %75
KNN Algoritmast %73.3 %50 %381.81 %50 %50
Karar Agaci Alg. %80 %50 %90.90 %66.6 %57.11
Rastgele Orman %73.33 %25 %90.90 %50 %33.33
Alg. %80 %75 %90.90 %60 %66.6
SVM Alg.

Tablo 4.9, 4.10. ve 4.11. incelendiginde performans degerlendirme kriterlerine gére

transfer 6grenme mimarileri ve geleneksel siniflandirma algoritmalarina kiyasla

tiretilen maksimum basar1 orani1 graf evrisim katmanlari ile CNN katmanlarinin

birlikte kullanilmasina imkan tantyan DGCNN yontemi ile ulagilmistir. Ek olarak siirii
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zekast temelli karinca optimizasyon algoritmasi kullanilarak segilen potansiyel
genlerin DGCNN yontemi ile siniflandirilmasinin sonucunda en iyi performans elde

edilmistir.

4.4, Mikrodizi Veri Kiimesi Kullamlarak ALL, AML ve MLL Malignitelerinin
Siniflandirilmasinin Sonucunda Elde Edilen Bulgular

Bu boliimde 16semi hastaligina iliskin ALL, AML ve MLL malignitelerinin
siiflandirilmasi amaciyla Bioinformatics laboratory [97] vasitasiyla temin edilen gen
ekspresyon verileri analiz edilmistir. Bu ¢alismada kullanilan gen ekspresyon verileri
12533 gen ve 72 6rnekten (24 ALL, 28 AML ve 20 MLL) olugmaktadir. Ancak 12533
gen verisinin hepsi arastirilan malignitelere iliskin bilgi tasimamaktadir. Bu nedenle
12533 genden olusan veri kiimesine balina optimizasyon algoritmasi uygulanmis ve
hastalikla iligkili potansiyel genler seg¢ilmistir. Ardindan segilen potansiyel genler
LSTM sinir agina girdi olarak verilmistir. Test veri kiimesinin 100 farkli seed degeri
ile karistirllmasinin sonucunda elde edilen 100 ayr1 test kiimesi i¢in ulagilan ortalama
basar1 orant %89.883 olarak bulunmustur. Bu durum LSTM modelinin ti¢ farkli tiir
icin drettigi dizi tahmin islevinin modele basar1 bir sekilde uygulandigini

gostermektedir.

Bu boliimde tercih edilen LSTM mimarisi genellikle metin analizi ya da zaman
serilerinin tahmin siireglerinde kullanilmaktadir. Ancak farkli bir¢ok amag
dogrultusunda iiretilecek karar destek sistemleri igin de basarili ¢gikarimlar yapabilecek
fiziksel tinitelere sahiptir. Boylece birbiri ile etkilesim icerisinde olarak nihai sonucu
tireten dongiisel baglantilara ve agin gegici durumunu rastgele periyotlar ile
hatirlayabilme eylemine sahip olan LSTM sinir ag1 mimarisi [146], gen ekspresyon
verilerinin birbiri ile iligkisini hatirlama islevleri ile dinamik tutarak giiclii bir

siniflandirma siireci insa etmistir.

4.5. Dijitallestirilmis Periferik Kan Yayma Goriintiilleri Kullamlarak ALL
Malignitesine Iliskin Tespitin Sonucunda Elde Edilen Bulgular

Bu boliimde 16semi hastalifina iliskin ALL malignitesinin tespiti amaciyla Acute
Lymphoblastic Leukemia Image Database [98] vasitasiyla temin edilen normal ve
ALL hastaliklarina sahip bireylerin dijitallestirilmis periferik kan yayma gortintiileri

analiz edilmistir. Periferik kan yayma goriintiilerindeki blast hiicrelerin tespiti ve
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kandaki yogunlugu ldseminin temel tiirii olan ALL malignitesinin tanisinda ve
tedaviye verilen yanitin degerlendirilmesinde o6nemlidir. Bu nedenle sunulan
calismada periferik kan yayma goriintiileri lizerinde YOLOv4 algoritmasi ile blast

hiicreleri tespit edilmis ve ardindan blast hiicre sayisina iliskin bilgi verilmistir.

Bu boliimde tercih edilen YOLOv4 nesne tespit algoritmasi, CSPDarknet53 omurga
yapisina sahiptir. Bu kisstm CNN’in 6grenme kabiliyetini gelistirir. Ayn1 zamanda
bellek ve hesaplama maliyetlerini azaltir [136]. Boylece tibbi karar destek
sistemlerinde harcanilan zamanin indirgenmesini saglar. Ek olarak YOLO, iki asamali
nesne tanima ¢ergevelerine kiyasla sahip oldugu tek asamali nesne tanima gergevesi
ile daha hizli nesne tespit siireci insa eder [141]. YOLOv4 algoritmasi ile ALL-IDB1
ve ALL-IDB2 veri kiimeleri tizerinde 3000 iterasyon boyunca gerceklestirilen egitim

sonucunda elde edilen kay1p degerleri Sekil 4.6°da verilmistir.

i,

- - 2om 10 1.0
’ SPpren. time lell = 078 hawr

Sekil 4.6. ALL-IDB1 +ALL-IDB2 veri kiimesi iizerinde 3000 iterasyon boyunca
gerceklestirilen egitim siireci i¢in liretilen kayip degerleri

Sekil 4.6°da verilen grafikteki kayip kriterine iliskin oran, 1800 iterasyon boyunca

asamal1 bir sekilde azalmistir ve son 1200 iterasyonda ise istikrarli bir sekilde devam

ederek sonlanmistir. Bu durum giicli ve kararli bir modelin insa edildigini

gostermektedir. Ayni zamanda egitilen bu modelin goriintiiler iizerinde tirettigi blast

hiicre tespitinin basarisi da incelenmistir. Bu amagla periferik kan mikroskobunun

farkli biiyiitme oranlari ile elde edilen dijitallestirilmis kan yayma goriintiileri, egitilen
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modele girdi olarak verilmistir. ALL-IDB1 ve ALL-IDB2 veri kiimelerinden tedarik
edilen ikiser 6rnek i¢in elde edilen sonuglar Sekil 4.7. ve Sekil 4.8’de sunulmustur.

Sekil 4.7. ALL-IDBI test veri kiimesinden rastgele secilen iki 6rnek icin egitilen
model tarafindan tretilen g1kt

Sekil 4.8. ALL-IDB2 test veri kiimesinden rastgele secilen iki 6rnek icin egitilen
model tarafindan tiretilen ¢ikti

Sekil 4.7. ve Sekil 4.8’de verilen ¢iktilarda blast hiicrelerin mevcut oldugu goriintiiler
tizerinde sinirlayici kutular ile blast hiicreleri belirtilmistir. Ek olarak tespit edilen blast
hiicre sayisina iligkin bilgi de ¢ikti gériintiisii ile birlikte verilmistir. Bununla birlikte
blast hiicrenin bulunmadig1 goriintiiler iizerinde farkli bir kan hiicresi i¢in blast hiicre

tespiti yapilmamistir.

4.6. Mikrodizi Veri Kiimesi Kullamlarak T-ALL, B-ALL ve T-LL
Malignitelerinin Simiflandirilmasinin Sonucunda Elde Edilen Bulgular

Bu boliimde 16semi hastaligina iliskin T-ALL, B-ALL ve T-LL malignitelerinin

siiflandirilmasi amaciyla Bioinformatics laboratory [97] vasitasiyla temin edilen gen
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ekspresyon verileri analiz edilmistir. Bu ¢alismada kullanilan gen ekspresyon verileri
15434 gen ve 48 ornekten (20 T-ALL, 18 T-LL ve 10 B-ALL) olusmaktadir. Ancak
15434 gen verisinin hepsi arastirilan malignitelere iligskin bilgi tasimamaktadir. Bu
nedenle hastalikla iliskili potansiyel genler balina optimizasyon algoritmasi ile veri
kiimesinden secilmistir. Ardindan T-ALL, B-ALL ve T-LL kategorileri i¢in segilen

uygun genler adaptif bulanik mantik algoritmasi ile siniflandirilmistir.

T-ALL, B-ALL ve T-LL immiinfenotipik, sitogenetik, patolojik, klinik ve molekiiler
Ozelliklerinden dolay1 ortak terminoloji kapsaminda incelenen malignitelerdir.
Bununla birlikte malignitelerin ayirt edilmesini saglayan farkli oOzellikler de
mevcuttur. Bu ¢alismada bahsedilen bulanik durumlar i¢in malignitelerin belirsiz
yapilarina uygulanan ANFIS algoritmasi ile genler arasi iligkilerden ¢ikarilan bulanik

cikarimlarin 3 ayr1 kategori ile eslestirilmesi saglanmistir.

ANFIS yapisi, yapay zekanin veriler lizerindeki 6grenme kabiliyeti ile bulanik
mantigin veriler lizerindeki ¢ikarim giiclinii birlestiren bir sinir agidir. Belirsizlikler
iceren durumlara karsin bulanik setler i¢in net girdi desenleri esleyen bulaniklastirict
modiile sahiptir. Bu c¢alisma ile ANFIS’in ¢ikarim giiclinden faydalanarak bulanik
cikarimlar elde edilmistir. Ancak tiretilen bu ¢ikarimlari iyilestirmek amaciyla ANFIS
algoritmas1 hem pargacik siirii optimizasyon algoritmas: hem de yapay ar1 kolonisi
optimizasyon algoritmasi ile hibrit kullanilmigtir. Boylece ANFIS algoritmasi igin
tercih edilen iiyelik fonksiyonuna ait parametreler sirasiyla pargacik siirii optimizasyon
ve yapay ar1 kolonisii optimizasyon algoritmalari ile optimize edilmistir. Son olarak
ANFIS, ANFIS+ABC ve ANFIS+PSO yapilarindan elde edilen bulanik ¢iktilar
topluluk 6grenme yaklagimi kapsaminda degerlendirilmistir. Boylece tek bir 6rnegi
nitelendiren {i¢ farkli ¢ikarim sonucunda olusturulan veriler, lojistik regresyon
algoritmasi ile siniflandirilmistir. Elde edilen basar1 orani, geleneksel siniflandirma
algoritmalar1 (karar agaci, rastgele orman, destek vektor makineleri, naive bayes, k
ortalama) ve k ortalama kiimeleme yaklagimu ile karsilagtiritlmistir. T-ALL, B-ALL ve
T-LL malignitelerinin kesinlik, duyarlilik ve f'kriterine gore elde edilen degerlendirme

Olctitleri Tablo 4.12°de verilmistir.
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Tablo 4.12. T-ALL, B-ALL ve T-LL malignitelerinin tespit performanslarina iligkin
degerlendirme kriterleri

T-LL T-ALL B-ALL

Krittr r KSN DYR FO. KSN DYR FO. KSN DYR FO.

KA 0 0 0 %20 %100 %33.3 0 0 0

RO %100 %77,7 %875 %40 %66,6 %50 %66,6 %66,6 %66,6
DVM %100 %22.2 %36.3 %23,0 %100 %42.8 0 0 0

NB %100 %555 %714 %375 %100 %54,5 %100 %66,6 %80
K-Or 0 0 0 %100 %70 %82,3 0 0 0

Oneri %100 %100 %100 %100 %77,7 %875 %50 %100 %66,6

Tablo 4.12. incelendiginde insa edilen bu hiyerarsinin geleneksel makine 6grenmesi
algoritmalarina kiyasla basar1 orani ve her bir malignite i¢in tespit dogrulugu daha
giivenilir sonuglar sunmaktadir. Bu basarinin ilk sebebi metasezgisel optimizasyon
algoritmalarinin tiirevsiz olmasi nedeniyle yerel optimumlardan kaginmasidir [147].
Boylece veri kiimesinden uygun genler secilmistir. Ikinci sebebi net gostergeleri
olmayan malignitelerin siniflandirilmasi i¢in bulanik ¢iktilar tireten ANFIS yapisinin
kullanilmasidir. Ugiincii sebebi ANFIS yapusi ile iiretilen ¢ikarimlarin parcacik siirii
optimizasyon algoritmast ve yapay art kolonisi algoritmasi ile iyilestirilmesidir
Dordiincii sebebi kolektif 6grenme yaklasimi kullanarak birden fazla algoritmaya
iliskin giiciin birlestirilmesi ile daha istikrarli ve kararl ¢iktilarin elde edilmesidir.
Besinci sebebi hata degerini azaltmak icin yumusak gecisler saglayan lojistik

regresyon algoritmasi ile siniflandirilmasidir.

4.7. Beyaz Kan Hiicrelerinin Tespiti ve Siniflandirilmasi Sonucunda Elde Edilen
Bulgular

Bu bolimde bazofil, eozinofil, lenfosit, monosit ve notrofil kan hiicrelerinin
siniflandirilmasi amaciyla 2 asamada gerceklestirilen bir ¢alisma yapilmistir. Calisma
kapsaminda Raabin Health Database veri kiimesinden [99] tedarik edilen

dijitallestirilmis periferik kan yayma goriintiileri kullanilmigtir.

Bu calismanm ilk agamasinda 16semi hastaliginin tanisinda dnemli bir ayirag olan
lenfosit hiicresinin tespiti i¢in nesne tanima yaklagimlart olan YOLOvS5s, YOLOv5x
ve Detectron2 sinir ag1 mimarileri kullanilmistir. Bu mimarilerin iirettigi basar1 orani

Sekil 4.9°da yer alan karisiklik matrisi ile ifade edilmistir.
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Sekil 4.9. Lenfosit hiicrelerinin tanisinda kullanilan YOLOvS5s, YOLOv5x ve
Detectron2 sinir ag1 mimarileri ile elde edilen karisiklik matrisleri

Karigiklik matrisi ile hesaplanan basari orant YOLOvSs, YOLOv5x ve Detectron2

mimarileri i¢in sirastyla %83.3, %94.6 ve %93.6 olarak elde edilmistir. Nesne tanima

mimarileri arasinda lenfosit tespitine iliskin tanima dogrulugu, YOLOvSx ve

Detectron2 mimarileri i¢in ayni oranda ¢ikti liretmistir. Ancak genel dogruluk oran

YOLOv5x mimarisi i¢in maksimum basar1 gosterdiginden dolay1 YOLOvS5x mimarisi

tizerinde iyilestirme yapilmistir. Mimari ve aktivasyon fonksiyonu kapsaminda

gerceklestirilen degisiklikleri igeren iyilestirilmis YOLOvV5x mimarisi ile YOLOv5x

mimarisinin tirettigi Kesinlik-Duyarlilik egrisi Sekil 4.10°da verilmistir.

Kesinlik-Duyarlilik Egrisi
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w— 3|l classes 0.890 mAP

0.0

0.4 0.6
Duyarlihk

0.0 0.2

0.8

0.8

0.6

Onerilen YOLOvSx Mimarisi

Basophil' 0.968
Eosinophil 0.964
Lymphocyte 0.779

Monocyte 0.893
Neutrophil 0.875

= all classes 0.896 MAP

1 0.0

1 0.0 0.2 0.4 0.6

Duyarlihk

0.8 10

Sekil 4.10. Onerilen YOLOv5x mimarisinin YOLOv5x mimarisine gore lenfosit
nesne tanima oraninda gdsterdigi iyilesmenin kesinlik-duyarlilik egrisi ile

tasviri

Sekil 4.10°da verilen grafiklere ek olarak YOLOv5x ve onerilen YOLOvS5x

mimarilerine iligkin performans metrikleri Tablo 4.13’te verilmistir.
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Tablo 4.13. YOLOv5x ve onerilen YOLOvSx mimarilerine ilisgkin performans

metrikleri
YOLOvV5X Kesinlik Duyarlilik MAP@.5 MAP@.5:.95:
Modeli
Bazofil 0.974 0.947 0.984 0.539
Eozinofil 0.946 0.958 0.982 0.466
Lenfosit 0.709 0.702 0.646 0.18
Monosit 0.96 0.917 0.981 0.321
Notrofil 0.819 0.862 0.857 0.515
Onerilen
YOLOV5x Kesinlik Duyarlilik MAP@.5 MAP@.5:.95:
Modeli
Bazofil 0.931 0.952 0.968 0.665
Eozinofil 0.823 0.944 0.964 0.5
Lenfosit 0.875 0.735 0.779 0.232
Monosit 0.838 0.878 0.893 0.297
Notrofil 0.886 0.718 0.875 0.478

Sekil 4.10. ve Tablo 4.13’te ulasilan ¢iktilar analiz edildiginde Kesinlik-Duyarlilik
egrisinde 16seminin tespiti i¢cin 6nemli bir ayira¢ olan lenfosit tanima dogrulugunun
0.133 oraninda iyilestirildigi goriilmektedir. Ayn1 zamanda tiim smiflar i¢in tanima
dogrulugu 0.006 oraninda da arttirilmastir.

Calismanin ikinci asamasinda ilk asamada elde edilen genel tespit dogrulugunun
tyilestirilmesi saglanmistir. Bu dogrultuda regresyon/siniflandirma tabanli nesne
degerlendirme yaklagimini kullanan YOLO algoritmas: ile bolge oneri temelli nesne
degerlendirme yaklasimini kullanan Detectron2 mimarisi hibrit kullanilmistir. Bu
hibrit ¢calisma sonucunda YOLOvS5s+Detectron2 ve YOLOvSx+Detectron2 yapilar

i¢in Uretilen karisiklik matrisleri Sekil 4.11°de verilmistir.

" YOLOVSs + Detectron2 YOLOVSx + Detectron2
Modeli Modeli
Tahmin Tahmm |
0|12 ‘ 3| 4 o123 { 4
0(54/0|0 |10 o(s4a|l0|0|1 0

1 |0|72|0 |00 1 |0(72,0]0 |0

2| 0|]0|5|0|0 200|510

OO =0
OO =0 0

3(0|0|3|48( 1 3| 0|0|2|5|1

4|o0|o|o|o|le| |4|0o|o0o|0o]| 1|63

Sekil 4.11. Genel nesne tespit performansinin arttiritlmasi i¢in hibrit yap1 kullanilarak
elde edilen karisiklik matrisleri
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Karigiklik matrisleri ile hesaplanan dogruluk orant hem YOLOvSs+Detectron2 hem
de YOLOv5x+Detectron2 yapilart icin %98 olarak elde edilmistir. Bu yapilarin
sundugu oranlara iligkin istikrarin sebebi regresyon/siniflandirma temelli bir
degerlendirmeye sahip olan YOLOvS5s ve YOLOvS5x mimarilerinin bolge Onerisi
tabanli degerlendirme yaklasimini kullanan Detectron2 R50-FPN mimarisi ile hibrit
kullanilmasidir. Boylece farkli degerlendirme yaklasimlarini kullanan yontemlerin

giicii birlestirilmistir.
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5. TARTISMA

Diinyadaki baslica oliim nedenlerinden biri olan kanser, farkli yas gruplarinda
goriilebilen bir malignitedir [2, 4]. Erken teshis, canliligin siirdiiriilebilmesi agisindan
hayati bir eylemdir [2]. Ancak tip diinyasinda hastaligin tanisi i¢in kullanilan
geleneksel yontemlerin bazilart net ¢iktilar sunmaz. Ek olarak uzmanin bilgisi,
tecriibesi, fiziksel yogunlugu ya da zihinsel yorgunlugu gibi parametreler de tani

dogrulugunu etkiler.

Bu boliimde en ¢ok goriilen kanser tiplerinden biri olan 16semi hastaliginin [3] analiz

edilen 7 farkli kismi igin elde edilen sonuglari tartigilmistr.

5.1.DNA Genom Dizilimlerindeki Ekson ve Intron Bolgelerinin
Siniflandirilmasimmin Sonucunda Ulasilan Ciktilar

Bu béliimde 16semi hastaliginin temel tiirlerinden olan ALL ve KML malignitelerin
tanisinda 6dnemli bir biyobelirteg olarak nitelendirilen BCR-ABL geni tizerinde ekson
ve intron bolgelerinin siniflandirilmasi icin alternatif bir yaklasim onerilmistir. Ciinkii
ekson bolgeleri, canlilifin biiylime ve gelisme siireclerinde yasanan diizenlemelerin,
hiicrelerin ¢ogalma ve sonlanma durumlarinin, kok hiicrelerin yasadiklari
degisikliklere iliskin bilgilerin, kanserin gelismesi ile ilgili degerlendirmelerin ve
genlerin mutasyon gecirip gecirmedigine iliskin hayati ¢ikarimlarin saglandigi
kisimdir [8, 12]. Bununla birlikte ekson bolgelerinin ayirt edilmesi arastirmacilar
tarafindan zorlu bir problem olarak ifade edilmektedir [9, 11, 13, 14].

Literatiirde ekson ve intron bdlgelerinin ayirt edilmesi amaciyla farkli bir¢ok ¢alisma
gerceklestirilmistir. [13, 49, 148-150] ¢alismalarinda NCBI veri kiimesinden tedarik
edilen gen dizilimleri tizerinde analizler yapilmistir. Bu dogrultuda [148] ¢alismasinda
walsh kodlar1 iizerinde temellenen sayisal haritalama teknigi sunulmustur. [13]
caligmasinda uyarlamali ayarli Kaiser pencereleme ile trigonometrik haritalamanin
hibrit kullanildig1 bir yaklasim onerilmistir [149] ¢alismasinda zaman ve frekans

filtreleme teknigi olan S doniisiimiine dayali bir yaklasim insa edilmistir. [49]



calismasinda uyarlanabilir temsil semast olarak kullanilan tahmin teknigi 6nerilmistir.
Dizilimlerin sayisallastirilmasi stirecinde DNA yapisinin tam olarak yansitilmasi igin
[150] calismasinda entropi temelli haritalama teknigi tasarlanmistir. Ensemble veri
kiimesinin tercih edildigi [8] c¢alismasinda ENSG00000103313 numarali DNA
dizilimi kullanilmistir. 9 farkli haritalama teknigi ile sayisallagtirllan DNA dizilimi,
Fourier doniistimii, destek vektdr makineleri ve k-en yakin komsu algoritmasi ile
siniflandirilmistir. USCS  Assembly gen bankasi vasitasiyla elde edilen insan
genomunun kisa dizileri (GRCh37/hg19) kullanilarak ekson ve intron bodlgelerinin
smiflandirildigr [101] caligmasinda sabit haritalama teknikleri ile fiziko kimyasal

Ozelik tabanli haritalama teknikleri i¢in siniflandirma kesinligi karsilagtirilmistir.

Literatiirdeki ¢alismalara kiyasla bu boliimiin 6zgiin yani, belirli bir kanser tiirii olan
16semi hastaligr ile iligkili DNA dizilimlerinin analizidir. Bildigimiz kadar1 ile
literatlirde bu amag dogrultusunda gergeklestirilen bir ¢aligma yoktur. Bununla birlikte
siniflandirma siirecinde basari ¢iktilar elde edebilmek i¢in transfer 6grenme mimarileri
kullanilmistir. Boylece giiclii bilgisayarlarda gelistirilen ve insa edilen modellere
yapilan ince ayar sonucunda kesfedilen basarili agirlik degerlerinden faydalanilmistir.
Aynit zamanda verilerin igerisindeki iliskilerin, desenlerin ve periyodiklik
durumlarinin analiz edilmesini saglayan sinyal isleme yaklasimlari ile genomik

verilere iligkin karanlik noktalarin aydinlatilmasi saglanmistir.

Ekson ve intron bolgelerinin tespiti i¢in farkli spektral yogunluga sahip spektrogramlar
ile zenginlestirilmis veri kiimesi tizerinde %100 basar1 oran1 gosteren bu ¢alismanin
literatiire katki saglayacagi diisiiniilmektedir. Gelecekte DNA konfigiirasyonunun
belirsiz yapist i¢in uyarlanabilir bulanitk mantik algoritmasi ile ekson ve intron
bolgelerinin  siniflandirilmast  planlanmaktadir. Boylece farkli DNA  baz
uzunlugundaki dizilimlerinden olusmayan spektrogramlarin yer aldigi egitim veri

kiimesi i¢in nihai performansin arttirilmasi hedeflenmektedir.
5.2. DNA Dizilimleri ile ALL ve KML Malignitelerinin Simiflandirilmasinin
Sonucunda Ulasilan Ciktilar

Bu boliimde 16semi hastaliginin temel tiirlerinden olan ALL ve KML malignitelerinin
DNA dizilimleri kullanilarak siniflandirilmasi igin alternatif bir yaklagim onerilmistir.

Genetik temelli malignitelerden olan ALL ve KML tiirlerinin analizi i¢in kullanilan
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dizilimler DNA’da bir mutasyon sonucunda olusan BCR-ABL genidir. Bu gen
kullanilarak tip diinyasinde PCR teknigi ile 16semi kanserine ait bazi tiirlerin ayirt
edilmesine iliskin degerlendirmeler yapilmaktadir. Ancak non-invaziv yontemlerin ve
alternatif yaklagimlarin bulunmasina yonelik halen ¢alismalar devam etmektedir [18-
22]. Bu boliim ile mevcut ¢aligmalara ek olarak bilisim destekli bir degerlendirme

stireci insa edilmistir.

Literatiirde malignitelerin  siiflandirilmas1  amaciyla farkli  birgok calisma
gerceklestirilmistir. Bu kapsamda [151] ¢alismasinda 3C(chromosome conformation
capture) tabanl dizilimlerin kromatin etkilesimlerinin tahmin edildigi derin 6grenme
modelleri incelenmistir. Karaciger kanseri ve normal karaciger genlerine iligkin
siiflandirmanin  yapildigi [152] calismasinda dizilimler sayisallagtirilmigtir ve
sayisallastirilan DNA sinyal1 spektrogram olarak ifade edilmistir. Ardindan yapay
zeka tabanli mimariler kullanilarak spektrogramlar siniflandirilmistir.  [153]
calismasinda transkripsiyon siirecini baslatan ve organizmadaki genlerin ne zaman ve
nerede ifade edilecegini diizenleyen bir DNA dizisini belirlemek i¢in NLP temelli bir
calisma gerceklestirilmistir. DNA diziliminin tek bir geninde meydana gelen
mutasyonlarin  saptanmasi amaciyla [154] c¢alismasinda CNN-LSTM temelli
MWHHO algoritmasi gelistirilmis ve NCBI SARS-COV-2, ENCPP ve UBE3A veri
kiimeleri i¢in degerlendirmeler saglanmigtir. [155] calismasinda genetik hastaliklar ve
kanser ilerlemesi ile iliskilendirilen G4'lii yapilarin tahminine iliskin evrisimli sinir ag1

temelli G4detector yapis1 sunulmustur.

Literatiirdeki ¢alismalara kiyasla bu boliimiin 6zgiin yani, belirli bir kanser tiirti olan
16semi hastalifinin temel tiirlerinden olan ALL ve KML malignitelerinin
siiflandirilmas: i¢cin DNA dizilimlerinin analiz edilmesidir. Bildigimiz kadar ile
literatiirde bu amag¢ dogrultusunda gergeklestirilen bir calisma yoktur. Ek olarak DNA
baz uzunlugundan bagimsiz olarak gergeklestirilen siniflandirma siirecinde kullanilan
ANFIS yapis1 ile yapay zekanin veriler lizerindeki 6grenme kabiliyeti ve bulanik
manti@in veriler iizerindeki ¢ikarim giici birlestirilmistir. Aynt zamanda DNA
yapisinin bulanik konfigiirasyonuna karsin bulanik setler i¢in net girdi desenleri
esleyen bulaniklastirict modiil ile ANFIS yapisinin malignitelere iliskin tespit

giiciinden faydalanilmistir.
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Net cikarimlar saglamak i¢in genetik temelli analizler dogrultusunda DNA dizilimleri
tizerinde gergeklestirilen ¢aligmalara ek olarak mikrodizi teknolojisinden de
yararlanilmaktadir. Ancak mikrodizi teknolojisi ile elde edilen mikrodizi veri kiimesi,
hastalikla iligkili olmayan gen ekspresyon verilerini de barindirmaktadir. Bu durum
ekstra zaman ve maliyet ¢iktis1 olusturmaktadir. Ayn1 zamanda iligkisiz genler iligkili
genler lizerinde giiriiltii olusturacagi igin yanlis ¢ikarimlar tiretme ihtimaline sahiptir.
Genetik c¢ikarim saglayan DNA dizilimlerinin dogrudan analiz edilmesi ile bu
problemler ¢oziilmiis ve kisiye iliskin hayati bilgiler barindiran yapilar kullanilarak net

ciktilar tiretilmigtir.

ALL ve KML malignitelerinin tespiti i¢in farkli istatistiksel ve yapisal bilgiler
kullanilarak olusturulan veri kiimesi iizerinde %80 basar1 orami elde edilen bu
calismanin literatiire katki saglayacagi distintilmektedir. Gelecekte DNA
dizilimlerinin sayisallastirilmasi i¢in bulanik mantigin kullanildigi yeni bir haritalama

tekniginin kesfedilmesi planlanmaktadir.

5.3. Mikrodizi Veri Kiimesi Kullamlarak ALL ve AML Malignitelerinin
Siniflandirilmasinin Sonucunda Ulasilan Ciktilar

Bu béliimde 16semi hastaliginin temel tiirlerinden olan ALL ve AML malignitelerinin
tanisinda molekiiler degerlendirme saglamak i¢in alternatif bir yaklagim onerilmistir.
Genlerle iligkili kanser hastaliklari i¢in umut kaynagi oldugu ifade edilen mikrodizi
teknolojisinin [27] kullanildig1 bu yaklasim ile mikrodizi veri kiimesindeki genler
arasindaki iligkiler ozellik secim algoritmalar1 kullanilarak agiga ¢ikartilmis ve
potansiyel genler se¢ilmistir. Ardindan segilen genler iizerinde zamansal ve uzaysal
bilgi ¢ikarimi sunan DGCNN mimarisi ile iliskiye duyarli ve goriintii seviyesinde
temsil bilgileri elde edilmistir. Tasarlanan bilgisayar destekli bu yap1 ile mikrodizi veri
kiimesinin sahip oldugu dezavantajlar tolere edilmistir ve avantajlar ortaya
cikarilmigtir. Boylece dogru tani ile hastaya uygun bir tedavi protokoliiniin se¢ilmesi

i¢in doktorlara fikir verilmesi hedeflenmistir.

Literatiirde ALL ve AML malignitelerinin siiflandirilmas1 amaci ile farkli bir¢cok
calisma gergeklestirilmistir. [24, 28, 65, 156-158] calismalarinda ALL-AML veri
kiimesinden tedarik edilen gen ekspresyon verileri kullanilmistir. Bu dogrultuda [65]

calismasinda kanser siniflandirmasi i¢in korelasyon analizine dayali yeni bir topluluk
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yontemi Onerilmistir. Kaba kiime temelli 0Ozellik secimi ve smiflandirma
yaklagimlariin uygulandig1 [156] ¢alismasinda gen seg¢iminde uygun alt kiimelerin
belirlenmesi ile yiiksek siniflandirma performansinin elde edilecegi ifade edilmistir.
Mikrodizi veri kiimeleri ile kanser smiflandirmasinin gergeklestirildigi [157]
caligmasinda vector-valued regularized kernel function approximation(VVRKFA)
yontemi sunulmustur. [158] c¢aligmasinda bulanik tercih tabanli kaba kiime ile yar1
denetimli SVM yaklasimlar1 birlikte kullanilmistir. Gen se¢imi ve simiflandirma
adimlarinin sirastyla kullanildig1 bu calisma ile kanser teshisi ve ilag tanisi igin bir
tahmin siireci inga edilmistir. Kanser tanisi igin [24] ¢alismasinda Simetrik Belirsizlik
ve SVM yaklasimlarmin birlikte kullanildig1 Aktif Ogrenme modeli gelistirilmistir.
Mikrodizi veri kiimelerinde hastaliklarla iliskili genlerin se¢ilmesi amaciyla [28]
calismasinda Temel Bilesenler Analizi ve Lojistik Regresyon yaklasimlar: iizerinde
temellenen bir metodoloji Onerilmistir. Ardindan 8 farkli siniflandirict ile 6nerilen

yontemin etkinligi degerlendirilmistir.

Literatiirdeki caligsmalara kiyasla bu boliimiin 6zgiin yani 16semi hastaliginin temel
tiirlerinden olan ALL ve AML malignitelerinin 16semi hastaligi ile eslestirilerek analiz
edilmesidir. Genel olarak literatiirdeki ¢aligmalar, inga edilen hibrit yapinin ya da
kesfedilen bir algoritmanin farklt mikrodizi veri kiimeleri iizerinde karsilastirma
yapilarak degerlendirilmesini icerir. Bununla birlikte bu calismada elde edilen
deneysel sonuglar 16semi hastaliginin bir biitiin olarak analiz edilmesine yardimci olan
ciktilar sunmaktadir. Ek olarak bildigimiz kadar1 ile mikrodizi veri kiimeleri iizerinde
DGCNN yontemi ilk defa bu ¢alismada kullanilmistir. Boylece hem zamansal hem de
uzaysal bagimliligin kullanilmasi ile ALL ve AML malignitelerine iliskin giiglii

cikarimlar saglanmstir.

ALL ve AML mlignitelerinin tespiti i¢in gen ekspresyon veri kiimesi tizerinde %93.3
basar1 oran1 gosteren bu calismanin literatiire katki saglayacagi diisiiniilmektedir.
Gelecekte 0zgiin bir optimizasyon algoritmasinin kesfedilmesi planlanmaktadir.
Boylece potansiyel genlerin secildigi veri kiimesi i¢in nihai performans

iyilestirilecektir.
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5.4. Mikrodizi Veri Kiimesi Kullanillarak ALL, AML ve MLL
Siniflandirilmasinin Sonucunda Ulasilan Ciktilar

Bu boliimde losemi hastaliginin temel tiirlerinden olan ALL, AML ve MLL
malignitelerinin tanisinda molekiiler degerlendirme saglamak icin alternatif bir
yaklasim Onerilmistir. Genlerle iliskili kanser hastaliklar1 i¢in umut kaynagi oldugu
ifade edilen mikrodizi teknolojisinin [27] kullanildigi bu yaklasimda ilk olarak
mikrodizi veri kiimesinde yer alan genler arasindaki iliskiler 6zellik se¢im algoritmasi
kullanilarak agiga ¢ikartilmis ve potansiyel genler secilmistir. Ardindan se¢ilen genler
LSTM mimarisine girdi olarak verilmistir. LSTM mimarisi genellikle metin analizi ve
zaman serilerinin analizinde kullanilmaktadir. Ancak segilen genlerin birbiri ile
iligkisini hatirlama eylemleri ile dinamik tutma yetisine sahip oldugundan dolay1 bu
calismada tercih edilmistir. Tasarlanan bilgisayar destekli bu yapi ile mikrodizi veri
kiimesinin sahip oldugu dezavantajlar tolere edilmistir ve avantajlar ortaya
cikarilmistir. Boylece dogru tani ile hastaya uygun bir tedavi protokoliiniin se¢ilmesi

icin doktorlara fikir verilmesi hedeflenmistir.

Literatiirde l0semiye iliskin malignitelerinin smiflandirilmas1 amaciyla farkli
caligmalar gergeklestirilmistir. Bu dogrultuda [35] ¢alismasinda yiiksek boyut sunan
mikrodizi veri kiimelerinin boyutunu indirgemek amaciyla fil arama tabanl
optimizasyon algoritmasi dnerilmistir. Ardindan 6zellik secim algoritmasi ile segilen
genler derin sinir ag1 mimarisi ile smiflandirilmistir. Gen ekspresyon verileri
icerisinden hastalikla iligkili uygun bir alt kiimenin belirlenmesi amaciyla [68]
caligmasinda uyarlanabilir KNN tabanli gen se¢im teknigi ile birlikte parcacik siirii
optimizasyon yonteminin kullanildig1 6zellik se¢im yaklagimi sunulmustur. Ardindan
secilen genlerin uygunlugu SVM algoritmasi ile test edilmistir. Genellikle yiiksek
boyutlu, gereksiz ve giiriiltiilii olarak nitelendirilen mikrodizi veri kiimeleri lizerinde
smiflandirma dogrulugunu arttirmak igin [70] ¢alismasinda kiimeleme tabanli hibrit
bir gen se¢im yaklasimi onerilmistir. Onerilen yontemin basarisi destek vektor
makinesi, K en yakin komsu algoritmasi ve Naive Bayes algoritmasi ile
siiflandirilmistir. Kanser simiflandirmasi ve kanser teshisi icin potansiyel genlerin
secildigi [88] ¢alismasinda karinca kolonisi algoritmasi ile optimize edilen hiicresel
O0grenme otomatma dayali sarmalayict bir yaklagim sunulmustur. Bu yaklagimin

basarist KNN, SVM ve Naive Bayes algoritmalart ile degerlendirilmistir. [74]
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calismasinda 6zyinelemeli memetik algoritma (RMA) Onerilmistir. Gelistirilen bu
yaklasimin memetik algoritma ve genetik algoritmaya kiyasla daha basarili oldugu
belirtilmistir. Yiiksek boyut sunan veri kiimelerinde siniflandirma performansinin
iyilestirilmesi amaciyla [87] ¢calismasinda dagitilmis 6znitelik yaklagimi onerilmistir.

Ardindan segilen 6zelliklerin alt kiimeleri ile siniflandirma saglanmstir.

Literatiirdeki calismalara kiyasla bu boliimiin 6zgiin yan1 16semi hastaligina iligkin
ALL, AML ve MLL malignitelerinin l6semi hastalig1 ile eslestirilerek analiz
edilmesidir. Ciinkii literatiirdeki ¢calismalar genel olarak yiiksek boyutlu mikrodizi veri
kiimeleri i¢in var olan, hibrit kullanilan ya da yeni gelistirilen 6zellik se¢im
algoritmalari ile uygun genlerin elde edilmesini ve ardindan farkli siniflandiricilar ile

spesifik olmayan hastaliklara iliskin kategorilerin ayirt edilmesini igerir.

Bu ¢alismanin gii¢lii kism1 LSTM mimarisinin mikrodizi veri kiimeleri i¢in uygun olan
fiziksel initelerinin ve islevselliklerinin basarili bir sekilde modele entegre
edilmesidir. Kanser hastaliklarinin teshisinde umut kaynagi olan mikrodizi teknolojisi
vasitastyla elde edilen iligkili genlerin uzun zaman periyodunda hatirlama
islevselligine sahip olan LSTM mimarisi ile siniflandirilmasi tip alaninda gelistirilen

giiclii bir karar destek sisteminin varligina isaret etmektedir.

ALL, AML ve MLL malignitelerinin siniflandirilmasi igin seed parametresi
kullanilarak degistirilen 100 farkli test kiimesinde ortalama %89.883 basar1 orani
tiretilmistir. Bu ¢aligmanin literatiire katki saglayacagi diigiiniilmektedir. Gelecekte
bulanik mantik algoritmasiyla LSTM mimarisinin birlikte kullanilmas: ile nihai

performansin iyilestirilmesi planlanmaktadir.

5.5. Dijitallestirilmis Periferik Kan Yayma Goriintiileri Kullanilarak ALL
Malignitesinin Tespitinde Ulasilan Ciktilar

Bu boéliimde 16semi hastaliginin temel tiirlerinden olan ALL malignitesinin tanisinda
onemli bir aywra¢ olarak nitelendirilen blast hiicrelerinin tespiti i¢in alternatif bir
yaklasim Onerilmigtir. Dijitallestirilmis periferik kan yayma goriintiilerinin
kullanildigr bu yaklasim ile manuel degerlendirmelere iliskin zorluklar tolere
edilmistir. Ayn1 zamanda tespiti yapilan blast hiicrelerin sayisina iliskin verilen bilgi
ile tedavi sonrasindaki siire¢ i¢in dogru kararlarin alinmasinda doktorlara fikir

verilmeside planlanmistir. Ciinkii, ALL tiirii kan dolagimina ve diger hayati organlara
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hizli bir sekilde yayilir. Ek olarak halsizlik, anemi, nefes darligi, eklem ya da kemik
agrilar1 gibi genel belirtiler gosterir [38]. Bu nedenle canliligin siirekliligi i¢in erken

tan1 onemlidir.

Literatiirde 16seminin temel tiirii olan ALL malignitesinin teshisi igin ALL-IDB veri
kiimesinin kullanildigi birgok c¢alisma [5, 36, 159-163] gerg¢eklestirilmistir. Bu
dogrultuda [159] ¢alismasinda MI+LDP ve SCA temelli derin CNN simiflandirici ile
16semi tespit modiilii gelistirilmistir. GA ve ANN yontemlerinin kullanildigi [36]
calismasinda 16kosit hiicre segmentasyonu igin yeni bir teknik sunulmustur. [160]
calismasinda ALL malignitesinin alt tiplerini (L1, L2 ve L3) tanimlamak amaciyla
KNN/SVM ve ANN yontemleri kullanilmistir. Lenfoblast ve saglikli hiicrelerin ayirt
edilmesi ve ALL hastaligimin degerlendirilmesi amaciyla [161] ¢alismasinda
VGG/GoogleNet ve Alexnet mimarileri kullanilmistir. [162] ¢alismasinda SESSA ve
VGGNet yaklagimlari ile 16semi hastaligina iligkin gortintii siniflandirmasi yapilmstir.
Transfer 6grenme mimarilerinin kullanildigi [5] caligmasinda goriintiillerden 16semi
tespiti yapilmigtir. [163] ¢alismasinda YOLOv4 yontemi kullanilarak blast hiicre
tespiti gergeklestirilmistir.

Literatiirdeki caligmalara kiyasla bu boliimiin 6zgiin yan1 16semi hastaliginin temel
tiirii olan ALL malignitesinin tespitinde dnemli bir biyobelirte¢ olan blast hiicrelerinin
maksimum 3-4 saniye icerisinde gergek zamanli olarak tespit edilmesi ve blast hiicre
sayisina iligkin bilginin {retilmesidir. Bununla birlikte son 3 yilda yayinlanan
caligmalar [5, 36, 159-163], ya ALL-IDB1 ya da ALL-IDB2 veri kiimesi ile
egitilmistir. Fakat bu calismada modelin egitimi bu iki veri kiimesinin birlestirilmesi
ile olusturulan yeni veri kiimesinde gerceklestirilmistir. Boylece egitilen bu model ile
farkli biiylitme oranlarina sahip periferik kan yayma goriintiilerindeki blast hiicre
tespiti miimkiin olmustur. Ek olarak bu ¢alismada blast hiicrelere iliskin verilen sayisal
bir bilgi ile ALL tanisinin saglanmasina yardimci olmanin yani sira tedaviye verilen

tepki de degerlendirilecektir.

ALL malignitesinin tanis1 i¢in periferik kan Orneklerine iligkin mikroskobik
goriintiilerin yer aldigt ALL-IDB1+ALL-IDB2 veri kiimesi iizerinde %98.87 basar1
orant gosteren bu caligmanin literatiire katki saglayacagi diisiiniilmektedir. Ciinkii
manuel degerlendirmeler; zahmetli, zaman alic1, kisinin bilgi ve tecriibesine gore

degisebilen parametrelere sahiptir. Ote yandan bu siirecin otomatik saglandig1 akis
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sitometrisi teknolojisi de pahalidir, deneyimli personel gerektirir ve gercek zamanl
cikt1 iiretmez. Bu nedenle bilgisayar destekli ve ger¢ek zamanli ¢ikt1 lireten bu sistemin
hem tani tespiti hem de tedaviye verilen yamitin degerlendirilmesinde doktorlar
tarafindan tercih edilmesi hedeflenmektedir. Gelecekte basit bir hiyerarsiye sahip bu
sistem i¢in blast sayisina iliskin bir ¢ikt1 iretmek yerine ilgili goriintiideki blast hiicre

yogunluguna ait bir bilgi verilmesi planlanmaktadir.

5.6. Mikrodizi Veri Kiimesi Kullamlarak T-ALL, B-ALL ve T-LL
Malignitelerinin Siniflandirilmasinin Sonucunda Ulasilan Ciktilar

Bu bélimde 16semi hastaligina iligkin T-ALL, B-ALL ve T-LL malignitelerinin
tanisinda molekiiler degerlendirme saglamak i¢in alternatif bir yaklasim Onerilmistir.
Genlerle iligkili kanser hastaliklar1 icin umut kaynagi oldugu ifade edilen mikrodizi
teknolojisinin [27] kullanildigi bu yaklasimda mikrodizi veri kiimesinde yer alan
genler arasindaki iliskiler 6zellik se¢im algoritmasi kullanilarak aciga ¢ikartilmis ve
potansiyel genler secilmistir. Ardindan segilen genler ANFIS yapisina girdi olarak
verilmistir. ANFIS, yapay zekanin veriler ilizerindeki 6grenme kabiliyeti ile bulanik
mantigin veriler lizerindeki ¢ikarim yetisini birlestiren bir sinir agidir. Optimizasyon
algoritmalari ile giliglendirilen bu sinir ag1 vasitasiyla iiretilen ¢iktilarin giicti topluluk
ogrenme yaklagimi ile daha istikrarli ve kararli hale getirilmistir. Ek olarak tasarlanan
bilgisayar destekli bu yap1 ile mikrodizi veri kiimesinin sahip oldugu dezavantajlar
tolere edilmistir ve avantajlar ortaya c¢ikarilmistir. Bodylece dogru tani ile hastaya

uygun bir tedavi protokoliiniin se¢ilmesi i¢in doktorlara fikir verilmesi planlanmigtir.

Literatiirde mikrodizi veri kiimeleri ile kanser siniflandirmasi yapmak amaciyla farkli
calismalar mevcuttur. Bu dogrultuda [24] ¢alismasinda kanser arastirmalari igin
Oznitelik secim yaklasimi ve destek vektor makinesi algoritmasinin birlikte
kullanildig1 bir model gelistirilmistir. [164] ¢alismasinda genetik algoritma ve destek
vektor makineleri birlikte kullanilmis ve kanser arastirmalarinda basarili bir ¢ikti
saglandig1 belirtilmistir. [27] calismasinda pargacik siirli optimizasyon yontemi ile veri
setinden segilen uygun genler SSEAM sinir ag1 mimarisi ile siniflandirilmistir. [63]
calismasinda kanserle ilgili faktorleri belirlemek i¢in bulanik bir kaba kiimeleme
yontemi ve yar1 denetimli destek vektor makineleri kullanilmistir. [66] calismasinda,

mikrodizi veri kiimesinden iligkili gen dizilerini belirlemek i¢in hiper kutu kapatma
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yontemi Onerilmistir. Mikrodizi veri kiimesinden uygun genleri segmek igin [35]
caligmasinda, fil arama ve ates bocegi arama optimizasyon algoritmalar1 kullanilmistir.
Daha sonra segilen genler derin sinir aglari tarafindan siiflandirilmistir. [68]
calismasinda uyarlanabilir k en yakin komsu ve pargacik siiriisii optimizasyon yontemi
ile mikrodizi veri kiimesinden segilen potansiyel genler destek vektdr makineleri
algoritmasi ile siniflandirilmistir. Yapay ar1 kolonisi optimizasyon algoritmasinin ve
genetik algoritmanin birlikte kullanildigi [34] c¢alismasinda Onerilen genetik ari
kolonisi algoritmasi ile segilen uygun genler destek vektdr makinesi algoritmasi ile

siiflandirilmstr.

Literatiirdeki ¢aligmalara kiyasla bu boliimiin 6zgiin yani, belirli bir kanser tiirii olan
losemi  hastaligi ile iliskili T-ALL, B-ALL ve T-LL malignitelerinin
siniflandirilmasidir. Bildigimiz kadar1 ile literatirde bu ama¢ dogrultusunda
gergeklestirilen bir calisma yoktur. Bununla birlikte kullanilan her bir yontemin
uygunlugu c¢alismanin gidisatina uygun bir sekilde secilmistir. Boylece basit bir
hiyerarsi ve gii¢lii bir ¢ikarim siireci olusturulmustur. Bu durum 5 neden ile

acgiklanmaktadir.

Bu calismadaki performansin ilk sebebi kullanilan metasezgisel optimizasyon
algoritmalarinin tiirevsiz olmasi nedeniyle yerel optimumlardan kaginmasidir [147].
Boylece veri kiimesinden uygun genler secilmistir. Ikinci sebebi net gostergeleri
olmayan malignitelerin siiflandirilmasi i¢in bulanik ¢iktilar tireten ANFIS yapisinin
kullanilmasidir. Ugiincii sebebi ANFIS yapusi ile iiretilen ¢ikarimlarin parcacik siirii
optimizasyon algoritmas1 ve yapay ari kolonisi algoritmasi ile iyilestirilmesidir
Dordiincii sebebi kolektif 6grenme yaklagimi kullanarak birden fazla algoritmaya
iligkin giicilin birlestirilmesi ile daha gii¢lii ve kararli ¢iktilarin elde edilmesidir. Besinci
sebebi hata degerini azaltmak i¢in yumusak gecisler saglayan lojistik regresyon
algoritmasinin kullanilmasidir.

Uygun genlerin se¢ildigi mikrodizi veri kiimesi iizerinde T-ALL, B-ALL ve T-LL
malignitelerinin siniflandirilmasinda %86.6 basari oran1 gdsteren bu g¢aligmanin

literatiire katki saglayacag: diislinlilmektedir. Gelecekte bulanik mantik yapisi ile

yinelemeli sinir ag1 yaklagiminin birlikte kullanilmas1 hedeflenmektedir.
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5.7. Beyaz Kan Hiicrelerinin Tespitinde ve Siniflandirilmasinda Ulasilan Ciktilar

Bu boliimde 16semi hastaliginin tanisinda 6nemli bir ayirag¢ olarak nitelendirilen
lenfosit hiicrelerinin tespiti i¢in alternatif bir yaklasim onerilmistir. Dijitallestirilmis
periferik kan yayma goriintilerinin  kullanildigt bu yaklasimda manuel

degerlendirmelere iliskin zorluklar tolere edilmistir.

Bu calismada lenfosit tanima oraninin gii¢lendirilmesi i¢in Onerilen YOLOv5x
yaklasimi tasarlanmistir. Ancak onerilen YOLOv5x yaklagimi kapsaminda ulasilan
performansin ve genel dogruluk oraninin iyilestirilmesi amaciyla hibrit bir yap1 daha
sunulmustur. Boylece hiicrelerin tespitinde bir optimizasyon saglanarak daha basarili

cikarimlar ile doktorlara fikir verilmesi hedeflenmistir.

Literatiirde kan elementlerinin siniflandirilmasina yonelik farkli bir¢cok ¢alisma
gerceklestirilmistir. Bu dogrultuda kan yayma goriintiileri iizerinde WBC’lerin
otomatik tespiti i¢in [165] ¢alismasinda AEFA-C(Artificial electric field algorithm
with novel velocity and position bound) yaklagimi kullanmistir. [166] ¢aligmasinda
beyaz kan hiicre ¢ekirdeginin tespiti i¢in temel bilesenler analizine dayali uyarlamali
fiizyon yapisi sunulmustur. Bolgesel evrigimli sinir ag1 yonteminin kullanildigi [47]
caligmasinda kan goriintiileri lizerinde beyaz kan hiicre tiplerinin tespiti saglanmistir.
Lightweight evrigimli sinir aginin kullanildig1 [167] calismasinda beyaz kan hiicreleri
tespit edilmis ve siniflandirilmigtir. [168] ¢alismasinda ReLU ve LReLU aktivasyon
fonksiyonlarinin kullanildigi GoogleNet mimarisi ile beyaz kan hiicre ¢ekirdekleri
siniflandirilmistir. CNN ve RNN modellerini birlestiren kanonik korelasyon analizinin
sunuldugu [94] ¢alismasinda beyaz kan hiicrelerine iliskin bir siniflandirma
yapilmigtir. Cok smifli destek vektér makinesi ile transfer 6grenme mimarilerinin
hibrit kullanildigr [169] ¢alismasinda beyaz kan hiicrelerinin otomatik tespiti ve
siiflandirilmasi saglanmistir. Hizli geleneksel sinir ag1 modelinin kullanildig: [170]
calismasinda beyaz kan hiicrelerinin alt tiplerine iligskin bir siniflandirma saglanmastir.
YOLO_v3, SSD, Faster R-CNN ve R-FCN yapilarinin kullanildigi [171] ¢alismasinda
kan hiicrelerinin farkli tiirleri tespit edilmistir. FIAL (Fine-grained interactive attention
learning) yar1 denetimli yaklasimin 6nerildigi [93] calismasinda beyaz kan hiicreleri
smiflandirilmistir. Tiny ve Efficient YOLOF (TE-YOLOF) modellerinin kullanildigt
[172] ¢alismasinda beyaz kan hiicreleri, kirmizi kan hiicreleri ve trombositler tespit
edilmistir.
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Literatiirdeki ¢alismalara kiyasla bu boliimiin 6zgiin yan1 16semi hastaliginin tanisinda
onemli bir ayira¢ olan lenfosit hiicre tipinin yiiksek bir dogruluk orani ile tespiti igin
gelistirilen 2 farkli yapidir. Bu dogrultuda iyilestirilmis YOLOvS5x yaklasiminin
onerildigi ilk yapi ile lenfosit hiicre tipinin tespitinde 0.133 oraninda bir iyilestirme
saglanmistir. Hibrit yaklasimin onerildigi ikinci yap1 ile YOLO ve Detectron2 6nceden
egitilmis modellerinden elde edilen genel dogruluk oranlar1 %3.44 ve %14.7 arasinda
iyilestirilmistir. Bazofil, eozinofil, lenfosit, monosit ve nétrofil kan hiicrelerinin tespiti
icin Raabin Health Database veri kiimesi ilizerinde %98 basar1 oram1 gdsteren bu
caligmanin literatiire katki saglayacagi diisiiniilmektedir. Gelecekte YOLOvSx
mimarisinin egitiminde kullanilan aktivasyon fonksiyonunun farkli metasezgisel
algoritmalar ile optimize edilmesi planlanmaktadir. Boylece dogrusal olmayan
durumlarin modele 6gretilmesinde basarili bir performans iiretilecek ve nihai basari

orani iyilestirilecektir.

Losemi hastaliginin degerlendirimesinde kullanilan tiim bu yaklasimlar 16semi
hastaliginin bir biitiin olarak analiz edilmesine yardimci ¢iktilar sunmaktadir. Ciinkii
16semi kanseri, tek bir hastalik degildir. Kendi icerisinde farkli alt malignitelere sahip
olan bir¢ok hastaliktir. Her bir malignite i¢in hastaligin seyri, hastalifin stireci,
hastaligin yonetimi, iyilesme ihtimali ve uygulanacak tedavi protokolii farklidir. Ayni
zamanda hastaligin tanis1 i¢in kullanilan yontemler dahi degisiklik gosterebilmektedir.
Bununla birlikte hastaya dogru tani etiketinin konulmasi siirecinde tip diinyasinda
kullanilan yontemlerin belirsiz ¢iktilar {iretme ihtimali de vardir. Ornegin, fiziksel
muayene ve hastanin 6ykiisii tani siirecinin ilk asamasidir. Ancak kesin tan1 i¢in yeterli
degildir. Biyopsi yontemi tani siirecinde kullanilan diger bir metottur. Fakat biyopsi
yontemi ile hastadan alinan 6rnek dokuda kanserli hiicre yer almayabilir. Goriintiileme
yontemleri ve patolojik analizler de tani siirecinde faydalanilan yaklagimlardir. Fakat
bu yaklagimlarin manuel degerlendirilmesi; doktorlarin bilgisi, tecriibesi, fiziksel
yogunlugu ve zihinsel yorgunlugu ile degismektedir. Standart bir degerlendirme
imkani sunmayan bu yontemler kapsaminda doktorlara yardimci bir fikir vermek
temel hedefimizdir. Boylece maliyet parametresi ¢ergevesinde hasta tizerinde
uygulanacak tan1 yontemlerinin azaltilmasi planlanmaktadir. Bu dogrultuda 16semi

hastalig1 sitogenetik degerlendirme, molekiiler degerlendirme, molekiiler ve
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immiinfenotipik degerlendirme, patolojik degerlendirme olarak 4 ayr1 kisimda analiz

edilmistir.

[k adimda sitogenetik degerlendirme yapilmistir. Bdylece yasama iliskin devasa bilgi
barindiran DNA dizilimleri iizerinden analizler saglanilarak elde edilen ¢ikarimlar
16semi hastalig1 ile eslestirilmistir. Bu kisimda {iretilen sonuglar l6semi hastaliginin

bir biitiin olarak degerlendirilmesine yardime1 olan ¢iktilar sunmaktadir.

Ikinci adimda molekiiler degerlendirme yapilmistir. Genler arasi iliskilerin ortaya
¢ikarilmasi ve anormal durumlarin kesfedilmesinde tercih edilen mikrodizi teknolojisi
ile genlerin fonksiyonel protein yapilarina dontisiim siireci degerlendirilmistir. Bu
kisimda iiretilen sonuglar 16semi hastaliginin bir biitiin olarak degerlendirilmesine

yardimc1 olan ¢iktilar sunmustur.

Ugiincii adimda molekiiler ve immiinfenotipik degerlendirme yapilmistir. Genomik
verilere iligkin karanlik noktalarin aydinlatilmasinda umut kaynagi olan mikrodizi
teknolojisi kullanilarak hiicre tiplerinin tespiti saglanmistir. Bu kisimda gen
ekspresyon seviyeleri iizerinden elde edilen ¢ikarimlar 16semi hastaliginin bir biitiin

olarak degerlendirilmesine yardimci olan ¢iktilar sunmustur.

Dordiincii adimda sitogenetik ve molekiiler degerlendirme yaklasimlarina destek
ciktilar tiretmek ve 16semi hastaligi ile eslestirerek biitlinciil bir degerlendirme yapmak
amactyla patolojik analiz yapilmustir. 1k ii¢ adimda gergeklestirilen genetik temelli
tani siirecinin yani sira dordiincii adimda morfolojik temele dayanan bir tani siireci ile
doktorlarin hizmetine sunmak amaciyla ger¢cek zamanli ¢iktilar tiretilmistir. Ek olarak
tedavi sonrasi degerlendirmelerin yapilmasi i¢in sundugu yardimci sonuglar ile 16semi
hastaliginin  degerlendirilmesine yeni bir bakis agis1 kazandirmistir. Losemi
malignitesinin bir biitliin olarak degerlendirilmesi amaciyla bu tezde kullanilan tim

yaklagimlar Sekil 5.1°de gosterilmistir.
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LOSEMI

SITOGENETIK MOLEKULER PATOLOJIK
DEGERLENDIRME DEGERLENDIRME DEGERLENDIRME

Léseminin temel tirlerinden

, OREAL Ve RN, it s s Dijitallestirilmig Periferik
malignitelerinin tanisinda bir Kullamlarak Léseminin Kullanilarak Loseminin - St}
2 g o Kan Yayma Gortintuleri
gosterge olarak kullanilan turlerinden olan ALL ve turlerinden olan ALL, AML Kullanilarak ALL
BCR-ABL genleri (izerinde AML malignitelerinin ve MLL malignitelerinin Malignitesinin Tespiti
ekson ve intron bolgelerinin siniflandinimasi siniflandiriimasi allg p

siniflandinimasi

MOLEKULER VE IMMUNFENOTIPIK

. g s DEGERLENDIRME
Loseminin temel tirdl olan

ALL ve KML malignitelerine Beyaz Kan hiicrelerinin
ait DNA dizilimlerinin Tespiti ve Siniflandinimasi
siniflandinimasi Mikrodizi Veri Kiimesi

Kullanilarak T-ALL, B-ALL
ve T-LL Malignitelerinin
Siniflandiriimasi

Sekil 5.1. Losemi kanserinin bir biitiin olarak degerlendirilmesi amaciyla bu tezde
kullanilan tiim yaklasimlar

Bu c¢alismada, hayata iliskin devasa bilgi barindiran DNA dizilimleri {izerinden
analizlerin saglandig sitogenetik degerlendirme ile yasamsal olaylarin sembolik DNA
yapilar1 kullanilarak degerlendirilmesi saglanmistir. Bu asama igin tercih edilen her
bir sayisal haritalama teknigi, kullanilan sayisal sinyal isleme yaklasimlari ve
dizilimlerden ¢ikarilan Ozellikler; genomik noktalarin aydinlatilmasinda siireci
dogrudan etkileyen 6nemli parametrelerdir. Ote yandan degerlendirilmesi hedeflenen
DNA baz uzunluklarinin sabit olmamasi1 degerlendirme siirecini olumsuz

etkilemektedir.

Genler arasi iligkilerin ortaya ¢ikarilmasinda ve anormal durumlarin kesfedilmesinde
kullanilan mikrodizi teknolojisi ile genlerin fonksiyonel protein yapilarina doniisiim
siireci degerlendirilmistir. Fakat bu asamada faydalanilan mikrodizi veri kiimeleri,
hastalikla iligkili ve hastalikla iligkisiz genler barindirmaktadir. Bu durum gen
ekspresyon verilerinin degerlendirilme asamasinda hesaplama yiikii meydana
getirmekte ve hastalikla iliskisiz genlerin hastalikla iliskili genler iizerinde is yiki

olusturmasina neden olmaktadir. Bu dezavantaj1 yok etmek amaciyla 6zellik secim
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algoritmalar1 kullanilarak potansiyel genler seg¢ilmistir. Ancak ozellik se¢im
algoritmalar1 ile segilen genlerin uygunlugu malignitelerin siniflandirma basarisini

etkilemektedir.

Avantajlara ve dezavantajlara sahip olan sitogenetik ve molekiiler degerlendirme
yaklasimlari, genetik temelli olgular iizerinden analiz imkani saglamaktadir.
Yaklasimlara iliskin tiim olumsuz durumlarin bilgisayar destekli sistemler ile tolere
edilmesi calismanin ana omurgasini olusturmaktadir. Bununla birlikte ¢alisma
kapsaminda kullanilan patolojik degerlendirme yaklasimi ile genetik temelli ¢iktilarin
morfolojik degerlendirme ile desteklenmesi hedeflenmistir. Tan1 koyma siirecinin yani
sira ALL malignitelerine sahip hastalar i¢in tedaviye verilen yanitin gergek zamanl
olarak degerlendirilmesini de saglayan patolojik degerendirme ile 16semi hastaligi

genis bir dlgekte degerlendirilmistir.

Genis bir dlgekte degerlendirilen 16semi hastaligi i¢in insa edilen bilgisayar destekli
bu sistemlerin doktorlara yardimei bir fikir sunmasi beklenmektedir. Elde edilen tiim
sonugclar, 16semi hastaliginin bir biitlin olarak analiz edilmesini saglayacak ve giiclii

bir karar destek sistemi insa edecektir.
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6. SONUCLAR

T1p ve bilisim diinyas1 hastanin viicut biitiinliigiine zarar vermeden uygulanmasi kolay
tedavi yontemleri gelistirmek ve alternatif tan1 yaklagimlar1 kesfetmek amaciyla ¢ok
disiplinli bir ¢alisma alan1 olusturmustur. Ozellikle giincel ve belirli bir uygulama alani
olan saglikta yapay zeka c¢aligmalar1 ile cesitli hastaliklara iligkin tani siirecinde

basarili karar destek sistemleri insa edilmistir.

Bu calismada saglikta yapay zeka calismalar1 c¢ergevesinde kanser tiirleri arasinda
siklikla goriilen 16semi kanseri incelenmistir. Gliglii bir karar destek sistemi
olusturmak i¢in 7 farkli hedef ¢ergevesinde 16semi hastaligi analiz edilmistir. Genetik
temelli tan1 imkan1 saglayan sitogenetik ve molekiiler analizin yani sira patolojik
analizde yapilmistir. Gergek zamanl ¢ikti iireten ve standart dl¢iitler dogrultusunda
cikarim gerceklestiren patolojik analiz sonuglari, genetik tani imkani saglayan
sitogenetik ve molekiiller analiz sonuglart ile birlikte degerlendirilmistir.
Degerlendirme sonucunda patolojik analiz ¢iktilarinin 16semi hastaliginin tespit ve
tedaviye verilen yanit siirecinde genetik temelli degerlendirme imkani saglayan

sitogenetik ve molekiiler analiz sonuclarin1 destekledigi goriilmiistiir.

Losemi kanserinin gizemli yapisinin bir biitlin olarak degerlendirildigi bu calismada
gerceklestirilen 7 farkli analiz yaklasimi ile bilgisayar destekli bir sistem
olusturulmustur. Doktorlara fikir vermek amaciyla insa edilen bu sistemin gelecekteki

tan1 siireclerinde yer almasi hedeflenmektedir.
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